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Úvod

Jedním z hojn¥ vyuºívaných nástroj· datové analýzy jsou zobecn¥né lineární modely. Aby-
chom je mohli v praxi vyuºít, je na²ím prvním úkolem odhadnout jejich parametry. K tomu je
£asto vyuºíván maximáln¥ v¥rohodný odhad. U tohoto odhadu je ale známo, ºe je velmi citlivý
na p°ítomnost zne£i²t¥ní v datech. Je tedy pot°eba mít k dispozici i jiné metody odhadu, které
jsou robustn¥j²í neº maximáln¥ v¥rohodný odhad. Mnoho prací se zabývá výzkumem robustních
odhad· parametr· model· logistické regrese, pomocí kterých modelujeme binární prom¥nné.
Vývoji robustních metod odhad· parametr· pro zobecn¥né lineární modely, které popisují jiné
neº binární prom¥nné, se nev¥nuje taková pozornost.

Pokud jiº máme vhodnou robustní metodu odhadu, pot°ebujeme být schopni pomocí ní pro-
vést testy hypotéz o parametrech modelu. Je tedy t°eba navrhnout vhodnou testovací statistiku
a ur£it její rozd¥lení. Poté uº m·ºeme metodu pouºívat v praxi a vyuºít v²echny moºnosti, které
nám nabízejí zobecn¥né lineární modely.

Tato práce se proto zam¥°uje na robustní odhady parametr· a testy hypotéz pro modely pois-
sonovské regrese, které, jak název napovídá, popisují prom¥nné, které mají Poissonovo rozd¥lení.
Poissonovo rozd¥lení m·ºe nap°íklad popisovat po£et stíºností za rok nebo po£et nezam¥stnaných
v ur£ité oblasti.

Inspirujeme se v oblasti odhad· parametr· pro modely logistické regrese a de�nujeme nový
odhad pro modely poissonovské regrese. V práci [9] byl p°edstaven mediánový odhad pro model
logistické regrese. V £lánku [8] se autor·m poda°ilo mediánový odhad je²t¥ významn¥ vylep²it
a vznikl tak zobecn¥ný mediánový odhad. Obdoba mediánového odhadu pro modely poissonovské
regrese jiº byla p°edstavena v práci [3]. My nyní naváºeme na tuto práci a pomocí my²lenek
z £lánku [8] zavedeme zobecn¥ný mediánový odhad pro modely poissonovské regrese a navrhneme
vhodný test pro testování hypotéz o parametrech modelu.

První kapitola nám poslouºí jako úvod do problematiky zobecn¥ných lineárních model·. Zade-
�nujeme si nejd°íve obecn¥ zobecn¥né lineární modely a pak se zam¥°íme na modely poissonovské
regrese, kterým se v¥nuje tato práce.

Ve druhé kapitole se p°esuneme k metodám odhadu parametr· modelu poissonovské regrese.
Nejprve si p°edstavíme maximáln¥ v¥rohodný odhad a mediánový odhad. Poté naváºeme na
mediánový odhad a odvodíme novou metodu odhadu � zobecn¥ný mediánový odhad. Na zá-
v¥r kapitoly se seznámíme se dv¥ma jiº existujícími robustními metodami odhadu parametr·,
konkrétn¥ Mallowsovým odhadem a M-odhadem zaloºeným na transformaci odezvy.

T°etí kapitola je v¥nována odvození asymptotického rozd¥lení zobecn¥ného mediánového od-
hadu. V první £ásti provedeme pot°ebné výpo£ty a na záv¥r kapitoly se zam¥°íme na konzistentní
odhad odvozené teoretické asymptotické kovarian£ní matice, který je d·leºitý pro následné vyu-
ºití odvozených teoretickým poznatk· v praxi.

�tvrtá kapitola vyuºívá výsledky odvozené ve t°etí kapitole a zam¥°uje se na testování hypo-
téz. Nejprve zde navrhneme testovací statistiku Waldova typu a poté ur£íme její asymptotické
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rozd¥lení. Ilustrujeme si zde také, jak vyuºít navrºený test v praxi.
Poté se jiº p°esuneme k simula£ním experiment·m, kterým se v¥nuje celá pátá kapitola.

P°edstavíme si nejprve model, se kterým budeme pracovat, a poté provedeme n¥kolik simula£-
ních experiment·. První z nich ilustruje konzistenci zobecn¥ného mediánového odhadu. Dal²í
experimenty se jiº v¥nují testování hypotéz a uvaºují pro porovnání krom¥ zobecn¥ného medi-
ánového odhadu také maximáln¥ v¥rohodný odhad, Mallows·v odhad a M-odhad zaloºený na
transformaci odezvy. Nejprve provedeme experiment, v rámci kterého budeme studovat chybu
1. druhu v závislosti na po£tu pozorování. Dále budeme testovat hypotézy pro £istá data a také
budeme zkoumat vliv p°ítomnosti zne£i²t¥ní na testování hypotéz, konkrétn¥ budeme uvaºovat
zne£i²t¥ní odlehlými pozorováními a pákovými body.
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Kapitola 1

Zobecn¥né lineární modely

Tato kapitola je v¥nována úvodu do problematiky zobecn¥ných lineárních model·. Nejprve si
p°edstavíme exponenciální rodinu distribucí, kterou dále vyuºijeme p°i de�nici zobecn¥ných line-
árních model·. Ty de�nujeme nejprve obecn¥ a poté se zam¥°íme na modely poissonovské regrese,
kterými se zabývá celá tato práce. První dv¥ podkapitoly jsou £áste£n¥ p°evzaty z práce [12].

1.1 Exponenciální rodina distribucí

M¥jme náhodnou veli£inu Y, jejíº rozd¥lení závisí pouze na jednom parametru θ ∈ R. �íkáme,
ºe rozd¥lení veli£iny Y pat°í do exponenciální rodiny distribucí, pokud lze hustotu pravd¥podob-
nosti, p°ípadn¥ pravd¥podobnostní funkci, veli£iny Y zapsat ve tvaru

f(y; θ) = s(y)t(θ)ea(y)b(θ) = exp{a(y)b(θ) + c(θ) + d(y)}, (1.1)

kde a(y), b(θ), s(y) a t(θ) jsou známé funkce a s(y) = exp{d(y)}, t(θ) = exp{c(θ)}.
Pokud platí, ºe a(y) = y, °íkáme, ºe distribuce je v kanonickém tvaru a b(θ) se nazývá

p°irozený parametr rozd¥lení.
Vyskytují-li se v rozd¥lení je²t¥ jiné parametry neº námi uvaºovaný parametr θ, nazýváme je

²umovými parametry a pohlíºíme na n¥ jako na konstanty. Tyto parametry mohou být zahrnuty
v libovolné funkci a(y), b(θ), c(θ) nebo d(y).

Do exponenciální rodiny distribucí pat°í nap°íklad normální, exponenciální, Poissonovo, gama
rozd¥lení nebo t°eba binomické a Bernoulliho rozd¥lení. V²echna vý²e jmenovaná rozd¥lení mají
kanonický tvar. My si p°epis do kanonického tvaru p°edstavíme pouze pro normální, binomické,
Bernoulliho a Poissonovo rozd¥lení.

Normální rozd¥lení

Normální rozd¥lení je jedno z nejpouºívan¥j²ích rozd¥lení pro spojitou symetrickou náhodnou
veli£inu. Zna£íme ho N (µ, σ2) a pro jeho hustotu pravd¥podobnosti platí

f(y;µ) =
1√

2πσ2
exp

{
− 1

2σ2
(y − µ)2

}
= exp

{
− y2

2σ2
+
yµ

σ2
− µ2

2σ2
− 1

2
ln(2πσ2)

}
, (1.2)

kde y ∈ R, µ ∈ R a na σ2 > 0 nyní pohlíºíme jako na ²umový parametr. Vidíme, ºe platí
a(y) = y, tudíº jsme získali kanonický tvar a pro p°irozený parametr rozd¥lení platí b(µ) = µ/σ2.
Pro zbylé dv¥ funkce platí c(µ) = −µ2/(2σ2)− 1

2 ln(2πσ2) a d(y) = −y2/(2σ2).
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Binomické rozd¥lení

Binomické rozd¥lení pouºíváme, pokud chceme popsat £etnost výskytu náhodného jevu v n
nezávislých pokusech za p°edpokladu, ºe pravd¥podobnost výskytu jevu je ve v²ech pokusech
rovna π ∈ (0, 1). Binomické rozd¥lení Bi(n, π) má pravd¥podobnostní funkci rovnu

f(y;π) =

(
n

y

)
πy(1− π)n−y = exp

{
y lnπ − y ln(1− π) + n ln(1− π) + ln

(
n

y

)}
, (1.3)

kde y nabývá hodnot 0, 1, 2, . . . , n. Pravd¥podobnostní funkce je v kanonickém tvaru a pro p°i-
rozený parametr platí b(π) = ln[π/(1− π)].

Bernoulliho rozd¥lení

Bernoulliho rozd¥lení je speciální p°ípad binomického rozd¥lení, kdy místo n pokus· uvaºu-
jeme pouze pokus jeden. Pravd¥podobnostní funkce Bernoulliho rozd¥lení Be(π) má tvar

f(y;π) = πy(1− π)1−y = exp {y lnπ − y ln(1− π) + ln(1− π)} , y ∈ {0, 1}. (1.4)

Jedná se op¥t o zápis v kanonickém tvaru a stejn¥ jako v p°ípad¥ binomického rozd¥lení je
p°irozený parametr rozd¥lení roven b(π) = ln[π/(1− π)].

Poissonovo rozd¥lení

Poissonovo rozd¥lení vyuºíváme nap°íklad pro popis po£tu událostí nebo £ástic v ur£itém
intervalu, a´ uº £asovém, nebo prostorovém. Poissonovo rozd¥lení Po(λ) má pravd¥podobnostní
funkci ve tvaru

f(y;λ) =
λy

y!
e−λ = exp {y lnλ− λ− ln(y!)} , y ∈ N0, λ > 0. (1.5)

Pravd¥podobnostní funkci lze tedy zapsat v kanonickém tvaru a pro p°irozený parametr rozd¥lení
platí b(λ) = lnλ. Pro zbylé dv¥ funkce pak platí c(λ) = −λ a d(y) = − ln(y!).

Vlastnosti exponenciální rodiny distribucí

Pro exponenciální rodinu distribucí se dají odvodit vzorce (viz [5]) pro výpo£et st°ední hod-
noty a rozptylu funkce a(Y ), které platí pro libovolné rozd¥lení z této rodiny. Vzorce jsou tvaru

E[a(Y )] = −c
′(θ)

b′(θ)
, (1.6)

var[a(Y )] =
b′′(θ)c′(θ)− c′′(θ)b′(θ)

[b′(θ)]3
. (1.7)

Pokud máme rozd¥lení kanonického tvaru, je a(Y ) = Y, a tedy vyuºitím uvedených vzorc·
získáme st°ední hodnotu a rozptyl p°ímo náhodné veli£iny Y .

Nap°íklad pro Poissonovo rozd¥lení platí b′(λ) = 1/λ, b′′(λ) = −1/λ2, c′(λ) = −1 a c′′(λ) = 0.
Pro st°ední hodnotu a rozptyl veli£iny Y ∼ Po(λ) pak pomocí vztah· (1.6) a (1.7) získáme

E(Y ) = −−1
1
λ

= λ, (1.8)

var(Y ) =
− 1
λ2
· (−1)− 0 · 1

λ(
1
λ

)3 = λ. (1.9)
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1.2 Zobecn¥né lineární modely

V této £ásti si zade�nujeme obecn¥ zobecn¥né lineární modely a v následující £ásti se zam¥-
°íme na modely poissonovské regrese, kterými se budeme zabývat i dále v práci.

Nejprve si de�nujme klasický lineární model. Lineární model má tvar

Yi = xT
i β + ei, ei ∼ N (0, σ2), i = 1, 2, . . . , n, (1.10)

kde Yi, i = 1, 2, . . . , n, jsou nezávislé náhodné prom¥nné, které se nazývají vysv¥tlované. Vekto-
rem vysv¥tlujících prom¥nných £i vektorem regresor· nazýváme xT

i = (xi1, xi2, . . . , xid) a povaºu-
jeme ho za vektor známých hodnot. Vektor β = (β1, β2, . . . , βd)

T se nazývá vektorem neznámých
koe�cient· (£i parametr·), p°ípadn¥ vektorem regresních koe�cient·. Veli£iny ei, i = 1, 2, . . . , n,
se nazývají náhodné chyby a p°edpokládáme o nich, ºe jsou nezávislé.

Klasický lineární model má alternativní zápis

E(Yi) = µi = xT
i β, Yi ∼ N (µi, σ

2), Yi nezávislé, i = 1, 2, . . . , n. (1.11)

Zobecn¥ný lineární model nabízí, jak název napovídá, jisté zobecn¥ní oproti lineárnímu mo-
delu. První rozdíl je, ºe nemusíme modelovat pouze st°ední hodnotu Yi. V p°ípad¥ zobecn¥ného
lineárního modelu modelujeme funkci st°ední hodnoty veli£iny Yi, tj. modelujeme

g
(
E(Yi)

)
= g(µi) = xT

i β. (1.12)

Funkce g se nazývá spojovací funkce a p°edpokládáme, ºe je monotónní a diferencovatelná.
Dal²í zobecn¥ní spo£ívá v tom, ºe uvaºujeme Yi s rozd¥lením z exponenciální rodiny distri-

bucí. Netrváme tedy na normálním rozd¥lení. Vysv¥tlované prom¥nné musí být ale stejného typu
rozd¥lení v kanonickém tvaru. Jednotlivá rozd¥lení ale mohou mít r·zný parametr θi. Nap°íklad
tedy platí Yi ∼ Po(θi), i = 1, 2, . . . , n.

1.3 Poissonovská regrese

Model poissonovské regrese je zobecn¥ný lineární model pro nezávislá pozorování Y1, Y2, . . . ,
Yn, pro který platí

Yi ∼ Po(µi), E(Yi) = µi, i = 1, 2, . . . , n, (1.13)

g(µi) = lnµi, i = 1, 2, . . . , n. (1.14)

Jako spojovací funkci tedy volíme p°irozený logaritmus, coº je p°irozený parametr Poissonova
rozd¥lení. Díky tomu je logaritmus v¥rohodnostní funkce, o které se zmíníme v £ásti o maxi-
máln¥ v¥rohodném odhadu, konkávní a má tedy pouze jedno maximum, které lze nalézt pomocí
numerických metod na hledání maxima.

Pro µi p°edpokládáme, ºe platí
µi = siλi, (1.15)

kde si zna£í známou velikost vzorku. St°ední hodnotu µi tedy modelujeme jako funkci vektoru
nezávislých prom¥nných xi a velikosti vzorku, ze kterého bylo Yi získáno. Model poissonovské
regrese má tedy tvar

lnµi = ln si + lnλi = ln si + xT
i β, i = 1, 2, . . . , n. (1.16)
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Pokud ze vztahu (1.16) vyjád°íme µi, získáme vztah

µi = µi(β) = µ(xT
i β) = si exp{xT

i β}. (1.17)

Model poissonovské regrese nám umoº¬uje modelovat prom¥nnou, která má význam nap°í-
klad po£tu událostí nebo £ástic v ur£itém £asovém nebo prostorovém intervalu. Vysv¥tlovaná
prom¥nná m·ºe tedy být nap°. po£et vir· v roztoku nebo po£et nezam¥stnaných v ur£ité ob-
lasti. Pro lep²í pochopení uve¤me konkrétní model poissonovské regrese.

Modelujeme po£et stíºností na léka°e pracujících na pohotovosti za rok, coº je na²e vysv¥t-
lovaná prom¥nná Y . U kaºdého léka°e známe po£et provedených o²et°ení za rok, coº je velikost
vzorku s. Dále máme £ty°i vysv¥tlující prom¥nné neboli regresory: ro£ní plat (x2), po£et odpraco-
vaných hodin (x3), pohlaví (x4) a absolvování speciální stáºe na pohotovosti (x5). Tyto regresory
spole£n¥ s regresorem reprezentujícím intercept (x1 = 1) nám tvo°í vektor vysv¥tlujících veli£in
x. Vektor β, který odhadujeme, má tedy 5 sloºek a pro Y ∼ Po(µ) platí

lnµ = ln s+ β1x1 + β2x2 + β3x3 + β4x4 + β5x5 = ln s+ xTβ. (1.18)

Pomocí takového modelu se m·ºeme nap°íklad snaºit zjistit, které vysv¥tlující prom¥nné mají
vliv na po£et stíºností na léka°e.

Výhodou modelu poissonovské regrese je, ºe má velmi dob°e interpretovatelné parametry.
Uvaºujme j-tý regresor xj , ke kterému náleºí parametr βj . Pokud necháme ostatní regresory
nezm¥n¥né, tak veli£ina exp{βj} zna£í relativní riziko spojené s expozicí, pokud je xj binární,
nebo relativní riziko spojené se zvý²ením xj o jednu jednotku, pokud je xj spojitý regresor. Jinými
slovy nám veli£ina exp{βj} udává relativní nár·st st°ední hodnoty vysv¥tlované veli£iny pro
individuum vystavené riziku (regresor xj = 1) oproti individuu nevystavenému riziku (regresor
xj = 0) pro binární prom¥nnou, p°ípadn¥ pro spojitou prom¥nnou udává relativní nár·st st°ední
hodnoty vysv¥tlované veli£iny v p°ípad¥, kdy se hodnota regresoru xj zvý²í o 1.



Kapitola 2

Odhady parametr·

V této kapitole se budeme zabývat odhady parametr· model· poissonovské regrese. Nejprve
si p°edstavíme maximáln¥ v¥rohodný odhad a poté p°ejdeme k zástupc·m robustních odhad·.
Seznámíme se s mediánovým odhadem a zavedeme nový odhad � zobecn¥ný mediánový odhad.
Nakonec si p°edstavíme Mallows·v odhad a M-odhad zaloºený na transformaci odezvy.

2.1 Maximáln¥ v¥rohodný odhad

Maximáln¥ v¥rohodný odhad (maximum likelihood estimate � MLE) je zaloºen na maxima-
lizaci v¥rohodnostní (p°ípadn¥ logaritmické v¥rohodnostní) funkce, která je de�nována pomocí
realizací y1, y2, . . . , yn náhodných veli£in Y1, Y2, . . . , Yn. Pro ná² model má v¥rohodnostní funkce
tvar

L(β) =

n∏
i=1

µi(β)yi

yi!
exp{−µi(β)} (2.1)

a logaritmická v¥rohodnostní funkce je tvaru

l(β) = lnL(β) =

n∑
i=1

ln

[
µi(β)yi

yi!
exp{−µi(β)}

]
. (2.2)

Maximáln¥ v¥rohodný odhad je tedy v na²em modelu dán p°edpisem

β̂MLE = arg min
β

n∑
i=1

di(β), (2.3)

kde

di(β) = − ln

[
µi(β)yi

yi!
exp{−µi(β)}

]
= −yi ln

(
µi(β)

)
+ ln(yi!) + µi(β).

(2.4)

Hledání argumentu minima probíhá tak, ºe výraz
∑n

i=1 di(β) zderivujeme jednotliv¥ podle
v²ech sloºek parametru β a tyto parciální derivace poloºíme rovny nule. Vznikne nám tak soustava
d rovnic. M·ºe se stát, ºe nejsme schopni nalézt analytické °e²ení této soustavy a musíme vyuºít
numerické °e²ení. Mezi pouºívané metody k nalezení numerického °e²ení pat°í nap°íklad Newton-
Raphsonova metoda nebo Fisher-scoring algoritmus. Ob¥ tyto metody jsou popsány v práci [11].

13
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Maximáln¥ v¥rohodný odhad je v praxi velmi pouºívaný, protoºe je asymptoticky e�cientní.
Je ale známo, ºe je MLE citlivý na zne£i²t¥ná data a není tudíº robustní. P°edstavíme si proto
dal²í odhady, které by nem¥ly být tak citlivé na zne£i²t¥ní dat. V simula£ní £ásti práce porovnáme
chování MLE s v¥t²inou t¥chto odhad· a ov¥°íme, zda jsou opravdu robustn¥j²í neº MLE.

2.2 Mediánový odhad

Mediánový odhad pro modely poissonovské regrese p°i svém vzniku vycházel z mediánového
odhadu pro modely logistické regrese, který byl zaveden v práci [9]. Mediánový odhad pro modely
poissonovské regrese byl publikován v práci [3]. My si ho zde p°edstavíme i s odvozením, abychom
se seznámili s jeho hlavními my²lenkami.

Nejprve si ale de�nujme M-odhady. Pozd¥ji uvidíme, ºe mediánový odhad také pat°í mezi
M-odhady neboli odhady maximáln¥ v¥rohodného typu. Tyto odhady vznikly jako reakce na
citlivost MLE na zne£i²t¥ná data a jsou tedy obecn¥ robustn¥j²í neº MLE. M-odhady pro modely
poissonovské regrese jsou de�novány p°edpisem

β̂ = arg min
β

n∑
i=1

Φ
(
Yi, µ(xT

i β)
)
, (2.5)

kde Φ : N0 × (0,+∞)→ R je vhodn¥ zvolená funkce. Díky této de�nici a pouºití funkce Φ jsme
schopni zmen²it vliv netypických pozorování na výsledný odhad regresního koe�cientu.

Nyní uº p°ejd¥me k odvození mediánového odhadu. V odvození uvaºujeme velikost vzorku
si = 1, i = 1, 2, . . . , n. Pokud bychom cht¥li p°ejít k obecnému si, nahradíme λi vztahem siλi.

M¥jme nezávislé náhodné veli£iny Y1, Y2, . . . , Yn, pro n¥º platí

Yi ∼ Po(λi), i = 1, 2, . . . , n, (2.6)

a které jsou spojeny s vysv¥tlujícími veli£inami prost°ednictvím vztahu

λi = λi(β) = λ(xT
i β) = exp{xT

i β}, i = 1, 2, . . . , n. (2.7)

Jak název odhadu napovídá, vyuºívá mediánový odhad mediánovou funkci. Mediánovou
funkcí rozumíme funkci, která pro dané λi vrací medián daného rozd¥lení. Pokud ozna£íme
jako m̃(λi) mediánovou funkci pro veli£inu Yi ∼ Po(λi), i = 1, 2, . . . , n, cht¥li bychom mediánový
odhad de�novat vztahem

β̂M̃ = arg min
β

n∑
i=1

∣∣Yi − m̃(λ(xT
i β)

)∣∣, (2.8)

který spl¬uje de�nici M-odhadu.
Odvo¤me tedy nyní mediánovou funkci pro veli£inu Y ∼ Po(λ). Pravd¥podobnostní funkce

a distribu£ní funkce veli£iny Y jsou tvaru

P[Y = j] = e−λ
λj

j!
, j = 0, 1, 2, . . . , (2.9)

FY (y;λ) = e−λ
byc∑
j=0

λj

j!
, y ≥ 0, (2.10)
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kde b·c zna£í dolní celou £ást. Mediánová funkce m̃(λ) veli£iny Y spl¬uje

m̃(λ) = 0 ⇔ FY (0;λ) ≥ 1

2
, (2.11)

m̃(λ) = k, pro k ∈ N ⇔ FY (k;λ) ≥ 1

2
∧ FY (k − 1;λ) <

1

2
, (2.12)

coº je ekvivalentní zápisu

m̃(λ) = 0 ⇔ e−λ
0∑
j=0

λj

j!
= e−λ ≥ 1

2
, (2.13)

m̃(λ) = k, pro k ∈ N ⇔ e−λ
k∑
j=0

λj

j!
≥ 1

2
∧ e−λ

k−1∑
j=0

λj

j!
<

1

2
. (2.14)

Pro získání krajních hodnot interval·, ve kterých má mediánová funkce konstantní hodnotu,
musíme °e²it rovnice

e−λ
k∑
j=0

λj

j!
=

1

2
(2.15)

pro k ∈ N0. V p°ípad¥ k = 0 je °e²ením rovnice (2.15) λ = ln 2, které ozna£íme jako C0. Pro
k > 0 nemá vý²e uvedená rovnice analytické °e²ení. �e²ení této rovnice budeme tedy po£ítat
numericky a zavedeme následující zna£ení.

De�nice 1. Kladné °e²ení rovnice

e−λ
k∑
j=0

λj

j!
=

1

2
(2.16)

pro neznámou λ a parametr k ∈ N0 ozna£íme jako Ck.

Ukázkovou tabulku hodnot Ck lze najít v p°íloze.
Díky zavedení hodnot Ck m·ºeme zapsat mediánovou funkci ve tvaru

m̃(λ) =

{
0, je-li 0 < λ ≤ C0,

k, pro λ ∈ (Ck−1, Ck〉, k ∈ N.
(2.17)

Vidíme, ºe mediánová funkce je po £ástech konstantní, tudíº odhad (2.8) nedetekuje malé zm¥ny
ve velikosti λ a je tedy nevhodný k pouºití p°i odhadování parametr· modelu poissonovské
regrese.

Vyuºijeme proto takzvané statistické vyhlazování náhodné veli£iny, které bylo zavedeno v prá-
ci [9]. Jeho princip spo£ívá v tom, ºe p·vodn¥ diskrétní veli£iny Yi p°evedeme na spojité p°i£tením
realizace náhodné veli£iny Ui z rovnom¥rného rozd¥lení na (0, 1). Vzniknou nám tedy veli£iny

Zi = Yi + Ui, Yi ∼ Po
(
λ(xT

i β)
)
, Ui ∼ U(0, 1), i = 1, 2, . . . , n. (2.18)

Náhodné prom¥nné Yi a Uh (i Uh mezi sebou) jsou nezávislé pro v²echna i = 1, 2, . . . , n, h =
1, 2, . . . , n. Poznamenejme, ºe p·vodní data lze zp¥tn¥ získat aplikací operace dolní celá £ást na
Zi.
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Pro výpo£et distribu£ní funkce veli£iny Z = Y + U , kde Y ∼ Po(λ) a U ∼ U(0, 1) jsou
nezávislé, nyní p°edpokládejme, ºe z ∈ 〈k, k + 1), k ∈ N0. Pak platí

FZ(z;λ) = P[Y + U ≤ z] = P

k−1⋃
j=0

[Y = j]

 ∪ ([Y = k] ∩ [U ≤ z − k]
)

=
k−1∑
j=0

P[Y = j] + P[Y = k] · P[U ≤ z − k].

(2.19)

U poslední rovnosti jsme vyuºili disjunktnosti jev· a nezávislosti veli£in Y a U . Vyuºijeme je²t¥
znalosti rozd¥lení veli£in Y a U a získáme výsledný tvar distribu£ní funkce

FZ(z;λ) =

k−1∑
j=0

e−λ
λj

j!
+ e−λ

λk

k!
(z − k), z ∈ 〈k, k + 1), k ∈ N0, (2.20)

kde v p°ípad¥ k = 0 chápeme sumu jako prázdnou, a tedy rovnou nule. Graf této funkce si
m·ºeme prohlédnout na obrázku 2.1. Je to po £ástech lineární a spojitá funkce.
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Obrázek 2.1: Graf distribu£ní funkce FZ(z;λ) pro λ = 12. Pravý obrázek je vý°ez z levého
obrázku a jsou na n¥m patrné zlomy grafu v ozna£ených bodech.

Jelikoº se nám poda°ilo získat p°edpis distribu£ní funkce, m·ºeme se p°esunout k odvození
mediánové funkce veli£iny Z. Aby medián leºel v intervalu 〈k, k + 1), musí platit

FZ(k;λ) ≤ 1

2
∧ FZ(k + 1;λ) >

1

2
. (2.21)

Pro k = 0 se uplatní pouze druhá z podmínek a dosazením ze vztahu (2.20) získáme podmínku
ve tvaru

e−λ
0∑
j=0

λj

j!
= e−λ >

1

2
, (2.22)
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která je ekvivalentní podmínce λ < C0. Pro k > 0 po dosazení ze vztahu (2.20) dostaneme
podmínky ve tvaru

e−λ
k−1∑
j=0

λj

j!
≤ 1

2
∧ e−λ

k∑
j=0

λj

j!
>

1

2
, (2.23)

které jsou ekvivalentní podmínce λ ∈ 〈Ck−1, Ck). Vyjád°ením z z rovnice

FZ(z;λ) =

k−1∑
j=0

e−λ
λj

j!
+ e−λ

λk

k!
(z − k) =

1

2
(2.24)

získáme p°edpis pro mediánovou funkci

m(λ) =


1

2
eλ, je-li 0 < λ < C0,

k +
k!

λk

1

2
eλ −

k−1∑
j=0

λj

j!

, pro λ ∈ 〈Ck−1, Ck), k ∈ N.
(2.25)

Mediánová funkce je spojitá a ost°e rostoucí. D·kaz tohoto tvrzení lze nalézt v práci [3]. Graf
mediánové funkce si m·ºeme prohlédnout na obrázku 2.2.
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Obrázek 2.2: Graf mediánové funkce m(λ). Vyzna£ené hodnoty pro λ jsou konstanty C0, C1 a C2.

Nyní jiº známe v²e pot°ebné k de�nici mediánového odhadu pro model poissonovské regrese.

De�nice 2. M¥jme veli£iny Z1, Z2, . . . , Zn de�nované v (2.18). Pak mediánový odhad parametr·
modelu poissonovské regrese (1.13), (1.16) s si = 1, i = 1, 2, . . . , n, de�nujeme p°edpisem

β̂M = arg min
β

n∑
i=1

∣∣Zi −m(λ(xT
i β)

)∣∣ = arg min
β

n∑
i=1

∣∣Yi + Ui −m
(
λ(xT

i β)
)∣∣, (2.26)

kde m(λ) zna£í mediánovou funkci de�novanou v (2.25) a λ(xT
i β) je dána vztahem (2.7).
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Z vý²e uvedené de�nice je z°ejmé, ºe mediánový odhad pat°í mezi M-odhady a platí pro n¥j

ΦM

(
Yi, λ(xT

i β)
)

=
∣∣Yi + Ui −m

(
λ(xT

i β)
)∣∣, i = 1, 2, . . . , n, (2.27)

kde Ui, i = 1, 2, . . . , n, jsou de�novány v (2.18).
Velkou nevýhodou mediánového odhadu je pot°eba generovat navíc náhodné veli£iny Ui,

i = 1, 2, . . . , n. Tím dochází k vná²ení neºádoucího ²umu do odhadování. V práci [9] byly krom¥
zavedení mediánového odhadu pro modely logistické regrese provedeny simulace, které ukázaly,
ºe tento odhad funguje dob°e pro velká n a v¥t²í rozsahy zne£i²t¥ní. Simulace ale dále ukázaly,
ºe mediánový odhad pro modely logistické regrese má velký rozptyl odhad·. Aby se odstranily
nedostatky týkající se rozptylu odhad· a pot°eby generovat náhodné veli£iny, pokra£ovalo se
v dal²ím výzkumu. My budeme tyto kroky následovat a p°edstavíme si vylep²ení mediánového
odhadu.

2.3 Zobecn¥ný mediánový odhad

V této £ásti zavedeme novou metodu odhadu parametr· modelu poissonovské regrese � zo-
becn¥ný mediánový odhad. K vytvo°ení tohoto nového odhadu vyuºijeme znalost mediánového
odhadu pro poissonovskou regresi a my²lenku, která stála za zrodem zobecn¥ného mediánového
odhadu pro odhad parametr· modelu logistické regrese, viz £lánek [8]. Nejd°íve se zvý²í po£et
statistických vyhlazování a následn¥ se provede v jistém smyslu limitní p°echod, díky kterému
nám suma p°ejde v integrál. Nebude pak nutné generovat dal²í náhodné veli£iny a nebudeme
tedy vná²et do odhadování dal²í ²um.

V p°edpisu op¥t uvaºujeme si = 1, i = 1, 2, . . . , n. Pokud bychom cht¥li p°ejít k obecnému
si, nahradíme λi vztahem siλi.

Zavedeme nejd°íve k-posílený mediánový odhad pro modely poissonovské regrese p°edpisem

β̂M,k = arg min
β

1

k

n∑
i=1

k∑
j=1

∣∣Yi + Uij −m
(
λ(xT

i β)
)∣∣, (2.28)

kde k je námi zvolená konstanta a Uij ∼ U(0, 1), i = 1, 2, . . . , n, j = 1, 2, . . . , k, jsou vzájemn¥
a na Y1, Y2, . . . , Yn nezávislé náhodné veli£iny. Posílený mediánový odhad tedy vznikl pomocí
opakovaného statistického vyhlazování. V práci [9], která se týkala model· logistické regrese,
bylo ukázáno, ºe pro ur£ité modely se tímto postupem dá dosáhnout výrazného sníºení rozptylu
odhadu a v n¥kterých jednoduchých p°ípadech dokonce klesne rozptyl aº na úrove¬ rozptylu
maximáln¥ v¥rohodného odhadu.

Vyuºijeme-li nyní zákon velkých £ísel, dostaneme pro k → +∞

1

k

k∑
j=1

∣∣Yi+Uij−m(λ(xT
i β)

)∣∣ P−→ EU
∣∣Yi+U−m(λ(xT

i β)
)∣∣ =

∫ 1

0

∣∣Yi+u−m(λ(xT
i β)

)∣∣du, (2.29)
kde U∼ U(0, 1). Pomocí získaného vztahu jiº m·ºeme de�novat zobecn¥ný mediánový odhad.

De�nice 3. Uvaºujme model poissonovské regrese (1.13), (1.16) s si = 1, i = 1, 2, . . . , n. Pak
zobecn¥ný mediánový odhad parametr· modelu poissonovské regrese de�nujeme p°edpisem

β̂MM = arg min
β

n∑
i=1

∫ 1

0

∣∣Yi + u−m
(
λ(xT

i β)
)∣∣du, (2.30)

kde m(λ) zna£í mediánovou funkci de�novanou v (2.25) a λ(xT
i β) je dána vztahem (2.7).
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Uvaºujme nyní náhodnou veli£inu U ∼ U(0, 1) a de�nujme funkci ϕ(t) = E|U + t| =
∫ 1

0 |u+
t|du, pro kterou platí

ϕ(t) =


t2 + t+ 1

2 , −1 < t ≤ 0,

t+ 1
2 , t > 0,

−t− 1
2 , t ≤ −1.

(2.31)

Pomocí funkce ϕ(t) m·ºeme p°epsat zobecn¥ný mediánový odhad do tvaru

β̂MM = arg min
β

n∑
i=1

ϕ
(
Yi −m

(
λ(xT

i β)
))
. (2.32)

Tento p°epis je d·leºitý pro následnou implementaci zobecn¥ného mediánového odhadu. Díky
n¥mu totiº m·ºeme integrál, který se vyskytuje v de�nici odhadu, spo£íst analyticky a není t°eba
numerické integrace. Do odhadu tedy nevná²íme dal²í chybu a celkov¥ je odhadování rychlej²í.

P°edpis pro zobecn¥ný mediánový odhad je²t¥ m·ºeme p°epsat do tvaru

β̂MM = arg min
β

n∑
i=1

ΦMM

(
Yi, λ(xT

i β)
)
, (2.33)

kde
ΦMM

(
Yi, λ(xT

i β)
)

= ϕ
(
Yi −m

(
λ(xT

i β)
))
, i = 1, 2, . . . , n. (2.34)

Jedná se tedy o M-odhad a bude moºné vyuºít obecnou asymptotickou teorii t¥chto odhad·.
Pokud s£ítance v sum¥

∑n
i=1 ΦMM

(
Yi, λ(xT

i β)
)
zderivujeme podle β a celou sumu poloºíme

rovnu 0d, vzniknou nám takzvané odhadovací rovnice se s£ítanci Ψ
(
Yi, λ(xT

i β)
)
, i = 1, 2, . . . , n,

konkrétn¥
n∑
i=1

Ψ
(
Yi, λ(xT

i β)
)

= 0d. (2.35)

P°esný tvar s£ítanc· v odhadovacích rovnicích odvodíme v následující kapitole a vyuºijeme ho
k odvození asymptotického rozd¥lení zobecn¥ného mediánového odhadu.

2.4 Mallows·v odhad

Mallows·v odhad je zaloºen na zobecn¥ní metody kvazi-v¥rohodnostního odhadu. Podrob-
nosti o kvazi-v¥rohodnostním odhadu lze nalézt nap°. v práci [15]. Mallows·v odhad byl poprvé
publikován v £lánku [4] a zabývala se jím také práce [3].

P°edtím neº si zade�nujeme Mallows·v odhad pro model poissonovské regrese (1.13) a (1.16),
zavedeme si ozna£ení pro pojmy, které budeme dále pot°ebovat.

Nejprve si jako X ∈ Rn×d ozna£íme matici, která v jednotlivých °ádcích obsahuje vektory
vysv¥tlujících prom¥nných xT

i , kde i = 1, 2, . . . , n. Dále jako hi ozna£íme i-tý diagonální prvek
matice X(XTX)−1XT a de�nujeme váhy w jako w(xi) =

√
1− hi.

Dále de�nujeme Huberovu funkci ψc(x) pro x ∈ R a c > 0 p°edpisem

ψc(x) =

{
x, je-li |x| ≤ c,
c sgn(x), je-li |x| > c,

(2.36)

kde sgn zna£í znaménkovou funkci signum. Hodnota konstanty c v Huberov¥ funkci, která se, jak
uvidíme pozd¥ji, vyskytuje v Mallowsov¥ odhadu, má vliv na asymptotickou e�cienci odhadu.
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Mallows·v odhad pro modely poissonovské regrese de�nujeme jako °e²ení soustavy rovnic

u(β) =

n∑
i=1

[ψc(ri)w(xi)
√
µi xi − a(β)] = 0, (2.37)

kde
ri =

yi − µi√
µi

, (2.38)

a(β) =
1

n

n∑
i=1

E[ψc(ri)]w(xi)
√
µi xi. (2.39)

Výraz E[ψc(ri)] lze vyjád°it explicitn¥ ve tvaru

E[ψc(ri)] = c
(
P(Yi ≥ j2 + 1)− P(Yi ≤ j1)

)
+
√
µi
(
P(Yi = j1)− P(Yi = j2)

)
, (2.40)

kde j1 = bµi − c
√
µic a j2 = bµi + c

√
µic a b·c zna£í dolní celou £ást.

Soustavu (2.37) lze vy°e²it pomocí Fisher-scoring algoritmu. �e²ení v k-té iteraci získáme
z p°edpisu

β̂
(k)

MAL = β̂
(k−1)

MAL + I−1
(
β̂

(k−1)

MAL

)
u
(
β̂

(k−1)

MAL

)
, (2.41)

kde pro I(β) platí I(β) = XTBX a B je diagonální matice s prvky

bi = w(xi)µi P(j1 ≤ Yi ≤ j2 − 1), i = 1, 2, . . . , n. (2.42)

Mallows·v odhad je za ur£itých podmínek asymptoticky normální. Bliº²í informace o asympto-
tické normalit¥ Mallowsova odhadu lze najít v p·vodním £lánku [4].

2.5 M-odhad zaloºený na transformaci odezvy

M-odhad zaloºený na transformaci odezvy byl publikován v práci [14]. P°edstavíme si ho zde
pro model (1.13) a (1.16), uvaºujeme tedy Y ∼ Po(µ). Jak název napovídá, pat°í také mezi
M-odhady. V názvu se navíc zmi¬uje transformace odezvy. Znamená to, ºe hledáme funkci
t : R→ R takovou, aby rozptyl transformované veli£iny t(Y ) byl tém¥° konstantní v závislosti
na E(Y ). Pro modely poissonovské regrese tento poºadavek spl¬uje funkce

t(y) =
√
y. (2.43)

Uvaºujme dále spojitou a omezenou funkci ρ : R → R, která má jediné lokální minimum
v nule. V praxi se nap°íklad vyuºívá funkce

ρ(u) =

 1−

(
1−

(
u

2,4

)2
)4

, je-li |u| ≤ 2,4,

1, je-li |u| > 2,4.

(2.44)

De�nujeme
s(µ) = arg min

u
EY

(
ρ
(
t(Y )− u

))
. (2.45)

O s(µ) p°edpokládáme, ºe je to spojitá a jednozna£n¥ de�novaná funkce pro v²echna µ.
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Váºený M-odhad zaloºený na transformaci odezvy pak de�nujeme p°edpisem

β̂WMT = arg min
β

1

n

n∑
i=1

ρ
(
t(Yi)− s

(
µ(xT

i β)
))
w
(
xi, µ̂n, Σ̂n

)
, (2.46)

kde µ(xT
i β), i = 1, 2, . . . , n, je dáno v (1.17), w

(
xi, µ̂n, Σ̂n

)
je funkce Mahalanobisovy vzdále-

nosti, tedy

w
(
xi, µ̂n, Σ̂n

)
= ω

((
(xi − µ̂n)TΣ̂

−1
n (xi − µ̂n)

) 1
2

)
, (2.47)

µ̂n a Σ̂n jsou robustní odhady (z daných n pozorování) st°ední hodnoty a kovarian£ní matice
náleºící rozd¥lení vysv¥tlujících prom¥nných a ω je nezáporná nerostoucí funkce. Ú£elem váhové
funkce w je penalizovat výrazné pákové body. Jelikoº je funkce ρ omezená, je odhad robustní
i v p°ípad¥, ºe jsou váhy rovny jedné. V takovém p°ípad¥ odhad zna£íme β̂MT. Pouºití vah
m·ºe zlep²it i zhor²it odhad, záleºí vºdy na druhu p°ítomného zne£i²t¥ní. Jako váhová funkce se
nap°íklad pouºívá funkce

ω(t) =


1, je-li t ≤ χ0,965; 5,

χ0,975; 5 − t
χ0,975; 5 − χ0,965; 5

, je-li χ0,965; 5 < t ≤ χ0,975; 5,

0, je-li t > χ0,975; 5,

(2.48)

kde χα,p zna£í α-kvantil rozd¥lení χ2 s p stupni volnosti.
M-odhad zaloºený na transformaci odezvy je za ur£itých podmínek asymptoticky normální.

Bliº²í informace o asymptotické normalit¥ tohoto odhadu lze najít v p·vodním £lánku [14].



Kapitola 3

Asymptotické rozd¥lení zobecn¥ného
mediánového odhadu

Cílem této kapitoly je odvodit asymptotické rozd¥lení zobecn¥ného mediánového odhadu,
které dále vyuºijeme p°i testování hypotéz. Nejprve si p°edstavíme pouºívané zna£ení a pomocné
výpo£ty. Poté vyslovíme p°edpoklady, které pot°ebujeme uvaºovat p°i zkoumání asymptotického
rozd¥lení zobecn¥ného mediánového odhadu, a vyslovíme v¥tu o tomto asymptotickém rozd¥lení.
Na záv¥r kapitoly se zam¥°íme na konzistentní odhad teoretické asymptotické kovarian£ní matice,
který pot°ebujeme znát, abychom mohli pouºívat odvozenou teorii v praxi.

V rámci této kapitoly budeme uvaºovat si = 1, i = 1, 2, . . . , n. Pokud bychom cht¥li p°ejít
k obecnému si, nahradíme λi vztahem siλi.

3.1 Zna£ení

Nejprve uve¤me pouºité zna£ení. Pro skalární funkci f a β ∈ Rd de�nujeme

D

Dβ
f(β) =

(
∂f

∂β1
,
∂f

∂β2
, . . . ,

∂f

∂βd

)T

(3.1)

a pro vektorovou funkci f = (f1, f2, . . . , fg)
T de�nujeme

D

Dβ
fT(β) =

(
Df1

Dβ
,
Df2

Dβ
, . . . ,

Dfg
Dβ

)T

=



∂f1

∂β1

∂f1

∂β2
. . .

∂f1

∂βd
∂f2

∂β1

∂f2

∂β2
. . .

∂f2

∂βd
...

...
. . .

...

∂fg
∂β1

∂fg
∂β2

. . .
∂fg
∂βd


. (3.2)

3.2 Pomocné výpo£ty

V této £ásti si p°edstavíme pomocné výpo£ty, které vyuºijeme dále v práci. Nejprve spo£-
teme derivaci mediánové funkce a poté vyjád°íme tvar s£ítanc· Ψ

(
Y, λ(xTβ)

)
v odhadovacích

rovnicích. Jelikoº uº máme zavedené pot°ebné zna£ení, de�nujme korektn¥ funkci Ψ
(
Y, λ(xTβ)

)
22
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jako

Ψ
(
Y, λ(xTβ)

)
=

D

Dβ
ΦMM

(
Y, λ(xTβ)

)
. (3.3)

Funkce Ψ
(
Y, λ(xTβ)

)
je nezbytná pro vyslovení v¥ty o asymptotickém rozd¥lení zobecn¥ného

mediánového odhadu.

V¥ta 1. Derivace mediánové funkce (2.25) je rovna

m′(λ) =
dm(λ)

dλ
=


1

2
eλ, λ ∈ (0, C0),

m(λ)

(
1− k

λ

)
+
k2

λ
+
k

λ
− k, λ ∈ 〈Ck−1, Ck), k ∈ N.

(3.4)

D·kaz. Hodnota derivace pro variantu λ ∈ (0, C0) je z°ejmá, provedeme tedy výpo£et pouze pro
p°ípad λ ∈ 〈Ck−1, Ck), k ∈ N. Platí

m′(λ)
(2.25)

=
d

dλ

k +
k!

λk

(
1

2
eλ −

k−1∑
j=0

λj

j!

)= −k k!

λk+1

(
1

2
eλ −

k−1∑
j=0

λj

j!

)
+
k!

λk

(
1

2
eλ −

k−1∑
j=1

λj−1

(j − 1)!

)

= −k
λ

 k!

λk

(
1

2
eλ −

k−1∑
j=0

λj

j!

)+
k!

λk

(
1

2
eλ −

k−2∑
j=0

λj

j!

)

= −k
λ

 k!

λk

(
1

2
eλ −

k−1∑
j=0

λj

j!

)
+ k − k

+
k!

λk

(
1

2
eλ −

k−1∑
j=0

λj

j!
+

λk−1

(k − 1)!

)
+ k − k

(2.25)
= −k

λ
m(λ) +

k2

λ
+m(λ) +

k!

λk
λk−1

(k − 1)!
− k = m(λ)

(
1− k

λ

)
+
k2

λ
+
k

λ
− k.

Pro v¥t²í p°ehlednost v dal²ím textu ozna£íme

λ = λ(xTβ) = exp{xTβ}. (3.5)

Pro derivaci λ podle β pak platí
D

Dβ
λ = λx. (3.6)

V¥ta 2. S£ítance v odhadovacích rovnicích
n∑
i=1

Ψ
(
Yi, λ(xT

i β)
)

= 0d (3.7)

pro zobecn¥ný mediánový odhad jsou tvaru

Ψ
(
Y, λ(xTβ)

)
= Ψ

(
Y, λ

)
=



1
2λe

λ
(
eλ − 1

)
x, λ ∈ (0, C0) ∧ Y = 0,

−1
2λe

λx, λ ∈ (0, C0) ∧ Y > 0,

m′(λ)λ
(

2
(
m(λ)− k

)
− 1
)
x, λ ∈ 〈Ck−1, Ck) ∧ Y = k,

−m′(λ)λx, λ ∈ 〈Ck−1, Ck) ∧ Y > k,

m′(λ)λx, λ ∈ 〈Ck−1, Ck) ∧ Y < k,

(3.8)

kde k ∈ N a funkce m(λ) a m′(λ) jsou de�novány p°edpisy (2.25) a (3.4).
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D·kaz. Nejprve vyuºijeme de�nici Ψ
(
Y, λ(xTβ)

)
a vztahu mezi funkcemi ΦMM a ϕ. Získáme

Ψ
(
Y, λ(xTβ)

)
= Ψ

(
Y, λ

) (3.3)
=

D

Dβ
ΦMM

(
Y, λ

) (2.34)
=

D

Dβ
ϕ
(
Y −m(λ)

)
.

Pro v¥t²í p°ehlednost dosadíme do de�nice funkce ϕ (viz (2.31)) argument Y −m(λ). Pak pro
ϕ
(
Y −m(λ)

)
platí

ϕ
(
Y −m(λ)

)
=



(
Y −m(λ)

)2
+ Y −m(λ) +

1

2
, −1 < Y −m(λ) ≤ 0,

Y −m(λ) +
1

2
, Y −m(λ) > 0,

−Y +m(λ)− 1

2
, Y −m(λ) ≤ −1.

Pokra£ujeme dále v úpravách Ψ
(
Y, λ

)
. Získáme

Ψ
(
Y, λ

) (3.6)
= m′(λ)λx


2
(
m(λ)− Y

)
− 1, m(λ)− 1 < Y ≤ m(λ),

−1, Y > m(λ),

1, Y ≤ m(λ)− 1,

=



1
2e
λλ
(

2
(

1
2e
λ − Y

)
− 1
)
x, λ ∈ (0, C0) ∧m(λ)− 1 < Y ≤ m(λ),

−1
2e
λλx, λ ∈ (0, C0) ∧ Y > m(λ),

1
2e
λλx, λ ∈ (0, C0) ∧ Y ≤ m(λ)− 1,

m′(λ)λ
(

2
(
m(λ)− Y

)
− 1
)
x, λ ∈ 〈Ck−1, Ck) ∧m(λ)− 1 < Y ≤ m(λ),

−m′(λ)λx, λ ∈ 〈Ck−1, Ck) ∧ Y > m(λ),

m′(λ)λx, λ ∈ 〈Ck−1, Ck) ∧ Y ≤ m(λ)− 1,

kde k ∈ N.
P°ejd¥me nyní k úprav¥ podmínek. Vzhledem k de�nici konstant Ck, k ∈ N0, viz (2.16),

a de�nici funkce m(λ) v (2.25) platí

m(0+) =
1

2
∧ m(Ck−1) = k, k ∈ N.

Navíc je m(λ) spojitá a ost°e rostoucí. Pro λ ∈ (0, C0) tedy platí 1
2 < m(λ) < 1 a jednotlivé

podmínky platí v p°ípadech

• m(λ)− 1 < Y ≤ m(λ)⇔ Y = 0,

• Y > m(λ)⇔ Y = 1, 2, 3, . . .⇔ Y > 0,

• Y ≤ m(λ)− 1 nelze splnit.

Pro λ ∈ 〈Ck−1, Ck), k ∈ N, platí k ≤ m(λ) < k + 1 a jednotlivé podmínky platí v p°ípadech

• m(λ)− 1 < Y ≤ m(λ)⇔ Y = k,

• Y > m(λ)⇔ Y = k + 1, k + 2, k + 3, . . .⇔ Y > k,

• Y ≤ m(λ)− 1⇔ Y = k − 1, k − 2, k − 3, . . . , 0⇔ Y < k.
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Pokra£ujme s úpravami Ψ
(
Y, λ

)
. Dosadíme dle podmínek za Y odpovídající hodnotu a zís-

káme �nální p°edpis ve tvaru

Ψ
(
Y, λ

)
=



1
2λe

λ
(
eλ − 1

)
x, λ ∈ (0, C0) ∧ Y = 0,

−1
2λe

λx, λ ∈ (0, C0) ∧ Y > 0,

m′(λ)λ
(

2
(
m(λ)− k

)
− 1
)
x, λ ∈ 〈Ck−1, Ck) ∧ Y = k,

−m′(λ)λx, λ ∈ 〈Ck−1, Ck) ∧ Y > k,

m′(λ)λx, λ ∈ 〈Ck−1, Ck) ∧ Y < k,

kde k ∈ N.

Pro p°ehlednost v dal²ím textu ozna£íme

A(λ) = m′(λ)λ, A′(λ) =
dA(λ)

dλ
. (3.9)

S£ítance v odhadovacích rovnicích p°ejdou na tvar

Ψ
(
Y, λ(xTβ)

)
= Ψ

(
Y, λ

)
=



1
2λe

λ
(
eλ − 1

)
x, λ ∈ (0, C0) ∧ Y = 0,

−1
2λe

λx, λ ∈ (0, C0) ∧ Y > 0,

A(λ)
(

2
(
m(λ)− k

)
− 1
)
x, λ ∈ 〈Ck−1, Ck) ∧ Y = k,

−A(λ)x, λ ∈ 〈Ck−1, Ck) ∧ Y > k,

A(λ)x, λ ∈ 〈Ck−1, Ck) ∧ Y < k,

(3.10)

kde k ∈ N.

3.3 Centrální p°edpoklady

P°i zkoumání asymptotického rozd¥lení zobecn¥ného mediánového odhadu pot°ebujeme p°ed-
pokládat, ºe

1. vektory vysv¥tlujících prom¥nných x1, . . . ,xn pocházejí z kompaktní mnoºiny X ⊂ Rd
a pravd¥podobnostní míra

Ĝn(B) =
1

n

n∑
i=1

I(xi ∈ B), (3.11)

kde I zna£í indikátorovou funkci a B je borelovská podmnoºina X , konverguje v distribuci
(s n→ +∞) k pravd¥podobnostní mí°e G na borelovských podmnoºinách X ,

2. skute£ná hodnota β ozna£ená

β0 =
(
β0

1 , β
0
2 , . . . , β

0
d

)T (3.12)

odpovídá jednozna£nému °e²ení
(
pro β ∈ Rd

)
rovnice∫

X
EY

[
Ψ
(
Y, λ(xTβ)

)]
dG(x) = 0d, (3.13)
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3. nejmen²í vlastní £íslo matice ∫
X
xxT dG(x) (3.14)

je kladné, a proto pro kaºdé β 6= β0 platí G
(
x ∈ X : xT(β − β0) 6= 0

)
> 0.

Uvedené p°edpoklady uvaºujeme jako platné v rámci celé práce a nebudeme je tedy opakovat ve
tvrzeních jednotlivých v¥t.

3.4 V¥ta o asymptotickém rozd¥lení

Nyní jiº máme v²e p°ipraveno, abychom vyslovili v¥tu o asymptotickém rozd¥lení zobecn¥ného
mediánového odhadu.

V¥ta 3. Za p°edpokladu, ºe zobecn¥ný mediánový odhad β̂MM je konzistentním odhadem pa-
rametru β, platí

√
n(β̂MM − β0)

D−→
n→+∞

N
(
0d,Q

−1(β0)Σ(β0)Q−1(β0)
)
, (3.15)

kde matice Σ(β0) a Q(β0) jsou tvaru

Σ(β0) =

∫
X

EY

[
Ψ
(
Y, λ(xTβ0)

)
ΨT
(
Y, λ(xTβ0)

)]
dG(x), (3.16)

Q(β0) =

∫
X

EY

[
D

Dβ
ΨT
(
Y, λ(xTβ)

)∣∣∣∣
β=β0

]
dG(x). (3.17)

D·kaz. Tvrzení plyne z V¥ty 10.11 v [10].

Díky p°edchozí v¥t¥ víme, jaké má zobecn¥ný mediánový odhad asymptotické rozd¥lení. Pro
praktické vyuºití ale pot°ebujeme znát explicitní vyjád°ení matic Σ(β0) a Q(β0). Provedeme
proto dal²í výpo£ty, abychom získali p°edpisy pro výpo£et obou matic.

V¥ta 4. Pro st°ední hodnotu výrazu Ψ
(
Y, λ(xTβ)

)
ΨT
(
Y, λ(xTβ)

)
platí

EY

[
Ψ
(
Y, λ(xTβ)

)
ΨT
(
Y, λ(xTβ)

)]
= EY

[
Ψ
(
Y, λ

)
ΨT
(
Y, λ

)]

=


1

4
λ2e2λ

(
eλ − 1

)
xxT, λ ∈ (0, C0),[

m′(λ)
]2
λ2

[
4e−λ

λk

k!

(
m(λ)− k

)(
m(λ)− k − 1

)
+ 1

]
xxT, λ ∈ 〈Ck−1, Ck), k ∈ N.

(3.18)

D·kaz. V d·kazu budeme uvaºovat vyjád°ení Ψ
(
Y, λ(xTβ)

)
pomocí (3.8). Nejprve dokáºeme

variantu pro λ ∈ (0, C0). Platí

EY

[
Ψ
(
Y, λ(xTβ)

)
ΨT
(
Y, λ(xTβ)

)]
= EY

[
Ψ
(
Y, λ

)
ΨT
(
Y, λ

)]
=

[
1

2
λeλ
(
eλ − 1

)]2

xxT e−λ︸︷︷︸
P[Y=0]

+

[
−1

2
λeλ
]2

xxT
(
1− e−λ

)︸ ︷︷ ︸
P[Y≥1]

=
1

4
λ2e2λ

[(
e2λ − 2eλ + 1

)
e−λ + 1− e−λ

]
xxT =

1

4
λ2e2λ

(
eλ − 1

)
xxT.
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Nyní p°ejdeme k variant¥ λ ∈ 〈Ck−1, Ck), k ∈ N. V tomto p°ípad¥ platí

EY

[
Ψ
(
Y, λ(xTβ)

)
ΨT
(
Y, λ(xTβ)

)]
= EY

[
Ψ
(
Y, λ

)
ΨT
(
Y, λ

)]
=

[
m′(λ)λ

(
2
(
m(λ)− k

)
− 1
)]2

xxT e−λ
λk

k!︸ ︷︷ ︸
P[Y=k]

+
[
−m′(λ)λ

]2
xxT

+∞∑
j=k+1

e−λ
λj

j!︸ ︷︷ ︸
P[Y≥k+1]

+
[
m′(λ)λ

]2
xxT

k−1∑
j=0

e−λ
λj

j!︸ ︷︷ ︸
P[Y≤k−1]

=
[
m′(λ)

]2
λ2

[(
4
[(
m(λ)− k

)2 −m(λ) + k
]

+ 1

)
e−λ

λk

k!
+ 1−

k∑
j=0

e−λ
λj

j!
+

k−1∑
j=0

e−λ
λj

j!

]
xxT

=
[
m′(λ)

]2
λ2

[
4e−λ

λk

k!

[(
m(λ)− k

)2 −m(λ) + k
]

+ e−λ
λk

k!
+ 1− e−λλ

k

k!

]
xxT

=
[
m′(λ)

]2
λ2

[
4e−λ

λk

k!

(
m(λ)− k

)(
m(λ)− k − 1

)
+ 1

]
xxT.

Díky tomuto výpo£tu jsme se p°iblíºili k vyjád°ení matice Σ(β0). Nyní vyjád°íme derivaci
funkce Ψ

(
Y, λ(xTβ)

)
a následn¥ spo£teme její st°ední hodnotu. P°iblíºíme se tak k vyjád°ení

matice Q(β0).

V¥ta 5. Výraz D
DβΨT

(
Y, λ(xTβ)

)
lze vyjád°it ve tvaru

D

Dβ
ΨT
(
Y, λ(xTβ)

)
=

D

Dβ
ΨT
(
Y, λ

)

=



1
2λe

λ
(
2λeλ + eλ − λ− 1

)
xxT, λ ∈ (0, C0) ∧ Y = 0,

−1
2λ(λ+ 1)eλxxT, λ ∈ (0, C0) ∧ Y > 0,

λ
[
A′(λ)

(
2
(
m(λ)− k

)
− 1
)

+ 2
[
m′(λ)

]2
λ
]
xxT, λ ∈ 〈Ck−1, Ck) ∧ Y = k,

−λA′(λ)xxT, λ ∈ 〈Ck−1, Ck) ∧ Y > k,

λA′(λ)xxT, λ ∈ 〈Ck−1, Ck) ∧ Y < k,

(3.19)

kde k ∈ N a A′(λ) je dáno vztahem (3.9).

D·kaz. V d·kazu vyuºijeme vyjád°ení Ψ
(
Y, λ(xTβ)

)
pomocí (3.10). Pro variantu λ ∈ (0, C0)

a Y = 0 platí

D

Dβ
ΨT
(
Y, λ(xTβ)

)
=

D

Dβ
ΨT
(
Y, λ

)
=

D

Dβ

[
1

2
λeλ
(
eλ − 1

)
xT

]
(3.6)
=

(
1

2
eλ
(
eλ − 1

)
+

1

2
λeλ
(
eλ − 1

)
+

1

2
λeλeλ

)
λxxT

=
1

2
λeλ
(
eλ − 1 + λeλ − λ+ λeλ

)
xxT =

1

2
λeλ
(
2λeλ + eλ − λ− 1

)
xxT.



KAPITOLA 3. ASYMPTOTICKÉ ROZD�LENÍ ZOBECN�NÉHO MED. ODHADU 28

Nyní p°ejdeme k variant¥ λ ∈ 〈Ck−1, Ck) a Y = k, k ∈ N. V tomto p°ípad¥ platí

D

Dβ
ΨT
(
Y, λ(xTβ)

)
=

D

Dβ
ΨT
(
Y, λ

)
=

D

Dβ

[
A(λ)

(
2
(
m(λ)− k

)
− 1
)
xT
]

(3.6)
=
[
A′(λ)

(
2
(
m(λ)− k

)
− 1
)

+ 2A(λ)m′(λ)
]
λxxT

(3.9)
= λ

[
A′(λ)

(
2
(
m(λ)− k

)
− 1
)

+ 2
[
m′(λ)

]2
λ
]
xxT.

Ostatní varianty jsou z°ejmé.

V¥ta 6. Pro st°ední hodnotu výrazu D
DβΨT

(
Y, λ(xTβ)

)
platí

EY

[
D

Dβ
ΨT
(
Y, λ(xTβ)

) ]
= EY

[
D

Dβ
ΨT
(
Y, λ

)]

=


1

2
λ2eλxxT, λ ∈ (0, C0),

2
[
m′(λ)

]2
λ2e−λ

λk

k!
xxT, λ ∈ 〈Ck−1, Ck), k ∈ N.

(3.20)

D·kaz. Nejprve provedeme výpo£et pro variantu λ ∈ (0, C0). V tomto p°ípad¥ platí

EY

[
D

Dβ
ΨT
(
Y, λ(xTβ)

) ]
= EY

[
D

Dβ
ΨT
(
Y, λ

)]
=

1

2
λeλ
(
2λeλ + eλ − λ− 1

)
xxT e−λ︸︷︷︸

P[Y=0]

−1

2
λ(λ+ 1)eλxxT

(
1− e−λ

)︸ ︷︷ ︸
P[Y≥1]

=
1

2
λ
[
2λeλ + eλ − λ− 1−

(
λ+ 1

)(
eλ − 1

)]
xxT

=
1

2
λ
[
2λeλ + eλ − λ− 1− λeλ + λ− eλ + 1

]
xxT

=
1

2
λ2eλxxT.

Nyní provedeme druhou £ást d·kazu pro variantu λ ∈ 〈Ck−1, Ck), k ∈ N. Získáme

EY

[
D

Dβ
ΨT
(
Y, λ(xTβ)

) ]
= EY

[
D

Dβ
ΨT
(
Y, λ

)]
= λ

[
A′(λ)

(
2
(
m(λ)− k

)
− 1
)

+ 2
[
m′(λ)

]2
λ
]
xxT e−λ

λk

k!︸ ︷︷ ︸
P[Y=k]

−λA′(λ)xxT
+∞∑
j=k+1

e−λ
λj

j!︸ ︷︷ ︸
P[Y≥k+1]

+ λA′(λ)xxT
k−1∑
j=0

e−λ
λj

j!︸ ︷︷ ︸
P[Y≤k−1]

= λe−λ

A′(λ)
(

2
(
m(λ)− k

)
− 1
)λk
k!

+ 2
[
m′(λ)

]2
λ
λk

k!

− A′(λ)

(
eλ −

k∑
j=0

λj

j!

)
+A′(λ)

k−1∑
j=0

λj

j!

xxT = 2
[
m′(λ)

]2
λ2e−λ

λk

k!
xxT
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+ λe−λA′(λ)

 2
λk

k!

(
m(λ)− k

)
︸ ︷︷ ︸

(2.25)
= eλ − 2

k−1∑
j=0

λj

j!

−λ
k

k!
− eλ +

λk

k!
+ 2

k−1∑
j=0

λj

j!

xxT

= 2
[
m′(λ)

]2
λ2e−λ

λk

k!
xxT.

Pro ú£ely dal²ího textu zade�nujeme d¥lení mnoºiny X v závislosti na β0.

De�nice 4. De�nujeme mnoºiny Υk(β
0), k ∈ N0, pomocí p°edpis·

Υ0(β0) =
{
x ∈ X : λ(xTβ0) ∈ (0, C0)

}
=
{
x ∈ X : exp{xTβ0} ∈ (0, C0)

}
, (3.21)

Υk(β
0) =

{
x ∈ X : λ(xTβ0) ∈ 〈Ck−1, Ck)

}
=
{
x ∈ X : exp{xTβ0} ∈ 〈Ck−1, Ck)

}
, k ∈ N.

(3.22)

Pro v¥t²í p°ehlednost je²t¥ ozna£íme

λ0 = λ(xTβ0) = exp{xTβ0}. (3.23)

Nyní jiº m·ºeme vyslovit v¥tu o explicitním tvaru matic Σ(β0) a Q(β0).

V¥ta 7. Matice Σ(β0) a Q(β0) z V¥ty 3 se dají vyjád°it ve tvaru

Σ(β0) =

∫
Υ0(β0)

1

4

(
λ0
)2
e2λ0

(
eλ

0 − 1
)
xxT dG(x) +

+∞∑
k=1

∫
Υk(β0)

[
m′
(
λ0
)]2 (

λ0
)2

[
4e−λ

0

(
λ0
)k

k!

[(
m
(
λ0
)
− k
)(
m
(
λ0
)
− k − 1

)]
+ 1

]
xxT dG(x),

(3.24)

Q(β0) =

∫
Υ0(β0)

1

2

(
λ0
)2
eλ

0
xxT dG(x) +

+∞∑
k=1

∫
Υk(β0)

2
[
m′
(
λ0
)]2 (

λ0
)2
e−λ

0

(
λ0
)k

k!
xxT dG(x),

(3.25)

kde pro Υ0(β0) a Υk(β
0) platí vztahy (3.21) a (3.22).

D·kaz. V d·kazu vyuºijeme de�nice matic Σ(β0) aQ(β0), V¥ty 4 a 6 a de�nice Υ0(β0) a Υk(β
0)

pomocí vztah· (3.21) a (3.22). Pro matici Σ(β0) platí

Σ(β0)
(3.16)

=

∫
X

EY

[
Ψ
(
Y, λ(xTβ0)

)
ΨT
(
Y, λ(xTβ0)

)]
dG(x)

(3.18)
=

∫
Υ0(β0)

1

4

(
λ0
)2
e2λ0

(
eλ

0 − 1
)
xxT dG(x) +

+∞∑
k=1

∫
Υk(β0)

[
m′
(
λ0
)]2 (

λ0
)2

[
4e−λ

0

(
λ0
)k

k!

[(
m
(
λ0
)
− k
)(
m
(
λ0
)
− k − 1

)]
+ 1

]
xxT dG(x)
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a pro matici Q(β0) platí

Q(β0)
(3.17)

=

∫
X

EY

[
D

Dβ
ΨT
(
Y, λ(xTβ)

)∣∣∣∣
β=β0

]
dG(x)

(3.20)
=

∫
Υ0(β0)

1

2

(
λ0
)2
eλ

0
xxT dG(x) +

+∞∑
k=1

∫
Υk(β0)

2
[
m′
(
λ0
)]2 (

λ0
)2
e−λ

0

(
λ0
)k

k!
xxT dG(x).

3.5 Konzistentní odhad asymptotické kovarian£ní matice

V p°edchozí sekci jsme odvodili asymptotické rozd¥lení zobecn¥ného mediánového odhadu.
V praxi je ale b¥ºné, ºe neznáme pravd¥podobnostní míru G, a tudíº nem·ºeme p°esn¥ vypo£íst
teoretickou asymptotickou kovarian£ní matici. M·ºeme v²ak provést konzistentní odhad této
matice.

De�nujme nejd°íve náhodné rozd¥lení mnoºiny n̂ = {1, 2, . . . , n}, které vznikne na základ¥
realizací x1,x2, . . . ,xn náhodného výb¥ru s pravd¥podobnostní mírou G, jako

Λ0,n(β0) =
{
i ∈ n̂ : λ(xT

i β
0) ∈ (0, C0)

}
=
{
i ∈ n̂ : exp{xT

i β
0} ∈ (0, C0)

}
, (3.26)

Λk,n(β0) =
{
i ∈ n̂ : λ(xT

i β
0) ∈ 〈Ck−1, Ck)

}
=
{
i ∈ n̂ : exp{xT

i β
0} ∈ 〈Ck−1, Ck)

}
, (3.27)

kde k ∈ N. Pro v¥t²í p°ehlednost si dále ozna£íme

λ0
i = λ(xT

i β
0) = exp{xT

i β
0}, i = 1, 2, . . . , n. (3.28)

Díky slabému zákonu velkých £ísel víme, ºe matice

Σ̂n(β0) =

∫
X

EY

[
Ψ
(
Y, λ(xTβ0)

)
ΨT
(
Y, λ(xTβ0)

)]
dĜn(x)

=
1

n

n∑
i=1

EY

[
Ψ
(
Y, λ(xT

i β
0)
)
ΨT
(
Y, λ(xT

i β
0)
)]

=
1

n

 ∑
i∈Λ0,n(β0)

1

4

(
λ0
i

)2
e2λ0i

(
eλ

0
i − 1

)
xix

T
i +

+∞∑
k=1

∑
i∈Λk,n(β0)

[
m′
(
λ0
i

)]2 (
λ0
i

)2
[

4e−λ
0
i

(
λ0
i

)k
k!

[(
m
(
λ0
i

)
− k
)(
m
(
λ0
i

)
− k − 1

)]
+ 1

]
xix

T
i

)
(3.29)

a matice

Q̂n(β0) =

∫
X

EY

[
D

Dβ
ΨT
(
Y, λ(xTβ)

)∣∣∣∣
β=β0

]
dĜn(x) =

1

n

n∑
i=1

EY

[
D

Dβ
ΨT
(
Y, λ(xT

i β)
)∣∣∣∣

β=β0

]

=
1

n

 ∑
i∈Λ0,n(β0)

1

2

(
λ0
i

)2
eλ

0
ixix

T
i +

+∞∑
k=1

∑
i∈Λk,n(β0)

2
[
m′
(
λ0
i

)]2 (
λ0
i

)2
e−λ

0
i

(
λ0
i

)k
k!

xix
T
i


(3.30)
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jsou konzistentní odhady Σ(β0) a Q(β0), a tudíº

V̂ n(β0) = Q̂
−1
n (β0)Σ̂n(β0)Q̂

−1
n (β0) (3.31)

je konzistentní odhad
V (β0) = Q−1(β0)Σ(β0)Q−1(β0). (3.32)

Jelikoº v praxi β0 neznáme, m·ºeme ho nahradit odhadem β̂MM a matici V (β0) odhadnout
pomocí

V̂ n(β̂MM) = Q̂
−1
n (β̂MM)Σ̂n(β̂MM)Q̂

−1
n (β̂MM). (3.33)

Protoºe jsme ale nedokázali konzistenci odhadu β̂MM, nem·ºeme teoreticky nic tvrdit o kon-
zistenci odhadu matice V (β0) pomocí (3.33). V simula£ní £ásti práce, konkrétn¥ v podkapi-
tole 5.2, provedeme experiment, v rámci kterého budeme zkoumat konzistenci zobecn¥ného medi-
ánového odhadu. Výsledky simulace nazna£ují, ºe zatím není d·vod se domnívat, ºe by zobecn¥ný
mediánový odhad nebyl konzistentním odhadem.

P°edpokládejme tedy nyní, ºe β̂MM je skute£n¥ konzistentní odhad β0. V £lánku [2] se zabý-
vali podobným problémem v p°ípad¥ model· logistické regrese a dokázali lemma, které tvrdí, ºe
konzistentní odhad teoretické asymptotické kovarian£ní matice, do kterého dosadíme konzistentní
odhad parametru, z·stává stále konzistentním odhadem teoretické asymptotické kovarian£ní ma-
tice. Lemma bylo vysloveno pouze pro modely logistické regrese. V £lánku [14] vyslovili a doká-
zali obecn¥j²í tvrzení pro M-odhad zaloºený na transformaci odezvy, se kterým jsme se seznámili
v £ásti 2.5. Toto tvrzení tedy platí i pro modely poissonovské regrese. Vzhledem k uvedeným
pracím a faktu, ºe zobecn¥ný mediánový odhad pat°í také mezi M-odhady, budeme p°edpoklá-
dat, ºe uvedená tvrzení by ²la zobecnit i pro zobecn¥ný mediánový odhad. V takovém p°ípad¥
bychom mohli tvrdit, ºe (3.33) je konzistentním odhadem teoretické asymptotické kovarian£ní
matice V (β0). Tuto vlastnost pot°ebujeme vyuºít v následující kapitole o testování hypotéz.



Kapitola 4

Testování hypotéz

Tato kapitola se zabývá testováním hypotéz o parametrech modelu poissonovské regrese.
Robustním test·m se v literatu°e obecn¥ v¥nuje men²í pozornost neº robustním odhad·m para-
metr·. V rámci této kapitoly proto de�nujeme testovací statistiku Waldova typu zaloºenou na
zobecn¥ném mediánovém odhadu a pomocí jeho asymptotického rozd¥lení odvozeného v p°ed-
chozí kapitole stanovíme asymptotické rozd¥lení této testovací statistiky. Na záv¥r ukáºeme, jak
odvozenou teorii vyuºít v praxi p°i testování hypotéz.

V rámci model· poissonovské regrese pot°ebujeme být schopni testovat hypotézy tvaru

H0 : KTβ0 = m vs. H1 : KTβ0 6= m, (4.1)

kde KT ∈ Rr×d je matice s hodností r a m ∈ Rr.
Testy zaloºené na metod¥ maximální v¥rohodnosti jsou stejn¥ jako samotná metoda citlivé na

p°ítomnost odlehlých pozorování a pákových bod·, viz nap°. [7]. Je tedy pot°eba vyuºít robustní
metodu odhadu a pomocí ní de�novat robustní test. My pro tento ú£el de�nujeme testovací
statistiku Waldova typu zaloºenou na zobecn¥ném mediánovém odhadu.

P°ipome¬me nejprve, jak je de�nována Waldova statistika, viz nap°. [13]. Pro maximáln¥
v¥rohodný odhad β̂MLE víme, ºe platí

β̂MLE ∼ AN
(
β0,I−1(β0)

)
, (4.2)

kde zna£kou AN rozumíme asymptotickou normalitu a I je Fisherova informa£ní matice, která
se dá v modelu ur£eném (1.13) a (1.16) spo£íst pomocí vztahu

I(β0) = XTW−1(β0)X, (4.3)

kde X ∈ Rn×d je matice, která v jednotlivých °ádcích obsahuje vektory vysv¥tlujících prom¥n-
ných xT

i , i = 1, 2, . . . , n, a W (β0) je diagonální matice, jejíº prvky na diagonále jsou v p°ípad¥
poissonovské regrese rovny µ−1

i (β0), i = 1, 2, . . . , n. Waldova statistika pro test hypotézy (4.1)
je pak de�nována pro metodu maximáln¥ v¥rohodného odhadu jako

(KTβ̂MLE −m)T
(
KTI−1(β̂MLE)K

)−1
(KTβ̂MLE −m) (4.4)

a víme o ní, ºe má asymptotické rozd¥lení χ2(r).
Nyní p°ejd¥me k de�nici statistiky Waldova typu zaloºené na zobecn¥ném mediánovém od-

hadu. Vyuºijeme k tomu my²lenku Waldovy statistiky, kterou dále zobecníme.
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De�nice 5. Nech´ β̂MM je zobecn¥ný mediánový odhad parametru β z n pozorování. Testovací
statistiku Waldova typu pro testování hypotézy (4.1) de�nujeme vztahem

Wn(β̂MM) = n
(
KTβ̂MM −m

)T(
KTQ̂

−1
n (β̂MM)Σ̂n(β̂MM)Q̂

−1
n (β̂MM)K

)−1(
KTβ̂MM −m

)
,

(4.5)
kde Σ̂n, Q̂n jsou dány vztahy (3.29), (3.30).

Abychom mohli vyuºít testovací statistiku v praxi, pot°ebujeme znát její asymptotické roz-
d¥lení. Proto vyslovíme následující v¥tu.

V¥ta 8. P°edpokládejme, ºe zobecn¥ný mediánový odhad β̂MM je konzistentním odhadem pa-
rametru β. Pak za platnosti H0, viz (4.1), má testovací statistika Waldova typu de�novaná
vztahem (4.5) asymptotické rozd¥lení χ2(r). Platí tedy

Wn(β̂MM)
D−→

n→+∞
χ2(r). (4.6)

D·kaz. Díky V¥t¥ 3 víme, ºe platí

√
n(β̂MM − β0)

D−→
n→+∞

N
(
0d,Q

−1(β0)Σ(β0)Q−1(β0)
)
. (4.7)

Matice KT je konstantní matice a násobení konstantou je spojitá operace, která zachovává
konvergenci v distribuci. Tudíº

√
n(KTβ̂MM −KTβ0)

D−→
n→+∞

N
(
0r,K

TQ−1(β0)Σ(β0)Q−1(β0)K
)
, (4.8)

a proto za platnoti H0 z (4.1) platí

√
n(KTβ̂MM −m)

D−→
n→+∞

N
(
0r,K

TQ−1(β0)Σ(β0)Q−1(β0)K
)
. (4.9)

Pro asymptotickou kovarian£ní matici ve vztahu vý²e platí, ºe je symetrická a regulární. Tudíº
existuje regulární matice C, viz nap°. [1], pro kterou platí

KTQ−1(β0)Σ(β0)Q−1(β0)K = CCT. (4.10)

Matice C je konstantní. Pokra£ujeme v úpravách a získáme postupn¥ vztahy

√
nC−1(KTβ̂MM −m)

D−→
n→+∞

N
(
0r,C

−1KTQ−1(β0)Σ(β0)Q−1(β0)K(C−1)T
)
, (4.11)

√
nC−1(KTβ̂MM −m)

D−→
n→+∞

N
(
0r, I

)
. (4.12)

Nyní vyuºijeme de�nice rozd¥lení χ2 a faktu, ºe skalární sou£in vektoru se sebou samým je
spojitá operace, která zachovává konvergenci v distribuci. M·ºeme tedy psát

√
n(KTβ̂MM −m)T(C−1)TC−1√n(KTβ̂MM −m)

D−→
n→+∞

χ2(r). (4.13)

Upravíme levou stranu výrazu
√
n(KTβ̂MM −m)T(C−1)TC−1√n(KTβ̂MM −m)

=
√
n(KTβ̂MM −m)T(CCT)−1√n(KTβ̂MM −m)

=
√
n
(
KTβ̂MM −m

)T(
KTQ−1(β0)Σ(β0)Q−1(β0)K

)−1√
n
(
KTβ̂MM −m

) (4.14)
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a získáme, ºe platí

√
n
(
KTβ̂MM −m

)T(
KTQ−1(β0)Σ(β0)Q−1(β0)K

)−1√
n
(
KTβ̂MM −m

) D−→
n→+∞

χ2(r). (4.15)

Vyuºijeme zna£ení (3.31), (3.32) a (3.33). Jiº víme, ºe V̂ n(β0) je konzistentní odhad matice
V (β0). Vyuºijeme p°edpoklad v¥ty o konzistenci odhadu a komentá° z konce podkapitoly 3.5
a získáme, ºe i V̂ n(β̂MM) je konzistentní odhad matice V (β0), neboli

V̂ n(β̂MM)
P−→

n→+∞
V (β0). (4.16)

Z p°edchozího vztahu plyne

KTV̂ n(β̂MM)K
P−→

n→+∞
KTV (β0)K. (4.17)

Vyuºijeme znalosti, ºe invertování matice je spojitá operace, která zachovává konvergenci v prav-
d¥podobnosti, a tedy

(KTV̂ n(β̂MM)K)−1 P−→
n→+∞

(KTV (β0)K)−1. (4.18)

Z konvergence v pravd¥podobnosti plyne konvergence v distribuci, m·ºeme tedy psát i

(KTV̂ n(β̂MM)K)−1 D−→
n→+∞

(KTV (β0)K)−1. (4.19)

Nyní ukáºeme p°edpoklady Slutského perturba£ního teorému, viz nap°. V¥ta 6 (b) v knize [6].
Nejprve si ozna£íme

Xn =
√
n
(
KTβ̂MM −m

)T(
KTV (β0)K

)−1√
n
(
KTβ̂MM −m

)
. (4.20)

Z první £ásti d·kazu víme, ºe
Xn

D−→
n→+∞

χ2(r). (4.21)

Dále si ozna£íme

Wn = Wn(β̂MM) =
√
n
(
KTβ̂MM −m

)T(
KTV̂ n(β̂MM)K

)−1√
n
(
KTβ̂MM −m

)
. (4.22)

Pot°ebujeme ukázat, ºe (Wn −Xn)
P−→ 0. Pracujeme tedy s výrazem

Wn −Xn =
√
n
(
KTβ̂MM −m

)T[(
KTV̂ n(β̂MM)K

)−1 −
(
KTV (β0)K

)−1
]√

n
(
KTβ̂MM −m

)
.

(4.23)
Vyuºijeme ozna£ení (3.32) a dosadíme ho do vztahu (4.9). Víme tedy, ºe platí

√
n
(
KTβ̂MM −m

) D−→
n→+∞

N (0r,K
TV (β0)K). (4.24)

Dále vyuºijeme toho, ºe platí (4.19), a získáme[(
KTV̂ n(β̂MM)K

)−1 −
(
KTV (β0)K

)−1
]

D−→
n→+∞

0r×r. (4.25)
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Nyní pouºijeme Slutského v¥tu, viz nap°. D·sledek v 6. kapitole knihy [6], a získáme výsledek

(Wn −Xn)
D−→

n→+∞
0. (4.26)

Jelikoº 0 je konstanta, platí i
(Wn −Xn)

P−→
n→+∞

0. (4.27)

Ukázali jsme (4.21) a (4.27), vyuºijeme tedy Slutského perturba£ní teorém a získáme �nální
tvrzení

Wn
D−→

n→+∞
χ2(r), (4.28)

neboli

n
(
KTβ̂MM −m

)T(
KTQ̂

−1
n (β̂MM)Σ̂n(β̂MM)Q̂

−1
n (β̂MM)K

)−1(
KTβ̂MM −m

) D−→
n→+∞

χ2(r),

(4.29)
coº je tvrzení v¥ty.

Ukaºme si, jak vyslovenou v¥tu vyuºít v praxi. M·ºeme chtít nap°íklad otestovat hypotézu

H0 : β2 = β3 = . . . = βd = 0 vs. H1 : βi 6= 0 pro alespo¬ jeden index i ∈ {2, 3, . . . , d}.
(4.30)

V takovém p°ípad¥ je matice KT rozm¥ru (d − 1) × d a tvaru KT = (0d−1, Id−1), kde Id−1 je
jednotková matice rozm¥ru (d−1)× (d−1), a pro vektorm platím = 0d−1. Testovací statistika
Waldova typu má pak asymptotické rozd¥lení χ2(d− 1).

V jiné situaci m·ºeme chtít nap°íklad pro libovolné i ∈ {2, 3, . . . , d} otestovat hypotézu

H0 : βi = 0 vs. H1 : βi 6= 0. (4.31)

Nyní má KT podobu °ádkového vektoru, jehoº v²echny prvky krom¥ i-tého jsou rovny nule
a i-tý prvek je roven jedné. Vektorm má pouze jednu sloºku rovnou nule. Asymptotické rozd¥lení
testovací statistiky Waldova typu je v tomto p°ípad¥ χ2(1).



Kapitola 5

Simula£ní experimenty

Tato kapitola je v¥nována simula£ním experiment·m. Budeme v rámci ní zkoumat, jak fun-
gují odvozené teoretické vlastnosti v praxi. Nejprve si p°edstavíme model, se kterým budeme
pracovat. Poté budeme zkoumat konzistenci zobecn¥ného mediánového odhadu. V dal²í £ásti se
uº p°esuneme k testování hypotéz. Zde budeme zkoumat chybu 1. druhu a sílu testu v n¥kolika
situacích. Budeme postupn¥ pracovat s £istými daty a zne£i²t¥nými daty. Konkrétn¥ budeme
uvaºovat zne£i²t¥ní odlehlými pozorováními nebo pákovými body. V £ásti týkající se testování
hypotéz budeme pro porovnání uvaºovat krom¥ zobecn¥ného mediánového odhadu (MMed) také
maximáln¥ v¥rohodný odhad (MLE) a dva zástupce jiº existujících robustních odhad·, konkrétn¥
Mallows·v odhad (Mal) a M-odhad zaloºený na transformaci odezvy (MT). Zkratky uvedené
v závorkách vyuºijeme v legendách graf·.

Ve²keré simula£ní experimenty byly implementovány v jazyce R. Pro hledání maximáln¥
v¥rohodného odhadu jsme pouºili funkci glm(). Implementace zobecn¥ného mediánového odhadu
vyºaduje pouºití funkce na hledání argumentu minima. My jsme vyuºili funkci fminsearch()
z balí£ku neldermead, která je zaloºena na simplexové metod¥. Jako po£áte£ní odhad jsme volili
maximáln¥ v¥rohodný odhad. Pro zbylé dva odhady jsme vyuºili funkci glmrob() z balí£ku
robustbase. Pro Mallows·v odhad jsme nastavili method = "Mqle" a pro M-odhad zaloºený na
transformaci odezvy jsme nastavili method = "MT".

5.1 Model

Uvaºujeme model ve tvaru

lnλ0
i = β0

1xi1 + β0
2xi2 + β0

3xi3 = xT
i β

0, i = 1, 2, . . . , n, (5.1)

kde pro vektory vysv¥tlujících prom¥nných platí

xi1 = 1, xi2 ∼ N (0; 1), xi2 nezávislé, xi3 =
i− 1

n− 1
, i = 1, 2, . . . , n. (5.2)

Hodnoty xi3, i = 1, 2, . . . , n, jsou ekvidistantn¥ rozd¥lené hodnoty z intervalu 〈0; 1〉. T°etí sloºka
vektoru vysv¥tlujících prom¥nných nám tedy reprezentuje lineární trend.

Vektor regresních koe�cient· má hodnotu

β0 = (2,5; 1; −0,5) (5.3)

a pro vysv¥tlované prom¥nné, které jsou mezi sebou nezávislé, platí

Yi ∼ Po(λ0
i ), i = 1, 2, . . . , n, (5.4)

36



KAPITOLA 5. SIMULA�NÍ EXPERIMENTY 37

λ0
i = exp{xT

i β
0}, i = 1, 2, . . . , n. (5.5)

Vektory regresor· generujeme pouze jednou, a tedy i hodnoty λ0
i jsou pevné. P°edstavu

o jejich rozsahu m·ºeme získat z obrázku 5.1. P°i návrhu modelu jsme se inspirovali prací [3].
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Obrázek 5.1: Histogram hodnot λ0
i , i = 1, 2, . . . , n, pro n = 500.

5.2 Konzistence zobecn¥ného mediánového odhadu

V teoretické £ásti práce jsme vybudovali teorii, která uvaºovala p°edpoklad, ºe zobecn¥ný
mediánový odhad je konzistentní odhad. Konzistence odhadu nebyla teoreticky dokázána. V této
£ásti simulací ukáºeme, ºe zatím není d·vod se domnívat, ºe by zobecn¥ný mediánový odhad
nebyl konzistentním odhadem. Uv¥domujeme si ale, ºe simula£ní experiment nikdy nem·ºe na-
hradit teoretický d·kaz.

Budeme tedy zkoumat, zda se zobecn¥ný mediánový odhad zp°es¬uje se zvy²ujícím se po£tem
pozorování.

Algoritmus experimentu

Experiment provedeme postupn¥ pro po£et pozorování n ∈ {50, 100, 150, 200, 250, 300, 400,
500, 650, 800, 1000}. Algoritmus experimentu lze popsat následujícími kroky.

1. Vygenerujeme vysv¥tlující veli£iny xi, i = 1, 2, . . . , n, podle (5.2).

2. Vypo£teme λ0
i , i = 1, 2, . . . , n, podle vztahu (5.5).

3. Pro j = 1, . . . , N , kde N = 10 000, opakujeme:

(a) Vygenerujeme nezávislé vysv¥tlované prom¥nné Yi ∼ Po(λ0
i ), i = 1, 2, . . . , n.

(b) Odhadneme parametr β̂
(j)

pomocí zobecn¥ného mediánového odhadu.
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(c) Vypo£teme pr·m¥rnou relativní chybu na sloºku v procentech

Zj =
1

3

(
|β̂(j)

1 − β0
1 |

|β0
1 |

+
|β̂(j)

2 − β0
2 |

|β0
2 |

+
|β̂(j)

3 − β0
3 |

|β0
3 |

)
· 100. (5.6)

4. Vypo£teme pr·m¥rnou relativní chybu odhadu podle vzorce

MRE = Z̄N =
1

N

N∑
j=1

Zj (5.7)

a výb¥rovou sm¥rodatnou odchylku chyb Zj podle vzorce

s.e. =

√√√√ 1

N − 1

N∑
j=1

(Zj − Z̄N )2. (5.8)

Výsledky experimentu

Na obrázku 5.2 si m·ºeme prohlédnout výsledek simula£ního experimentu. Vidíme, ºe se
zvy²ujícím se po£tem pozorování se sniºují ob¥ sledované veli£iny MRE a s.e. To jinými slovy
znamená, ºe se zvy²ujícím se po£tem pozorování se odhad zp°es¬uje a zárove¬ má men²í rozptyl.
Tento výsledek je typický pro konzistentní odhady a námi uvaºovaný experiment tedy nevy-
lu£uje moºnost, ºe je zobecn¥ný mediánový odhad konzistentním odhadem. Obdobné výsledky
jsme obdrºeli i z dal²ích simulací týkajících se konzistence odhadu, které jsme provedli v rámci
výzkumného projektu. Výsledky t¥chto dal²ích simulací zde nebudeme uvád¥t, protoºe nep°iná²í
odli²né záv¥ry od záv¥r· zde uvedených.
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Obrázek 5.2: Graf znázor¬ující pr·b¥h veli£in MRE a s.e. pro zobecn¥ný mediánový odhad
v závislosti na po£tu pozorování n.
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5.3 Algoritmus experiment· na testování hypotéz

V p°edchozí £ásti jsme zkoumali konzistenci zobecn¥ného mediánového odhadu. Následující
simulace se uº budou týkat testování hypotéz a budeme uvaºovat krom¥ zobecn¥ného mediáno-
vého odhadu také maximáln¥ v¥rohodný odhad (MLE), Mallows·v odhad a M-odhad zaloºený
na transformaci odezvy.

V teoretické £ásti práce jsme navrhli testovací statistiku pro zobecn¥ný mediánový odhad,
takzvanou statistiku Waldova typu, a ur£ili jsme její asymptotické rozd¥lení. Nyní pot°ebujeme
být schopni testovat hypotézy i pomocí zbylých uvaºovaných metod odhadu. U MLE vyuºijeme
Waldovu testovací statistiku a u zbylých dvou odhad· vyuºijeme, stejn¥ jako u zobecn¥ného
mediánového odhadu, statistikuWaldova typu s p°íslu²nou kovarian£ní maticí. Odhad této matice
nám vracejí p°íslu²né funkce v R.

Uve¤me nyní obecný algoritmus experiment· týkajících se testování hypotéz. Experiment
provedeme pro po£et pozorování n, úrove¬ zne£i²t¥ní ε a vektor regresních koe�cient· β. Algo-
ritmus experimentu lze popsat následujícími kroky.

1. Vygenerujeme vysv¥tlující veli£iny xi, i = 1, 2, . . . , n, podle (5.2).

2. Vypo£teme parametry λi, i = 1, 2, . . . , n, pomocí vzorce λi = exp{xT
i β}.

3. V p°ípad¥ zne£i²t¥ní pákovými body nahradíme vysv¥tlující veli£iny vysv¥tlujícími veli£i-
nami s pákovými body.

4. Pro j = 1, . . . , N , opakujeme:

(a) Vygenerujeme nezávislé vysv¥tlované prom¥nné Yi, i = 1, 2, . . . , n.

(b) Odhadneme parametr β̂
(j)

pomocí MLE, zobecn¥ného mediánového odhadu (MMed),
Mallowsova odhadu (Mal) a M-odhadu zaloºeného na transformaci odezvy (MT).

(c) Pro v²echny metody odhadu vyuºijeme p°íslu²nou testovací statistiku a otestujeme
danou nulovou hypotézu. Podle výsledku nastavíme indikátor zamítnutí jako

δ(j) =

{
1, pokud H0 zamítneme,

0, pokud H0 nezamítneme.
(5.9)

5. Pro v²echny metody odhadu spo£teme procento zamítnutí nulové hypotézy jako

δ =
1

N

N∑
j=1

δ(j) · 100. (5.10)

5.4 Chyba 1. druhu v závislosti na po£tu pozorování

V této £ásti budeme zkoumat vývoj chyby 1. druhu v závislosti na po£tu pozorování. Hla-
dinu významnosti testu α jsme v kódech nastavili na hodnotu 0,05, pravd¥podobnost chyby 1.
druhu by se tedy m¥la pohybovat kolem této hodnoty. Pro získání dostate£né p°esnosti odhadu
pravd¥podobnosti chyby 1. druhu zvolíme po£et opakování N = 10 000.

V tomto experimentu budeme uvaºovat pouze £istá data a ºádné vychýlení od p·vodního
modelu. Platí tedy ε = 0, β = β0 a vysv¥tlované prom¥nné generujeme podle vztahu (5.4).
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Jelikoº nás zajímá závislost chyby 1. druhu na po£tu pozorování, provedeme experiment postupn¥
pro hodnoty n ∈ {50, 100, 150, 200, 250, 300, 400, 500, 650, 800, 1000}.

Budeme testovat dv¥ nulové hypotézy, jedna se týká druhé sloºky vektoru regresních koe�ci-
ent·, druhá se týká t°etí sloºky vektoru regresních koe�cient·. Konkrétn¥ budeme testovat

H0 : β0
2 = 1 vs. H1 : β0

2 6= 1, (5.11)

H0 : β0
3 = −0,5 vs. H1 : β0

3 6= −0,5. (5.12)

Ob¥ nulové hypotézy jsou pravdivé, a tedy sledovaná veli£ina δ nám udává odhad pravd¥podob-
nosti chyby 1. druhu.

Výsledky experimentu

Na obrázku 5.3 si m·ºeme prohlédnout výsledek experimentu. Nejlépe se 5% chyby drºí
maximáln¥ v¥rohodný odhad a Mallows·v odhad. Oba dva odhady mají velmi podobné grafy
a pro ob¥ testované hypotézy se chovají stejn¥ stabiln¥. Zobecn¥ný mediánový odhad v p°ípad¥
testu hypotézy H0 : β0

2 = 1 vykazuje také velmi stabilní chování, v p°ípad¥ testu hypotézy
H0 : β0

3 = −0,5 se výrazn¥ji odchýlí od 5% hranice pouze v p°ípad¥ n = 300.
Nejv¥t²í odchýlení od 5% hranice pozorujeme u M-odhadu zaloºeného na transformaci odezvy.

V p°ípad¥ testu hypotézy H0 : β0
2 = 1 vykazuje nestabilní chování pro po£et pozorování men²í

neº 500. Není zde ani patrný stabilní klesající trend, na obrázku si m·ºeme v²imnout výrazných
extrém·. Nejhor²ího odhadu pravd¥podobnosti chyby 1. druhu dosahuje v p°ípad¥ n = 50, kdy
je odhad pravd¥podobnosti chyby 1. druhu nad 14 %, a v p°ípad¥ n = 200, kdy je odhad
pravd¥podobnosti chyby 1. druhu mezi 10 a 11 %. Pokud se zam¥°íme na test hypotézy H0 :
β0

3 = −0,5, tak zde dosahuje M-odhad zaloºený na transformaci odezvy výrazn¥ lep²ích výsledk·.
Nejvy²²í odhadnutá pravd¥podobnost chyby 1. druhu má hodnotu kolem 7 % pro p°ípad n = 50.
Se zvy²ujícím se po£tem pozorování je i patrný klesající trend a kolem n = 500 uº se odhad drºí
5% hranice.
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Obrázek 5.3: Odhad pravd¥podobnosti chyby 1. druhu pro test hypotéz H0 : β0
2 = 1 (levý

obrázek) a H0 : β0
3 = −0,5 (pravý obrázek) v závislosti na po£tu pozorování n. �erná £ára zna£í

5% hranici.
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Výsledek simulace také ukazuje, ºe ná² odhad asymptotické kovarian£ní matice, který jsme
pouºili p°i výpo£tu testovací statistiky, funguje velmi dob°e a není d·vod se domnívat, ºe by
nebyl konzistentní.

5.5 Testování hypotéz pro £istá data

Po£ínaje tímto experimentem budeme uvaºovat vychýlení od p·vodního modelu. Konkrétn¥
budeme hýbat s vektorem regresních koe�cient· podle vztahu

β = β0 + ∆c, (5.13)

kde ∆ ∈ 〈−0,3; 0,3〉 a pro c uvaºujeme t°i varianty. První varianta je, ºe hýbeme pouze s druhou
sloºkou regresního koe�cientu, a tedy c = (0; 0,5; 0)T. Druhá varianta je, ºe hýbeme pouze se
t°etí sloºkou regresního koe�cientu, a tedy c = (0; 0; 1)T. Poslední varianta je, ºe hýbeme naráz
s druhou i t°etí sloºkou regresního koe�cientu. Pro c pak platí c = (0; 0,5; 1)T.

Budeme testovat stejné hypotézy jako v p°edchozí £ásti, ale nyní pro vychýlený model. Zají-
mají nás tedy hypotézy

H0 : β2 = β0
2 = 1 vs. H1 : β2 6= β0

2 = 1, (5.14)

H0 : β3 = β0
3 = −0,5 vs. H1 : β3 6= β0

3 = −0,5. (5.15)

Pokud nehýbeme s danou sloºkou vektoru regresních koe�cient·, je testovaná hypotéza pravdivá
a my zkoumáme chybu 1. druhu. Pokud s danou sloºkou vektoru regresních koe�cient· hýbeme,
tak nulová hypotéza p°estává být pravdivá a my zkoumáme sílu testu. P°i návrhu vychýlení od
modelu jsme se inspirovali prací [8].

Experiment provedeme pro v²echny varianty posunu c a r·zné hodnoty ∆. Vektor β nám
ur£uje vztah (5.13). Uvaºujeme pouze £istá data, platí tedy ε = 0 a Yi ∼ Po(λi), λi = exp{xT

i β},
i = 1, 2, . . . , n. Experiment provedeme pro dv¥ varianty po£tu pozorování, konkrétn¥ n ∈ {250,
500}. Po£et opakování nastavíme jako N = 1000. Algoritmus experimentu je podrobn¥ popsán
v £ásti 5.3.

Výsledky experimentu

Výsledky experimentu si m·ºeme prohlédnout na obrázcích 5.4 a 5.5. Pokud testujeme hy-
potézu o parametru, se kterým nehýbeme (prost°ední graf v levém sloupci a horní graf v pravém
sloupci), tak se v²echny uvaºované metody odhadu drºí kolem hranice zamítání 5 %. Odhadnutá
pravd¥podobnost chyby 1. druhu tedy odpovídá nastavené hladin¥ významnosti testu v kódech
a v²echny metody odhadu se chovají dle o£ekávání.

P°esu¬me se ke graf·m, které znázor¬ují sílu testu. U v²ech metod odhadu má k°ivka zná-
zor¬ující sílu testu tvar "U", coº je o£ekávaný tvar. Vrchol je v nule, coº odpovídá odhadu
pravd¥podobnosti chyby 1. druhu, protoºe v nule jsou testované hypotézy pravdivé. �ím více se
vzdalujeme od p·vodní hodnoty parametru, tím jsou si metody jist¥j²í, ºe testovaná hypotéza
není pravdivá, a zamítají ji ve v¥t²ím procentu p°ípad· aº se postupn¥ dostanou k zamítání
ve 100 % p°ípad·. Vidíme, ºe t°i metody odhadu vykazují tém¥° totoºné chování. Jedná se
o maximáln¥ v¥rohodný odhad, Mallows·v odhad a M-odhad zaloºený na transformaci odezvy.
Zobecn¥ný mediánový odhad má ²ir²í k°ivku neº zmi¬ované odhady, coº znamená, ºe má men²í
sílu testu a pro zamítání nulové hypotézy ve 100 % p°ípad· pot°ebuje v¥t²í vychýlení od p·vodní
hodnoty parametru.
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H0 : β3 = β0
3 = −0,5
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Obrázek 5.4: Procento zamítnutí hypotéz H0 : β2 = β0
2 = 1 (levý sloupec) a H0 : β3 = β0

3 = −0,5
(pravý sloupec) pro po£et pozorování n = 250 a £istá data. V prvním °ádku je c = (0; 0,5; 0)T,
ve druhém °ádku je c = (0; 0; 1)T a ve t°etím °ádku je c = (0; 0,5; 1)T. �erná £ára zna£í 5%
hranici.
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H0 : β3 = β0
3 = −0,5
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Obrázek 5.5: Procento zamítnutí hypotéz H0 : β2 = β0
2 = 1 (levý sloupec) a H0 : β3 = β0

3 = −0,5
(pravý sloupec) pro po£et pozorování n = 500 a £istá data. V prvním °ádku je c = (0; 0,5; 0)T,
ve druhém °ádku je c = (0; 0; 1)T a ve t°etím °ádku je c = (0; 0,5; 1)T. �erná £ára zna£í 5%
hranici.
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U testu hypotézy H0 : β2 = β0
2 = 1 je ²í°ka k°ivky znázor¬ující sílu testu men²í neº v p°ípad¥

testu hypotézy H0 : β3 = β0
3 = −0,5. Za zmínku také stojí, ºe grafy znázor¬ující sílu testu

vypadají pro dané testy hypotéz stejn¥ nezávisle na tom, zda se hýbalo pouze s testovanou
sloºkou parametru nebo se hýbalo s ob¥ma sloºkami parametru.

Pokud se zam¥°íme na vliv po£tu pozorování na sílu testu, je vid¥t, ºe k°ivky jsou uº²í pro
p°ípad n = 500 neº pro p°ípad n = 250. To znamená, ºe pokud má test k dispozici více dat, je
si jist¥j²í v zamítání nulové hypotézy a vykazuje tedy v¥t²í sílu testu.

5.6 Vliv odlehlých pozorování

V této £ásti budeme zkoumat vliv p°ítomnosti odlehlých pozorování na testování hypotéz.
Nastavení experimentu je stejné jako v £ásti 5.5 s tím rozdílem, ºe zne£istíme vysv¥tlované
prom¥nné. Vektor β nám tedy ur£uje vztah (5.13) a pro λi platí λi = exp{xT

i β}, i = 1, 2, . . . , n.
Zne£i²t¥ní probíhá následovn¥. Vºdy kdyº generujeme vysv¥tlované prom¥nné, tak je nejd°íve

nagenerujeme pomocí vztahu Yi ∼ Po(λi), i = 1, 2, . . . , n. Poté jednoduchým náhodným výb¥rem
bez opakování zvolíme bεnc vysv¥tlovaných prom¥nných a ty modi�kujeme pomocí vztahu

Ỹ = 2(Y + 1). (5.16)

Díky tomuto p°edpisu máme jistotu, ºe hodnotu zvolené vysv¥tlované prom¥nné opravdu zm¥-
níme. Dále pak po£ítáme jiº s takto upravenými vysv¥tlovanými prom¥nnými. Hodnoty vysv¥t-
lujících veli£in nem¥níme.

V rámci experimentu budeme uvaºovat dv¥ úrovn¥ zne£i²t¥ní. Pro ε tedy platí ε ∈ {0,05; 0,1}.

Výsledky experimentu

Zam¥°me se nejd°íve na výsledky pro variantu n = 250, které si m·ºeme prohlédnout na
obrázku 5.6 pro úrove¬ zne£i²t¥ní ε = 0,05 a na obrázku 5.7 pro úrove¬ zne£i²t¥ní ε = 0,1.
V obou p°ípadech je patrné, ºe nejvíce citlivý na p°ítomnost zne£i²t¥ní je maximáln¥ v¥rohodný
odhad.

V p°ípad¥ niº²í úrovn¥ zne£i²t¥ní a odhadu pravd¥podobnosti chyby 1. druhu se zbylé t°i
metody odhadu chovají velmi podobn¥ a vykazují vy²²í vychýlení od hranice 5 % p°i testu
hypotézy H0 : β2 = β0

2 = 1. Pokud se p°esuneme k síle testu, tak vidíme, ºe Mallows·v odhad
a M-odhad zaloºený na transformaci odezvy mají podobné k°ivky a zobecn¥ný mediánový odhad
má, stejn¥ jako v p°ípad¥ £istých dat, ²ir²í k°ivku a tudíº i men²í sílu testu. V²echny k°ivky ale
z·stávají p°ibliºn¥ centrované.

Pokud zvý²íme úrove¬ zne£i²t¥ní na ε = 0,1, dojde k odd¥lení k°ivek Mallowsova odhadu
a M-odhadu zaloºeného na transformaci odezvy a v p°ípad¥ testu hypotézy H0 : β2 = β0

2 = 1
také k vychýlení v²ech k°ivek znázor¬ujících sílu testu do kladné £ásti osy x. V p°ípad¥ odhadu
pravd¥podobnosti chyby 1. druhu u testu hypotézy H0 : β2 = β0

2 = 1 se krom¥ maximáln¥
v¥rohodného odhadu od 5% hranice odchýlí i zbylé metody odhadu. Nejblíºe této hranici je
zobecn¥ný mediánový odhad, následuje ho M-odhad zaloºený na transformaci odezvy a nejvíce
vychýlený ze t°í uvaºovaných robustních metod je Mallows·v odhad. V p°ípad¥ testu hypotézy
H0 : β3 = β0

3 = −0,5 se M-odhad zaloºený na transformaci odezvy drºí hranice 5 % a zobecn¥ný
mediánový odhad a Mallows·v odhad jsou od ní vychýleny, ale mén¥ neº v p°ípad¥ testu hypotézy
H0 : β2 = β0

2 = 1.
P°esu¬me se nyní k variant¥ n = 500, pro kterou si m·ºeme prohlédnout výsledky na obráz-

cích 5.8 a 5.9. Pro niº²í úrove¬ zne£i²t¥ní a odhad pravd¥podobnosti chyby 1. druhu vy²ly pro
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H0 : β3 = β0
3 = −0,5
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Obrázek 5.6: Procento zamítnutí hypotéz H0 : β2 = β0
2 = 1 (levý sloupec) a H0 : β3 = β0

3 = −0,5
(pravý sloupec) pro po£et pozorování n = 250 a úrove¬ zne£i²t¥ní odlehlými pozorováními ε =
0,05. V prvním °ádku je c = (0; 0,5; 0)T, ve druhém °ádku je c = (0; 0; 1)T a ve t°etím °ádku je
c = (0; 0,5; 1)T. �erná £ára zna£í 5% hranici.
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H0 : β3 = β0
3 = −0,5
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Obrázek 5.7: Procento zamítnutí hypotéz H0 : β2 = β0
2 = 1 (levý sloupec) a H0 : β3 = β0

3 =
−0,5 (pravý sloupec) pro po£et pozorování n = 250 a úrove¬ zne£i²t¥ní odlehlými pozorováními
ε = 0,1. V prvním °ádku je c = (0; 0,5; 0)T, ve druhém °ádku je c = (0; 0; 1)T a ve t°etím °ádku
je c = (0; 0,5; 1)T. �erná £ára zna£í 5% hranici.
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H0 : β3 = β0
3 = −0,5
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Obrázek 5.8: Procento zamítnutí hypotéz H0 : β2 = β0
2 = 1 (levý sloupec) a H0 : β3 = β0

3 = −0,5
(pravý sloupec) pro po£et pozorování n = 500 a úrove¬ zne£i²t¥ní odlehlými pozorováními ε =
0,05. V prvním °ádku je c = (0; 0,5; 0)T, ve druhém °ádku je c = (0; 0; 1)T a ve t°etím °ádku je
c = (0; 0,5; 1)T. �erná £ára zna£í 5% hranici.
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H0 : β3 = β0
3 = −0,5
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Obrázek 5.9: Procento zamítnutí hypotéz H0 : β2 = β0
2 = 1 (levý sloupec) a H0 : β3 = β0

3 =
−0,5 (pravý sloupec) pro po£et pozorování n = 500 a úrove¬ zne£i²t¥ní odlehlými pozorováními
ε = 0,1. V prvním °ádku je c = (0; 0,5; 0)T, ve druhém °ádku je c = (0; 0; 1)T a ve t°etím °ádku
je c = (0; 0,5; 1)T. �erná £ára zna£í 5% hranici.
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test hypotézy H0 : β3 = β0
3 = −0,5 velmi podobné grafy jako pro n = 250, u testu hypotézy

H0 : β2 = β0
2 = 1 do²lo k odd¥lení k°ivek pro jednotlivé robustní odhady. V p°ípad¥ síly testu

do²lo díky zvý²ení po£tu pozorování k zúºení v²ech k°ivek, a tedy ke zlep²ení síly testu.
U varianty úrovn¥ zne£i²t¥ní ε = 0,1 do²lo k významným zm¥nám u odhadu pravd¥po-

dobnosti chyby 1. druhu u testu hypotézy H0 : β2 = β0
2 = 1. Mezi jednotlivými metodami

odhadu vznikl výrazný rozdíl s tím, ºe zobecn¥ný mediánový odhad z·stal nejblíºe hranici 5 %.
U síly testu do²lo pro tuto hypotézu zvý²ením úrovn¥ zne£i²t¥ní, stejn¥ jako v p°ípad¥ n = 250,
k vychýlení k°ivek znázor¬ujících sílu testu do kladné £ásti osy x. Celkov¥ jsou v²echny k°ivky
znázor¬ující sílu testu podobné t¥m pro stejnou úrove¬ zne£i²t¥ní a men²í po£et pozorování.
Zvý²ením po£tu pozorování pouze do²lo k zúºení t¥chto k°ivek.

Simula£ní experiment nám ukázal, ºe p°ítomnost zne£i²t¥ní odlehlými pozorováními má vliv
na pravd¥podobnost chyby 1. druhu i na sílu testu. Pokud bychom neznali úrove¬ zne£i²t¥ní,
tak pro test hypotézy H0 : β2 = β0

2 = 1 je nejvhodn¥j²í zobecn¥ný mediánový odhad a pro
test hypotézy H0 : β3 = β0

3 = −0,5 se jako nejvhodn¥j²í jeví M-odhad zaloºený na transformaci
odezvy.

5.7 Vliv pákových bod·

Druhý typ zne£i²t¥ní, který budeme uvaºovat, je zne£i²t¥ní pákovými body. Nyní nebudeme
upravovat hodnoty vysv¥tlované veli£iny, nýbrº hodnoty vysv¥tlujících veli£in.

Postup pro vytvá°ení pákových bod· jsme p°evzali z práce [3] a vypadá následovn¥. Pro
v²echny vektory xi, i = 1, 2, . . . , n, ur£íme hodnotu λi = exp{xT

i β}, kde parametr β je dán
vztahem (5.13). Vznikne nám vektor λ = (λ1, . . . , λn)T, jehoº sloºky se°adíme vzestupn¥ podle
velikosti. To znamená, ºe najdeme permutaci π : {1, 2, . . . , n} 7→ {1, 2, . . . , n}, která p°evede
vektor λ na vektor λ̃ = (λπ(1), λπ(2), . . . , λπ(n))

T, pro který platí λπ(1) ≤ λπ(2) ≤ . . . ≤ λπ(n).
Vysv¥tlující prom¥nné s pákovými body nyní vytvo°íme pomocí vztahu

x̃π(j) =

{
xπ(n−j+1), je-li j ≤ bεnc,
xπ(j), jinak.

(5.17)

Tento p°edpis znamená, ºe bεnc vektor· xi, pro n¥º nabývá λi nejmen²ích hodnot, zam¥níme za
hodnotu bεnc vektor· xi, pro n¥º nabývá λi nejv¥t²ích hodnot. Ostatní vektory xi ponecháme
beze zm¥ny.

Jelikoº máme v rámci experiment· pevné vysv¥tlující veli£iny, tvo°íme vysv¥tlující veli£iny
s pákovými body pro konkrétní nastavení experimentu také pouze jednou. Dále p°i odhadování
pak vyuºíváme tyto zne£i²t¥né vysv¥tlující veli£iny. Vysv¥tlované veli£iny jsou v²ak generovány
pomocí p·vodních, tedy nezne£i²t¥ných, vysv¥tlujících veli£in xi, i = 1, 2, . . . , n, a platí pro n¥
tedy Yi ∼ Po(λi), i = 1, 2, . . . , n.

V rámci tohoto experimentu budeme uvaºovat dv¥ úrovn¥ zne£i²t¥ní, konkrétn¥ ε ∈ {0,02;
0,04}. Zbylé nastavení experimentu je stejné jako v £ásti 5.5.

Výsledky experimentu

Nejprve si p°edstavíme výsledky pro n = 250, které jsou znázorn¥ny na obrázcích 5.10 a 5.11.
Stejn¥ jako v p°ípad¥ zne£i²t¥ní odlehlými pozorováními je nejcitliv¥j²í na p°ítomnost zne£i²t¥ní
pákovými body maximáln¥ v¥rohodný odhad. Nejmén¥ citlivá metoda na p°ítomnost zne£i²t¥ní
pákovými body je M-odhad zaloºený na transformaci odezvy. U tohoto odhadu mají k°ivky
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v podstat¥ stejný tvar jako v p°ípad¥ £istých dat. M-odhad zaloºený na trasformaci odezvy tedy
v·bec nezaznamená p°ítomnost zne£i²t¥ní pákovými body.

Pokud se zam¥°íme na niº²í úrove¬ zne£i²t¥ní ε = 0,02, zjistíme, ºe v p°ípad¥ chyby 1.
druhu jsou zbylé metody citliv¥j²í u testu hypotézy H0 : β2 = β0

2 = 1. U této hypotézy zamítá
maximáln¥ v¥rohodný odhad ve 100 % p°ípad·. Zobecn¥ný mediánový odhad dosahuje niº²ího
odhadu pravd¥podobnosti chyby 1. druhu neº Mallows·v odhad, ale oba odhady jsou uº velmi
vzdáleny od hranice 5 %. U testu hypotézy H0 : β3 = β0

3 = −0,5 se maximáln¥ v¥rohodný
odhad blíºí k hranici zamítání ve 100 % p°ípad·. Zobecn¥ný mediánový odhad a Mallows·v
odhad jsou vychýleny od 5% hranice, ale jejich vychýlení není tak výrazné jako u testu hypotézy
H0 : β2 = β0

2 = 1. V p°ípad¥ síly testu dochází u maximáln¥ v¥rohodného odhadu, zobecn¥ného
mediánového odhadu a Mallowsova odhadu k vychýlení k°ivek do kladné £ásti osy x pro test
hypotézy H0 : β2 = β0

2 = 1 a do záporné £ásti osy x pro test hypotézy H0 : β3 = β0
3 = −0,5.

Vychýlení je nejvýrazn¥j²í pro maximáln¥ v¥rohodný odhad.
Pokud jsou data zne£i²t¥na na úrovni ε = 0,04, tak se zvýrazní v²echny vý²e popsané jevy.

U odhadu pravd¥podobnosti chyby 1. druhu se maximáln¥ v¥rohodný odhad drºí u hranice za-
mítání ve 100 % p°ípad· a zobecn¥ný mediánový odhad a Mallows·v odhad se vzdálily je²t¥ více
od hranice 5 %. Dokonce se u t¥chto dvou odhad· vyskytl skok v k°ivce znázor¬ující odhad prav-
d¥podobnosti chyby 1. druhu u testu hypotézy H0 : β3 = β0

3 = −0,5. Zvý²ením úrovn¥ zne£i²t¥ní
se zv¥t²ilo také vychýlení do kladné, p°ípadn¥ záporné, £ásti osy x u k°ivek znázor¬ujících sílu
testu. U maximáln¥ v¥rohodného odhadu a testu hypotézy H0 : β2 = β0

2 = 1 dokonce nevidíme
ani za£átek k°ivky ve tvaru "U", v námi uvaºovaném intervalu odhad zamítá nulovou hypotézu
ve 100 % p°ípad·.

Výsledky simula£ního experimentu pro po£et pozorování n = 500 si m·ºeme prohlédnout na
obrázcích 5.12 a 5.13. I v tomto p°ípad¥ je nejcitliv¥j²í maximáln¥ v¥rohodný odhad a M-odhad
zaloºený na transformaci odezvy má op¥t k°ivky výrazn¥ podobné t¥m pro £istá data.

Uvaºujme nyní niº²í úrove¬ zne£i²t¥ní ε = 0,02. U testu hypotézy H0 : β2 = β0
2 = 1 zamítá

maximáln¥ v¥rohodný odhad aº na jednu výjimku ve 100 % p°ípad· nezávisle na tom, zda zkou-
máme chybu 1. druhu nebo sílu testu. V p°ípad¥ testu hypotézy H0 : β3 = β0

3 = −0,5 a odhadu
pravd¥podobnosti chyby 1. druhu se u maximáln¥ v¥rohodného odhadu objevuje výrazný skok
v grafu pro p°ípad ∆ = −0,1 a u síly testu m·ºeme pozorovat také výrazný výkyv v k°ivce.
Skok v pravd¥podobnosti chyby 1. druhu u testu hypotézy H0 : β3 = β0

3 = −0,5 pozorujeme
i u zobecn¥ného mediánového odhadu a Mallowsova odhadu, ale není tak výrazný jako v p°ípad¥
maximáln¥ v¥rohodného odhadu. Oba dva odhady jsou také vychýlené od 5% hranice. Je²t¥ v¥t²í
vzdálení od 5% hranice m·ºeme pozorovat u odhadu pravd¥podobnosti chyby 1. druhu a testu
hypotézy H0 : β2 = β0

2 = 1. U této hypotézy také pozorujeme vychýlení k°ivek znázor¬ujících
sílu testu sm¥rem do kladné £ásti osy x. U testu hypotézy H0 : β3 = β0

3 = −0,5 a síly testu jsou
maximáln¥ v¥rohodný odhad, zobecn¥ný mediánový odhad a Mallows·v odhad vychýleny do
záporné £ásti osy x. Nejvýrazn¥j²í vychýlení vykazuje maximáln¥ v¥rohodný odhad. Zvý²ením
po£tu pozorování se zúºily k°ivky znázor¬ující sílu testu.

U vy²²í úrovn¥ zne£i²t¥ní ε = 0,04 uº ºádný odhad nevykazuje výrazné výkyvy v grafu, ale
v²echny ostatní vý²e jmenované problémy se je²t¥ zvýraznily. U odhadu pravd¥podobnosti chyby
1. druhu a testu hypotézy H0 : β2 = β0

2 = 1 se Mallows·v odhad p°iblíºil k hranici zamítání
ve 100 % p°ípad· a zobecn¥ný mediánový odhad uº je této hranici taktéº blízko. V p°ípad¥
testu hypotézy H0 : β3 = β0

3 = −0,5 a odhadu pravd¥podobnosti chyby 1. druhu se maximáln¥
v¥rohodný odhad pohybuje kolem hranice 100 % a zobecn¥ný mediánový odhad a Mallows·v
odhad se zhor²ily oproti variant¥ ε = 0,02. U síly testu se v²echny k°ivky krom¥ M-odhadu
zaloºeného na transformaci odezvy je²t¥ více vychýlily do kladné, p°ípadn¥ záporné, £ásti osy x.
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H0 : β2 = β0
2 = 1
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H0 : β3 = β0
3 = −0,5
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Obrázek 5.10: Procento zamítnutí hypotézH0 : β2 = β0
2 = 1 (levý sloupec) aH0 : β3 = β0

3 = −0,5
(pravý sloupec) pro po£et pozorování n = 250 a úrove¬ zne£i²t¥ní pákovými body ε = 0,02.
V prvním °ádku je c = (0; 0,5; 0)T, ve druhém °ádku je c = (0; 0; 1)T a ve t°etím °ádku je
c = (0; 0,5; 1)T. �erná £ára zna£í 5% hranici.
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H0 : β3 = β0
3 = −0,5
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Obrázek 5.11: Procento zamítnutí hypotézH0 : β2 = β0
2 = 1 (levý sloupec) aH0 : β3 = β0

3 = −0,5
(pravý sloupec) pro po£et pozorování n = 250 a úrove¬ zne£i²t¥ní pákovými body ε = 0,04.
V prvním °ádku je c = (0; 0,5; 0)T, ve druhém °ádku je c = (0; 0; 1)T a ve t°etím °ádku je
c = (0; 0,5; 1)T. �erná £ára zna£í 5% hranici.
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H0 : β3 = β0
3 = −0,5
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Obrázek 5.12: Procento zamítnutí hypotézH0 : β2 = β0
2 = 1 (levý sloupec) aH0 : β3 = β0

3 = −0,5
(pravý sloupec) pro po£et pozorování n = 500 a úrove¬ zne£i²t¥ní pákovými body ε = 0,02.
V prvním °ádku je c = (0; 0,5; 0)T, ve druhém °ádku je c = (0; 0; 1)T a ve t°etím °ádku je
c = (0; 0,5; 1)T. �erná £ára zna£í 5% hranici.
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H0 : β2 = β0
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H0 : β3 = β0
3 = −0,5
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Obrázek 5.13: Procento zamítnutí hypotézH0 : β2 = β0
2 = 1 (levý sloupec) aH0 : β3 = β0

3 = −0,5
(pravý sloupec) pro po£et pozorování n = 500 a úrove¬ zne£i²t¥ní pákovými body ε = 0,04.
V prvním °ádku je c = (0; 0,5; 0)T, ve druhém °ádku je c = (0; 0; 1)T a ve t°etím °ádku je
c = (0; 0,5; 1)T. �erná £ára zna£í 5% hranici.
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Stejn¥ jako v p°ípad¥ ε = 0,02 se zvý²ením po£tu pozorování zúºily k°ivky znázor¬ující sílu testu.
Pomocí simula£ního experimentu jsme ukázali, ºe p°ítomnost zne£i²t¥ní pákovými body má

vliv na pravd¥podobnost chyby 1. druhu i sílu testu u maximáln¥ v¥rohodného odhadu, zobecn¥-
ného mediánového odhadu a Mallowsova odhadu. Oproti tomu M-odhad zaloºený na transformaci
odezvy není na tento typ zne£i²t¥ní citlivý a lze ho tedy doporu£it pro data zne£i²t¥ná pákovými
body.

5.8 Poznámka k simula£ním experiment·m

Jak jiº bylo zmín¥no, pro výpo£et M-odhadu zaloºeného na transformaci odezvy jsme vyu-
ºívali funkci glmrob() z balí£ku robustbase, kde jsme nastavili method = "MT". B¥hem simula£-
ních experiment· se objevil problém s touto funkcí, konkrétn¥ nám n¥kdy krom¥ £íselné hodnoty
vrátila i varování upozor¬ující na problém s konvergencí. Rozhodli jsme se takové odhady nevy-
°azovat a pouºili jsme hodnotu, kterou nám funkce vrátila. Výsledky námi provedených simulací
ukazují, ºe to nem¥lo výrazný vliv na vlastnosti M-odhadu zaloºeného na transformaci odezvy.
Pro praxi je to ale nep°íjemná vlastnost, protoºe nemáme jak ov¥°it, jak p°esná je funkcí vrácená
hodnota. U ostatních metod odhadu jsme problém s konvergencí nezaznamenali.

Pro p°edstavu o £etnosti vracení varování uve¤me konkrétní hodnoty pro n¥které simulace.
U experimentu na chybu 1. druhu v závislosti na po£tu pozorování jsme chybu obdrºeli v 2,24 %
p°ípad·. V p°ípad¥ po£tu pozorování n = 500 a úrovn¥ zne£i²t¥ní odlehlými pozorováními ε = 0,1
jsme chybu obdrºeli v 3,05 % p°ípad·. Pokud jsme uvaºovali po£et pozorování n = 500 a úrove¬
zne£i²t¥ní pákovými body ε = 0,04, vrátila nám funkce varování v 3,36 % p°ípad·.



Záv¥r

Tato práce se v¥novala robustnímu odhadování a testování v modelech poissonovské regrese.
Seznámili jsme se s n¥kolika metodami odhadu, které lze pouºít p°i odhadování parametr· t¥chto
model·. Jako první jsme si p°edstavili maximáln¥ v¥rohodný odhad, který se b¥ºn¥ pouºívá
a jehoº nestabilita p°i odhadování ze zne£i²t¥ných dat inspirovala vývoj robustních metod. Proto
jsme dále uvedli n¥kolik zástupc· jiº existujících robustních metod odhad·, jmenovit¥ mediánový
odhad, Mallows·v odhad a M-odhad zaloºený na transformaci odezvy. Odvodili jsme také nový
robustní odhad vycházející z mediánového odhadu � zobecn¥ný mediánový odhad.

Zbylá teoretická £ást se v¥novala tomuto novému odhadu. Odvodili jsme asymptotické roz-
d¥lení zobecn¥ného mediánového odhadu a diskutovali jsme konzistentní odhad jeho teoretické
asymptotické kovarian£ní matice. Poté jsme se p°esunuli k testování hypotéz, kde jsme nejprve
navrhli testovací statistiku Waldova typu a ur£ili jsme její asymptotické rozd¥lení. Získali jsme
tak moºnost testovat hypotézy o parametrech modelu poissonovské regrese.

Poslední kapitola byla v¥nována simula£ním experiment·m, jejichº cílem bylo ov¥°it fungo-
vání odvozených teoretických vlastností v praxi. Provedli jsme experiment ov¥°ující konzistenci
zobecn¥ného mediánového odhadu, ze kterého nám vy²lo, ºe zatím není d·vod se domnívat, ºe
by zobecn¥ný mediánový odhad nebyl konzistentním odhadem.

Výsledky simulací pro £istá data a chybu 1. druhu ukázaly dobrou stabilitu pro maximáln¥
v¥rohodný odhad, zobecn¥ný mediánový odhad a Mallows·v odhad. Oproti tomu M-odhad za-
loºený na transformaci odezvy je pro men²í po£et pozorování nestabilní. Více se to projevuje
u testu hypotézy H0 : β0

2 = 1, kde dosáhl pro po£et pozorování n = 50 odhad pravd¥podobnosti
chyby 1. druhu dokonce více neº 14 %. U síly testu m¥ly v²echny metody odhadu o£ekávaný tvar
k°ivky. K°ivky maximáln¥ v¥rohodného odhadu, Mallowsova odhadu a M-odhadu zaloºeného
na transformaci odezvy dokonce splývaly. K°ivka zobecn¥ného mediánového odhadu byla oproti
ostatním ²ir²í, coº odpovídá tomu, ºe zobecn¥ný mediánový odhad pot°ebuje pro stejnou sílu
testu odhadovat z více dat. Celkov¥ ale v²echny grafy získané pro zobecn¥ný mediánový odhad
odpovídají odvozené teorii.

U zne£i²t¥ní odlehlými pozorováními je patrný vliv na v²echny metody odhadu. Dle o£ekávání
byl nejcitliv¥j²í na p°ítomnost zne£i²t¥ní maximáln¥ v¥rohodný odhad. Nový zobecn¥ný mediá-
nový odhad v konkurenci jiº existujících robustních metod odhadu obstál a pro test hypotézy
H0 : β2 = β0

2 = 1 a vy²²í úrove¬ zne£i²t¥ní ε = 0,1 se jeví být dokonce nejlep²í z porovnávaných
metod. Pro niº²í úrove¬ zne£i²t¥ní ε = 0,05 je jen mírn¥ hor²í neº M-odhad zaloºený na transfor-
maci odezvy. Pro test hypotézy H0 : β3 = β0

3 = −0,5 se jeví jako nejvhodn¥j²í M-odhad zaloºený
na transformaci odezvy. Zobecn¥ný mediánový odhad v tomto p°ípad¥ ale není výrazn¥ hor²í.

U zne£i²t¥ní pákovými body vy²el jako nejcitliv¥j²í op¥t maximáln¥ v¥rohodný odhad, oproti
tomu M-odhad zaloºený na transformaci odezvy p°ítomnost zne£i²t¥ní nezaznamenal a je tedy
nejvhodn¥j²í pro pouºití p°i odhadování z dat, která jsou zne£i²t¥na pákovými body. Zobec-
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n¥ný mediánový odhad a Mallows·v odhad jsou citliv¥j²í na p°ítomnost pákových bod· neº na
p°ítomnost odlehlých pozorování.

P°ínos této práce spo£ívá v zavedení nového robustního odhadu pro modely poissonovské re-
grese a vybudování pot°ebné teorie k tomu, aby se v praxi mohl pouºívat. Simula£ní experimenty
potvrdily, ºe dokáºe konkurovat jiº existujícím robustním metodám a v n¥kterých p°ípadech do-
káºe být dokonce lep²í.
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P°íloha: Tabulka hodnot Ck

k Ck k Ck k Ck k Ck

0 0,693147 25 25,667437 50 50,667057 75 75,666928
1 1,678347 26 26,667408 51 51,667049 76 76,666924
2 2,674060 27 27,667381 52 52,667042 77 77,666921
3 3,672061 28 28,667356 53 53,667035 78 78,666918
4 4,670909 29 29,667333 54 54,667028 79 79,666915
5 5,670161 30 30,667311 55 55,667022 80 80,666912
6 6,669637 31 31,667291 56 56,667015 81 81,666909
7 7,669249 32 32,667272 57 57,667009 82 82,666906
8 8,668951 33 33,667254 58 58,667004 83 83,666903
9 9,668715 34 34,667237 59 59,666998 84 84,666900
10 10,668522 35 35,667221 60 60,666992 85 85,666897
11 11,668363 36 36,667206 61 61,666987 86 86,666895
12 12,668229 37 37,667191 62 62,666982 87 87,666892
13 13,668115 38 38,667178 63 63,666977 88 88,666890
14 14,668016 39 39,667165 64 64,666972 89 89,666887
15 15,667930 40 40,667153 65 65,666968 90 90,666885
16 16,667854 41 41,667141 66 66,666963 91 91,666882
17 17,667786 42 42,667130 67 67,666959 92 92,666880
18 18,667726 43 43,667119 68 68,666954 93 93,666878
19 19,667672 44 44,667109 69 69,666950 94 94,666875
20 20,667624 45 45,667099 70 70,666946 95 95,666873
21 21,667579 46 46,667090 71 71,666942 96 96,666871
22 22,667539 47 47,667081 72 72,666939 97 97,666869
23 23,667502 48 48,667073 73 73,666935 98 98,666867
24 24,667468 49 49,667065 74 74,666931 99 99,666865

Tabulka: Hodnoty konstant Ck z De�nice 1.
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