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V Praze dne .................... ........................................
Anna Gruberová
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Úvod 11

1 Strojové učeńı 13
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Př́ılohy 64
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Úvod

Tato bakalářská práce se zabývá předzpracováńım datových sad pro výpočty ve
strojovém učeńı. Ćılem práce je vytvořit nástroj, který bude umožňovat stahováńı a
základńı úpravu datových sad. Důraz je kladen na jednotný format uložeńı a načteńı
dat a na jednoduchost přidáváńı nových datových sad, aby bylo možné baĺık snadno
rozšǐrovat. Tyto dvě vlastnosti maj́ı za ćıl co nejv́ıce usnadnit použit́ı koncovým
uživatel̊um.

Prvńı kapitola se věnuje strojovému učeńı a na jednoduchých př́ıkladech ilustruje
vybrané modely strojového učeńı a také se zabývá t́ım, jaký typ vstupńıch dat tyto
modely předpokládaj́ı.

V následuj́ıćı kapitole jsou představeny typy datových sad. Dále jsou popsány možné
formáty těchto dat a možné problémy, které je potřeba zohlednit při stahováńı a
upravováńı dat. Dále se v této kapitole zabývám rozborem předzpracováńı dat,
které je nutné provést před vložeńım dat do modelu. Popsáno jsou základńı zp̊usoby
děleńı dat pro trénováńı modelu a nejčastěji použ́ıvané typy normalizace dat.

Ve třet́ı kapitole se nacháźı popis a porovnáńı již existuj́ıćıch nástroj̊u, které se
použ́ıvaj́ı ve strojovém učeńı pro stahováńı a předzpracováńı dat. Součást́ı je také
představeńı programovaćıho jazyka Julia, v němž je vytvořen baĺık, jehož vytvořeńı
je hlavńım ćılem této práce.

Stěžejńı část práce je obsažena ve čtvrté kapitole. Jedná se o návrh nového nástroje
a předevš́ım o podrobný popis implementace celého baĺıku. Popis je strukturován
do jednotlivých krok̊u, které popisuj́ı proces př́ıpravy datasetu od stažeńı, přes
předzpracováńı dat, které se provád́ı před vložeńım dat do modelu.

Posledńı kapitola obsahuje ucelenou ukázku použit́ı naimplementovaného baĺıku na
konkrétńı datové sadě doplněnou o komentáře k použitým funkćım.
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Kapitola 1

Strojové učeńı

Každý den se můžeme v reálném světě setkat s řadou problémů, které je z r̊uzných
d̊uvod̊u potřeba řešit. V hledáńı řešeńı těchto problémů nám může pomoci matema-
tika. Bohužel většina skutečných problémů je př́ılǐs složitá, jsou ovlivněné mnoha
faktory a v současné době nejsme schopni je přesně popsat. Z tohoto d̊uvodu se
muśıme často uchylovat k popisu problému pomoćı vybraných měřitelných veličin,
které daný problém nejlépe charakterizuj́ı. Na základě těchto veličin můžeme poté
využ́ıt matematické modely k aproximativńımu popisu problému a k jeho řešeńı.
Obor zabývaj́ıćı se touto problematikou se nazývá strojové učeńı. [1]

Reálných problémů, které lze řešit pomoćı metod strojového učeńı je nepřeberné
množstv́ı. Pro ilustraci zmiňme alespoň několik př́ıklad̊u.

• Jednou z nejčastěǰśıch motivaćı pro vyřešeńı problému pomoćı strojového učeńı
je snaha o zvýšeńı zisku. Např́ıklad podle analýzy vyt́ıženosti prodejny lze
určit optimálńı distribuci pracovńık̊u u pokladen. Pokladny by neměly být
přet́ıžené, aby tak podnik nepřicházel o zisk. Zároveň je žádoućı, aby práce
byla efektivńı a nedocházelo ke zbytečným prostoj̊um, které jsou pro podnik
ztrátou. Též analýzou toho, co lidé nakupuj́ı, je možné zvýšit zisk podniku.
Je třeba upravovat nab́ıdku zbož́ı a služeb tak, aby poptávka byla co nejv́ıce
spokojená, protože nespokojeńı zákazńıci se do podniku nebudou vracet, a
podnik tak opět může tratit.

• Se ziskem úzce souviśı pojem marketing. Z údaj̊u v kolik hodin sleduje televizi
nejv́ıce lid́ı, lze zvolit nejvhodněǰśı dobu pro reklamu, aby daná společnost
źıskala nejv́ıce potenciálńıch zájemc̊u o své produkty.

• Daľśım d̊uvodem zkoumáńı dat je bezpečnost. A to jak kyberbezpečnost, kdy
je možné podle textu či zp̊usobu sd́ıleńı př́ıspěvk̊u odhalit roboty na sociálńıch
śıt́ıch. Či bezpečnost na reálných mı́stech, kdy analýza dat z kamer dokáže
odhalit nebezpečného člověka.
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1.1 Typy strojového učeńı

Podle struktury dat pro trénováńı lze strojové učeńı rozdělit do dvou hlavńıch sku-
pin: učeńı s učitelem a učeńı bez učitele.

1.1.1 Strojové učeńı s učitelem

Strojové učeńı s učitelem, také nazývané supervised learning, spoč́ıvá v tom, že model
obdrž́ı množinu s trénovaćımi daty

D = {(xi, yi)}N
i=1, (1.1)

kde xi ∈ X , kde X představuje prostor vstupńıch hodnot, a yi ∈ Y , kde Y představuje
množinu možných výstup̊u, N odpov́ıdá počtu vzork̊u (anglicky samples). Hodnoty
xi představuj́ı zjednodušené popisy zkoumaného jevu, tzv. př́ıznaky (anglicky featu-
res). xi obsahuje vstupńı hodnoty všech př́ıznak̊u pro i-tý vzorek. Výstupńı hodnota
yi odpov́ıdá sledovanému závěru řešené úlohy pro i-tý vzorek. Množina D obsa-
huje tedy N dvojic vstup̊u a výstup̊u. Na základě těchto správně označených dat z
množiny D se model nauč́ı předpov́ıdat tyto hodnoty u daľśıch, neoznačených dat.
[21]

Mezi často použ́ıvané algoritmy strojového učeńı s učitelem patř́ı [12]:

• lineárńı regrese,

• logistická regrese,

• random forest (náhodný les),

• metoda SVM (support vector machines neboli metoda podp̊urných vektor̊u).

Tuto skupinu můžeme dále rozdělit podle problému, který je řešen, na klasifikačńı
a regresńı úlohu.

Klasifikace

Klasifikace je úloha, kdy se ze vstupńıch dat snaž́ıme určit, do které z možných tř́ıd
daný subjekt patř́ı. Počet tř́ıd muśı být konečný a může se jednat o fixńı hodnoty
nebo to mohou být např́ıklad slovńı označeńı sledovaných skupin. Vždy můžeme
úlohu převést do podoby, kdy každou tř́ıdu reprezentujeme pomoćı č́ısla, což zna-
mená, že yi z rovnice (1.1) je z množiny Y = {1, 2, . . . , K}. V př́ıpadě, že K, počet
tř́ıd, je rovno dvěma, mluv́ıme o binárńı klasifikaci. [21]

Jako př́ıklad můžeme uvést úlohu klasifikace kosatc̊u, která je popsána v datasetu
Iris. V této úloze má vektor vstupu xi z definice (1.1) délku čtyři a obsahuje š́ı̌rku
a délku kalǐsńıch ĺıstk̊u a š́ı̌rku a délku korunńıch ĺıstk̊u. Ćılem je na základě těchto
údaj̊u určit o jaký druh kosatce se jedná. N je rovno 150, tedy celkem obsahuje
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tento jednoduchý dataset 150 vzork̊u. Pro názornost budeme uvažovat jen dva druhy
vstup̊u (š́ı̌rka, délka korunńıch ĺıstk̊u) a dvě tř́ıdy výstup̊u. Ukázka tohoto zjed-
nodušeného datasetu je v tabulce 1.1.

petal length petal width species

4.7 1.4 versicolor
4.5 1.5 versicolor
4.9 1.5 versicolor
5.2 2.0 virginica
5.4 2.3 virginica
5.1 1.8 virginica

Tabulka 1.1: Ukázka zjednodušeného datasetu Iris

Pro řešeńı výše uvedeného problému lze použ́ıt např́ıklad logistickou regresi, která
je definovaná následovně [13]

l(w) =
N∑

i=1

{
yi log p (bmxi;w) + (1− yi) log (1− p (bmxi;w))

}
=

∑
i=1

{
yiw

>bmxi − log
(
1 + ew>bmxi

)}
(1.2)

Provedeme-li minimalizaci této funkce podle w

min
w

l(w), (1.3)

źıskáme vektor vah w, který specifikuje odděluj́ıćı nadrovinu w>x = 0. Tato nadro-
vina rozděĺı s určitou přesnost́ı vzorky na ty, které jsou př́ıslušné jedné nebo druhé
tř́ıdě.

Logistická regrese předpokládá, že originálńı vstupy uprav́ıme tak, že přidáme před
každý vzorek hodnotu jedna. To nám poté zaruč́ı, že budeme mı́t k odděluj́ıćı rovině
jednak sklon i posun, protože pak bude platit

w>x̂ = w1 · 1 + w2 · x1 + w3 · x2, (1.4)

kde x̂ je nový vektor rozš́ı̌rený o jedničku na prvńım mı́stě a složky x1, x2 jsou
složky p̊uvodńıho vektoru. Na obrázku 1.1 lze vidět, jak jsou data rozdělena pro část
datasetu Iris. Všechny vzorky nad nadrovinou jsou vyhodnoceny jako tř́ıda virginica
a všechny pod jako druh versicolor. Výsledné rozděleńı sice neńı stoprocentně přesné,
ale v př́ıpadě podobných parametr̊u by stejně tak i člověk nedokázal druh rostliny
bezchybně rozlǐsit. [17]

Regrese

V regresńı úloze jsou labely spojité hodnoty, tzn. Y = R, např. to může být mzda
zaměstnance, cena nemovitosti, výška nebo váha člověka. Pod́ıváme-li se opět na Iris
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Obrázek 1.1: Rozmı́stěńı dvou tř́ıd (virginica, versicolor) datasetu Iris v závislosti
š́ı̌rky korunńıho ĺıstku na jeho délce. [17]

dataset, můžeme za labely považovat vlastnost délky korunńıho ĺıstku (petal length)
a předpov́ıdat ji v závislosti na š́ı̌rce korunńıho ĺıstku (petal width). Předpověd’
můžeme źıskat lineárńı regreśı, jej́ıž model má tvar [17]

l(w) = 1
N

N∑
i=1

(
w>bmxi − yi

)2
, (1.5)

kde vektor bmxi je rozš́ı̌ren o 1 stejně jako v př́ıpadě logistické regrese, N je počet
vzork̊u a w jsou neznámé koeficienty, které źıskáme opět minimalizaćı funkce l

min
w

l(w) (1.6)

Na obrázku 1.2 je vidět funkce, jej́ıž podoba je určena koeficienty z vektoru w. [17]

Zmı́něné př́ıklady jsou velmi jednoduché a obdobné závěry by bylo možné vyslo-
vit i bez použit́ı matematických model̊u. Reálný život ale zahrnuje mnohonásobně
komplexněǰśı problémy, ve kterých hledat souvislosti je pro člověka př́ılǐs časově
náročné nebo dokonce nemožné, např́ıklad neupravený dataset Iris vyžaduje práci
ve 4-dimenzionálńım prostoru, který už nejsme schopni vizualizovat.

1.1.2 Strojové učeńı bez učitele

Druhým př́ıstupem strojového učeńı je učeńı bez učitele. V takovém př́ıpadě model
dostane jen neoznačená data.

D = {xi}N
i=1, (1.7)

kde bmxi ∈ X je vektor vstup̊u a N je počet vzork̊u. Ćılem modelu je pak naj́ıt
souvislosti a vypozorovat vzorce chováńı dat. Tento př́ıstup je náročněǰśı pro mo-
del, protože nev́ı, na které vlastnosti se má zaměřit, a také neńı možné využ́ıvat
k trénováńı výstupńı hodnoty. Výhodou nicméně je, že neńı potřeba datovou sadu
předem ručně, tedy člověkem, popsat. [21]
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Obrázek 1.2: Závislosti š́ı̌rky korunńıho ĺıstku na jeho délce podle dat z datasetu
Iris. [17]

Při učeńı bez učitele se aplikuje shluková analýza dat neboli clusterováńı, kdy je
ćılem rozdělit data do skupin podle vzájemné podobnosti v př́ıznakovém prostoru.
Mezi metody shlukové analýzy patř́ı např. metoda nejbližš́ıho souseda nebo k-means
metoda. Znázorněńı aplikace clusterováńı na neupravená data je na obr. 1.3. [12]

Obrázek 1.3: Shluková analýza
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Kapitola 2

Definice problému

Z př́ıklad̊u uvedených v předchoźı kapitole lze vidět, že každý problém záviśı na
datech. Tato data existuj́ı v r̊uzných formátech a aby mohla být použita v modelu,
je nutné je upravit do vhodné, jednotné podoby. Standardńı postup řešeńı úlohy
strojového učeńı je následuj́ıćı: Nejdř́ıve se data muśı prozkoumat a pak se sjednot́ı
jejich formát do požadované podoby a rozděĺı se na části. Poté se podle povahy dat
a problému vybere model. Tento model se následně na upravených datech natrénuje
a vyhodnot́ı se přesnost jeho předpověd́ı.

Ćılem této práce je vytvořit nástroj, který usnadńı prvńı část zmı́něného procesu.
Toto zpracováńı by mělo být nezávislé na zař́ızeńı, na kterém se data zpracovávaj́ı,
a stejné i při opakovaném zpracováváńı. Nav́ıc přidáńı vybrané, nové datové sady
by mělo pro uživatele co nejjednodušš́ı.

Databáźı, které poskytuj́ı volně ke stažeńı datové sady popisuj́ıćı nejr̊uzněǰśı reálné
problémy, existuje celá řada. Uvedeno je několik př́ıklad̊u těchto databáźı:

• Google nab́ıźı vyhledávač Google Dataset Search, který umožňuje nalézt přes
25 milion̊u r̊uzných dataset̊u, které jsou dostupné na r̊uzných úložǐst́ıch a od-
kazuje na ně. Vyhledávač se nacháźı na URL adrese https://datasetsearch.
research.google.com. [10]

• UCI Machine Learning Repository nab́ıźı přes 500 dataset̊u, které lze stahovat
př́ımo z URL adresy. Úložǐstě je dostupné na http://archive.ics.uci.edu.

• OpenML je úložǐstě, které sdružuje přes 21000 datových sad z jiných zdroj̊u,
např. z UCI Machine Learning Repository. URL adresa tohoto úložǐstě je
https://www.openml.org.

• Kaggle obsahuje rozsáhlou databázi dataset̊u, která je pravidelně aktuali-
zována o nové datasety. Datasety lze stáhnout po přihlášeńı z webových stránek
https://www.kaggle.com nebo pomoćı Kaggle API.

Protože datové sady pocházej́ı z r̊uzných zdroj̊u neńı nikde určena jednotná podoba,
jak by měla být data předzpracována a v jakém formátu by měla být uložena.
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Toto bohužel plat́ı i v rámci jednotlivých databáźı. Data jsou tak uložená r̊uznými
zp̊usoby, což je čińı nepřehlednými. Při práci s modely strojového učeńı se k dat̊um
přistupuje opakovaně, a tud́ıž se opakovaně muśı provádět počátečńı přezkoumáńı
dat, jak vlastně vypadaj́ı, a jejich podoba se muśı převézt do podoby vhodné pro
model. Vzhledem k tomu, že každý dataset je uložen v odlǐsném formátu, neńı tento
převod jednotný a nelze jej tedy snadno automatizovat. Dokonce je možné, že i
tentýž dataset stažený z r̊uzných úložǐst’ má jinou podobu, takže při práci s takovým
datasetem je nutné odkazovat nejen na jeho jméno, ale i na mı́sto jeho uložeńı.

Ve zbylé části této kapitoly se budeme zabývat popisem dvou nejpouž́ıvaněǰśıch
datových formát̊u a popisem základńıch metod předzpracováńı.

2.1 Tabulková data

V př́ıpadě tabulkových dat jsou vstupy xi z definice (1.1) vektory, jejichž délka
odpov́ıdá počtu př́ıznak̊u. Label yi obsahuje jednu položku s označeńım. Řádky ta-
bulky jsou tvořeny vektory xi a hodnotou yi. Sloupce tedy potom obsahuj́ı jednotlivé
př́ıznaky, popř́ıpadě labely. Problémy v nejednotné reprezentaci uložeńı tabulkových
dat mohou být následuj́ıćı.

1. Rozd́ıl, který je viditelný ještě před otevřeńım souboru s daty, je formát sou-
boru. Obvykle se pro tabulková data použ́ıvá formát CSV, ale můžeme se
setkat i s formáty XLS, XLSX, TXT, PDF aj. Nav́ıc mohou být soubory ještě
komprimované.

2. Standardńı podoba tabulkových dat je, že jednotlivé př́ıznaky jsou sloupce a
vzorky jsou řádky, může tomu být ale i naopak. Dále budeme uvažovat prvńı
př́ıpad.

3. Neexistuje standardńı označeńı sloupce s labely ani jednotná poloha. Ve většině
př́ıpad̊u se jedná o posledńı sloupec, ale bývá to i prvńı anebo jakýkoli jiný.

4. Názvy sloupc̊u neboli hlavička (anglicky header) mohou být součást́ı tabulky
s daty, a to obvykle na prvńım řádku, nebo mohou být v samostatném souboru.

5. Původńı názvy sloupc̊u jsou často komplikované, a tedy je lepš́ı přistupovat
k jednotlivým sloupc̊um ne podle vlastnosti, kterou sloupec obsahuje, ale podle
standardizovaného pojmenováńı sloupce (např. na základě pořad́ı sloupce).

6. Tabulka s daty může obsahovat chyběj́ıćı hodnoty, a ty mohou být v p̊uvodńım
souboru r̊uzně reprezentované. Pro daľśı práci je vhodné sjednotit tuto repre-
zentaci. Podobně pro hodnoty true a false, p̊uvodně mohou být reprezen-
továny např. pomoćı T a F, yes a no nebo Y a N.

7. Data mohou být obsažená ve v́ıce souborech. Např́ıklad již zmı́něné názvy
sloupc̊u mohou být v jiném souboru, stejně tak i hodnoty label̊u, nebo mohou
být rozdělená samotná data do několika část́ı již před stažeńım.

20



2.2 Obrazová data

Obrázky se běžně vyskytuj́ı ve formátech jako JPG, PNG, GIF aj. Pokud s nimi
chceme pracovat ve strojovém učeńı, převád́ı se jejich reprezentace do n-dimenzionál-
ı́ho pole. Tato podoba se může lǐsit v závislosti na použ́ıvaném programovaćım ja-
zyku a rovněž i podle toho, zda se jedná o barevný nebo černob́ılý obrázek.

Struktura, kterou chceme po načteńı obrazového datasetu źıskat je v př́ıpadě černob́ı-
lých (šedých) obrázk̊u následuj́ıćı: pro vstupy xi plat́ı, že každý vzorek (jeden
obrázek) je matice (dvourozměrné pole) hodnot, kde souřadnice pole odpov́ıdaj́ı
souřadnićım pixel̊u obrázku. Hodnoty odpov́ıdaj́ı úrovni šedé barvy která je v ulože-
ných datech reprezentována jako č́ıslo mezi 0 a 255, ve formátu načtených dat jako
vstup do modelu jsou hodnoty převedeny na desetinná č́ısla mezi 0 a 1. Všechny
vzorky dohromady poté tvoř́ı trojrozměrné pole, kde bud’ posledńı nebo prvńı rozměr
obsahuje jednotlivé vzorky, a to obvykle v závislosti na programovaćım jazyku. My
budeme dále pracovat s umı́stěńım v posledńı dimenzi.

Reprezentace barevných obrázk̊u je složitěǰśı, nebot’ barvy jsou uložené v několika
kanálech. Nejpouž́ıvaněǰśı je barevný model RGB, kdy máme tři barevné kanály
pro červenou, zelenou a modrou barvu. Všechny vzorky datasetu jsou uložené ve
čtyřrozměrném poli, posledńı dimenze opět obsahuje jednotlivé vzorky, předposledńı
(třet́ı) dimenze obsahuje pro každý obrázek tři barevné kanály reprezentuj́ıćı červe-
nou, zelenou a modrou barvu. V prvńıch dvou dimenźıch jsou pak souřadnice pixel̊u
obsahuj́ıćı úroveň př́ıslušného barevného kanálu. Vstup xi tedy obsahuje tři matice,
jejichž velikost je rovna rozměr̊um obrázku v pixelech. Znázorněńı této reprezentace
je na obrázku 2.1.

Obrázek 2.1: Reprezentace datasetu s barevnými obrázky ve v́ıcedimenzionálńım
poli
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2.3 Děleńı dat

Pri řešeńı problémů chceme, aby źıskaný model byl co nejlepš́ı. Abychom byli schopni
nezaujatě ohodnotit, jak se model chová, muśıme dodržet pravidlo, že trénováńı a
vyhodnoceńı modelu by mělo vždy prob́ıhat na r̊uzných datových množinách. Kdyby
tomu tak nebylo, tak by výsledky byly ovlivněné a nejednalo by se o nezaujaté hod-
noceńı modelu. Z tohoto d̊uvodu je vhodné dataset rozdělit na dvě části: trénovaćı a
testovaćı. Tento postup je analogíı postupu trénováńı modelu v praxi, kdy se model
trénuje na datech dostupných v daném okamžiku a predikce se potom prováděj́ı na
datech, která v dané chv́ıli nebyla známá nebo dokonce ještě neexistovala. [4]

Mohou nastat ale i situace, kdy rozděleńı datasetu neńı vhodné. Např́ıklad je-li da-
taset př́ılǐs malý, rozděleńım by výsledná přesnost modelu mohla být nepřiměřeně
dobrá či špatná. Daľśım d̊uvodem k nerozděleńı může být, že jednotlivé tř́ıdy nejsou
v datové sadě zastoupené v dostatečném množstv́ı. Mohlo by se tedy stát, že tes-
tovaćı data budou obsahovat tř́ıdy, které v trénovaćıch datech v̊ubec zastoupena
nejsou, a naopak. Podle toho jak vypadaj́ı data se voĺı r̊uzné poměry, ve kterých se
data děĺı. Neexistuje žádný ideálńı poměr, ale nejčastěji se trénovaćı data skládaj́ı z
přibližně 70 % vzork̊u a zbylých 30 % je určeno na testováńı. [4]

Pokud model obsahuje v́ıce parametr̊u tzv. hyperparametr̊u1, které je třeba volit
ručně, za účelem co nejúspěšněǰśıho modelu ve svých predikćıch, děĺı se dataset
na tři části, a to kromě dat pro trénováńı a testováńı ještě na data pro validaci.
Validačńı set se použ́ıvá pro výběr nejlepš́ı kombinace hyperparametr̊u pro testováńı
a př́ıpadné použit́ı modelu. Při děleńı se často postupuje tak, že data se rozděĺı
nejprve pouze na trénovaćı a testovaćı a poté se z trénovaćıch dat odděĺı část pro
validaci v požadovaném poměru k trénovaćım dat̊um. [17, 5]

Při rozděleńı na trénovaćı, validačńı a testovaćı sady se velice často použ́ıvá náhodné
děleńı, které by mělo zajistit, ze všechny sady budou obsahovat podobné zastoupeńı
label̊u. Náhodný výběr vzork̊u nezaručuje rovnoměrné rozděleńı, přesto se v praxi
použ́ıvá sṕı̌s, než náročněǰśı děleńı, kdy se data roztř́ıd́ı podle jednotlivých label̊u na
skupiny a ty se pak rozděĺı v daném poměru. Právě při náhodném výběru vzork̊u
může docházet k tomu, že při opětovném děleńı téhož nerozděleného datasetu bu-
dou výsledné rozdělené části r̊uzné. Sice budou mı́t při zachováńı poměru stejnou
velikost, ale zastoupeńı a pořad́ı prvk̊u bude jiné, a to může vést při práci se stejným
modelem k r̊uzným výsledk̊um. Proto je zapotřeb́ı při děleńı dat zaručit, aby pořad́ı
rozdělených složek bylo vždy stejné, pomoćı nastaveńı vlastńıho random seedu2 pro
generováńı pseudonáhodných č́ısel.

1Hyperparametry jsou proměnné, které určuj́ı jak se model bude trénovat. V neuronových śıt́ıch
to je např́ıklad počet skrytých vrstev a počet neuron̊u v těchto vrstvách. [23]

2Česky někdy nazývané náhodné semı́nko.
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2.4 Daľśı zpracováńı dat

Pro předzpracováńı dat existuje nepřeberné množstv́ı technik, jak data upravit.
Výběr, jaké techniky použ́ıt záviśı vždy na konkrétńım problému a na zvoleném
modelu, který chceme trénovat. V teto sekci představ́ıme několik základńıch úprav
dat, které se použ́ıvaj́ı nejčastěji.

Binarizace label̊u

Řada klasifikačńıch model̊u uvažuje pouze binárńı problémy a pro jejich trénováńı
je potřeba problém v́ıce tř́ıd převést na problém binárńı. Pokud tedy labely obsahuj́ı
v́ıce jak dvě kategorie je možné vybrané labely označit jako pozitivńı a zbylé jako
negativńı.

Normalizace dat

Po rozděleńı datasetu bývá vhodné data obsahuj́ıćı č́ıselné hodnoty přeškálovat. V
př́ıpadě reálných dat se může velice snadno stát, že r̊uzné př́ıznaky mohou nabývat
r̊uzných velikost́ı. Např́ıklad jeden př́ıznak může mı́t hodnoty z rozmeźı [0, 1] a jiný
z [0, 1−5]. U těchto dat by značná část model̊u předpokládala, že př́ıznaky s malou
hodnotou maji menš́ı význam. Abychom tomuto jevu zabránili, je potřeba zaručit, že
jednotlivé př́ıznaky budou stejně škálované. Mezi nejčastěji použ́ıvané normalizace
patř́ı standardizace, normalizace euklidovskou normou a min-max škálováńı. [17, 28]

• Standardizace

Ćılem standardizace je zaručit, že středńı hodnota přes všechny hodnoty jed-
noho př́ıznaku bude nulová a rozptyl jednotkový. Toho lze doćılit aplikaci
následuj́ıćıho vzorce:

x̃ = x− µ
σ

, (2.1)

kde x je vektor hodnot, µ je pr̊uměr hodnot, σ směrodatná odchylka.

• Min-max škálováńı

Min-max škálováńı zaručuje, že minimálńı hodnota vektoru př́ıznaku je rovna
0 a maximálńı 1. Tato normalizace je definována následovně

x̃ = x−min (x)
max (x)−min (x) , (2.2)

kde minimum, resp. maximum je minimálńı, resp. maximálńı hodnota ze všech
hodnot škálované vlastnosti. [28]
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• Normalizace

Ćılem normalizace je upravit hodnoty tak, že norma hodnot př́ıznaku je rovna
1. Většinou se použ́ıvá Euklidova norma, proto se tato normalizace nazývá
také L2-normalizace. Je definována jako

x̃ = x

‖x‖2
, (2.3)

tedy hodnoty vektoru poděĺıme normou vektoru. Euklidova norma se poč́ıtá
následovně ‖x‖2 =

√
x2

1 + . . .+ x2
n.[28]
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Kapitola 3

Software

Programovaćı jazyk Julia byl vytvořen v roce 2012 se zaměřeńım na matematické
výpočty. Jedná se o svobodný a otevřený software1 pod licenćı MIT. Julia kombinuje
výhody daľśıch programovaćıch jazyk̊u předevš́ım jednoduchost psańı kódu Pythonu
a rychlost jazyka C. [6]

Julia, stejně jako např́ıklad Python, je dynamicky typovaný jazyk. To znamená,
že při práci s proměnnými neńı třeba definovat jejich typy, na rozd́ıl od staticky
typovaných jazyk̊u (např. C, Fortran), kde je nutné typy definovat. Staticky ty-
pované jazyky jsou výkonněǰśı (rychleǰśı), nebot’ již předem znaj́ı typ dat, tedy
zp̊usob, jak s daty pracovat. Na druhou stranu dynamicky typované jazyky jsou
přehledněǰśı a ”pohodlněǰśı“ pro programátora, protože se nemuśı zabývat repre-
zentaćı dat v poč́ıtači. Julia umožňuje oba dva př́ıstupy. Při vytvářeńı knihoven je
nezbytné typy specifikovat, aby se zvýšil výkon a eliminovali se některé př́ıpadné
chyby. Při práci s již existuj́ıćımi funkcemi z knihoven to už nezbytné neńı. Julia
podporuje uživatelem definované typy, a to nejen složené datové typy, ale i abs-
traktńı a primitivńı typy. Výpočty s uživatelem definovanými typy maj́ı srovnatelný
výkon se zabudovanými2 typy. [3, 6, 15, 17]

S typovým systémem souviśı daľśı výhoda Julie tzv. multiple dispatch. Slovem funkce
se označuje objekt, který souboru argument̊u přǐrazuje návratovou hodnotu. V Ju-
lii funkce obsahuj́ı metody, metody pro danou funkci maj́ı stejný název ale lǐśı se
argumenty, a to jak počtem, tak jejich typy. Na rozd́ıl od single dispatche mul-
tiple dispatch rozhoduje, kterou metodu vybrat na základě typ̊u všech argument̊u.
Zat́ımco single dispatch rozlǐsuje metody pouze podle typu jednoho parametru. Dy-
namický dispatch použitý v Julii se rozhoduje až při běhu programu oproti sta-
tickému, který potřebuje znát typ argument̊u už při kompilaci programu. [3, 15, 17]

Jazyk Julia se rychle rozv́ıj́ı a k roku 2021 bylo zaregistrováno přes 4 000 baĺık̊u
v obecném registru3. Daľśı baĺıky existuj́ı i mimo tento registr a jsou dostupné ke
stažeńı z webové adresy, kde jsou uložené. Baĺıky lze stahovat př́ımo pomoćı správce

1anglicky open source software
2z anglického built-in
3Obsah obecného registru (anglicky general registry) je dostupný na úložǐsti Git https://

github.com/JuliaRegistries/General.
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baĺık̊u v REPLu4 jazyka Julie a po načteńı je hned použ́ıt. Při vytvářeńı nového
baĺıku se využ́ıvá funkćı z již existuj́ıćıch baĺık̊u. [26]

Vzhledem k uvedeným vlastnostem jazyka Julia, které jsou vhodné pro řešeńı úloh
strojového učeńı, byl právě tento jazyk zvolen pro implementaci praktické části. V
následuj́ıćı části této kapitoly jsou představeny existuj́ıćı nástroje pro práci s daty
ve strojovém učeńı.

3.1 Existuj́ıćı nástroje

V této kapitole jsou představeny a porovnány knihovny pro strojové učeńı, které
umožňuj́ı mimo jiné stahováńı a předzpracováńı datových sad. Ve srovnáváńı jsem
se zaměřila předevš́ım na ty funkce knihoven, které souviśı s předzpracováńım dat.

TensorFlow

TensorFlow je framework určený pro neuronové śıtě. Primárně byl navržen pro ja-
zyk Python, ale postupně je propojován do jiných programovaćıch jazyk̊u, např.
jazyky C++, Java, JavaScript, Julia, R, Matlab. TensorFlow obsahuje předevš́ım
nástroje pro vytvářeńı, trénováńı a vyhodnocováńı model̊u strojového učeńı, ale
také i nástroje pro předzpracováńı r̊uzných typ̊u dat (textová, obrazová, zvuková
aj.). [25, 11]

PyTorch

PyTorch je knihovna pro jazyk Python, která se zaměřuje v oblasti strojového učeńı
na práci s neuronovými śıtěmi. Nab́ıźı obdobnou funkcionalitu jako již zmı́něný
TensorFlow. [22]

Scikit-learn

Scikit-learn je rozsáhlá knihovna jazyka Python pro strojové učeńı. Obsahuje al-
goritmy a modely použ́ıvané jak při učeńı s učitelem, tak bez učitele. Vedle toho
jsou součást́ı i funkce pro předzpracováńı dat. Scikit-learn umožňuje např́ıklad nor-
malizaci dat, binarizaci tř́ıd, děleńı dat na trénovaćı a testovaćı s možnost́ı ovlivnit
reprodukovatelnost děleńı. Pomoćı scikit-learn je možné stahovat datasety, které jsou
dostupné na úložǐsti OpenML, o těchto datasetech lze po stažeńı zjistit dodatečné
informace (zdroj, verzi, kontrolńı součet atd.). Nač́ıtáńı dat z daľśıch zdroj̊u je možné
pomoćı nástroj̊u z jiných knihoven Pythonu.[24]

V jazyce Julia byl vytvořen baĺık ScikitLearn.jl, který použ́ıvá funkce z knihovny
scikit-learn z jazyka Python.

4Zkratka REPL znamená read-eval-print loop a jde o interaktivńı př́ıkazovou řádku, kde napsaný
př́ıkaz se hned vyhodnot́ı.
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MLJ

MLJ je baĺık jazyka Julia, který nab́ıźı nástroje pro práci s modely strojového učeńı.
Baĺık je z části naimplementovaný v jazyce Julia a z části využ́ıvá modely z knihovny
Pythonu scikit-learn. Stejně jako tato knihovna MLJ nač́ıtá datasety z OpenML. [20]

JuliaML

Prostřed́ı JuliaML obsahuje řadu baĺık̊u, které se použ́ıvaj́ı pro strojové učeńı. Baĺık
MLDatasets.jl se stará o stahováńı často použ́ıvaných dataset̊u pro strojové učeńı.
Obsahuje dva tabulkové datasety, datasety pro modelováńı jazyka, analýzu textu a
předevš́ım několik obrazových dataset̊u. Počet dataset̊u, které tento baĺık obsahuje,
je pouze deset. Pro přidáváńı nových datových sad neńı specifikovaný požadovaný
formát.[18]

Daľśı baĺık z prostřed́ı JuliaML MLDataUtils.jl obsahuje funkce pro předzpracováńı
již stažených dat. Obsahuje např́ıklad funkce pro děleńı, náhodné proházeńı jednot-
livých složek dat, normalizaci př́ıznak̊u, úpravu label̊u včetně jejich binarizováńı.[19]

UCIData

Baĺık UCIData.jl jazyka Julia umožňuje stahovat vybrané datasety, které jsou k dis-
pozici na úložǐsti UCI Machine Learning Repository. Posledńı verze nab́ıźı ke stažeńı
139 dataset̊u. Baĺık kromě stahováńı převád́ı tabulková data (kde řádky jsou vzorky)
do formátu, kde posledńı sloupec obsahuje labely a prvńı ID. V hlavičce u názv̊u
sloupc̊u je označeno, zda je př́ıznak numerického nebo kategorického typu. Přidáńı
nového tabulkového datasetu (obzvláště ze zmı́něného úložǐstě) je možné, nebot’ re-
gistrace dat má tutéž strukturu pro všechny datasety. Doporučovaný postup pro
přidáńı nové sady, ale popsaný neńı.

RDatasets

RDatasets je sb́ırka téměř 1500 dataset̊u, které byly p̊uvodně zveřejněny spolu
s daľśımi statistickými nástroji pro jazyk R. Tyto datasety jsou uloženy ve formátu
CSV na úložǐsti na GitHubu.

V jazyce Julia existuje stejnojmenný baĺık RDatasets.jl, který umožňuje nač́ıtáńı
části těchto dataset̊u v prostřed́ı tohoto jazyka. [2]

Caret

Baĺık Classification And Regression Training (caret) použ́ıvaný v jazyce R obsahuje
funkce použ́ıvané pro zpracováńı dat a při trénováńı model̊u. Značná část baĺıku
je věnována nástroj̊um pro trénováńı model̊u, mimo to ale baĺık umožňuje i děleńı
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dataset̊u s možnost́ı předem zvolit random seed, centrováńı a škálováńı dat. Součást́ı
baĺıku je několik dataset̊u, které lze nač́ıst. Nač́ıtáńı jiných než těchto dat muśı být
provedeno pomoćı jiného nástroje. [16]

V tabulce 3.1 je přehled zmı́něných dataset̊u v souvislosti s funkcemi, které jsou
očekávány od nástroje pro zpracováńı dat, jehož vytvořeńı je ćılem této práce.

Tyto požadované nároky pro práci s daty jsou následuj́ıćı:

• stahováńı dataset̊u,

• úprava do jednotného formátu,

• děleńı dat na trénovaćı, validačńı a testovaćı, které je reprodukovatelné (tedy
ve stejném poměru a pořad́ı při znovupoužit́ı na stejná data),

• normalizace dat,

• binarizace label̊u.

knihovna stahováńı
datasetu

jednotný
formát

děleńı
dat normalizace binarizace

label̊u

TensorFlow 3 7 3 3 7

PyTorch 3 7 3 3 7

scikit-learn 3 7 3 3 3

MLJ 3 7 3 7 7

MLDatasets 3 7 7 7 7

MLDataUtils 7 7 3 3 3

UCIData 3 3 7 7 7

RDatasets 3 7 7 7 7

caret 3 7 3 3 7

Tabulka 3.1: Tabulka porovnáńı vybraných knihoven pro strojové učeńı.

Popsané existuj́ıćı nástroje maj́ı širokou funkcionalitu, ale žádný nesplňuje všechny
požadované operace pro předzpracováńı dat, jak je vidět z tabulky 3.1. Navrhovaný
baĺık poskytuje všechny tyto operace. Nav́ıc je baĺık navržen tak, aby přidáńı nového
datasetu bylo co nejsnazš́ı pro koncového uživatele. Funkce pro strojové učeńı nejsou
u tohoto baĺıku prioritou, nebot’ pro výpočty a modelováńı je již k dispozici řada
nástroj̊u.
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Kapitola 4

Implementace

Jak již bylo zmı́něno v předchoźıch kapitolách, ćılem práce je vytvořit nástroj, který
usnadńı zpracováńı datových sad. Toto zpracováńı je nutné provést pokaždé před
samotnými výpočty a praćı s modelem. Zpracováváńı je poměrně zdlouhavé, ob-
zvlášt’ proto, že neńı automatizované. Navrhovaný nástroj by měl tento proces co
nejv́ıce zkrátit. Předevš́ım je žádoućı, aby si nástroj pro již jednou zpracovaný data-
set pamatoval o něm informace a uživatel je tak nemusel znovu dohledávat. Důraz
je kladen na to, aby registrace nového datasetu byla jednoduchá a nevyžadovala
mnoho času.

Protože implementovaný baĺık se nejv́ıce zaměřuje na předzpracováńı dat, byl jako
jeho název zvolen anglický překlad tohoto účelu – PreprocessData.jl1.

4.1 Návrh baĺıku PreprocessData.jl

Na obrázku 4.1 je znázorněno schéma popisuj́ıćı pr̊uběh zpracováńı datasetu pomoćı
tohoto nástroje.

Proces lze rozdělit na dvě části – na část, která pro daný dataset proběhne jen jed-
nou a na funkce, které může uživatel volat opakovaně. Vstupńı jednotkou je dataset,
který je uložený a volně dostupný ke stažeńı na URL adrese. Aby baĺık Prepro-
cessData.jl mohl s datasetem pracovat muśı k němu uživatel vytvořit registračńı
skript se základńımi údaji. Poté se mohou data již stáhnout a při tomto stažeńı se
uprav́ı do jednotné podoby a ulož́ı se na lokálńı úložǐstě. Stažená data může uživatel
dále nač́ıst v upravené podobě anebo je rozdělit v požadovaném poměru zavoláńım
funkce na daný dataset. Na načtená data či na již rozdělená data bude možné apli-
kovat dodatečné funkce, jako např́ıklad funkci na normalizaci či binarizaci label̊u,
viz kapitola 2.

Popis baĺıku lze analogicky jako na obrázku 4.1 rozdělit na čtyři hlavńı části: re-
gistrace, zpracováńı dat, práce se staženým datasetem a dodatečné úpravy dat. Na
závěr budou nav́ıc popsány doplňkové funkce baĺıku.

1jl. je př́ıpona soubor̊u obsahuj́ıćıch zdrojový kód jazyka Julia.
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Obrázek 4.1: Základńı struktura práce s datasetem
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4.2 Registrace datasetu

Uživatel si vybere dataset, který je volně př́ıstupný ke stažeńı na webových stránkách
(př́ıklady, odkud je možné stahovat datové sady, jsou uvedeny v kapitole 2). O tomto
vybraném datasetu uživatel zjist́ı základńı informace a ulož́ı je do samostatného
souboru (skriptu). Napsáńı tohoto skriptu zahrnuje pro daný dataset pouze dode-
finováńı krátkých metod, které lze většinou zapsat přehledně do jednoho řádku.
Tento soubor je třeba uložit do složky s kódy baĺıku PreprocessData.jl do př́ıslušné
podsložky s již registrovanými datasety /PreprocessData/src/datasets/. Název
souboru by měl kv̊uli přehlednosti odpov́ıdat názvu stahovaného datasetu a sa-
mozřejmě muśı mı́t př́ıponu .jl. Při daľśım novém načteńı baĺıku PreprocessData.jl
bude možné tento dataset již stáhnout a pracovat s ńım.

Dř́ıve než budou rozebrány jednotlivé kroky přidáńı nového datasetu, je třeba po-
psat, jak jsou v baĺıku datasety reprezentované.

4.2.1 Reprezentace dataset̊u

Jak bylo zmı́něno v kapitole 3 jazyk Julia podporuje multiple dispatch. Z toho
d̊uvodu je vhodné k rozlǐsováńı metod pro r̊uzné datasety využ́ıt typový systém.
Datasety jsou reprezentovány jako nově vytvořené konkrétńı datové typy, které jsou
podtypy abstraktńıch typ̊u. Hierarchie vytvořených typ̊u lze vidět na obrázku 4.2.

DatasetName

Tabular Image{T}

GrayImage{T} ColorImage{T}

abstraktní typ

MNIST 

... 

SVHN2 

... 

Iris 

... 

ImageType

MLImage

parametrický typ

konkrétní typ

where T <:

Obrázek 4.2: Hierarchie typ̊u pro reprezentaci datasetu

Definovala jsem společného předka pro všechny typy dataset̊u DatatsetName, jehož
nadřazeným typem (supertypem) je již pouze typ Any. Potomky typu DatatsetName
jsou abstraktńı typy Image pro obrazové a Tabular pro tabulkové datové sady.
V př́ıpadě obrazových dat existuj́ı ještě podtypy pro barevné a šedé obrázky, tedy
ColorImage a GrayImage. Typy reprezentuj́ıćı obrazová data jsou parametrické
typy, tzn. ke každému takovému typu je možné specifikovat parametry, a tak vytvářet
nové kombinace typ̊u. Důvodem je, že obrazová data mohou být r̊uzně uložená a mo-
hou tak potřebovat r̊uzná předzpracováńı, zároveň je ale možné psát metody obecně
pro obrazová data (barevná i černob́ılá). Parametry, které lze vkládat do typ̊u Image,
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GrayImage a ColorImage jsou opět typy, které označuj́ı druh obrazových dat. Jejich
nadřazeným typem je typ ImageType, viz obrázek 4.2.

V současné verzi baĺıku PreprocessData.jl existuje jeden podtyp MLImage, který pra-
cuje s datasety z MLDatasets.jl. Baĺık MLDatasets jsem využila proto, že je v něm
naimplementována řada funkćı pro stažeńı a zpracováńı vybraných obrazových da-
taset̊u. Je výhodněǰśı použ́ıt tyto již existuj́ıćı kódy, než vytvářet nové se stejnou
funkcionalitou. V př́ıpadě, že by uživatel potřeboval pracovat s jinými obrazovými
datasety, lze snadno vytvořit nový podtyp a k němu dodefinovat metody, které
předzpracuj́ı data do formátu, který se požaduje v obecných funkćı baĺıku Prepro-
cessData.jl. Tento postup plat́ı i pro zavedeńı zcela nového druhu datasetu mimo
tabulkové a obrazové.

Jednotlivé datasety jsou reprezentovány jako konkrétńı typy, které jsou podtypy
př́ıslušného abstraktńıho typu, který odpov́ıdá druhu datasetu. Na obrázku 4.2 jsou
znázorněny zelenými obdélńıky s př́ıklady názv̊u reálných dataset̊u. Od konkrétńıch
typ̊u lze vytvářet instance, a tak k dataset̊um přistupovat. Např́ıklad zavedeńı da-
tasetu Iris vypadá takto:

struct Iris <: Tabular end

Kód 4.1: Definice konkrétńıho typu tabulkového datasetu Iris.

Znak <: znamená, že typ Iris je podtypem typu Tabular. Definice konkrétńıho
typu datasetu se nacháźı v samostatném souboru (skriptu), v tomto souboru jsou
také definovány vlastnosti daného datasetu. Tyto vlastnosti jsou definovány jako me-
tody, jejichž jediným argumentem je instance typu daného datasetu. Když je funkce
později volána, Julia d́ıky multiple dispatchi vybere metodu podle typu datasetu,
který byl funkci předán. Např́ıklad počet vzork̊u by se pro dataset Iris definoval
následovně:

size (:: Iris) = (150 , 0, 0)

Kód 4.2: Funkce size pro dataset Iris.

Pro pojmenováváńı nových typ̊u je vhodné dodržet konvenci, že prvńı ṕısmeno je
velké a zbytek jsou malá ṕısmena. V př́ıpadě, že se název datasetu skládá z v́ıce
slov, slova se bez mezer, podtrž́ıtek apod. slouč́ı a prvńı ṕısmeno každého slova
bude velké. Pokud je název zkratkou, je možné použ́ıt pro jej́ı zápis i v́ıce velkých
ṕısmen.

Při definováńı konkrétńıho typu obrazového datasetu je nutné specifikovat ještě
parameter, jak vid́ıme např. u datasetu MNIST.

struct MNIST <: GrayImage { MLImage } end

Kód 4.3: Definice konkrétńıho typu obrazového datasetu MNIST.
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4.2.2 Metody pro registraci

Předt́ım než poṕı̌seme vlastnosti a k nim př́ıslušné metody, které jsou obsahem
registračńıho souboru, je třeba představit nástroj, s jehož pomoćı se data stahuj́ı.

Stahováńı dat je v baĺıku PreprocessData.jl zprostředkováno pomoćı baĺıku Data-
Deps.jl. Ten umožňuje stahovat soubory, které jsou uložené na webovém serveru
a př́ıstupné přes HTTP či HTTPS, do lokálńıho úložǐstě. Soubory jsou stahovány
do složky datadeps, která se nacháźı v pracovńı složce jazyka Julia pro aktuálńıho
uživatele2. V této složce je pro každou sadu dat, která je registrovaná v rámci jednoho
registračńıho souboru, vytvořena podsložka. Jméno podsložky odpov́ıdá návratové
hodnotě metody name (viz ńıže) daného datasetu. Do této složky se ulož́ı všechny
soubory daného datasetu stažené v baĺıku PreprocessData.jl.

DataDeps.jl se kromě samotného stažeńı stará i o to, aby se již jednou stažený soubor
nestahoval podruhé. Aby bylo možné soubory stáhnout je potřeba je registrovat, tj.
definovat potřebné specifikace. Část údaj̊u je nutné sepsat do registračńıho bloku,
aby se soubor s daty správně stáhl, zbytek údaj̊u je nepovinný, avšak umožňuje daľśı
operace. [8]

Povinné údaje v registračńım bloku DataDeps:

• Jméno (name): t́ımto jménem bude ke stahovanému souboru (resp. soubor̊um)
přistupováno a takový bude název podsložky, která stažená data obsahuje.

• Zpráva (message): obvykle obsahuje název datasetu, URL adresu, popř́ıpadě
požadavky na citace.

• Cesta (remote path): URL adresa, odkud se má soubor stáhnout.

Nepovinné údaje:

• Kontrolńı součet (checksum): pro kontrolu, zda se soubory správně stáhly.
Řetězec obsahuj́ıćı kontrolńı součet, nejčastěji se použ́ıvá hashovaćı algoritmus
SHA256. Tento údaj sice neńı povinný, ale pakliže nebude vyplněný, tak se
zobraźı varováńı, které obsahuje kontrolńı sumu pro stahovaný soubor.

• Metoda pro nač́ıtáńı (fetch method): předefinováńım výchoźı metody lze sta-
hovat přes HTTP s autorizaćı, nebo přes jiný protokol.

• Metoda po načteńı (post fetch method): zde lze definovat jakékoli úpravy na
stažených datech, např́ıklad rozbaleńı komprimovaných soubor̊u. Defaultně je
post fetch method prázdná.

Aby uživatel, který chce přidat nový dataset nemusel mı́t přesnou znalost, jak
funguje baĺık DataDeps.jl, vytvořila jsem v baĺıku PreprocessData.jl funkce, které
předávaj́ı požadované informace do registračńıho bloku DataDeps. Stručný přehled
se nacháźı v tabulce 4.1, podrobněji jsou metody popsány dále.

2Cestu k pracovńı složce Julie lze zjistit vypsáńım obsahu konstanty DEPOT PATH v Julia REPLu.
Složka obsahuje mimo jiné stažené baĺıky a k nim př́ıslušné soubory.
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metoda typ návratové
hodnoty* popis

url String
Vector{String}

URL adresa, která odkazuje př́ımo na soubor
s daty.

checksum String
Vector{String} Kontrolńı součet, viz sekce 4.2.2.

prep obecná funkce

Metoda, která zajǐst’uje úpravu stažených
dat. Je to metoda, která se předává metodě
post fetch method z DataDeps.jl, viz 4.2.2.
Tato metoda je podrobněji popsána dále.

* V př́ıpadě, že je uvedeno v́ıce typ̊u, možné je použ́ıt jeden z nich v závislosti na konkrétńıch
datech. Vektor hodnot se použ́ıvá v př́ıpadě, že chce uživatel stáhnout v́ıce soubor̊u v rámci
jednoho datasetu.

Tabulka 4.1: Tabulka metod použ́ıvaných v registračńım souboru datasetu, které se
př́ımo uplatňuj́ı v registračńım bloku DataDeps.

Źıskáńı hodnoty name požadované v DataDeps obstarává stejnojmenná metoda
name. Tato metoda je nezávislá na typu datasetu, a tak jsem ji definovala pro
nadřazený typ všech dataset̊u DatasetName, viz kód 4.4.

function name( dataset :: DatasetName )
lowercase ( String ( nameof ( typeof ( dataset ))))

end

Kód 4.4: Definice metody name.

Metoda name vraćı název typu datasetu malými ṕısmeny. V př́ıpadě, že pro některý
typ datasetu, by tento tvar názvu nebyl vhodný, stač́ı dodefinovat novu metodu
pro konkrétńı př́ıpad, a to klidně i pro nadřazený abstraktńı typ, jako je to pro typ
datasetu MLImage, viz kód 4.5. Názvy obrazových dataset̊u z MLDatasets.jl jsou
totiž zkratky a bývá zvykem, aby zkratky nebyly napsané pouze malými ṕısmeny.

function name( dataset :: Image{ MLImage })
String ( nameof ( typeof ( dataset )))

end

Kód 4.5: Definice metody name pro typ Image{MLImage}.

Pro předáńı adresy, odkud se má soubor stáhnout (v DataDeps označená jako remote
path), slouž́ı metoda pojmenovaná url. Metoda checksum je sice nepovinná, ale

pokud neńı vyplněná správně nebo v̊ubec, tak baĺık DataDeps.jl vyṕı̌se varováńı se
správnou hodnotou kontrolńı sumy. Tuto hodnotu lze zkoṕırovat a následně vložit do
registračńıho souboru. Je to nejčastěǰśı zp̊usob při použ́ıváńı DataDeps, jak správně
zjistit hodnotu kontrolńı sumy.

Metoda prep se předává do registračńıho bloku baĺıku DataDeps.jl metodě post
fetch method, která povoluje pouze jeden vstupńı argument. T́ımto argumentem
je cesta ke staženému souboru path, samotná metoda nevraćı žádnou hodnotu a je
definovaná jako anonymńı funkce. V př́ıpadě tabulkových dat je v těle této funkce
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metoda preprocess, která zpracovává CSV tabulková data. Tvar metody vypadá
následovně (v závislosti na konkrétńım datasetu, zde je uveden dataset Iris):

prep (:: Iris) = path -> preprocess (path , Iris ())

Kód 4.6: Obvyklý formát funkce prep pro tabulkový dataset.

Pokud je stahovaný soubor komprimovaný, muśı být před úpravou extrahován. K ex-
trakci dat poskytuje baĺık PreprocessData funkci extract, která se zavolá na argu-
ment path v funkci preprocess. Jako př́ıklad můžeme uvést dataset Nuclear:

prep (:: Nuclear ) = path -> preprocess ( extract (path), Nuclear
())

Kód 4.7: Funkce prep pro komprimovaný dataset.

Metodě prep lze ještě předat keyword argumenty, které se dále předávaj́ı metodě
CSV.File. To jsou argumenty, které ovlivňuj́ı, jak se soubor načte, např́ıklad od
a do kterého řádku se maj́ı data č́ıst, jaký je oddělovač dat v tabulce, jak jsou
zapsané boolovské hodnoty. Seznam možných argument̊u lze zjisit v dokumentaci
baĺıku CSV.jl3 Použit́ı keyword argument̊u pro funkci CSV.File můžeme ilustrovat
na metodě prep pro dataset Adult.

path -> preprocess (path , Adult (); delim=", ", skipto =2)

Kód 4.8: Funkce prep s dodatečnými argumenty pro dataset Adult.

Pomoćı argumentu delim lze specifikovat, jak jsou oddělené buňky tabulky4. Argu-
mentem skipto se nastavuje od jakého řádku souboru, se data budou nač́ıtat. Na
začátku souboru mohou být totiž např́ıklad informace o obsahu datasetu.

Metody url, checksum a prep souviśı př́ımo s baĺıkem DataDeps.jl. Dále popsané
metody se využ́ıvaj́ı při zpracováváńı dat. Jejich přehled se nacháźı v tabulce 4.2.

Všechny zmı́něné metody jsou vhodné a ve většině př́ıpad̊u povinné pro jakýkoli
typ datasetu. V př́ıpadě, že by povinná metoda nebyla pro konkrétńı typ data-
setu vyplněna, vyṕı̌se se chybová hláška. Tato chyba je definována pro nadřazený
typ DatasetName. Pakliže je definovaná stejnojmenná metoda pro typ, který je
podřazený typu DatasetName, proběhne konkrétněǰśı metoda d́ıky multiple dispatchi
jazyka Julia. Předpisy metod pro obecný typ datasetu se nacháźı v kódu 4.9.

url( dataset :: DatasetName ) = error("URL address not specified
for $ dataset dataset .")

checksum (:: DatasetName ) = ""
size (:: DatasetName ) = error("Size not specified for $ dataset

dataset .")
problem (:: DatasetName ) = error("Type of problem not

specified for $ dataset dataset .")
message (:: DatasetName ) = ""
function prep (:: DatasetName ) end

Kód 4.9: Metody registračńıho souboru pro obecný typ dataset̊u.
3Dokumentace baĺıku CSV.jl se nacháźı na adrese https://csv.juliadata.org/stable/.
4CSV.File určuje oddělovač na základě prvńıch několika řádk̊u, ale v některých př́ıpadech je

lepš́ı odděluj́ıćı znak, či znaky předem zadat.
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metoda typ návratové
hodnoty popis

size Tuple{Int,
Int, Int}

Počet vzork̊u pro trénováńı, validaci a tes-
továńı. Obvykle jsou stažená data nerozdělená,
v takovém př́ıpadě je prvńı č́ıslo (data pro
trénováńı) počet všech vzork̊u.

problem DataType*
Druh problému, který se pro daný dataset
řeš́ı. Dva typy, klasifikace a regrese, jsou
představeny v sekci 1.1.1.

message String Dodatečná zpráva s informacemi o datasetu,
např́ıklad informace o licenci. (nepovinné)

* Pro specifikaci druhu problému jsem vytvořila abstraktńı typ Problem, který má dva
abstraktńı podtypy Classification a Regression. V př́ıpadě, že by bylo třeba zavést
nový druh úlohy, stač́ı vytvořit daľśı podtyp typu Problem.

Tabulka 4.2: Metody registračńıho souboru, které souviśı se zpracováńım datasetu.

Některé typy dataset̊u mohou vyžadovat daľśı metody, které poskytnou informace
nutné k jejich zpracováńı. Tyto vlastnosti mohou mı́t smysl pouze pro některé druhy
dataset̊u, a tak nemá smysl je definovat obecně. U tabulkových dat jsou takovou
vlastnost́ı např́ıklad názvy sloupc̊u tabulky, nebo umı́stěńı sloupce s labely. Pro
tabulková data jsem proto zavedla několik metod, jejichž popis je v tabulce 4.3.

V kódu 4.10 je kompletńı obsah registračńıho souboru pro již zmı́něný tabulkový
dataset Iris.

struct Iris <: Tabular end
url (:: Iris) = "http :// archive .ics.uci.edu/ml/machine -

learning - databases /iris/iris.data"
checksum (:: Iris) = "6

f608b71a7317216319b4d27b4d9bc84e6abd734eda7872b71a458569e2
656 c0"

prep (:: Iris) = path -> preprocess (path , Iris ())
target (:: Iris) = 5
size (:: Iris) = (150 , 0, 0)
headers (:: Iris) = ["sepal length ", "sepal width", "petal

length ", "petal width", "class"]
problem (:: Iris) = Classification

Kód 4.10: Registračńı soubor datasetu Iris.

Vid́ıme, že každá metoda má argument, jehož typ je typ registrovaného datasetu.
Tento argument nemuśı mı́t název, nebot’ neńı v metodě dále využ́ıván, ale slouž́ı
pro účely multiple dispatche tak, že jazyk Julia vybere pro daný dataset správnou
metodu. Na pořad́ı jednotlivých metod v souboru nezálež́ı, pouze definice typu muśı
předcházet metodám.

Pro data z MLDatasets.jl, která jsou reprezentována typem Image{MLImage}, neńı
nutné definovat metody potřebné pro baĺık DataDeps.jl. Přesto je vhodné je dode-
finovat, kdyby došlo k jejich zavoláńı nějakou funkćı, viz kód 4.11.
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metoda typ návratové
hodnoty* popis

target Int
DataType**

Pořad́ı sloupce, ve kterém se nacháźı ćılové
hodnoty (labely).

headers Int
Vector{String}

V této metodě lze specifikovat hlavičku, neboli
názvy sloupc̊u, které př́ısluš́ı k datasetu. Pokud
stahovaný soubor obsahuje kromě dat jednot-
livých vzork̊u, také názvy sloupc̊u, návratovou
hodnotou této metody je č́ıslo, které odpov́ıdá
pořad́ı řádku s názvy. Pokud názvy sloupc̊u
nejsou v souboru, ale jsou známé, je možné
je v této metodě předat jako vektor textových
řetězc̊u. (nepovinné)

categorical
Int
Vector{Int}
Range

Označeńı pořad́ı sloupc̊u, které obsahuj́ı kate-
gorické hodnoty. (nepovinné)

transposed Bool
Pokud je dataset transponovaný oproti ob-
vyklému uspořádáńı*** metoda by měla vracet
hodnotu true, jinak je tato metoda nepovinná.

* V př́ıpadě, že je uvedeno v́ıce typ̊u, možné je použ́ıt jakýkoli z nich v závislosti na konkrétńıch
datech.

** Pro př́ıpady, kdy se stahuje soubor se samostatnou hlavičkou, nebo labely jsem vytvořila
abstraktńı typ File, který má dva abstraktńı podtypy Header a Labels.

*** Při práci s tabulkovými daty předpokládáme, že řádky jsou vzorky a sloupce jsou vlastnosti.

Tabulka 4.3: Tabulka metod použ́ıvaných v metodě preprocess pro tabulková data.

url( dataset :: Image{ MLImage }) = @info "URL address for $
dataset can be found in MLDatasets .jl."

checksum ( dataset :: Image{ MLImage }) = @info " Checksum address
for $ dataset can be found in MLDatasets .jl."

Kód 4.11: Povinné metody pro datasety typu MLImage.

4.2.3 Datová sada s v́ıce soubory

V podkapitole 2.1 bylo zmı́něno, že jeden dataset může být z r̊uzných d̊uvod̊u
rozdělený na v́ıce část́ı. Baĺık DataDeps.jl umožňuje stahováńı v́ıce soubor̊u v rámci
jednoho registračńıho bloku. Protože v baĺıku PreprocessData.jl je registračńı blok
vyplňován pomoćı metod, stač́ı se zaměřit na metody z tabulky 4.1 a na metodu
Target. Chceme-li stáhnout v́ıce soubor̊u nebudou metody z tabulky 4.1 vracet
jednu samostatnou hodnotu, ale vektor př́ıslušných hodnot. Délka vektoru odpov́ıdá
počtu stahovaných soubor̊u. V url, resp. checksum se jedná o vektor několika URL
adres, resp. kontrolńıch sum. Metoda prep může z̊ustat stejná jako při stahováńı
jednoho souboru, v takovém př́ıpadě se na všechny soubory aplikuje stejný postup
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předzpracováńı dat tabulky. Důvodem proč neńı žádoućı aplikovat na všechny sou-
bory stejnou funkci pro předzpracováńı může být, že stahovaný soubor obsahuje
pouze sloupec label̊u, nebo názvy sloupc̊u tabulkového datasetu. Stahujeme-li sou-
bor s labely, funkce prep má tvar path -> preprocess(path, Labels) a metoda
Target neobsahuje č́ıslo, ale hodnotu Labels. Stahujeme-li soubor s názvy sloupc̊u
pak má tvar path -> preprocess(path, Header). Jednotlivé funkce preprocess
jsou popsány v podkapitole 4.3.1.

Kód 4.12 obsahuje registračńı skript pro dataset Gisette. Tento dataset se skládá
ze čtyř soubor̊u: soubor s trénovaćımi daty, soubor s daty pro validaci a dva sou-
bory s př́ıslušnými labely. Metody url, checksum a prep vraćı vektor se čtyřmi
hodnotami. Protože metoda, je kv̊uli délce vektoru deľśı než jednořádková, použ́ıvá
se k jej́ı definici dlouhý tvar, tedy function end blok namı́sto rovńıtka, které se
použ́ıvá u jednořádkových funkćı5. Velmi d̊uležité je upozornit, že na pořad́ı hod-
not ve vektoru zálež́ı. Prvńı položce z metody url odpov́ıdá prvńı položka z metod
checksum a prep. Zároveň je nutné, aby soubory s labely předcházely soubor̊um
se samotnými daty, nebot’ při zpracováńı tabulkového datasetu se labely připojuj́ı
k tabulce a soubor s labely se maže.

4.2.4 Registrované datasety

V současné verzi baĺıku PreprocessData.jl se nacháźı deset tabulkových dataset̊u a
pět obrazových dataset̊u z baĺıku MLDatasets. Vybrala jsem takové zástupce, aby
byla názorně ukázána funkcionalita baĺıku, takže jsou zastoupeny sady, které jsou
např́ıklad už rozdělené na části pro trénováńı a testováńı, které jsou v komprimo-
vaném souboru, které obsahuj́ı názvy sloupc̊u, které nikoli atd. Seznam registro-
vaných dataset̊u lze snadno rozšǐrovat podle potřeb uživatel̊u. Dataset̊u je velké
množstv́ı, a je tak těžké zaručit, aby baĺık obsahoval potřebný dataset. Z tohoto
d̊uvodu byl při implementaci kladen d̊uraz na to, aby bylo přidáńı nového datasetu
jednoduché a uživatel si mohl zaregistrovat datasety, které potřebuje. Přidáńı sad
jiného druhu než jsou tabulková data je možné, nicméně náročněǰśı a zahrnuje v sobě
i dopsáńı několika nových metod pro předzpracováńı nového typu dat.

V tabulce 4.4 je přehled registrovaných tabulkových dataset̊u, stručný popis a typ
problému, který se v daném datasetu řeš́ı.

Tabulka 4.5 obsahuje seznam registrovaných dataset̊u z baĺıku MLDatasets.jl a jejich
krátký popis. Všechny tyto datasety řeš́ı problém klasifikace, a tak neńı nutné tento
fakt psát v tabulce pro každý dataset.

5Zápis s pomoćı function end bloku je možné použ́ıt i pro jednořádkové funkce, ale vzhledem,k
rychlosti a přehlednosti se preferuje zápis s rovńıtkem.
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struct Gisette <: Tabular end
function url (:: Gisette )

[
"https :// archive .ics.uci.edu/ml/machine -learning -

databases / gisette / gisette_valid . labels ",
"https :// archive .ics.uci.edu/ml/machine -learning -

databases / gisette / GISETTE / gisette_valid .data",
"https :// archive .ics.uci.edu/ml/machine -learning -

databases / gisette / GISETTE / gisette_train . labels ",
"https :// archive .ics.uci.edu/ml/machine -learning -

databases / gisette / GISETTE / gisette_train .data",
]

end

function checksum (:: Gisette )
[

" a6b857a0448023f033c4dda2ef848714b4be2ae45ce598d088f
b3efb406e08c5 ",
"5 cea897956dd172a006132738254a27a8f61ecc1ceb6f5b2063
9 c281d2942254 ",
"42 bd681fe51b161f033df773df14a0116e492676555ab14616c
1 b72edc054075 ",
"6 d4c5e998afe67937b9e77a3334e03c85e545ebc65a6eb1333f
fc14125cfc389 "

]
end

function prep (:: Gisette )
[

path -> preprocess (path , Labels ),
path -> preprocess (path , Gisette ()),
path -> preprocess (path , Labels ),
path -> preprocess (path , Gisette ())

]
end

target (:: Gisette ) = Labels
size (:: Gisette ) = (6000 , 1000 , 0)
problem (:: Gisette ) = Classification

Kód 4.12: Ukázka registračńıho skriptu se stahováńım v́ıce soubor̊u v rámci jednoho
datasetu.
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název popis typ problému

Abalone Dataset s 4 177 vzorky a dev́ıti vlastnostmi, které
jsou fyzickým popisem měkkýše abalone. Ćılem je
předpovědět jeho věk.

klasifikace

Adult Dataset obsahuj́ıćı přes 40 000 vzork̊u a který je
již rozdělený na data pro trénováńı a testováńı.
Ćılem je předpovědět, zda př́ıjem jedince překroč́ı
50 tiśıc dolar̊u za rok.

klasifikace

Boston Dataset obsahuje 506 vzork̊u. Ćılem je
předpovědět cenu domu na základě informaćı o
domu a jeho lokalitě.

regrese

Car evaluation Dataset obsahuje 1 728 vzork̊u. Ćılem je určit,
zda auto popsané šesti vlastnostmi je v dobrém
stavu, či ne.

klasifikace

Forest fires Dataset obsahuje 517 vzork̊u s údaji o lokalitách.
Ćılem je odhadnout plochu, která bude spálena
při lesńım požáru v dané lokalitě.

regrese

Gisette Dataset, který je rozdělen na trénovaćı a validačńı
data (existuj́ı i testovaćı data, ale protože k nim
nejsou zveřejněny ćılové hodnoty, nejsou zahr-
nuta v tomto baĺıku). Stahovaná data maj́ı 7 000
vzork̊u a každý vzorek má 5 000 vlastnost́ı. Ćılem
datasetu je rozlǐsit ručně napsané, podobné č́ıslice
4 a 9.

klasifikace

Ionosphere Dataset s 351 vzorky a 35 př́ıznaky. Ćılem je kla-
sifikovat údaje z radaru jako dobré, nebo špatné.

klasifikace

Iris Malý dataset obsahuj́ıćı 150 vzork̊u a 4 vlastnost́ı.
Ćılem je rozpoznat jeden ze tř́ı druh̊u kosatc̊u
podle popisu květu.

klasifikace

Nuclear Malý dataset s pouze 32 vzorky a 11 vlastnostmi.
Ćılem je předpovědět cenu jaderné elektrárny.

regrese

Wine Krátký dataset, kde je ćılem určit na základě dat
z chemické analýzy typ v́ına.

klasifikace

Tabulka 4.4: Tabulka registrovaných tabulkových dataset̊u v PreprocessData.jl. [27]
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název popis

MNIST Dataset obsahuj́ıćı 70 000 šedých obrázk̊u ručně psaných č́ıslic
od 0 do 9.

FashionMNIST Dataset obsahuj́ıćı 70 000 šedých obrázk̊u módy, které pocháźı
od společnosti Zalando.

CIFAR-10 Dataset obsahuj́ıćı 60 000 obrázk̊u z deseti tř́ıd (např. letadlo,
kočka, pes). Obrázky jsou rovnoměrně zastoupené, tj. každá
tř́ıda obsahuje 6 000 zástupc̊u.

CIFAR-100 Dataset se 100 tř́ıdami, z nichž každá obsahuje 6 000 obrázk̊u.
Tř́ıdy jsou nav́ıc ještě seskupeny do dvaceti kategoríı. Dataset
má t́ım pádem dva vektory s labely.

SVHN-2* Jedná se o dataset s v́ıce než 630 000 barevnými obrázky, na
kterých jsou fotky č́ısel domů. Vedle datasetu SVHN-2 existuje
ještě dataset SVHN. Prvńı zmı́něný se lǐśı od druhého t́ım, že
obrázky s č́ısly jsou oř́ıznuté a zmenšené na pevnou velikost
32x32 pixel̊u. [18]

* Zkratka SVHN znamená The Street View House Numbers.

Tabulka 4.5: Tabulka registrovaných obrazových dataset̊u v PreprocessData.jl. [18]

Daľśı datasety

Vzhledem k tomu, že reprezentace dataset̊u je vytvořena pomoćı typ̊u, které maj́ı
logickou hierarchii, je možné vytvořit nový typ a začlenit ho do hierarchie. Funkce
v baĺıku PreprocessData.jl jsou napsány co nejobecněji (tzn. pro nejnadřazeněǰśı typ
DatasetName) a postupně jsou zkonkrétňovány podle druhu datasetu nebo př́ımo
podle jednotlivých dataset̊u. Přidáńı úplně nového typu tedy neznamená nové defi-
nováńı všech metod, ale pouze části metod, které převedou data do určité podoby.
V této podobě pak lze data použ́ıt v obecných metodách.

Aby byla dodržena podobná struktura metod i pro nově přidané typy dataset̊u, je
vhodné využ́ıvat již existuj́ıćı funkce a metody specifikovat pro nové typy.

4.3 Zpracováváńı vstupńıch dat

Proces zpracováváńı vstupńıch dat, lze rozdělit na tři části: stažeńı, předzpracováńı
a uložeńı datasetu. Všechny tyto kroky prob́ıhaj́ı v rámci jedné funkce z baĺıku
DataDeps.jl, která je volána v metodách baĺıku PreprocessData.jl.

Data se stahuj́ı pomoćı DataDeps.jl, který potřebuje ke stažeńı souboru o něm in-
formace. O registraci datasetu a požadovaných údaj́ıch pojednává podkapitola 4.2.
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4.3.1 Předzpracováńı a ukládáńı dat

Předzpracováńı dat prob́ıhá ve fázi, kdy baĺık DataDeps.jl volá metodu post fetch
method. V baĺıku PreprocessData.jl je této metodě předávána metoda prep, obě
zmı́něné metody jsou představeny v části 4.2.

Tabulková data

Při registraci tabulkového datasetu se muśı definovat funkce prep(::Dataset) =
path -> preprocess(path, Dataset()), kde mı́sto textu Dataset() je instance
konkrétńıho typu datasetu. Proměnná path obsahuje cestu ke staženému, neupra-
venému souboru s daty (včetně názvu tohoto souboru). Funkce preprocess se pak
stará o úpravu dat. Ve funkci preprocess je možné nastavit ještě keyword argu-
menty, které se dále předávaj́ı funkci CSV.File, jak již bylo popsáno v sekci 4.2.2,
tyto argumenty ovlivňuj́ı nač́ıtáńı dat ze souboru. Již přednastavené jsou argumenty,
d́ıky kterým lze určit, jak mohou vypadat chyběj́ıćı a boolovské hodnoty:

missingstrings = ["", "NA", "?", "*", "#DIV /0!", " missing ",
"NaN"],

truestrings = ["T", "t", "TRUE", "true", "y", "yes", "Y"],
falsestrings = ["F", "f", "FALSE", "false", "n", "no", "N"];

Kód 4.13: Možná reprezentace hodnot true, false a missing.

Tabulková data se upravuj́ı do podoby, kdy řádky obsahuj́ı vzorky a sloupce vlast-
nosti. Sloupec, který obsahuje ćılové hodnoty, je přesunutý na konec tabulky. V prvńım
řádku tabulky, jsou názvy sloupc̊u ve formátu Column 1, Column 2, atd., po-
sledńı sloupec ćılových hodnot má název Target. Pokud jsou pro dataset definované
sloupce, které maj́ı kategorické hodnoty, k názv̊um těchto sloupc̊u je připojeno ”-C“
jako Categorical. Pokud p̊uvodńı soubor obsahoval názvy sloupc̊u, tak ty se ulož́ı do
samostatného souboru s názvem header.csv do stejné složky, kde je uložený soubor
s datasetem. Upravený dataset se ulož́ı do nového souboru a p̊uvodńı se smaže.

Aby se k nově uloženým soubor̊um přistupovalo snadněji, sjednotila jsem jejich
názvy. Názvy soubor̊u jsou ve formátu data-typrozdeleni.csv, kde typrozdeleni
je nahrazeno jedńım ze slov train, test nebo valid. V samotném názvu souboru je
tedy již vidět, zda obsahuje data pro trénováńı, validaci či testováńı. Pojmenováńı
souboru se děje automaticky na základě p̊uvodńıho názvu stahovaného souboru.
Pokud p̊uvodńı soubor obsahuje v názvu valid, resp. test, vyhodnot́ı se jako data
pro validaci, resp. testováńı. Pokud obsahuje slovo train nebo neobsahuje valid či
test, vyhodnot́ı se jako data pro trénováńı. Tedy když dataset obsahuje jen jeden
soubor s daty, u kterých neńı určeno, zda jsou již rozdělena, považuj́ı se za trénovaćı
data.

Cesta k soubor̊um požadovaného datasetu se pro všechny tabulkové datasety lǐśı
pouze názvem podsložky, ve které jsou tyto soubory uloženy. Např. pro dataset Iris
je relativńı cesta k souboru s trénovaćımi daty ./datadeps/iris/data-train.csv
a pro dataset Ionosphere ./datadeps/ionosphere/data-train.csv. Dı́ky tomuto
zjednodušeńı názvu souboru nemuśı být pro každý dataset jiná metoda pro nač́ıtáńı
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dat, anebo tato metoda alespoň nemuśı prohledávat soubory v podsložce datasetu,
ale rovnou může požadovat soubor s předem známým názvem.

Stahuj́ı-li se labely v samostatném souboru funkce prep má podobu path ->
preprocess(path, Labels). V takovém př́ıpadě se soubor stáhne a ulož́ı. Poté, co
se labely načtou ve funkci preprocess pro soubor s vlastnostmi, se soubor s labely
smaže.

Pokud se stahuje soubor s hlavičkou funkce prep má podobu path -> preprocess(
path, Header). Soubor se ulož́ı pod názvem header.csv. Je třeba, aby názvy sloupc̊u
byly v souboru ve formátu, kdy každý název je na samostatném řádku. Tuto úpravu,
v př́ıpadě, že data v takovémto formátu již nejsou, je potřeba udělat ručně.

Obrazová data

Výsledná podoba obrazových dat stažených a zpracovaných baĺıkem MLDatasets.jl
odpov́ıdá popisu v podkapitole 2.2, tj. šedé obrázky jsou reprezentovány 3D po-
lem, barevné 4D polem, kde posledńı rozměr obsahuje jednotlivé vzorky. Labely se
nacháźı v odděleném souboru. MLDatasets rovněž využ́ıvá ke stahováńı souboru Da-
taDeps.jl, a tak se podsložky s názvem datasetu nacháźı ve stejné složce datadeps.

4.4 Práce se staženým datasetem

4.4.1 Nač́ıtáńı dat

Data se nač́ıtaj́ı pomoćı funkce load. Tato funkce nač́ıtá data pomoćı funkce getdata,
která hledá uložený soubor s daty. Pokud data ještě nejsou stažená, spust́ı se během
této funkce stahovaćı proces.

Konkrétńı typy, které reprezentuj́ı jednotlivé datasety nejsou exportovány, protože
uživatel obvykle nepotřebuje pracovat s větš́ım množstv́ım dataset̊u naráz. To zna-
mená, že ve všech funkćıch, kde voláme instanci konkrétńıho typu nějakého datasetu
je nutné před jméno instance připojit řetězec PreprocessData. Např́ıklad voláńı
datasetu Iris vypadá takto: PreprocessData.Iris(). Důvodem psańı předpony je,
že typ neńı exportovaný. Připsáńım názvu baĺıku urč́ıme, z jakého baĺıku daný
typ (nebo př́ıpadně metoda v jiných př́ıpadech) pocháźı. Psańı předpony může být
zdlouhavé, proto existuje zp̊usob, jak se tomu u neexportovaných metod a typ̊u vy-
hnout. Např́ıklad pracuje-li se s datasety Iris a Ionosphere, stač́ı v REPLu jazyka
Julia napsat př́ıkaz:

using PreprocessData : Iris , Ionosphere

Kód 4.14: Dodatečné exportováńı vyrbaných konkrétńıch dataset̊u z baĺıku
PreprocessData.
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Tabulková data

Pro načtená tabulková data jsem zvolila dva možné výstupńı formáty – matici hod-
not a vektor label̊u nebo tabulku DataFrame. Typ DataFrame jsem zvolila proto,
že umožňuje přehlednou práci s tabulkovými daty. Pocháźı z baĺıku DataFrames.jl,
který je inspirovaný baĺıkem pandas z jazyka Python či dplyr z jazyka R. Data se
nacháźı v přehledné tabulce, jej́ıž sloupce lze libovolně pojmenovat. K položkám v ta-
bulce lze přistupovat pomoćı řádkových nebo sloupcových index̊u popř́ıpadě názv̊u
sloupc̊u. Baĺık nab́ıźı funkce pro tř́ıděńı, děleńı a slučováńı tabulek v závislosti na
jejich obsahu. Dále je podporována práce s kategorickými a chyběj́ıćımi daty. [9]

V př́ıpadě, že uživatel zvoĺı jako výstupńı formát tabulku, je možné dále určit, zda
hlavička této tabulky bude mı́t automatické názvy sloupc̊u, nebo názvy sloupc̊u ze
souboru header.csv, rozd́ıl v těchto dvou volbách se diskutuje v sekci 4.3.1.

Metodu load pro tabulková data jsem vytvořila následovně:
function load(

dataset :: Tabular ,
type :: Type {<: Split }= Train;
toarray :: Bool=false ,
header :: Bool=false ,
)
return postprocess (dataset , getdata (dataset , type),

toarray , header )
end

Kód 4.15: Definice metody load.

Při voláńı metody load je samozřejmě nutné specifikovat, jaký dataset chce uživatel
nač́ıst. Dále může zvolit typ dat, které chce nač́ıst, a to bud’ Train, Test nebo Valid.
Hodnota Train je předdefinovaná, takže v př́ıpadě trénovaćıch dat neńı nutné typ
uvádět. Poté má metoda ještě dva volitelné keyword argumenty. Argument toarray
umožňuje uživateli rozhodnout, v jakém formátu se data načtou. Pokud je hodnota
toarray rovna false, pak se načtou jako DataFrame, pokud je rovna true, načtená
data budou typu Tuple se dvěma prvky, kde prvńı prvek obsahuje matici s daty
a druhý vektor s labely. Pokud je druhý keyword argument header roven true a
zároveň se data nač́ıtaj́ı jako DataFrame, použij́ı se jako názvy sloupc̊u v tabulce
názvy ze souboru header.csv. Pokud takový soubor pro daný dataset neexistuje,
vyṕı̌se se informace, že nebyl nalezen a jako názvy se ponechaj́ı názvy automaticky
generované při předzpracováńı datasetu. Pakliže se data nač́ıtaj́ı ve formátu matice
a vektoru, názvy sloupc̊u nemaj́ı pro tento tvar žádnou roli. Obsah souboru lze zjis-
tit pomoćı funkce getheader(dataset::Tabular), kde argumentem je tabulkový
dataset.

Dva typy výstup̊u – DataFrame a Tuple – lze dodatečně změnit. Převod z Da-
taFramu na pole umožňuje funkce df to array(df::DataFrame; cols::Int=1).
Prvńım argumentem je DataFrame, kterých chceme převést. Druhý argument je
volitelný a určuje velikost pole s labely, které se odděĺı od matice př́ıznak̊u, a to
směrem od posledńıho sloupce matice. Jeho hodnota je přednastavena na jedna, a
tud́ıž se odděĺı pouze jeden sloupec, tj. vektor s labely. Důvodem, proč může být
vhodné oddělit i v́ıce sloupc̊u, je např́ıklad situace, že DataFrame obsahuje i sloupec
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s binarizovanými labely. Sloučeńı matice a vektoru do DataFramu, je možné pomoćı
funkce DataFrame z baĺıku DataFrames.jl.

4.4.2 Děleńı

Dataset je možné rozdělit bud’ na dvě části – trénovaćı a testovaćı, nebo na tři
části – pro trénováńı, validaci a testováńı. Princip děleńı datasetu je vysvětlený
v podkapitole 2.3. Podle toho, které rozděleńı uživatel chce, použije bud’ funkci
split traintest, nebo split trainvalidtest.

Hlavička funkce split traintest se nacháźı v kódu 4.16.
function split_traintest (

dataset :: DatasetName ;
trainSize :: Float64 =0.8 ,
seed :: Int =12345 ,
kwargs ...

)

Kód 4.16: Hlavička funkce pro děleńı datasetu.

Prvńı a jediný povinný argument je název datasetu, tedy jeho konkrétńı typ. Key-
word argument trainSize určuje poměr, ve kterém budou data pro trénováńı a
testováńı. Jeho hodnota je přednastavena na 0.8, tzn. 80 % vzork̊u se použije pro
trénováńı a zbylých 20 % pro testováńı. Hodnota argumentu muśı být z inter-
valu 〈0, 1〉, jinak funkce vrát́ı chybu. Pomoćı argumentu seed lze nastavit random
seed. Argument je přednastavený na hodnotu 12345, takže pokud uživatel seed
nezměńı, stejná data se promı́chaj́ı vždy do stejného pořad́ı. Změnou lze doćılit
jiného náhodného promı́cháńı, a t́ım pádem i rozděleńı. Daľśı keyword argumenty
označené v definici jako kwargs... jsou stejné jako v př́ıpadě funkce load. Jde o
argumenty toarray a header, jejich význam je popsaný v předchoźı sekci o nač́ıtáńı
dat 4.4.1.

Funkce, která zajǐst’uje děleńı na tři části split trainvalidtest se svými argu-
menty od funkce split traintest lǐśı jen přidáńım nového argumentu validSize,
který určuje velikost dat pro validaci. Data pro validaci se odděluj́ı až po rozděleńı
dat na trénovaćı a testovaćı, takže poměr rozděleńı udaný validSize se poč́ıtá
až z části, která obsahuje trénovaćı data. Zvoĺıme-li např́ıklad trainSize 0.8 a
validSize 0.2, tak výsledný poměr všech tř́ı část́ı – trénovaćı, validačńı, testovaćı
v tomto pořad́ı – bude 0.64 ku 0.16 ku 0.2. Př́ıklad tohoto děleńı je znázorněn na
obrázku 4.3.

Obě funkce děleńı jsou závislé na metodě size z baĺıku PreprocessData, která je
povinná v registračńım souboru pro každý dataset. V této metodě je zaznamenané,
zda je dataset již rozdělený, nebo ne. Pokud je dataset již rozdělený tak funkce pro
děleńı toto rozděleńı ponechávaj́ı a velikosti trainSize a validSize se neuplatńı.
Pakliže je rozdělený dataset jen částečně, např́ıklad na trénovaćı a validačńı data,
z trénovaćıch dat se v poměru specifikovaném v trainSize odděĺı data pro testováńı.
Obdobně pro ostatńı kombinace.

Samotné děleńı prob́ıhá tak, že poté, co se zjist́ı, zda jsou data již aspoň částečně
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Obrázek 4.3: Př́ıklad děleńı na části datasetu.

rozdělená, se data načtou. Pak se vytvoř́ı pole s č́ısly od 1 do n, kde n je počet vzork̊u,
které chceme rozdělit. Toto č́ıslo se źıskává z metody size daného datasetu. Poté
proběhne náhodná permutace těchto č́ısel v závislosti na hodnotě argumentu seed
a tato permutace se rozděĺı v zadaném poměru. Výsledkem jsou dvě pole náhodně
seřazených č́ısel. Prvky tohoto pole určuj́ı indexy, podle kterých se rozděĺı vzorky
na dvě části. Pokud se děĺı dataset na tř́ı části, tento proces proběhne dvakrát.

Voláńı funkce split trainvalidtest se všemi možnými keyword argumenty je
předvedeno na datasetu Iris v kódu 4.17.

train , valid , test = split_trainvalidtest (
PreprocessData .Iris (),
trainSize =0.7 ,
validSize =0.15 ,
header =true ,
toarray =true ,
seed =42

)

Kód 4.17: Hlavička funkce pro děleńı datasetu na tři části.

Z př́ıkladu mimo jiné vid́ıme, že na pořad́ı keyword argument̊u nezálež́ı. Výstupem
tohoto voláńı funkce jsou tři dvouprvkové Tuply s názvy train, test, valid, z nichž
každý obsahuje na prvńım mı́stě matici př́ıznak̊u a na druhém vektor label̊u.

Metody pro děleńı jsou univerzálńı pro jakýkoli typ datasetu. V př́ıpadě přidáńı
zcela nových typ̊u dataset̊u je zapotřeb́ı naimplmentovat pouze funkci getdata,
která vraćı data př́ıslušného datasetu a funkci, která vyb́ırá ze skupiny vzork̊u ty
s vybranými indexy.

4.5 Dodatečné úpravy

Na rozdělená nebo pouze načtená data je možné aplikovat ještě funkce, které upra-
vuj́ı obsah dat. Tyto funkce umožňuj́ı data normalizovat a převést labely na binárńı
klasifikaci. Dodatečné úpravy se na rozd́ıl od funkce load a funkćı pro děleńı nea-
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plikuj́ı na typ datasetu, ale na data, která jsou výstupem těchto funkćı.

4.5.1 Normalizace

Druhy normalizace, které jsem v tomto baĺıku naimplementovala, jsou podrobně
popsány v sekci 2.4. Jedná se o normalizaci podle pr̊umeru a směrodatné odchylky,
podle euklidovské normy a o min-max škálováńı.

Název metody je pro všechny normalizace stejný – normalize!. V jazyce Julia plat́ı
konvence, že funkce konč́ıćı vykřičńıkem označuj́ı funkce, které př́ımo měńı vstupńı
argument, tedy nevracej́ı jeho upravenou kopii. Prvńım argumentem funkce je typ
normalizace, kterou chce uživatel použ́ıt. Protože jazyk Julia umožňuje již několikrát
zmı́něný multiple dispatch, je výhodné vytvořit nové abstraktńı typy, které budou
sloužit k rozlǐseńı metod pro jednotlivé normalizace, namı́sto toho, aby se výběř
požadované normalizace ř́ıdil podmı́nkami if-else podle hodnoty nějakého stringu
s názvem normalizace. Vybrané normalizace jsou reprezentovány abstraktńımi typy:

• Std pro normalizaci pomoćı směrodatné odchylky a pr̊uměru, neboli standar-
dizaci.

• MinMax pro normalizaci podle minimálńı a maximálńı hodnoty dat.

• L2 pro normalizaci podle Euklidovy (L2) normy.

Všechny maj́ı společný nadřazený typ Normalization, přidáńı daľśıho druhu nor-
malizace by znamenalo vytvořeńı nového typu samozřejmě nové metody, kde se
vypočtou nové hodnoty.

Normalizace dat se provád́ı na všechny rozdělené části datasetu, avšak je d̊uležité,
aby hodnoty, podle kterých se normalizuje, byly vypoč́ıtány jen z části pro trénováńı.
Důvodem je to, že chceme úplně oddělit trénováńı od testováńı. Když děláme nor-
malizaci pred trénováńım, tak už se jedná o úpravu dat, která patř́ı do procesu
trénováńı, a tedy ta stejná úprava by měla být provedena na testovaćıch datech.
Testovaćı data nejsou zahrnuta do výpočtu normalizačńıch konstant, protože při
trénováńı bychom správně neměli mı́t k testovaćım dat̊um př́ıstup. Z tohoto d̊uvodu
jsem vytvořila dvě metody pro každý typ normalizováńı, které se lǐśı počtem argu-
ment̊u. Celkem t́ım pádem existuje pro tři typy normalizace šest metod.

Nejprve se zaměř́ıme na standardizaci, ta se urč́ı typem Std. Metoda normalize!
(type::Type{Std}, data, mean, std; kwargs...) je určena pro normalizaci va-
lidačńıch nebo testovaćıch dat, této funkci je potřeba předat pr̊uměr (mean) a směro-
datnou odchylku (std). Tyto hodnoty je ale potřeba vypoč́ıtat předem z dat pro
trénováńı pomoćı funkce meanstd. Tuto funkci normalize! lze samozřejmě použ́ıt i
pro trénovaćı data. Pro ně ale existuje i daľśı funkce normalize!(type::Type{Std},
data; kwargs...), které neńı třeba předávat hodnoty mean a std, nebot’ se poč́ıtaj́ı
v těle funkce př́ımo z obdržených dat. Data, které lze funkci předat mohou být typu
DataFrame nebo matice. Pokud se jedná o DataFrame neńı nutné, aby uživatel
vyb́ıral jen numerické hodnoty, funkce je naimplementována tak, aby sloupce (včetně
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sloupce s labely), které neobsahuj́ı pouze č́ısla byla z normalizace vynechána. V př́ıpadě,
že data jsou matice, rovněž se vynechaj́ı nenumerické hodnoty. Samostatný vektor
s labely se funkci nepředává.

Pokud by uživatel chtěl použ́ıt škálováńı hodnot pomoćı minima a maxima má me-
toda tvar normalize!(type::Type{MinMax}, data, min, max; kwargs...). Po-
stup je obdobný jako u standardizace, funkce pro źıskáńı minima a maxima se jme-
nuje minmax. V př́ıpadě L2 normalizace má metoda tvar normalize!(type::Type
{L2}, data, norm; kwargs...), postup je opět obdobný, jen se předává nav́ıc
pouze jeden argument norm. Pro jeho źıskáńı se použije funkce l2norm.

Všechny metody normalize! maj́ı ještě volitelný keyword argument dims. T́ımto
argumentem se urč́ı, ve které dimenzi se bude normalizace a př́ıslušné potřebné hod-
noty poč́ıtat. Hodnota dims je přednastavená na 1, takže data jsou normalizovány
po sloupćıch.

V následuj́ıćıch kódech 4.18 a 4.19 je př́ıklad postupu při normalizováńı datasetu Iris,
který je rozdělen na data pro trénováńı a testováńı ve formátu matice s vektorem.
Indexem [1] vyb́ıráme z Tuplu train respektive test prvńı položku, tedy matici
s př́ıznaky.

train , test = split_traintest ( PreprocessData .Iris (), toarray
=true)

normalize !(L2 ,train [1])
mean , std = meanstd (train [1])
normalize !(L2 ,test [1], mean , std)

Kód 4.18: Ukázka normalizace dat.

Stejný výsledek dostaneme i t́ımto zp̊usobem:
train , test = split_traintest ( PreprocessData .Iris (), toarray

=true)
mean , std = meanstd (train [1])
normalize !(L2 ,train [1], mean , std)
normalize !(L2 ,test [1], mean , std)

Kód 4.19: Ukázka normalizace dat.

4.5.2 Binarizace label̊u

Pokud je řešeným problémem klasifikace, tak binarizaćı label̊u rozumı́me převedeńı
větš́ıho počtu ćılových hodnot na pouze dvě – pozitivńı a negativńı. Funkci binarize
uživatel předá seznam label̊u (může být i jeden), které chceme považovat za pozi-
tivńı, a také v argumentech předá vektor nebo jeden sloupec DataFramu s labely. Se-
znam možných label̊u pro daný dataset lze zjistit zavoláńım funkce classes(dataset
::DatasetName). Na rozd́ıl od funkce pro normalizováńı dat binarizace neměńı
p̊uvodńı data, ale pouze vraćı vektor boolovských hodnot, tedy pozitivńı label má
hodnotu true (1) a negativńı false (0).

Binarizace dat pro dataset Iris se nacháźı v kódu 4.20.
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data = load( PreprocessData .Iris ())
binarize (data [:,: Target ], "Iris - setosa ")

Kód 4.20: Ukázka binarizace label̊u.

K posledńımu sloupci, který obsahuje labely d́ıky sjednocené podobě, můžeme přistoupit
pomoćı jeho názvu Target.

4.6 Doplňkové funkce

Vedle funkćı, které souv́ıśı se zpracováńım nebo stahováńım dat, baĺık Prepro-
cessData.jl obsahuje ještě funkce pro spávu dataset̊u.

Funkce listdatasets vyṕı̌se seznam všech registrovaných dataset̊u. Datasety jsou
rozdělené podle typ̊u a pak jsou seřazeny podle abecedy. Jednotlivé typy a př́ıslušné
datasety jsou pro přehlednost barevně odlǐsené a odsazené. U funkce je nav́ıc možné
specifikovat typ dataset̊u, které chce uživatel vypsat. Tyto typy jsou v závislosti
na typu datasetu: Tabular, Image, GrayImage, ColorImage, jedná se přesně o
názvy typ̊u, které se použ́ıvaj́ı při registraci dataset̊u. Daľśım možným paramet-
rem pro vypsáńı je typ úlohy, kterou řeš́ı, tj. Classification nebo Regression.
V obou př́ıpadech plat́ı, že pokud bude zaveden nový typ datasetu, nebo úlohy
listdatasets bude umět zobrazit i datasety tohoto typu. Např́ıklad všechny data-
sety řeš́ıćı regresi źıská uživatel takto: listdatasets(Regression).

Funkce info(dataset::DatasetName) vyṕı̌se základńı informace o datasetu. Pro
každý typ datasetu vyṕı̌se jeho jméno, typ, adresu odkud byl stažený, velikost
(počet vzork̊u ve stažených souborech, viz metoda size v sekci 4.2.2), typ řešeného
problému, dodatečnou zprávu (obsah metody message, viz 4.2.2) a informaci o tom,
zda je dataset stažený nebo ne a cestu k podsložce se staženým souborem6. V př́ıpadě
tabulkových dat se nav́ıc zobrazuje i p̊uvodńı pozice sloupce s labely Target column.
Na následuj́ıćım př́ıkladu je vidět výstup metody info(PreprocessData.Boston()),
tedy všechny zmı́něné hodnoty pro dataset Boston.

PreprocessData . Boston ()
Name: boston
Type: Tabular
Downloaded : No
Source : https :// raw. githubusercontent .com/

JuliaML / MLDatasets .jl/ master /src/ BostonHousing /
boston_housing .csv

Size: 506 (train data)
0 (valid data)
0 (test data)

Problem type: Regression
Message : Boston Housing Dataset
Target column : 14

Kód 4.21: Metoda info zavolaná na dataset Boston.
6Za stažený se dataset považuje tehdy, existuje-li podsložka s názvem datasetu ve

složce datadeps (viz 4.2.2). Samostatnou informaci o stažeńı datasetu lze źıskat funkćı
isdownloaded(dataset::DatasetName), která vraćı true, nebo false.
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Daľśı pomocnou funkćı je funkce remove(dataset::DatasetName). Ta umožňuje
uživateli smazat celou podsložku datasetu i s obsahem př́ımo v REPLu jazyka Ju-
lie, aby uživatel složku se soubory nemusel hledat a mazat v prohĺıžeči soubor̊u či
v př́ıkazovém řádku.

Každá funkce, včetně neexportovaných funkćı, je popsána př́ımo v souborech s kódy
baĺıku pomoćı tzv. docstring. Tuto stručnou dokumentaci si může uživatel kdykoli
dohledat v REPLu jazyka Julie v režimu nápovědy. Tento mód źıskáme v REPLu
napsáńım otazńıku ”?“ a názvu požadované funkce.
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Kapitola 5

Práce s baĺıkem

5.1 Př́ıstup k baĺıku

Všechny baĺıky jazyka Julia maj́ı soubory s kódy volně př́ıstupné přes URL adresu
na Git repozitáři1, nejčastěji se použ́ıvá úložǐstě GitHub. V takovém př́ıpadě uživatel
nebo organizace, který baĺık vytvář́ı, založ́ı na svém profilu na GitHubu repozitář,
který obsahuje veškeré kódy daného baĺıku. Pokud se obsah baĺıku změńı, obnov́ı se
obsah Git repozitáře. Baĺıky jazyka Julia lze instalovat do poč́ıtače pomoćı správce
baĺıku v juliovském REPLu. Je-li baĺık v hlavńım registru jazyka Julia, lze jej sta-
hovat pouze pomoćı názvu, nejsou-li jeho součást́ı, pak je možné je instalovat právě
pomoćı odkazu na Git repozitář. Baĺık PreprocessData.jl je možné nainstalovat na
zař́ızeńı, kde je instalovaný jazyk Julia, následuj́ıćım př́ıkazem v REPLu:

(@v1.6) pkg> add https :// github .com/ GruAna / PreprocessData .jl

Kde pravou hranatou závorkou ”]“ se přepne uživatele z REPLu jazyka Julie do
REPLu správce baĺık̊u. Na adrese https://github.com/GruAna/PreprocessData.
jl se nacháźı veškeré kódy k baĺıku PreprocessData.jl.

5.2 Ukázka

V této části se nacháźı ucelená ukázka použit́ı dostupných funkćı v rámci práce
s jedńım z registrovaných dataset̊u, datasetem Abalone. Př́ıkazy, které uživatel
zadává do Julia REPLu jsou uvozeny slovem julia> .

Výběr datasetu

Nejprve muśı uživatel baĺık PreprocessData nač́ıst.
julia> using PreprocessData

1anglicky repository
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Předpokládáme, že dataset, se kterým chce uživatel pracovat, je již registrovaný.
Pokud si uživatel nepamatuje název přesně, může použ́ıt funkci listdatasets, která
vyṕı̌se seznam všech dostupných dataset̊u.

julia> listdatasets ()
DatasetName
Image

ColorImage
CIFAR10
CIFAR100
SVHN2

GrayImage
FashionMNIST
MNIST

Tabular
Abalone
Adult
Boston
Carevaluation
Forestfires
Gisette
Ionosphere
Iris
Nuclear
Wine

Funkce listdatasets poskytuje i možnost filtrováńı dataset̊u podle typu problému.
Např́ıklad pokud uživatele zaj́ımaj́ı pouze klasifikačńı problémy, může zavolat funkci
listdatasets a jako argument j́ı předat typ Classification, č́ımž funkce vyfiltruje
pouze klasifikačńı datasety.

julia> listdatasets ( Classification )
Classification datatsets
Abalone ( Tabular )
Adult ( Tabular )
Carevaluation ( Tabular )
Gisette ( Tabular )
Ionosphere ( Tabular )
Iris ( Tabular )
Wine ( Tabular )
FashionMNIST ( GrayImage )
MNIST ( GrayImage )
CIFAR10 ( ColorImage )
CIFAR100 ( ColorImage )
SVHN2 ( ColorImage )

V př́ıpadě, že uživatel potřebuje źıskat podrobněǰśı informace o nějakém konkretńım
datasetu, tak může využ́ıt funkci info. Tato funkce vyṕı̌se o daném datasetu doplňu-
j́ıćı informace, mimo jiné to, zda je dataset již stažený. Tento krok samozřejmě
neńı nezbytný, ale pokud bude dataset nestažený může uživatel takto zjistit, že pro
použit́ı tohoto datasetu potřebuje připojeńı k internetu kv̊uli stažeńı dat. Uživatel
si pro daľśı práci vybere dataset Abalone.

julia> info( PreprocessData . Abalone ())

PreprocessData . Abalone ()
Name: abalone
Type: Tabular
Downloaded : No

52



Source : https :// archive .ics.uci.edu/ml/machine
-learning - databases / abalone / abalone .data

Size: 4177 (train data)
0 (valid data)
0 (test data)

Problem type: Classification
Target column : 9

Při voláńı funkce info byla použita předpona PreprocessData. pro př́ıstup k typu
Abalone. Nyńı už v́ıme, že z datasetem budeme dále pracovat, takže je výhodné
si typ Abalone exportovat dodatečně. Z funkce info ještě vid́ıme, že data nejsou
v̊ubec rozdělená.

julia> using PreprocessData : Abalone

Načteńı dat

Data můžeme nač́ıst pomoćı load. Protože dataset Abalone neńı stažený, jak v́ıme
z výpisu funkce info, proběhne před načteńım stažeńı dat. Při stahováńı muśı
uživatel potvrdit, že chce data skutečně stáhnout.

julia> data = load( Abalone ())
This program has requested access to the data dependency
abalone which is not currently installed . It can be
installed automatically , and you will not see this message
again.

Dataset : abalone
Website : https :// archive .ics.uci.edu/ml/machine -learning

- databases / abalone / abalone .data

Do you want to download the dataset from https :// archive .ics
.uci.edu/ml/machine -learning - databases / abalone / abalone .data
to "/ home/ vaclav /. julia/ datadeps / abalone "?
[y/n]
y

Info: Downloading
source = "https :// archive .ics.uci.edu/ml/machine -learning -

databases / abalone / abalone .data"
dest = "/ home/anna /. julia/ datadeps / abalone / abalone .data"
progress = 1.0
time_taken = "0.33 s"
time_remaining = "0.0 s"
average_speed = "573.016 KiB/s"
downloaded = "187.376 KiB"
remaining = "0 bytes"
total = "187.376 KiB"

Pro źıskáńı představy o datech si zobraźıme obsah proměnné data.
julia> first(data , 6)
6x9 DataFrame

Row | Column 1-C Column 2 Column 3 Column 4 Column 5
| String Float64 Float64 Float64 Float64

------------------------------------------------------------
1 | M 0.455 0.365 0.095 0.514
2 | M 0.35 0.265 0.09 0.2255
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3 | F 0.53 0.42 0.135 0.677
4 | M 0.44 0.365 0.125 0.516
5 | I 0.33 0.255 0.08 0.205
6 | I 0.425 0.3 0.095 0.3515

4 columns omitted

julia> first(data [:, (end -1):end], 6)
6x2 DataFrame

Row | Column 8 Target
| Float64 Int64

------------------------
1 | 0.15 15
2 | 0.07 7
3 | 0.21 9
4 | 0.155 10
5 | 0.055 7
6 | 0.12 8

Tabulka datasetu je př́ılǐs velká, aby se celá zobrazila na obrazovce, ale je možné
si nechat vypsat jen část tabulky (např. posledńı dva sloupce). Z ukázky vid́ıme,
že dataset obsahuje sloupce s kategorickými i č́ıselnými hodnotami. Během sta-
hováńı došlo i k přejmenováńı sloupc̊u. Jak je vidět, prvńı kategorický sloupce má
za univerzálńım názvem dodané ”-C“ a posledńı sloupec obsahuje labely a má název
Target.

Data lze nač́ıst i jako dvě matice namı́sto DataFramu. V takovém př́ıpadě navoĺıme
hodnotu argumentu toarray na true.

julia> features , labels = load( Abalone (), toarray =true)
(Any ["M" 0.455 . . . 0.101 0.15; "M" 0.35 . . . 0.0485 0.07; . . . ; "F"
0.625 . . . 0.261 0.296; "M" 0.71 . . . 0.3765 0.495] , [15, 7, 9,
10, 7, 8, 20, 16, 9, 19 . . . 9, 8, 10, 10, 8, 11, 10, 9, 10,
12])

julia> features
4177 x8 Matrix {Any }:

"M" 0.455 0.365 0.095 0.514 0.2245 0.101 0.15
"M" 0.35 0.265 0.09 0.2255 0.0995 0.0485 0.07
"F" 0.53 0.42 0.135 0.677 0.2565 0.1415 0.21
: :
"F" 0.625 0.485 0.15 1.0945 0.531 0.261 0.296
"M" 0.71 0.555 0.195 1.9485 0.9455 0.3765 0.495

julia> labels
4177 - element Vector {Int64 }:

15
7
:

10
12

V následuj́ıćıch př́ıpadech budeme pracovat s DataFramem, ale všechny funkce lze
aplikovat i na pole.
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Děleńı dat

Data nyńı můžeme rozdělit, uživatel si vybere děleńı na dvě části (trénovaćı a tes-
tovaćı). Použije funkci split traintest. V př́ıpadě, že chceme použ́ıt originálńı
hlavičku, tak nastav́ıme argument header na hodnotu true. (Hlavičku, nebo infor-
maci zda v̊ubec existuje lze zjistit zavoláńım funkce getheader.)

julia> getheader ( Abalone ())
9- element Vector { String }:

"Sex"
" Length "
" Diameter "
" Height "
"Whole weight "
" Shucked weight "
" Viscera weight "
"Shell weight "
"Rings"

Rozdělená data budou uložena do proměnných s názvy train a test.
julia> train , test = split_traintest ( Abalone (), header =true)
Info: Dataset abalone has only train data. Separating
test data from train data.
(3342 x9 DataFrame

Row | Sex Length Diameter Height Whole weight . . .
| String Float64 Float64 Float64 Float64 . . .

-----------------------------------------------------------
1 | F 0.585 0.46 0.17 1.0835 . . .
2 | M 0.275 0.2 0.08 0.099 . . .

: | : : : : :
3341 | F 0.565 0.505 0.21 1.2765 . . .
3342 | M 0.45 0.335 0.125 0.349 . . .

4 columns and 3338 rows omitted ,

835 x9 DataFrame
Row | Sex Length Diameter Height Whole weight . . .

| String Float64 Float64 Float64 Float64 . . .
-----------------------------------------------------------

1 | I 0.62 0.45 0.135 0.924 . . .
2 | F 0.67 0.505 0.175 1.0145 . . .

: | : : : : :
834 | I 0.38 0.275 0.095 0.2505 . . .
835 | F 0.505 0.405 0.18 0.606 . . .

3 columns and 831 rows omitted )

Při porovnáńı výstup̊u z funkce load a split traintest vid́ıme, že řádky tabulky
nejsou ve stejném pořad́ı, a že k výběru řádk̊u byla použita náhodná permutace
index̊u.
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Dodatečné úpravy načtených dat

Nyńı lze rozdělená data normalizovat, např. normalizaćı podle pr̊uměru a směrodatné
odchylky.

julia> mean ,std = meanstd (train);

julia> normalize !(Std , train)

julia> normalize !(Std , test , mean , std)

julia> train
3342 x9 DataFrame

Row | Sex Length Diameter Height . . .
| String Float64 Float64 Float64 . . .

---------------------------------------------------
1 | F 0.509051 0.527426 0.713696 . . .
2 | M -2.05009 -2.07126 -1.38881 . . .

: | : : : :
3341 | F 0.343945 0.977198 1.64814 . . .
3342 | M -0.605412 -0.721941 -0.337555 . . .

5 columns and 3338 rows omitted

julia> test
835 x9 DataFrame

Row | Sex Length Diameter Height . . .
| String Float64 Float64 Float64 . . .

--------------------------------------------------
1 | I 0.797985 0.427477 -0.103944 . . .
2 | F 1.21075 0.977198 0.830501 . . .

: | : : : :
834 | I -1.18328 -1.32164 -1.03839 . . .
835 | F -0.151371 -0.0222957 0.947307 . . .

5 columns and 831 rows omitted

Opět můžeme porovnat s p̊uvodńımi hodnotami a zjist́ıme, že data byla úspěšně
normalizována.

Dále může uživatel převést tuto klasifikačńı úlohu na binárńı klasifikaci. Nejprve je
vhodné si zjistit, jaké labely jsou v datasetu zastoupeny a z těch vybrat ty, které
budou považovány za pozitivńı a binarizovat sloupec s labely.

julia> classes ( Abalone ())
28- element Vector {Int64 }:

1
2
3
4
:

25
26
27
29

Můžeme se pod́ıvat do dokumentace k funkci binarize, abychom se ujistili, v jakém
pořad́ı má funkce argumenty, a zda se vkládá celá tabulka, či jen sloupec s labely.
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help?> binarize
search : binarize

binarize (data , pos_labels )

Binarize data for specified positive labels . (Data must
contain just labels no feature valeus .)

Jako pozitivńı labely budeme uvažovat kategorie, které jsou označené č́ıslem menš́ım
než 10. Takže budeme vkládat vektor obsahuj́ıćı č́ısla 1 až 9, k tomu můžeme použ́ıt
jednu ze základńıch funkćı jazyka Julia collect.

julia> bin_train = binarize (train [:, end], collect (1:9))
3342 - element Vector {Bool }:

0
1
0
0
:
1
1
0
0

julia> bin_test = binarize (test [:, end], collect (1:9))
835- element Vector {Bool }:

0
0
0
0
:
1
0
1
0

Nyńı tyto vektory můžeme připojit k př́ıslušným DataFramům s daty.
julia> train. Binarized = bin_train ;

julia> train [:, end -3: end]
3342 x4 DataFrame

Row | Viscera weight Shell weight Rings Binarized
| Float64 Float64 Int64 Bool

-------------------------------------------------------
1 | 1.32514 0.621851 14 false
2 | -1.42 -1.492 5 true
3 | 0.238903 0.10951 10 false

: | : : : :
3341 | 0.89792 0.83682 12 false
3342 | -0.679175 -0.882927 10 false

3337 rows omitted

Zobrazeńım posledńıch čtyř sloupc̊u DataFramu train můžeme zkontrolovat při-
pojeńı binarizovaných label̊u.
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Smazáńı nepouž́ıvaných dataset̊u

V př́ıpadě, že už uživatel daný dataset nechce použ́ıvat a potřebuje uvolnit mı́sto
na disku, je možné využ́ıt funkci remove, která smaže veškerá uložená data souvi-
sej́ıćı s daným datasetem. Pro kontrolu, zda je soubor nestažený, lze použ́ıt funkci
isdownloaded.

julia> remove ( Abalone ())

julia> isdownloaded ( Abalone ())
false
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Závěr

Ćılem práce bylo vytvořit nový baĺık na stahováńı a předzpracováńı dat pro pro-
gramovaćı jazyk Julia. Tento baĺık PreprocessData.jl je možné stáhnout z volně
dostupného úložǐstě Git pomoćı správce baĺık̊u jazyka Julia. Stažený baĺık je pak
po načteńı možné aktivně použ́ıvat př́ımo v interaktivńım REPLu či využ́ıvat jeho
funkce ve vlastńıch skriptech.

V rámci vytvářeńı návrhu nového nástroje jsem se seznámila se základńımi modely
strojového učeńı a s typy dat, se kterými se v těchto modelech pracuje. Rovněž
jsem popsala i metody předzpracováńı, které se na tyto data nejčastěji aplikuj́ı.
Vybrala jsem zástupce těchto typ̊u dat a na jejich základě jsem navrhla nástroj,
který umožňuje snadné stažeńı, načteńı a předzpracováńı dat. Dále jsem se seznámila
s programovaćım jazykem Julia, který byl pro své vlastnosti zvolen jako jazyk pro
vytvořeńı nástroje. V tomto jazyce jsem navržený nástroj naimplementovala.

Prozkoumala jsem existuj́ıćı nástroje, které se nejčastěji použ́ıvaj́ı ve strojovém učeńı
a nab́ıźı funkce pro stahováńı a předzpracováńı datových sad. Porovnáńım funkci-
onality těchto nástroj̊u jsem zjistila, že žádný nesplňuje současně úplně všechny
požadavky, které jsou kladeny na nový nástroj. Představené nástroje umožňuj́ı ve
většině př́ıpad̊u stahovat vybrané datové sady, nicméně tato data obvykle nemaj́ı
po načteńı jednotný formát. Jejich daľśı nevýhodou je, že popsané knihovny nejsou
navržené tak, aby přidáńı nového datasetu do množiny stažitelných datových sad
bylo pro uživatele jednoduché. Kv̊uli nejednotnosti načteného formátu dat rovněž
neńı možné pro nově přidaný dataset použ́ıvat funkce daného nástroje. Ve vy-
tvořeném baĺıku PreprocessData.jl jsem se zaměřila na odstraněńı zmı́něných nedo-
statk̊u u již existuj́ıćıch nástroj̊u. Vzhledem ke struktuře baĺıku, má uživatel možnost
přidávat nové typy datových sad ke stažeńı a zpracováńı pomoćı několika povinných
funkćı k práci s daty.

Baĺık PreprocessData.jl poskytuje funkce pro stahováńı a nač́ıtáńı dat, rovněž i pro
děleńı dat, které je nutné provést před vložeńım dat do modelu. Dále nab́ıźı i funkce
umožňuj́ıćı r̊uzné zp̊usoby normalizováńı dat a také funkci, která převede řešeńı
klasifikačńı úlohy na binárńı klasifikaci. Součást́ı baĺıku jsou mimo funkćı, které
pracuj́ı př́ımo s daty, i funkce, d́ıky kterým uživatel źıská přehled o již registro-
vaných datasetech a o jejich vlastnostech. Každá naimplementovaná funkce baĺıku
PreprocessData.jl je doplněná o stručný popis své funkcionality, který je možné
źıskat v nápovědě jazyka Julia.

Struktura baĺıku je navržena tak, aby přidáváńı nových typ̊u datových sad bylo co
nejjednodušš́ı a aby již implementované metody byly použitelné i pro nové typy.
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Dı́ky této struktuře je baĺık možné neustále dál rozšǐrovat nejen o nové typy da-
tových sad, ale i o daľśı možnosti předzpracováńı. Samotný baĺık obsahuje několik
předpřipravených dataset̊u s r̊uznými specifickými vlastnostmi. Tito vybrańı zástupci
datových sad slouž́ı jako názorná ukázka toho, co obnáš́ı registrace nových datových
sad a jak se s registrovanými daty v baĺıku pracuje.
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institute.github.io/MLJ.jl/stable/

[21] MURPHY, Kevin P. Machine learning: a probabilistic perspective [online]. MIT
press, 2012. [cit. 2021-04-30].

[22] PyTorch Documentation [online]. [cit. 2021-06-24]. Dostupné z:
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Př́ıloha A

Obsah přiloženého CD

BP Gruberova.pdf – soubor s elektronickou verźı této bakalářské práce.

PreprocessData – složka se zdrojovými kódy naimplementovaného baĺıku
PreprocessData.jl.
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