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Abstrakt

Hluboka mozkova stimulace je neurochirurgickd metoda, spocivajici v trvalé elektrické stimulaci
vybranych mozkovych jader. V pfipadé Parkinsonovy choroby jde nejcastéji o stimulaci
subthalamického jadra za ucelem zmirnéni tfesu i dalSich pfiznakd. K umisténi této stimulacni
elektrody je vSak nutna presna lokalizace mozkovych jader, kterou v praxi nejcastéji provadi

zkuSeny neurolog rucni anotaci z elektrofyziologickych zaznam( béhem operace.

Cilem této prace je implementace a evaluace klasifikatoru pro detekci subthalamického jadra v
exploracnich trajektoriich hluboké mozkové stimulace u pacientd s Parkinsonovou nemoci, ktera
by znacné ulehcila Iékafim manudlni praci pfi téchto operacich. Dalsim bodem prace je
vyhodnoceni vlivu Sumu na presnost klasifikace a porovnani pfinosu jeho odstranéni pomoci

manualni metody a dvou automatickych metod.

Vybrala jsem 9 prfiznakll na zakladé predchazejici reserse existujicich pristupl k detekci
subthalamického jadra. Vyhodnoceni pfiznak( jsem provedla na trénovaci mnoziné, obsahujici
5834 mikroelektrodovych zaznami od 20 pacientl s Parkinsonovou chorobou. Vyhodnocenim
pfiznakl na trénovaci mnoziné datasetu pomoci ROC krivek jsem zjistila, Ze nejlepsich vysledk
dosahly pfiznaky energie RMS, jeji normalizovand verze NRMS a délka kfivky. Nezadouci Sum
v mikroelektrodovych signalech mél nejvétsi vliv na energii RMS, jeji normalizovanou verzi NRMS
a na pocet prlchodd nulou. Naopak priznaky pramér nelinedrni energie a délka krivky byly vici

Sumu na trénovacim datasetu robustni.

Evaluaci a porovnanim klasifikatorl na zakladé hodnot presnosti, senzitivity a specificity na
testovaci mnoZiné obsahujici 2488 mikroelektrodovych zdznamG od 8 pacientd jsem dospéla
k zavéru, Ze klasifikace podle zvoleného prahu dosahuje navzdory své jednoduchosti znacné
dobrych vysled(. Zpfesnéni Ize docilit pouzitim klasifikatoru Support Vector Machine s vyvazenym
trénovacim datasetem a selekci pfiznakl. V konecném dlsledku vsak dojde o zlepSeni v ramci
pouhych par jednotek procent. Co ovSsem ma velky vliv na pfesnost klasifikace, je odstranéni
artefaktll, a to predevsim automatickou autokorelaéni metodou, kterou bylo docileno nejlepsich
vysledk(l — v pfipadé klasifikace pouhym prahovdnim NRMS bylo dosazeno 90,47% presnosti a

pomoci SVM klasifikatoru se selekci pfiznakd 91,20% presnosti.

Klicova slova: mikroelektrodové zaznamy, klasifikace, subthalamické jadro, Parkinsonova choroba



Abstract

Deep brain stimulation is a neurosurgical method consisting of continuous electrical stimulation
of the selected brain nuclei. In the case of Parkinson's disease, stimulation is most often targeted
at the subthalamic nucleus in order to alleviate tremor and other symptoms. Nevertheless, to
place this stimulating electrode, precise localization of the brain nuclei is required, which is in
practice most often performed by an experienced neurologist who manually annotates

electrophysiological records during surgery.

The aim of this thesis is to implement and evaluate a classifier for the detection of the subthalamic
nucleus in the microelectrode exploration trajectories of deep brain stimulation in Parkinson's
disease patients, which would greatly facilitate the doctors' manual work during these operations.
The next point of the thesis is to evaluate the effect of noise on the accuracy of classification and

comparison of the benefit of its removal using a manual method and two automatic methods.

| selected 9 features based on a previous research of existing approaches to subthalamic nucleus
detection. | evaluated the features on training set containing 5,834 microelectrode recordings
from 20 Parkinson’s patients. By evaluating the features on the training subset of the dataset using
ROC curves, | found that the best results were achieved by the symptoms of RMS energy, its
normalized version of NRMS, and the length of the curve. The undesirable noise in microelectrode
signals had the major impact on RMS energy, its normalized version of NRMS, and zero-crossing.
On the contrary, other features, such as the curve length and the average of nonlinear energy

were robust against the noise on the training dataset.

By evaluation and comparison of classifiers based on the values of accuracy, sensitivity and
specificity on a test set containing 2488 microelectrode records from 8 patients, | concluded that
the classification according to the chosen threshold achieves very good results, considering its
simplicity. Additional refinement can be achieved by using the Support Vector Machine classifier
with a balanced training dataset and feature selection. However, it leads to an improvement
within a few units of percentage only. Nevertheless, the artifact removal has a huge impact on the
accuracy of classification, especially when using the automatic autocorrelation method, which
reached the best results — in the case of classification by simply thresholding of NRMS, 90.47%
accuracy was achieved, while using the SVM classifier with the feature selection achieved 91.20%

accuracy.

Key words: microelectrode recordings, classification, subthalamic nucleus, Parkinson's disease
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1 Uvod

1. Uvod

Moderni medicina je spojena se ziskavanim velkého mnozstvi dat o pacientech. Aplikace metod
strojového uceni a datové analyzy predstavuje velky potencidl pro vyzkum doposud
neobjasnénych nemoci, pro objektivizaci péce i pro usnadnéni manualni prace Iékar(. Pravé pri
operacich hlubokych mozkovych stimulaci u pacientl s Parkinsonovou chorobou je nutnd
klasifikace mozkovych jader, kterou obvykle déld manualné profesionalni neurolog. Automaticka
klasifikace mozkovych jader by tak lékariim viditeIné usnadnila zdlouhavou manualni praci pfi

téchto operacich.

Hlavnimi cili této prace jsou:
l. Nastudovat literaturu na téma klasifikace jader z mikroelektrodovych zaznamid béhem
operace hluboké mozkové stimulace u Parkinsonovy nemoci.
1. Vybrat vhodné pfiznaky pro klasifikaci z literatury a pomoci explora¢ni analyzy. Tyto
pfiznaky implementovat a evaluovat jejich klasifikaéni pfesnost na zadaném datasetu.
Ill.  Zjistit robustnost priznakl vzhledem k pfitomnosti artefaktll v mikroelektrodovych
zaznamech. Pouzit jednak ruéni klasifikaci Sumu z datasetu, jednak automatické metody.
V. Implementovat a evaluovat klasifikator pro detekci STN jadra v exploracnich trajektoriich
hluboké mozkové stimulace u pacientl s Parkinsonovou nemoci. Vyhodnotit vliv artefaktd

na presnost klasifikace.
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2. Uvod do problematiky

Tato kapitola je vénovana stru¢nému uvedeni do problematiky této prace. Predmétem této prace
je klasifikace subthalamického jadra z mikroelektrodovych zaznamu, popsanych v ¢asti 2.4, které
byly pofizeny v pribéhu operace hluboké mozkové stimulace. Hlubokd mozkova stimulace je
chirurgicky zdkrok pouzivany klécbé Parkinsonovy choroby, ktery je popsan v éasti 2.2.
Samotnému onemocnéni je vénovdna podkapitola 2.1. Sekce 2.3 charakterizuje
elektrofyziologickou aktivitu mozku, kterou je moZno zaznamenavat jiz zminénymi
mikroelektrodami. V posledni casti této kapitoly, v ¢asti 2.5, jsou popsany pouzivané pristupy
v literatufe na toto téma — klasifikace jader z mikroelektrodovych zdznam( béhem operace

hluboké mozkové stimulace u Parkinsonovy nemoci.

2.1 Parkinsonova choroba

Parkinsonova choroba (Parkinson’s disease, PD) je druhym nejcastéjSim neurodegenerativnim
onemocnénim spojenym se starnutim a nejc¢astéjsi pohybovou poruchou (Mhyre et al. 2012). PD
je zplsobena predevsim degeneraci dopaminergnich neurond v mozkové strukture zvané
substantia nigra neboli ¢ernd substance, nachdzejici se v mesencephalonu (stfednim mozku),
ktera vede k abnormalnim mozkovym aktivitdm a poskozeni centralni nervové soustavy (Cardoso
et al. 2005). Dopaminergni buriky maji za Ukol vytvaret dopamin — neurotransmiter, ktery mj.
pomaha ovladat svalovy tonus a pohyby (Carter 2010). Jejich zanik zplsobuje nedostatecné
mnozstvi tvorby dopaminu, coz ma za nasledek motorické projevy PD, které se oznacuji jako
parkinsonsky syndrom nebo také parkinsonismus (Carter 2010). Parkinsonsky syndrom mUze byt
projevem i jiné choroby ¢i ndsledkem zranéni, proto ne kaidy ,parkinsonik” musi nutné trpét
Parkinsonovou chorobou (Carter 2010). Motorickymi projevy Parkinsonovy choroby jsou
motorické dysfunkce jako klidovy tremor koncetin (tfes), bradykineze (zpomalend rychlost
pohybu), nekoordinované pohyby, posturalni nestabilita nebo svalova rigidita (ztuhlost) (Mhyre
et al. 2012). Pacienti vSak Casto trpi i psychickymi projevy jako jsou poruchy nalad, deprese,
halucinace, komplexni poruchy chovani, gastrointestindlni, autonomni a kognitivni deficity i
suicidalni chovani (Poewe 2008; Braak a Del Tredici 2008). Z hlediska patologie je PD distribuovana
v celém nervovém systému — tedy nejen v centrdlnim, ale také v perifernim a enterickém. Autofi
Heiko Braak a Kelly Del Tredici ve své praci (Braak a Del Tredici 2008) pfirovnavaji parkinsonismus
ke Spicce ledovce, ¢imz poukazuji, Ze trva roky, néz se PD projevi v plném rozsahu. Pravé vyse

zminované psychické projevy se mohou objevit uz nékolik let pfed zjevnymi motorickymi priznaky
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(Braak a Del Tredici 2008). Pficina této choroby vSak dosud neni zcela objasnéna, velmi zfidka se

povede najit genetické mutace s ni souvisejici (Carter 2010).

2.2 Hluboka mozkova stimulace

Hlubokd mozkova stimulace (Deep Brain Stimulation, DBS) je funkéni stereotaktickd metoda
neurochirurgie, pfi niz dochazi ke kontinudlni stimulaci nervové struktury mozku s pouZzitim
implantovanych elektrod, které jsou pfipojeny na neurostimuldtor, umistény v podkozi
podklickové oblasti (Benabid 2003). Stimulaci subthalamického jadra (Subthalamic Nucleus, STN)
se tlumi motorické priznaky Parkinsonovy choroby. Studie uvadi, Ze pomoci DBS doslo ke zlepSeni
motorickych dysfunkci az u 60 % pacient(l s Parkinsonovou chorobou (Dallapiazza et al. 2018). Pro
dosazeni uspésné DBS je klicova presnost zacileni stimulaéni elektrody do STN. Pfed operaci se
nejprve STN jadro identifikuje nejc¢astéji pomoci neurozobrazovacich MRI snimki a nasledné je
podle nich naplanovana samotna stereotakticka operace. Pti operacich DBS se nahrdva neuronalni
aktivita mozku v oblasti bazalnich ganglii pomoci exploracnich elektrod za ucelem identifikovat
mozkova jadra a urcit idealni pozice pro nasledné umisténi stimulacni elektrody. MER snimky se

pak pouzivaji jen jako dodatecné zpfesnéni identifikace béhem operace.
2.3 Elektrofyziologicka aktivita mozku

Mozek je povazovan za nejslozitéjsi strukturu, nejen v lidském téle, ale i kterou jsme jako lidstvo
doposud vibec poznali. Lidsky mozek je spletitd sit s velmi sloZitymi organiza¢nimi principy,
tvorena prevazné ze samostatnych funkcnich jednotek — neurond (nervové buriky), které jsou
tvoreny bunéénym télem, dendrity a axony, a gliemi (podplrnymi burikami), které maji pfedevsim
vyzivovaci, ochrannou a pojivovou funkci (Carter 2010). Lidsky mozek obsahuje zhruba 100 miliard
neuronl a 10krat vice gliovych bunék (Herculano-Houzel 2009). Mezi organely bunécného téla
patfi nukleus (jadro) obsahujici DNA, ribozomy vyrabéjici bilkoviny a mitochondrie, které
produkuji energii (Carter 2010). Druhy neuronl mohou byt z hlediska umisténi bunééného téla

vzhledem k dendritlim a axondm rlizna (viz obrazek 1).
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Obrazek 1 Typy neuront (Haas 2012)

1. Unipoldrni, 2. Bipolarni, 3. Multipolarni, 4. Pseudounipolarni

Nervovy vzruch je kratky elektricky vyboj (spike), ktery je veden neuronem. Nervové signaly jsou
tvofeny pravé sériemi jednotlivych vybojli, nazyvané také jako akéni potencidly. Jednotlivé
nervové vzruchy vznikaji na zakladé pohybu nabitych iont(, a to predevsim iontd sodiku (Na+),
drasliku (K+) a chloridu (Cl-) ptes kanaly v membrané nervovych bunék. Pokud se zrovna Zadny
vzruch neuronem nesifi (klidovy potencidl), je na vnéjsi strané membrany axonu vice kladné
nabitych iontll neZ na strané vnitfni, coZ je zapfi¢inéno polarizaci. Napéti klidového
membranového potencidlu se pohybuje v rozmezi -50 az -90 mV. To znamena, Ze uvniti buriky
prevazuje zaporny naboj. Nervovy vzruch (akéni potencial) je bunécnou sténou prendasen jako vina
depolarizace, kdy se kladné sodikové ionty presunou skrz sodikové kanalky v membrané dovnitt
buriky a dojde tak ke zvySeni naboje na vnitfni strané membrany, a repolarizace (navraceni do
klidového potencialu). Béhem depolarizace dosahuje napéti +30 az +40 mV (vnitfni strana
membrany je kladné nabita). Dendrity pfijimaji nervové vzruchy a vedou je k bunécnému télu
pfislusného neuronu, odtud je axon vede od téla neuronu dale k dalS$im nervovym bunkam. Misto,
kde dochazi ke spojeni dvou neuront, a tedy k pfechodu nervového vzruchu z jednoho neuronu
na druhy, se nazyva synapse. Neurotransmitery (nervové prenasece) jsou latky umoznujici
prechod akcniho potencidlu z jednoho neuronu na druhy pres excitacni synapsi. V lidském mozku
je kazdy neuron propojen s pfiblizné 10 000 dalSimi neurony a jejich shluky (Sanei a Chambers
2007). Neurotransmitery lze na zakladé chemického sloZeni rozdélit do nékolika skupin:
acetylcholin, biogenni aminy, aminokyseliny a jejich derivaty. Pravé do druhé skupiny patfi mimo

serotonin, histamin a noradrenalin i dopamin, kterého maji pacienti s PD nedostatek. Molekuly
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neurotransmiterl vznikaji v téle neuron(, transportuji se v kanalcich (neurotubulech) skrz axon a
na konci jsou zapouzdieny do membranou obalenych vacka (synaptickych vesikul). Jakmile se
nervovy vzruch dostane na konec axonu k presynaptické membrdané, splyne sténa synaptickych
vacka s presynaptickou membranou a dojde k transportu neurotransmiteru do synaptické mezery
(o Sifce 20 nm), kterd se nachazi mezi membranou vysilajiciho (presynaptického) a pfijimaciho
(postsynaptického) neuronu. Odtud se difuzi dostane aZ k postsynaptické membrané a navaze se
v jejim kanalu na pfislusny receptor (napf. na dendritu postsynaptického neuronu). V ten moment
dojde k otevieni membranového kandlu a nasledné ke vstupu kladné nabitych iontl do

postsynaptické burky, ktery vyvola novou vinu a jeji Sifeni aktualnim neuronem. (Carter 2010)

Frekvencni pasma mozkovych vzruchl se nejcastéji znaci jako alfa, beta, gama, delta a theta,
nékdy se vSak mizZeme setkat i s detailnéjSim délenim jako napftiklad horni/dolni alfa pasmo apod.
Razni autofi vSak vymezuji jednotlivd pasma rldznymi frekvencemi, proto se uvadi i Ciselné
vymezeni frekvencnich pasem v Hz. Jako ptiklad uvadim tabulku (Tabulka 1) se strucnou
charakteristikou péti zakladnich mozkovych vin a hodnotami, které uvadi ve své knize autofi

Priyanka A. Abhang, Bharti W. Gawali a Suresh C. Mehrotra (Abhang et al. 2016).

Frekvencni pasmo Frekvencni rozsah Mozkové stavy
Gama (y) >35 Hz koncentrace
Beta (8) 12-35 Hz uzkost, aktivni, vnéjsi pozornost, uvolnénost
Alfa (a) 8-12 Hz vétsi uvolnénost, pasivni pozornost
Theta (9) 4-8 Hz hluboka uvolnénost, védomé soustiedéni
Delta (6) 0,5-4 Hz spanek

Tabulka 1 Charakteristiky péti zakladnich mozkovych vin (Abhang et al. 2016)
2.4 Mikroelektrodové zaznamy

Extraceluldarni mikroelektrodové (MER, také UEEG nebo microEEG) zdznamy jsou zakladni
metodou pro nahravani signalll jemné mozkové aktivity. Jak jiz z nazvu vyplyva, signaly jsou
zaznamendvané pomoci tenkych elektrod, jejichz hroty maji velikost fadové pouhych desitek
mikrometr( (Slavin a Holsapple 2004). Diky takto malym rozmérim, které jsou srovnatelné
s velikosti jednoho neuronu, je mozné zaznamenavat extraceluldrni aktivitu neurond v nejblizsim
okoli dané elektrody. Amplituda MER zaznamU se obvykle pohybuje v fadu desitek az stovek mili-
Volt (mV) a pouZiva se vzorkovaci frekvence v desitkach kHz — nejcastéji 24 kHz. MER zdznamy
obsahuiji typicky jednotkovou aktivitu (unit activity) jednoho aZ nékolika neurond, jez se nachazi
v tésné blizkosti elektrody, zachycuje vsak soucasné i Sum na pozadi (background noise), ktery

predstavuje aktivitu vzdalenéjsich neuront od elektrody.
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Nejcastéji pétice mikroelektrod (viz 4.1) je postupné zasouvana do mozku pomoci motorem
pohdanéného microdrivu, kdy se na kazdé pozici (hloubce) zaznamendvd mozkovd aktivita
z jednotlivych elektrod. Na zakladé téchto mikroelektrodovych zaznam( je zkuseny neurolog
schopen urcit aktudlni polohu pomoci porovnani pozorované aktivity s predpokladanymi jadry a
urcit prostorové okraje detekovaného jadra vzhledem k elektroddm. Nejcastéji se tato manualni
klasifikace provadi na zakladé vizudlnich a zvukovych pozorovani zaznamenavanych signalli

(Bakstein 2016).

BéZnou soucasti MER signall jsou i elektromagnetické a mechanické artefakty, na které jsou tyto

zaznamy velice citlivé (viz 3.2).
2.5 Pristupy a pouZzivané priznaky z literatury

Subthalamické jadro (STN) je hlavni cilovou oblasti v mozku pfi Iécbé pacientl s pokrocilou
Parkinsonovou chorobou, ktefi podstupuji operaci hluboké mozkové stimulace. Shluk neuront
v oblasti STN je ve srovnani s okolnimi strukturami znacné vyssi. To lze pozorovat pravé na
zaznamech neuronalni aktivity, ziskanych z mikroelektrodovych zdznamid (MER). Priblizeni
elektrody kSTN a nasledny vstup do jadra, se do zdznamu promitne jako vyrazné zvyseni

amplitudy signalu. Pro klasifikaci mozkovych jader existuje jiz fada modeld.

Modely, které aplikuji jako pfiznak energii nefiltrovaného signalu, respektive normalizovanou
odmocninu praméru signalu (NRMS) poutzili autofi Moran a kolektiv, Zaidel a kolektiv, Wong a
kolektiv, Chaovalitwongse a kolektiv a Valsky a kolektiv (Moran et al. 2006; Zaidel et al. 2009;
Chaovalitwongse et al. 2011; Valsky et al. 2016). Moran a kolektiv jej nasledné upotrebili jako
vstupni data spole¢né s odhadovanou vzdalenosti k cili pro Bayesovsky klasifikator (Moran et al.
2006), zatimco Zaidel a kolektiv vyuzili diskrétni skryty markovsky model (Hidden Markov Model,
HMM) (Zaidel et al. 2009). Zaidel a kolektiv pouZili jako dalsi priznak taktéz odhadovanou
vzdalenost k cili a mimo ni jesté vykonovou spektralni hustotu (PSD) (Zaidel et al. 2009). Vyhodou
je predevsim nenarocnost vypoctu RMS, nezavislost na Spicce a velkd tolerance k parametriim
elektrod Bayesovského klasifikatoru, jez mlze vést primo k vyvoji plné automatizované
intraoperacni fyziologické metodé pro zdokonaleni odhadu hranic STN) (Moran et al. 2006).
Stejné priznaky jako Zaidel pouZil Valsky a kolektiv, jako klasifikator vSak pouzival jak HMM, tak i
metodu podpurnych vektord neboli Support Vector Machines (SVM). Chaovalitwongse a kolektiv
a Wong a kolektiv vyuZzili jako ptiznaky rovnéz NRMS v kombinaci s prichody nulou (zero crossing),
jako klasifikator implementovali oba autofi algoritmus k-nejblizSich sousedd, Wong a kolektiv

navic jesté Bayesovsky klasifikator (Wong et al. 2009).
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Pozornost vykonové spektralni hustoté vénovali mimo jiné i autofi Cardona a kolektiv, Ciecierski a
kolektiv a Cagnan a kolektiv (Cardona et al. 2012; Ciecierski et al. 2014; Cagnan et al. 2011).
Cardona vyuzil Bayesovkého klasifikatoru, Ciecierski testoval dva klasifikatory: Random Forest (RF)
a Rough Set Exploration System (RSES) (Cardona et al. 2012; Ciecierski et al. 2014). Vysledkem
prace Ciecierski a kolektivu byla softwarova aplikace, jez byla od roku 2013 Uspésné integrovdna
pfi operacich DBS provadénych na Institutu Psychiatrie a Neurologie ve Varsavé (Ciecierski et al.
2014). Cagnan a kolektiv detekovali STN na zakladeé jiz vySe uvedené vykonové spektralni hustoty
(PSD), miry Sumu neuron(l na pozadi (noise level) a neuronalni aktivité (compound firing rate) a
aplikoval prahovou metodu (threshold metod) za ucelem detekovat ventrdlni a dorzalni hranice

STN (Cagnan et al. 2011).

Taghva se vénoval rozsiteni na semi-markovsky model (HsMM), kde vyuzival délky prichodu
jddrem a funkce kontinudlni hustoty pravdépodobnosti. Autor simuloval anatomii a
elektrofyziologii hluboké mozkové stimulace subthalamického jadra a vytvofil sedmistupriovy
model pro porovnani pfistupl HsMM s HMM a dosahl 98,5% presnosti na testovacich datech
(Taghva 2011). HMM implementovali ve své studii i Shamir a kolektiv, ktefi se zaméfili na vliv délky

zaznamu a hustoty hloubek (pozic) nahravek mikroelektrodového zaznamu (Shamir et al. 2012).

Tym autor( Novak a kolektiv aplikoval metodu detekce subthalamického jadra, ktera je zaloZzena
na analyze vysokofrekvencni aktivity pozadi neuront (> 500 Hz). Ta umozZiuje vymezeni dorsalnich
i ventralnich hranic STN pomoci amplitudy zaznamenaného signalu, ktery je v oblasti STN vy3si nez
v sousednich strukturach (Novak et al. 2007). V jiné studii autoti Novak a kolektiv navrhli detekci

pomoci RMS signalu filtrovaného pasmovou propusti (Novak et al. 2011).

Klasifikace pomoci metody podpudrnych vektorl neboli support vector machines (SVM)
implementoval tym Guillen a kolektiv. Pfi té je vyuZito vice pfiznakd: RMS, nelinedrni energie,
délka krivky, prachody nulou, smérodatna odchylka (std) a pocet vrcholi. Algoritmus byl aplikovan
za Ucelem rozpoznat subkortikalnich struktur, a predevsim subthalamického jadra. Pfesnost této

metody byla velice vysokd, autorlim se povedlo dosdhnout 99,4% presnosti (Guillén et al. 2011).

Rajpurohit a kolektiv optimalizovali automatickou detekci STN pomoci selekce ptiznakd.
Extrahovali kvantitativni ptiznaky (13) z mikroelektrodovych zaznam(, hodnotili jejich vybér a
identifikovali optimalni kombinace (Rajpurohit et al. 2015). Jako klasifikator autofi pouzili
logistickou regresi, naivni bayesovsky klasifikator, klasifikator k-nejblizSich sousedld a SVM

(Rajpurohit et al. 2015). Znaéné nejlépe si vedl klasifikator logistické regrese. Autofi dosli k zavéru,
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Ze selekce priznakl snizuje chybu klasifikace v automatizované lokalizaci STN z MER pfi operacich

DBS (Rajpurohit et al. 2015).

Autoti Schiaffino a kolektiv klasifikovali STN pomoci klasifikatoru k-nejblizsich sousedt (k-nearest
neighbors, k-NN), ve kterém vyuZili pfiznaky jako prlchody nulou, délku kfivky, primérnou

nelinedrni energii, vrcholy, bazalni amplitudu a dalsi (Schiaffino et al. 2016).

Cao a kolektiv vyuZzili celkem 106 pfiznakd k porovnani vysledkd uceni bez ucitele pomoci
algoritmu nahodnych les( (Cao et al. 2019). Cilem autor( bylo porovnat vysledky s a bez selekce
priznakd, kde znacné vétsi presnosti na testovacich datech dosahla metoda se selekci priznakd 92

%, zatimco metodou bez selekce bylo dosazeno 76 % (Cao et al. 2019).

Autofi Khoshravi a kolektiv pouZili tfi sady ptiznak(: konvenéni pooperaéni pfiznaky, pfiznaky
zalozené na rychlé Fourierové transformaci (FFT-base features) a pfiznaky diskrétnich vinkovych
transformaci (DWT-base features). Jako konvenéni pooperacni ptiznaky poutzili napfiklad: pocet
vrcholl, smérodatnou odchylku ¢asovych rozdild mezi vrcholy, RMS, pocet vrcholl za jednotku
Casu, prlchody nulou a Teagerovu energii. Ke klasifikaci dvou tfid uvnitf/mimo STN nasledné
implementovali klasifikator hlubokych neuronovych siti (Deep Neural Network, DNN) nebo
kombinaci klasifikatord: metoda podpUrnych vektor( (SVM), logistickou regresi (LR), algoritmus k-
nejblizsich sousedll (k-NN) a rozhodovaci strom (Decision Tree, DT). Nejlepsiho vysledk( (92 %)
dosdhla kombinace ptiznakl diskrétnich vinkovych transformaci s klasifikatorem hlubokych

neuronovych siti (Khosravi et al. 2020).
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3 Metody

3. Metody

Tato kapitola pojedndva o pouzitych metodach v této praci. Nejprve je zde v ¢ésti 3.1 strucné
vysvétleni, co je ptiznak a jeho poutziti pfi klasifikaci ve strojovém uceni. V nasledujici podsekci
3.1.1 jsou popsany zvolené priznaky a jejich metody vypoctu, které byly vybrany na zakladé
predeslého studia literatury (viz 2.5). Vybrané priznaky byly vyhodnoceny pomoci operacnich
kfivek, jejichz pouZiti je popsano v ¢asti 3.1.2. Samotné klasifikaci pomoci klasifikdtoru SVM,
kterému je vénovana ¢ast 3.1.5, predchdzelo vyvazeni datasetu metodou podvzorkovani vétsinové
tfidy, popsané v sekci 3.1.3, a selekce priznakd popsana v ¢asti 3.1.4. Sekce 3.1.6 popisuje kritéria
pro vyhodnoceni a porovnani Uspésnosti klasifikatoru SVM s rlznymi metodami predzpracovani
(vyvazeni datasetu a selekce priznakd). Druhd cast 3.2 byla vénovana vlivu artefaktl
v mikroelektrodovych zdznamech a automatickym metodam pro jejich identifikaci popsané v sekci

3.2.1.

3.1 Priznaky a Klasifikace

Ve strojovém uceni a rozpoznavani se jako priznak (feature) povaZuje individualni méfitelna
vlastnost pozorovaného jevu (v tomto pfipadé vlastnost mikroelektrodovych zaznam), kterd
mUze byt nadale analyzovana. Snahou je najit takové ptiznaky, které jsou robustni (odolné vici
pfitomnému Sumu), spolehlivé (pfiznaky naleZici do stejnych/rGznych tfid by mély mit
podobné/odlisné hodnoty) a jejichz vypocet je rychly a pfimérené naroény. Pfiznaky je nutné
vypocitat totoZnym postupem jak pro trénovaci, tak testovaci skupinu dat. Napocitané priznaky

aer

se nasledné pouziji jako vstup do klasifikatoru. (Bishop 2006)

Algoritmy strojového uceni Ize z hlediska zpUsobu uéeni rozdélit na uceni s ucitelem (supervised
learning), jehoz tréninkova data obsahuji vedle vstupnich vektord i jejich odpovidajici vystupni

vektory, a u€eni bez uditele (unsupervised learning), u kterého nejsou ke vstupnim datim znamé

vystupy.

V pfipadé této prace se jedna o algoritmy strojového uceni nazyvané uceni s ucitelem, jehoz
tréninkova data obsahuji vedle vstupnich pfiznakovych vektord (tj. jednotlivych MER zaznam) i
jejich odpovidajici vystupni vektory v podobé oznaceni mozkovych jader. BEhem tréninkové faze
neboli faze uceni se dany model nauci pfifazovat vstupni data ke spravnym vystuplim na
trénovacich datech pomoci expertem pfifazenych mozkovych jader. Jakmile je model naucen,

mUZe urcit identitu (mozkové jadro) novych dat z testovaci skupiny, aniz by znal jejich skutecnou
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lokalizaci. Schopnost spravné klasifikovat vstupy ztestovaci skupiny, které se lisi od dat
trénovacich, se nazyva generalizace. Stav, kdy se model pfilis pfizplsobi na trénovacich datech a
selhdva na datech testovacich neboli nema schopnost generalizace, se nazyva preuceni

(overfitting). (Bishop 2006)
3.1.1 Zvolené priznaky

Pro experimentalni vyhodnoceni jsem pouZila energii vzorkovaného signalu (RMS) a
normalizovanou energii (NRMS) ziskanou naslednou normalizaci RMS, frekvencni pasma vykonové
spektralni hustoty (PSD), primér nelinedrni energie (ANE), délku k¥ivky (CL), pocet prichodl nulou

(2C) a pocet vrcholl (Peaks).
Energie signdlu (RMS) (Moran et al. 2006; Zaidel et al. 2009; Guillén et al. 2011)

Energii signalu (Root Mean Square) jsem vypocetla podle definice jako

kde X je vektor vzorkovaného analogového signalu, xi kvadrat i-tého vzorku a N pocet vzorkd.

NRMS jsem ziskala vydélenim vsech energii dané trajektorie primérnou hodnotou RMS prvnich 5
pozic. JelikoZ zaznamy vzdy zacinaji 10 mm pied STN, Ize tedy u prvnich 5 pozic (hloubek) bezpecné
predpokladat, Ze jsou mimo STN. Normalizovani RMS je uZiteéné kvlli nezndmé impedanci

elektrod, zajisti tak porovnatelnost hodnot energii napfic¢ elektrodami a mezi pacienty.

Vykonovad spektralni hustota (PSD) (Cagnan et al. 2011)

Vykonovou spektralni hustotu (Power Spectral Desnity) mikroelektrodovych zaznam jsem ziskala
odhadem vykonového spektra pomoci Welchovy metody s délkou okna 1s a 50% prekryvem.
Pocet vzork( ve FFT (Fast Fourier Transform) odpovida délce okna tedy 24000. Nasledné jsem
spektrum rozdélila do tfi frekvencnich pasem: alfa (a: 3-12 Hz), beta (B: 13-30 Hz) a gamma (y: 31-
100 Hz). Relativni energii v jednotlivych pasmech jsem vypocetla na zakladé poméru primeérného

vykonu v daném frekvenénim pasmu a primérného vykonu v celém spektru.
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Priimér nelinedrni energie (ANE) (Wong et al. 2009; Guillén et al. 2011; Rajpurohit et al. 2015;
Khosravi et al. 2020)

Primér nelinedrni energie (Average of Nonlinear Energy), v literatufe casto uvadéné jako

Teagerova energie signalu (respektive jeji primér), jsem vypocetla pomoci vzorce:
N-1
1 2
ANE = mz X{ = Xi—1 Xi+1,

=
kde x; € vektoru dat X = {X1, X2, ..., Xn} @ N je pocet vzork( v daném signalu.

Délka krivky (CL) (Wong et al. 2009; Guillén et al. 2011; Khosravi et al. 2020)

Délku krivky (Curve Length) mikroelektrodového zaznamu jsem ziskala pomoci vzorce:

N-1
CL = Z|xi+1 - Xil,
i=1
kde x; € vektoru dat X = {x3, X2, ..., Xn} a N je pocet vzorkl v daném signalu.

Pocet priichodii nulou (ZC) (Wong et al. 2009; Guillén et al. 2011)

Pocet prichodl nulou (Zero Crossing) v jednotlivych signdlech z mikroelektrodovych zaznami

jsem vyporetla jako:

N-1
1
26 = 5 ) sgn(ei) - sgn(xo),
i=1

kde x; € vektoru dat X = {x1, Xz, ..., xn} @ N je pocet vzorkili v daném signalu.
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Pocet vrcholii (Peaks) (Wong et al. 2009; Guillén et al. 2011)

Pocet vrcholll jejichZz hodnota je kladna jsem ziskala podle vzorce:

N-—
1

Peaks = Ez max{0, [sgn[x;y1 — x;] — sgnlxiio — xi14]1}
i=1

kde

a if a>b,
max(a, b) = b if a<hb,
avb if a=b,

1 if x>0,
sgn(x) =3 0 if x=0,
-1 if x<0,

Xi € vektoru dat X = {x4, X, ..., Xn} a N je pocet vzorkd v daném signalu.

Ne vidy jsou jednotlivé mikroelektrodové zaznamy stejné dlouhé, at uZ vlivem odstranéni
artefaktl nebo kratsi dobou nahravani. Za ucelem dosaZzeni porovnatelnych hodnot byla proto
délka krivky, pocet prichodl nulou a pocet vrcholl normalizovany na pocet vzorkd — tedy vidy

vydéleny poétem vzorkd jednotlivych signald.
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3.1.2 Kritéria hodnoceni piiznaka

Pro vyhodnoceni a porovnani zvolenych ptiznakQl jsem pouzila ROC (Receiver Operating
Characteristic Curve) kfivky a hodnoty AUC (Area Under the Curve) tedy plochy pod pfislusnou

krivkou.

ROC (Receiver Operating Characteristic Curve) kfivka graficky znazorniuje vyhodnoceni binarniho
klasifikatoru pro rizné hodnoty rozhodovaciho prahu. Binarni klasifikator ohodnoti data bud' jako

pozitivni nebo jako negativni pfipady. Tim ziskdvame Ctyfi rlzné jevy znacené:

JEV TPttt skutecné pozitivni a oznacen jako pozitivni (True Positive)
JEV TN ettt s skutec¢né negativni a oznacen jako negativni (True Negative)
JEV FPorcee ettt skutec¢né negativni a oznacen jako pozitivni (False Positive)
JEOV FN et skutecné pozitivni a oznacen jako negativni (False Negative)

PIPAA P oottt st st s enae pocet skutecné pozitivnich pripadu

[ 1T o X o N A O TRR U RPPR pocet skutecné negativnich pfipadu

Senzitivita nebo také TPR (True Positive Rate) je podminéna pravdépodobnost

TP
TP+FN’

TPR = P(TP|P) = kterd vyjadfuje relativni cetnost spravné klasifikovanych pozitivnich

pfipadli. Podobné je pak specificita neboli TNR (True Negative Rate), podminéna

TN

pravdépodobnost TNR = P(TNIN) = ——,

kdy klasifikdtor ohodnoti skute¢né negativni
objekt jako negativni. Naopak pravé falesnd pozitivita (FP, False Positive) je podminéna
pravdépodobnost FP = P(P|TN), znazornujici pravdépodobnost, kdy je skute¢né negativni
pfipad klasifikovan jako pozitivni. Analogicky faleSnd negativita (FN, False Negative)

FN = P(N|TP), znazornujici relativni ¢etnost nespravné klasifikovanych pozitivnich pfipadd.

ROC krivka je vykreslena pomoci dvou parametrd: TPR (True Positive Rate), vynesené na ose y a

FPR (False Positive Rate) na x. Ty se snadno vypoctou nasledovné:

e FPR = (1 ficita) = —
TP+ FN = (L= specificita) = ppry:

TPR = (senzitivita) =
Je tedy zfejmé, Ze TPR + FNR = 1aTNR + FPR = 1.

AUC (Area Under the Curve) neboli plocha pod ROC kfivkou je kvantitativni index popisujici ROC

kfivku. Udava dvourozmérnou plochu pod celou ROC ktivkou od bodu [0, 0] do [1, 1].
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3.1.3 VyvaZeni datasetu

Pokud je zastoupeni tfid v datasetu znatelné nevyvazené, mlze toto zkresleni v tréninkové sadé
ovlivnit mnoho algoritm( strojového uceni, coZ muze vést k vyssi mife nespravné klasifikace
mensinové tfidy. To mizZe byt problém, zejména v pripadé jako je tento, kdy je mensinova tfida (v
tomto pripadé pozice uvnitf STN) hledanym cilem. Existuje mnoho metod pro feseni
nevyvdieného datasetu. Vtéto praci jsem pouzZila metodu podvzorkovani (Random
Undersampling), kterd spociva v eliminaci instanci vétSinové tfidy (v tomto pfipadé pozic mimo
STN) za Ucelem dosazeni vyvazenéjsiho rozdéleni ttid, které umozni klasifikatoriim chovat se jako

pfi standardni klasifikaci. (Fernandez et al. 2018)
3.1.4 Selekce priznaki

Selekce priznakd (feature selection) je proces vybéru podmnoZiny relevantnich ptiznakd, které
budou nasledné pouZity pro konstrukci modelu. Cilem selekce priznakl je nalezeni mapovani
z plvodniho d-dimenzionalniho prostoru do nového k-dimenzionalniho (kde k < d) s minimalni
ztratou informace. Nejlepsi podmnoZina obsahuje minimalni pocet pfiznakd pfispivajicich
k presnosti. Jde predevsim o sniZeni dimenze pfiznakového prostoru tedy o redukci poctu
priznakl, kdy se selektuji diskriminaéni ptiznaky a eliminuji redundantni za Gcelem snizeni

vypocetni narocnosti a zachovani generaliza¢ni schopnosti klasifikatoru (Dougherty 2013).

Existuji dva zakladni pristupy selekce priznakl — dopredny (forward) a zpétny (backward).
Dopredna selekce se zacne bez pfiznakl a ty se postupné pridavaji. V kazdém kroku se prida ten,
ktery nejvice snizuje chybu, dokud Zadné dalsi pfidani chybu nesnizi. Naopak pfi zpétné selekci se
zacne se viemi zvolenymi pfiznaky, které se postupné odstranuji. V kazdém kroku se odstrani vzdy
ten, ktery zvySuje chybu nejvice, dokud jiZz jakékoliv dal$i odstranéni nepfispivd ke zvyseni
presnosti klasifikace. V obou pfipadech je nutno testovat chybu na trénovaci mnozing, ktera je
oddélena od té testovaci, aby bylo mozné nasledné ovérit presnost generalizace vysledné mnoZziny

pfiznakl (Dougherty 2013).

Takzvané wrapper metody pouZivaji jako kriteridlni funkci takovou, ktera implementuje udici
algoritmus a vybira priznaky podle presnosti cilového klasifikatoru pfi pouzZiti jednotlivych
pfiznakl. Tyto metody obvykle pouzivaji kfizové validace (cross-validation) pro vybér funkci.
Takzvané filter metody pouzivaji k vybéru funkci, kterd méfri vlastnosti dat. Selekce ptriznaku je tak

zaloZena na obecnych charakteristikach jednotlivych pfiznakd (naptiklad korelace).
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V této praci jsem zvolila selekci ptiznak( doprfednym (forward) pristupem a pomoci wrapper
metody. Selekci pfiznakd jsem implementovala pomoci MATLAB funkce sequentialfs, jejimz
vstupem je libovolné zvolend kriteridlni funkce, matice se vSsemi napocitanymi pfiznaky na
trénovaci skupiné spolecné s vektorem spravnych tfid a moznost nastaveni nasobnosti kfizové
validace. Jako kriterialni funkci jsem pouzila chybu SVM klasifikatoru s RBF (Radial Basis Function)
kernelem s podvzorkovanymi daty. Bylo potfeba rozdélit pdvodni trénovaci mnoZinu (20 pacientd,
5834 MER zaznamu) za Ucelem vytvofit novou trénovaci a valida¢ni podmnozZinu v poméru 7:3.
Pravé nové vzniklé trénovaci a validaéni skupiny jsou pouzity jako vstup do kriteridlni funkce.
Funkce sequentialfs provede 10nasobnou kfizovou validaci opakovanym volanim kriteridlni funkce
s rlznymi podmnoZinami zadanych trénovacich a valida¢nich dataset(. Ve vypoctu kfizové
validace pro danou kandidatskou sadu priznakll se sekvencni soucty hodnot vracenych kriterialni
funkci vydéli celkovym poctem pozorovani ve valida¢ni mnoZiné. Tuto stfedni hodnotu pak funkce
sequentialfs pouZije k vyhodnoceni kazdé podmnoziny kandidatskych ptiznakl — v pfipadé
10nasobné kriZzové validace k 10 podmnoZindm kandidatskych ptiznakd. Do plvodné prazdné
mnoziny zvolenych pfiznakl tedy postupné pridava priznaky, které doposud nebyly vybrany a
jejichz pridanim dojde k nejvétsimu snizeni chyby SVM klasifikatoru na nové vzniklych trénovacich
datech. Vystupem funkce sequentialfs je vektor s vybranymi pfiznaky a historie obsahujici pridané

pfiznaky v kazdém kroku. (MATLAB 2019)
3.1.5 Zvoleny Kklasifikator
Support Vector Machine (SVM)

Metoda podpurnych vektor( neboli Support Vector Machine (SVM) (Cortes a Vapnik 1995), je ve
své podstaté linearni klasifikator rozdélujici data do dvou t¥id y € {—1, 1}, kde tfida p¥iznakového

prostoru x je ur¢ena jako:
y = sign(w - x + b).
SVM hleda optimalni separujici nadrovinu spliujici podminku:
Yn(W-x, +b) > 0.

Pro linearné separovatelna data tedy existuje alespon jedna dvojice parametrd w a b spliujici tuto
podminku. Pokud existuje vice dvojic parametrll w a b spliujici tuto podminku, najde SVM
optimalni za pomoci maximalizace minimalni vzdalenosti separujici nadroviny od vsech prvka

trénovaci mnoZiny —tzv. margin. Plati totiz, Ze ¢im vétsi margin, tim lepsi generalizace na testovaci
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mnoziné. Jelikoz vzdalenost bodu od nadmnoziny je definovana jako z = ﬁ, muze byt margin
el 1 1 2 , T . .
kvantifikovan jako — + — = —. Potom problém nalezeni optimalni dvojice parametrii wa b

wll -~ liwll lwll’

Ize formulovat jako:
1
W, b") = argmin lIwll?,

za podminky:

yiw-x;+b) =1, vi={1,..,N}.
Tento problém lze vyjadfit jako dudlni Ulohu pomoci Lagrangeovych multiplikatorl a;, i = 1,...,N

nasledovné:

N 1 N N
L= a;gmaxz: a; — 5 2 Z aiaj}’i}’jK(xi'xj)'

i=1 i=1j=1

za podminek:

N
Z“i%’=0, a; =0, vi={1,..,N}L

i=1

VyreSenim této ulohy budou vsechna nenulova a; pfisluset vektorim x;, které jsou nejblize
separujici nadroviné. Tyto vektory se projevi na vysledku uceni klasifikatoru a nazyvaji se, jak uz

nazev klasifikatoru napovida, podplrné vektory.

Vysledné parametry w a b lze ziskat poloZenim parcialnich derivaci nule:

oL
—=0 = W=Zaiyl-xi,

ow /
ieS
L 1
%=0 = b= N—Sz ai—ZajyjK(xi,xj) )
ieS JjeS

kde S je mnoZzina vSech podpurnych vektord a hodnota Ns vyjadfuje jejich pocet.

Pokud jsou data linearné neseparabilni, lze Ulohu rozsifit o tzv. slackové (volné) proménné
&, i=1,..,N. Ty umozni relaxace, tedy moZnost poruseni nékteré z nerovnosti. Tuto nové vzniklou

optimalizacni ulohu Ize napsat jako:

N
1
(wW*,b*) = argmin > llwl||? + CZEi,
i=1

17



3 Metody

za podminek:

yi(w-xi+b)21, fiZO, Vi:{l,...,N}.

Tento problém lze opét vyjadfit jako dudlni ulohu pomoci Lagrangeovych multiplikator(

a;, i=1,..,N ndsledovné:

N 1 N N
L= argmaxz a; — > Z z aiajyiyjK(xl-,xj),
“ =1 i=1j=1
za podminek:
N
Zaiyi=0, 0<a;<C,
i=1

kde C je regulacni konstanta, kterd udava miru porusovani nerovnosti.

Funkce K(x; x;) se nazyva jadrova funkce (kernel function), kterd umozriuje mapovani pfiznakového
prostoru do vyssi dimenze (dimension lifting) pro linearni separaci plvodné linedrné
neseparovatelnych dat. Bez pouZiti tohoto mapovani odpovida jaddrova funkce skalarnimu soucinu
K(x;,x;) = x"x;. Jadrovou funkci maze byt jakakoliv pozitivné semidefinitni funkce. Jako jadrové

funkce se nejCastéji pouzivaiji:

e Linedrni funkce (identita): K (x;, x;) = x?xj.
e Polynomidlini funkce: K(xl-,xj) =(1+ x?xj)k, kde k je fad polynomu.

2
_ lxi=x

e Radidlni bazova funkce (Gaussian): K(xl-,xj) = exp ( g ), kde o znaci standardni

odchylku v Gaussoveé rozdéleni.

e Dvouvrstvy perceptron (neuronova sit): K(xl-,xj) = tanh(axz"xj +b), kde a nabyva
kladné a b zaporné hodnoty. (Dougherty 2013; Theodoridis a Koutroumbas 2009; Bishop
2006)

SVM je mozné rozsifit na vice tfid nékolika zpUsoby, to vSak v této préci nebylo treba. V praktické
Casti této prace jsem pouzila radialni bazovou funkci neboli Radial Basis Function (RBF) s defaultné

nastavenou hodnotou standardni odchylky o = 1.

18



3 Metody

3.1.6 Kritéria pro hodnoceni Klasifikatora

Uspé&snost jednotlivych SVM klasifikator(i jsem vyhodnotila pomoci hodnot senzitivity, specificity

a pfenosnosti na testovacim datasetu.

Senzitivita a specificita (zminéna jiz v kapitole 3.1.2 Kritéria pro hodnoceni pfiznakl) jsou

definovany jako:

TN

itivita = TPR = —_—
senzitivita TN + FP ,

TPTFN’ specificita = TNR =

viz 3.1.2.
Pfesnost Ize vypocitat pomoci vztahu:

TP+TN
TP+TN+FP+FN’

presnost =
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3.2 Artefakty

Zaznamy ziskané z prazkumnych mikroelektrod pro hlubokou mozkovou stimulaci mohou
obsahovat nechténé artefakty. Ty jsou zplsobené predevsim mechanickymi posuny a
elektromagnetickym rusenim, na které jsou MER velmi citlivé kvali malé velikosti elektrod a
nizkému zaznamendvanému napéti (Stacey et al. 2013). Pfitomnost artefaktl v signdlu MER je
béina (az 25 % mikroelektrodovych zaznamu), avsak nezadouci (Bakstein et al. 2017). Mezi zdroje
ruseni patfi elektrické pristroje na operacnim sale, vibrace elektrod zplsobené mechanickym
zavadénim o stereotakticky rdm nebo napfiklad pohyb a fe¢ pacienta (Bakstein et al. 2017).
Nékteré nezadouci Sumové slozky lze snadno odfiltrovat, zatimco u jinych mlzZe byt obtizné je

vlbec rozeznat a definovat (Bakstein et al. 2017).
3.2.1 Pouzité metody odstranéni artefakti

Mimo rucni anotace artefaktll od profesionalniho neurologa bylo vyuZito i zdrojovych kodd pro
automatickou detekci artefakt(l (Bakstein et al. 2015; 2017). Automaticka detekce artefakt( je
realizovdana dvéma zpUsoby: autokorelaéni metodou (autocorrelation-based approach) a
metodou maximalniho spektralniho rozdilu (maximum spectral difference method). Nasledné

popisy metod jsou Cerpany ze dvou praci autor( Bakstein a kolektiv (Bakstein et al. 2015; 2017).
I. Autokorela¢ni metoda

Autokorelacni metodu (autocorrelation-based approach) predstavili ve své predeslé praci
Bakstein a kolektiv (Bakstein et al. 2015) jako rozsiteni stacionarni segmentacni metody
(stacionary segmentation method) od Falkenberg a Aboy (Falkenberg et al. 2003; Aboy a
Falkenberg 2006). Stacionarni segmentacni metoda (stacionary segmentation method) je zaloZena
na variaci funkce autokorelace signalu. Mikroelektrodovy signdl je nejprve rozdélen na kratké
neprekryvajici se segmenty o pevné délce. Nasledné se vypocitad variacni pomér sousednich
segmenty signdlu a porovna se s ru¢né prednastavenou prahovou hodnotou. Poté jsou jako body
zmény (change points) oznacené takové body, které prekracuji prahovou hodnotu. Ty pak oznacuji
hranice mezi stacionarnimi segmenty. Nejdelsi signdl bez jakéhokoliv oznaceni je vracen zpét
na zacatek zpracovani. Tato metoda se vSak nezaméruje na to, zda stacionarni segment obsahuje
Cisty signdl nebo artefakty. Tomu vénovali pozornost pravé Bakstein a kolektiv, ktefi ve své praci
(Bakstein et al. 2015) rozsifili tuto metodu tak, Ze namisto porovnani pouze sousednich segment

metoda pocitd matici vzdalenosti mezi vSemi moznymi dvojicemi segmentl a hledd nejvétsi
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dostupnou komponentu spojenou podprahovou cestou. Nejvétsi slozka je poté oznacena jako

Cisty signdl, zatimco zbyvajici ¢asti jako artefakty.

Algoritmus autokorelacni metody (COV)

1. Signal X je nejprve rozdélen do n neprekryvajicich se segmenti Xi, Xa,...,Xn 0 stejné délce
(1/3 s) a jsou transformovany pomoci autokorela¢ni funkce.

2. Variace segmentl se vypocte podle vzorce:
v; = var{y(X)} i € (1,n),
kde y predstavuje autokorelacni funkci.

3. Variacni pomér sousednich segment( ziskdme podle vzorce:

oMY g1yt
Y min (vi,vj)' ’ J .

Poté matice vsech vzdalenosti bude:

0 di; v dipq
p= 4 0 dn
dp-11 dp-12 - 0

4. Variacni pomér se porovna s pfedem stanovenym prahem ©.

Pokud d;; > ©, pak jsou tyto body oznaceny jako body zmény (change points) a
nahrazeny jedni¢kami, ostatni nulami.

4 = 1, pokud d;; > ©
A {0, pokud d;j < ©

5. Matice je poté prohledana pro nejdelsi nepferusovany segment pomoci greedy algoritmu,
ktery je vracen zpét na zacatek této metody.
Algoritmus tedy vraci i nesouvislé casti signalu, coZ je daleko vhodnéjsi pro porovnavani

s manualnimi anotacemi.
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Il. Metoda maximalniho spektralniho rozdilu

Metoda maximalniho spektralniho rozdilu (maximum spectral difference method) maxDiffPSD je

zaloZena na vykonové spektralni hustoté (PSD) mikroelektrodovych zaznamu.

Nejprve se ve fazi uceni vypocte normalizované stfedni spektrum (mean normalized spectrum)
mPSD ze segment( Cistych signall trénovaci mnoziny X = {X1,Xa,...,Xn} s odpovidajici anotaci
artefaktl a = {aj,ay,...,an}, kde a = 1 pro Cisty signal a a =0 pro signal s artefakty, podle:
N
1
mPSD = N—a ' z ajP]-,
i=1" ]=1

kde P; je normalizovana vykonova spektralni hustota (norm. PSD) segmentu Xj o délce 1 s.

Normalizovand PSD je vypoctena pomoci Welchovy metody a vydélena jeji sumou, coz zapticini

to, Ze suma vsech spektralnich binl ve vysledném spektru P je rovna jedné.

_ psd(x)
17 Tpsd(x))

Dale se mPSD porovna se vsemi signaly v trénovaci sadé. Maximalni absolutni rozdil segmentt

norm. PSD P; od priimérné hodnoty spektra Cistych segmentl C Ize vypocitat podle:
d= P; — mPSD ,
mi‘llf".?fml ;(m) — mPSD(m)|
kde m =1,...,M znadi vSechny spektralni biny.

Nasledné je prahova hodnota pro klasifikaci nastavena tak, aby maximalizovala pfesnost
klasifikace na trénovacim datasetu. Ve fazi predikce se pro dany signal vypocte vzddlenost od

stfedniho spektra a porovna se s prahovou hodnotou.
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4. Experimentalni cast

Jednim z cilli této prace je implementace vybranych pfiznak( na zadaném datasetu, jenz je stru¢né
popsan v Casti 4.1 spoleéné s ukazky vizualizace zaznam( z jedné elektrody vybrané trajektorie,
prislusné RMS a jeji normalizace a vykresleni hustoty spektralniho vykonu pro jeden signal. DalSim
bodem zadani této prace, kterému je vénovana cast 4.2, je vyhodnoceni pfiznakl a zjisténi jejich
robustnosti vzhledem k pfitomnosti artefaktl v mikroelektrodovych zdznamech, za poufiti jak
ruéni klasifikace $umu z datasetu, tak automatickych metod. Cast 4.3 je zamétena na vyhodnoceni
jiz samotného klasifikatoru a vlivu vyvazeni datasetu, selekce priznakl a samotnych artefakt( na

presnost klasifikace subthalamického jadra.
4.1 Dataset

Veskera data pouZitd v této praci jsou mikroelektrodové zaznamy od 28 pacientl s Parkinsonovou
chorobou, ziskané z exploracnich elektrod béhem elektrofyziologického priizkumu pti operaci
hluboké mozkové stimulace. Pét exploracnich elektrod bylo umisténo v kfizové konfiguraci zvané
,Ben-gun”, kde vzdalenost krajnich elektrod od centrdlni elektrody byla 2 mm. Tato pétice
exploracnich elektrod byla pak postupné zasouvana po 0,5mm krocich (hloubkach) po dané
trajektorii. Typicka délka zaznamu z jedné z péti elektrod v jedné hloubce je 10 ss pouZitou

vzorkovaci frekvenci 24 kHz.

Soucdsti mikroelektrodovych zaznam je identifikace formou pacientovym ID, trajektorii pétice
elektrod, hloubkou elektrody a elektrodou (central, posterior, anterior, lateral, medial). Format
samotné anotace obsahuje i popisky jednotlivych nahrdvanych pozic, podle toho, vjakém
mozkovém jadre se elektroda pravé nachazela a oznacdeni ¢asti jednotlivych zaznam jako artefakt,
pokud doslo ke zkresleni zaznamu, at uZz vlivem mechanickych zichvévl, zavadénim o
stereotakticky ram nebo napfiklad pohybem ¢i feci pacienta. Oznaceni mozkovych jader je ziskano
z operacniho protokolu, které manudlné anotoval profesiondlni neurolog béhem operace.
Oznaceni artefaktl pochazi z dfive publikované prace autord Bakstein a kolektiv (Bakstein et al.

2017).
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Data pacientU byla rozdélena na trénovaci a testovaci skupinu v poméru 7:3 viz tabulka 3.

trénovaci skupina testovaci skupina
pocet pacientii 20 8
pocet trajektorii 39 18
pocet pozic 5834 2488

Tabulka 3 Pfehled rozdéleni datasetu

V tabulce 4 jsou uvedeny délky jednotlivych zdznam( po odstranéni artefaktd jednotlivymi

metodami.
maxDiffPSD cov manual
primér 5,89s 7,59s 7,22s
std 4,26 s 3,35s 3,94 s
min O0s 0s Os
max 10s 10s 10s

Tabulka 4 Délka MER zaznam po odstranéni artefakt(

Z tabulky je vidét, Ze dochazelo k odstranéni celych signald. To zplsobilo potiZze pfi normalizaci
RMS (viz 3.1.1), kdy dochazelo ke zkreslovani vysledkd: pokud zaznam z nékterych prvnich 5 pozic
byl oznacden cely jako artefakt, odstranénim artefakt(l doslo k odstranéni celého zaznamu na dané
pozici — nulovy zaznam tak zkresloval normu (prdmérnou hodnotu RMS z prvnich 5 pozic) a tim i
celé normalizovani. Vtom pfipadé byla norma vypocétena pouze z pozic s nenulovou délkou

signalu.

Na obrdzcich 2 a 3 je zobrazen pfiklad trajektorie MER zdznam( z jedné elektrody s automatickymi

detekcemi artefakt(, pfislusna energie RMS a jeji normovand varianta NRMS.

Na obrazku 4 je pak pro lepsi porovnani vykreslena normalizovand energie NRMS se vsemi

metodami odstranéni artefakta.
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Depth [mm]

Depth [mm]

Obrazek 3 Ukazka trajektorie MER zaznamu z jedné elektrody, RMS, NRMS s automatickym odstranénim artefaktll metodou COV

COV: 0.33s window RMS NRMS
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NRMS
3.5 T 1
——with artifacts
——maxDiffPSD
3 —cov I
——manual
25 STN L

NRMS []

-

Depth [mm]

Obrazek 4 Vizualizace NRMS bez odstranéni a s odstranénim artefaktd pomoci vSech metod

Z obrazku 4 je vidét, Ze po normalizaci RMS se vSechny energie v pozicich mimo STN pohybuji
kolem hodnoty 1, kdeZto prichod STN se promitne jako viditelny nar(st energie. Obecné lze Fict,

Ze se artefakty nachazeji ¢astéji na prvnich pozicich hloubky.

Na obrazku 5 je pro ukdzku zobrazen odhad vykonové spektrdlni hustoty pomoci Welchovy

metody.
Raw signal
40 T T T T T T T T T
20
Z o0
-20 1l
_40 | | | | | 1 ] | |
0 1 2 3 4 5 6 7 8 9 10
’Iﬁf time (s)
) 0 Welch Power Spectral Density Estimate
o T T T T T
5 P
c
S 501 4
o
g
“\: _100 1 1 1 Il 1
2 o 2 4 6 8 10 12
g Frequency (kHz)
T T T T T
—0.05 .
o
S
(o]
o
0 s ' ; '
0 2 4 6 8 10 12

Frequency (kHz)

Obrazek 5 MER signal a jeho odhad vykonové spektralni hustoty pomoci Welchovy metody
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4.2 Vyhodnoceni priznaki

Pro odstranéni artefaktd jsem pouZila obé jiz zmifiované automatické metody a manualni anotaci.

Snahou bylo porovnat metody odstranéni artefakt( a jejich celkovy vliv na pfesnost ptiznaka.

Veskeré zvolené pfiznaky napocitané na trénovacich datech jsem vyhodnotila pomoci ROC kfivek

(viz obrazky 6-14) a ptislusné AUC hodnoty jsem vynesla do nasledujici tabulky 5.

s artefakty bez artefakti

- maxDiffPSD cov manual

RMS 0,8752 0,9283 0,9276 0,9040
NRMS 0,8519 0,9288 0,9287 0,8797
PSD a 0,6244 0,5931 0,6281 0,6114
PSD 8 0,6446 0,6250 0,6521 0,6343
PSDy 0,6545 0,6285 0,6619 0,6416
ANE 0,8871 0,8964 0,9059 0,8925
CL 0,9000 0,9127 0,9180 0,9056
zC 0,7374 0,8008 0,7551 0,7617
Peaks 0,8566 0,8777 0,8782 0,8675

Tabulka 5 Hodnoty AUC pro vSechny pfiznaky

RMS

o
o

True positive rate
o
(&)}

0.4 i

0.3 i

0.2 with artifacts | o
maxDiffPSD

0.1 cov 4
manual

0 | 1 1 1 1 1
0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1

False positive rate
Obrazek 6 ROC pro RMS
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True positive rate
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with artifacts
maxDiffPSD
cov
manual

0.1

0.2

0.3

Obrazek 7 ROC pro NRMS

04 05 06
False positive rate

07 08 09

1

PSD «

1 |

with artifacts
maxDiffPSD
cov
manual

0.3

|
0.4 0.5 0.6
False positive rate

0.7 0.8 0.9

Obrazek 8 ROC pro PSD v pasmu 3-12 Hz
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Obrazek 10 ROC pro PSD v pasmu 31-100 Hz
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with artifacts
maxDiffPSD
cov
manual

0 | 1 1 1 | | | | |

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
False positive rate
Obrazek 11 ROC pro primér nelinearni energie
] Délka krivky

with artifacts
maxDiffPSD
cov
manual

0.3 0.4 0

5 0.6 0.7

False positive rate
Obrazek 12 ROC pro délku krivky
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Pocet prichodt nulou
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Z ROC kfivek a pfislusnych AUC hodnot uvedenych v tabulce 5 je vidét, Ze odstranéni artefaktli ma
pozitivni vliv na presnost priznak(l. U vSech zvolenych ptiznakl prokazaly nejlepsi vysledek
automatické metody odstranéni artefaktl. Mezi samotnymi priznaky byla nejlispésnéjsi
normalizovand energie signdlu NRMS, kterd je v porovnani s ostatnimi pfiznaky na vypocet
paradoxné nejméné naroc¢na. Pro tu ma zaroven odstranéni artefaktl — konkrétné automaticka

autokorelaéni metoda — nejvétsi prinos.

Na nasledujicich dvou obrazcich jsem vyobrazila korelaéni matice vSech zvolenych ptiznakl pred
odstranénim pfitomného Sumu a nasledné po odstranéni artefaktll automatickou metodou

maxDiffPSD.
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150 200 0O 10 20 0 100 200 0 100 200 300 400 O 50 100 0 1000 2000
NRMS PSD & PSD 3 PSD ~ ANE

02 0.22 024 0.26 0.28
Peaks

Obrazek 15 Korelaéni matice vSech ptiznakd bez odstranéni artefakt(
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Korelacni koeficienty pifed odstranénim artefaktu

RMS

NRMS

PSD «

PSD 8

PSD

ANE

CL

ZC

Peaks -0.52 . 1.05

RMS NRMS PSD « PSD g PSD v ANE CL ZC Peaks

Tabulka 6 Korelaéni koeficienty vsech priznakl pred odstranénim artefaktl

Korelaéni koeficienty po odstranéni artefaktt

RMS

NRMS

PSD «

PSD 3

PSD

ANE

CL

ZC

Peaks -0.66 -0.64 -0.51

RMS NRMS PSD « PSD PSD v ANE CL ZC Peaks

Tabulka 7 Korelaéni koeficienty vSech ptiznakd po odstranéni artefaktl automatickou metodou

MaxDiffPSD
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Z korela¢ni matice na obrazku 15 a 16 a pfislusnych korelacnich koeficientl vynesenych
v tabulkach 6 a 7 je ziejmé, Ze jednotlivé priznaky jsou ovlivnény artefakty v riznych mirach, coz
shizuje jejich vzajemné korelace. Naopak odstranénim artefaktll dojde ve vétsiné pripadu
ke znacnému zvyseni jejich vzajemné korelace a je zfejmé, Ze nékteré priznaky méri velmi
podobnou vlastnost signalu. Naptiklad délka krivky (CL), kterd je oproti priméru nelinearni energie
(ANE) nenaroc¢na na vypocet, méfi témér totoznou vlastnost. Zaroven je evidentni, ze Sum ma
odlisny vliv na pozicich nachdzejicich se v STN a mimo STN. Signdly mimo STN nemaji pfilis velkou

energii, proto muze byt velka ¢ast energie téchto signalll nesena pravé Sumem.

4.3 Vyhodnoceni Klasifikatoru

SVM klasifikatory jsem nejprve pro prvotni predstavu vyhodnotila na testovaci mnoziné pouze
zvlast s jednotlivymi priznaky jako jedinymi vstupy a vysledné hodnoty jsem porovnala s SVM
klasifikatorem s kombinaci vSech pfiznak( bez jakéhokoliv vyvazZeni datasetu nebo selekce

priznaka.

Presnost SVM na testovacich datech
vse RMS NRMS PSD o PSD 8 PSD y ANE CL zC PEAKS
s artefakty | 0,8248 @ 0,8304 0,8613 0,7520 0,7520 | 0,7520  0,8312 0,8284 0,7520 | 0,7520
maxDiffPSD = 0,8553 0,8617 @ 0,8830 0,7520 0,7516 | 0,7520 0,8400 0,8332 | 0,7520 10,7713
cov 0,8597 | 0,8645 0,9047 | 0,7520 | 0,7508 @0,7520 10,8384 0,8328 | 0,7520 @ 0,7544
manual 0,8461 0,8589 | 0,8951 @ 0,7520 10,7500 | 0,7520 0,8396 0,8324  0,7520 0,7536

Tabulka 8 Presnost SVM klasifikatoru s jednotlivymi ptiznaky na testovacich datech bez vyvazeni
trénovaciho datasetu

Z tabulky 8 je vidét, Ze NRMS dosahuje nejlepsich vysledk( presnosti klasifikace v porovnani
s ostatnimi priznaky. Vytvofila jsem tabulku 9, ve které jsem uvedla kromé jiz zndmych presnosti i

hodnoty senzitivity a specificity.

SVvmM
NRMS vsechny priznaky
presnost presnost presnost presnost senzitivita specificita
s artefakty 0,8613 0,8248 0,8248 0,8248 0,6143 0,9428
maxDiffPSD 0,8830 0,8553 0,8553 0,8553 0,6483 0,9604
cov 0,9047 0,8597 0,8597 0,8597 0,7812 0,9455
manual 0,8951 0,8461 0,8461 0,8461 0,7374 0,9471

Tabulka 9 Presnost, senzitivita a specificita SVM klasifikatoru s NRMS v porovnani s kombinaci vSech
pfiznakd bez vyvazeni trénovaciho datasetu a selekce priznaki
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Vyrazné nizkd senzitivita v porovnani se specificitou je zplisobena nevyvazenym trénovacim

datasetem, na kterém se klasifikator SVM udi.

4.3.1 Vyvazeni datasetu

Vzhledem k nevyvazenosti tfid v datasetu (viz tabulka 10), kdy podle anotace od neurologa tvofi
polohy nalezici STN jadru pouze jednu Ctvrtinu vSech zaznamenanych poloh v datasetu, bylo
vhodné nejprve vétSinova data trénovaci skupiny, kterd se nachazi mimo STN, podvzorkovat na

polovinu (viz tabulka 11).

trénovaci skupina testovaci skupina
STN 1578 27 % 617 25%
mimo STN 4256 73 % 1871 75 %
celkem 5834 100 % 2488 100 %

Tabulka 10 Pocet poloh uvnitf a mimo STN

trénovaci skupina
pred podvzorkovdnim po podvzorkovdni
STN 1578 27 % 1578 43 %
mimo STN 4256 73 % 2129 57 %
celkem 5834 100 % 3706 100 %

Tabulka 11 Podvzorkovani dat vétsinové tridy

Podvzorkovani vétsinové tfidy v trénovaci skupiné jsem implementovala jako odstranéni kazdého
druhého vzorku naleziciho mimo STN. Viditelna nevyvazenost dat se tak redukovala z plvodniho

poméru STN:mimo = 1578:4256 na 1578:2128.

Klasifikator SVM jsem opét vyhodnotila jako predeslé — pouze s vyvazenou trénovaci skupinou.

SVM - vsechny pFiznaky

podvzorkovani % plivodni
STN:mimo = 1578:2128 STN:mimo = 1578:4256
presnost senzitivita = specificita presnost senzitivita | specificita
s artefakty 0,6781 0,7180 0,6649 0,8248 0,3630 0,9770
maxDiffPSD 0,7954 0,6872 0,8311 0,8553 0,5041 0,9711
cov 0,7476 0,7958 0,7317 0,8597 0,5154 0,9733
manual 0,7416 0,7569 0,7365 0,8461 0,4587 0,9738

Tabulka 12 Vliv podvzorkovani vétSinové tfidy na hodnoty presnosti, senzitivity a specificity SVM
klasifikatoru vyuzivajiciho kombinace vsech pfiznaka
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SVM - NRMS
podvzorkovani % plvodni
STN:mimo = 1578:2128 STN:mimo = 1578:4256
pfesnost senzitivita | specificita presnost senzitivita | specificita

s artefakty 0,8517 0,7310 0,8915 0,8613 0,6143 0,9428
maxDiffPSD 0,8770 0,6985 0,9359 0,8830 0,6483 0,9604
cov 0,8947 0,8331 0,9150 0,9047 0,7812 0,9455
manual 0,8846 0,8055 0,9107 0,8951 0,7374 0,9471

Tabulka 13 Vliv podvzorkovani vétSinové tfidy na hodnoty presnosti, senzitivity a specificity SVM
klasifikatoru vyuzivajiciho pouze NRMS

Z tabulky 12 je vidét, Ze na senzitivitu klasifikatoru s kombinaci vsech pfiznakll ma podvzorkovani
trénovaci tfidy pozitivni vliv. To samé plyne z tabulky 13 pro klasifikator s pouze jednim ptiznakem
— NRMS, v tomto pripadé vsak ne s tak vyraznym zlepsenim. Naopak specificita, a tedy i presnost
klasifikatoru vlivem podvzorkovani tfidy mimo STN klesla — to byla vSak ocekdvana dan za

podvzorkovani.

V pfipadé klasifikdtoru SVM s kombinaci vsech ptiznak( jsou vechny pfiznaky brany se stejnou
vahou. Za ucelem sniZeni poctu priznak(, pocetni narocnosti i dosaZeni lepsSich vysledkl

klasifikatoru bylo vhodné implementovat selekci priznakd.
4.3.2 Selekce priznakii

Pfed samotnou klasifikaci pomoci SVM jsem pouZila selekci pfiznakl (feature selection) za ucelem
redukovat pocet pfiznakll a eliminovat redundantni. Zvolila jsem selekci pfiznakl doprednym
(forward) pristupem a pomoci wrapper metody (specifikovano vyse). Jako kriteridlni funkci jsem
pouzila chybu SVM klasifikatoru s RBF (radidal basis function) kernelem s jiz podvzorkovanymi
daty trénovaci skupiny a 10nasobnou kfizovou validaci (viz 3.1.4). Vysledek selekce ptiznakl je

vidét v tabulce 14.

RMS NRMS PSD o PSD 8 PSDy ANE CL zc Peaks
s artefakty v x x x x x v v x
maxDiffPSD v v x x x x v x x
cov v v x x x x v x x
manual v v x x x x v x x

Tabulka 14 Selekce ptiznakd

Selekce pfiznak(l odpovida ocekdavani dle vyhodnoceni pfiznak(i pomoci AUC hodnot, uvedenych
v tabulce 5, kde nejlepsich vysledkl dosahly priznaky RMS (energie signalu), NRMS (normalizovana

energie signdalu) a CL (délka krivky).
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V nasledujici tabulce 15 jsem uvedla hodnoty senzitivity, specificity a pfesnosti klasifikatoru SVM

na testovaci mnoziné se vSemi pouzitymi metodami predzpracovani dat.

SVM - vsechny priznaky

podvzorkovdni % + selekce

L. o .
piiznakii podvzorkovani % puvodni
STN:mimo = 1578:2128 STN:mimo = 1578:2128 STN: mimo = 1578:4256

presnost  senzitivita | specificita presnost senzitivita | specificita | presnost  senzitivita ' specificita
s artefakty | 0,8931 0,7115 | 0,9530 0,6781 0,7180 @ 0,6649 0,8248 0,3630 0,9770
maxDiffPSD 0,8859 0,6969 | 0,9482 0,7954 0,6872 0,8311 | 0,8553  0,5041 0,9711
cov 0,9120 0,8201 0,9423 0,7476 | 0,7958 | 0,7317 | 0,8597 | 0,5154 | 0,9733
manual 0,9104 10,7861 @ 0,9514 0,7416 10,7569 @0,7365 | 0,8461 0,4587 | 0,9738

Tabulka 15 Vyhodnoceni SVM klasifikatoru na testovacich datech po jednotlivych krocich predzpracovani

Z tabulky 15 je zfejmé, Ze podvzorkovanim vétSinové tfidy v trénovacim datasetu doslo ke
znaénému zvySeni senzitivity, naopak specificita a celkovd pfesnost klesla. Pokud jsem pouzila
selekci priznakl po predchozim podvzorkovani trénovaci skupiny, doslo opét k navyseni specificity

a celkové presnosti, v nékterych pfipadech i senzitivity.
4.3.3 Porovnani Klasifikatort

Z tabulky 8 vyplyva, Ze nejlepsi pfiznak pouzity samostatné jako vstup do SVM Kklasifikatoru je
NRMS. Pfiznak NRMS dosahoval nejlepsich vysledkl uz v pouhém vyhodnoceni pfiznakd na
trénovaci mnoziné pomoci AUC hodnot (viz tabulka 5). Podvzorkovani testovaci mnoziny mélo
pfinosny vliv jak u samostatného priznaku NRMS, tak i v kombinaci vSech zvolenych ptiznakd.

Selekci priznak (viz tabulka 14) jsem dosahla vyrazné lepsich vysledkl klasifikatoru SVM.

V nasledujici tabulce 16 jsem porovnala SVM klasifikator s vyvdzenym datasetem a selekci

pfiznakd s klasifikatorem implementujici pouze NRMS jako jediny pfiznak.

SVvmM
NRMS kombinace pfiznaki
podvzorkovani % podvzorkovadni % + selekce priznakii
presnost senzitivita specificita presnost senzitivita specificita
s artefakty 0,8517 0,7310 0,8915 0,8931 0,7115 0,9530
maxDiffPSD 0,8770 0,6985 0,9359 0,8859 0,6969 0,9482
cov 0,8947 0,8331 0,9150 0,9120 0,8201 0,9423
manual 0,8846 0,8055 0,9107 0,9104 0,7861 0,9514

Tabulka 16 Presnost, senzitivita a specificita SVM klasifikatoru s NRMS v porovnani se selekci pfiznakd (v
obou pfipadech s vyvazenou trénovaci mnozinou)
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Pro lepsi porovnatelnost jsem nasledné zafixovala hodnotu specificity pro ptfiznak NRMS podle
vysledné specificity klasifikdtoru SVM vyuZzivajici kombinaci selektovanych priznakl (viz posledni
sloupec tabulky 16). Ke zvolené hodnoté specificity u NRMS jsem na trénovacich vyvazenych
datech nalezla pfislusny prah 6, podle kterého jsem provedla klasifikaci na testovacich datech,

nasledujicim zplsobem:

STN; pokud NRMS > 6,

pozice = {mimo; pokud NRMS < ©.

Tedy pokud byla NRMS vétsi nez nalezeny prah, oznacila jsem danou pozici jako uvnitf STN, naopak

pokud byla energie mensi nez prahova hodnota, klasifikovala jsem pozici jako mimo STN.

Prah 6

s artefakty 2,0945
maxDiffPSD 1,8647
cov 1,8138
manual 2,0757

Tabulka 17 Hodnoty nalezenych prahtt NRMS odpovidajicich zafixované specificité

Hodnoty prahli uvedené v tabulce 17 odpovidaji vysledkim normalizace NRMS — kdy se pozice

mimo STN pohybuji kolem hodnoty 1, zatimco vstup do STN zpUsobi znacny nardst energie.

Konecné hodnoty této Upravy slouZici k lepsi porovnatelnosti vysledkd klasifikatord jsem vynesla

do ndsledujici tabulky 18.

Klasifikace podle prahu NRMS vs SVM se selekci pFiznakii

NRMS kombinace pfiznaki
podvzorkovdni % podvzorkovdni % + selekce pFiznakii
presnost senzitivita specificita presnost senzitivita specificita
s artefakty 0,8505 0,5235 0,9583 0,8931 0,7115 0,9530
maxDiffPSD 0,8790 0,6256 0,9626 0,8859 0,6969 0,9482
cov 0,9047 0,7715 0,9487 0,9120 0,8201 0,9423
manual 0,8895 0,6661 0,9631 0,9104 0,7861 0,9514

Tabulka 18 Presnost, senzitivita a specificita klasifikace podle prahové hodnoty NRMS odpovidajici
zafixované specificité v porovnani s SVM klasifikatorem se selekci pfiznakd (v obou pfipadech s vyvazenou
trénovaci mnoZzinou)

Z tabulky 18, ve které jsou vyneseny vysledné hodnoty presnosti, senzitivity a specificity —
s podobné zafixovanou hodnotou pro lepsi porovnatelnost, je vidét, Ze senzitivita klasifikace podle

prahové hodnoty NRMS je v porovnani se senzitivitou SVM klasifikatoru se selekci pfiznak(i mensi.
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Hlavnimi cili této prace bylo vybrat vhodné pfiznaky pro klasifikaci subthalamického jadra z
mikroelektrodovych zdznamd béhem operace hluboké mozkové stimulace u pacientl s
Parkinsonovou chorobou po prechozim nastudovani literatury na toto téma. Tyto pfiznaky
implementovat a evaluovat jejich klasifikaéni presnost na zadaném datasetu. Ddle zjistit
robustnost ptiznak( vzhledem k pfitomnosti artefaktl v mikroelektrodovych zaznamech za pouziti
jak rucni klasifikace, tak automatickych metod klasifikace Sumu z datasetu. Na zavér
implementovat a evaluovat klasifikator pro detekci STN jadra v exploracnich trajektoriich hluboké
mozkové stimulace u pacientl s Parkinsonovou chorobou a vyhodnotit vliv artefakt(i na presnost

klasifikace.

Po provedeni reserse existujicich pfistupld k detekci STN jadra jsem porovnala 9 pfiznakl pro
detekci subthalamického jadra z mikroelektrodovych zaznamid u pacientl s Parkinsonovou
chorobou. Zvolenymi pfiznaky byla energie signalu RMS, normalizovana energie signalu NRMS, 3
rizna frekvenéni pasma vykonové spektralni hustoty PSD, primér nelinearni energie, délka kivky,
pocet prichodl nulou a pocet vrcholl. Nékteré ztéchto priznakll vyZadovaly normalizaci.
V ptipadé energie signalu NRMS jsem pouzila normalizaci predevSim pro porovnatelnost dat
napri¢ elektrodami a pacienty, kvuli rozdilnym impedancim exploracnich elektrod. Pavodni
nenormalizovanou energii sighdlu RMS jsem poufZila jako jeden z vybranych pfiznaka pro zjisténi
vlivu normalizace na presnost klasifikace. Ptiznaky jako délka krivky, pocet prichod( nulou a pocet
vrcholl jsem kvili rozdilnym délkdm jednotlivych mikroelektrodovych zaznamid normalizovala

vydélenim pfislusnym poctem vzorkd.

Vyhodnocenim pfiznakd na trénovaci mnoziné pomoci operacnich kfivek a pfislusnych AUC
hodnot jsem dospéla k zavéru, Ze nejlepSim priznakem je normalizovand energie signalu NRMS,
ktera dosahla nejlepsich vysledkd i na testovaci skupiné pomoci SVM klasifikatoru s jednim
pfiznakem — tedy pouhym prahovdnim. Podle ROC kfivek a pfislusSnych AUC hodnot mélo
nejviditelnéjsi pfinos odstranéni artefaktl pro energii signdlu RMS, pro jeji normalizovanou
variantu NRMS a pro pocet prichodd nulou, zejména automatickymi metodami. Naopak

nejrobustnéjsimi priznaky vici artefaktim byly priimér nelinedrni energie a délka krivky.

Pro implementaci a evaluaci klasifikatoru jsem zvolila klasifikacni metodu Support Vector Machine
(SVM). Kvli vysoké hodnoté specificity v porovnani se senzitivitou, kterou zpUsobovala
nevyvaienost datasetu, jsem v trénovacich datech podvzorkovala vétsSinovou tfidu (mimo

subthalamické jadro). Nad napocitanymi priznaky jsem nasledné provedla selekci pfiznakd za
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Ucelem snizeni celkového poctu priznakl, respektive odstranéni redundantnich. Pro lepsi
porovnatelnost hodnot presnosti, senzitivity a specificity klasifikdtoru SVM se selekci priznak
s klasifikdtorem SVM pouzivajici NRMS jako jediny ptiznak jsem pro NRMS zafixovala hodnotu
specificity podle vysledné specificity klasifikatoru SVM se selekci priznakl a k této hodnoté nalezla
odpovidajici prah NRMS. Podle tohoto prahu jsem ndsledné provedla klasifikaci na testovacim

datasetu.

Evaluaci a porovnanim Kklasifikator(i na zakladé hodnot presnosti, senzitivity a specificity na
testovaci mnoziné obsahujici 2488 mikroelektrodovych zaznam( od 8 pacientli jsem dospéla
k zavéru, ze klasifikace podle zvoleného prahu dosahuje navzdory své jednoduchosti znaéné
dobrych vysled(. Zpresnéni lze docilit pouzitim klasifikatoru SVM s vyvazenym trénovacim
datasetem a selekci priznakd. V konec¢ném disledku dojde pouze ke zlepseni v rdmci par jednotek
procent. Co vsak ma velky vliv na pfesnost klasifikace je odstranéni artefaktl, a to predevsim
automatickou autokorelacni metodou, kterou jsem docilila nejlepSich vysledkl — v pfipadé
klasifikace pouhym prahovanim NRMS jsem dosahla 90,47% piesnosti a pomoci SVM klasifikatoru

se selekci priznakd 91,20% presnosti.

Vysledky ukazuji, Ze je tento problém resitelny pomérné jednoduchou implementaci. To potvrzuje
i konkluzi po predeslém prostudovani literatury, ze které vyplynulo, Ze ackoliv néktefi autofi
klasifikace. Presnost klasifikace rliznych praci pak zavisi pravdépodobné do velké miry na Cistoté a

kvalité anotaci pouzitého datasetu.

Pro hlubsi zpracovani tohoto tématu by bylo vhodné ziskat manualni anotaci mozkovych jader pro
dany dataset od vice neurologli a porovnat je k ovéreni jejich presnosti. Dale by bylo pfihodné
prozkoumat vhodnost SVM modelu pro klasifikaci mikroelektrodovych zaznam, respektive jej
porovnat s jinymi klasifikatory. Z vysledk( i dosud publikovanych praci se vSak zdd, Ze zvoleny

klasifikator pfilis velkou roli nehraje.
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A Priloha
A.Priloha

Tato pfiloha obsahuje strucny popis jednotlivych skriptl, které byly vytvoreny pfi vypracovavani

experimentalni ¢asti této bakalarské prace v prostfedi MATLAB R2019b.

features_ROC.m (viz 4.2)
e Nacteni MER zaznami — mozZnost libovolného rozdéleni na trénovaci/testovaci skupinu
— samotny vypocet pouze na zvolené trénovaci/testovaci skupiné
e Vypocet ptiznakd (RMS, NRMS, PSD, primér nelinearni energie, délka kfivky, pocet
prichod( nulou, pocet vrchol()
e Vykresleni ROC kfivek pro vSechny napocitané priznaky (viz obrazky 6-14)
+ AUC hodnoty (viz tabulka 5)

e Automatické/manualni odstranéni artefaktd

A = bez odstranéni artefaktl

— P =automatickd metoda maxDiffPSD (Bakstein et al. 2015; 2017)

— C=automaticka metoda COV (Bakstein et al. 2015; 2017)

— M =manualni metoda

e Zadani vstupnich parametr(

— pro moznost vypoctu a nasledné ulozeni viech pfiznakll se vSemi moZnostmi
odstranéni artefaktl automatickymi metodami (COV, MaxDiffPSD) i manualni
metodou

— nacteni jiz napocitanych a uloZenych pfiznakd (pouze vykresleni ROC krivek bez

samotného vypoctu)

traject_RMS_NRMS.m (viz 4.1, obrazky 2 a 3)

e Vykresleni MER zaznam v jednotlivych hloubkach ze zvolené trajektorie a elektrody

— Oznaceni artefaktl automatickymi metodami (COV, MaxDiffPSD) (Bakstein et al.
2015; 2017) + pomoci manualni anotace v datasetu

e Vykresleni RMS a NRMS pro dané hloubky trajektorie
— oznaceni poloh nachazejicich se v STN (podle manudlni anotace v datasetu)

e Nacteni signalll pro jednu elektrodu z jedné trajektorie pomoci vstupnich parametr( z

datasetu:

— patient_ID = zvolené pacientovo ID
— trajectory = zvolené ID trajektorie

— position = zvolena pozice
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— electrode = zvolend elektroda

— priklad: 1t239p12c
= 1-1ID pacienta
=  t239 —ID trajektorie (pétice elektrod)
= pl2-pozice ¢. 12 (1-40)

= ¢ - centralni elektroda (central, posterior, anterior, lateral, medial)

PSD.m (viz 4.1, obrazek 5)
e Ukdazka vizualizace MER signalu a jeho odhadu vykonové spektralni hustoty pomoci

Welchovy metody

corr_matrix.m (viz 4.2)
e heatmap korelacénich koeficient( pfed a po odstranéni artefaktl automatickou metodou
maxDiffPSD (viz tabulky 6 a 7)
e korelacni matice pro vsechny pfiznaky se vSemi metodami odstranéni artefakt( (viz
obrdazky 15 a 16)

A = bez odstranéni artefaktt

— P =automatickd metoda maxDiffPSD (Bakstein et al. 2015; 2017)

C = automaticka metoda COV (Bakstein et al. 2015; 2017)

M = manudlni metoda

SVM_all_features.m (viz 4.3)

e SVM klasifikator se selekci pfiznak

VyvazZeni datasetu — random undersampling (tfidy mimo STN) (viz 4.3.1)

— Selekce ptiznakl pomoci funkce sequentialfs (viz tabulka 14) (viz 4.3.2)

— Vyhodnoceni pomoci pfesnosti, senzitivity a specificity (viz tabulky 9, 12, 15 16,
18)

— Automatické/manuadlni odstranéni artefaktd

= A=bez odstranéni artefaktl

= P =automaticka metoda maxDiffPSD (Bakstein et al. 2015; 2017)

= C=automatickd metoda COV (Bakstein et al. 2015; 2017)

= M =manualni metoda
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SVM_NRMS.m (viz 4.3)
e SVM klasifikator s NRMS

— Vyvaieni datasetu — random undersampling (tfidy mimo STN)

— Vyhodnoceni pomoci pfesnosti, senzitivity a specificity (viz tabulky 9, 13, 16)

— Automatické/manualni odstranéni artefaktl
* A=bez odstranéni artefaktl
= P =automatickd metoda maxDiffPSD (Bakstein et al. 2015; 2017)
= C=automatickd metoda COV (Bakstein et al. 2015; 2017)

= M =manualni metoda

NRMS_fixed_specif.m (viz 4.3)
e Prahovani NRMS podle prahu pfislusiciho zafixované specificité
— Vyhodnoceni pomoci pfesnosti, senzitivity a specificity (viz tabulka 18)
— Zafixovani hodnoty specificity na stejnou hodnotu jako u vysledkd SVM klasifikatoru
se selekci priznak (viz tabulka 17)

= specif A=0.9530;
= specif P =0.9482;
= specif C=0.9423;
=  specif M =0.9514;

— Automatické/manualni odstranéni artefaktd
= A=bez odstranéni artefaktl
= P =automaticka metoda maxDiffPSD (Bakstein et al. 2015; 2017)
= C=automatickd metoda COV (Bakstein et al. 2015; 2017)

= M =manualni metoda
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