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Studijńı program:

Studijńı obor:
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Elektronika a komunikace
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Abstrakt

Práce se věnuje implementaci metod fúze obrazu multispektrálńıch dat. Popi-
suje předzpracováńı obrazu, registraci a fúzi dat metodami PCA, DWT a LaP.
Následně tyto metody porovnává jak pomoćı metrik kvality obrazové fúze (např.
SSIM), tak podle úspěšnosti detekce osob v obrazových datech. Detekce objekt̊u je
implementována dvěma zp̊usoby. Prvńım je vytvořeńı modelu pozad́ı, jeho odečteńı,
detekce hran a prahováńı nalezených ploch. Druhý zp̊usob je kaskádový klasifikátor
na bázi Haarových př́ıznak̊u, který je natrénován pomoćı algoritmu AdaBoost.

Kĺıčová slova: Fúze obrazu; Multispektrálńı data; Kaskádový klasifikátor; AdaBoost

Abstract

The present Thesis focuses on implementation of multispectral image fusion
methods. It discusses image preprocessing, data registration and PCA, DWT or
LaP methods of fusion. Then it compares these methods with metrics of image
fusion quality (e.g. SSIM) or by success in person detection in the image data.
There are two implementations of object detection. The first is the creation of the
background model, its subtraction, edge detection and thresholding of the found
areas. The second way is the cascade classifier based on Haar features, that has
been trained by the AdaBoost algorithm.

Keywords: Image Fusion; Multispectral Data; Cascade Classifier; AdaBoost
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1 Předzpracováńı obrazu 12
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1.3.1 Korekce radiálńıho zkresleńı objektivu . . . . . . . . . . . . . . . 14
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3.2.1 Modelováńı pozad́ı pomoćı GMM . . . . . . . . . . . . . . . . . . 24
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4.3 Fúze obrazu . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
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6.2 Porovnáńı výsledk̊u detekce . . . . . . . . . . . . . . . . . . . . . . . . . 49
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Úvod

Bezpečnostńı kamerové systémy dnes nalezneme ve všech obchodńıch centrech, na
letǐst́ıch či parkovǐst́ıch. Ne vždy jsou ale jasové podmı́nky prostřed́ı ideálńı pro záznam
obrazu běžnou kamerou, pracuj́ıćı ve viditelné části spektra. Proto se použ́ıvaj́ı kamery
s rozš́ı̌reným spektrem do infračervených hodnot nebo termokamery, které sńımaj́ı in-
fračervené zářeńı. V př́ıpadě této práce se jedná o použit́ı dvou zmı́něných kamer na
stejnou scénu, s ćılem omezit p̊usobeńı proměnlivých jasových podmı́nek a detekovat
osoby v záběrech.

Problematika mě zaujala, protože téma detekce osob v bezpečnostńıch záběrech
z kamer je aktuálńı a v pr̊umyslu hojně využ́ıvané. V dnešńı době vzniká obrovské
množstv́ı obrazových dat a je žádoućı z nich vytěžit maximum informaćı. Často je
nedostatečná kvalita nahrávaćıch zař́ızeńı kompenzována pozděǰśım zpracováńım za-
znamenaných dat. Fúze obrazu je spojeńı v́ıce sńımk̊u do jednoho obrazu, který obsa-
huje zásadńı informace z obou p̊uvodńıch sńımk̊u. Jedná se o jednu z možnost́ı sńıžeńı
objemu obrazových dat bez ztráty dat užitečných.

Ćılem této práce je zvýšit informačńı obsah v obrazu pomoćı fúze multispektrálńıch
obrazových dat. Fúze sńımk̊u se často použ́ıvá pro zvýšeńı hloubky ostrosti či pro
sloučeńı medićınských obrazových dat. V př́ıpadě této práce se aplikace vzdáleně po-
dobá postup̊um použ́ıvaným v medićıně, kde se ze sńımk̊u, zobrazuj́ıćıch r̊uzné části
spektra, vytvář́ı sńımek se zásadńımi informacemi z obou sńımk̊u. Zvolila jsem pro
implementaci tři druhy fúze: analýzu hlavńıch komponent, vlnkovou transformaci a La-
placiánskou pyramidu, protože podle [1], [2] a [3] maj́ı lepš́ı výsledky oproti následuj́ıćım
druh̊um fúze: maximum jasu, minimum jasu, pr̊uměrováńı jasu, morfologická pyramida,
gradientńı pyramida nebo FSD pyramida. Ne vždy se zdroje ohledně kvality metod
shodnou, zálež́ı také na použitých metrikách pro hodnoceńı kvality fúze.

Kvalita fúze se může posuzovat i podle schopnosti správné detekce objekt̊u ve
sńımćıch. Proto práce obsahuje i popis dvou zp̊usob̊u detekce: odeč́ıtáńı pozad́ı s pra-
hováńım a hledáńım kontur a kaskádový klasifikátor na bázi Haarových př́ıznak̊u,
natrénovaný algoritmem AdaBoost. Porovnáńım výsledk̊u detekce srovnáme nejen me-
tody fúze mezi sebou, ale i informačńı př́ınos fúze vzhledem k originálńım dat̊um.

Na obrázku 1 je znázorněn postup fúze obrazu od sńımáńı scény až po źıskáńı
výsledného sloučeného obrazu.

Záznam obrazu

IR kamera
Registrace

Záznam obrazu

Termokamera
Registrace

Výstupní video

Fúze

DWT

PCA

LaP

Detekce objektů

Odečítání pozadí

Prahování

Hledání kontur

Haarovy příznaky

Kaskádní detektor

Metriky kvality

Obrázek 1: Postup fúze obrazu a detekce objekt̊u
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Proces fúze videa se skládá z několika část́ı, stejně jako tato práce. Prvńı kapitola
se věnuje předzpracováńı obrazu, kam patř́ı popis použitých kamer a jejich spektrálńı
citlivost. Následuje korekce zkresleńı objektivu a transformace záznamů z kamer. Tyto
kroky potřebujeme k doćıleńı co nejlepš́ı registrace obraz̊u na sebe. Druhá kapitola po-
pisuje samotnou fúzi obrazu, vysvětluje tři často použ́ıvané druhy fúze: pomoćı analýzy
hlavńıch komponent, vlnkové transformace a Laplaciánské pyramidy. Na konci kapitoly
je souhrn metrik kvality fúze, pomoćı kterých se metody pro fúzi obrazu porovnávaj́ı.
V posledńı kapitole teoretické části je vysvětlen postup detekce objekt̊u v obraze. Prvńı
popsaný zp̊usob je odeč́ıtáńı pozad́ı s prahováńım a následná detekce kontur. Druhý
zp̊usob je klasifikace pomoćı Haarových př́ıznak̊u. V praktické části je popsána imple-
mentace veškerých zmı́něných krok̊u, následuje vyhodnoceńı kvality fúze a porovnáńı
výsledk̊u detektor̊u.
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1 Předzpracováńı obrazu

Před t́ım, než je možné aplikovat fúzi obrazu, je potřeba dobře porozumět záznamu
a zpracováńı obrazových dat. Začátek kapitoly je zaměřen na základńı teorii, kterou
je potřeba znát pro porozuměńı zpracováńı obrazu. Následuje souhrn úkon̊u, které
předcháźı fúzi obraz̊u. Nejprve je potřeba poř́ıdit záznam obrazu, k čemuž se vážou
vlastnosti a parametry kamery či fotoaparátu. V našem př́ıpadě si vysvětĺıme principy
kamer, ze kterých byl poř́ızen veškerý materiál, který v této práci použ́ıváme. Dále je
potřeba znát metody registrace obrazu, aby měla fúze co nejefektivněǰśı výsledky.

1.1 Elektromagnetické spektrum

Elektromagnetické zářeńı se skládá z periodických vln, které se š́ı̌ŕı prostorem. Je
definováno vlnovou délkou nebo frekvenćı. Vlnová délka a frekvence vlněńı jsou spojeny
vzorcem λ = c

f , kde λ je vlnová délka, f je frekvence a c je rychlost světla ve vakuu

(3 · 108 ms−1). Energie zářeńı se š́ı̌ŕı pomoćı foton̊u, což jsou kvanta energie s nulovou
klidovou hmotnost́ı. Vzorec E = h · f vyjadřuje energii fotonu, kde h je Planckova
konstanta (6, 626 · 10−34 Js).

Na obrázku 2 je znázorněńı části elektromagnetického spektra od 1 MHz. Nejnižš́ı
frekvenci má radiofrekvenčńı zářeńı a na opačném konci spektra s nejvyšš́ı frekvenćı
vlněńı nalezneme ionizuj́ıćı zářeńı (rentgenové a gama). Mezi nimi se na vlnových
délkách 380 - 760 nm nacháźı viditelné světlo, které zab́ırá jen úzkou část elektromag-
netického spektra. Každé těleso, které má vyšš́ı teplotu než absolutńı nula, vyzařuje
infračervené zářeńı. S vyšš́ı teplotou je spojena i vyšš́ı frekvence zářeńı [4].

Viditelné 

Záření
f  [Hz]

λ [m]

1015 1020101910181017101610141013101210111010109108107106

UV Radiofrekvenční 
103 102 101 100 10-1 10-2 10-3 10-4 10-5 10-6 10-7 10-8 10-9 10-10 10-11 10-12

Infračervené Rentgenové Gama Mikrovlnné 

Obrázek 2: Spektrum elektromagnetického zářeńı

Kamerové záznamy, které v daľśıch částech práce použ́ıváme, zobrazuj́ı trochu větš́ı
část spektra než je viditelné světlo. Prvńı z kamer sńımá viditelné světlo a bĺızké in-
fračervené zářeńı. Druhá použitá kamera je termokamera, která sńımá infračervenou
část spektra o vlnové délce v řádu µm.

1.2 Záznam obrazu

Účelem použ́ıváńı kamer je záznam trojrozměrné scény do jedné roviny. Obraz
vznikne perspektivńı transformaćı reality na senzor kamery. Pro jednodušš́ı matema-
tický popis záznamu obrazu se použ́ıvaj́ı afinńı modely projekce [5]. V následuj́ıćıch
podkapitolách jsou popsány dvě kamery a jejich výstup, protože s nimi budeme v
daľśıch částech pracovat. Každá z kamer má své výhody a nevýhody, proto budeme
záznamy z obou kamer kombinovat.
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1.2.1 CMOS kamera pracuj́ıćı v bĺızkém IR pásmu

Kamera sńımá viditelné a bĺızké infračervené světlo. V práci ji pro jednoduchost
nazýváme infrakamerou, i když zaznamenává i viditelnou část spektra. Záznamy, které
vzniknou sńımáńım nedostatečně osvětlené scény, jsou velmi tmavé a nekontrastńı.
Pro zlepšeńı kontrastu se někdy použ́ıvaj́ı infračervené reflektory. Jejich nevýhodou je
nedostatečný efektivńı dosvit a špatná distribuce svitu do stran, proto je často osvětlen
jen střed scény. Pohybuj́ıćı se objekt má potom r̊uzné hodnoty jasu v r̊uzných částech
obrazu.

Pokud je scéna osvětlena př́ımým slunečńım světlem, jas záznamu se velmi změńı
a je náročné rozlǐsit detaily v p̊uvodně tmavých částech scény. Na obrázku 3 je př́ıklad
sńımku zaznamenaného infrakamerou.

Obrázek 3: Př́ıklad sńımku z infrakamery

1.2.2 Termokamera

Daľśım typem kamery, který budeme použ́ıvat je termokamera, která zaznamenává
pouze infračervenou část spektra. Pokud jsou ve scéně osoby, jsou kontrastněǰśı oproti
pozad́ı v porovnáńı s záběrem z infrakamery. Se sńımáńım teploty objekt̊u se vážou
i velké nevýhody. Kamera aktualizuje dynamický rozsah podle jasu ve scéně. Pokud
srovnáme záznamy poř́ızené v létě a v zimě, je v dynamickém rozsahu obrovský rozd́ıl.
Na rozd́ıl od prostřed́ı maj́ı osoby v záznamu v létě a v zimě teplotu podobnou, proto
má jejich vstup do scény v létě a v zimě odlǐsnou odezvu. Ve studeném prostřed́ı se po
vstupu osoby do scény muśı dynamický rozsah jasu zvětšit několikanásobně v́ıce než u
teplého prostřed́ı.

Obrázek 4: Př́ıklad sńımku z termokamery

Dále pokud je scéna sńımána v noci, objekty ve scéně maj́ı většinou vyšš́ı teplotu
než vzduch. Při sńımáńı ve dne se podmı́nky obrát́ı, vzduch je často tepleǰśı než objekty
ve scéně. Na obrázku 4 je př́ıklad sńımku zaznamenaného termokamerou v zimě.
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1.3 Registrace obrazu

Registrace obrazu je takový souhrn úprav obraz̊u, který umožňuje správně aplikovat
fúzi. Kapitola vysvětluje dvě úpravy zaznamenaného obrazu, které se nám v daľśım
postupu budou hodit. Prvńı je korekce zkresleńı objektivu, které mezi geometrickými
vadami čoček převládá. Jedná se o radiálńı zkresleńı, které je zp̊usobeno nepřesnost́ı při
výrobě čočky. Druhou úpravou je projektivńı transformace, d́ıky které se perspektiva
zaznamenané scény změńı tak, aby na sebe jednotlivé pixely obraz̊u pasovaly.

1.3.1 Korekce radiálńıho zkresleńı objektivu

Reálné kamery nefunguj́ı přesně podle matematických model̊u, ale maj́ı r̊uzná zkres-
leńı. Častá je radiálńı vada čočky, která zp̊usob́ı soudkovité nebo poduškovité zkresleńı
obrazu, viz obrázek 5. Radiálńı vada čočky vzniká při jej́ı výrobě a zp̊usobuje změnu
úhlu vystupuj́ıćıho paprsku oproti vstupuj́ıćımu paprsku. Kv̊uli tomu nejsou body zob-
razeny přesně do stejné polohy jako ve scéně a jejich odchylka od správné polohy se
se vzdálenost́ı od středu objektivu měńı. Následuj́ıćı rovnice vyjadřuje radiálńı zkres-
leńı čočky objektivu [5]. Hodnoty x a y jsou výsledkem perspektivńıho modelu a L je
polynom, který modeluje radiálńı vzdálenosti od středu obrazu.[

x̂
ŷ

]
= L

(√
x2 + y2

)[ x
y

]
(1.1)

(a) Bez zkresleńı (b) Soudkovité (c) Poduškovité

Obrázek 5: Radiálńı zkresleńı objektivu

Korekce vady objektivu se většinou řeš́ı sńımáńım mř́ıžky s definovaným tvarem a
porovnáńım se vzniklým obrazem [5].

1.3.2 Projektivńı transformace

Projektivńı transformace zaznamenává, jak se měńı scéna se změnou umı́stěńı pozo-
rovatele a umožňuje simulovat perspektivńı zkresleńı obrazu. Transformace se vyjadřuje
pomoćı následuj́ıćı matice a1 a2 b1

a3 a4 b2
c1 c2 1

 , (1.2)

kde

[
a1 a2
a3 a4

]
je rotačńı matice,

[
b1
b2

]
je translačńı vektor a

[
c1 c2

]
je pro-

jekčńı vektor. Transformačńı matice se násob́ı se souřadnicemi pixelu, a t́ım vzniknou
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souřadnice nového bodu. Projektivńı transformace nezachovává rovnoběžnost, vzdálenosti
a úhly.

Afinńı transformace je speciálńım př́ıpadem projektivńı transformace, kdy c1 = c2 =
0. Podmı́nky pro afinńı transformaci nenastávaj́ı často. Roviny obrazu obou kamer muśı
být rovnoběžné s rovinou xy. Dále můžeme tuto transformaci použ́ıt, pokud je scéna
od objektivu dostatečně vzdálená a rotačńı úhly α a β jsou velmi malé [5]. Afinńı
transformace na rozd́ıl od projektivńı zachovává rovnoběžnost.

Na obrázku 6 je schématicky znázorněn rozd́ıl mezi originálńım a transformovaným
obrazem pomoćı afinńı a projektivńı transformace. Na obrázku 7 jsou ve stejném pořad́ı
zobrazeny transformace na reálné scéně.

(a) Bez transformace (b) Afinńı (c) Projektivńı

Obrázek 6: Druhy transformace obrazu

(a) Bez transformace (b) Afinńı (c) Projektivńı

Obrázek 7: Př́ıklady transformace obrazu
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2 Fúze obrazu

Fúze dat je znázorněńı scény, které by nebylo možné źıskat pomoćı jednoho senzoru,
vytvořené pomoćı kombinace informaćı o dané scéně z v́ıce senzor̊u. Důvodem pro
využ́ıváńı fúze obrazu je vytvořeńı obsáhleǰśıho obrazu s v́ıce informacemi, než je možné
źıskat z jednotlivých senzor̊u [6]. Vylepšená obrazová data se dále použ́ıvaj́ı pro lepš́ı
vizuálńı vńımáńı nebo pro poč́ıtačové zpracováńı [5].

Vybrané d̊uvody pro použit́ı r̊uzných senzor̊u pro fúzi obrazu jsou podle [7] následuj́ıćı:

– Zvýšeńı rozsahu podmı́nek, při kterých je možné sledovat scénu

– Zvýšeńı rozsahu časových a prostorových vlastnost́ı obrazu

– Sńıžeńı nepřesnost́ı a chyb v obraze

– Redundance dat, která je užitečná při selháńı jednoho ze senzor̊u

– Informačně obsáhleǰśı reprezentace dat

Většina technik fúze obrazu je kompromisem mezi dostačuj́ıćım prostorovým rozlǐseńım
a spojitost́ı spektra [8]. Často se použ́ıvaj́ı následuj́ıćı techniky: analýza hlavńıch kom-
ponent (PCA) a vlnková transformace. Z [7] vyplývá, že zmı́něné techniky jsou mezi
metodami fúze obrazu nejpouž́ıvaněǰśı. Nedá se ř́ıct, která z metod je nejlepš́ı, protože
zálež́ı na ćıli aplikace. Metoda PCA zajist́ı zvýšeńı informačńıho obsahu obrazu bez
změny prostorových a spektrálńıch detail̊u, kdežto použit́ı vlnkové transformace za-
chová p̊uvodńı RGB hodnoty a nav́ıc zmenš́ı zkresleńı obrazu.

2.1 Analýza hlavńıch komponent

Metoda analýzy hlavńıch komponent (PCA) slouž́ı k dekorelaci spektrálńıch pásem
signálu. Źıskáme obraz s vysokým rozlǐseńım z jednoho sńımku a informaćı o spektru z
druhého sńımku [9]. Výhodou PCA je, že umožňuje sńıžeńı počtu dimenźı dat. Protože
se při využit́ı PCA neztráćı velké množstv́ı informaćı, je využ́ıvána pro kompresi obrazu.

Postup PCA je následuj́ıćı:

• Z p̊uvodńıch obraz̊u (I1 a I2) se vytvoř́ı sloupcové vektory, obsahuj́ıćı hodnoty
jasu.

• Aby analýza dobře fungovala, muśı mı́t vektory středńı hodnotu 0. To doćıĺıme
odečteńım pr̊uměru vektoru od každé hodnoty tohoto vektoru.

• Pak se spoč́ıtá kovariančńı matice těchto sloupcových vektor̊u. Kovariančńı matice
obsahuje rozptyl hodnot jasu na hlavńı diagonále a kovarianci jasu sńımk̊u na
vedleǰśı diagonále.

C =

[
σ2I1 covI1I2

covI1I2 σ2I2

]
(2.1)

covI1I2 =

∑n
i=1(I1i − Ī1)(I2i − Ī2)

n− 1
(2.2)

• Z matice źıskáme vlastńı č́ısla (λ1 a λ2) a vlastńı vektory (u1 a u2).
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• Porovnáme vlastńı č́ısla mezi sebou a vektor, který odpov́ıdá vyšš́ımu vlastńımu
č́ıslu, použijeme jako vážené koeficienty pro fúzi obraz̊u.

u =

{
u1 pro λ1 > λ2

u2 jinde
(2.3)

• Vážené obrazy sečteme a dostaneme výsledek (viz vzorec 2.4), kde W1 a W2 jsou
prvky vlastńıho vektoru u [1][10].

If (x, y) = W1(x, y)I1(x, y) +W2(x, y)I2(x, y) (2.4)

Na obrázku 8 je vidět postup aplikace PCA při fúzi obrazu. Jedná se o váženou
superpozici sńımk̊u na sebe.

Obrázek 8: Fúze pomoćı PCA, překresleno z [11]

2.2 Vlnková transformace

Vlnková transformace rozkládá signál do vlnek, u kterých známe jak frekvenci, tak
měř́ıtko. Na rozd́ıl od Fourierovy transformace źıskáme kromě dobrého frekvenčńıho
rozlǐseńı i časové rozlǐseńı. Mateřskou vlnku (ψ) upravujeme pomoćı roztažeńı (a)
a posunut́ı (b) a provád́ıme po úsećıch konvoluci se signálem (f(x)). T́ım zjist́ıme,
které frekvence byly v jaké části signálu použity. Při rozkladu signálu pomoćı vlnkové
transformace data dekorelujeme [12]. Následuj́ıćı vzorec popisuje základńı 1D vlnkovou
transformaci:

Wa,b(f(x)) =

∫ ∞
x=−∞

f(x)ψa,b(x)dx (2.5)

ψa,b(x) =
1√
a
ψ

(
x− b
a

)
(2.6)

Inverzńı vlnková transformace se poč́ıtá z vlnkových koeficient̊u následuj́ıćım vzor-
cem:

f(x) =
∑
a,b

Wa,bψa,b(x) (2.7)

Pro sńıžeńı objemu dat se použ́ıvá diskrétńı vlnková transformace (DWT). Poč́ıtá
se jen s koeficienty a = 2m a b = n2m. Nejrychleǰśım zp̊usobem, jak spoč́ıtat DWT, je
rychlá vlnková transformace. Protože se vlnková funkce chová jako pásmová propust
kolem centrálńıho kmitočtu, může být rovnice 2.5 nahrazena filtraćı. Signál se filtruje
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dvojićı kvadraturně zrcadlových filtr̊u, dolńı a horńı propust́ı. Nı́zké frekvence jsou pak
stejnými propustmi znovu filtrovány, dokud nedoćıĺıme požadované úrovně detail̊u [13].

Pro dekompozici obrazu použ́ıváme 2D vlnkovou transformaci mı́sto 1D. Celý proces
funguje následovně (postup je znázorněn obrázkem 9):

Originální

obraz
L H

LL LH

HL HH

L H

LL LH

HL HH

LH

HL HH

Obrázek 9: Dyadická dekompozice u 2D vlnkové transformace, inspirováno [14]

• Aplikace 1D vlnkové transformace nejdř́ıve na řádky a pak na sloupce signálu.

• Obraz je filtrován dolńı propust́ı (L) a horńı propust́ı (H) v horizontálńım směru.

• Následuje vzorkováńı v horizontálńım směru, je ponechán každý druhý sloupec.
Podvzorkováńı je možné udělat, protože i po zmenšeńı š́ı̌rky pásma stále splńıme
Nyquist̊uv teorém.

• Výsledné obrazy jsou znovu filtrovány pomoćı L a H, ale ve vertikálńım směru.

• Následuje vzorkováńı ve vertikálńım směru, je ponechán každý druhý řádek.
Vstupńı signál se tak rozděĺı do 4 podpásem, které vznikly kombinaćı kvadra-
turně zrcadlových filtr̊u (L a H). Tato 4 podpásma jsou: podpásmo s nejvyšš́ı
energíı (LL), horizontálńı (HL), vertikálńı (LH) a diagonálńı (HH) (př́ıklad na
obrázku 10).

Obrázek 10: Př́ıklad děleńı do 4 podpásem, zleva LL, HL, LH, HH

• Na podpásmo s nejvyšš́ı energíı (LL) se poté znovu aplikuje děleńı do 4 podpásem.

• Postup se opakuje, dokud nedosáhneme požadované úrovně dekompozice [15].
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Pro rekonstrukci obrazu se použ́ıvá inverzńı 2D vlnková transformace (IDWT),
kde je postup přesně opačný, než výše uvedený. Nejprve se vlož́ı nulové řádky do
vyfiltrovaných obraz̊u, pak se filtruje ve vertikálńım směru. Do výsledk̊u se vlož́ı nulové
sloupce a pak se filtruje v horizontálńım směru. Filtrace prob́ıhá pomoćı kvadraturně
zrcadlových filtr̊u, pro které plat́ı bud’ rovnice 2.8 nebo 2.9, aby byla rekonstrukce
věrná. Součtem všech obraz̊u vznikne rekonstruovaný obraz [16].

F ′L(z) = FH(−z), F ′H(z) = −FL(−z) (2.8)

F ′L(z) = −FH(−z), F ′H(z) = FL(−z), (2.9)

kde F je filtr použitý při př́ımé vlnkové transformaci a F ′ je filtr použitý při inverzńı
vlnkové transformaci.

Originální

obraz 1

Originální

obraz 2

Výsledek

fúze

průměr / min / max

IDWT

DWT

DWT

Obrázek 11: Schéma fúze obrazu pomoćı 2D vlnkové transformace

Vlnkovou dekompozici aplikujeme na obrazy, na které chceme použ́ıt fúzi (obrázek
11). Koeficienty vlnkové transformace obou signál̊u na každé úrovni můžeme zpr̊uměrovat
nebo vźıt minimum nebo maximum z nich. T́ım spoj́ıme obrazy na každé úrovni trans-
formace. Po fúzi koeficient̊u se aplikuje inverzńı diskrétńı vlnková transformace. T́ım
źıskáme obraz se zvýšeným informačńım obsahem oproti samostatným originálńım
sńımk̊um [17].

2.3 Laplaciánská pyramidová fúze

Laplaciánská pyramida (LaP) je odvozena od Gaussovské pyramidy (GaP). Původńı
obraz je spodńı úrovńı pyramidy, z něj se odvozuj́ı všechny následuj́ıćı úrovně. Prvńı
úroveň GaP vznikne filtraćı obrazu předchoźı úrovně pomoćı váhovaćı funkce, která
hodnoty zpr̊uměruje. Druhá úroveň vznikne aplikaćı stejného modelu na prvńı úroveň
pyramidy. S každou úrovńı pyramidy se sńıž́ı rozlǐseńı obrazu na polovinu v řádćıch
i ve sloupćıch [18]. Př́ıklad GaP je na obrázku 12. Princip rozkladu je také popsán
následuj́ıćım vzorcem:

gl(i, j) =
2∑

m=−2

2∑
n=−2

w(m,n)gl−1(2i+m, 2j + n), (2.10)
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kde w(m,n) je váhovaćı funkce a l je úroveň pyramidy. Váhovaćı funkce má normálńı
rozděleńı pravděpodobnosti.

w =
1

256


1 4 6 4 1
4 16 24 16 4
6 24 36 24 6
4 16 24 16 4
1 4 6 4 1

 (2.11)

Obrázek 12: Úrovně Gaussovské pyramidy

Pro rekonstrukci obrazu z pyramidy se použ́ıvá interpolace. Po aplikaci následuj́ıćıho
vzorce na určitou úroveň pyramidy zvětš́ıme obraz na velikost obrazu o jednu úroveň
ńıže.

gl,k(i, j) = 4

2∑
m=−2

2∑
n=−2

w(m,n)gl,k−1

(
i−m

2
,
j − n

2

)
, (2.12)

Pro zmenšeńı objemu dat, potřebného k daľśımu zpracováńı, se využ́ıvá Laplaciánská
pyramida. Mı́sto komprimované verze obrazu z předchoźı úrovně využ́ıváme pouze
rozd́ıl mezi úrovněmi GaP. Pro źıskáńı spodńı úrovně LaP využijeme zvětšeńı obrazu
z GaP z 1. úrovně (podle vzorce 2.12), tento zvětšený obraz poté odečteme od spodńı
úrovně GaP. Tento proces je pro v́ıce úrovńı pochopitelný z obrázku 13. Pro nejvyšš́ı
úroveň pyramidy se LaP rovná GaP [18].

Originálńı obraz źıskáme z LaP tak, že obraz určité úrovně zvětš́ıme (podle vzorce
2.12), a poté všechny úrovně sečteme. Efektivněǰśım zp̊usobem je zvětšit nejvyšš́ı úroveň
a seč́ıst obraz s nižš́ı úrovńı, poté sečtený obraz zvětšit a seč́ıst s následuj́ıćı úrovńı,
dokud nedostaneme originálńı obraz.

LaP využ́ıváme pro fúzi obrazu tak, že z obou originálńıch obraz̊u vytvoř́ıme GaP a
z ńı LaP. Porovnáme obrazy na jedné úrovni a pro fúzi vytvoř́ıme takový obraz, který
se skládá z maximálńıch hodnot pixel̊u z obou obraz̊u (viz vzorec 2.13 a 2.14). Takto
postupujeme na všech úrovńıch až dostaneme jednu LaP, ze které rekonstruujeme obraz
po fúzi [19].

gl(i, j) = Ll(i, j) + gl+1(i, j), (2.13)

Ll(i, j) =

{
LAl (i, j) pro

∣∣LAl (i, j)
∣∣ > ∣∣LBl (i, j)

∣∣
LBl (i, j) jinde

(2.14)
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Obrázek 13: Vznik Laplaciánské pyramidy - pravý sloupec má kv̊uli přehlednosti
zvýšený jas

2.4 Vyhodnoceńı kvality fúze obrazu

Metriky pro vyhodnoceńı kvality fúze obrazu se děĺı do dvou kategoríı. Testováńı
kvality s referenčńım obrázkem a bez referenčńıho obrázku. Měřeńı kvality s referenćı
se provád́ı pomoćı následuj́ıćıch matematických metod: odmocnina středńı kvadratické
chyby (RMSE), maximálńı odstup signál-̌sum (PSNR), SSIM index. Pro měřeńı kvality
fúze bez reference se použ́ıvá např́ıklad: kř́ıžová entropie (CE) a vzájemná informace
fúze (FMI) [20]. V tabulce 1 jsou vzorce, jak jednotlivé metriky vypoč́ıtat.

2.4.1 Metriky kvality fúze s referenćı

• RMSE použ́ıvá k výpočtu hodnoty jasu referenčńıho obrazu a obrazu po fúzi.
Popisuje kvalitu obrazu jako celku, kdyby měl obraz po fúzi zkresleńı na malé
ploše, hodnota RMSE by mohla stále vyj́ıt přijatelně. Č́ım menš́ı RMSE, t́ım
vyšš́ı kvalita obrazu [21].

• PSNR je běžně už́ıvaná metrika pro zjǐstěńı kvality fúze obrazu, která považuje
obraz za speciálńı druh signálu. V tomto př́ıpadě se mı́sto energie šumu použ́ıvá
rozd́ıl mezi referenćı a obrazem po fúzi. Vyšš́ı hodnoty PSNR znač́ı ńızkou energii
šumu, tedy vyšš́ı kvalitu obrazu [21].

• SSIM na rozd́ıl od předchoźıch metrik nezkoumá chyby v obraze, ale strukturálńı
změny obrazu. Dı́ky tomu maj́ı obrazy s téměř identickými hodnotami RMSE
odlǐsné hodnoty SSIM. Při výpočtu se porovnávaj́ı tři vlastnosti: jas, kontrast
a struktura. Po porovnáńı jasu obraz̊u je pr̊uměrný jas odečten a následuje po-
rovnáńı kontrastu. Obraz normalizujeme vyděleńım jeho směrodatnou odchylkou
(kontrastem) a porovnáváme strukturu. Tato tři porovnáńı se následně zkombi-
nuj́ı a vytvoř́ı vzorec pro SSIM. Č́ım vyšš́ı je hodnota SSIM, t́ım větš́ı podobnost
struktur obraz̊u [22].
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Metriky kvality fúze s referenćı

Odmocnina středńı
kvadratické chyby

RMSE =
√

1
MN

∑M
i=1

∑N
j=1 (Ir(i, j)− If (i, j))2

Maximálńı odstup
signál-̌sum

PSNR = 10log10

(
L2

1
MN

∑M
i=1

∑N
j=1(Ir(i,j)−If (i,j))2

)
,

kde L je počet stupň̊u šedé

SSIM index SSIM =
(2µIrµIf+C1)(2σIrIf+C2)

(µ2Ir+µ
2
If

+C1)(σ2
Ir
+σ2

If
+C2)

,

kde C1 = 2, 55 a C2 = 7, 65 pro 255 stupň̊u šedé

Metriky kvality fúze bez reference

Kř́ıžová entropie CE(I1, I2; If ) =
CE(I1;If )+CE(I2;If )

2 ,

kde CE(Ix; If ) =
∑L

i=0 hIx(i)log

(
hIx (i)
hIf (i)

)
Vzájemná
informace fúze

FMI = MII1If +MII2If ,

kde MIIxIf =
∑M

i=1

∑N
j=1 hIxIf (i, j)ln

(
hIxIf

(i,j)

hIx (i,j)hIf (i,j)

)
Tabulka 1: Metriky kvality fúze obrazu

2.4.2 Metriky kvality fúze bez reference

• CE vyjadřuje podobnost informačńıho obsahu obou zdrojových obraz̊u a obrazu
po fúzi. Č́ım v́ıce je společného obsahu v obrazech, t́ım nižš́ı je hodnota kř́ıžové
entropie [23].

• FMI měř́ı závislost zdrojových obraz̊u a obrazu po fúzi. Z histogramů samotných
obraz̊u a vzájemných histogramů spoč́ıtáme vzájemnou informaci mezi zdrojovým
a výsledným obrazem. Součtem těchto výsledk̊u źıskáme vzájemnou informaci
fúze. Vyšš́ı hodnota FMI znač́ı větš́ı kvalitu fúze [23].
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3 Detekce v obraze

Po registraci a fúzi videa se budeme věnovat krok̊um, které předcháźı detekci ob-
jekt̊u ve videu. Nejprve vysvětĺım, jak vyrovnat histogram a poté jaké jsou varianty
modelováńı pozad́ı. Vytvořené pozad́ı se od sńımku odečte a zbylé objekty rozřad́ıme na
d̊uležité a ned̊uležité pomoćı prahováńı. Pak následuje vyhledáváńı hran nebo kontur
v obraze. Daľśı část této kapitoly se věnuje popisu kaskádového detektoru. Použ́ıvané
metody se lǐśı podle druhu videa a natáčeného prostřed́ı. Tato kapitola shrnuje základńı
postupy, které se hod́ı pro úpravu a detekci ve vidéıch, použitých v této práci.

3.1 Vyrovnáńı histogramu

Pro vyvážeńı hodnot jasu v obraze se využ́ıvá vyrovnáńı histogramu. Snaha je
dosáhnout přibližně rovnoměrného rozděleńı jasu [24]. Dı́ky tomu se zvýš́ı kontrast
sńımku a využije se celá škála hodnot jasu pro popis sńımku. Proces se provád́ı v
kumulativńım histogramu, kde se posouvaj́ı linie histogramu tak, aby byl výsledný
kumulativńı histogram přibližně lineárńı, viz. obrázek 14. Každý bod histogramu i je
upraven pomoćı následuj́ıćı rovnice:

Heq(i) =

(
H(i) · K − 1

MN

)
, (3.1)

kde H(i) je kumulativńı histogram, M a N jsou rozměry obrázku a K je maximálńı
hodnota jasu pixel̊u.

aa'

H(i)

Heq(i)

i

Obrázek 14: Princip vyrovnáńı histogramu, překresleno z [24]

(a) před ekvalizaćı (b) po ekvalizaci

Obrázek 15: Př́ıklad sńımk̊u před a po ekvalizaci

V takto upraveném sńımku videa je jednodušš́ı nastaveńı prahováńı či odeč́ıtáńı
pozad́ı, protože se video stane odolněǰśım v̊uči rychlým změnám osvětleńı.
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3.2 Odeč́ıtáńı pozad́ı

V aplikaćıch se statickou kamerou neńı náročné vytvořit model pozad́ı. Pokud máme
statistický model pozad́ı, ciźı objekty jsou detekovány jako části obrazu, které nejsou
součást́ı statistického modelu.

Nejjednodušš́ım zp̊usobem modelováńı pozad́ı je zpr̊uměrováńı všech sńımk̊u videa.
Pokud se ve scéně objevuje velké množstv́ı objekt̊u nebo se pohybuj́ı pomalu, je tento
zp̊usob málo robustńı. Změny osvětleńı scény představuj́ı v těchto aplikaćıch zásadńı
problém, protože po celou délku videa se použ́ıvá jen jedna úroveň prahu [25].

3.2.1 Modelováńı pozad́ı pomoćı GMM

Když se začaly použ́ıvat modely typu GMM (Gaussian Mixture Model), modelem
pozad́ı byl jen jeden Gaussián na každý pixel. Později [26] se každý pixel modeloval
pomoćı GMM. Podle podobnost́ı mezi Gaussiány např́ıč celým obrazem je možné od-
vodit, který Gaussián odpov́ıdá pixel̊um pozad́ı a které hodnoty pixel̊u nesed́ı do mode-
lovaného pozad́ı. Tyto pixely jsou vyhodnoceny jako popřed́ı. S každou novou hodnotou
pixelu se použ́ıvá algoritmus k-means pro zjǐstěńı, jaké Gaussiány tento pixel definuj́ı.
Nevytvář́ı se nový GMM, pokud algoritmus vyhodnot́ı podobnost mezi předchoźım
a současným histogramem. T́ım se sńıž́ı výpočetńı náročnost a zajist́ı se stálost po-
zad́ı i při měńıćım se osvětleńı. Pro definováńı pozad́ı hledáme takové Gaussiány,
které maj́ı nejmenš́ı rozptyl a častý výskyt. Gaussiány jsou následně srovnány podle
pravděpodobnosti, že definuj́ı pozad́ı.

pozadí

sekvence snímků GMM pixelů

popředí

k-means

model pozadísnímek

· váha

Obrázek 16: Schéma modelováńı pozad́ı pomoćı GMM

Podle [25] je nav́ıc upraven dopad minulých GMM na modelováńı modelu současného
sńımku tak, že časově bližš́ı minulé sńımky maj́ı větš́ı váhu při modelováńı než časově
vzdáleněǰśı minulé sńımky. Váha model̊u pozad́ı předchoźıch sńımk̊u exponenciálně
klesá s časem. Schéma GMM modelováńı pozad́ı je na obrázku 16.

3.2.2 Modelováńı pozad́ı pomoćı jádrového odhadu

Využit́ı jádrového odhadu [27] je zp̊usob modelováńı pozad́ı, který vznikl pro defi-
nováńı pozad́ı reálné scény. Při sledováńı př́ırody neńı pozad́ı statické a hodnota jeho
pixel̊u se v čase velmi měńı. Takto měńıćı se pixely nelze jednoduše popsat, metoda
GMM v tomto ohledu selhává. Pokud se ale stane, že bude model pozad́ı zab́ırat př́ılǐs
velkou š́ı̌ri histogramu, nebude jednoduché detekovat objekty v popřed́ı.

Jádrový odhad (KNN) je zobecněńım metody GMM, pokud použijeme jako jádrovou
funkci Gaussián. Tento Gaussián je váhovou funkćı, která je použita několikrát a
sč́ıtána, dokud nedostaneme vyhovuj́ıćı popis pozad́ı obrazu. Š́ı̌rka pásma jádrové funkce
je volena na základě odchylky jasu mezi následuj́ıćımi sńımky.
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Použ́ıvaj́ı se dva modely pozad́ı, krátkodobý a dlouhodobý. Krátkodobý model se
rychle adaptuje na změny a je velmi citlivý na detekci popřed́ı. Jeho nevýhodou je kla-
sifikace změn v pozad́ı jako popřed́ı. Dlouhodobý model se na změny adaptuje pomaleji,
je vytvořen z deľśıho časového úseku videa. Pr̊unik těchto model̊u je výsledkem modelu
pozad́ı. Nav́ıc k pr̊uniku se poč́ıtaj́ı i pixely z krátkodobého modelu, které soused́ı s
pixely v dlouhodobém modelu. Jednoduché schéma modelu pozad́ı KNN je na obrázku
17.

kratší sekvence snímků jádrový odhad krátkodobý model pozadí

delší sekvence snímků dlouhodobý model pozadí

model pozadí

jádrový odhad

Obrázek 17: Schéma modelováńı pozad́ı pomoćı KNN

V [25] je navržena obdoba předešlé metody, kdy se měńı š́ı̌rka jádrové funkce tak,
aby byl objem dat, který obsahuje, konstantńı. Dı́ky tomu neńı potřeba odhadovat
ideálńı š́ı̌rku jádrové funkce, měńı se podle objemu dat.

Také by podle [25] měla být upravena aktualizace modelu pozad́ı. Na rozhodováńı
o zařazeńı pixelu z popřed́ı do modelu pozad́ı by se měl pod́ılet jak krátkodobý, tak
dlouhodobý model pozad́ı. Ne jako v [27], kde rozhoduje jen dlouhodobý model.

3.3 Prahováńı a detekce

Speciálńım druhem kvantováńı obrazu je prahováńı. Rozděĺı hodnoty jasu pixel̊u
do dvou skupin podle úrovně prahu. Každé ze skupin je pak přǐrazena hodnota pixelu,
vznikne obraz, který obsahuje pouze dvě hodnoty jasu [24].

fprahovaci(a) =

{
a0 pro a < aprah

a1 pro a ≥ aprah
(3.2)

Pro detekci objekt̊u v obraze se nejv́ıce hod́ı binarizace, speciálńı př́ıpad prahováńı,
kdy skupinám pixel̊u přǐrazujeme hodnoty 0 a 255. T́ım vznikne černob́ılý obraz. Př́ıklad
prahováńı histogramu je na obrázku 18. Vlevo je šedotónový sńımek před prahováńım
a vpravo je sńımek po binárńım prahováńı. Černá svislá čára je prahovaćı hodnota jasu.
Všechny pixely nad touto hodnotou maj́ı přǐrazenou hodnotu 255 a všechny pixely pod
hodnotou prahu maj́ı hodnotu 0.

3.3.1 Morfologické operace

Po odečteńı pozad́ı a prahováńı nemuśı objekty v popřed́ı vypadat ideálně. Často
maj́ı nesouvislou plochu a je náročné je rozpoznat od šumu. Základńı morfologické
operace jsou dilatace a eroze.

Dilatace je vektorový součet obrazu a strukturńıho elementu přes r̊uzné vzájemné
pozice. Dı́ky tomu objekty v obraze po obvodu zvětš́ı svou plochu. Eroze je vektorový
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Obrázek 18: Př́ıklad prahováńı histogramu

rozd́ıl obrazu a pohybuj́ıćıho se strukturńıho elementu. Výsledkem je smazáńı objekt̊u s
menš́ı plochou než je element z obrazu a mı́rné zmenšeńı plochy velkých objekt̊u. Dı́ky
tomu z̊ustanou v obraze jen objekty s větš́ı plochou a malé objekty zp̊usobené šumem
zmiźı. Př́ıklad eroze je na obrázku 19. Kombinaćı eroze a dilatace źıskáme operace
morfologické otevřeńı a uzavřeńı. Otevřeńı je eroze a následně dilatace výsledku. T́ım
se odstrańı malé plochy šumu a následně se zvětš́ı velké objekty na p̊uvodńı plochu [28].

Obrázek 19: Př́ıklad eroze obrazu

3.3.2 Cannyho hranový detektor

Mı́sto prahováńı se pro binarizaci obrazu může použ́ıt detekce hran. Použ́ıvá se
velké množstv́ı hranových operátor̊u, ale nejv́ıce komplexńım hranovým detektorem je
Cannyho hranový detektor [29]. Tento detektor se skládá z několika po sobě jdoućıch
krok̊u. Nejprve se sńıž́ı šum obrazu použit́ım Gaussovského filtru, poté se hledá veli-
kost a směr gradientu, na to se nejčastěji použ́ıvá Sobel̊uv operátor. Je aplikován v
horizontálńım i vertikálńım směru. Daľśım krokem je ztenčeńı, kdy se kontroluje každý
detekovaný pixel vzhledem ke svému okoĺı ve směru gradientu, a pokud se nejedná o
lokálńı maximum, je pixel odebrán z detekovaných hranových pixel̊u. T́ım zajist́ıme
detekci pixel̊u v mı́stě největš́ıho gradientu. Posledńım krokem je prahováńı s hyste-
reźı. Jsou zvoleny dvě prahovaćı úrovně gradientu jasu. Pokud má pixel vyšš́ı hodnotu
než oba prahy, je automaticky považován za hranu. Pokud pixel lež́ı mezi prahy, je
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detekován jako hranový, jen pokud soused́ı s dř́ıve určeným hranovým pixelem. Hod-
noty pod oběma prahy nejsou hranami. Na obrázku 20 je znázorněno schéma postupu
detekce hran.

není hrana je hrana

snímek Gaussovský filtr Sobelův operátor

ztenčení

prahování s

hysterezí

významné hrany

není lokální maximum je lokální maximum

Obrázek 20: Schéma Cannyho hranového detektoru

3.3.3 Detekce kontur

Kontury jsou propojené okrajové body se stejnou úrovńı jasu. Jejich vyhledáváńı v
obraze umožňuje detekci objekt̊u a zjǐstěńı tvaru objekt̊u. Detekce kontur a stanoveńı
jejich hierarchie se podle [30] provád́ı následovně (také viz obrázek 21):

1. Předpokládáme b́ılé objekty (hodnota pixel̊u 1) na černém pozad́ı (hodnota 0).

2. Po jednotlivých pixelech procháźıme obraz a hledáme hranici mezi hodnotami 0
a 1, resp. 1 a 0. Pixel s hodnotou 1 na této hranici označ́ıme jako začátek vněǰśı
hranice, resp. začátek vnitřńı hranice.

3. Nalezené hranici přǐrad́ıme jedinečné identifikačńı č́ıslo.

4. Sledujeme nalezenou hranici a označujeme hraničńı pixely. Podle algoritmu po-
psaném v [31] prohledáme okolńı pixely začátku hranice. Pokud žádný z nich
nemá hodnotu 1, hranice se nezaznamenává, jedná se o osamocený b́ılý pixel. Po-
kud nalezneme pixel s hodnotou 1, stává se následuj́ıćım bodem hranice a znovu
prohledáváme jeho okoĺı.

5. Po označeńı celé hranice pokračujeme následuj́ıćım pixelem, kde jsme při hledáńı
začátk̊u hranic přestali.

6. Výsledkem jsou označené vnitřńı a vněǰśı hranice všech objekt̊u obrazu.
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Obrázek 21: Postup detekce kontur, inspirováno [30]
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3.4 Haarovy př́ıznaky

Pro zjednodušeńı reprezentace obrazu můžeme popsat části obrazu pomoćı Haa-
rových př́ıznak̊u. Př́ıznaky se použ́ıvaj́ı kv̊uli sńıžeńı objemu dat oproti popisu pomoćı
pixel̊u.

Nejjednodušš́ı funkce, použ́ıvaná pro extrakci př́ıznak̊u, je Haarova vlnka. Mateřská
vlnka je vyjádřena vzorcem 3.3 a obrázkem 22a. Obdélńıkové 2D vlnky, které budeme
dále použ́ıvat, jsou na obrázku 22b. Př́ıznaky děĺıme na dva základńı druhy:

• Prvńı jsou složené ze dvou obdélńık̊u o stejných rozměrech, které spolu jednou
stranou soused́ı. Tyto př́ıznaky pomáhaj́ı detekovat hrany.

• Druhé jsou složeny ze tř́ı stejných obdélńık̊u, které spolu soused́ı tak, že je černý
obdélńık obklopen b́ılými obdélńıky. Tyto př́ıznaky slouž́ı k detekci liníı.

(a) Mateřská vlnka (b) Obdélńıkové př́ıznaky

Obrázek 22: Haarovy vlnky

ψ(t) =


1 pro 0 ≤ t < 1

2

−1 pro 1
2 ≤ t < 1

0 jinde

(3.3)

Př́ıznak aplikujeme na určitou oblast tak, že sečteme hodnoty pixel̊u v b́ılých ob-
lastech a černých oblastech a sumu z b́ılých oblast́ı odečteme od sumy z černé oblasti.
Pomoćı změny velikosti použitých obdélńık̊u můžeme pro extrakci informace z obrazu
vytvořit velké množstv́ı Haarových př́ıznak̊u [32].

Kromě vodorovných a svislých obdélńık̊u se můžou Haarovy př́ıznaky vyskytovat
také pootočené o 45◦. Jejich použit́ı podle [33] vylepšuje výsledky kaskádového klasi-
fikátoru (viz kapitolu 3.5).

Hodnoty př́ıznak̊u ze sumy pixel̊u v obdélńıćıch lze spoč́ıtat velmi rychle pomoćı
integrálńıho obrazu. Integrálńı obraz se spoč́ıtá pomoćı rovnice 3.4, jedná se o součet
všech pixel̊u nalevo a nahoru od bodu na daných souřadnićıch. Součet pixel̊u pod
obdélńıkem pak spoč́ıtáme pomoćı kombinace integrálńıch obraz̊u pixel̊u v jeho vr-
cholech. Znázorněńı sumy pixel̊u obdélńıku pomoćı integrálńıho obrazu vrchol̊u je na
obrázku 23.

ii(x, y) =
∑

x′≤x,y′≤y
i(x′, y′) (3.4)
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Obrázek 23: Integrálńı obrazy vrchol̊u obdélńıku

3.5 Kaskádový klasifikátor

Kaskádový klasifikátor se použ́ıvá pro klasifikaci objekt̊u v obraze proto, že se po-
moćı kombinace malého počtu extrahovaných př́ıznak̊u dosáhne efektivńı klasifikace.
Protože nepotřebujeme rozlǐsovat objekty mezi sebou, ale zaj́ımá nás pouze existence
osoby ve sńımku, děĺıme sńımky do dvou skupin. Pozitivńı vzorky jsou sńımky, které ob-
sahuj́ı osobu v záběru a negativńı vzorky jsou sńımky, které neobsahuj́ı osobu v záběru.
Na každé úrovni kaskády je vybrán takový př́ıznak, který nejlépe separuje pozitivńı a
negativńı vzorky. Po nalezeńı takového př́ıznaku je vytvořen prvńı slabý klasifikátor hj ,
který je definován svým př́ıznakem fj a prahem θj (3.5). Okno, se kterým procháźıme
sńımek, je x. Často se použ́ıvá rozměr okna 24x24, jak najdeme v [32].

hj(x) =

{
1 pro fj ≤ θj
0 jinde

(3.5)

Za sebe do kaskády postav́ıme několik slabých klasifikátor̊u, které maj́ı úspěšnost
detekce negativńıch vzork̊u kolem 50 % a úspěšnost detekce pozitivńıch vzork̊u bĺıž́ıćı
se 100 %. S větš́ım počtem klasifikátor̊u se chybovost velkého klasifikátoru bĺıž́ı k nule.
Schéma zapojeńı je na obrázku 24, tato metoda se nazývá AdaBoost. Každý ze slabých
klasifikátor̊u má vzhledem ke vstupńım vzork̊um určitou váhu, na základě chybovosti
je váha klasifikátoru upravena, aby vznikl co nejsilněǰśı klasifikátor.

slabý klasifikátor
hj

slabý klasifikátor
hj

slabý klasifikátor
hj

pozitivní
vzorky

negativní
vzorky

negativní vzorky

silný klasifikátor
H

True True True

False False False

pozitivní
vzorky

Haarovy příznaky Haarovy příznaky Haarovy příznaky

Obrázek 24: Kaskádový klasifikátor AdaBoost

Pro zlepšeńı výsledk̊u klasifikátoru se použ́ıvá rozš́ı̌reńı knihovny negativńıch vzork̊u.
To znamená, že se klasifikátor aplikuje na trénovaćı data a falešně pozitivńı podokna
ze sńımk̊u se použij́ı pro daľśı trénováńı klasifikátoru. Tento silněǰśı klasifikátor by měl
méně chybovat a sńıžit hodnotu falešně pozitivně detekovaných vzork̊u. Trénováńı kla-
sifikátoru může zabrat velké množstv́ı času, ale jeho aplikace na reálńı data je pak velice
rychlá. Proto je kaskádový klasifikátor velmi vhodný pro detekci v reálném čase [32].
Výsledky klasifikátoru se zjist́ı jeho aplikaćı na testovaćı data, což je odlǐsná skupina
obrázk̊u oproti trénovaćı sadě.
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3.6 Metriky úspěšnosti detekce

Nemůžeme pouze porovnávat počet detekovaných oken k celkovému počtu osob ve
sńımćıch, protože nev́ıme, kdy se model trefil do správné polohy osoby a kdy se spletl.
Detekci vyhodnocujeme porovnáńım detekovaných objekt̊u v obraze a jejich skutečnou
polohou. Testovaćı sńımky jsou rozřazené na pozitivńı a negativńı vzorky a d́ıky tomu
zjist́ıme, jaké jsou hodnoty pravdivě pozitivńıch (TP), falešně pozitivńıch (FP) a falešně
negativńıch (FN) vzork̊u.

• TP = detekované okno odpov́ıdá pozici osoby v testovaćım sńımku

• FP = detekované okno neodpov́ıdá pozici osoby v testovaćım sńımku

• FN = pozice osoby v testovaćım sńımku neńı detekovaná

Z těchto metrik můžeme vypoč́ıtat daľśı hodnoty, které vypov́ıdaj́ı o kvalitě detekce.
Jedná se o přesnost (Precision) a výtěžnost (Recall). Z nich źıskáme i F1 score, které
kombinuje předešlé ukazatele. Pokud hledáme vyváženost hodnot Precision a Recall,
hodnota F1 score je dobrým ukazatelem.

• Precision = TP
TP+FP = jak se model trefuje do reálných osob, když detekuje

• Recall = TP
TP+FN = jakou část reálných osob model dokáže detekovat

• F1 = 2 · Precision·RecallPrecision+Recall = rovnováha mezi Precision a Recall
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4 Návrh a implementace algoritmu fúze

V této kapitole jsou vysvětleny všechny kroky algoritmu, které zajist́ı zvýšeńı in-
formačńıho př́ınosu videa pomoćı fúze. Nejprve se seznámı́me s daty ze dvou kamer,
které sleduj́ı odlǐsnou část spektra. Poté uprav́ıme sńımkové frekvence tak, aby si od-
pov́ıdaly, pak následuj́ı kroky předzpracováńı, registrace a fúze obrazu.

4.1 Zpracováńı dat

Vı́ce kamerové systémy jsou použ́ıvané v r̊uzných prostřed́ıch z bezpečnostńıch
d̊uvod̊u. Jedńım z často použ́ıvaných prostřed́ı jsou i stanice metra [34]. Data, se kterými
pracujeme, jsou poř́ızena na dvě zař́ızeńı: CMOS kameru pracuj́ıćı v bĺızkém IR pásmu
(infrakameru) a termokameru. Na obrázku 25 jsou sńımky z originálńıch záznamů.

(a) Infrakamera (b) Termokamera

Obrázek 25: Originálńı záznamy

Parametry záznamu z kamer jsou v tabulce 2. Protože se sńımkové frekvence použitých
záznamů velmi lǐśı, prvńım krokem je převzorkováńı videa na stejnou sńımkovou frek-
venci.

Zař́ızeńı Rozlǐseńı videa [px] Sńımková frekvence [fps]

Infrakamera 352 x 288 < 10, 01; 12, 01 >

Termokamera 352 x 288 < 12, 39; 25, 00 >

Tabulka 2: Parametry záznamu

4.1.1 Převzorkováńı videa

Aby měly záznamy z obou kamer stejnou sńımkovou frekvenci, je potřeba je převzorkovat.
K převzorkováńı jsem použila nástroj FFmpeg1. Tato platforma dokáže aplikovat základńı
úpravy na video, jako je změna velikosti, ořez, rotace nebo filtrace. Pomoćı filtru fps

je možné změnit vzorkovaćı frekvenci videa, ale jen tak, že se změńı počet sńımk̊u ve
videu. Neńı změněný obsah videa, proto na sebe i po převzorkováńı nemuśı sńımky
z infrakamery a termokamery přesně obsahově sedět. Následuj́ıćı kód aplikujeme na
všechna videa, která potřebujeme převzorkovat, zde je př́ıklad pro infra video:

1Dostupné zde: http://ffmpeg.org/
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import ffmpeg

(

ffmpeg

.input('INFRA.avi')

.filter('fps', fps=25, round='up')

.output('INFRA-novy.avi')

.run()

)

Použ́ıváme standardńı vzorkovaćı frekvenci 25 sńımk̊u/s jako výslednou pro záznamy
z obou kamer.

4.2 Registrace obrazu

Zásadńı pro fúzi vidéı je, aby na sebe sńımky z kamer seděly. Procesu napasováńı
obraz̊u na sebe se ř́ıká registrace obrazu. Nejprve je potřeba videa časově srovnat,
aby si sńımky z obou kamer odpov́ıdaly. Poté se řeš́ı vada objektivu a transformace
sńımk̊u. Časové zarovnáńı vidéı jsem provedla ručně, některá z použitých vidéı byla
časově srovnána správně a bylo možné tento krok přeskočit. Dále jsem před řešeńım
radiálńıho zkresleńı provedla rotaci záznamu z termokamery o 180◦ pomoćı funkce
imutils.rotate bound, která zároveň vyplnila plochu obrazu d̊uležitým obsahem a od-
stranila černý rámeček. Tato transformace byla na prvńı pohled jednoznačná a ulehčila
porovnáváńı záznamů mezi sebou.

4.2.1 Korekce radiálńıho zkresleńı

(a) Infrakamera (b) Termokamera

Obrázek 26: Sńımky po korekci radiálńıho zkresleńı

Jako prvńı byly srovnány vady objektiv̊u. Obě kamery maj́ı soudkovité zkresleńı
obrazu, které bylo korigováno funkćı cv2.undistort [35]. Do této funkce vstupuj́ı pa-

rametry objektivu a koeficienty zkresleńı. V matici vstupńı kameryA =

 fx 0 cx
0 fy cy
0 0 1


jsou hodnoty ohniskové vzdálenosti (fx, fy) a optického středu (cx, cy). Koeficienty
radiálńıho zkresleńı jsou (k1, k2, . . . , kn), které źıskáme z rovnice zkreslených souřadnic:

xzkresleny = x(1 + k1r
2 + k2r

4 + . . .+ knr
2n)

yzkresleny = y(1 + k1r
2 + k2r

4 + . . .+ knr
2n).

(4.1)

Pro infrakameru jsem zvolila korekčńı koeficient k4 = 7 · 10−4 a pro termokameru
jsem zvolila korekčńı koeficient k4 = 8 · 10−4. Výsledné obrazy po korekci jsou na
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obrázku 26. Ve všech záběrech jsou použité stejné kamery, proto je tato korekce použita
na všechna videa, se kterými pracujeme.

4.2.2 Afinńı transformace

Daľśım krokem je zarovnat obrazy kamer na sebe, k tomu použijeme afinńı transfor-
maci na základě odpov́ıdaj́ıćıch si bod̊u v obrazech. Bylo by možné použ́ıt i projektivńı
transformaci, ale po vyřešeńı radiálńıho zkresleńı je pro zarovnáńı obraz̊u potřeba jen
translace a rotace, neńı potřeba měnit projekci scény. Nejprve se ve sńımku z infra
kamery zvoĺı 3 body a poté se stejné body označ́ı v termo sńımku.
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Obrázek 27: Sńımky se zvolenými body pro transformaci

Na základě těchto 3 dvojic bod̊u funkce cv2.getAffineTransform [35] vytvoř́ı
transformačńı matici. Na obrázku 27 jsou vidět dva pohledy na stejnou scénu a červené
a modré body jsou výchoźımi body pro transformaci. Na obrázku 28 je na 28a jejich
posun při překryt́ı p̊uvodńıch obrázk̊u a na 28b překryt́ı obrázk̊u po transformaci.
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Obrázek 28: Překryt́ı sńımk̊u a posun bod̊u transformace

Výsledek na obrázku 28b je překryt́ı sńımk̊u takovým zp̊usobem, že si pixely z
obou sńımk̊u odpov́ıdaj́ı. Na takto zkalibrovaná videa se aplikuje fúze obrazu. Uložené
hodnoty transformace se aplikuj́ı na všechna videa ze stejného prostřed́ı.
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4.3 Fúze obrazu

Na správně registrované obrazy je ideálńı použ́ıt fúzi. Při fúzi obrazu si ceńıme
zachováńı co největš́ıho množstv́ı informace z obou p̊uvodńıch obraz̊u. V této kapitole
budou popsány algoritmy tř́ı druh̊u fúze obrazu. Srovnáńı jejich účinnosti pak naleznete
v tabulkách 5 a 6, na straně 47. Prvńım krokem u všech druh̊u fúze je převod vidéı
z barevného prostoru do odst́ın̊u šedi. Abychom vytvořili video záznam pomoćı fúze
dvou záznamů, aplikujeme následuj́ıćı algoritmy na každý sńımek videa.

4.3.1 Analýza hlavńıch komponent

Abychom źıskali obraz vytvořený fúźı na základě analýzy hlavńıch komponent (PCA),
vlož́ıme dva šedotónové obrázky do následuj́ıćı funkce:

def fusion_pca(im1,im2):

im1flat = im1.flatten('F')

im2flat = im2.flatten('F')

im1flat = im1flat - np.mean(im1flat)

im2flat = im2flat - np.mean(im2flat)

C = np.cov([im1flat,im2flat])

d,v = np.linalg.eig(C)

if (d[0] >= d[1]):

pca = v[:,0]/sum(v[:,0])

else:

pca = v[:,1]/sum(v[:,1])

imf = pca[0]*im1 + pca[1]*im2

fusedImage = imf.astype(np.uint8)

return fusedImage

Nejdř́ıv ze vstupńıch obraz̊u vytvoř́ıme sloupcové vektory a odečteme pr̊uměrnou
hodnotu sńımku. T́ım zař́ıd́ıme, aby byly hodnoty jasu kolem hodnoty 0. Histogramy
obou sńımk̊u před a po normalizaci jsou na obrázku 29. Veliké množstv́ı černých pixel̊u
se nacháźı v termo sńımku proto, že při afinńı transformaci se černými pixely doplňuj́ı
mı́sta, která se nacháźı mezi transformovaným sńımkem a rozměry referenčńıho sńımku.
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Obrázek 29: Histogramy infra a termo sńımk̊u před normalizaćı (méně syté) a po nor-
malizaci
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(a) (b) (c)

Obrázek 30: Vstupńı sńımky a výstupńı obraz PCA fúze

Daľśım krokem algoritmu je výpočet kovariančńı matice C, vlastńıch vektor̊u v a
vlastńıch č́ısel d. Porovnáme velikost vlastńıch č́ısel a vlastńı vektor, který patř́ı k
větš́ımu vlastńımu č́ıslu, použijeme jako váhovaćı koeficienty. Koeficienty vynásob́ıme
p̊uvodńı 2D obrazy a ty pak sečteme. Na obrázku 30c je výsledek fúze.

4.3.2 Vlnková transformace

Pro źıskáńı obrazu obrazu pomoćı vlnkové transformace (DWT) je nejdř́ıve potřeba
se rozhodnout, kterou funkci použijeme jako mateřskou vlnku. Nejjednodušš́ı vlnkou,
která se pro výpočet DWT použ́ıvá je Haarova vlnka.

Fúzi vlnkových koeficient̊u je možné provádět pomoćı tř́ı variant. Bud’to z koefici-
ent̊u vezmeme ten menš́ı, ten větš́ı nebo jejich pr̊uměr. K tomu slouž́ı následuj́ıćı funkce,
kterou použijeme později:

def fuseCoeff(cooef1, cooef2, method):

if (method == 'mean'):

cooef = (cooef1 + cooef2) / 2

elif (method == 'min'):

cooef = np.minimum(cooef1,cooef2)

elif (method == 'max'):

cooef = np.maximum(cooef1,cooef2)

else:

cooef = []

return cooef

Algoritmus fúze obrazu pomoćı DWT zač́ıná t́ım, že vlož́ıme dva šedotónové obrazy
do následuj́ıćı funkce:
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def fusion_wavelet(im1,im2):

FUSION_METHOD = 'mean' # 'min' / 'max'

cooef1 = pywt.wavedec2(im1[:,:], 'db1')

cooef2 = pywt.wavedec2(im2[:,:], 'db1')

fusedCooef = []

for i in range(len(cooef1)):

if(i == 0):

fusedCooef.append(fuseCoeff(cooef1[0],cooef2[0], FUSION_METHOD))

else:

c1 = fuseCoeff(cooef1[i][0],cooef2[i][0], FUSION_METHOD)

c2 = fuseCoeff(cooef1[i][1], cooef2[i][1], FUSION_METHOD)

c3 = fuseCoeff(cooef1[i][2], cooef2[i][2], FUSION_METHOD)

fusedCooef.append((c1,c2,c3))

fusedImage = pywt.waverec2(fusedCooef, 'db1')

fusedImage = np.multiply(np.divide(fusedImage - np.min(fusedImage),

(np.max(fusedImage) - np.min(fusedImage))),255)

fusedImage = fusedImage.astype(np.uint8)

return fusedImage

Na začátku naṕı̌seme druh volby koeficient̊u do proměnné FUSION METHOD, a pak
následuje rozklad obrazu im1 a im2 pomoćı 2D DWT s Haarovou mateřskou vlnkou.
K rozkladu použ́ıváme baĺıček PyWavelet [36], který má funkci pro v́ıceúrovňovou
2D dekompozici. V prvńı úrovni dekompozice se obraz děĺı do 4 podpásem pomoćı
kombinace filtr̊u H a L, znázorněných na obrázku 31a a 31b.

(a) Dolńı propust pro dekompozici (b) Horńı propust pro dekompozici

(c) Dolńı propust pro rekonstrukci (d) Horńı propust pro rekonstrukci

Obrázek 31: Kvadraturně zrcadlové filtry

Dále v cyklu přes všechny koeficienty provád́ıme fúzi, t́ım kombinujeme obrazy na
stejných úrovńıch dekompozice. Pomoćı koeficient̊u po fúzi provád́ıme zpětnou rekon-
strukci obrazu funkćı waverec2, která aplikuje 2D inverzńı DWT na všechny úrovně
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dyadické dekompozice a poté obrazy zkombinuje. Pro rekonstrukci se každá úroveň fil-
truje pomoćı kvadraturně zrcadlových filtr̊u (viz obrázky 31c a 31d). Posledńım krokem
je normalizace výsledného obrazu.

Na obrázku 32 jsou obrazy po fúzi při r̊uzné volbě fúze koeficient̊u ve funkci fuseCoeff.
Je vidět, že při volbě nejmenš́ıch (32a) nebo největš́ıch (32b) koeficient̊u pro fúzi na
výsledném obrazu vzniknou nežádoućı artefakty. Proto pro daľśı využit́ı DWT fúze
obrazu použ́ıváme pr̊uměr koeficient̊u (32c). Originálńı sńımky pro fúzi jsou 30a a 30b.

(a) minimum (b) maximum (c) pr̊uměr

Obrázek 32: Výstupńı obrazy DWT fúze

4.3.3 Laplaciánská pyramidová fúze

Posledńım algoritmem fúze, který jsem implementovala, je Laplaciánská pyramidová
fúze (LaP). Následuj́ıćı kód přesně odpov́ıdá krok̊um, popsaným v kapitole 2.3:

def fusion_lap(im1,im2):

G = im1

gpA = [G]

for i in range(6):

G = cv2.pyrDown(G)

gpA.append(G)

G = im2

gpB = [G]

for i in range(6):

G = cv2.pyrDown(G)

gpB.append(G)

lpA = [gpA[5]]

for i in range(5,0,-1):

GE = cv2.pyrUp(gpA[i])

L = cv2.subtract(gpA[i-1],GE)

lpA.append(L)

lpB = [gpB[5]]

for i in range(5,0,-1):

GE = cv2.pyrUp(gpB[i])

L = cv2.subtract(gpB[i-1],GE)

lpB.append(L)

LS = []

for la,lb in zip(lpA,lpB):

ls = np.maximum(la,lb)

LS.append(ls)

ls_ = LS[0]

for i in range(1,6):

ls_ = cv2.pyrUp(ls_)

ls_ = cv2.add(ls_, LS[i])

fusedImage = ls_

fusedImage = np.multiply(np.divide(fusedImage -

np.min(fusedImage),(np.max(fusedImage) -

np.min(fusedImage))),255)

fusedImage = fusedImage.astype(np.uint8)

return fusedImage

Do funkce vstupuj́ı dva šedotónové sńımky, ze kterých pak pomoćı funkce cv2.pyrDown
[35] vytvoř́ıme rozklad do Gaussovské pyramidy. Následuje vytvořeńı Laplaciánské py-
ramidy pomoćı funkćı cv2.pyrUp a cv2.subtract, které sńımek určité úrovně zvětš́ı
a odečtou od sńımku předchoźı úrovně. Dále se sńımky na všech úrovńıch porovnávaj́ı
a maximálńı hodnoty vytvoř́ı nové sńımky. Př́ıklad Laplaciánské pyramidy po fúzi je
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na obrázku 33, kde je pro lepš́ı přehlednost zvýšený jas a pouhé 4 úrovně pyramidy. V
reálu jsem aplikovala rozklad do 6 úrovńı.

Obrázek 33: Laplaciánská pyramida po fúzi před rekonstrukćı

Pro rekonstrukci je potřeba použ́ıt funkci cv2.pyrUp a postupně úrovně sč́ıtat.
Následuje jen normalizace výsledného obrazu a fúze je hotová. Na obrázku 34c je
výsledek LaP fúze z originálńıch obrázk̊u 34a a 34b.

(a) (b) (c)

Obrázek 34: Vstupńı sńımky a výstupńı obraz LaP fúze
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5 Návrh a implementace algoritmu detekce

Pro detekováńı objekt̊u v obraze existuje velké množstv́ı algoritmů, které se velmi
lǐśı svým využit́ım a výpočetńı náročnost́ı. V této kapitole je nejdř́ıve popsána nejjed-
nodušš́ı detekce pomoćı odeč́ıtáńı pozad́ı a v daľśı části je vysvětlena extrakce Haa-
rových př́ıznak̊u a aplikace kaskádńıch filtr̊u.

Vstupńı videa maj́ı často problém s šumem nebo s nestabilńım osvětleńım. Dopady
měńıćıho se osvětleńı se daj́ı zmı́rnit pomoćı vyrovnáńı histogramu, ideálńı je funkce
cv2.equalizeHist() [35]. Na obrázku 35 je př́ıklad histogramu reálné scény před a
po vyrovnáńı. Odeč́ıtáńı pozad́ı a všechny daľśı kroky jsem aplikovala na videa bez a
s vyrovnáńım histogramu. Pomoćı aplikace detekce na problematické video z hlediska
jasu jsem se ujistila, že videa s vyrovnanými histogramy jsou pro detekci spolehlivěǰśı
(viz obrázek 40).
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Obrázek 35: Př́ıklad vyrovnáńı histogramu, zobrazeńı kumulativńı distribučńı funkce

5.1 Detekce pomoćı odeč́ıtáńı pozad́ı

Prvńım zp̊usobem detekce objekt̊u v obraze je odeč́ıtáńı pozad́ı, prahováńı a vy-
hledáváńı hran či kontur. Pro odeč́ıtáńı pozad́ı z obrazu je možné použ́ıt několik al-
goritmů. Zde poṕı̌su a porovnám dvě funkce, které se často použ́ıvaj́ı. Prvńı funkćı je
cv2.createBackgroundSubtractorMOG2() [35], která pro modelováńı pozad́ı využ́ıvá
GMM (viz kapitolu 3.2.1). Druhá je funkce cv2.createBackgroundSubtractorKNN()

[35], která pro modelováńı pozad́ı využ́ıvá jádrový odhad (KNN) (viz kapitolu 3.2.2).
Funkce nejdř́ıve vytvoř́ı soubor, který obsahuje 3 proměnné:

• počet sńımk̊u, ze kterých se bude model pozad́ı vytvářet

• prahovaćı úroveň pro vzdálenost pixelu od modelu pozad́ı

• možnost detekovat st́ıny.

Funkce odeč́ıtáńı pozad́ı se aplikuje na sńımek videa v cyklu. Výstupem je praho-
vaný černob́ılý obraz pro variantu bez detekce st́ın̊u a při detekci st́ın̊u nav́ıc s šedou
barvou. Na obrázku 36 je vidět originálńı sńımek a výsledky po odečteńı pozad́ı a
prahováńı obou zmı́něných funkćı.

Pokud porovnáme výsledek odečteńı modelu pozad́ı GMM a KNN, vid́ıme, že
jádrový odhad je o trochu robustněǰśı, co se týče neustálých změn osvětleńı. V následuj́ıćıch
odstavćıch jsou ukázány aplikace hledáńı hran a kontur, také vysvětĺım, proč je hledáńı
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(a) Originál (b) Modelováńı GMM (c) Modelováńı KNN

Obrázek 36: Vstupńı sńımek a obrazy po odečteńı pozad́ı

hran méně vhodnou variantou detekce v našich obrazových datech oproti hledáńı kon-
tur.

Hledáńı hran

Cannyho hranový operátor použijeme pomoćı funkce cv2.Canny() [35]. Výsledek
hledáńı hran je na obrázku 37. Výstupem funkce je obrázek, jehož pixely jsou
prahované, černé znač́ı pozad́ı a b́ılé znač́ı hrany. Operátor funguje spolehlivě, ale
detekuje i šum v pozad́ı. Protože nemáme o ohraničených objektech žádné daľśı
informace, nemůžeme s výsledným obrazem dále manipulovat. Obrázek 37c vznikl
při použit́ı modelováńı pozad́ı pomoćı jádrového odhadu a po daľśıch kroćıch pro
eliminaci šumu. Tyto kroky jsou na obrázku 38 před hledáńım kontur.

(a) Originálńı sńımek (b) Detekce hran (c) Detekce osob

Obrázek 37: Porovnáńı detekce bez a s vyrovnáńım histogramu

Při použit́ı hranového operátoru na originálńı obraz ztrat́ıme informaci o jasu
objektu a nelze poznat, která část je popřed́ı a která pozad́ı. Také neńı možné
vytvořit po detekci hran model pozad́ı, protože se změnou osvětleńı většina de-
tekovaných hran změńı svoj́ı polohu.

Daľśı postup je znázorněn schématem na obrázku 38 a př́ıkladem sńımk̊u na obrázku
39. Abychom z předchoźıch sńımk̊u odečetli st́ıny, použijeme takové prahováńı, že se ze
šedých pixel̊u stanou černé. Pro binarizaci sńımku se hod́ı funkce cv2.threshold() [35].
I po odstraněńı st́ın̊u je scéna zašumělá, proto použijeme erozi pomoćı strukturńıho ele-
mentu. Zvoĺıme si např. element o velikosti (2x2) a pokud v obraze naraźıme na mı́sto,
kde se pod celým jádrem nenacháźı světlé pixely, odstrańıme je. T́ım se proměnlivého
šumu zbav́ıme.

Hledáńı kontur

Hledáńı kontur je pro detekci osob výhodněǰśı, protože jsou obvody objekt̊u spo-
jité a daj́ı se pro daľśı potřeby vyplnit. Daľśı výhodou je, že výstupem z funkce pro
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sekvence snímků model pozadí

snímek 1

prahování plochy kontur

prahování eroze hledání kontur vyplnění kontur

ohraničení ploch

přiřazení ID

snímek 2

Obrázek 38: Schéma odeč́ıtáńı pozad́ı, detekce a sledováńı objekt̊u

(a) Model pozad́ı (b) Prahováńı (c) Eroze

(d) Vyplněńı kontur (e) Detekce (f) Trajektorie

Obrázek 39: Př́ıklady sńımk̊u z jednotlivých krok̊u detekce objekt̊u

hledáńı kontur jsou souřadnice těchto kontur a lze k nim přistupovat odděleně,
nebo zjistit jejich plochu a polohu. Pro vysvětleńı daľśıch krok̊u detekce využijeme
hledáńı kontur.

Binárńı obraz po erozi obsahuje objekty s nevyplněnými konturami, proto je
pomoćı kombinace př́ıkaz̊u cv2.findContours a cv2.drawContours najdeme a
vyplńıme. Ve výsledném obraze pak vyhledáme kontury o ploše, která odpov́ıdá
velikosti osoby v záběru. Veškeré nalezené kontury jsou v obraze zaznamenány
červeně a ty o vhodné ploše ohranič́ıme zeleným obdélńıkem.

Každý obdélńık sledujeme ze sńımku na sńımek pomoćı funkce CentroidTracker()
[37]. Dı́ky této funkci můžeme přǐradit každému objektu vlastńı ID a sledovat ho v
pr̊uběhu videa. Trajektorie objektu je zaznamenáváńı středu těchto objekt̊u, v obraze
39f žlutě. Sledováńı geometrických střed̊u objekt̊u (centroid̊u) má několik krok̊u:

• definováńı obdélńık̊u kolem detekovaných objekt̊u a jejich centroid̊u

• přǐrazeńı ID
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• přenos informaćı do daľśıho sńımku

• definováńı obdélńık̊u kolem detekovaných objekt̊u a jejich centroid̊u v novém
sńımku

• výpočet vzdálenosti mezi novými a starými centroidy

• přǐrazeńı nejbližš́ıch centroid̊u k p̊uvodńım ID

• identifikace nových centroid̊u

(a) GMM bez vyrovnáńı (b) GMM s vyrovnáńım

(c) KNN bez vyrovnáńı (d) KNN s vyrovnáńım

Obrázek 40: Porovnáńı detekce bez a s vyrovnáńım histogramu

Na obrázku 40 je srovnáńı detekce osob ve videu po fúzi bez vyrovnáńı histogramu
a s vyrovnáńım. Jedná se o sńımek se skokovou změnou osvětleńı. Je vidět, že ve
sńımku před vyrovnáńım je chybně detekováno i osvětleńı, proto všechny detekce s
modelováńım pozad́ı provád́ıme na vidéıch s vyrovnanými histogramy.

5.2 Detekce pomoćı kaskádového klasifikátoru

Kaskádový klasifikátor neńı tak složité implementovat a použ́ıvat, ale použitá data
můžou velmi ovlivnit výsledek detekce. Abychom mohli později porovnávat mezi zvo-
lenými parametry, vytvoř́ıme v́ıce klasifikátor̊u natrénovaných na r̊uzných datech. V
daľśı části kapitoly vysvětĺım trénováńı a testováńı klasifikátor̊u.

5.2.1 Vytvořeńı trénovaćıch a testovaćıch dat

Pro soubor dat, použ́ıvaných u uč́ıćıho se algoritmu, je zásadńı jejich počet. K
práci jsem měla dostupnou celou databázi vidéı, proto nebyl problém s počtem sńımk̊u.
Celkový počet dat jsem zvolila s ohledem na časovou náročnost trénováńı a testováńı
klasifikátoru. Pro trénováńı jsem použila vždy 1000 pozitivńıch vzork̊u a přibližně 1100
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negativńıch vzork̊u. Pro testováńı jsem použila 628/728 sńımk̊u, které obsahuj́ı alespoň
1 osobu k detekci.

Trénovaćı data

Prvńı databáźı, kterou je potřeba vytvořit, je skupina trénovaćıch dat. Jedná
se o sńımky či výstřižky sńımk̊u, pomoćı kterých nauč́ıme klasifikátor rozd́ıly
mezi osobami a pozad́ım. Protože budeme vytvářet 5 klasifikátor̊u, potřebujeme
5 skupin trénovaćıch dat. Tyto skupiny jsou:

– originálńı záznamy z infrakamery

– originálńı záznamy z termokamery

– videa po DWT fúzi

– videa po PCA fúzi

– videa po LaP fúzi

Nejprve z videozáznamů vytvoř́ıme sńımky a ty roztř́ıd́ıme na pozad́ı a na sńımky
s osobami. Sńımky s část́ı postavy jsem z trénovaćı sady vyřadila. Sńımky pozad́ı
jsou připravené a tvoř́ı skupinu negativńıch vzork̊u pro trénováńı. Ze sńımk̊u s
postavami potřebujeme vytvořit databázi pozitivńıch vzork̊u, která obsahuje jen
ořezy sńımk̊u, ohraničuj́ıćı osobu.

Pro vytvořeńı výřez̊u sńımk̊u s postavami jsem použila software DarkLabel1, který
umožňuje označit a sledovat objekty v sérii sńımk̊u (nebo i ve videu). Následně
je možné uložit několika zp̊usoby zápis zaznamenaných hodnot do .txt souboru.
Zvolila jsem variantu, která je celkem kompatibilńı s opencv funkćı pro vytvářeńı
vzork̊u ke klasifikaci. Program ulož́ı název sńımku, počet detekovaných objekt̊u,
hodnotu pixelu v levém horńım rohu ohraničuj́ıćıho obdélńıku a jeho š́ı̌rku a
výšku. Ukázka rozhrańı je na obrázku 41.

Obrázek 41: Rozhrańı programu DarkLabel

1Dostupné zde: https://darkpgmr.tistory.com/16
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Soubor s těmito informacemi vlož́ıme do funkce pro vytvořeńı databáze pozi-
tivńıch vzork̊u opencv createsamples [35]. Kromě informaćı o sńımćıch do této
funkce vkládáme i daľśı parametry: umı́stěńı výstupńıho .vec souboru, počet
sńımk̊u, který má funkce vytvořit, a rozměry výstupńıho sńımku. Zvolila jsem
1000 pozitivńıch sńımk̊u o výšce 24 pixel̊u a š́ı̌rce 24 pixel̊u.

Testovaćı data

Dále je potřeba vytvořit databázi testovaćıch dat. Skupina trénovaćıch a testo-
vaćıch dat se nesmı́ překrývat, protože by nám vyšly nepravdivé výsledky. Tuto
databázi použijeme k porovnáńı výsledk̊u detekce všech klasifikátor̊u. Vytvoř́ıme
dvě skupiny testovaćıch dat, originálńı záznamy z infrakamery a z termokamery.

Znovu vytvoř́ıme z vidéı seznam sńımk̊u a vybereme ty sńımky, které obsahuj́ı v
záznamu osoby. Pomoćı programu DarkLabel označ́ıme polohu osob ve sńımku
a soubor s názvy obrázk̊u a polohou detekce ulož́ıme. Nemáme tedy negativńı a
pozitivńı vzorky, ale v každém sńımku alespoň jeden pozitivńı vzorek. Na obrázku
42 je ukázka sńımku z testovaćı databáze infra (42a) a termo (42b).

(a) infra (b) termo

Obrázek 42: Ukázka sńımk̊u z testovaćı databáze

5.2.2 Trénováńı klasifikátoru

Pomoćı sady pozitivńıch a negativńıch vzork̊u se trénuje kaskáda klasifikátoru.
Použila jsem funkci opencv traincascade [35]. Použité parametry jsou v tabulce 3. Ne
všechny ze zmı́něných parametr̊u jsou povinné, např. parametr -mode ALL umožňuje
použ́ıt Haarovy vlnky pootočené o 45◦, jak jsem se zmiňovala v kapitole 3.4.

Parametr -data -vec -bg -numPos -numNeg

Hodnota G:/DP/cascade Infra outinfra.vec bg.txt 1000 1153

Parametr -w -h -mode -minHitRate -numStages

Hodnota 24 24 ALL 0.999 20

Tabulka 3: Parametry funkce opencv traincascade

Udělala jsem test, jehož výsledkem je informace o tom, jaký počet klasifikátor̊u v
kaskádě nám dává nejlepš́ı výsledky. Varianty od 6 do 20 klasifikátor̊u jsem podrobila
testu na testovaćıch datech. Zaj́ımaly mě hodnoty přesnosti (Precision) a výtěžnosti
(Recall). Z nich pak źıskáme i hodnotu F1 score. V grafu 43 je porovnáńı Infra kla-
sifikátoru a Termo klasifikátoru a jejich výsledk̊u na testovaćıch vzorćıch. Protože je
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našim ćılem detekovat co největš́ı počet osob, je zásadněǰśı vysoká hodnota Recall.
Hodnotu Precision se pokuśım sńıžit pomoćı přetrénováńı.

Obrázek 43: Porovnáńı počtu klasifikátor̊u v kaskádě

Vylepšeńı klasifikátoru se dělá pomoćı přidáńı falešně pozitivńıch vzork̊u do da-
tabáze negativńıch vzork̊u. Falešně pozitivńı vzorky źıskáme z aplikace klasifikátoru na
trénovaćı data. Špatně detekovaná mı́sta v obraze oř́ızneme a vlož́ıme do databáze ne-
gativńıch vzork̊u. Př́ıklady falešně pozitivńıch vzork̊u jsou na obrázku 44. V tabulce 4
jsou parametry pro přetrénováńı klasifikátoru. Přestože nám z grafu 43 vyšlo, že kolem
hodnoty 9 klasifikátor̊u prob́ıhá skokové zvýšeńı hodnoty Recall, budeme nový model
trénovat na 18 slabých klasifikátor̊u. I když to vypadá, že nepřicháźı zásadńı zlepšeńı
žádné z hodnot, při tomto počtu je nejvyšš́ı hodnota F1-skóre u Termo klasifikátoru a
zároveň hodnota Recall u Infra klasifikátoru je nad hodnotou 97%.

Obrázek 44: Falešně pozitivńı sńımky po prvńım trénováńı

Parametr -data -vec -bg -numPos -numNeg

Hodnota G:/DP/cascade Infra2 outinfra.vec bg2.txt 1000 1195

Parametr -w -h -mode -minHitRate -numStages

Hodnota 24 24 ALL 0.999 18

Tabulka 4: Parametry funkce opencv traincascade pro přetrénováńı
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5.2.3 Testováńı klasifikátoru

Klasifikátory se testuj́ı aplikováńım na testovaćı data. V následuj́ıćım kódu je ukázka,
jak aplikovat klasifikátor. Kaskáda se načte pomoćı funkce cv2.CascadeClassifier

[35] a následně se použije na sńımek funkćı .detectMultiScale. Parametry této funkce
jsem experimentálně nastavila podle velikosti osob v záběru.

full_cascade = cv2.CascadeClassifier('G:/DP/cascade.xml')

f = open("G:/DP/testovaci/gt.txt", "r")

for line in f:

words = line.split()

img = cv2.imread(words[0])

full = full_cascade.detectMultiScale(img, scaleFactor = 1.05,

minNeighbors = 20, minSize = (30,30), maxSize = (70,70))

V pokračováńı kódu je zobrazeńı modrých čtverc̊u okolo všech detekovaných oblast́ı
klasifikátorem a zobrazeńı červených čtverc̊u okolo všech reálných osob v testovaćıch
datech. Pomoćı euklidovské vzdálenosti porovnáme vzdálenosti střed̊u čtverc̊u deteko-
vaných a reálných a pro vzdálenost menš́ı než 20 px označ́ıme detekci za pravdivou. V
obrázku 45 je vidět i označeńı správné detekce pomoćı zeleného středu.

Obrázek 45: Ukázka testováńı klasifikátoru

Porovnáńım detekovaných osob, celkového počtu osob na sńımku a falešných detekćı
źıskáme hodnoty TP, FP a FN, které použijeme pro výpočet Precision, Recall a F1
score. Pomoćı těchto metrik porovnáme 5 klasifikátor̊u a 2 databáze testovaćıch sńımk̊u.
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6 Výsledky

V následuj́ıćı části práce jsou veškeré výsledky a porovnáńı jednotlivých metod fúze
obrazu. V daľśı části jsou výsledky týkaj́ıćı se detekce, kdy ukážeme výsledky detektor̊u
a srovnáme výsledky detekce pomoćı hledáńı kontur v obraze a pomoćı kaskádového
klasifikátoru. Následně porovnáme na výsledćıch detekce všechny druhy fúze. V závěru
se zaměř́ıme na porovnáńı klasifikátor̊u, které jsou trénované na datech po fúzi, bude
nás zaj́ımat jejich výkon při detekci v surových datech z infra a termo kamery.

6.1 Porovnáńı výsledk̊u fúze

Kvalitu fúze porovnáme podle metrik, vysvětlených v kapitole 2.4. Tabulka 5 uka-
zuje výsledky metrik kvality fúze pro př́ıklad sńımku bez osob v záběru.

Druh fúze RMSE PSNR SSIM CE FMI
PCA 30, 83 18, 35 8,61 · 10−1 1, 03 · 10−3 1, 54
DWT 28,95 18,90 8, 59 · 10−1 2,62 · 10−4 1,83
LaP 37, 60 16, 63 7, 44 · 10−1 4, 58 · 10−4 1, 48

Tabulka 5: Porovnáńı kvality fúze obrazu bez osob

Hodnoty všech metrik jsou celkem vyrovnané, nemůžeme ř́ıct, že by se jedna z metod
velmi odlǐsovala od ostatńıch. V daľśım porovnáváńı se zaměř́ıme pouze na index SSIM,
protože zachováńı struktury obrazu je pro nás nejd̊uležitěǰśı metrikou. Na obrázku 47a
je srovnáńı druh̊u fúze na základě 218 sńımk̊u bez osob. Je vidět, že LaP fúze má u
všech sńımk̊u horš́ı hodnoty SSIM než metody DWT a PCA.

(a) PCA (b) DWT (c) LaP

Obrázek 46: Př́ıklad scény s osobou

Protože se výsledky registrace a fúze lépe porovnávaj́ı se sńımku s objekty, dále jsem
aplikovala metriky na vzorek sńımku s osobou v záběru. Tabulka 6 ukazuje výsledky
metrik kvality fúze pro př́ıklad sńımku s osobou v záběru. Použité sńımky jsou na
obrázku 46.

Druh fúze RMSE PSNR SSIM CE FMI
PCA 30,66 18,40 7, 94 · 10−1 1,22 · 10−5 1, 40
DWT 36, 20 16, 96 8,05 · 10−1 6, 84 · 10−5 1, 51
LaP 39, 67 16, 16 7, 20 · 10−1 6, 25 · 10−5 1,55

Tabulka 6: Porovnáńı kvality fúze obrazu v př́ıtomnosti osoby v záběru
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Výsledky jednoho sńımku nejsou dostatečně vypov́ıdaj́ıćı, proto jsem se zaměřila
na SSIM index u 241 sńımk̊u, které maj́ı v záběru osobu. Výsledky jsou v histogramu
na obrázku 47b. Oproti sńımk̊um bez osob jsou zde hodnoty SSIM pr̊uměrně nižš́ı pro
všechny metody fúze. Z toho usuzuji, že s př́ıtomnost́ı pohybuj́ıćıho se objektu ve videu
se mohla projevit špatná časová synchronizace originálńıch záznamů. Osoby ve sńımku
maj́ı vždy vyšš́ı hodnoty jasu než okoĺı, což se ve fúzi projev́ı tak, že když registrace
obraz̊u neńı dokonalá, plocha osoby se oproti originálńım sńımk̊um zvětš́ı.

(a) pro scény bez osob (b) pro scény s osobami

Obrázek 47: Histogram indexu SSIM

Na obrázku 48 je krabicový diagram pro porovnáńı medián̊u a rozptyl̊u hodnot
indexu SSIM pro sńımky bez osob a s osobami v záběru. Zaj́ımavým zjǐstěńım je, že
fúze pomoćı LaP nemá tak výrazné zhoršeńı SSIM při porovnáńı sńımk̊u s osobami
a bez osob oproti DWT a PCA, i když má stále nejnižš́ı hodnoty. Rozptyly u se u
všech metod fúze rozš́ı̌rily, což se dalo vzhledem k velké variabilitě sńımk̊u s osobami
předpokládat.

Obrázek 48: Rozděleńı hodnot fúźı bez nebo s osobami v záběru
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6.2 Porovnáńı výsledk̊u detekce

Obsahem této kapitoly je popsáńı úspěšnosti detekce dvou druh̊u vyhledáváńı ob-
jekt̊u v obraze. Důležitou součást́ı je i aplikace vytvořených algoritmů na p̊uvodńı data,
abychom vyhodnotili př́ınos fúze multispektrálńıch dat a neporovnávali jen druhy fúze
mezi sebou.

6.2.1 Výsledky hledáńı kontur

Pro algoritmus hledáńı kontur, kterému předcháźı odeč́ıtáńı pozad́ı a prahováńı,
použ́ıvám sńımky s vyrovnaným histogramem. V kapitole 5.1 je vysvětleno na př́ıkladu,
proč nepouž́ıváme p̊uvodńı data. Tato úprava pomůže zmı́rnit proměnlivost osvětleńı,
která je v použitých vidéıch vysoká.

Algoritmus odeč́ıtáńı modelu pozad́ı, prahováńı, hledáńı kontur a sledováńı cen-
troid̊u jsem aplikovala na 5 séríı vzork̊u. Na sńımky stejné scény p̊uvodńıch záběr̊u z
infrakamery a termokamery jsem aplikovala 3 druhy fúze: PCA, DWT a LaP. Sńımk̊um
po fúzi jsem vyrovnala histogramy. Původńı sńımky a vyrovnané obrázky po fúzi tvoř́ı
testovaćı databáze pro porovnáńı úspěšnosti detekce osob na r̊uzných datech. Testovaćı
databáze maj́ı cca 600 osob k detekci, v jednom sńımku jsou najednou maximálně 3.

V tabulce 7 jsou výsledné hodnoty Precision, Recall a F1 score pro modelováńı
pozad́ı metodou GMM. Výsledky jsou velmi podobné variantě s jádrovým odhadem,
jen s o trochu lepš́ımi hodnotami Recall. O žádné z úprav obrazu nemůžeme ř́ıct,
že by byla výrazně lepš́ı k detekci než ostatńı. V tabulce 8 jsou výsledné hodnoty
Precision, Recall a F1 score pro modelováńı pozad́ı jádrovým odhadem. Celkově jsou
výsledky dost neuspokojivé. Na všech databáźıch je celkem slušná hodnota Recall, ale
v aplikaćıch, jako je videozáznam osob z bezpečnostńıch kamer, je zásadńı detekovat
téměř všechny osoby, které se v záběru pohybuj́ı. Proto často ani Recall = 90% neńı
uspokojivá hodnota. Když k tomu nav́ıc přidáme extrémně ńızkou hodnotu Precision,
což hodnoty pod 1% určitě jsou, závěrem je velmi špatný detektor.

Testovaćı data Infra Termo DWT PCA LaP

Precision 0, 057 0, 044 0, 086 0, 074 0, 094

Recall 0, 953 0, 862 0, 909 0, 923 0, 898

F1 0, 107 0, 084 0, 156 0, 137 0, 171

Tabulka 7: Výsledky detekce na testovaćıch databáźıch, metoda GMM

Testovaćı data Infra Termo DWT PCA LaP

Precision 0, 076 0, 044 0, 091 0, 084 0, 092

Recall 0, 932 0, 835 0, 871 0, 838 0, 812

F1 0, 142 0, 083 0, 165 0, 153 0, 166

Tabulka 8: Výsledky detekce na testovaćıch databáźıch, metoda jádrového odhadu

Když nav́ıc přihlédneme k faktu, že je zohledněna velikost plochy objektu, kte-
rou hledáme, je detekce opravdu špatná. V tomto zp̊usobu detekce nevid́ım žádný
př́ınos dělat fúzi multispektrálńıch dat, protože se muśı řešit artefakty vzniklé r̊uzným
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osvětleńım v obou sńımćıch. Následné vyrovnáńı histogramu sice pomůže se změnami
jasu, ale zavede do obrazu rušivé kompresńı artefakty.

Na obrázku 49 je ukázka detekce na sńımku ze stejného okamžiku zachyceného na
infra a termokameru, ze kterých je třemi druhy fúze vytvořen nový obraz. Červeně
jsou ohrazena pravdivá mı́sta osob v testovaćıch datech a zelené obdélńıky ohraničuj́ı
detekci pomoćı odeč́ıtáńı modelu pozad́ı GMM. Je vidět, že fúze vysokou úroveň jasu
v infra sńımku ještě umocńı a detekce je náročněǰśı.

Obrázek 49: Př́ıklad detekce na databáźıch, zleva Infra, Termo, DWT, PCA, LaP

6.2.2 Výsledky kaskádového klasifikátoru

Vytvořila jsem 5 klasifikátor̊u, které jsem trénovala na 5 databáźıch. Databáze ob-
sahuj́ı přibližně stejné sńımky, 2 sady obrázk̊u jsou z p̊uvodńıch záznamů z infra a
termokamery a 3 sady trénovaćıch obrázk̊u jsou z dat po fúzi.

Testovaćı sady dat jsou dvě: p̊uvodńı sńımky z infrakamery a p̊uvodńı sńımky
z termokamery. Na sńımky z infrakamery vyzkouš́ıme detekci pomoćı klasifikátoru
natrénovaného na infra sńımćıch a a porovnáme výsledky s klasifikátory trénovanými na
datech po fúzi. T́ım zjist́ıme, jestli sjednoceńı sńımk̊u do multispektrálńıch dat pomáhá
lepš́ı detekci či nikoli. Stejným zp̊usobem porovnáme fúzńı klasifikátory s termo klasi-
fikátorem na datech z termokamery.

Prvńı trénováńı

V tabulkách 9 a 10 jsou výsledky hodnot Precision, Recall a F1 score pro kla-
sifikátory po prvńım natrénováńı, aplikované na p̊uvodńı záznamy z infra a ter-
mokamery. V prvńım řádku je název sady trénovaćıch dat pro daný klasifikátor.
Tato označeńı budu dále v textu použ́ıvat pro zjednodušeńı. Protože pro naši apli-
kaci je zásadńı rozpoznat co nejvyšš́ı počet osob v záběru, neńı nejvyšš́ı hodnota
F1 score to, co hledáme. Pokud bychom např. nastavili jako hraničńı hodnotu
Recall 90%, LaP klasifikátor by z variant úplně vypadl.

Klasifikátor Infra DWT PCA LaP

Precision 0, 108 0,245 0, 181 0, 229

Recall 0, 972 0, 964 0,998 0, 691

F1 0, 194 0,391 0, 306 0, 344

Tabulka 9: Porovnáńı klasifikátor̊u aplikovaných na Infra sńımky

Z hodnot je vidět, že už po prvńım trénováńı má PCA klasifikátor na infra datech
lepš́ı hodnoty všech ukazatel̊u než samotný Infra klasifikátor. To je pro nás zásadńı
zjǐstěńı, protože fúze obrazových dat přináš́ı novou informaci do p̊uvodńıch dat.
Podobné výsledky jsou i na termo datech, ale ne s tak velkým rozd́ılem. Na
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Klasifikátor Termo DWT PCA LaP

Precision 0, 341 0,363 0, 293 0, 312

Recall 0, 977 0, 937 0,978 0, 582

F1 0, 505 0,523 0, 451 0, 407

Tabulka 10: Porovnáńı klasifikátor̊u aplikovaných na Termo sńımky

obrázku 50 je grafické znázorněńı zmı́něných parametr̊u a zvýrazněná hranice
97%, jako pomyslné zadáńı, které muśı klasifikátor splnit.

Obrázek 50: Parametry detekce na testovaćıch datech Infra

Přetrénováńı

Pro zvýšeńı hodnoty Precision, která je po prvńım trénováńı celkem ńızká, jsem
data přetrénovala s přidanými vzorky falešně pozitivńıch obrázk̊u do databáze
negativńıch vzork̊u. Takto jsem vylepšila všech 5 klasifikátor̊u a znovu jsem je
aplikovala na p̊uvodńı záznamy z infra a termokamery. V tabulkách 11 a 12 jsou
výsledky hodnot Precision, Recall a F1 score.

Klasifikátor Infra DWT PCA LaP

Precision 0, 106 0, 185 0, 149 0,229

Recall 0, 998 0, 981 0,998 0, 537

F1 0, 192 0, 312 0, 259 0,321

Tabulka 11: Porovnáńı klasifikátor̊u aplikovaných na Infra sńımky

K mému překvapeńı se hodnoty Precision v̊ubec nezlepšily, někde dokonce zhoršily.
To ukazuje na náročnou odlǐsitelnost osob od pozad́ı v infra sńımćıch. U všech
klasifikaćı kromě LaP klasifikátoru se hodnoty Recall ještě zlepšily. Hodnoty F1
score z̊ustaly téměř beze změny kv̊uli tomu, že se parametry Recall a Precision
měnily proti sobě. Tučné označeńı nejvyšš́ıch hodnot u LaP tedy o ničem ne-
vypov́ıdá, protože se hodnoty ostatńıch klasifikátor̊u oproti prvńımu trénováńı
zhoršily, jen u LaP se př́ılǐs nezměnily.
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Klasifikátor Termo DWT PCA LaP

Precision 0, 275 0,362 0, 268 0, 313

Recall 0, 970 0, 974 0,976 0, 549

F1 0, 429 0,528 0, 421 0, 399

Tabulka 12: Porovnáńı klasifikátor̊u aplikovaných na Termo sńımky

U termo sńımk̊u jsou výsledky podobné, zde setrvaly nebo se sńıžily hodnoty všech
parametr̊u kromě Recall u DWT klasifikátoru, který po přetrénováńı překonal
hodnotu 97%. Na obrázćıch 50 a 51 je porovnáńı klasifikátor̊u před (1.tr) a po
přetrénováńı (2.tr).

Obrázek 51: Parametry detekce na testovaćıch datech Termo

Pokud bych měla zhodnotit výsledky dohromady na obou testovaćıch databáźıch,
zvolila bych PCA klasifikátor na Infra datech po prvńım trénováńı. Hodnota Recall
99.8% je výborná a počet falešně pozitivńıch detekćı lze dále sńıžit. Např́ıklad by se
dalo pracovat s celým videem a nejen se sńımky, protože většina falešně pozitivńıch oken
se ve sńımku nepohybuje, ale osoby ano. Na obrázku 52 je ukázka stejného sńımku z
infrakamery s detekovanými osobami r̊uznými klasifikátory po prvńım trénováńı. Na
tomto konkrétńım sńımku má nejlepš́ı výsledek DWT klasifikátor, ale přes celou testo-
vaćı sadu si vede lépe PCA klasifikátor.

(a) Infra klasifikátor (b) DWT klasifikátor (c) PCA klasifikátor (d) LaP klasifikátor

Obrázek 52: Ukázka detekce na Infra testovaćım sńımku
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Závěr

Práce se zabývá možnostmi fúze multispektrálńıch dat a následnou detekćı osob
v obraze. Vstupńımi daty jsou záběry stejné scény z CMOS kamery pracuj́ıćı ve vidi-
telném a bĺızkém infračerveném spektru (Infra) a z termokamery (Termo). Povedlo se
implementovat tři druhy fúze obrazu: PCA (analýza hlavńıch komponent), DWT (Vln-
ková transformace s dyadickou dekompozićı) a LaP (Laplaciánská pyramidová fúze).
Pro detekci osob byly použity dva algoritmy: prvńı je odeč́ıtáńı modelu pozad́ı a vy-
hledáváńı kontur a druhý je kaskádový klasifikátor na bázi Haarových vlnek.

Běžně použ́ıvané metriky pro hodnoceńı kvality fúze neměly výrazně odlǐsné výsledky
ani pro jeden z druh̊u fúze obrazu. Po zaměřeńı se na index SSIM vyšly hodnoty u LaP
fúze horš́ı oproti PCA a DWT, a to jak u sńımk̊u bez osob v záběru, tak u sńımk̊u
s osobami v záběru. U sńımk̊u s osobami v záběru klesl medián indexu SSIM u všech
druh̊u fúze a zvýšil se jeho rozptyl.

Daľśı možnost́ı, jak porovnat fúze mezi sebou, je jejich vhodnost pro detekci osob ve
sńımku. Proto byla vytvořena testovaćı data s uloženými reálnými pozicemi osob, které
umožňuj́ı kontrolovat úspěšnost detekce. Dva druhy modelováńı pozad́ı byly použity na
5 databáźı sńımk̊u (Infra, Termo, DWT, PCA, LaP) a následně se porovnaly hodnoty
Recall a Presicion dané detekce. Hodnoty Recall se vždy dostaly nad 80%, ale extrémně
ńızké hodnoty Precision (< 1%) dělaj́ı z této metody detekce téměř nepoužitelnou apli-
kaci pro použitá data. Jednotlivé fúze maj́ı mezi sebou podobné výsledky, stejně jako
aplikace detekce na p̊uvodńı záznamy. Tyto výsledky jsou zapř́ıčiněny velmi nesta-
bilńımi jasovými podmı́nkami prostřed́ı a skokovými změnami jasu při vstupu objektu
do záběru, kterým nezabránilo ani vyrovnáńı histogramu.

Lepš́ı výsledky dává aplikace kaskádového klasifikátoru. Nejprve bylo vytvořeno 5
databáźı trénovaćıch sńımk̊u (Infra, Termo, DWT, PCA, LaP) a 2 databáze testovaćıch
sńımk̊u (Infra a Termo z předchoźıho testováńı). Pomoćı trénovaćıch dat jsem vytvořila
5 kaskádových klasifikátor̊u algoritmem AdaBoost. Na testovaćıch datech jsem zjistila
jejich úspěšnost. Všechny klasifikátory maj́ı celkem ńızké hodnoty Precision, což znač́ı
obrovský počet falešně pozitivńıch vzork̊u. Metoda fúze LaP se ukázala jednoznačně
jako horš́ı než PCA a DWT jak při aplikaci na Infra testovaćı data, tak na Termo
testovaćı data. U detekce osob z bezpečnostńıch záběr̊u je zásadńı hodnota ukazatele
Recall, proto se na ni zaměř́ıme při porovnáváńı úspěšnosti detekce. Metoda PCA
dokonce na zdrojových datech překonala klasifikátor na těchto datech natrénovaný. Má
lepš́ı výsledky v porovnáńı s Infra (resp. Termo) klasifikátorem při aplikaci na Infra
(resp. Termo) testovaćı data (viz. tabulku 13).

hhhhhhhhhhhhhhhTestovaćı data
Klasifikátor

Infra Termo PCA

Infra 0, 998 − 0, 998
Termo − 0, 970 0, 976

Tabulka 13: Porovnáńı hodnot Recall u klasifikátor̊u

V porovnáńı s Infra klasifikátorem je hodnota Recall u PCA identická, ale hodnota
Precision je u PCA vyšš́ı. V porovnáńı s Termo klasifikátorem je hodnota Recall u PCA
klasifikátoru vyšš́ı. To znamená, že klasifikátor natrénovaný na datech po fúzi přidává
zásadńı informaci k detekci ve zdrojových datech z kamer.
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Abych ještě vylepšila výsledky detekce, aplikovala jsem klasifikátor na trénovaćı
data a přidala jsem do databáze negativńıch trénovaćıch vzork̊u falešně pozitivńı vzorky
detekce. Poté jsem znovu natrénovala 5 klasifikátor̊u na rozš́ı̌rených datech a otesto-
vala jejich úspěšnost na testovaćıch databáźıch. Na Infra sńımćıch se vylepšily hodnoty
Recall u všech klasifikátor̊u kromě LaP, ale v̊ubec se nezlepšily hodnoty Precision, u
kterých jsem očekávala zvýšeńı. Podobné výsledky měla i aplikace na Termo data. V
tomto př́ıpadě přetrénováńı klasifikátoru nevedlo k lepš́ım výsledk̊um detekce.

Daľśı rozš́ı̌reńı práce vid́ım ve vylepšováńı klasifikátor̊u:

• Dalo by se pracovat s polohou falešně pozitivńıch vzork̊u, které jsou často v rámci
video sekvence neměnné oproti pohybuj́ıćım se osobám.

• Databáze negativńıch trénovaćıch sńımk̊u by mohla obsahovat pouze výřezy ze
sńımk̊u a ne celé sńımky pozad́ı.

• K rozš́ı̌reńı databáze negativńıch vzork̊u (např. PCA klasifikátoru) by se mohly
použ́ıt výřezy z Infra sńımk̊u a vznikl by hybridńı klasifikátor odolný v̊uči falešným
detekćım v testovaćıch datech.

Možným vylepšeńım samotného algoritmu fúze obrazu by mohla být změna pa-
rametr̊u fúze na základě lepš́ıho výsledku indexu SSIM. Např. počet úrovńı dyadické
dekompozice nebo Laplaciánské pyramidy v závislosti na SSIM.
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Seznam použitých zkratek

CE Cross Entropy.

DWT Discrete Wavelet Transform.

FMI Fusion Mutual Information.

FN False Negative.

FP False Positive.

GaP Gaussian Pyramid.

GMM Gaussian Mixture Model.

KNN K-nearest neighbours.

LaP Laplacian Pyramid.

PCA Principal Component Analysis.

PSNR Peak Signal to Noise Ratio.

RMSE Root Mean Square Error.

SSIM Structural Similarity.

TP True Positive.
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34 Vstupńı sńımky a výstupńı obraz LaP fúze . . . . . . . . . . . . . . . . 38
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