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Abstrakt

V tejto bakalarskej praci bolo predstavené
pouzitie syntetickych dat pre skvalitne-
nie uéenia neurénovych sieti. Na priklade
zistenia polohy a orientacie objektu pre
potreby jeho uchopenia a zdvihnutia bol
vytvoreny v programe POV-Ray model
skuto¢ného objektu. Pomocou tohto mo-
delu bolo vygenerovanych 10 000 umelych
snimkov ako trénovacia mnozina. Bolo
otestovanych 10 klasifikatorov naucenych
len na umelych détach a otestované na re-
alnych. V priemere, je oproti klasifikdtoru
naucenom na realnych snimkoch vysledok
horsi len o 4%. Pri kombinéacii redlnych a
umelych snimkov bolo pozorované zlepse-
nie klasifikatoru o 1.5%.

Kliacové slova: neurénova siet, ray
tracing, syntetické data, zdvihanie

objektov

Skolitel: Dr. Karel Kosnar, Ph.D.
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Abstract

This bachelor thesis introduces a usage of
synthetic dataset to improve the training
of neural networks. The usage of convo-
lutional neural network for determination
of position and orientation of an object
in the task of bin picking is used as an
reference task. Dataset consisting of 10
000 synthetic images of metalic disk was
generated in the raytracing software. Ten
different classificators were trained mak-
ing use different size of synthetic dataset
and combination with real images. The
performance and precision of these class-
ficators were tested on real inputs and
compared to classificator trained on 1000
real images. Ther presicion of classifica-
tors using only the synhtetic dataset was
only 4% worse and classificators using the
combination of real and synthetic data

were even 1.5% better in avarage.

Keywords: neural network, ray tracing,

binpicking, synthetic data

Title translation: Use of Realistic
Simulation of Visual Input Data for

Machine Learning
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Kapitola 1

Predstavenie

. 1.1 Motivacia

V poslednych dekéddach dochadza v priemysle k vysokej miere auto-
matizacie. Vyuzivanie robotov v ¢innostiach, ako zvaranie ¢i jednoduché
premiestnovanie predmetov je uz beznou praxou. Prikladom je zdvihanie ob-
jektov, kde je poloha a orienticia objektu deterministickd. Problém nastéva,
ked dojde k zmene jednej z danych vlastnosti (napr. pri prevoze stuciastok).
Tento problém je mozné riesit vyuzivanim inteligentnych senzorov a robotov,
ktori dokazu pomocou neurénovych sieti urcit polohu a orientaciu objektu
len s pomocou senzorickych dat dostupnych samotnému robovi. Tato sief je
samozrejme nutné naucit na velkom mnozstve trénovacich dat. V pripade
redlnych trénovacich dat je potrebné ich manualne zozbierat a riadne katego-
rizovat. V redlnom prostredi je kvoli meniacim sa okolitym podmienkam, ako
napriklad svetlo, pohybujice sa okolité predmety a iné, takéto data zozbierat
velmi naro¢éné. Ako sa uvadza v tejto praci [2], je pre konvoluéni neurénovi
siet (CNN) potrebné 50 tisic snimkov a viac ako 700 hodin manudlnej prace
zberu dat, aby sa zabranilo vaZznym nepresnostiam pri testovani na novych,
nekategorizovanych snimkoch.

7 toho vyplyva, ze mé zmysel skiimat rézne sposoby zrychlenia, nie len ucenia



1. Predstavenie

sieti, ale aj zberu trénovacich dat. Dnes je k dispozicii viacero spésobov
generovania umelych dat, ale prilis vela umelych snimkov moze opéf viest na
overfitting. Je preto nutné zvolit metédy generovania umelych snimkov, ¢o

najrealnejsim sposobom. Jeden z nich bol zvoleny aj pre tuto préacu.

[ 1.2 Savisiace prace

B 121 Vyusivanie umelych dat

Pouzivanie syntetickych dat na ucenie neurénovych sieti nie je tplna
novinka. Prikladom je praca [21], kde rozsirenim trénovacej mnoziny dét o
3D CAD modely pre hlbokt konvoluéni neurénovi siet dosiahli efektivnej-
sie vysledky v rozpoznavani objektov. Hlavne v pripade, ked st skutoc¢né
data obmedzené alebo nedostatoc¢ne klasifikované. Aj ked mali CAD modely
nedostatky v oblasti textir, polohy alebo pozadia, tak vyrazne zlepsili roz-
poznavanie objektov, ktorym prave tieto detaily chybali.

Dalsim prikladom je [T9], kde vyuzili hlavné vyhody simulovanych dat, a to
uplni kontrolu nad svetelnymi a atmosférickymi podmienkami, v oblasti roz-
poznévania miesta, SLAM a rozpoznéavania objektov. Vyuzili foto-realisticky
gaming engine k simulovaniu prostredia a objektov z réznych uhlov pohladu
a roznymi svetelnymi podmienkami.

V [20] zase vyvinuli rychly a prisposobitelny generdtor snimkov textu pri-
rodzene umiestneneného v redlnom prostredi. Pomocou takychto snimkov
dokézali naucit plne konvolucént regresnu siet detekovat a lokalizovat text a

vyrazne prekonali sti¢asné metdédy rozpoznavania textu v snimkoch.

IR ) Rozpoznavanie polohy objektu

Starsie principy zdvihania objektov vychadzaju z predpokladu, Ze objekty

st ulozené systematicky, v radoch alebo na dopredu zndmych miestach. Tento



1.2. Sivisiace prace

sposob samozrejme nie je robustny a v dnesnej dobe nedostacujici. V oblasti
rozpoznéavania pozicie a polohy bolo do siicastnosti predstavenych viacero kon-
ceptov. V [9] z roku 1987 bol predstaveny systém, ktory rozoznava z hromady
objektov jednotlivé kusy a ur¢i niektoré dolezité informaécie, ako napriklad,
ktory objekt je na vrchu. Principom je vyuzivanie 3D modelov objektov na ich
néjdenie v danych datach. K tomu vyuziva metédy porovnavania vyraznych
hran a postupnym hladanim dalsich zhodnych prvkov objektu.

Jeden z modernejsich pristupov k tejto problematike je popisany v [I1], kde je
pouzitd multi-flash kamera, ktord najprv zachyti robustné hrany a nasledne je
pouzity algoritmus, ktory spolahlivo detekuje objekty a stanovy ich orientaciu.
DalSie riesenie tejto problematiky uz vyuzivajice neurénové siete je napr. [5],
kde pomocou CNN dokazali spolahlivo urcif 6D polohu objektu v réznorodom
prostredi, a to tak, ze zosnimali a kategorizovali prostredie z réznych pohla-
dov, do ktorych nasledne vkladali dopredu naskenovany 3D model objektu.
V dalsej praci [4] je prezentovanid neurénova siet pre detekovanie stabilného
uchopenia objektu Tudskou rukou len z ¢iastoénych snimkov objektu. K tomu
vyuziva RGBD obrazky polohy prstov a dlane na zndmom modeli objektu,

ktoré boli vygenerované simulatorom uchopenia.






Kapitola 2

Neurdnové siete

B 21 Ovod

Téato kapitola sa zameriava na oboznadmenie Citatela so strojovym ucenim
a neurénovymi sietami. Na zaciatku je rozobrata histéria vyvoja neurénovych
sieti, dalej sa venuje zdkladnym principom fungovania neurénu, najcastejSim

aktivacnym funkcidm a deleniu neurénovych sieti.

. 2.2 Histéria

Simulacie neurénovych sieti sa zdaju byt sticasnym vyvojom, no pravdou
je, ze tato oblast pocitacovej vedy tu bola uz pred prichodom pocitacov.
Mnoho délezitych pokrokov bolo dosiahnutych vdaka lacnej pocitacovej sile v
relativne blizkej minulosti.

Prvy umely model neurénu navrhli neurovedec Warren McCulloch a logik
Walter Pitts (1943), ktori svoj vyvoj postavili na ich chdpani neurolégie.

Ich model bol zalozeny na principe binarneho pristroja a vysledkom boli



2. Neurénové siete

logické funkcie ako disjunkcia a konjukcia. Dalsie pokusy boli uz s pouzitim
pocitacovich simuldcii. Vyskumnici IBM (Farley a Clark, 1954) boli schopni
udrzovat kontakt s neurovedcami na McGill University a tak mohli svoje
modely konzultovat. Tato interakcia zaviedla do oboru multidisciplinaritu,
ktora pretrvava dodnes.

Okrem neurovedy, zohrali pri vyvoji velkd rolu aj psycholégovia a inzinieri.
Rossenblatt, psycholdg, ktory v roku 1958 predstavil perceptron, ktory New
York Times oznacil za “embryo elektronickych pocitacov, od ktorého americka
armada ocakava, ze bude chodit, rozpravat, vidiet, pisat, reprodukovat sa a

bude vedomé svojej existencie”. [24]

Obrazok 2.1: Perceptron

Dalsim prikladom je systém ADALINE (ADAptive LInear NEuron)
(1960). Bol to anal6govy pristroj, ktory implementoval jednovrstvi neurénovi
siet.

V roku 1969 vo svojej knihe Minsky a Papert generalizovali limity jedno-
vrstvého perceptronu voci viacvrstvovému systému. Dosledkom ¢oho bolo
znizenie zdujmu o financovanie a nastartovali vlnu predsudkov voéi tejto
oblasti vyskumu.

Napriek minimalnemu financovaniu a malému verejnému zdujmu viaceri
vyskumnici pokracovali vo vyvoji metéd vyuzivajicich neurénové siete na rie-
Senie problémov ako napriklad rozpoznavanie vzorov. V tomto obdobi vzniklo
viacero foriem, ktoré boli dolezité pre dalsi vyvoj tohto odvetvia. Prikladom
st ART (Adaptive Resonance Theory) siete (Grossberg a Carpenter, 1988),
Werbos (Paul Werbos, 1974) vyvinul a pouzil metédu spétnej propagacie,

dnes asi najviac pouzivand metéda v uceni neurénovych sieti. Amari (A.

6



2.3. Neurdn

Shun-Ichi, 1967) publikoval précu, ktord polozila zéklady pre tedériu ucenia
neurénovych sieti (error-correction method).

Tento progres sposobil délezité znovuozivenie zdujmu o neurénové siete a ich
vyvoj. Zacali sa organizovat konferencie, média zacali venovat oblasti viac
pozornosti a publikovat ndvody, ktoré pomohli este viac rozsitit neurénové
siete. Akademické programy a kurzy sa objavili na vyznamnych technickych
univerzitich v USA a EU.

V dnesnej dobe uz vidime désledky tohto velkého pokroku. Velky komercny
zdujem sposobil vyvoj neurénovych sieti v mnohych oblastiach kazdodenného

zivota.

. 2.3 Neurdn

Neuron je zakladnym vypoctovym prvkom mozgu. Na obrazku [2.2]je vidiet
podobnost skuto¢ného, biologického neurénu a matematického modelu [22].
Kazdy neurén prijma vstupné signély svojimi dendritmi (vstupny nervovy
vybezok) a produkuje vystupny signdl na svojom axone (vystupny nervovy
vybezok). Ten sa rozdeluje a $iri signal na dendridy inych neurénov. V mate-
matickom modeli signdl (z¢) na vystupe neurénu postupuje na vstupy dalsich
neurénov vynasobeny o vahu (wg) danej synapsie (prepojenie). Principom
vahy synapsie je kontrola vplyvu neurénu na dalsi neurén. V zakladnom
modeli, dendridy prenésaju signal do tela bunky, kde sa prichadzajice signély
scitavaju a po dosiahnut{ hrani¢nej/prahovej (treshold) hodnoty, neurén vysle
signal na svoj vystup. Na zdklade frekvencie vysielania vystupného signalu

neurénu modelujeme aktiva¢ni funkciu neurénu.

7



2. Neurénové siete

Ty wp
g synapsi
vystup predoflého synapsia

; neurgnu wodp
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vystup neurénu
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funkcia
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E—

™ o, )
smer vystupného “$
signélu )

telo bunky

Obrazok 2.2: Model neurénu

B 231 Aktvivatné funkcie

Aktiva¢nych funkcii je mnoho, preto si v tejto praci popisané len tie ¢asto

pouzivané, ¢i uz v minulosti alebo v sticasnosti.

. Sigmoid

1

N )

Dnes uz sice sporadicky pouzivand aktiva¢na funkcia bola v minulosti

vyuzivana kvoli svojej jednoduchej interpretacii. Ako je uz vidiet z obrazku

funkcia zobrazi redlnu hodnotu signalu do intervalu <0, 1>, kde velkym
zapornym hodnotam priradi hodnotu 0 a velkym kladnym hodnotédm 1.

V stcastnosti sa sigmoid nepouziva kvoli jeho saturacii, a teda takmer nulo-

vému gradientu a kvoli tomu, ze jeho vystup nie je centrovany na nulu.

8



2.3. Neurdn

lof —

O8F /

0.6 H

-10 -5 5 10

Obrazok 2.3: Sigmoid

N Tanh

tanh(z) = 20(2z) — 1

Tanh je nelinearna funkcia, ktord zobrazuje vstupné hodnoty do intervalu

<-1, 1>. Podobne ako sigmoid, saturuje, ale jej vystup je centrovany na stred

2.4
10} fi

0.5 -ff

Obrazok 2.4: tanh

B Rreu

f(z) = max(0,x)

ReLU (Rectified linear unit) dnes velmi populdrna aktivaéna funkcia.

Minimélna mozné vystupnd hodnota tejto funkcie je 0. Oproti sigmoidu/tanh

9



2. Neurénové siete

funkcii neobsahuje naro¢né operécie a preto je jednoduchsia na implementaciu.
Nevyhodou je casto sa vyskytujtci jav takzvaného "zomierania"neurénov. Ten
nastane v momente velkého gradientu prechadzajticeho skrz neurén a sposobi
zmenu vahy takym sposobom, Ze neurén uz nebude aktivny pri ziadnom
vstupe. Tento problém sa snazi riesif podobna aktivacna funkcia Leaky ReLU,
ktora pri negativnom vstupe namiesto nulovej hodnoty priradi hodnotu velmi

mald, ale kladni (napr. 0,01), jej vysledky ale nie st vzdy konzistentné.

1af

Obrazok 2.5: ReLU

N Maxout

Maxout je funkcia, ktord generalizuje ReLU a Leaky ReLU. Jej vystupom

je maximéalna hodnota vstupov.

f(x) = maz(w] z + by, wlz + by)
[ 2.4 Architektiry neurénovych sieti

W 241 Dopredné siete

Takzvané Feed-forward networks, umoznujui signdlom putovat len jednym

smerom, zo vstupu na vystup. Takdto siet je tvorend vécsinou viacerymi

10



2.4. Architektiry neurénovych sieti

vrstvami [Obr. , kde je kazdy neurén danej vrstvy prepojeny s kazdym
neurénom dalsej vrstvy. Nie je tu ziadna spéatna vézba, a teda vystup konkrét-
nej vrstvy ju samotni neovplyvni. Kazdy neurén v sieti riesi len cast celého
problému. Vysledok je tvoreny kompoziciou prispevkov jednotlivych neurénov.
Tieto typy sieti sa Casto puzivaju pre rozpoznavanie vzorov. NajCastejsSim

typom je Convolutional, teda konvolu¢né dopredna neurénova siet.

Input layer Hidden layer Output layer

Obrazok 2.6: Dopredna siet

W 242 Spatnovazobné siete

Takzvané Feedback networks, taktiez nazyvané recurrent su siete, ktoré
obsahuju spatnoviazobné prepojenia neurénov. Tieto prepojenia umoznuji
signalom prechadzat v oboch smeroch. Takéto siete si velmi vykonné, no zaro-
ven dokazu byt velmi komplikované. Spéatnoviazobné siete si dynamické, teda
ich stav sa meni plynulo, kym nedosiahnu stav ekvilibria. V niom zotrvavaja,
kym sa nezmeni vstup siete a je nutné najst nové ekvilibrium. Spéatnovizobné
siete teda umoznuju robit predbezné predpovede vysledku. Velkou vyhodou
je, ze tieto siete vedia vyuzivat interné stavy ako paméf, ¢o je dblezité pri
uvedomovani si kontextu. Ich hlavnym vyuzitim je rozpoznavanie reci, pisma

a textu.

11



2. Neurénové siete

Input layer Hidden layer Output layer

Obrazok 2.7: Spitnovizobna siet

[ 2.5 Ucenie neuronovych sieti

Vsetky metody ucenia neurénovych sieti sa daji kategorizovat do dvoch
hlavnych skupin, a to s ucitelom alebo bez.
V pripade ucenia bez ucitela st poskytnuté len vstupné data bez prislusnych
pozadovanych vystupnych informécii. Takéto siete maju za tlohu samy najst
struktiru danych dat. V tejto praci je vyuzivané ucenie s ucitelom, ¢o je
beznejsi sposob ucenia, preto bude blizsie rozpisany tento typ.
Casto pouzivanim algorytmom pre ucenie s ucitelom je algorytmus spétnej
propagécie. Spociva v prepocitavani vah siete podla odchylky od pozadovaného
vysledku. Odchylku poéita chybové funkecia. Ulohou uéenia neurénovej siete je
minimalizovat hodnotu chybovej funkcie, pripadne docielit jej nulovy vystup.
Na zaciatku ucenia sa nastavia pozadované parametre a nasledne sa vypocita
smer, ktorym sa znizuje vysledok chybovej funkcie.
Cielom je najst také parametre, aby chybova funkcia bola v globalnom
minime. K tomu, aby sa funkcia nezasekla na lokalnom minime, sa vyuziva
niekolko algoritmov (napr. SGD, RMSProp). Aby sa presnost ucenia este
zlepsila, spracovava siet vstupné hodnoty viackrat. Kazdé spracovanie vsetkych
vstupnych hodnét sa nazyva epocha. Ucenie prebieha urceny pocet epoch
alebo dokial nie je splnend podmienka, ze hodnota chybovej funkcie sa uz

niekolko epoch nezmenila, alebo sa zmenila malo ¢i k horsiemu.
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Kapitola 3

Priprava datasetu a pouzita neurénova siet

V tejto kapitole bude popisand tvorba datasetu, popis zvoleného testova-

cieho objektu a pouzita neurénova siet.

[ 3.1 Priprava datasetu

Ako testovaci objekt bol zvoleny hlintkovy disk, sliziaci ako drziak pruziny
tlmic¢a od spolo¢nosti Skoda Auto a.s. Jedné sa o kruhovy objekt, s
priemerom priblizne 15 cm a jeho tvar pripomina otoceny tanier s vyrezanym
dnom. Objekt bol poskytnuty aj s technikym vykresom ktory pomohol
pri jeho modelovani. Pri porovnavani modelu podla technického vykresu , boli
pozorované drobné rozdiely, ktoré boli po manualnom domerani skuto¢ného

objektu doladené.
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3. Priprava datasetu a pouZita neurénova siet

Obrazok 3.1: Snimok z robota

Blechdicke 2,0 n. VW 01070 258"
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(b) : Technicky vykres 2

Obrazok 3.2: Technicky vykres suciastky

Model testovacieho objektu musi ¢o najviac zodpovedat skutoénym snim-

kom. Tie st v origindle v rozliseni 2 592 x 1 944 v grayscale, kde kazdy pixel
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3.1. Priprava datasetu

obsahuje hodnotu intenzity svetla. Vyber vhodného nastroja pre generovanie
takychto dat bol velmi délezity. Ten musi zvladnut generovat snimky s re-
alnym simulovanim svetla, textir a snimky v grayscale. Ako najvhodnejsou
volbou sa zda byt program, ktory vyuziva ray tracing, metédu vykreslovania
obrazkov stopovanim svetelnych licov a simulovanim skuto¢nych odrazov
svetla od objektov. Zvoleny program je volne dostupny POVRay (Persistance
of Vision Raytracer)[18], ktory pozadované funkcie umoznuje. Kéd pre mode-
lovanie testovaného objektu je v prilohe [okaz] Ako svetelny zdroj sluzi 12
vymodelovanych LED diéd, ktoré sa nachadzaji v okoli kamery a tak simulujt
realne rameno robota, ktorym boli skuto¢né snimky nasnimané. POV-Ray
umoznuje vyber velkého mnozstva materialov, textir a povrchovych dprav
(odrazivost svetla, rozptyl, pigment, vzory, atd.). Tie bolo potrebné nastavit
a doladif tak, aby sa model ¢o najviac podobal redlnemu objektu. Taktiez je
vhodné, aby tieto parametre nebolo nutné menit s meniacou sa vzdialenostou
a orientaciou objektu.

POV-Ray a robot vyuzivaji odlisné siradnicové stustavy. Z porovnania na
obrazku [3.3je vidiet, Ze stac¢i v programe POV-Ray objekt otocit okolo osi
x 0 90 stupniov podla pravidla pravej ruky.

y z

(a) : POV-Ray (b) : Robot

Obrazok 3.3: Porovnanie siradnicovych sistav robota a POV-Ray

Naésledne mame len opacny smer osi y, preto je nutné snimok vygenero-
vany programom POV-Ray horizontalne obratit. Vykreslenie jedného snimku
v rozliseni 800x600 pixelov trva priblizne 4 mintty. Pri velkom mnozstve
snimkov tak vznika problém ¢asovej naroc¢nosti, ktory bol vyrieseny vyuzitim
gridu. Konkrétne boli vyuzité sluzby MetaCentra [23], projekt zdruzenia
CESNET, kde bolo mozné si vyziadat pristup bezplatne na zdklade $tidia na

15



3. Priprava datasetu a pouZita neurénova siet

CVUT.

Metacentrum je distribuovand vypoctova infrastruktiara a datové tlozisko,
ktoré umoznuje efektivne a spolahlivo vykonavat velmi narocné vypoctové
ulohy. Existuja dva sposoby ako vyuzit gridové sluzby. Vytvorenim interak-
tivneho prostredia a manualnym ovladanim vypoctu alebo vytvorenim bash
skriptu. Pre tcely tejto prace je postacujice vytvorenie bash skriptu [job.sh],
ktory si vyziada potrebné prostriedky, ako pocet jadier procesoru, operacni
pamaéft, ¢i priblizny casovy odhad tulohy, nakopiruje potrebné subory z lo-
kélneho tloziska na tzv. uzol. Potom vyziada potrebné moduly z dostupne;j
ponuky a spusti vykreslovanie. Po skonceni skopiruje snimky spéat na lokalne
ulozisko. Tymto spdsobom je mozné spustit viac tloh stcasne a vyrazne skra-
tit dobu tvorby datasetu. V mojom pripade som schopny vykreslit Tubovolny
pocet snimkov do 24 hodin spustenim viacerych tloh.

Dalsf krok bolo vytvorit dostato¢ne velki trénovaciu mnozinu, ktors bola

zvolend nasledovne:

1. Reélne snimky

1 000 realnych snimkov zozbieranych robotom.

2. Umelé snimky podla redlnych

1 000 umelych snimkov, ktoré odpovedaji redlnym snimkom (1).

3. Umelé snimky
10 000 uplne syntetickych snimkov, ktoré simuluju polohu kamery vocéi
objektu vo vzdialenosti od 25 do 35 cm od objektu. Rozpétie ndklonu
suciastky je od 0 do 30 stupnov.

Na vytvorenie dat bol vyuzity python skript, ktory vyuziva yaml stbory
prislusiace redlnym snimkom (1.) a prevadza stradnicovu stistavu vyuzivant
robotom do stradnic pouzivanych programom POV-Ray [real to_ pov.py].
Zéroveli generuje povray stibory, ktoré modelujii redlne snimky (2.). Dalsi
python skript [position generator.py] slizi na vygenerovanie umelych dat

(3.) so systematickou volbou polohy kamery a orientdcie objektu.
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3.1. Priprava datasetu

Obrazok 3.4: Vytvoreny model

B 311 Detekcia polohy a orientacie objektu

K detekcii polohy daného objektu bola pouzitd neurénova siet, ktora je
detailne popisana v diplomovej préaci [15]. T4 k uréeniu potrebnych informécii

vyuziva 3 hlavné casti:

o Detekcia objektu

Cielom tejto Casti je spracovat surovy snimok z kamery a najst objekty
na snimku. Ich pozicia je dand obdlznikovou oblastou na snimke, nazyvanou
"bounding box", teda ohrani¢enda oblast. K tomu sa vyuziva detektor vyuzi-
vajuci histogram orientovanych gradientov (HOG). Detektor ale eSte nesluzi
k urceniu polohy snimaného objektu, ale skor k urceniu, kde na snimku sa
objekt nachadza. Vystupné snimky tohto detektoru v rozliseni 64x64 pixelov

sa pouzivaju v dalsom kroku procesu.
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3. Priprava datasetu a pouZita neurénova siet

. Urcenie normalového vektoru objektu

Na urcenie normélového vektoru objektu sa v tomto pripade vyuziva konvo-
luéné neurénova siet. Jej vstupom, ako bolo uvedené, st snimky s rozlisenim
64x64 pixelov, ktoré spracuvavaju 3 konvolu¢né vrstvy s ReLU aktivaé¢nymi
funkciami, nasledovanymi max pool vrstvami. Posledna vrstva siete je plne
spojena vrstva s 3 neurénmi, ktorych vystupmi st zlozky predpokladaného

normalového vektoru objektu.

B Sianovenie polohy objektu

Téato cast je tiez rieSend pomocou konvoluénej neurénovej siete. Jej vstupom
je rovnako ako u predchadzajicej, snimok z HOG detektoru. Rozdielom je,
ze vystupom siete nie je priamo vektor polohy objektu, ale koeficienty, ktoré
sltzia k urceniu polohy objektu voci kamere. V dalsej casti diplomovej prace
[15] je uvedené aj riesenie pre zistenie prekrivania sa objektov, ale to uz nie

je bodom zaujmu tejto bakalarskej préce.
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Kapitola 4

Prakticka cast

[ 4.1 Experimenty a vysledky

Ako experimenty boli zvolené porovnania vysledkov uc¢enia na realnych a
umelych datach. Vsetky klasifkatory boli testované na rovnakych 200 realnych
snimkoch, ktoré neboli pouzité ako trénovacia mnozina pre neurénovu siet v
ziadnom z uceni. Na zaciatku st uvedené vysledky ucenia neurénovej siete na
realnych datach 4.2, 4.3, [4.4.

Vsetky ucenia prebehli na vyssie uvedenej neurénovej sieti s poctom iteracii

5 000 000, dropout konstanta ma hodnotu 0.5 a uciaca konstanta 0.001.
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4. Prakticka cast
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4.1. Experimenty a vysledky
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4. Prakticka cast
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4.1. Experimenty a vysledky
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Obrazok 4.7: Porovnanie klasifikatorov naucenych na redlnych a umelych datach

vygenerovanych podla redlnych

Vysledky testovania klasifikdtoru nau¢enom na redlnych datach sluzia
ako zaklad, z ktorého som vychadzal. Dolezité st hodnoty predpovede zloziek
normalového vektoru objektu, teda jeho poloha voci kamere, ¢o je v tomto
pripade u z zlozky 94.7% a u y zlozky 86.7%. Zlozka z je v tomto pripade
nepodstatna, kedze sa jednéd o objekt symetricky. Pouzita siet namiesto toho
predpoveda koeficient pouzity k vypoctu vzdialenosti objektu od kamery. Z
grafu vidime, zZe vzdialenost nie je urcCenda presne, ¢o je, ale znamy problém
pouzitej siete. Priemerna odchylka x zlozky vektoru polohy je 0.00614 metra,
u y je 0.00495 metra a u z zlozky 0.09048 metra. Medidny odchyliek vektoru
polohy st pre x 0.00525 metra, y 0.00495 metra a u z 0.09836 metra. Na
grafoch [4.5, 4.7] je porovnanie ucenie na redlnych ddtach s uéenim na
datach umelych, vygenerovanych podla redlnych. Toto porovnanie ukazuje
priblizne aku stratu presnosti prinasaji umelé data voci redlnym.

Vysledky testovania klasifikdtoru nauceného na ¢isto umelych datach je
vidiet na grafoch 4.10], Pri nizsich poc¢toch umelych dat
dochadza k velkym rozdielom napriek rovnomernej volbe trénovacich dat z
generovanej mnoziny. Po piatich tisicoch snimkov uz dochadza k ustaleniu
presnosti klasifikdtorov s odchylkou pri siedmich tisicoch snimkov. Aj napriek

viacerym pokusom sa pri 7 tisic snimkoch presnost nevylepsila. Najlepsie
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4. Prakticka cast

vysledky boli dosiahnuté pri 3 tisicoch snimkov, kde koeficienty predpovede
normalového vektoru orientdcie objektu u zlozky z st na hodnote 88.2%
a uy 83.5%. ZniZenie presnosti oproti klasifikdtoru nau¢enom na redlnych
snimkoch pripisujem chybajicej z zlozke normalového vektora, ktora bola pri
umelych snimkoch vzdy nulova. Pricom pri redlnych snimkoch sa pohybovala
v desatinach radidanu. Rotacia podla osi z je totiz redundantna, kedze sa jedna
o objekt symetricky, no uchycovac¢ robota sa v redlnom svete otica aj v tejto
ose, aj ked to nie je nutné.

Poslednym experimentom je kombinécia uéenia neurénovej siete na umelych
aj redlnych snimkoch. Na ucenie boli pouzité vSetky redlne snimky a postupne
k nim boli priddvané umelé snimky po 1 000 kusov. Vysledky st na grafoch
4.12 [4.13] 4.14
teda 2 000 umelych a 1 000 redlnych snimkov, a to koeficient predpovede

, 4.15. Najlepsie vysledky boli dosiahnuté pri 2. pokuse,

normalového vektoru objektu dosahoval hodnot pre z zlozku 94.9% a u y
89.5%.
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Obrazok 4.8: Priemerné odchylky x a y zloziek polohy objektu pri uceni na

umelych snimkoch
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Median odchylky polohy [m]

4.1. Experimenty a vysledky
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Obrazok 4.9: Medidan odchyliek x a y zloziek polohy pri uceni na umelych

snimkoch
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Obrazok 4.10: Priemerné odchylky a ich medién z zlozky polohy pri uceni na

umelych snimkoch
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Obrazok 4.11: Koeficienty predpovede x a y zloziek polohy normalového vektoru

pri uceni na umelych snimkoch

0.0025
— 0.002
E
-
-
o
2 0.0015
2
5 -
T 0.001 %
@ —.—y
£
6]
E
L 0.0005
o
0
1 2 3 4 5

Pocet umelych rénovacich snimkov vtisicoch

Obrazok 4.12: Priemerné odchylky x a y zloziek polohy pri uéeni na umelych a
realnych snimkoch
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Median odchylky polohy [m]

4.1. Experimenty a vysledky
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Obrazok 4.13: Median odchyliek x a y zloziek polohy pri uceni na umelych a

realnych snimkoch
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Obrazok 4.14: Priemerné odchylky a ich median z zlozky polohy pri uceni na

umelych a redlnych snimkoch
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Obrazok 4.15: Koeficienty predpovede x a y zloziek polohy normalového vektoru

pri uceni na umelych a redlnych snimkoch

Na grafoch [4.16, [4.17, 4.18,[4.19| st vysledky najlepsieho klasifikatoru,
teda pouzitie 1 000 redlnych snimkov a 2 000 umelych.
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4.1. Experimenty a vysledky
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Obrazok 4.17: Graf vysledku ucenia na kombindcii redlnych a umelych dat ¢. 2

0.00

—0.02 A

—0.04 A

error [m]

—0.06 -

—0.08 -

—0.10 A

e
+
+

g
£

+
+

+
+

+ xerror
+ yerror

+ Zerror

+
Hﬁ._'.tl—

&*

%‘?g
++++

T
n
T

T
0.00

T
0.05

T T T
0.10 0.15 0.20
ground truth position [m]

T T
0.25 0.30
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Kapitola 5

Zaver

Cielom tejto bakalarskej prace bolo zoznadmit sa s vyuzitim simulovanych
dat pri uéeni neurénovych sieti. Dalej pre pripad uréovania polohy a orientécie
objektu pre jeho nasledné uchopenie a zodvihnutie robotickym ramenom,
vytvorit umeld trénovaciu mnozinu a porovnat vysledky oproti redlnym datam.
Tuato tlohu sa mi podarilo splnit. Nasiel som spdsob efektivnej tvorby velkého
mnozstva umelych dat s Uplnou kontrolou nad prostredim. Vytvoril som
mnozinu 10 000 umelych snimkov, ktord som vyuzil na ucenie neurénovej
siete a klasifikator otestoval na realnych snimkoch. Oproti redlnym trénovacim
ddtam doslo k tbytku presnosti, a to v priemere o 9.5%. V najlepSom pripade
len o 4%.

Pri kombinacii umelych a redlnych dat ako trénovacej mnoziny pre neurénovi
siet doslo k zlepSeniu presnosti v priemere o 0.5%. V najlepSom pripade o
1.5%.

V budtcnosti by sa mohol tento systém testovat pri meniacich sa svetelnych
podmienkach, na inych objektoch a pripadne rozsirit aj o detekciu prekryvania

objektov.
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Dodatok A

Obsah prilozeného CD

Miroslav Surak

+— BP_Miroslav_Surak.pdf

+— visledky ucenia

visledky ucenia na kombindcii redlnych a umelych snimkov

visledky ucenia na umeljch snimkoch

«— skripty

+— position_generator.py
+— real_to_pov.py

+— job.sh

+— disc.pov
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