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Anotace:

Tato prace se zabyva problematikou optické inspekce vystupni kvality vyrobkt ve findlnich
fazich vyroby vcetné detekce a vyhodnoceni vadnych kusd. Cilem prace je vyvinout
poloautomaticky detek¢ni systém uzplisobeny pro kontrolu kritickych ¢asti vyrobku z hlediska
funkcnosti, ale také je zde snaha detekovat i estetické vady z diivodu omezeni reklamacnich
Fizeni, uspofe materidlu a prostfedki.

Klicova slova:
opticka inspekce
Cognex InSight

Matlab

Summary:

This work take care of output quality of industrially manufactured products in final phases of
manufacturing. Manufacturing is complicated proces which consist of many steps and it means
there is a plenty space for mistakes. The aim of this work is to develop semi-automatic optical
inspection system which can be able to detect functional and esthetic defects for saving material
and money.

Index Terms:
optical inspection
Cognex InSight

Matlab
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HOG - Histogram Orientovanych gradientd
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Uvod

V primyslovém vyrobnim zdvodu je nékolik faktort ovliviiujicich vysledny hospodéarsky
vysledek. Nékteré z nich jsou ovlivnitelné jednoduchymi tpravami vyrobniho procesu, jako
kvalita vyrobkii, chybovost nebo objem vyroby za urcity c¢as. Nékteré faktory naopak nejsou
ovlivnitelné jednoduchou zménou, napiiklad poptavka po vyrobku nebo doba Zivota vyrobku.
Snahou kazdého vyrobniho zdvodu by mélo byt zlepSovani aspektti vyroby pro vyssi zisky,
pricemZ snadno sledovanou skutecnosti je chybovy stav vyrobki v riiznych fazich vyroby.

Tento stav je duleZity pro optimalizaci celého vyrobniho procesu a zamezeni expedice vadnych
vyrobkt, souCasné pak pii sledovani vyroby, s jejim objemem roste i tispora materidlu a
vyrobniho ¢asu na produkci zmetkli. Zéakladni myslenkou sledovani vyrobni sekvence od
zacatku do konce je periodicka kontrola predpokladaného stavu polotovaru a v pripadé neshody
pak vyhodnoceni a akce zamezujici spotfebu dalSiho materidlu. VySe zminéné potiebé kontroly
vyhovuje pro primysl systém Cognex InSight, ktery obsahuje zafizeni pro sniméni vyrobki,
vyhodnoceni a ovladani akénich ¢lent pro vytvoreni automatického kontrolniho systému na celé
vyrobni lince.

PouZziti kontrolnich mechanismt v primyslu mé nékolik podminek, bez kterych se dobry systém
neobejde. Hlavnim ukazatelem vyuZitelnosti systému v primyslu je jeho implementace do jiz
zavedeného systému, rychlost inspekce a komunikace s ostatnimi systémy na vyrobni lince.
Pravé proto se vyrobci snazi udélat systém vSestranny s prihlédnutim k jistym omezenim.
Hlavnim smyslem této prace by méla byt definice svétlych a stinnych stranek pfi vyuZiti
systému Cognex InSight ve vyrobnim procesu v porovnani s jinymi metodami FeSeni
inspekéniho systému.

Uvazuji inspekéni systém dle zadani diplomové prace jako kone¢nou kontrolu vyrobku z
hlediska estetiky a funkcnosti pro zamezeni pripadnych reklamaci. Systém by mél byt nahradou
za manualni inspekci a mél by umét rozliSit vyrobek od zmetku, stejné tak jako detekovat
pfipadné minimalni estetické vady. Prvni ¢ast prace je vénovana navrhu konvenéniho feSeni
pouzivaného v prumyslu a definovani silnych a slabych stranek takového feseni testovanim.
Druhou cast prace obsadilo feSeni zaloZené na neuronové siti s podplirnymi algoritmy v
Matlabu, které by mélo demonstrovat schopnost konkurence ostatnich FeSeni vic¢i bézné
pouZivanym postupiim s ohledem na dobu navrhu, robustnost algoritmd, rychlost inspekce a
dalsi stézejni faktory ovliviujici moznosti vyuZiti inspek¢niho systému v praxi.
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1 InSight Explorer

1.1 Pfedstaveni

InSight Explorer, dale jen Explorer, je proprietarni prostiedi pro navrh algoritmt uzce
orientovanych na hardware z fady Cognex InSight vyrobce Cognex Corporation. Jako takovy je
velmi dobfe optimalizovan pro veSkery hardware od tohoto vyrobce. Vzhledem k rozdilnym
pozadavkim se da Explorer pouZivat dvojim zptisobem.

Prvni zptisob je urCeny prevazné pro rychly navrh detekc¢niho algoritmu stejné tak, jako pouziti
minimalniho poctu detekcnich kroki, jakozZto i minimdlni pocet pouZitého hardwaru. Pravé
témto skute¢nostem vyborné nahrava zédkladni mod spusténi Exploreru s ndzvem Easy Builder.

2o D00 (RRRA L ME NS o

7
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Obr: 1.1: Cognex InSight Explorer - Easy Builder

Na obrazku 1.1 je vyobrazen funkéni job s vysledky (vpravo), paletou dostupnych funkci
(vlevo) s konfiguratnim oknem funkce (ve spodni Casti) a obraz z kamery (stfedni Cast).
Samotna paleta Easy Builderu lezi v levé casti, kde miZeme jednoduSe klikem prepinat
jednotlivé esencialni kroky detek¢niho systému.

Obr. 1.2: Cognex InSight Explorer - Spreadsheet

Druhou moZnosti jak v programu pracovat je zobrazeni Spreadsheet, které ndm umoZni
pfistupovat k jednotlivym proménnym pfes adresovaci systém tabulkového procesoru. Tento
mod Exploreru, viditelny na obrazku 1.2, je velmi vyhodny pfi provazani systému InSight a
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dalSich detek¢nich systémt, zvlasté pak schopnost komunikace pres telnet velmi vyrazné
ovliviiuje pouZitelnost celého systému.

Spreadsheet miZeme vidét na obrazku 1.2, kde zabira vétSinovou plochu okna Exploreru. V
pravé Casti se nachézeji pak pouZzitelné funkce systémem "Drag and Drop". Velmi dtileZit4 je
skuteCnost, Ze provedeme-li tipravu vyvinuté sekvence v Easy Builderu pomoci Spreadsheetu,
pak jiZ musime pouZivat pouze toto zobrazeni z diivodu nekonzistence obou zobrazeni. Z tohoto
divodu, jsem se rozhodl programovat celou sekvenci pomoci Easy Builderu aZ do doby, kdy
bude potfebna funkce provazani jednotlivych jobti pomoci komunikace s dalsi platformou.

1.1.1 Pfipojeni

Pod touto ikonou se skryva jednoducha utilita, kterd umozZni nastavit zafizeni ze kterého bude
sniman obraz. Po pripojeni zobrazi veSkeré dostupné parametry zafizeni usnadiujici definici
zarizeni, za uCelem nastaveni veskerych potiebnych parametrt v nasledujicich krocich. To samé
plati i u emulétoru zafizeni, kde je mozZné nastavit libovolnou kameru z nabidky vyrobce a
nasledné testovat vyvinuté sekvence.

1.1.2 Nastaveni obrazu

Hlavni podminku pro tspéSnou optickou inspekci obrazu, asice kvalitni snimek, docilime
vhodnym nastavenim snimaciho zafizeni. V této sekci je moZné konfigurovat veskeré parametry
tykajici se vystupniho obrazu jako: doba expozice, rychlost zavérky, rozliSeni, vyvaZeni bilé
barvy, spousténi, korekce zkresleni objektivu a dalsi. Tyto parametry je vhodné definovat
urCitymi hodnotami aZ pfi testovani v redlném provozu na misté, kde systém bude pracovat. V
privétivéjSich podminkach okolniho prostfedi poslouZi i vSudypfitomné automatické nastaveni
parametrd dle aktudlniho snimku, avsak toto v praxi nefunguje vzdy.

1.1.3 Lokalizace vzorku

Pfed samotnou inspekci je nutné lokalizovat testovaci vzorek a generovat tzv. Fixture. Fixture je
upinaci funkce, ktera pozicné svazuje jednotlivé detekéni metody a usnadiiuje jim praci. V praxi
dobra lokalizace znamenda vyrazné urychleni jakychkoliv pozdéjSich detekci pfi navazani na
prvotni funkci. Naprosta vétSina funkci v tomto kroku pracuje jako nadstavba detekce hran, jejiz
princip je popsan v nasledujici kapitole (2.Matlab).

1.1.4 Vysetfeni vzorku

Zde uZ pfichazi hlavni ¢ast programu s maximalnim poctem vystupnich dat. V nabidce funkci
nalezeneme predevsim tzv. Pattern Matching, kdy je porovnavana predloha urcité ¢asti snimku s
aktualnim snimkem a s naslednym vyhodnocenim pravdépodobnost podoby. Tato funkce Cerpa
data k porovnani predevSim z detekce hran, ale také z rtznych deskriptorli, coZ jsou
identifikatory vytvorené rtznymi zpisoby. Principy fungovani jsou opét popsany v druhé
kapitole. Dale zde nalezneme mnoho uZitecnych funkci, které bud pfimo operuji s obrazem
nebo extrahovanymi daty, avSak vyskytuji se zde i funkce Cisté matematické nebo logické.
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1.1.5 Vstupy a vystupy

Systém optické inspekce InSight Vision si zaklada na jednoduchosti FeSeni, obsahujici vétSinou
jedno snimaci zafizeni na inspekcni pracovisté, které komunikuje s ostatnimi prvky na vyrobni
lince. Pro malé linky s minimdlnim poctem aktuatori mizZe byt vyhodné nastavit ovladani
inspekcniho procesu tak, aby vSe Fidil snimaci hardware (kamera). K tomuto dcelu disponuji
kamerové systémy firmy Cognex Corporation inteligentnimi kamerami s vnitfnim
vyhodnocenim a digitdlnimi vstupy/vystupy, které je mozZno nakonfigurovat napfiklad na
regulaci osvétleni, fizeni robota a ovladani pasového dopravniku.

1.1.6 Komunikace

Velmi podobna funkce se skryva i pod dalsi tlacitkem s popisem komunikace. Z hlediska
komunikacnich protokolt zaleZi na podpore snimaciho zafizeni, ale miZeme zde najit FTP,
proprietarni EasyView protokol, OPC protokol, CAN sbérnici a mnohé dalsi. Podporou
vSemoznych komunikacnich standardt vyrobce usnadni zaClenéni svého hardwaru do jiz
stavajici infrastruktury zafizeni ve vyrobnim provozu.

1.1.7 Filmovy pas

Filmovy pas umoziuje ukladat pfeddefinované obrazky v zavislosti na detekovanych chybach
pro provazani systému s dalSim vyhodnocenim popfipadé komunikaci.

1.1.8 Job

Posledni tlacitka umoZiuji uloZit sestavenou sekvenci jako soubor pro pozdéjsi pouZiti nebo je
mozné kameru prepnout do online médu a zacit ihned pouZivat. Je nutno Fici, Ze velikost
sekvence je omezend od vyrobce a je nutné pro rozsahlejsi inspekéni systémy rozloZit sekvenci
do vice jobt, a poté ji postupné nacitat do paméti kamery. Toho se da docilit riznymi zpiisoby,
avSak nejjednodussi se zda byt komunikace s kamerou pfes telnet a vytvoreni automatizované
komunikacni Casti, kterd bude reagovat na vystupy z kamery a prizptisobi sekvenci
pozadavkim.

1.2 Realizace optického inspekéniho systému

Vzhledem k omezené velikosti jednotlivych jobi je rozdélen testovaci program do Sesti ¢asti, z
nichZ kazda cast jest uloZena jako samostatny job pro kontrolu specifické Casti testovaciho
vzorku. K tomuto tcelu byl vyfocen kazdy testovaci vzorek ze Sesti smérid ekvivaletné kolmo ke
stranam kvadru. KaZdy job je poté nastaven na jeden smér pohledu na vzorek tj. jednu stranu
kvadru. Algoritmy jsou prizptisobené na detekci defekti, které vznikaji pfi vyrobnim procesu,
pficem?7 kazdy defekt bude popséan v Casti kde se vyskytuje a bude navrZeno feSeni. Pfedstavim
zde uplnou sekvenci pro inspekci jednoho konkrétniho testovaciho vzorku s tim, Ze ostatni
algoritmy jsou analogické a proto jim nebude vénovéana vyssi pozornost.
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1.2.1 Celni panel

Celni panel je jedna ze zasadnich stran zdroje, protoZe obsahuje veskeré nastavovaci a indika¢ni
prvky potfebné pro spravnou funkci celého zdroje. Pfitomnost jednotlivych komponent definuje
naroky na testovaci sekvenci a jeji presnost. Po prvotni detekci polohy ¢elniho panelu je nutné
zkontrolovat pritomnost veskerych utahovacich Sroubkt, stejné tak jako spravné usazeni
svorkovnic vzhledem ke krytu. DalSi kroky algoritmu by se mély zaméfit na stfedovou
soumérnost nastavovacich trimri a indikacnich led vzhledem k otvorim v krytu. Poslednim
krokem je pak detekce prfitomnosti jumperu, popfipadé spravné zasazeni patice pro jumper.
Navdavkem by mohla byt jesté funkce kontroly stejnorodosti povrchu pro detekci estetickych
vad, bohuZel kryci plech a jeho porchova tprava znacné znesnadiuje detekci, a proto je zde
tento krok vynechan.

Obr: 1.3: Celni panel testovaného vzorku

Ke kontrole svorkovnic s fixacnimi Sroubky je vyuZita funkce Pattmax Redline, ktera je
vyvinuta a patentovana firmou Cognex. Vzhledem k této skuteCnosti nelze zjisti presnou
podstatu vnitiniho fungovani a proto zde bude funkce hodnocena a nastavovana tak, jak vyrobce
umoznil. V oblastech detekce pfedlohy je naprostd vétSina funkci zaloZena na detekci hran,
popiipadé kombinovéana s takzvanymi deskriptory, které jsem taktéZ pouZil a popsal v Casti
Matlab.

Obr. 1.4: Svorkovnice - Pattmax Redline

Dle obrazku 1.4 miZeme vlevo vidét predlohu vystfihnutou ze snimku, vpravo poté
lokalizovanou predlohu. Zelenou barvou je pak vyznacen hlavni obrys predlohy s wvnitini
strukturou, coZ podporuje tvrzeni o pouZité detekci hran. Funkce ur¢i polohu, natoCeni a
pravdépodobnost urceni predlohy v testovacim snimku. Déle ve stfedu lokalizované predlohy
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vykresli orientovany osovy kiiz, ktery je mozné pouzit pro koordinaci dalSich funkci. V tomto
pripadé vyuziva koordinaty dalsi funkce Pattmax Redline, kterd lokalizuje pfitomnost Sroubkii
ve svorkovnici.

Pozadavek na detekci spravného usazeni svorkovnice vzhledem ke krytu je naplnén oznacenim
predlohy prekryvajici hranice svorkovnice/kryt.

Kontrola indikacnich led bude z casti analogicky stejna jako jakéakoliv jina detekce predlohy v
obraze pomoci funkce Pattmax Redline, avSak zde je nutné kvili poZadavkiim na kontrolu
pozice diod vzhledem k otvortim v krytu ptidat dalsi funkci schopnou toto obstarat.

Obr. 1.5: Indikacni led

Vybral jsem si funkci Circle Concentricity, kterd umi urcit dvé prekryvajici se kruhové hrany,
rekonstruovat kruhy a urcit vzdalenost mezi stfedy téchto kruhd. Poté se da vyhodnotit zda je
jesté tnosna nebo neni. Dle obrazku 1.5 junkce naprosto bez problému nalezla kruhové otvory v
krytu, ovSem rekonstrukce kruhti reprezentujicich led nebyla ispésna bez zasahu vlivem kvality
vstupnich dat, pfi¢em? i tak sama funkce v defaultnim nastaveni detekovala polovinu led.

Prostredi umoznuje ru¢ni nastaveni prohledavané oblasti ve velmi jemnych krocich, a proto se
mi podafilo detekovat vSech osm kruhti. Aby tato funkce vykazovala mensi chyby, tak jsou
vSechny dkony provadéné v oblasti s indika¢nimi led z4vislé na koordinatech na vystupu funkce
Pattmax Redline.

Obr. i.G: Juﬁper -

V pripadé jumperu je potieba vyuZit vice krokd, které na sebe navazuji a vzajemné se ovliviiuji.
Jde predevsim o funkci Pattmax Redline, detekci hran, funkci mérici vzdalenost mezi hranami a
k vyhodnoceni matematicko — logickou funkci.
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Na obrazku 1.6 je vidét postup inspekce jumperu. Jako prvni se aplikuje funkce Pattmax
Redline na slot jumperu, kterd vytvoii koordinaty potfebné pro presnéjsi lokalizaci samotného
jumperu. Po lokalizaci jumperu toutéZ funkci je aplikovana detekce hran na vnitini Cast slotu,
kterd slouzi k vymezeni méfitelnych vzdalenosti stfedu koordinatd generovanych funkci
Pattmax na jumper. Obréazek 1.6 ukazuje pivodni obraz nebo také vzor pro slot jumperu vlevo a
obraz s detekovanymi hranami a ROI aplikovanych funkci.

DalSim krokem je detekovani sméru a thlu natoceni trimrti, realizovany na stejnych zakladech
jako predchozi inspekce, avSak s rozdilnym nastavenim uvaZovanych hodnot mezi, zejména pak
pro toleranci natoceni pfedlohy.

Posledni casti inspekcniho algoritmu je poté ovéreni osové soumérnosti trimrd vici krycimu
plechu Celniho panelu. Vzhledem k pouziti trimrt s mechanismem prochézejicim urcenym
otvorem neni dle poZadavkl zadavatele nutné pro prezentovany vzorek realizovat kontrolu,
protoZe spravnost sesazeni je definovana fyzickymi rozmeéry trimru a otvoru, pficemz pokud
trimr detekujeme, pak je osova soumérnost v akceptovatelnych mezich.

1.2.2 Bo¢ni strana

Kontrola boc¢nich paneld je o mnoho jednodussi vzhledem k poZadavkim, které jsou na ni
kladeny. Hlavnim problémem vyskytujicim se na velkych plochach, pfi uvaZovani manipulace,
jsou riznd mechanicka poskozeni. Z toho diivodu je nutné pouze detekovat polohu boc¢ni strany
testovaného vzorku a dale zajistit dtlezitd mista obsahujici predem znamé nespojitosti povrchu
jako jsou rizné montazni prvky, vétraci otvory a dalsi nezbytna naruSeni celistvosti povrchu.

Obr. 1.7: Inspekce bocnich stran vzorku

Po pripravé v podobé vymaskovani ROI je aplikovana funkce Surface Flaws, kterd umi
detekovat nespojitosti na povrchu formou sdruZenych pixelt jiné intenzity nez je zbytek
povrchu. Vnitini struktura funkce je opét neznama, avsak dle nastavovacich parametrti bude tato
funkce nejspiSe fungovat formou maskovani, generované masky na miru, obrazku a zjist'ovani
nenulovych rozdilovych pixeli. Funkce umoziiuje nastavit citlivost formou velikosti detek¢ni
oblasti, minimalni velikosti detekované chyby a kontrastu.

Na obrazku 1.7 je nalevo vidét pivodni snimek s montaznimi prvky, vétracimi otvory a
testovacimi vadami povrchu. Vpravo je poté snimek zobrazujici syté rudymi koordinaty polohy
chyb povrchu, Srafovanymi miizZkami neprovérované oblasti a zelenym koordinatem pocatecni
kontrolu pozice boc¢ni strany testovaného vzorku. Postup inspekce obou bocnich stran je zcela
stejny vyjma zrcadlového otoceni hledaného vzoru a jiné masky neprohledavanych oblasti,
proto je zde uvedena bocni strana v jednom vyhotoveni.
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1.2.3 Vrchni strana

Na vrchni i spodni strané jde pfi inspekci predevsim o zjiSténi otevienosti svorkovnic at’ jizZ se
Sroubky nebo pruZzinovou celisti, dale pak o kontrolu vSech montaznich prvkid a samoziejmé o
spravné usazeni veskerych konektori a svorkovnic vzhledem ke krytu.

Na obrazku 1.8 je zcela analogicky jako v pfedchozich pripadech pivodni snimek vlevo a jiz
zpracovany snimek na pravé strané. PouZzité funkce jsou dle stejného vzoru jako v predchozich
pripadech, tedy pro urCeni pozice vrchni strany testovaného zdroje pouzita funkce Pattmax
Redline, stejné tak je tato funkce pouZita pro urceni pozic a spravného usazeni svorkovnice a
konektoru. Navic je zde oproti pfedchozim piipadtim tato funkce nastavena na detekci vzort a
jejich pocitani.

Na obrazku 1.8 vpravo nahote sviti Cervené oblast, o kterou se funkce zajima a hleda v tomto
piipadé spodni Cast Celisti svorkovnice, kterd se 1iSi velmi vyrazné od zadni stény otvoru, a
proto je mozné ji detekovat pomoci funkce hledani vzort. Jediny problém spocival ve falesné
detekci vzorG z divodu nizSiho kontrastu vlivem Spatného osvétleni otvordi, a proto jsem
zuzZenim upravil oblast kde dané funkce operuje a doséahl tak kyzeného vysledku.

Masivni pocet syté zelenych koordinat ve sloupci znaci Cast jobu detekujici izolacni prepazku
opét zaloZenou na funkci Pattmax Redline zjiStujici poCet zadanych vzord. Spodni strana
vypada vétsinou velmi podobné, a proto je jeji inspekce prakticky totoZna, z toho diivodu je zde
uvedena pouze jedna z nich.
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Obr. 1.8: Kontrola otevienosti svorek a pritomnosti izolacni prepdzky

V pripadé inspekce zdroje se svorkovnicemi bez Sroubkl je nutné kontrolovat i twhel
ovladajicich pacek kvtili zamezeni priichodnosti deformovanych vzorki inspekénim systémem.
Tato inspekce je zaloZena opét na funkci Pattmax Redline s urenim jasnym mezi natoCeni
predlohy a nutnosti najit urcity pocet pacek ve spravné poloze.

1.2.4 Zadni strana

vvvvvv

kompletnost je skoro tak stejné zavazna jako u Celniho panelu. Vyskytuje se zde mnoho
dilezitych soucasti, které jsou potfebné pro uchyceni zdroje na montazni listu DIN, popfipadé
fixacni prvky krycich vrstev.

Hlavni ¢asti fixacniho mechanismu je tzv. t-halter, coZ je profil presné navrzeny tak, aby zapadl
do montazni liSty. Na zadni strané se vyskytuji vidy dva a kazdy z nich je pfipevnén k té€lu
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zdroje dvéma Sroubky, déale pak kazdy z nich obsahuje distan¢ni plechovou vlozku. Pro
spravnou funkci mechanismu je nutnd druha strana Celisti svirajici DIN liStu, ktera je tvorena
tzv. Sibrem, coZ je kluzny plastovy fixacni profil podpofeny pruzinou. Cely tento mechanismus
musi byt kontrolovan, a proto je zde opét pouZita s vyhodou funkce Patmax Redline, ktera
kontroluje pfitomnost obou t-halterti, §ibru s pruzinou a veskerych Sroubkd.

Vzhledem k volnéjSimu uchyceni distan¢nich plechovych vlozek je nutné kontrolovat jejich
vili. Toto je dosazeno opét pouZitim funkce pro detekci vzorti, ale omezenim pozitivni detekce
na velmi malé spektrum thli odklonu, ve kterych se mtize dana predloha nachézet. Tato iprava
zplsobi zvySenou citlivost v pripadé vétsiho vyboceni plechové vlozky a systém pak vyhodnoti
absenci. Zadni strana je na obrazku 1.9, zcela analogicky jako v predchozich pripadech na levé
strané snimek ptivodni a na pravé strané pak vysledek vétSiho natoceni plechové vlozky s
nasledkem ztraty detekce.

Obr. 1.9: Kontrola prvkii pro fixaci zdroje na din listu

Dvojité koordinaty na stfedu Sibru jsou vysledkem funkci hledani ptedloh samotného Sibru,
stejné tak jako hledani pruZiny v Sibru. Sroubky je moZné kontrolovat jako soucast néjaké
predlohy, avSak pro prioritni nélezy je vhodnéjsi pouzit funkci zvlast na kazdy druh predlohy.

1.2.5 Komunikace ptes Telnet

Naprogramované joby pro kontroly jednotlivych ¢asti vzorki jsou pouze jednou z hlavnich ¢asti
celého inspekéniho systému. PTi snaze vyvinout automaticky inspekéni systém, potfebujeme
vyuzit néktery z komunikacnich standardi pro koordinaci jednotlivych casti systému a jeho
zaclenéni do vyrobniho procesu. Moznou volbou je protokol Telnet.

Telnet standardné funguje jako spojeni klient server, kdy server naslouché prichozim pripojenim
na portu 23. Kamery firmy Cognex obsahuji tento server, a proto je mozné se k nim pomoci
Telnetu pripojit. Pfi programovani jobli jsem pouZival emuldtor, avSak princip komunikace s
kamerami je zcela stejny. Zde pfichazi na svétlo diivod pouZiti zobrazeni "Spreadsheet" v
programu InSight Explorer, protoZe pristup k datim jednotlivych jobti je adresovan pomoci
koordinata tabulek, jak je vidno na obrazku 1.2.

Welcome to In-Sight(tm) PC-8485 Session @
User: admin

Password:

User Logged In

Gvcza

1

1195.493

GvD2a

1

98a.488

Obr. 1.10: Vycteni hodnoty proménné jobu pres Telnet
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Na obrazku 1.10 je vystup z komunikatoru pfi spojeni na server emulovany pocitacem, pricemz
po zadani pfihlasovacich tdaji je mozné ihned posilat piikazy. Vyobrazena sekvence vycita
pouze souradnice specifickymi ptikazy [4] nalezené predlohy dle koordinatd zjiSténych pres
InSight Explorer v zobrazeni "Spreadsheet" a ziskava zpét poZadované souradnice se stavovymi
kédy provedeni [4].

Vycitani hodnot proménnych z jobu neni jedinou vlastnosti komunikace pres Telnet. Existuji
piikazy pro ovladani zakladnich parametri kamery, stejné tak jako prikazy pro praci s joby.
Kamera obsahuje vnitini non-volatilni pamét, kde je mozno uloZit vétSi mnoZstvi tzce
zamérenych jobt, které je nutné piikazem nacist do RAM paméti, vykonat a extrahovat
vysledky. Tento postup musime realizovat kviili omezené velikosti jednotlivych jobd. Zcela
analogicky a za pouziti spravnych prikazii miZzeme data z tabulky nejen vycitat, ale i ukladat
nova a meénit. Tim docilime schopnosti pouZit jakykoliv externi program podporujici
komunikaci ptes Telnet i v pripadé dalsi inspekce.

1.3 Robustnost detekénich algoritmu

Schopnost detek¢nich algoritmil rozliSit vzorek v poradku a zmetek vyrazné kolisa vlivem
kvality vstupnich dat. Toto kolisani se da omezit pouzivani sofistikovanych navrhovych pravidel
pro veskeré pouZivané obrazové operace. Nejdrive je potfeba si definovat testovaci podminky,
které mohou nastat pfi pouzivani inspekcniho systému v redlném provozu. Z experimentil s
dodanou kamerou InSight 7010C jsem zjistil ptlisobeni zdkladnich ruSivych vlivi, které by
mohly ovlivnit schopnost inspekce. Pokud uvazujeme stalou vzdalenost testovacich vzorkt od
objektivu, pak mizZeme z testovani vyloucit mozZnost rozostfeni objektivu a dalSi zkresleni
obrazu objektivem, pravé z divodu nastaveni systému na fixni vzdalenost a jeho prizptisobeni.
Vlivy ktery je bohuzel proménlivy v priibéhu dne je svétlo.

1.3.1 Vlivy na funk¢nost detekénich algoritmi

Jednim z ruSivych vlivi majicich negativni dopad na funkcnost systému by mohla byt
nekonzistentni intenzita ozafeni v pribéhu dne, zptisobena napiiklad vychodem a zapadem
slunce. Nasledky tohoto jevu by mohly byt vcelku snadno odstranény zvySenim clonové ¢isla na
objektivu a téZ modifikaci osvétlovaciho systému inspekéniho stanovisté na maximalni
vyzarovani, pfiCemZ zména okolniho osvétleni by poté méla pramaly dopad na odraz zareni z
testovaného vzorku zpét do objektivu. Tento postup je bohuZel jen ¢astecné pouzitelny, protoZe
vySssi clonéni objektivu sice zptlisobi zvétSeni hloubky ostrosti, s tim ovSem pfijde na Fadu ztrata
velmi vysokych frekvenci v obrazu, coZ zpisobi ztratu obrazové informace v oblastech
hustéjSich na hrany, diky ¢emuz ztratime schopnost detekovat prostorové mensi dtvary.

Dalsim z rusivych vlivii, které vyraznym zptisobem pfispéji k nefunk¢nosti inspekcnich systému
obecné jsou kombinace tmavych a svétlych mist v obraze, mySleno jako vrZeny stin pfes Cast
sledované plochy. Pfi nastaveni systému na automatickou expozici hledame kompromis v
hodnotéch jasové funkce a dle nastaveni ménime dobu expozice a rychlost elektronické zavérky.
Tento postup je bez problému funkéni, pokud obraz vykazuje konstantni jas nebo konstantni
zménu jasu v celé zkoumané oblasti a v systému vidy dojde ke spravnému nastaveni téchto
dvou kritickych parametrii, kdy nedochézi ve snimaci k saturaci nékterych pixeld a naopak ke
tmavym bodtim. Pokud ovSem pred systém postavime jiz dfive zminénou kombinaci v obrazu
svétlo/stin, pak mliZeme ocekavat vyvoj inspekce dvojim zptsobem. MtZe dojit k automatické
regulaci jasové funkce, ktera zpiisobi odstranéni saturovanych mist, s tim ale tmavsi mista jeSté
ztmavnou, coZ sniZuje uspésnost detekce béznych algoritmid bez predchozich tiprav obrazu na
nulu. Pfi nastaveni automatické expozice na vySSi hodnoty, dojde v pfipadé rozumného
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postranniho svétla a vrZzeného stinu k omezeni vlivu a pfijatelnému ztmaveni, avSak
dodatecnymi obrazovymi operacemi mtiZeme obraz upravit do stavu hodného Gspésné inspekce.
Jednou z funkci ktera se umi vyporadat s timto problémem je histogramova ekvalizace.

1.3.2 ZvySeni kontrastu

Metod zvySovani kontrastu je nékolik, ja4 pro svou praci vyuzivam histogramovou ekvalizaci,
jejiz definice nasleduje. Pokud budeme mit cernobily snimek o L trovnich Sedé barvy, pak pro

pravdépodobnost P(X i) vyskytu pixeld s Grovni Sedé barvy praveé i plati vztah

k.
p(x)=—" 0<i<L

k (1)
kde k; je pocet pixelt pravé s tirovni i a k je celkovy pocet pixelti snimku. Vykreslenim
pravdépodobnosti ziskdme normalizoavny sloupcovy diagram pravdépodobnosti vyskytti vSech
urovni Sedé obsaZenych ve snimku. Déle je nutné definovat kumulativni distribu¢ni funkci
c(i) , kterd je tvorena souctem pravdépodobnosti vyskyti trovni Sedi od nejnizsi aZz po
zkoumanou, v naSem piipadé se jedna o vztah

cli)=3; plx) "

s pomoci distribucni funkce vytvorime tranformacni funkci f hodnot pixeld jednoduchym
prepsanim do rovnosti, ktera respektuje linearizace distribu¢ni funkce

yi=f(x)=cli) 3)

vysledek funkce je snimek s hodnotami pixelti od nuly do jedné, a proto je nutné aplikovat dalsi
transformaci, ktera opét respektuje linedrni charakter distribu¢ni funkce

y'i:yi*R+xmin (4)

kde R je rozsah hodnot pixeli pivodniho snimku a X,,;,, pak pixel s minimélni hodnotou.

Obr. 1.11: Histogramovd ekvalizace (vpravo)

Na obrazki 1.11 miZeme vidét vliv histogramové ekvalizace na kontrast, pravé z toho divodu
je velmi vyhodné ekvalizaci pouZivat, ovSem dle jiZz dfive zminénych ddvod s jistym
omezenim.
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1.3.3 Simulace vnéjSich vlivii

Simulace vnéjSich vlivi je navrZzena tak, aby otestovala funkcnost algoritmid pro dva

~ews

enws

strané. Snimky byly vytvoreny pomoci programu GIMP, kdy jednoduchou metodou prekryvu
vrstev byl regulovan vliv. Pro prvni troveil vlivu se jednalo o 30% prekryv vrstvy, pficemZ pro
drove Cislo dva to bylo jiz 70%.

Predni panel

Dle jiz v predchozi kapitole zminénych rusSivych vlivi jsem pripravil sérii testovacich snimku
na proveéreni odolnosti jednotlivych inspekcnich algoritmt pro kazdou stranu vzorku. Vzorové
snimky pro testovani Celniho panelu jsou na obrazku, pficemz ve vSech dalSich krocich bude
testovani zcela analogické, a tak nebudou dalsi testovaci snimky explicitné znovu vyobrazeny. Z
levé strany jsou to pak konkrétné originalni snimek, svétlo stin ve dvou intenzitach, boc¢ni
svétlo ve dvou intenzitdch. Pfedpokladam, Ze systém si 1épe poradi s bocnim svétlem neZ s
kombinaci svétlo/stin.

l seee ™ o o B

Obr. 1.12: Testovaci sada snimkii

Testovani probiha v prostfedi InSight Cognex Explorer vZidy nactenim originalniho snimku a
kontrolou stoprocentni funkcnosti inspek¢niho programu. V dalSim kroku je postupné testovana
schopnost programu pfizptisobit se simulovanym vnéjsim vlivim a vyhodnoceni poctu chyb a
abnormalit hlaSenych programem.

Obr. 1.13: Vychozi stav vystupu testovaciho algoritmu pro celni panel
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Na obrazku 1.13 visi c¢elni panel testovaného vzorku s pozitivni inspekci vSech kroki algoritmu
vyobrazenych zelenou barvou v mistech identifikace svorkovnic, fixac¢nich casti a
nastavovacich komponent. Dle nasledujiciho obrazku 1.14 pak mtZeme odhadnout zhorSenou
schopnost sekvence identifikovat kritické Césti testovaciho vzorku a v pripadé druhé trovné
kombinace svétlo/stin pak schopnost velmi zhorSenou.

Obr. 1.14: Identifikace komponent vzorku pro svétlo/stin

Dle predpokladi naprosta metla pro inspekcni funkce se zda byti stfidani svétlych a tmavych
mist. Testovani vlivu postranniho osvétleni na praci programu dopadlo dle ocekavani o mnoho
lépe, dle vystupi na obrazku 1.15 z programu InSight Explorer usuzuji, Ze funkce byly ucelové
navrzeny tak, aby eliminovaly vady expozice.

TEr oS = 50

S
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>

Obr. 1.16: Vychozi stav vystupu testovaciho algoritmu pro bocni panel
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plochy s ohledem na jas, zménu kontrastu a barvy. Pravé z toho divodu predpokladam mizivou
funkcnost detekcnich algoritmii pro obé bocni strany.

Na obrazku 1.16 vidime detekci chyb povrchu jako jsou Skrabance, zbytky lepidla a jiné
nedokonalosti. Ve vychozim stavu algoritmus detekuje pfitomnost bocni strany a fixa¢nich
prvki, dale maskuje fixacni prvky a dalsi opticky nestejné ¢asti povrchu, aby mohla probéhnout
jiz zminéna kontrola. Dle predpokladti budeme zde vyhodnocovat schopnost tfech funkci a

vyvodime z toho procentudlni tispésSnost této asti algoritmu.

Dle predpokladu doslo k vyraznému nartstu detekovanych chyb, cozZ v pripadé aditivni kontroly
nevadi, protoZe vzorek bude stejné vyrazen. V pripadé snahy o stoprocentni urceni vad povrchu
touto metodou je jedinou moZnosti uzaviena stanice s kontrolovanym osvitem, popfipadé velmi
silny zdroj zareni pobliZ kamery.

Obr. 1.17: Inspekce vad povrchu pro kombinaci svétlo/stin

Pti pohledu na vysledky pod vlivem boc¢niho osvitu na obrazku 1.18 miiZeme konstatovat opét
podobné hodnoceni jako v predchozim pfipadé, dokonce i funkce Surface Flaws nezaznamenala
nartist chyb ve stovkach procent, coZ je pfi dané kvalité snimku obdivuhodné. Zfetelné je pak
vidét adaptabilita funkce v pripadé plosné zmény jasu, kdy si funkce zachovava takzvanou
,»Chladnou hlavu“ a nevyhodnocuje cely povrch jako vadu o velké ploSe.

Obr. 1.18: Inspekce vad povrchu pro postranni osvétleni

Samoziejmé pokud by saturovana oblast pokryvala vyraznou €ast testovaného povrchu, pak lze
prohlasit vysledky inspekéniho algoritmu jako nespravné.

Spodni/vrchni kryt

V pripadé testovani inspekcnich algoritmti spodniho nebo vrchni krytu je situace opét
jednodussi, v zasadé jde pouze o kontrolu funkce hledani predloh, popfipadé jejich pocitani.
Funkcnost jsem testoval opét v procentudlnim méfitku pfi prtbéhu algoritmu, s ohledem na
vSechny pouzité kroky.
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Obr. 1.19: Vychozi stav vystupu testovaciho algoritmu pro spodni/vrchni kryt

V této Casti jde o kontrolu ptitomnosti spodniho nebo vrchniho krytu, fixa¢niho prvku,
svorkovnice a jejiho stavu, konektoru a izolacni podloZky pod DPS.

Obr. 1.20: Identifikace komponent vzorku pro kombinaci svétlo/stin

Odolnost tohoto algoritmu se zdad byt o mnoho vy3si v piipadech testovani kombinace
svétlo/stin neZ v predchozich pripadech. NejspiSe je to kvili preciznimu nastaveni oblasti pro
inspekci, ve kterych se zdsadnim zptisobem neprojevi dramatickd zména jasu, nicméné stale
algoritmy nedisponuji idedlni odolnosti vici témto jevim. V pfipadé posuzovani vlivu
postrannniho osvétleni na spodni nebo vrchni ¢ast jsem dospél ke zjisténi o vyrazném ovlivnéni
funkce Pattmax Redline v zavislosti na intenzité osvitu.

Obr. 1.21: Identifikace komponent vzorku pro postranni osvétleni
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Zadni montaz

Pii kontrole odolnosti jobu pro inspekci zadni strany testovacich vzorkd dochazi opét k
ovérovani robustnosti funkce Patmax Redline. V zdkladu jsou identifikovany ¢asti: pfitomnost
zadni montazZe, vSechny fixacni prvky a uchyceni na DIN listu s veSkerym prisluSenstvim.
Podminky testovani jsou stale stejné, vysledky ovSem nikoliv.

Obr. 1.22: Vychozi stav vystupu testovaciho algoritmu pro zadni montdz

Dle obrazku 1.23 miZeme vidét nezanedbatelny vliv kombinace svétlo/stin na funkcnost
algoritmti, kdy zacalo dochazet k faleSnym detekcim predloh v mistech, kde nebyly a na
obrazku 1.24 dokonce velmi vyrazny vliv postranniho osvétleni pfi vySSich intenzitach.

Obr. 1.23: Identifikace komponent vzorku pro kombinaci svétlo/stin

BohuZel simulace postranniho osvétleni se pro druhou intenzitu vymkla kontrole, provedl] jsem
proto mirnou Gpravu limitGd funkce hledani predlohy zadni montaZze v domnéni obnoveni
funk¢nosti. Vysledek byl takovy, Ze funkce sice dopocitala chybéjici predlohu a spravnym
zplisobem ji oznacila jako nélez, avSak u dalSich zietelné vyobrazenych Casti selhala.

Obr. 1.24: Identifikace komponent vzorku pro postranni osvétleni
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Ze simulaci jsem vygeneroval tabulku celkové uspésnosti veskerych testovanych funkci pro
celkem 5 testovacich snimki na job. V celkové tspésnosti uvazuji funkcénost vsek dulezitych
krokti optické inspekce s prihlédnutim na ¢astecnou funkcnost pii extrémnim vlivu ruseni.

Tabulka 1: Celkovd tspésnost algoritmt Cognex

Cast Svétlo/stin 1 |Svétlo/stin 2 Boéni svétlo 1 Bocni svétio 2
Predni panel 95,00 % 13,00 % 99,00 % 83,00 %
Bo¢€ni panel 47,00 % 47,00 % 83,00 % 74,00 %
Spodni/vrchni kryt 95,00 % 90,00 % 82,00 % 65,00 %
Zadni montaz 93,00 % 85,00 % 99,00 % 57,00 %

Pri pohledu na tabulku 1 vidime vysledky piisobeni testovacich vlivli na schopnost algoritmt
spravné detekovat vSechny Casti vzorku. Komentai k navrhu a optimalizaci algoritmli pro
spravnou funkci je zapsan v zavéru prace, jakoZto i postiehy navrhovych pravidel z
experimentt.
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2 Matlab

2.1 Predstaveni

Matlab je vykonné programovaci prostfedi primarné urcené pro praci s maticemi a poli, avSak v
souCasné dobé existuje velké mnoZstvi nastroji a funkci pro zpracovani obrazu primo
naprogramovanych v tomto prostfedi, a proto jsem se rozhodl zalozZit konkuren¢ni algoritmus
pravé na programovani v Matlabu s vyuZitim sofistikovanych prostiedkd.

V jednoduchosti 1ze napsat, Ze postupnou ivahou a konzultacemi s vedoucim prace byl vyvinut
postup operace s obrazovymi daty pro dosazeni optimalnich vysledkt. Cely algoritmus je
zaloZen na rozpoznavani predloh a jejich lokalizaci podobné jako v predchozi kapitole, avsak s
pouZitim neuronové sité. Pro jednoznacné urceni predlohy ve zkoumaném snimku je nutné
misto obrazovych dat pouZit takzvany deskriptor. Ten ndm zaruci jednoznacnost identifikace a
omezi vliv Sumu a dal$ich nechténych vlivii okolniho prostfedi. Jako deskriptor je pouZzit HOG.
Primarni snahou se zdd byt nauceni neuronové sité na pravé jednoznacné deskriptory
jednotlivych zkoumanych vzort. Pro spravnou funkci neuronové sité jako klasifikatoru, ktera se
rozhoduje za pomoci porovnavani deskriptort, je nutné zaloZit pro kazdy specificky deskriptor
vlastni tfidu. Vystupem naucené neuronové sité pfi reakci na vstupni podnét v podobé cCasti
obrazku, ktera obsahuje deskriptor shodny s minimélné jednou tfidou vzord, je pravdépodobnost
urcujici ptifazeni podnétu pravé do této tfidy. Situace se zda byt jednoznacna a jednoducha.
Neuronova sit’" pracuje spojité, a proto je velmi obtizné ziskat zcela stoprocentni
pravdépodobnost pfifazeni. V nasledujicich podkapitolach popiSi princip navrhu a strukturu
neuronové sité, vSechny potfebné podpiirné algoritmy a dolozZim dosazené vysledky.

2.2 Hranové¢ detektory

Jednim ze zékladnich stavebnich prvk mnoha obrazovych operaci stale ziistava detekce hran, a
to predevsim kvili mnozstvi informace, které jsme schopni z hranového obrazku vycist. Hrany
vytycCuji oblasti, ve kterych se vyskytuji predméty stejné tak, jako méni svou Cetnost v zavislosti
na vzdalenosti pfedmétti ve snimku. Pomoci hranového obrazku lze zkoumat riizné nespojitosti
na predpokladané spojitém povrchu a vyhodnocovat tak jeho defekty. Detekci hran, stejné tak
jako ostatni obrazové operace, je mozno provadét vice zptisoby dle naroki na vysledek,
parametrd okolniho prostfedi, poZadavki na vypocetni ¢as a mnoho dalSich faktora. Proto zde
predstavim nejpouzivanéjsi z detektort zaloZenych na prvni derivaci jasové funkce obrazku v
Matlabu a popisi jejich principy.

2.2.1 Hrana

Nejdfive je nasnadé definice hrany a jejich vlastnosti. Pokud uvaZujeme cernobily jasovy
snimek, pak hrana je misto se skokovou zménou jasu neboli zménou hodnoty jasové funkce
f(x). Pro urceni pozice hrany v obraze se v Matlabu pouZivaji hranové detektory zaloZené na
prvni nebo druhé derivaci jasové funkce, pricemz pro eliminaci faleSnych detekovanych hran je
vhodné pouZit metodiku odstranéni Sumu, popfipadé jiny postup. Zde prezentované detektory
spolupracuji s Sumovym Gaussovym filtrem a jsou zaloZené na principu konvoluce s
konvolu¢nimi jadry jednotlivych typt detektort.
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Obr. 2.1: Zleva hrana v jasové funkci f(x) , prvni derivace a druhd derivace

Dle obrazku 2.1 je zfejmé, Ze detektory pracujici s prvni derivaci jasové funkce budou hledat
lokélni maxima a déle dle nastaveného prahu rozhodovéni ur¢i hranu. U detektord zaloZenych
na detekci druhé derivace pri prichodu nulou vzhledem k tomu, Ze vysledek druhé derivace je
roven nule i pro veSkeré nehranové oblasti zkoumaného snimku. Je tedy nutnosti zkoumat okoli
domnélé hrany a zajistit, aby mechanismus urcil za hranu misto se skokovou zménou hodnoty
druhé derivace z kladné do zaporné hodnoty nebo naopak.

Dalsim problémem miZe byt nejasnd nebo nékolikanasobna hrana projevujici se v prvni
derivaci jako vicero lokalnich maxim nebo minim. Pro eliminaci nechténych hran mizZeme
pouzit Sumovy filtr na piivodni obréazek a v pfipadé velkého mnoZstvi hran i funkci prahovéni
obrazku, kterd normuje hodnoty jasové funkce v intervalu <0,1>, coZ vyraznym zplisobem
omezuje rozliSovaci schopnost nasledné hranové detekce, avSak zarovein eliminuje nechténé
hrany.

V Matlabu se k vSemoZnym operacim se snimky, at' jiZz pravé detekce hran nebo pouZziti

néjakého filtru vyuziva konvoluce s konvolu¢nimi jadry doty¢né funkce. Pro snimky prevedené
Matlabem do matic poté plati pro konvoluci vztah

f*9= 2 i G )

i=—o

kde f(x) je hodnota jasové funkce v bodé x a g pak konvoluc¢ni jadro. Ze vztahu je zfejmé, Ze
parametry konvoluc¢niho jadra zcela definuji konecny vliv na vyslednou hodnotu v bodé x po
konvoluci. Pfi snimkovych operacich jsou pouZity jako zakladni struktury matice, proto
konvoluéni jadro i jasova funkce budou oznaceny velkym pismenem.

Ve vétsSiné hranovych detektort se pouZiva néjaka filtrace Sumu pro omezeni detekce falesnych
hran. Jednim z nejjednodusSich Sumovych filtri je Gausstv filtr zaloZeny na konvoluci
vhodného konvolu¢niho jadra at' uZ se zkoumanym snimkem nebo jiZ nékterym z jeho
polotovard jdoucich k hranovému obrazku. Jednoduché konvoluc¢ni jadro mutze vypadat
nasledovné

2 4 5 4 2
4 9 12 9 4
Gous=k * 5 12 15 12 5
4 9 12 9 4
2 4 5 4 2

kde k je konstanta udavajici miru filtrace v absolutnim méfitku a samotna velikost matice poté
urcuje filtraci ovlivnéné okolni pixely. Pro zde prezentovanou Gaussovu matici byva konstanta
k typicky mnohem mensi neZ jedna, protoZe by jinak nedochéazelo k omezeni lokalnich maxim
jasové funkce ve snimku. Vysledny filtrovany snimek k porovnani na obrazku 2.2.
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Obr. 2.2: Vliv Gaussova filtru na snimek (vpravo)

2.2.2 Roberts

Jednim z nejjednodussich detektorti operujicich na prvni derivaci jasové funkce snimku je pravé
Robertstiv detektor, jehoZ detekce je zaloZena na konvoluci jasové matice snimku s matici jadra
detektoru

Gu=(-1 1) G=("}

kde G, slouZi pro detekci vertikalnich hran a G, k detekci horizontalnich hran. Jisté
vlastnosti tohoto detektoru se daji odvodit jiZ z jadra, které je prakticky nejmensi mozné, aby
mohla konvoluce pfinést néjaké vysledky. Minimélni zkoumané okoli predpokldadané hrany
zpusobi precitlivélost detektoru na hrany zptisobené Sumem a nedostatecnou citlivost na neostré
hrany, napfiklad pfi pouzZiti Gaussova Sumového filtru.

Na obréazku 2.3 je vidét ohromna Sumova citlivost Robertsova detektoru a jeji zména s volbou
prahovaci konstanty. Cim mensi prah je zvolen, tim vice je vysledny hranovy obrazek ovlivnén
Sumem a nevyraznymi hranami.

Obr. 2.3: Hranovy obrdzek Robertsova detektoru pro rizné prahové hodnoty
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2.2.3 Sobel

Pokrocilejsi Sobeltiv detektor vyuziva vétsi okoli zkoumané hrany a proto dosahuje lepSich
vysledkt pfi stejnych podminkach oproti Robertsovu detektoru. Princip provadéni detekce hran
je analogicky stejny, ovSem diky rozSifenému zkoumanému okoli 1ze na zkoumany snimek
pouzit Sumovy filtr bez vétSich problémi pfi detekci hrany. Konvolucni jadra detektoru jsou pak
matice

-1 0 1 -1 -2 -1
Gver:_2 0 2 Ghor: 0 0 0
-1 0 1 1 2 1

kdy dle indext se opét jedna o konvolucni jadro pro hledéni vertikalni a horizontalni hrany, zde
ovSem jadrem definujeme smysl hrany (sestupnd, vzestupnd). Svymi rozméry umoZiuje toto
jadro zcela jednoduchou tpravou dosahnout toho, Ze detektor bude detekovat hrany v osmi
smeérech, avSak pro kazdy z téchto smérti je potfebné "jiné" jadro. Slovicko jiné v uvozovkach je
z dtivodu toho, Ze jadro projde zcela minimalni zménou hodnot, kdy dojde k netradi¢ni rotaci
matice dle stredové hodnoty viz.: jadro konvoluce pro vertikalni hranu vzestupnou zleva a jadro
konvoluce pro horizontalna hranu vzestupnou shora. Hledana hrana mé vzdy stejny smysl jaké

zobrazuji nulové hodnoty v konvolu¢nim jadru.

Obrazek 2.4 zobrazuje vliv prahové hodnoty na detekci Sumu a nevyraznych hran, pficemz
Sobeltv detektoru vychazi ve srovnani s predchozim detektorem lépe, pravé pro volbu
konvolu¢niho jadra s vétSim rozmeérem.

Obr. 2.4: Hranovy obrdzek Sobelova detektoru pro riizné prahové hodnoty

2.2.4 Canny

Zcela specifickym pfipadem detektoru hran zaloZeném na prvni derivaci je Cannyho detektor,
kde se pfi detekci hran postupuje odliSné. Prvnim krokem detekce byva zpravidla odstranéni
Sumu konvoluci s Gaussovou matici, dale se aplikuje funkce tresholding neboli prahovani, ktera
pomahd potlacit oblasti bez hrany v zdvislosti na nastavené prahové hodnoté. Vysledkem
zpravidla byva binarni snimek dle pfepisu

f(X)<L > fy(x)
f(x)>L > fu(x)

0
1
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kde f (x) reprezentuje hodnotu jasové funkce pixelu x, L je prahova hodnota a f bin(x) pak
vysledna hodnota pixelu x po binarizaci.

oo G0t

Obr. 2.5: Cannyho detektor

Poslednim krokem je poté zkoumani prvni derivace prahovaného binarniho snimku a rozhodnuti
zda je pritomna hrana nebo ne. Diky filtraci Sumu velmi vzroste odolnost tohoto detektoru na
falesné detekce, a proto jsem se jej rozhodl vyuZit pri konstrukci inspekéniho systému.

Dle obrazka 2.5 vidime cely postup detekce hran Cannyho detektorem: vlevo ptivodni snimek
po priichodu Sumovym filtrem, uprostfed binarni snimek a vpravo hranovy snimek. Postup je
nutné optimalizovat pro definované vlivy ptisobici na vstupni data, v idealnim pfipadé
dosahnout jiZ pfi binarizaci odstranéni nediileZitych vzorid ve snimku.

n.; Al
Obr. 2.6: Cannyho detektor s vyuZitim histogramové ekvalizace
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Velky rozdil pfi detekci hran hraje i jakakoliv predchozi uprava, které se zda se na pohled
spravna, ale s katastrofdlnim vysledkem. Prikladem miiZe byt hojné vyuZivana histogramova
ekvalizace kontrastu, kdy dochazi k rovhomérnému rozprostfeni jasové intenzity pres vSechny
pixely nezéavisle na stupni Sedi a individualniho ptivodniho jasu. Tento postup je vyhodny v
pripadé Ze ptivodni snimek je presviceny v urcitych mistech nebo naopak tmavsi nez by mél
byt. BohuZel pro moji aplikaci pfinasi spoustu problémt, zvlasté pak nadbytecny Sum, které
jsem odstranil pouZitim Gaussova filtru jiZz v pdvodnim snimku. Dopad histogramové
ekvalizace na detekci hran je na obrazku 2.6.

2.3 Deskriptor —- HOG

Pti operacich s velkym mnoZstvi obrazovych dat vznikaji ohromné naroky na vypocetni vykon a
dobu vypoctu, kterd miZe v pripadé nasazeni v primyslovém provozu zapricinit zpomaleni celé
vyrobni linky. Pravé proto je nutné optimalizovat inspek¢ni algoritmy pro zkraceni doby béhu,
ale také omezenim zpracovavanych dat. V piipadé snimku o rozmérech 2187x870 pixelt
dochézi pri prichodu celého obrazku vypocetnim mechanismem k zpracovani 1,9 milionu
hodnot.

Optimalizace vyhodnocovani obrovského poctu hodnot za dicelem urychleni béhu programu je
mozna pomoci deskripce snimku HOG. Cely postup deskripce snimku je nasledujici. Snimek je
nejiive rozdélen do takzvanych bunék v nichZ je dle hran a jejich gradientd urcen histogram
sméri téchto gradientd. Buiiky se dale skladaji do blokd, které se v obraze vZdy urcitou plochou
prekryvaji, takZe nékteré buiky jsou soucasti aZ Ctyf blokli. Po blocich dochazi taktéz k
normalizaci hodnot kvili odolnosti deskriptoru vici ruSivym vliviim jako jsou stiny nebo
presvétlena mista. Vystupem deskripce je pak vektor popisujici vSechny hranové gradienty
bloku.

Obr. 2.7: Vizualizace deskriptoru HOG

Na obrazku 2.7 je vyobrazena vizualizace deskriptoru HOG, ktery je popsan vektorem délky
62716 mist generovanym ze struktury bunék 32x32 pixeli. Pokud tedy pouZiji pfi popisu
obrazku s vysokym rozliSenim deskriptor, omezim velmi vyrazné mnozZstvi zpracovavanych dat
pfi vyhodnocovéni a spravnou konfiguraci velikosti bunék taktéZ zamezim vyrazné ztraté
informace. Vzdy plati rovnost: mensi bloky k vyhodnoceni = vice detaili a vyssi casova
narocnost.
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2.4 Klasifikator — neuronova sit’

2.4.1 Neuron

Neuron je specialni druh buriky nervové soustavy, ktera je schopna reagovat na vnéjsi podnéty a
dle vnitinich stavi sdilet informaci o vjemu s dalSimi burikami stejného typu. Hlavnimi ¢astmi
téla (soma) neuronu jsou pak: jadro obsahujici DNA, dendrity slouZi jako vstupy vzruchu a
axon neboli dlouhy vybéZek Sifici vzruchy smérem ven z neuronu. Struktura axonu definuje
rychlost Sifeni vzruchd, predevSim elektricky buzené vzruchy profituji pfi Sifeni axonem
Schwannovou buiikou z vytvoreného izolantu zvaného Myelinova pochva, kdy na tenkém
prechodu mezi jednotlivymi pochvami dochazi k obnoveni intenzity vzruchu. Toto misto se
nazyva Ranviertiv zarez. Axonalni zakonceni dale distribuuji vzruchy mezi jednotlivymi
neurony pres dendrity dalSich neuront. Dle propojeni neuronti dokaZe celd neuronova sit
fungovat vSemoznymi zptsoby, proto je snaha napodobit matku pfirodu vytvorenim vypocetni
jednotky s podobnymi vlastnostmi a zkoumani vlivu propojeni téchto zakladnich stavebnich
jednotek na zpiisob feseni problém.

Dendrit
Axonalni zakonieni

Ranvieriv zdfez

Schwannova burika

Myelinova pochva

Bunéiné jadro

Obr. 2.8: Neuron [7- upraveno]

2.4.2 Model neuronu v Matlabu

b

Obr. 2.9: Jednoduchy model neuronu v prostredi matlab dle [8]

Dle biologické predlohy tvorfi model neuronu v Matlabu zédkladni jednotku pfi budovani

neuronovych siti. Obsahuje vstupni ¢ast, kde je kazda vstupni hodnota p ovlivnéna vdhou w a
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seCtena s vnitinim stavem neuronu reprezentujici bo¢ni vstup b. Vystup a je poté ovlivnén
nastavenou prenosovou funkci f. Model pak realizuje zménu vstupnich dat na vystupni dle
vztahu:

a=f(wxp+b) (6)

Zcela analogicky funguje model s vice vstupnimi hodnotami, vZdy dochazi k vahovani kazdé
vstupni hodnoty zvlast a nasledny soucet vysledkd za pfispéni vnitinich stavli. Pfenosova
funkce na vystupu neuronu byva nejcastéji linearni, pro specialni ptipady siti pak mizZe byt
prenosova funkce na vystupu logaritmicky sigmoid nebo jina.

2.4.3 Struktura neuronové sité v Matlabu

Pfi navrhu neuronové sité v Matlabu mtizeme vyuZit navrhového privodce pro specifickou sit’ s
pozadavky na urCitou funkci. Pro rozpoznavani naucenych ptredloh privodce nabizi ,Feed-
forward pattern net“ coZ je topologie sité urend primarné pro zpracovani a porovnavani
predloh. Struktura sité je na obrazku 2.10, kdy vstupni a vystupni branu zastava vrstva neurond.
Vystupni data jsou ovliviiovana hodnotami vnitinich stavii ve skryté neuronové vrstvé a kiivkou
vystupni prenosové funkce.

Neural Metwork

Hidden Layer Output Layer
| Output
) ) I}g :
—d 18

Obr. 2.10: Feed-forward neuronovd sit'v Matlabu [9]

Input

Takto jednoducha topologie sité je vhodna pro praci s mensimi objemy dat, a proto dle
doporuceni vedouciho diplomové prace vyuzivam pro rozpoznavani predloh ve snimcich s
vysokym rozliSenim neuronovou sit’ s péti vnitfnimi vrstvami pficemz kazda z nich obsahuje
nékolik stovek neuronti. Takova struktura vyraznym zptsobem prispéje ke spolehlivosti
klasifikace predloh ve snimku, bohuzel ale bude mit za néasledek prodlouzZeni doby potiebné k
provedeni procesu ovlivnéni vstupnich dat.

2.5 Podplrné algoritmy

Pri pouzivani specifickych funkci je potfeba pracovat se specifickymi daty a pravé z toho
dtivodu existuji podptirné funkce, kterymi jsou ve vétSiné pripadt vstupni data, u funkci které to
poZaduji, ovlivnéna. NejCastéji se jedna o omezeni vstupni mnoZiny dat, popfipadé vylouceni
funkci nezpracovatelnych vyskyta.

2.5.1 Otsu metoda

Pro jakékoliv néasledujici obrazové operace jako je binarizace nebo detekce hran, je potfeba
zjistit prahovou hodnotu pro konkrétni vstupni data. Hodnota prahu mtze byt volena jako
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globélni pro cely snimek nebo lokalni pro rtizné ROI, avSak v praxi nelze vZdy pouZit pevné
navolenou hodnotu prahu kvilli moZznému odprahovani dilezitych bodi. Pro tyto pripady se
pouZiva metoda Otsu zaloZena na zkoumani histogramu.

Pokud uvaZujeme Sedoténovy snimek ve kterém se vyskytuje jasny objekt a tmavé pozadi, pak
miZeme v histogramu nalézt dvé kiivky Gaussova rozdéleni pixel do jednotlivych urovni Sedé
barvy, pricemz jedna reprezentuje bod v trovnich sestavujici objekt a druha poté body z pozadi.
Idedlni prah by se dal jednoduSe urcit jako lokalni minimum histogramu, bohuZel témér vidy se
jednotlivé kiivky prekryvaji a spojuji, a proto se idealni prah nachazi nékde ve spolecné Casti.

ReSeni tohoto problému je prenechano statistické metodé optimalizace rozptyli a to jak

vnitfniho rozptylu (internal) drovni pro popredi i pozadi, tak i mezi-rozptylu (among) trovni
popiedi od pozadi. Optimalizace probiha pomoci nasledujicich vztahti

Oz'znternal<L):nB<L)*OIZS(L)-I-nF(L)*OIz:(L) (7)

Gimong(L):nB(L)*nF(L)*[MB(L)_MF(L)]Z 8)

kde 0,23(L) je rozptyl pozadi, ofw(L) rozptyl popredi, u B(L) prumérnou hodnotu intenzity
popredi, AuF(L) primérnou hodnotu intenzity pozadi, n B(L) an F(L) jsou pak vahovaci
koeficienty popredi a pozadi rovné

nB(L)=Zp(i) ©)
nF(L):ép(i) (10)

1

pro svétlejsi popredi a tmavsi pozadi, kde N je pocet tirovni Sedoténového snimku a p(i)
pravdépodobnost vyskytu bodu tirovné i.

% 10°

0 50 100 150 200 250 300

Obr. 2.11: Histogram testovaciho snimku

Cilem optimalizace je nalézt co nejmensSi vnitini rozptyl jednotlivych trovni intenzity v
histogramu tak, aby bylo moZné spravedlivé rozliSit popfedi a pozadi. Na obrazku 2.11 je
skute¢ny histogram testovaciho Sedoténového snimku, kde lze jasné definovat popredi jako
kiivku nachézejici se v co nejvyssich hodnotach jasu, vSe ostatni je pozadi poptipadé Sum.

2.5.2 Binarizace

Jak jiZz nazev napovida, funkce binarizace prevadi data do mnoZiny z intervalu <0,1> a to pravé
v pfipadé zpracovani obrazovych dat prinasi mnoho pozitiv i negativ. Provedenim této operace
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dosdhneme vyrazné Citelnosti obrazovych dat pro program, avSak zaleZi na jejim nastaveni.
Nastésti v Matlabu miiZeme provést binarizaci pomoci funkce imbinarize(), kterd je velmi
konfigurovatelna narozdil od obycejného prahovani.

Jak jiZz bylo zminéno, funkce pracuje dle predpisu

f(x)<L = fu(x)
f(x)>L > fun(x)

0
1

kde L je nastavena prahova hodnota, kterd se pocita pouzitim Otsu metody. Ohromna vyhoda
pocitani prahu pravé touto metodou spoc¢iva v moZnosti nastavit funkci prostorovou citlivost,
respektive co méa funkce poZadovat za popredi a co za pozadi. Diky této vlastnosti dosahuje
metoda zvlasté v nemnoho kontrastnich datech velmi dobrych vysledkii.

Obr. 2.12: Vliv nastaveni vypoctu prahové hodnoty na vystupni bindrni snimek

Dle nastaveni citlivosti, funkce operuje na riizné velkych oblastech pfi vypoctu prahové hodnoty
a urCuje dale popredi a pozadi snimku pro lepsi vysledek. Funkce imbinarize umoZiiuje nastavit
zda popredi je v zasadé svétlejSi neZ pozadi a naopak, vCetné pripadu kdy to neni mozno jisté
urcit a toho lze vyuZit napfiklad pri zpracovavani tiSténého textu, protoZe v zakladu jsou brany
pfi binarizaci jako popredni vZdy svétlé oblasti. Tvrzeni vychazi z logiky prahovaci funkce, na
které je binarizace zaloZena.

Obrazek 2.12 ukazuje experimentalni nastaveni citlivosti v pribéhu testovani funkce
imbinarize, kdy zleva je hodnota velmi vysoka, poté je sniZzovana aZ na hodnotu 58%. Popredi
je zde nastaveno jako tmavsi neZ pozadi, proto dochazi prfi vySsi citlivosti k odprahovéani
dileZité tmavé Sipky na jinak svétlé cepiCce trimru. Snaha byla zachytit a tispésné binarizaci
zvyraznit Sipku ve stfedu nastavovaciho trimru z divodu nasledujici shlukové analyzy pro
urceni natoCeni trimru.

2.5.3 Maskovani

Velmi diilezitou roli pfi zpracovani datovych poli a vynaseni vysledki funkci pro zajmové body
pole hraje i jejich okoli. BohuzZel pokud nechceme rucné nastavovat souradnice dat pro analyzu
kazdy béh programu a udrZet zpracovavana data v celistvém poli, tak nemadme mnoho jinych
moznosti nez pravé maskovani popripadé volbu ROI pevné zadanymi souradnicemi.

Maskovani v Matlabu lze jednoduSe realizovat pomoci matice o stejnych rozmérech jako maji
obrazova data a s vhodné zvolenymi hodnotami nul a jednicek. Nasledny postup k vymaskovani
spliiuje funkce logického soucinu poli, kdy dochazi k vynulovani veskerych pozic v poli, které
koresponduji s nulovymi pozicemi masky. Samoziejmé tato operace je mozna pouze s vysadné
binarnimi daty, a proto je nutné snimek pro maskovani nejdfive binarizovat.
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Obr. 2.13: Vyrez zkoumané oblasti a jeji bindrni snimek

O problémech s kritickym nastavenim binarizace bylo pojedndvano v predchozi kapitole, proto
zde jiZ nebude rozebirdno. Po tspéSné binarizaci prestoupime ke generaci masky. Pfi pouZiti
funkce maskovani pomoci logického soucinu generujeme masku s jednickami v ROI. Pro
spravnou funkci je nezbytné, aby maska a maskovany snimek mély stejné rozméry.

Obr. 2.14: Maska pro operaci maskovdni logickym soucinem poli

Bild mista na masce reprezentuji datové hodnotu jedna, z toho lze pfi prekryvu masky s
binarnim snimkem odvodit jaky bude vysledek maskovéni. Dle obrazku 2.15 vidime vyrazné
zvySeni omezeni ruSivych vlivii reprezentované Cistym bindrnim snimkem s daty, ktera
poZadujeme.

Pokud zname polohu oblasti s kritickymi daty pro béh programu ve snimku, miZeme s
ohromnou vyhodou pouzit funkci maskovani. Je tfeba si dat pozor na to, abychom si
nevymaskovali ¢ast dat dileZitou pro definici jednoznacného vysledku. Matlab umoZziiuje vice
druh maskovani i jednoduchou funkci a vybérem ROI kliknutim. Dokonce nékteré funkce
podporuji i negativni maskovani mimo zvolenou masku nebo rizné dalsi kombinace masek a
pouZzitych funkci.

Obr. 2.15: Vysledek maskovdni
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2.5.4 Shlukova analyza

Shlukova analyza je statistickd metoda rozfazovani jednotlivych vystkyti cehokoliv dle
stejnych nebo rozdilnych vlastnosti do skupin a analyzovanim zastupce kazdé skupiny pro
vyhodnoceni dat pro celou skupinu. V. mém pfipadé se jedna o analyzu shlukt pixeld a urCovani
jejich zakladnich vlastnosti pfi vnéjSim pohledu. Zpravidla se jedna o velikost plochy, kterou
shluk pixeld zabira, dale pak orientace plochy v prostoru, stfedovy bod, rozptyl a dalsi vlastnosti
jednotlivych bodi tvoricich shluk.

Obr. 2.16: Binarizace testovaciho snimku shlukii

K analyze v Matlabu s vyhodami pouzivam funkci regionprops, ktera realizuje veskeré potfebné
operace pro analyzu snimku. Jak uz byva zvykem, je nutné omezit rozptyl predkladanych dat
binarizaci, kviili omezeni mnoZstvi zpracovavanych a vyslednych dat pro lepsi orientaci. Zcela
jasny pfipad uSetfeného vypocetniho Casu a zjednoduSeni vyhodnocovani vystupnich dat jsem
realizoval na testovacim snimku shlukt na obrazku 2.16, kdy bez binarizace funkce regionprops
vygenerovala pres dvé sta nalezii a po binarizaci jiZz jen Ctyfi. Priklad postupu analyzy
jednoduchého shluku pixeli miiZete vidét na obrazku 2.17. PfedevSim je zde snaha urcit
centralni bod shluku, dale pak plochu kterou shluk zabird a v poslednim bodé orientaci této
plochy vzhledem k vodorovné ose. Funkce dle nastaveni analyzuje okolni body zkoumanych
pixelG a hledd sousedy s podobnymi vlastnostmi a vytvorené shluky dale analyzuje riznymi
funkcemi.

Uplatni se zde funkce jako watershed (zaplavovani), kdy uvazujeme hodnoty jasové funkce
snimku jako trovné vysky pevniny. Postupnym navySovanim prahu zaplavovaci funkce, ktera
prepisuje hodnoty pixeld niZs$i neZ je samotny prah, ziskame vysSkové regiony a ty dale
analyzujeme.

rientation: B

Oirientation: -3
£l

Obr. 2.17: Analyza regionprops
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Dale zde pracuiji tfidici a popisovaci funkce pro spravné zarazeni vyskytti do skupin, se kterymi
se da dale pracovat v pripadé nutného pristupu k jednotlivym ¢lenim kazdé skupiny. UmozZiuji
tiidéni, fazeni vyskytu ve skupiné dle velikosti plochy nebo i dalSich parametri. To je vyhodné
v pripadé, Ze vime co hleddme. Pfi dobrém vybéru z tabulky nalezenych vyskytd provadime
taktéz filtraci nezadoucich vyskytl zptisobenych Sumem nebo Spatnou metodou predzpracovani
dat.

2.5.5 Houghova transformace

Houghova transformace je ideéalni transformaci schopnou detekovat zakladni geometrické tvary
v obraze. Prvnim krokem je vZdy definice geometrického tvaru, spolu s jeho popisovou rovnici.
V pripadé uvahy o detekci kruznic v obraze, musime nejdfive urcit rovnici kruZnice platnou pro
jakykoliv soufadnicovy bod urceny koordinaty x, y. Zakladni rovnice kruznice je

(X_Xo)2+(.y_.yo)2:r2 (11)

kde X, a Y, jsou soutradnice stfedu a r pak jeji polomér. Pro pouZiti transformace s fixnimi

vvvvv

parametrickd umoZiujici rizné orientované osy a operujici s thlem ¢ jako parametrem
nabyvajicim hodnot (0,27) radiénd.

X=X, +r*cosq

_ - (12)
Y=Y, trxsing

Vstupem tranformace je pak souradnice bodu x,y, pfipadné polomér r se snahou nalézt stfed
kruZznice.

Obr. 2.18: Princip hleddni kruhti v Matlabu (imfindcircles)

V Matlabu funguje Houghova transformace na intervalu zadanych polomért kruznic a s dalSimi
mozZnostmi nastaveni citlivosti. Princip funkce transformace neni slozity, jde pouze o
predpripravu dat ve formé prevedeni snimku do Sedoténového obrazu, dale pak pouziti
dodatec¢nych algoritmt pro idealni detekci hran s vytvorenim hranového obrazku. Na samotném
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hranovém obrazku je poté aplikovdna metoda hledani stiedti pomoci zadanych rovnic
geometrickych tvari s mechanismem akumulace v bodech leZicich na domnélych kruZnicich.
Po pribéhu celého snimku jsou detekovana maxima v predem urcenych bodech a pokud body
leZi na jedné kruznici, pak je dle rovnice (12) dopocitan stied.

Na obrazku 2.18 je princip funkce imfindcircles zaloZené na Houghové transformaci, kdy
dochazi k akumulaci hranovych pixeld vyhovujicim rovnici kruZnice a akumula¢nim bodim
(modra) pro definici stfedu kruzZnice (Cervena) vykreslenim kruhti se zndmym polomérem r, kdy
poté bod s nejvyssi intenzitou je ndmi hledany stfed kruZnice. V pfipadé zvoleni intervalu
polomérti je provadén tento cyklus pro kazdy polomér zvlast s pouZitim trojrozmérného
snimku, kdy dochazi ke tvorbé kuZeld, které se zcela stejnym zptisobem protinaji a tim definuji
stfed hledané koule.

2.6 Navrh algoritmu

Zé&kladni myslenkou pfi inspekci néjakych obrazovych dat, je jasna klasifikace provéfovanych
oblasti na testovaném vzorku a schopnost systému definovat stav, ve kterém se oblast nachazi.
V primyslové vyrobé neni situace Cernobild, kdy by bud’ vzorek vyhovi nebo ne, ale pocita se
zde s jistymi tolerancemi, které jsou avSak pro riizné faze vyroby rozdilné. Ano, na konci
vyrobniho procesu pfi finalni inspekci musime vynést rozsudek nad testovanym vzorkem, ale do
toho bodu je provadéno mnoho dalSich kontrol stavu vyrobku s pfipadnymi opravami. Pro
navazani na systém jsem zvolil vyuZiti moZnych toleranci i pfi finalni inspekci, kdy algoritmus
pracuje s hodnotami a rozhodnuti OK/NOK je aZ v konecné fazi.

2.6.1 Klasifikace

Zé&kladni pripravna faze lokalizace z4jmovych oblasti a jejich popsani je realizovana
neuronovou siti nauCenou na rozpoznavani deskriptoru HOG a nasledna klasifikace do tfid
predloh hledanych ve zkoumaném snimku. Samotné vyhledavani ptredloh je realizovano jako
plovouci okno velikosti predlohy, které je posouvano v horizontalnim i vertikdlnim sméru pres
cely obrazek.

Obr. 2.19: Pozitivni ndlezy pro tfidu "trimr"

Tento postup je velmi zdlouhavy, a proto algoritmus obsahuje kroky urychlujici jeho ¢innost.
Dle predchoziho tvrzeni o hrandch kdy v zéasadé jediné co nds zajima jsou pravé hrany,

40



algoritmus generuje hranovy obrazek, ktery pouziva jako navadéci systém pro samotné posuvné
okno, v némZ vZdy probiha extrakce deskriptoru. Dalsi fintou pro urychleni skenovani obrazku
pak mtze byt preskakovani nékterych bodd, avSak to ma bohuzel za nésledek pokles vysledné
pravdépodobnosti prifazeni predlohy do jedné z naucenych t¥id.

Ve findlnich fazich navrhu a experimentalniho ladéni dochézi stdle k mnohanasobné detekci
predloh, coZ nepovazuji za chybu ale za zcela ocekdvanou vlastnost klasifikace pomoci
neuronoveé sité a stavového automatu. Tento jev je dalSimi kroky vyuZit ke kontrole naméfenych
a vypoctenych hodnot a k tak u proménlivych dat dileZité redundance. TaktéZ zkoumani
nadbytecnych detekci usnadiiuje ladéni celého algoritmu pro optimalni pomér mezi pfesnosti a
dobou inspekce.

2.6.2 Inspekce zajmovych oblasti

Pomoci histogramu orientovanych gradientd jako deskriptoru a neuronové sité jako
klasifikatorti byly vygenerovany zajmové oblasti oznacené zamérnymi body. Navazani na tento
program je poté nasnadé. Snahou je ziskat vyfezy z hlavniho zkoumaného snimku a ty nadale
zpracovat. Pro vymezeni zajmové oblasti oznaCené zamérovacim kiizkem vyuZijeme znalosti
velikosti zkoumanych prvkii a experimentalniho zhodnoceni chovéni programu. Dal$im krokem
je vytvoreni vyfezu celé oblasti. Pouziti algoritmti bude pfedvedeno na jednom vzorku, kde
budou predstaveny metody rozli¢né inspekce specifickych zajmovych oblasti.

Inspekce trimru
Dle materialti popisujicich casté defekty na vzorcich neni tfeba zkoumat néjaky specificky

defekt v pfipadé nastavovaciho trimru. Jedinou kritickou vlastnosti je jeho pfitomnost a spravné
umisténi, coZ kontroluje jiZ nadfazeny program zaloZeny na neuronové siti. V pripadé
pozitivniho vysledku je polovina inspekce dokonana, dalSim postup je poté urCeni natoceni
trimru.

U konkrétné testovaného kusu disponuje trimr vzorem Sipky, ktera se da k tomuto ti¢elu pouZit,
avSak kontrast mezi samotnou Sipkou a dalsi hmotou kolem ni je maly. Jediny rozdil na pohled
zptisobuje vrZeny stin na vnitfni strané Sipky. Matlab umoziiuje nastaveni preferenci binariza¢ni
funkce, a proto jsem experimentdlnim zptisobem dospél do stadia, kdy disponuji binarnim
snimkem vhodnym ke zkoumani na obrazku 2.12. Po vygenerovani bindrniho snimku jej
analyzuji pomoci funkce regionprops a z ni extrahuji otoceni Sipky parametrem ,,orientation®.
Postup je prakticky totoZny s ukazkovou analyzou v kapitole Shlukova analyza.

Testovaci data nejsou ideélni, a proto i pfi sebelepSim zpracovani vysledky ovliviiuje Sum,
nepravidelny povrch a dalsi béZné aspekty. Tyto skutecnosti vyraznym zpusobem ovliviiuji
méfenim, CimZ zpusobuji fadu chyb ve vypoctech a naslednych vynasenych zavérech.
Eliminace chyb provadim pomoci analyzy vétSiho mnozstvi zdéanlivé stejnych vysledkd a
nasledné korekce.

Inspekce jumperu
Zcela analogicky jako v predchozim ptipadé spoléhdm na ureni pozice jumperu neuronovou

siti a dale dle znalosti velikosti provéfovaného prvku generuji obrazek zdjmové oblasti.
Pozadavky na vystupy z inspekce jumperu jsou prakticky stejné jako v predchozim pfipadé,
avsak zde je mnoZina stavt vstupnich dat omezend na tfi prvky: pritomen, nepfitomen a poloha.
V piipadé inspekce pfitomnosti jumperu ve slotu mohu cely inspekcni algoritmus zaloZit na
jednoduchém postupu.

Prvni krok je zcela stejny jako v predchozim ptipadé, pakliZe vysledek porovnavéani predloh
nalezne v testovacim snimku objekt tfidy jumper, pak je dana oblast dle nastavenych rozméra
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ofezana. Nasleduje pfiprava dat na zpracovani odfiltrovanim Sumu a binarizace s dodatkovou
funkci vyplnéni nalezenych dér pro ziskani mensi clenitosti zkoumaného vytezu. Dopliikova
metoda dodatecné tipravy dat je pak maskovani funkci logického soucinu s predvolenou binarni
maskou.

Druhym krokem je jiZ z predchozich kapitol hojné zmifiovana detekce hran, konkrétné pouZzita
funkce edge z knihovny algoritmti pro zpracovani obrazu s predvolbou detektoru Canny. Na
obrazku 2.20 zleva je pak ptivodni vyfez, binarni snimek, binarni maska, maskovany snimek a
detekce hran

Obr. 2.20: Postup vyhodnoceni pozice jumperu

Porovnani hran provadi skenovaci funkce for cyklu, kdy dochéazi ve dvou rovinach ke scitani
nenulovych pixelti z hranového obrazku, pricemz roviny jsou voleny dle zkoumaného vyfezu
tak, aby hrany zptisobené pritomnosti jumperu zasahovaly v kazdé poloze pouze do jedné
roviny. Na zdkladé nastavenych prahovych hodnot rozdili pocti je vynesen verdikt, kdy z
logiky algoritmu vychazi pozice jumperu protinajici rovinu s vy$$im poc¢tem nenulovych pixeli.
Pro pripad kdy by nebyl jumper pfitomen je nastavena konstanta minimalniho rozdilu a pri
jejim neprekroceni bude verdikt pfitomnosti jumperu negativni.

Inspekce LED
Jednim z jednodussSich ukoli inspekce poskytnutych vzorkl vzhledem k poZadavkim je pravé

kontrola LED. Co se tyce pritomnosti diody, tak jako v predchozich pfipadech zakladni krok
inspekce je proveden neuronovou siti. Dalsi poZadavek vyplyva z umisténi samotné diody za
otvorem krytu €elniho panelu, kdy jde o kontrolu osové soumérnosti diody a otvoru jimz svétlo
prochazi.

Obr. 2.21: Postup vyhodnoceni soumérnosti LED s krytem

V zasadeé jde o zjisténi pritomnosti prekryvnych kruznic a kontrolu vzdalenosti jejich stiedd. Pri
znamém rozméru kruZnic a omezeném prostoru vyhledavani miizeme s vyhodou pouZit opét
funkci z knihovny zpracovani obrazu s ndzvem imfindcircles, kterd je zaloZena na Houghové
transformaci. Obrazek 2.21 popisujici postup vyhodnoceni zvyraziiuje cervenou barvou nalezy
kruhti se zelenymi stfedy a vypocCet vzdalenosti stiedi vyobrazuje jejich spojnice. Dle logiky
véci plati, ¢im mensi vzdalenost stfedti nalezenych kruznic, tim lepsi osova soumérnost.

Samozfejmosti je dprava mnoZstvi dat pomoci binarizace s vhodné zvolenou citlivosti a

nasledné zpracovani vystupnich dat z funkce prepocitavajici z koordinatii soutradnic stiedd
jejich vzdalenosti.
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Inspekce vad povrchu
Dalsim z kritickych vlastnosti jakéhokoliv vyrobku je jeho vzhled a s nim spojené estetické

vady nepfedstavujici Zadny problém pro funkcnost vyrobku, avSak z pohledu zékaznika jde
mnohdy o daleko vétsi problém, zvlasté pokud vyrobky slouZi pro reprezentaci distributora
nebo operuji na mistech, kde estetické vady rusi jinak bezvadny vzhled celku. Pokud mluvime o
lakovaném kovovém krytu zafizeni, pak jako vady povrchu mtiZeme brét jiZ samotné chyby
vznikajici pri lakovani, jako jsou tfeba vzduchové kapsy mezi jednotlivymi vrstvami barvy nebo
nehomogenni tloustka laku. Jednou z nejhorsich vad jsou skrabance rtiznych trovnich hloubky
a rozsahu na mistech, kde byva s vyrobkem manipulovdno. Vzniku jemnych vlasecnicovych
Skrabanci se neda nikdy zcela zabranit, lze pouze omezit jejich vyskyt velmi Setrnou
manipulaci a ochranou vyrobkt ve vSech fazich vyroby. Odhalovéani vad povrchti s definovanou
strukturou neni pomoci kamerového systému jednoduchy tkol, protoZe odezva vad na okolni
osvétleni neni vzdy presné definovana. Z experimenti a dle zdkonti geometrické optiky pro
Sitfeni svétla vychazi najevo podstata detekce vad jakoZto lokalni zména jasu povrchu, kvili
zavislosti odrazu svételnych paprski od povrchu na jeho Clenitosti a koeficientech odrazu a
lomu. V praxi tyto skute¢nosti mohou znamenat pro kamerovy systém pfi rizném osvétleni
rizné vysledky inspekce, v zavislosti na poloze snimaciho a osvétlovaciho zafizeni a sméru
pisobeni ruSivého zareni.

Rozhodl jsem se zaloZit inspekci vad povrchu na funkci zjistujici standardni odchylku hodnoty
jasové funkce sledovaného bodu od hodnot jasové funkce okolnich bodii pravé tohoto
sttedobodu. Princip funkce algoritmu stdfilt z knihovny Image Processing Toolbox je zndzornén
niZe.

Pavodni obrazek Vystup funkce stdfilt

Obr. 2.22: Princip funkce stdfilt

Funkce stdfilt vytvari z ptivodnich dat Sedoténového snimku s rozsahem hodnot pixeld 0-255
pro osmibitovy integer snimek dany odchylkami hodnot zkoumanych bodi od jejich okoli. Pro
vypocet odchylky stfedobodu od primérné hodnoty dané okolim, musime uvaZovat minimalni
(zelend) a maximalni (hnédd) hodnotu okolnich bodt, jak ukazuje obrazek. Funkce poté
realizuje vypocet aritmetického priméru a porovnad hodnotu zkoumaného (Cervena) bodu s
hodnotou vypoctenou. Vysledkem je pomér skutecné hodnoty a primérné hodnoty v procentech
reprezentovany proménou double vloZenou na kaZdou zkoumanou pozici.
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Samotné vyuziti této funkce ma sva tskali, predevsim pak vyhodnoceni vad povrchu na zakladé
snimku odchylek. Na obrazku 2.23 zcela jasné rozpozname vliv vady povrchu na vystup funkce,
avsak muZeme zde také pozorovat ¢lenitost povrchu a mensi vady. V tomto pripadé velky svétly
utvar predstavuje samotnou vadu, mensi svétlé teCky drobnéjsi vady, tmavsi mista odkazuji na
nerovnosti povrchu a ¢ernd mista pak zobrazuji vypocetné idedlni povrch. Vyhodnoceni
povrchovych vad lze pro tento pripad feSit snadno posuvnym okénkem, kde bude vidy ze
snimku odchylek generovana primérna hodnota okna, kterd bude porovnavéana s thresholdem
funkce urceni chyba ano/ne. Tento zptisob je nadmiru snadny a vypocetné nepiili§ naroc¢ny, ale
bohuZel pii experimentech se ukazalo, Ze pti vyssi Clenitosti povrchu dochazi k ignorovani
domnélych vad nebo k prehnané detekci, a proto jsem si zvolil pokrocileji algoritmus funkce
regionprops.

Obr. 2.24: Predzpracovdni dat pro inspekci povrchu

Cely proces probihd nésledujicim zptisobem. Vstupni data projdou predpfipravou pro
zpracovani, kdy po prevodu do Sedotonového snimku dochazi k filtraci Sumu Gaussovym
filtrem a vymaskovanim kritickych oblasti ur¢enych pro zjisténi stavu povrchu. Vysledkem je
snimek s nenulovymi hodnotami pixelti v pfipadé, Ze jde o oblast kterou chceme provérovat,
avSak vSude jinde disponuji predpfipravena data nulovou hodnotou jasové funkce.

Obrazek 2.25 vystizné mapuje jednotlivé kroky inspekce povrchu, pfi¢emz zakladem je funkce
stdfilt, jejiz produkt vidime vlevo nahofe. Vystupujici Cerné obdélniky jsou pozistatek
maskovani pivodnich nezajmovych regionti pro inspekci a je tedy nutné je odstranit. Vyuzil
jsem vlastni smycCkovou strukturu, kterd nahrazuje hodnoty pixelti predem definovanou matici
prumérnych hodnot a zptisobuje neptehlednost téchto mist pro hodnotici algoritmus. Vysledek
operace uzavira horni fadek obrazku.

DalSim zakladnim algoritmem p¥ipravy dat pro vyhodnocovani pokrocilymi funkcemi jako je
pravé regionprops je binarizace. Jednoduchost tohoto algoritmu zpisobuje dalsi komplikace k
necitlivost celého systému na Spatné nastaveni expozice a dalsi jevy zptsobujici vyraznou
zménu hodnot pixell. Pro zajiSténi alespori miniméalni spolehlivosti je tfeba definovat hodnotu
thresholdu pokrocilou metodou Otsu, kterou jsem upravil vynasobenim konstantou tak, aby pro
testovaci snimky pocitanda hodnota thresholdu odpovidala rozumnym mezim. Vysledek
binarizace otevira spodni fadek obrazku.
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Obr. 2.25: Kroky inspekce povrchu

Pfi pohledu na binarizovany snimek a jeho porovnani se vstupnim snimkem miiZeme fici, Ze se
nam podafilo zptrehlednit data pro pouziti pokrocilé funkce regionprops s nékolika stéZejnimi
parametry. Pro budouci zhodnoceni nalezenych vyskytG uvazuji pouZiti parametri: Centroid,
MaxIntensity, Area, MinorAxisLength a MajorAxisLength. Samotné nazvy parametrt funkce
regionprops definuji strukturu vysledného vystupu a jeji samotnou pouZitelnost pri inspekci
povrchu. Zakladni myslenka pri definovani vSech poZadovanych parametrii byla co nejpresnéjsi
urceni jakychkoliv nespojitosti provéfovaného povrchu, avSak dle vyrobnich pozadavka vim, Ze
estetické vady se hodnoti tfemi zdkladnimi parametry. Kromé rozmért definovanych jako
soucet vSech délek vad (Skrabanct) v urcitém sektoru, jakoZzto i jejich §itka, jde samoziejmé o
vysi posSkozeni hodnocenou pomoci hloubky. Bez pouziti velmi presnych laserovych méricich
aparatli neni mozné jednoduchym zptsobem urcit zménu vzdalenosti pfi méfeni povrchu v
poradku a Skrabance, a proto uvazuji zavislost hloubky kazdého =ze Skrabancli na intenzité
jasové funkce v Sedoténovém snimku. Funkce regionprops operuje v pripadé zjiStovani
parametrd ,,skvrn“ na pouze binarizovanych datech, kdeZto pri analyze maximaélni intenzity
bodt pro definici nejvyznamnéjsi vady, co se tyCe hloubky, zkouma i samotny Sedoténovy
snimek pred detekci odchylek.

Obr. 2.26: Vyhodnoceni parametrii: Area, MaxIntesity, Major/MinorAxisLength
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Diky této konfiguraci je mozné detek¢ni algoritmus prizptisobit rozli¢nym pozadavk z hlediska
tolerance vad ve vyrobnim procesu. Na obrazku 2.26 je vychozi konfigurace s oznacenim jedné
nejvyznamnéjsi vady dle kazdého kritéria. MiZeme vidét seskupeni kritérii pro plochu,
vodorovny a svisly rozptyl v misté vyznamné vady, avSak nejvyznamnéjsi vada co se tyce
intenzity se nachazi jinde. S témito daty se da s vyhodami dale pracovat, pravé pfi vicenasobné
detekci jedné vady nebo naopak rozprostreni nejlepSich kandidéati od kazdého kritéria na jiné
misto. Dochazi k vyraznému zpresnéni inspek¢niho systému a takto navrZeny systém nam
umoziuje lépe nastavit tolerance k nevyraznym vadam. Zaroven lze pomoci vicendsobné
detekce eliminovat nespravna rozhodnuti o Skrabanci.

2.7 robustnost detek¢nich algoritmi

2.7.1 Klasifikace

Dle jiz dfive zminovanych néstroji a postupti byl vyvinut inspekcni systém zaloZeny na
prostfedi Matlab s vyuZitim deskriptoru HOG a neuronové sité jako klasifikatoru. Ukolem této
kapitoly je vyhodnotit tirovenl vyvinutého systému, coZ znamena jednoduchy test funkcnosti
vSech Casti algoritmu v zavislosti na kvalité dodavanych dat. Prvni podkapitola je zamérena na
hodnoceni schopnosti neuronové sité rozpoznavat pfi nauCenych deskriptorech vzorovych
snimki skutnecné vyskyty v nepfilis kvalitnich datech ovlivnénych rusivymi jevy.

Fovy

Obr. 2.27: Vychorzi stav vystupu klasifikdtoru neuronové sité

V pripadé klasifikace vzorkti do tfid dle nauceni neuronové sité, jde v algoritmu o sledovani
vystupni hodnoty sité po vlozeni deskriptoru udavané pravdépodobnosti spravné klasifikace a
nasledného oznaceni mista nalezu. Pfi realizaci jsem naraZel na problémy podobnosti nékterych
vzord patficich do rozdilnych tfid. Pfi nastaveni rozhodovaciho algoritmu na vysokou tdroven
pravdépodobnosti prislusnosti dochazi k ignoraci potencinalnich nalezt, které mohou i nemuseji
do dané tridy patfit. Naopak pfi prili§ nizkych hodnotach pravdépodobnosti a velkému kroku
skenovani dochédzi k vyraznému nartstu faleSnych detekci. Pfed testovanim robustnosti
algoritmu byl rozhodovaci mechanismus vyvaZen tak, aby kaZdy pravem platny nalez byl
oznaCen popiskem, tfebaZe se jednd o nalez mnohonasobny. Vychozi stav vystupu
klasifika¢niho algoritmu je na obrazku a dalSi vyvoj spravnych i nespravnych klasifikaci je
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vyobrazen v nasledujich snimcich.

Algoritmy byly provéfovany analogickym zplsobem pomoci testovacich obrazki
vygenerovanych v programu GIMP s vyuZitim prekryvné vstvy pro kombinaci svétlo stin s
pomérem prekryvu opét 30% a 70%. Postranni osvétleni bylo vytvoreno simula¢nim skriptem
filtru svétlo, s analogickou hranici prekryvu pro jednotlivé intenzity. Celkova tspésSnost
algoritmi je hodnocena jako podil tispésnych klasifikaci ku celkovému poctu klasifikovatelnych
elementti. Neuvazuji ztratu mnohonasobné klasifikace jako chybu, az do doby kdy neexistuje
jedind sprdvna klasifikace zkoumaného komponentu. V piipadném vyskytu chybnych
klasifikaci u jinak spravné klasifikovaného komponentu, uvazuji odfiltrovani minoritniho
mnozstvi klasifikaci. Pokud je vétSina klasifikaci spravnd, neuvazuji vysledek algoritmu jako
chybu.

Na obrazku 2.27 ve vychozim stavu se nachazi na prvni pohled chybna klasifikace trimru jako
objekt tfidy led. Dle predchozich tivah toto nepovazuji za chybu, protoZe vyraznym zpisobem
neovliviiuje vysledek celého programu.

Obr. 2.28: Zhorseni klasifikace komponent vzorku pro svétlo/stin

Pokud zacneme klasifikacni algoritmus trapit nekontrastnimi vstupnimi daty, zacne dochazet k
postupné ztraté rozpoznavaci schopnosti, nikoliv vinnou neuronové sité, ale Casti programu
optimalizujici rychlost béhu. Tato ¢ast pomaha, dle predchozi kapitoly detekce hran, programu
najit zajmové oblasti, kde ma klasifikovat.

enno

Obr. 2.29: Zhor$eni klasifikace komponent vzorku pro postranni osvétleni

Pfi prvotnich zkouSkach odolnosti algoritmu jsem dospél k zavéru, Ze neni mozné algoritmus
pouzivat v takto rozlicnych podminkach bez tipravy optimalizacni ¢asti, proto jsem se rozhodl
pro hodnoceni odolnosti upravit vstupni podminky hranového obrazku a zvysit kontrast ur¢enim
zajmovych oblasti, kde se nach4zi komponenty vhodné pro klasifikaci. Toto bylo mozZné
postupnou generaci hranového obrazku jednotlivych oblasti a jeho naslednym sloZenim. S
vysokou pravdépodobnosti jsem dospél k vhodnému feSeni pro testovani robustnosti tak, abych
neznevyhodiioval jednu ¢ast programu pred dalsi, popfipadé zbytecné nezhorsil robustnost

testované Casti. Co se tyCe béhu programu v piipadé absence optimalizacni Casti, tak se jedna o
jednotky hodin s pfiméfené dobrymi vysledky.
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Na predchozich obrazcich 2.28 a 2.29 je vidét slusSnd odolnost klasifikacniho algoritmu po
predchozi dpravé hranového obrazku coby ukazatele. V piipadé vlivu svétlo/stin nedochazi ke
klasifikaci u malo kontrastnich komponentd, které délaly problémy jiZz pfi optimalizaci
programu. Typicky Slo o krajni komponenty tfidy Sroub, avSak pti vySsi trovni vlivu dochazelo
k omezeni klasifikacni Cinnosti i u dalSich komponent. V pfipadé vlivu postranniho osvétleni
byla situace o néco lepsi, pravé z diivodu pouziti deskriptoru relativné necitlivého na absolutni
hodnoty jasové funkce. Pri testovani dosSlo pouze k prehlédnuti komponent s velmi malym
kontrastem (trimr) nebo komponent s podobnymi deskriptory (led).

2.7.2 Inspekce zdjmovych oblasti

Na klasifikator navazujici algoritmy vyhodnocuji dle klasifikovanych oblasti samotny stav
komponent. V pripadé robustnosti je srovnan vychozi stav se stavem inspekce pri poskytnuti
testovacich snimk@ robustnosti. V pfipadé trimru vyhodnocuji odchylku zméfeného thlu
vzhledem k ptivodnim hodnotdm. Pokud jde o jumper a urceni jeho pozice ve slotu, tak uvazuji
mnohonasobnou klasifikaci s mnohonasobnymi vyskyty jedné polohy, vSe ostatni je brano jako
chyba a pomérové pocitdno. Osova soumérnost LED s krytem je zavislda na Houghové
transformaci a hledani kruznic v obraze. Pravé z toho diGvodu je celkem jasnd mez urceni
funkCnosti programu opét brana v pomeérem spravnych a nespravnych detekci. S vadami
jsem se nefeSit nadbytecné urcené chyby vlivem saturovanych nebo tmavych oblasti
zptisobenych testovacimi daty, ale prehled algoritmu pro hodnoceni vad i s takto Spatnymi daty.
Ve vSech testech inspek¢nich algoritmi pro zdjmové oblasti uvazuji spravnou klasifikaci téchto
zajmovych oblasti.

Inspekce trimru
Pokud uvaZzuji uspéSnou klasifikaci vzorku a néasledné oznaceni ROI pro funkci analyzujici

natoceni trimru, tak mohu pozorovat samotnou robustnost pouze a jen této funkce. Na obrazku
2.30 vidime vychozi stav vystupu funkce pocitajici natoCeni trimru. Vlevo je skutecny vyrez
ROI z ptivodniho snimku a vpravo pak jeho binarni obraz. Ten je dale vyuZivany pro inspekci a
defacto na ném leZi veSkera odpovédnost za nedokonalosti urceni natoceni. I ve vychozim stavu
je vidét nedokonalost vyobrazeni stfedového symbolu trimru, a proto i zde dochazi k odchylce
vypoctené hodnoty od skutecného natoceni trimru. Tato skutecnost je mi ovSem znama jiz od
pocatkti experimentti, a proto je ve vyhodnoceni kompenzovana mnozstvim vysledkiti a pocetni
upravou.

Obr. 2.30: Vychozi stav pro kontrolu natoceni
trimru

V pripadé podstreni nerovnomeérné osvétlenych dat dochazi k nepfesnostem pfi urovani
natoceni trimru. To je zptsobenou vice skutecnostmi. Pfi pohledu na binarni snimky na obrazku
2.31 pro kombinaci svétlo/stin u obou trovni, miiZzeme pozorovat vyznamny nartst objektti ve
snimku. Z logiky fungovani algoritmu mtzZeme Fici, Ze pokud nebudou nechténé objekty vétsi
nez zadany znak, pak nikdy nedojde k fatalnimu selhani funkce. K nepresnostem urceni tihlu
natoceni trimru dochézi jiZ dlouho pted selhdnim funkce, proto hodnoceni robustnosti zakladam
na presnosti urceni dhlu natoceni.
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Obr. 2.31: Zhor3eni kontroly natocent trimru pro svétlo/stin

Na obrazcich 2.31 a 2.32 se nachazeji vysledky ofezti ROI a jejich binarni obrazy potfebné pro
béh funkce, pficemZ vliv svétlo/stin ma neblahy nésledek pravé na bindrni snimek ve smyslu
vzniku vedlejsSich ,,skvrn“. Tento efekt neni aZ tak zdvazny, na rozdil od efektu postranniho

svétla, kdy pro vyssi intenzity dochazi k selhani samotné detekce hran, na kterou je navazana
binarizace. Z toho divodu dochézi k selhéni celého podprogramu pro kontrolu natoceni trimru.
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Obr. 2.32: Zhorseni kontroly natoCent trimru pro postranni osvétleni

Vysledna odolnost je vynesena na konci kapitoly do pfehledné tabulky zohlediujici chybu v
urCeni dhlu a selhani programu.

Inspekce jumperu
Inspekce pritomnosti jumperu je zaloZena na pocitani hran v hranovém obrazku maskovaném

tak, aby vynikla pouze ¢ast patice s piny.

Obr. 2.33: Vychozi stav kontroly pozice
jumperu

Lec se tento zptsob vyhodnocovani polohy jumperu zda prili§ jednoduchy a neodolny, tak opak
je pravdou. Z experimentd vyplynula pri spravné klasifikaci témér stoprocentni ispéSnost urceni
polohy jumperu, bohuZel ale klasifikacni algoritmus pfi sou¢asném stavu nauceni reaguje i na
Casti patice pro jumper, a tak se miZe stat, Ze se do ROI nedostane cel4 potfebna ¢ast pro urceni
pozice jumperu.

Obrazek 2.33 vychoziho stavu pfi kontrole pozice jumperu vyobrazuje na levé strané vyrez ROI
a na strané pravé pak jeho binarni obrazek. Cervené linky délici hranovy obrazek na pfibliZzné

49



tretiny demonstruji fadky hranového obrazku, kde je provadéno scitani nenulovych bodi a
jejich nasledné vyhodnoceni.

Obr. 2.34: Zhor3eni kontroly pozice jumperu pro svétlo/stin

Z vystupl funkce pro urCovani pozice jumperu pfi pouZiti simula¢nich dat dostaneme vcelku
uspokojivé vysledky. Pfi pohledu na bindrni snimky na vystupu pro kombinaci svétlo/stin ve
dvou intenzitach, miZeme pozorovat minimalni ibytek hran a s tim spojené relativné spolehlivé
vyhodnocovéni pozice. Jedinym problémem zde zistava velka zavislost na klasifikatoru a jeho
presné urceni ROI, kviili pouzitému maskovani.

Obr. 2.35: Zhorsenti kontroly pozice jumperu pro postranni osvétleni

V piipadé ptisobeni postranniho osvétleni je vysledek prakticky totoZny, opét dochazi k tibytku
hran bez vétSich pric¢in. Velmi zdsadné se zde projevuje zavislost na klasifikatoru, avSak
samotna funkce programu je dobra.

Inspekce LED
Po Kklasifikaci objektu tfidy ,led*“, dojde k ofezani ptivodniho snimku na okno vhodné pro

skenovani. Pro vSechny kontroly byl systém navrZen pri vypnutém stadiu, kdy diody nesviti a to
zptisobuje fadu problému pri zménéach osvétleni. Po nastaveni systému na bezchybny provoz
jsem pri experimentech dospél k nemilému zjiSténi. Funkce pouZivana na hledani kruhti v
obraze pri nastaveni vyssi citlivosti generuje neexistujici kruhy a vysledky jsou pak zcestné,
proto jsem se rozhodl ovéfovat funkénost tohoto podprogramu na jednom konkrétnim nélezu,
kdy za plnou funk¢nost povazuji vyhledani kruhového otvoru pro prisvit a diody. Adekvatnim
zptisobem zohledriuji zda vykreslené kruhy jsou na spravnych mistech, stejné tak jako vypocet
vzdalenosti jejich stfedd, o ktery jde primarné.
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Obr. 2.36: Vychozi stav pro inspekci
osové soumérnosti LED s krytem

Na obrazku 2.36 jsou znazornény dulezité kroky analyzy osové soumérnosti diody s krytem,
zleva jde pak o vstupni vyfez, binarni snimek a nalezené kruhy. V pfipadé pozitivniho nélezu
(dle vykresleni) kruhti miZeme s jistotou fici, Ze nasledné vypocty budou mit spravné vysledky.

Obr. 2.37: Zhorseni detekce kruhti pro
svétlo/stin

Predstava bezproblémové funkce této Casti programu je pfi vlivu stinu z poloviny znicena,
protoZe led jsou u vzorku pomérné zapusStény a pfi snimani kamerou dochédzi s vyrovnavanim
expozice ke ztmaveni pravé téch casti, které jsou nesmirné dtlezité pro detekci polohy kruhu
reprezentujici pouzdro led. Prvni tfi snimky shora na obrazku reprezentuji vliv svétlo/stin na
prvni drovni (niZsi) a druhy fadek poté reprezentuje vliv jevu urovné druhé (vyssi).

Zcela analogicky je na obrazku 2.38 vystup pri ovlivnéni dat postrannim osvitem, kdy ale
dochazi pfi mensi intenzité k podpofe Cinnosti algoritmu a ten ztstava funkcni (horni fada
obrazki). Pfi vySsi urovni postranniho osvétleni dochazi vlivem wvyssi citlivosti funkce k
mnohonasobnému urceni faleSnych kruhti, které o nicem nevypovidaji. Jedinou jistotou v
pripadé detekce kruht je pak urceni otvoru v ¢elnim panelu, protoZe ten poskytuje ve vétSiné
pripadt dostate¢ny kontrast pro Siroké spektrum vnéjsSich vliva.

Obr. 2.38: Zhorseni detekce kruhti pro
postranni osvétleni

Na predeslych obrazcich 2.37 a 2.38 je vidét zavislost bindrniho snimku na Sumu s nizkou
hodnotou jasové funkce, cozZ mtize byt pfi jistém nastaveni kamerového systému i stin. Bohuzel
pii velkych rozdilech jasu v jednom snimku dochazi prfi zpracovani ke ztraté detailt a s tim
spojenému selhani programi operujicich pravé s nimi. Resenim by mohlo byt stavéni programti
na nemeénné velicing, ale to v praxi neni vZdy moZné.
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Inspekce vad povrchu

Pokud jde o inspekci povrchu zaloZenou na vyhodnocovani jasové funkce a data nabizena této
funkci budou upravena manipulaci s jasovou funkci, pak se da predpokladat solidni problém pfi
vyhodnocovani povrchovych vad, proto nelze brat jako chybu programu detekci faleSnych vad.

Obr. 2.39: Testovaci snimky inspekce vad pro vliv svétlo/stin

Testovaci snimky 2.39 a 2.40 pro vliv svétlo/stin a postranni osvétleni jsou analogicky upraveny
jako v predchozich pripadech a opét ve dvou tirovnich intenzity, kdy niZsi je vidy na levé strané
snimku a vySS$i pak na strané pravé. Ocekdvam vyrazné ovlivnéni vystupnich dat z funkce stdfilt
a pripadné problémy s vyhodnocovanim jiz dfive urCenych vad povrchu, na vychozich
snimcich, v predchozi kapitole. Pfi pohledu na testovaci snimky miZeme fici, Ze je vysoka
pravdépodobnost detekce dalSich vad na hranicich prechodi mezi oblastmi se zménou jasu a u
postranniho osvétleni na prechodu z oblasti saturace ven a naopak.

Obr. 2.40: Testovaci snimky inspekce vad pro postranni osvétleni

Vystupni data funkce stdfilt po vymaskovani nespojitych oblasti davaji smysl v tom, Ze v
homogennich oblastech zatiZenych vlivy dochazi k poklesu odchylky, coZ znaci tmavsi barva
snimku. V pripadé mistni saturace vznikd pak Cernd oblast, coZ naznacuje moZnou lepsi
odolnost viici lokalnimu masivnimu zisku jasu, pokud je alespori pfiméfené v celé oblasti stejny.
BohuZel toto neplati pokud dojde k saturaci snimace, ktery je v ten okamZik ve vSech
saturovanych mistech necitlivy k veSkerym vadam.

Obr. 2.41: Projev vlivii odchylek, svétlo/stin vievo, postranni osvétleni vpravo
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Dle vystupd filtracni funkce jsem potvrdil odolnost algoritmu pro jevy ptisobici v lokalnim i
globalnim méfitku, pokud jsou po celém poli pisobeni homogenni. Pfi hodnoceni vad povrchu
zaloZeném na detekci odchylek jasové funkce musime pocitat s velkou zavislosti na jeji
fluktuaci nebo jakychkoliv zménach ptisobeni okolnich vlivi. Dopad okolnich vlivti je mozZné
potlacit volbou vhodné osvétlovaci soustavy s vysokym jasem tak, aby pfi inspekci povrch
vykazoval vyssi jas neZ kterykoliv jiny pfedmét v zabéru kamery.

Tabulka 2: Celkovd tspésnost algoritmii Matlab

Cast Svétlo/stin 1 |Svétlo/stin 2 Bocni svétlo 1 |Bocni svétlo 2

Pfedni panel 79,00 % 79,00 % 93,00 % 71,00 %
Trimr 97,00 % 72,00 % 92,00 % 0,00 %
Led 50,00 % 50,00 % 100,00 % 30,00 %
Jumper 71,00 % 37,00 % 97,00 % 0,00 %
Boc¢ni panel 30,00 % 0,00 % 30,00 % 30,00 %

Co se tyce celkové tspésnosti algoritmt v sekci Matlab, tak dle tabulky 2 se ukazuje vyrazna
zavislost veskerych funkci na detekci hran a potazmo na kontrastu a kvalité vstupnich dat.
Celkové zhodnoceni poznatkti z programovani se nachazi v posledni kapitole.
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3 Zaver

Porovnani systémii

V predchozich kapitolach byly definovany navrhy inspekcnich systémti v prostfedi InSight
Explorer a Matlab pro pracovisté vystupni kontroly, vCetné testovani jejich robustnosti pod
vlivem dvou nejvyznamnéjSich ruseni, které vyplyvaly z experimentd. Jedna se o kombinaci
svétlo/stin, a také vliv ruSivého postranniho osvétleni.

Z kazdého testovani byly generovany vysledky zaloZené na porovnavani s idedlnimi stavy
algoritmd, které jsem dale koncentroval do tabulek celkové uspésnosti. K porovnani robustnosti
navrZzenych systému navzajem neni mozné pristoupit pomoci pfedem definovanych vlivi se
stejnym dopadem, protoZe systémy pracuji na mirné odliSnych principech. Kromé toho je
nasledek rusivych vlivii velmi zavisly na prostorovém umisténi ovlivnéné oblasti. Toto mtiZzeme
pozorovat pri porovnani tabulek a testovacich snimk zatiZzenych rusivymi vlivy.

Z toho diivodu jsem se rozhodl otestovat odolnost algoritmt na pseudonahodné generovaném
Sumu v celém vstupnim snimku. PouZil jsem funkci imnoise z prostfedi Matlab a nastavil
Gaussovské rozlozeni Sumu. Jako zastupce algoritmti z obou prostfedi jsem vybral kompletni
inspekci Celniho panelu, kde jsou pouzity vSechny zminované funkce, a proto muiZeme po
otestovani presné odhadnout chovani funkci i v ostatnich podprogramech.

Tabulka 3: Sumovd odolnost algoritmii na Gaussiiv Sum

o 0.01 0.02 0.05 0.1 0.5
InSight 85,00 % 85,00 % 73,00 % 73,00 % 69,00 %
Matlab 40,00 % 40,00 % 40,00 % 20,00 % 0,00 %

Dle tabulky 3 vidime tspésSnost inspekce algoritmti navrzenych v prostiedi InSight Explorer a
Matlab v zavislosti na rozptylu Sumu Gaussova rozloZeni kolem nuly. Je zfejmé, Ze primyslové
pouzivané algoritmy budou disponovat vyssi zakladni odolnosti vici rusivym vliviim, avSak
tato vlastnost je vyvaZena nemoznosti iplné konfigurace funkci. Nejvét§im problémem byly
temné Casti testovaného snimku, kde byl algoritmus v Matlabu nefunk¢ni bud’ viibec nebo
ukazoval zcela nesmyslné hodnoty. Napfiklad kladnému natoceni trimru odpovidaly zaporné
hodnoty velkého rozptylu, prakticky 90°. Domnivam se, Ze nejslabSim clankem tohoto
programu byla pravé optimalizace za pomoci generace hranového obrazku, kdy dochazelo k
detekci hran tak neStastné, Ze neuronova sit nebyla schopna identifikovat naprostou vétSinu
zkoumanych komponent, a proto jsem musel pristoupit k analyze podprogramti s pouZitim
ukazatelti generovanych z ptivodnich Sumem neovlivnénych snimka.

Inspeké¢ni systém v Matlabu ma i pfes vSechny naméfené hodnoty i svoje vyhody. Naprostym
kladem je jednoznacné konfigurovatelnost veSkerych hlavnich i podptirnych funkci pro
dosaZeni kyZzeného vysledku, ale za cenu dlouhé doby navrhu kazdé funkce. Podminkou pro
uspésné zpracovani vstupnich dat je pak i jejich kvalita, zejména absence presvicenych nebo
tmavych mist.

Inspekéni systém v InSight Exploreru je vyborna volba pro rychly navrh jednoduchych
sekvenci, s diirazem na kompatibilitu se stavajicimi technologiemi na montazni lince. Co se tyce
vlivu nekvalitnich dat na vystupy jednotlivych funkci, tak dochazi k podobnym jevtim jako v
predchozim pfipadé. Algoritmy trpi na nedostatek osvétleni stejné tak, jako na mista se
saturovanymi pixely a pfi ladéni programu je potifeba dle vstupnich dat experimentalné volit
parametry jednotlivych funkci, bez znalosti miry ovlivnéni kazdé z nich.
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Osvétleni

Velkou roli pfi inspekci predmétii v jakémkoliv kamerovém systému hraje svétlo, jeho mnoZstvi
a smér ze kterého prichazi. Diky spravnému nasviceni zkoumaného vzorku eliminujeme vétSinu
vad vznikajicich pfi navrhovém procesu algoritmu. MiZe jit o strukturni vady algoritmu, které
se projevuji za urcitého osvétleni neoSetfenou nefunkéni c¢asti programu, a proto se vyplati
definovat alesponi CasteCné svételné podminky pii simulaci dodéanim osvétlovaciho zafizeni,
které naslednym pouZitim pfi ostrém provozu omezi vliv okolniho ruseni.

Typickym piikladem muZe byt pouziti osvétlovaciho prstence na objektivu kamery, kdy
mnozstvi svételného toku o mnoho prekonava schopnost kamery pfi odrazu zpét jej zpracovat, a
proto je nutné kameru zaclonit. Timto zplsobem se da relativné snadno omezit vliv odrazi
zateni do objektivu z okolnich zdroji. Cely systém je potieba nastavit na konstantni hodnotu
svételného toku, stejné tak jako konstantni hodnotu elektronické zavérky a s ni spojenou dobu
expozice.

Postranni osvétleni se ndm muze hodit v pfipadé potieby detekce povrchu v jiném nez kolmém
sméru od objektivu kamery, avSak tento postup je nutné, pro dobrou funkci pouZitého algoritmu,
dodrZet vZdy stejny, coZ neni v pripadé proménlivého postranniho osvétleni zcela mozné.

Navazani

NavrZeny inspekcni systém je mozno implementovat na ruznych zafizeni diky moznosti
generace algoritmii do jazyka C/C++, pravé proto uvazuji o mozZném budoucim rozSifeni
inspek¢niho systému a zautomatizovani celého procesu.

Pokud jde o samotnou automatickou inspekci s vyhodnocenim, tak neni pfi poskytnuti
spravnych dat systému a rozumném vyuZiti vystupt systému Zadny problém. V pripadé tvahy
automatické vystupni kontroly nahrazujici plné lidskou vizudlni kontrolu je to ovSem zcela jina
situace. Takovy systém musi obsahovat senzory a akcni ¢leny usnadiiujici rozhodovaci logice
realizovat tak jednoduchou operaci jako je natoCeni zkoumaného vzorku na poZadovanou
stranu. Jednim zpdisobem by mohlo byt omezeni poctu pozic testovaného vzorku ku
inspek¢nimu systému pouzitim vSudypfitomnych dopravnikovych pasti se sloty umoZiiujici
presné usazeni. Pfi tvaze idedlni mechanické konstrukce dopravnikového pésu a pridrZného
mechanismu umoziujiciho umisténi zkoumaného vzorku do potfebnych pozic zbyva k realizaci
automatického pozicniho systému robotické rameno manipulujici se vzorkem dle poskytnutych
dat.

Realizace algoritmu umoZiujici vyuZiti dat ziskanych z prvotniho snimku s urcenim a
ovlivnénim pozice vzorku a vybér vhodného inspek¢niho algoritmu (hledani predloh, kontrola
zajmovych oblasti, inspekce povrchu) by byla jedna z cest navazani na tuto praci. Samotna
komunikace s ak¢nimi cleny je velmi obsahla kapitola, avSak pfi snaze ud€lat systém co
nejuniverzalnéjsi, bych volil néktery z vyuzivanych standardt v primyslu jako CAN, iEthernet
nebo GPIB.

Informace o chybovosti zafizeni spolu s urcenim polohy chyby by se dala vyuzit pro tvorbu
statistik vyskytu chyb a dal$§imu rozvoji vyrobnich postupt tak, aby k chybam nedochéazelo. V
zasadé by se mohlo jednat o primitivni databazi shromaZdujici informace ze struktur
generovanych mymi algoritmy s makry umoZiiujici automatické fazeni vad do skupin v
zavislosti na poloze vyskytu, zdvaznosti, Cetnosti, druhu a mnoho dalSich vlastnosti. Pisobeni
automatického inspekcniho systému na vyrobni proces by poté vykazovalo znaky strojového
uceni za pomoci optimalizace vyroby dle ziskanych dat.
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