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Abstract

The aim of the thesis is to provide tool for atomatic analysis of nanoparticles in
microscopy images. Main goal is to design and implement functional software
which deals with automatic analysis of nanoparticles in microscopic images.
Thesis provides analysis for the state-of-art image processing and machine-
learning methods suitable to achieve the main goal. On the base of the analysis
is designed and implemented an algorithm for automatic detection an clasifi-
cation of nanoparticles. Implemented algorithms are supplemented with user
iterface developed in NetBeans Platform.

klicova slova: nanoparticles, segmentation, classification, microscopy

Abstrakt

Tato prace se zabyva automatizaci analyzy nanocastic v mikroskopickych snim-
cich. Hlavnim cilem je navrh a implementace software zamereného na automa-
tizovanou analyzu nanocastic v mikroskopickych snimcich. Prace se analyzuje
soucasne metody zpracovani obrazu a strojového uceni vyuZzitelné pro automa-
tickou detekci, klasifikaci a analyzu nanocastic v mikroskopickych snimcich. Na
zékladé provedené analyzy je navrZzen a implementovan algoritmus pro automa-
tickou detekci a klasifikaci ¢astic. Implementované algoritmy jsou zaclennény
do funk¢ni aplikace, zaloZené na platformé NetBeans, kterd poskytuje rozhrani
k dalsi analyze.

klicova slova: nanocéastice, segmentace, klasifikace, mikroskopie
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Uvod

0.1 Motivace

V soucasné dobé se Cisty a aplikovany vyzkum v biologii, mediciné a nano-
technologiich opiréd o pozorovani procesu uvnitf bunék, tkani a organt. Mezi
takové procesy patii pozorovani distribuce 1é¢iv a gend, lokalizaci nadoru, to-
xikologickému testovani, provérovani zdravotnich rizik, reakce na chirurgické
implantaty atd. [25] [22] [13].

Pro pozorovani téchto procesu se vyuzivaji nano-castice (NP). NP jsou Cés-
tice o rozmérech mezi 1-100 nm. Mezi nejCastéji pouzivané NP patii castice
vytvorené chemickych sloucenin s kovy. Rizné typy NP se odli$uji bud’ tvarem
nebo velikosti. Na zékladé svych vlastnosti pak NP vykazuji specifické chovéni
ve vySe zminénych procesech [17].

NP maji velice maly rozmér na to aby se daly snimat pomoci sveételné mik-
roskopie. Proto se k jejich pozorovani pouzivaji biologické zobrazovaci metody
pracujici ve velikém rozliSeni. Mezi takové metody patii napiiklad transmisni
elektronova mikroskopie (TEM), rastrovaci elektronovd mikroskopie (SEM) a
atd. [25] [22] [13]. Vysledkem téchto zobrazovacich metod je snimek nebo sé-
rie snimku.

Snimky jsou nasledneé védci ¢i laboranty vyhodnocovéany. Pracovnici Akade-
mie véd Ceské republiky na Ustavu Molekularni geneticky (UMG) uvedli, ze
postradaji kvalitni, specializovany a pritom jednoduchy nastroj pro vyhodnoco-
vani snimkud s nanoc¢asticemi.

Tato préce si klade za cil vytvorit aplikaci pro vyhodnocovani snimku. Préce
klade ddraz na vytvoreni co nejvétsi irovné automatizace v aplikaci. Tak aby
doslo k celkovému zkvalitnéni a zrychleni vyhodnocovani jednotlivych snimkdu.
Zéakladem pro vyhodnocovani snimku je lokalizace jednotlivych castic. Déle
jejich uspésna klasifikace do jednotlivych tiid (kategorii) podle typd NP. N&-
sledné expertni analyza laborantem.
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0.2 Prehled

Kapitole prace definuje pozadavky na aplikaci a popisuje data s Casticemi.

Kapitola analyza se zabyva problémem detekce Castic. Nejprve jsou roze-
brany mozné zpusoby jak Castice v obraze detekovat. Nasledné je popsan vy-
brany algoritmus pro jejich detekci. Nakonec jsou uvedeny vysledky detekce
¢astic na vybranych snimcich.

Kapitola klasifikace se zabyva problematikou klasifikace Castic. Jsou zmi-
nény jednotlivé pristupy ke klasifikaci. Dale je popsan vybrany klasifika¢ni al-
goritmus. Nakonec jsou uvedeny vysledky klasifikace ¢astic na vybranych snim-
cich.

Kapitola ndvrh a realizace popisuje co stdlo za ndvrhem uzivatelského roz-
hrani aplikace. Jsou detailné rozebrany jednotlivé casti aplikace a jejich funk-
cionalita. Kapitola se také zabyva realizaci aplikace a pouzitym software.



Kapitola 1

Analyza

Tato kapitola nejprve popisuje zdkladni definované pozadavky na funkcnost
aplikace. Dale pak definuje data, se kterymi aplikace pracuje.

1.1 Specifikace

Na zakladé navstévy pracovisté UMG jsou popsany pozadavky na aplikaci pro
automatizovanou analyzu mikroskopickych snimkd obsahujici nanocéstice:

Typicka prace laboranta vyhodnocujiciho NP se sestava z nasledujicich ¢asti:
* priprava biologického vzorku
* nasnimdéni vzorku pomoci elektronového mikroskopu

 identifikace Castic

klasifikace (kategorizace) vzorku

 analyza vzorku

Prace se zaméruje na automatizaci nebo ¢aste¢nou automatizaci bodd 3-5. Ty
se pak podrobnéji zahrnuji

* nacitdni mikroskopické obrazky ve formatech TIFF, JPEG
 zobrazeni nactenych obrazku

» schopnost detekovat NP v obrazku

» zobrazeni detekovanych NP v obrazku

* moznost oznacit jednotlivé tridy NP
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* automatizace oznacovani NP

¢ vizudalni shlukova analyza NP

1.2 Data

D i

Obréazek 1.1: Priklad vyhodnocovaného snimku. Cervené $ipky ukazuji rtizné
tvary vyhodnocovanych NP. Tvar A: Kola¢. Tvar B: TyCinka. Tvar C: Kolecko.
Castice E a D demonstruji mozné rozdily v jasech ¢astic. Region G zobrazuje
priklad prekryvu castic. Region F zobrazuje priklad shlukovani castic.

Aplikace se zabyva vyhodnocovanim NP obsazenych ve snimcich jako na
obr. 1.1. Snimky jsou 8-bitové jednokanéalové (Sedoténové) obrazky s rozliSenim
mezi 2 a 3 megapixely.

Castice ve snimku muZeme pozorovat jako kontrastni utvary s nizkym jasem
(tmavé Sedé az Cerné) na svétlém pozadi.

Snimané vzorky jsou v mikroskopu nerovnomérné osvétleny. To se proje-
vuje na nerovnomeérném rozlozeni jasu v obrazku. Viz. levy horni roh a pravy
horni roh na obr. 1.1. DalSim negativnim jevem, ktery znesnadnuje detekci je
tendence NP tvorit shluky viz. region F na obr. 1.1 a prekryvat se viz. region G
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na obr. 1.1. Navic ani ¢astice nemaji jednotnou troven jasu viz. ¢astice E a D
na obr. 1.1.

Prace rozlisuje tri typy Castic A, B, C viz. obr. 1.1. Pracovni nazvy téchto
castic jsou kolac (A), tycinka (B) a kolecko (C). K rozliSeni téchto ¢astic uvazu-
jeme informaci o tvaru a velikosti. Jednotlivé ¢astice 1ze povazovat za konvexni
utvary [38]. NP mohou byt v obrazku libovolné orientované. V urcitych ¢astech
snimku splyvaji s pozadim vice viz ¢astice D na obr. 1.1 a v nékterych méné viz
astice E na obr. 1.1. Céstice nemaji vyraznou texturu. Snimek typicky obsa-
huje 300-700 castic.

Na zékladé provedené charakteristiky obrazu a ¢éstic je vybran vhodny de-
tek¢ni a klasifikacni algoritmus viz kapitola 2 a kapitola 3.
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Kapitola 2

Detekce nanocastic

Tato kapitola se zabyva problematikou segmentace nanocastic z jednotlivych
mikroskopickych snimkdu.

2.0.1 Uvod do problematiky

Cilem detekcniho algoritmu je ispésné nalézt jednotlivé castice v obraze. Dale
je treba nalezené Castice popsat modelem na jehoZz zakladé bude ¢astice mozné
klasifikovat pomoci klasifikacniho algoritmu a dale vyhodnocovat.

Pro uspésnou detekci ¢astic je nejprve potreba jejich segmentace. Segmen-
tace je proces pri kterém jsou ze snimku oddéleny jednotlivé objekty a Casti od
pozadi. Jednd se Casto o nejslozitéjsi a nejdulezitéjsi krok pri analyze obrazu.

Navzdory dilezitosti, existuje pouze limitované mnozstvi zdroju o automa-
tické segmentaci nanocastic vyuzitelnych pro nas pripad. VSechny nalezené
zdroje se zabyvaji prevazné detekci NP kruhovitého tvaru [23][15][11]. Na dru-
hou stranu ale existuje rozsahly vyzkum zabyvajici sesegmentaci biologickych
bunék. V nésledujicim textu je shrnuta literatura zabyvajici se segmentaci bio-
logickych bunék. Tento smér vyzkumu je primo spjat s jednim z cilt této prace
[26].

Velice Casto pouZzivanou metodou pro segmentaci bunék je prahovani za-
loZzené na charakteristikach histogramu obrézku. Prehled prahovacich technik
uvadi [30]. Pro obdrzeni uspokojivého vysledku segmentace za pomoci pra-
hovani je ale zapotiebi pozadi obrazku s neménnou intenzitou. Je také treba
pamatovat na to, Zze mald zména v Grovni prahu mize mit negativni dopad na
na dalsi analyzu obrazku [36].

Adaptivni prahovani nebo také lokalni automatické prahovani muze byt
reseni pro prahovani obrazku ve kterém intezita pozadi kolisa. Tato metoda ale
stéle neresi problémy spojené s segementaci objektu které tvori shluky. Praho-
vani nemusi byt findlnim krokem v segmenta¢nim procesu. Naopak c¢asto byva
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vyuzivan pravé jako prvni krok pred dalSim zpracovani napt. pomoci morfolo-
gickych operaci [16] [36].

Dalsi hojné uzivanou metodou pro segmentaci bunék je tzv. watershed a
jeho odvozeniny. Metoda nejprve nalezne body (markery) ukazujici pribliznou
polohu bunék a nésledné segmentuje obrazek na nékolik oblasti ovlivnénych
markery [21] [35][4][36].

Graph-cut metody jsou také aplikovany na segmentaci bunék. Metoda zkon-
struuje graf z obrazku kde kazdy pixel odpovida jednotlivym vrcholim grafu.
Kazdy péar vrcholt je spojen se sousednimi vrcholy hranou jejiz vaha odpovida
podobnosti intenzit sousednich pixeld. Segmentace pak hledd normalizovany
minimalni rez grafem [31]. AvSak tento pristup Spatné separuje prekryvajici se
bunky, obzvlasté pokud je jejich intenzita podobnéa. Existuje iprava ktera tento
problém tesi, funguje vSak pouze na Castice bunky kruhového tvaru [26].

Mezi dalsi segmentacni metody pouzivané pri segmentaci bunék se radi ak-
tivni kontury [6] [24]. Aktivni kontury jsou origindlné navrzené k segmentaci
jednoho objektu s komplikovanym tvarem. AvSak po upravé vicefazovy algori-
mus mize byt pouZit k segmentaci vice neprekryvajicich se objektd. Clanek
[26] pouziti na segmentaci prekryvajicich se bunék nedoporucuje.

2.0.2 Popis pouzitého reseni

Na zékladeé predchozi analyzy byla ozkouSena segmentace metodami prahovani
watershed a adaptivniho prahovani.

Adaptivni prahovani prekvapivé produkuje od zacatku dobrou miru seg-
mentace. Avsak nedokaze oddélit Castice, které se dotykaji nebo prekryvaji.
Probéhl pokus zpresnit vysledky pomoci watershed algoritmu. Avsak vysledek
ke zpresnéni vystupu segmentace nedoslo, protoze nebyl nalezen korektni zpu-
sob umisténi markerd. Bylo vyzkou$eno umisténi na zékladé distan¢ni transfor-
mace [20] a na zdkladé ultimatni eroze pro konvexni sety [26]. Mnou navrzené
reSeni se tedy ustalilo na nize popsaném reSeni.

Snimky s NP obsahuji malé mnoZstvi Sumu, proto je obrazek predzpracovan
medidnového filtru s oknem o velikosti 3x3 pixely.

Z duvodd problému s jasem popsanych driive je pro Gvodni segmentaci
vybran algoritmus lokalniho adaptivniho prahovani. Algoritmus voli prah pro
kazdy pixel individudlné na zdkladé rozsahu hodnot intenzity v lokdlnim okoli
[28]. Vystupem algoritmu je pak binarni obrazek.

V této aplikaci se hodnota prahu v bodé (x,y) ziskava jako:

x+(B=1)/2 y+(B-1)/2

toy) = ), Y., fGj-¢ 2.1)

i=x—(B—1)/2 j=y—(B—1)/2



Kde t(x,y) je hodnota prahu v bodé (x,y), f(i,j) hodnota intenzity v bodé (i, j),
B velikost okna a C konstanta. Velikost okna musi byt liché cislo.

Binarni obrazek ziskany prahovanim je nasledné upraven pomoci morfolo-
gické operace otevreni s jadrem:

(2.2)

_ =
—
[ S Y

V binarni obrazek, upravenym morfologickou operaci jsou nasledné pro-
strednictvim algoritmu [34] nalezeny obrysy jednotlivych NP. Obrys je repre-
zentovan vektorem bodd, kterého ho tvori.

K detekci byla vyuzita implementace adaptivni filtrace a algoritmu [34] z
OpenCV[9]. Adaptivni filtrace vyuziva funkce adaptiveThresh a algoritmus na
vyhledavéani obrysu pak funkci findContours.

2.0.3 Vysledky segmentace

Segmentace a jeji vyhodnoceni vysledkd probihalo na datech snimcich poché-
zejicich z UMG. K dispozici je 7 mikroskopickych snimka obsahujicich variujici
tvary Castic.Ve vzorcich 1, 2, 7 se vyznacuji malou mirou shlukovani c¢astic.
Naopak ve vzorcich 3, 4, 5, 6 jsou castice poskladdany blize sobé a nékteré se
prekryvaji.

Vystupy segmentace algoritmu jsou prezentovany pomoci barevného zna-
ceni, kde kontura nalezené Castice je zobrazena Cerveneé.

Priklad vystupu segmentac¢niho algoritmu je moZné pozorovat na obr. 2.1.
Detaily chybné provedené segmentace jsou znazornény na obr. 2.2.

Vyhodnoceni vystupu segmentace je mozné pozorovat v tabulce 2.1. Nejcas-
téjSim problémem pri segmentaci je segmentace spojenych ¢astic typu tycCinka
a kolecko.

Vzorek | Chybna segmentace | Ocekavano | Presnost
1 1 353 0.997
2 1 383 0.997
3 29 435 0.932
4 31 458 0.932
5 27 426 0.936
6 411 0.980
7 1 338 0.997
Celkem | 98 2809 0.965

Tabulka 2.1: Vysledky segmentace.
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Obrazek 2.1: Priklad vystupu segmentacniho algoritmu na vzorku 5.

Obrazek 2.2: Priklady chybné provedené segmentace.



Kapitola 3

Klasifikace

Tato kapitola se se zabyva problematikou klasifikace detekovanych Castic. V
uvodu kapitoly je rozvedena problematika klasifikace a uvedeny metody stro-
jového uceni, které je mozné vyuzit pri reSeni této problematiky. Nasledné je
rozveden pristup pro klasifikaci ¢astic do jednotlivych tiid A, B nebo C, pouzity
v aplikaci V zavéru kapitoly pak jsou uvedeny jednotlivé vysledky klasifikace
pomoci zvoleného K-NN klasifikatoru.

3.1 Uvod do problematiky

Klasifikace je jednim z nejcastéjSich problému se kterymi se ¢lovék setkava.
Klasifika¢ni problém se objevuje vzdy, kdyZ urcity objekt potrebuje byt zaclenén
do preddefinované skupiny [40].

Mezi metody, které resi klasifikacni problémy patii metody strojového uceni.
V biologii bylo strojové uceni jiz aplikovdno na radu problému v oblastech vy-
voje 1éki [27], analyza sekvenci DNA [10], proteomika [39] a dal$i. Mimo biolo-
gii se strojové uceni vyuziva napr. pro rozpoznavani textu, obliceju atd. Metody
strojového uceni délime na dvé skupiny, uceni bez ucitele a uceni s ucitelem.

Prvni skupinou jsou metody tzv. u¢eni bez ucitele. Tyto metody se obvykle
vyuzivaji pri zkoumani vyznamu dat o kterych mame malo informaci nebo nedo-
kdzeme vytvorit trénovaci metody. Cilem uceni bez ucitele je spojovat skupiny
dat do shluki na zékladé méreni podobnosti nebo usnadnéni nasledného vyté-
zovani dat redukci jejich dimensionality.

Druhou skupinu tvofi tzv. metody uceni s ucitelem. V tomto pristupu, uziva-
telé generuji, z celé sady dat, data trénovaci pomoci anotace reprezentativnich
vzorku. Anotaci dat se rozumi prirazeni vzorku do skupiny. Na zakladé téchto
trénovacich dat je poté algoritmus strojového uceni schopen podle definova-
nych pravidel a postupu zaradit do jednotlivych tfid i dosud nezndmé vzorky
dat.

11
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ProtoZe jednotlivé Castice jsou klasifikovdny na zdkladé anotaci poskytnu-
tych laborantem, jsou nadale uvazovany pouze metody strojového uceni s uci-
telem.

V pripadé strojového uceni s ucitelem definuje trénovaci data ¢lovek, ktery
je povazovan za neomylného experta. Data jsou definovana anotovanim vybra-
nych prikladd z celkové mnoziny dat. V naSem pripadé tvoii mnoZinu vSech dat
detekované céstice z jednoho nebo nékolika snimku. Trénovaci mnozina je pak
vybirdna z této mnoZiny anotovanim jednotlivych Castic. Ve strojovém uceni
proces trénovani slouzi k ziskani vnitrnich parametru klasifikacniho modelu na
jejichz zédkladé jsou pak jednotlivé priklady klasifikovany.

Mezi soucCasné klasifika¢ni algoritmy uceni s ucitelem patii napr. rozhodo-
vaci stromy, Support Vector Machine (SVM), naivni Bayes, AdaBoost, neuro-
nové sité nebo algoritmus k-nejblizsich sousedu (K-NN) a dalsi [12].

Bayesovska rozhodovaci metodika spoléha na statisticky pravdépodobnostni
model. Podle tohoto modelu je pak urc¢ena jednotliva prislusnost instanci do trid
[40].

Metoda rozhodovacich stromi je zaloZzena na viceiroviiovém rozhodovani.
Spociva na principu kdy je komplexni rozhodovaci problém rozlozen na vice
jednodus$sich rozhodovacich problému na jednotlivych Grovnich [29].

Support vector machines (SVM) je metoda ktera se snazi nalézt délici nadro-
vinu, ktera rozdéli data rozdilnych tiid, tak aby vzdalenost nejblizsich trénova-
cich prikladu z raznych tiid byla co nejvétsi. Protoze data ruznych tiid nemusi
byt vZzdy oddélitelnd pomoci nadroviny vétSina implemtaci SVM je zalozena na
mékkém okraji (soft-margin), ktery umoZiiuje $patnou klasifikaci. Spatné klasi-
fikované priklady jsou pak vazeny cenovou funkci. SVM je robustni na priznaky
s vysokym podilem Sumu [32].

Adaptive bootsing (AdaBoost) je zalozen na kombinaci nékolika slabych kla-
sifikatort k formovani silného klasifikatoru iterativhim pridavanim a védZenim
jednotlivych slabych klasifikatortu. Prikladem slabého klasifikdtoru muze byt
napr. prahova funkce. Nevyhodou AdaBoostu je nachylnost na data s vysokym
podilem Sumu a tzv. outliert.

Neuronové sité je skupina algoritmu inspirovanymi neuronovymi spojenimi
v lidském mozku. Skldda se z umélych neuronu, jejichz inspirace pochézi pravé
z biologickych neuront. Jednotlivé neurony jsou navzajem propojeny a navza-
jem si predavaji signaly, které se transformuji pomoci prenosovych funkci. Neu-
ron muze mit mnoho vstupu ale pouze jeden vystup. Prikladem neuronu muze
byt napr. perceptron [40].
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Typické kroky pri tvorbeé klasifikatoru uceni s ucitelem jsou:
» Urceni trénovaci mnoziny dat

 Zisk trénovaci mnoziny dat

 Tvorba priznaku

* Volba trénovaciho algoritmu

¢ Vyhodnoceni vysledki

3.2 Trénovaci mnozina a volba priznaku

Trénovaci mnozinu dat tvori laborantem anotované castice s prirazenou pri-
slunosti do A, B nebo C. Céstice jsou ziskavany jako vystup detekéniho algo-
ritmu. Anotaci a vybér trénovaci mnoziny pak zajisti laborant skrze rozhrani
aplikace.

Jednotlivé ¢éstice od sebe odliSujeme tvarem, definovanym vektorem bodu,
a velikosti plochy v pixelech. Tyto dva priznaky pouZijeme k zformovani vektoru
priznaku na ktery budeme aplikovat klasifika¢ni algoritmus.

3.3 Volba klasifikacniho algoritmu

Na zékladé malého poctu priznaku, tvaru prostoru priznaku a prubéznych ex-
perimentélnich vysledku byl ke klasifikaci je vybran algoritmus k-nejblizsich
sousedu (K-NN).

K-nejblizsich sousedd (K-NN) je neparametrickd metoda vyuzivana pro kla-
sifikaci a regresi. Spoc¢iva ve vyhledavani k nejbliz§ich sousedu v prostoru
priznaku. K-NN potiebuje pro svou funkci definovat funkci vzdélenosti. Exis-
tuje rada metrik jak vzdalenost mérit. Mezi takové metriky patfi napr. Min-
kowského metrika také uvadéna jako L; norma. Jeji podmnoziny tvori napf.
Manhattanskd ¢i Eukleidovska vzdalenost [12].

Prace vyuzivd pro meéreni vzdalenosti eukleidovsky metriku na vektor o
dvou priznacich. Prvnim priznakem je plocha Céastice a druhym tvarovéa podob-
nost.

Tvarovou podobnost ¢éstice porovnavame na zdkladé Hu-momentt[18]. Jednéa
se o momenty pomoci nichZ dokdZeme tvar identifikovat. Vysledkem je deskrip-
tor invariantni vuci translaci, rotaci z zméné méritka. Moment tvaru v binarnim
obrazku o rozmérech M x N je popsan jako:

N-1M-1

upg =y Y, Pj1f(i,]) (3.1)
j=0 i=0
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Kde f(x,y) je intenzita pixelu (v bindrnim obrazku 1 nebo 0) na souradnicich
(x,y) a p+ g udava stupen momentu.

Protoze vypocCet momentu je funkce vzdéalenosti mezi pixely tvaru a stredem

vV Vv

stupné volnosti v posuvu. Souradnice tézisté pak lze vypocitat za pouziti rov-
nice 3.1 jako:

=20y 0 (3.2)
Uoo Uoo
Odtud pak relativni momenty:
N—-1M-1
./ . . . .o
upg =y, Y, (=G —7)1f(i)) (3.3)
j=0 i=0

Jednotlivé momenty nejsou samy o sobé dostatecné popisné aby dokazaly re-
prezentovat libovolné tvary, nebo udrzovaly invariantni charakteristiky tvaru.
Na jejich zakladé je odvozeno sedm invariantnich momentovych funkci jejichz
forma je jiz v hodna pro reprezentaci tvaru. Tyto momenty jsou:

my = (uz0 + uo2) (3.4)
my = (uz0 — ugp)” + 4uf, (3.5)
my = (30 — 3u12)* + (31 — u30)° (3.6)
my = (u30 + 12)? + (21 + 1g3)? (3.7)
ms = (u30 — 3uz) (uzo + t12) (430 + u12)” — 3(uz1 + ug3)?) (3.8)
+(Buzy — ug3) (21 + 03) (3(uz0 + u12) — (21 + 13)?)
me = (u20 — o) — (u30 + t12)* — (21 + 1g3)? (3.9)
4y (uzo + 3un) (un1 + u03)
my = (3uz — uos) (uzo + t12) (430 + 112)* — 3(uz1 + 1g3)?) (3.10)
—(uz0 — 3112) (21 + 103) (3(us0 + 112)* — (21 + 1p3)?)
Podobnost jednoho tvaru s druhym pak vypocitame jako:
s(A,B)= Y |m{—mP| (3.11)

ie1...7

Kde s(A,B) je podobnost tvari A a B, m; je jeden ze sedmi Hu-momentu z
rovnic 3.4-3.10. Vysledkem je hodnota rostouci od 0 a plati, Zze ¢im vétsi mensi
podobnost tim vétsi hodnota.

Jeden z hlavnich nedostatki K-NN pri vypoctu vzdalenosti od trénovacich
dat je priklad kdy jednotlivé priznaky maji rozdilné skaly nebo pokud se jedna
o smés numerickych a kategorickych hodnot. Toto je priklad mnou zvolenych
priznaku. Velikost plochy ¢éstic se pohybuje mezi desitkami az stovkami pixeld.
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Zatimco podobnost se pohybuje v priblizném rozpéti mezi 0 a 2. Hodnoty je
proto treba normalizovat. Jinak by klasifikator klasifikoval ¢astice pouze podle
velikosti [14] [5].

Kazdy priznak x;j(i =1---k,j = 1---n), kde k je velikost vektoru priznaka
a n velikost trénovaci mnoziny, je pak normalizovan jako:

;o X;j — min;

xj; = : (3.12)
max; — min;

Kde min; = min (Xij) amax; = mi (xij)'

i=1---k j=1-k

Normalizace se provadi vzdy pri priddni nové castice mezi trénovaci data.
V pripadé, ze priznaky nové pridané Castice posouvaji min; nebo max; jsou
preskalovany i ostatni hodnoty podle nového rozpéti.

Origindlni prostor, ve kterém modely jednotlivych cCéstic existuji je vice-
dimenziondlni. Z tohoto divodu je origindlni prostor $patné zobrazitelny. Mu-
zeme ale zobrazit transformovany prostor priznaku pro jednotlivé Castice viz.
grafy na obr. 3.1, 3.2, 3.3.

1 s
a
O a a
O
0,6 ) O %ﬂ ® Tyéinka
N A DKolag
04 AKoletko
0,2 | A
v *
* % o
0 A T “‘ "“1 T T 1
0 0,2 0,4 0,6 0,8 1

Obréazek 3.1: Prostor priznaki pro castici, kterd by byla klasifikovana jako typ
tycCinka. Osa x: rozdil ve velikostech Castic. Osa y: tvarova podobnost.
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Obréazek 3.2: Prostor priznaku pro ¢astici, ktera by byla klasifikovéna jako typ
kolac¢. Osa x: rozdil ve velikostech ¢astic. Osa y: tvarova podobnost.
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Obréazek 3.3: Prostor priznaku pro ¢astici, ktera by byla klasifikovéna jako typ
kolecko. Osa x: rozdil ve velikostech c¢éstic. Osa y: tvarova podobnost.

Souradnice x; v transformovaném prostoru vypocitame jako:

X; = ‘S—Si| (3.13)

Kde i = 1--- N (N udava velikost trénovaci mnoziny), S plochu testované cas-
tice, S; plochu trénovaci castice i.

Souradnici y; pak udava tvarovou podobnost mezi testovanou ¢astici a po-
rovnavanou trénovaci ¢astici viz rovnice 3.11.
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Z grafi je pozorovatelné, Ze jednotlivé typy Céstic jsou od sebe vyrazné
oddéleny. Na tomto zdkladé byla vybrana metoda K-NN.

Pro vypocet podobnosti tvaru byla vyuzita funkce matchShapes z OpenCV[9].

3.4 Vysledky klasifikace

3.4.1 Vstupni data

Trénovani a vyhodnoceni vysledkl probihalo na datech snimcich pochdazejicich
z UMBG. K dispozici je 7 mikroskopickych snimkl obsahujicich variujici tvary
nanocastic. Vystupy klasifikacniho algoritmu jsou prezentovany pomoci barev-
ného znaceni, kde orazova barva znaci Céastici typu koleCko, Cervenda castici
typu tycinka a Zlutozelena typ kolac.

Vystup automatické klasifikace je porovnavan vici vystupu jak by Céstice
klasifikoval laborant.

9

Obréazek 3.4: Mnozina trénovacich dat.

Vstupni trénovaci mnozina je zobrazena na obr. 3.4.

Nastaveni parametru:
* Velikost okna: 51
e C: 21

e K:5
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3.4.2 Vzorek 1

V této Césti se nachdzi zjisténé hodnoty vysledku klasifikace pro vzorek 1.

Obrazek 3.5: Vysledek klasifikace ¢astic pro vzorek 1.

tyCinka | 2 0 2 100,000
kolac¢ 267 0 267 100,000
kolec¢ko | 72 11 83 86,747
Celkem | 341 11 352 96,875

Tabulka 3.1: Vyhodnoceni klasifikace ¢astic pro vzorek 1.
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3.4.3 Vzorek 2

V této Casti se nachazi zjisténé hodnoty vysledkt klasifikace pro vzorek 2.

Obrazek 3.6: Vysledek klasifikace ¢astic pro vzorek 2.

ty¢inka | 2 0 2 100,000
kolé&¢ 267 0 267 100,000
kolcko | 72 11 83 86,747
Celkem | 341 11 352 96,875

Tabulka 3.2: Vyhodnoceni klasifikace ¢astic pro vzorek 2.
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3.4.4 Vzorek 3

V této Césti se nachézi zjisténé hodnoty vysledki klasifikace pro vzorek 3.

W

0 G

Obrazek 3.7: Vysledek Kklasifikace ¢astic pro vzorek 3.

tyCinka | 20 2 22 90,909
kolac¢ 296 0 296 100,000
kolec¢ko | 86 10 96 89,583
Celkem | 402 12 414 97,101

Tabulka 3.3: Vyhodnoceni klasifikace ¢astic pro vzorek 3.



3.4. VYSLEDKY KLASIFIKACE 21

3.4.5 Vzorek 4

V této Casti se nachazi zjisténé hodnoty vysledku klasifikace pro vzorek 4.

Obrazek 3.8: Vyhodnoceni klasifikace Castic pro vzorek 4.

tyCinka | 17 3 20 85,000
kolac 289 2 291 99,313
kolecko | 93 9 102 91,176
Celkem | 399 14 413 96,610

Tabulka 3.4: Vyhodnoceni klasifikace ¢astic pro vzorek 4.
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3.4.6 Vzorek 5

V této Césti se nachézi zjisténé hodnoty vysledki klasifikace pro vzorek 5.

Obrazek 3.9: Vysledek klasifikace ¢astic pro vzorek 5.

tyCinka | 4 0 4 100,000
kolac¢ 307 0 307 100,000
kolec¢ko | 85 9 94 90,426
Celkem | 396 9 405 97,778

Tabulka 3.5: Vyhodnoceni klasifikace ¢astic pro vzorek 5.
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3.4.7 Vzorek 6

V této Césti se nachézi zjisténé hodnoty vysledku klasifikace pro vzorek 6.

Obrazek 3.10: Vysledek klasifikace ¢éastic pro vzorek 6.

tyCinka | 2 1 3 66,667
kolac¢ 254 0 254 100,000
kolec¢ko | 74 4 78 94,872
Celkem | 330 5 335 98,507

Tabulka 3.6: Vyhodnoceni klasifikace ¢astice pro vzorek 6.
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3.4.8 Celkovy prehled

V této Césti se nachézi shrnuti vysledku pro vSechny klasifikované vzorky.

tyCinka | 73 12 85 85,882
kolac 1983 | 2 1985 99,899
kolec¢ko | 570 64 634 89,905

Celkem 2626 100 2718 96,615

Tabulka 3.7: Vyhodnoceni klasifikace pro vSechny vzorky.



Kapitola 4

Navrh a realizace aplikace

Tato kapitola popisuje navrh uzivatelského rozhrani aplikace framework Net-
Beans [3], na kterém je aplikace postavena postavena. Nakonec jsou uvedeny
knihovny a zdroje tretich stran, které aplikace vyuziva.

4.1 Zpusob prace s daty

Zpracovani mikroskopickych snimku v laboratori probiha typicky po davkach.
Za timto icelem bylo navrzeno rozhrani, které umoznuje seskupovat snimky do
skupin. Tyto skupiny nazyvame v aplikaci Projekty. Projekt je stromova struk-
tura slozek obsahujici soubory se snimky a uloZzenymi daty. Vice o projektech
je uvedeno v sekci o uchovani dat 4.3.

Typicky zpusob prace s aplikaci je predpokladén nasledujicim zpusobem:
1. Porizeni skupiny snimku.

2. Vytvoreni projektu a nacCteni skupiny obrazkd.

3. Detekce castic ve vybraném obrazku.

4. Mozna uprava parametru detektoru pri $patné provedené detekci a opé-
tovna detekce.

5. Rucni oznaceni vybraného poctu c¢éstic.

6. Prirazeni oznacenych cCdstic klasifikdtoru jako trénovaci mnozinu.

7. Klasifikace dosud neoznacCenych castic natrénovanym klasifikatorem.
8. Oprava nebo trénovaci mnoziny dat.

9. Aplikace detekce a klasifikace na dalsi snimky

10. Analyza snimku s ¢ésticemi.

25
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Sekce D - Panel nastrojd

Sekce B
Prohlizeci panel

Sekce A
Editaéni panel

Sekce C
Inspekéni panel

Obrézek 4.1: Prehled rozloZeni aplikace.

4.2 Usporadani aplikace

Na zékladé téchto pozadavkid bylo navrzeno rozloZeni aplikace viz 4.1.

Hlavni ¢éasti okna aplikace se sklddaji z nasledujicich casti:

Sekce A - Hlavni editacni panel
Hlavni editacni panel je standardné umistén uprostied aplikacniho okna
a zastava jeho nejvétsi cast. Panel je urcen k zobrazovani hlavniho obsahu
aplikace jako jsou mikroskopické obrazky a analyzy. Jednotlivé polozky je
mozné zobrazit v zdlozkach.

Sekce B - Prohlizeci panel
Prohlizeci panel je standardné umistén v horni levé Casti aplikacniho
okna. Komponenty zobrazuji jednotlivé projekty a klasifikatory.

Sekce C - Inspekcni panel
Inspekcni panel je standardné umistén v dolni levé ¢asti hlavniho okna.
SlouZzi k zobrazovani doplnkovych informaci o mikroskopickém obrazku
nebo o datech v ném umisténych.
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Sekce D - Panel nastroju
Panel nastroju je umistén v horni ¢asti okna aplikace. Obsahuje kontrolni
prvky pro manipulaci s daty v aplikaci.

4.2.1 Editacni panel

V editaCnim panelu je zobrazen bud’ editor snimkii nebo panel analyzy.

4.2.1.1 Editor snimkua

praci obrazovymi daty jako je detekce a klasifikace. Hlavni funkci panelu je
zobrazovani obrazovych dat a nanocastic.

Ten umoznuje praci ve trech rezimech.
e vybér
* znaceni

e tvoreni

Prvni rezim vybeér, je urceny k interaktivnimu vybéru detekovanych cas-
tic. To umoznuje uzivateli jak interaktivné zkoumat data a pripadné opravit
vysledky detekce.

Druhy rezim znaceni, je urceny k pritazovani castic do jednotlivych trid. V
tomto rezimu uzivatel bud’ poskytuje trénovaci data pro klasifikator, aplikuje
klasifikator na aktudlné zobrazené nanocéstice nebo muze upravovat vysledek
klasifikace.

Treti rezim tvoreni umoznuje manualni pridavani ¢astic. Tento rezim umoz-
nuje umistit novou c¢astici na libovolné misto v obraze.

Nedilnou soucasti editace Castic je jejich vizualizace. Vizualizace ¢astic re-
alizovana primo pomoci Java 2D Graphics. Jednotlivé ¢astice jsou zobrazovany

na obrazovém podkladé. Zobrazeni lze priblizovat, oddalovat a volit rizné re-
zimy zobrazeni Castic.

Céstice je mozné zobrazovat s/bez obrysu a s/bez zobrazeného stredu.
4.2.1.2 Panel analyzy

Panel analyzy umoznuje analyzovat data pomoci hierarchického shlukovani a
vysledek vizualizovat pomoci dendrogramu.
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Hierarchické shlukovéni je sekvence vnorenych rozkladu, kterd na jedné
strané zacina trividlnim rozkladem, kdy kazdy objekt dané mnoziny objektd
tvori jednoprvkovy shluk, a na druhé strane konci trividlnim rozkladem s jed-
nim shlukem obsahujicim v§echny objekty. Podle sméru postupu pri shlukovani
délime metody hierarchického shlukovani na aglomeracni a divizivni [19].

Dendrogram je binarni strom znazornujici hierarchické shlukovani. V apli-
kaci je dendrogram vizualizovan tak, ze kazdy uzel tohoto stromu predstavuje
shluk. Vertikdlni rezy dendrogramem jsou rozklady ze shlukovaci sekvence. Ho-
rizontdlni smér v dendrogramu predstavuje vzdalenost mezi shluky (rozklady).

Dendrogramem ve mozné vést fezy danou vzdalenosti, které rozdéli den-
drogram na dil¢i shluky. V tomto rozdéleni je kazdy shluk barevné oddélen.
Vysledek vzniklého rozdéleni ma pak uZivatel moznost sledovat v puvodnim
snimku v NP, kde kazda NP méa barvu podle prislusnosti do shluku.

Implementace konstrukce dendrogramu vychazi z [8]. Piivodni FeSeni je mo-
difikovano pro ucely aplikace. Byla pridana funkcionalita tvorby rezd v histo-
gramu a upravena vizualizace histogramu.

Ukdazku dendrogramu a analyzy pomoci dendrogramu je mozné nalézt v
priloze C jako obrazky 1 a 2.

4.2.2 Prehled projektu

_rorecs © )
v 5 projecta

‘ multi4

@ munic

‘ multil

@ muni7

‘ multis
v 5 ProjektB

‘ multil

@ detailed

‘ multi2

Obréazek 4.2: Ukazka panelu prehledem projektt a snimka.
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Prehled otevienych projektl je zobrazen na panelu prehledu projekti. Pa-
nel poskytuje uzivateli prehled o otevienych projektech a obrazcich v pre-
hledné stromové strukture. Koren stromu tvori projekt. Listy projektu pak zna-
zornuji jednotlivé snimky prirazené k projektu. Panel je také zodpovédny o pri-
Fazovani jednotlivych snimku k projektu a jejich ukladani jednotlivych obréazku.

4.2.3 Prehledu klasifikatoru

Classificators £

v Y& Classificator A [Project A]
B unknown
B Label A
[ LabelB
[ LabelC
O LabelD
v T Klasifikator B [Projekt £
B unknown
B Label 1
[ Label 2

Obrazek 4.3: Ukazka panelu s prehledem klasifikatoru.

Panel Kklasifikatoru je standardné soucasti prohlizeciho panelu. Jeho funkci
je zobrazovat vytvorené klasifikatory, vytvaret klasifikatory nové a poskytovat
uzivateli moznost s klasifikatorem manipulovat.

Klasifikatoru lze vytvorit jednotlivé tridy pro zarazeni ¢astic. Kazdou tridu
je mozné pojmenovat a priradit k ni barvu. Prirazend barva klasifikatoru ovliv-
nuje jakou barvou jsou c¢astice, prirazené do dané tiidy, zobrazovany v editoru
obréazku.

Klasifikator je moZzné exportovat, importovat a tim prenaset mezi jednotli-

vymi projekty.

4.2.4 Inspekcni panel

Inspekcni panel obsahuje v zdkladni verzi dva panely. Panel s informacemi
o snimku a inspekéni panel.



30 KAPITOLA 4. NAVRH A REALIZACE APLIKACE

Panel s informacemi o snimku zobrazuje uzivateli obecné informace o
snimku jako je jeho rozliSeni, absolutni pocet detekovanych c¢astic, pocet Céstic
v jednotlivych tridach atd. Ukazka panelu je zobrazena na obr. 4.4.

Image Info 3 | Inspector Classificators
pec

MName: -
Resolution: 1376 x 1032
Particles: 419
Classes:

B unknown 0

B Dioha 35

[ Kulovita_mala 296
[ Kulovita_velika 88
[0 Obdélnikova 0

Obréazek 4.4: Ukazka panelu s informacemi o snimku.

Inspekcni panel zobrazuje informace o casticich které ma uzivatel vy-
brané. Takovou informaci je napt. pocet vybranych Castic, prisluSnost céstic
do trid, tézisté atd. Vybrané castice je pak mozné exportovat do textového for-
matu CSV k dalsi analyze. Ukazku panelu je mozné pozorovat na obr. 4.5.

4.3 Uchovani dat

Pro uchovavéani dat je v aplikaci navrzena struktura slozek a soubord nazvana
projekt. Struktura projektu se sestdva ze tii slozek, souboru pattern.proj a
souboru s daty viz obr. 4.6.

Aplikace umoziuje uchovavat:

» pro kazdy snimek informace o detekovanych a klasifikovanych hodnotach
NP

 informace o klasifikdtoru projektu
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Image Info | Inspector © | Classificators B
Selected: 67
Ho
]
[O4s
13
o
id x ¥ label
122 493 .48 707,46 ;
126 613,14 687,38 L
128 570,23 686,45 L
135 432,64 666,21 L
136 640,25 658,45 L
138 337,13 654,47 L
141 460,82 646,66 L
148 363,33 636,06 L
149 493,84 641,95 B
152 413,88 622,26 L
158 301,88 610,73 L
163 537,11 602,31 L
167 287,54 588,04 L
168 496,34 585,67 L
170 339,57 586,96 L
173 619,87 576,65 L
176 711 €32 C72 c0 ™ | -

Obrézek 4.5: Ukazka panelu s informacemi o snimku.

¥ | | Project A
| | analysis
¥ | data
miulti1.pattern
multid. pattern
multis.pattern
multiG.pattern
multi¥.pattern

¥ | | images
& multil gif
& multid tif
& multis.tif
& multic.tif
& multiy gif

pattern.proj

Obrazek 4.6: Priklad souborové a slozkové struktury projektu.
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4.3.0.1 Ukladani dat snimku

Data pro jednotlivé snimky jsou uchovavany ve slozce data v souborech s pri-
ponou .pattern. Nazev souboru s daty pak odpovidd ndzvu souboru snimku,
ke kterému data patri. Pro uklddéni dat je vyuzito formatu JSON [1]. Priklad
struktury uklddaného dokumentu je nasledujici:

{

"name": "multi2",
"image": "multi2.tif",
"particles": [
{
"id": 0,
"cog": {
x": 1003.0,
"y": 1029.5
},
"contour": [

{
x": 1001.0,
"y": 1029.0

}

{
x": 1001.0,
"y": 1030.0

}

{
x": 1005.0,
"y": 1030.0

}

{
x": 1005.0,
"y": 1029.0

}
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4.3.0.2 Ukladani dat klasifikatoru

Data pro Kklasifikator se ukladaji primo do souboru pattern.proj, ktery se na-
chazi v korenovém adresari projektu. Priklad struktury ukladanych dat ve for-
matu JSON:

{
"info": {
"id": "Classificator A",
"path": "path/to/pattern.proj"
}
"labels": [
{
"id": -1,
"name": "unknown",
"color": {
"value": -16777216,
"falpha": 0.0

]
"selectedLabel": 2,
"examples": [

{
"id": 47,
"cog": {
"x": 841.6866566716642,
"y'": 918.4822588705647
},
"contour": [ ... ]
}

4.4 Realizace aplikace

Celd aplikace je realizovana v prostredi prostrednictvim programovaciho ja-
zyka Java a pomoci frameworku NetBeans Platform [3].
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4.4.1 Vyvojové prostredi

Netbeans Platform je programové prostredi patrici do skupiny Rich Client Plat-
form (RCP). RCP je soubor programatorskych nastroju zjednodusujici vyvoj
aplikace. Vétsina RCP poskytuje nasledujici funkce:

* manazer zivotniho cyklu aplikace

¢ bundling framework

» pokrocilé nastroje pro tvorbu uzivatelského rozhrani
* nastroje pro internacionalizaci

¢ a dalsi

Priklady dal$ich frameworkud pro jazyk Java jsou Eclipse RCP [2] a Spring
Framework [33].

4.4.1.1 Netbeans Platform

Pro vyvoj aplikace byla zvolena NetBeans Platform na zdkladé drivéjsich zkusSe-
nosti autora. NetBeans Platform nabizi ucelenou sadu komponent, podpirnych
trid a propracovanou modularni architekturu s konkrétnimi promyslenymi API,
které vyrazné urychluji vyvoj a spravu aplikaci [7][37].

4.4.2 Podpurné knihovny
V aplikace pouziva nasledujici dostupné opensource knihovny:

OpenCV Knihovna s funkcemi pro zpracovani obrazu, pocitacové vidéni a stro-
jové uceni.

Bio-formats Knihovna podporujici nac¢itani snimku v rozli¢nych formatech.

hierarchical-clustering-java Knihovna s implementaci hierarchického shlu-
kovani.

japura-gui Knihovna s dodate¢nymi komponentami uzivatelského rozhrani.

gson Knihovna zjednoduS$ujici serializaci a de-serializaci objektu ve formatu
JSON.
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Diskuze

V této kapitole jsou rozebrany vysledky detekce a klasifikace.

Navrzend metoda detekce ¢astic mé problémy pti separovéni céstic, které
jsou prilis blizko u sebe. Takové Castice se vyznacuji nizkou nebo témér zadnou
magnitudou gradientu v misté prechodu mezi casticemi.

Tento problém jsem se pokousSel velice aktivné resit, ale zddné zvolené te-
Seni nevedlo k idedlni segmentaci. Probéhl pokus o zpresnéni segmentace po-
moci metody watershed. Problémem watershed algoritmu je, Ze potrebuje znat
pocatecni mista ve snimku, odkud muze rast. Pravé nalezeni téchto mist je kli-
covou soucasti uspesné segmentace pomoci watershed algoritmu.

Vyzkousel jsem hledani téchto mist pomoci distan¢ni transformace i itera-
tivni eroze na nekonvexni objekty. Konvexita se projevila byt dobrym testem
pro Spatné nebo dobie segmentované cCastice. Ty Spatné segmentované jsou
nekonvexni.

Takto aplikovany watershed dokézal oddélit nékteré cCastice lépe. AvsSak
na jinych pripadech vykazoval chybu v podobé pre-segmentovani a negativné
ovlivitoval vysledky celé segmentace a nasledneé klasifikace. Proto nakonec jako
vysledné reseni bylo ponechéno "pouze primitivni"adaptivni prahovéani aby ne-
dochézelo ke zbytecné zatézi programovych a hardwarovych komponent. S tim,
ze pripadnd oprava bude ponechéana na interaktivnim zdsahu uzivatele.

Navrzeny klasifikator umoznuje klasifikovat data a jeho presnost byla uznana
laboranty jako dostacujici. Velikym prinosem je, ze klasifikdtor dokaze tspésné
Kklasifikovat Castice typu kolecko od zbytku. JelikoZz ¢éastic typu koleCko se ve
snimcich nachazi nejvice a problematicky se trefuji pomoci mysi, jejich prezna-
¢ovani by stalo zna¢né usili. Takto laborant muze preznacit okolo 10-ti Spatné
Kklasifikovanych castic, které se dobre trefuji mysi. Tento ikon pak zabira mini-
malni cas.

Implementovand aplikace byla otestovana a funguje na operacnich systé-
mech Windows 7/8.1 a Mac OS X 10.9.

35
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Aplikace nyni mifi do testovaciho provozu, ve kterém se provéri jeji sku-
tec¢nd funkcnost. Aplikaci chci dale ladit a rozvijet jako opensource projekt.
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Zaver

6.1 Shrnuti prace

Diplomova prace se zabyva problematikou automatizované analyzy nanocastic
v mikroskopickych snimcich. Je rozebrana dulezitost automatizované analyzy
nanocastic. Nasledneé jsou uvedeny zdkladni poZzadavky na program schopny
takovou analyzu provadét. Je zjiSténo Zze pro uspésnou analyzu nanocastic v
mikroskopickych snimcich je potieba Castice nejprve spravné detekovat a na-
sledné Klasifikovat.

Pro tcely detekce jsou nejprve algoritmy které umoznuji detekci nanocastic
v mikroskopickych snimcich. Na zédkladé analyzy je vybran zvoleny zpusob de-
tekce nanocastic. Zvoleny algoritmus detekce vyuzivd adaptivniho prahovani a
morfologickych operaci. Algoritmus byl implementovan v jazyce Java za vyu-
ziti knihovny OpenCV. Vystupy detekéniho algoritmu jsou analyzovéany a vyhod-
noceny na realnych testovacich datech. Uspé$nost detekce obecné nejde pod
90%. Zvoleny algoritmus mé problémy pri detekci ¢astic, které se prekryvaji
nebo jsou blizko u sebe.

Déle jsou analyzovany zpusoby klasifikace nanocastic v mikroskopickych
snimcich. Na zakladé analyzy je vybran vhodny klasifika¢ni algoritmus. Jako
klasifika¢ni algoritmus bylo vybrén algoritmus k-nejbliz$ich sousedd. Jsou uve-
deny vysledky klasifikace za pouziti K-NN na realnych testovacich datech po-
chézejicich z provozu UMG. Uspésnost klasifikace pomoci K-NN nejde pod
80%.

Detek¢ni a Klasifikacni algoritmus je soucasti implementovaného programu,
ktery umoznuje automatizovanou detekci, klasifikaci a analyzu nanocastic. Pro-
gram poskytuje pro analyzu nanocastic rozlicné inspec¢ni nastroje jako je shlu-
kova analyza pomoci dendrogramu a dalsi. Program je naimplementovan v pro-
gramovacim jazyce jazyce Java za vyuziti frameworku NetBeans Platform.

37
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Vyse zminéné postupy pak vedou k celkovému urychleni procesu analyzy
snimkd.

6.2 Dalsi smerovani

Aplikace nyni mifi do testovaciho provozu na UMG, kde bude vyhodnocen jeji
prinos. Dalsi mozny vyvoj na aplikaci se bude sklddat z vylepSovani uzivatel-
ského rozhrani a doplnéni o dalsi funkcionalitu, kterda vyplyne z testovaciho
provozu.

Detek¢eni a klasifikacni algoritmus bude testovan v redlném provozu, kde se
overi jeho funkénost na vétsim poctu snimku. V pripadé nefunkénosti nékteré
castic algoritmu na budoucich datech budou selhdni vyhodnocena a algoritmus
upraven.

Mikroskopické vzorky se jsou Casto objemové a snimaji se po jednotlivych
rezech. Dalsi rozvoj aplikace a algoritmi by pak mohl smérovat na poskytnuti
nastroju pro automatizovanou analyzu nanocastic ve tfirozmérném prostoru.
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Priloha A

Seznam pouzitych zkratek

API - Aplication Programming Interface

NP - Nanocastice, z aglického nanoparticles

TEM - Transmisni elektronova mikroskopie

SEM - Rastrovaci elektronovy mikroskop

UMG - Ustav molekularni genetiky, Ustav Akademie Véd Ceské Republiky

SVM - Support Vector Machines

43






Priloha B

Obsah prilozeného CD

V této kapitole naleznete obsah CD prilozeného k této diplomové praci.

* readme.txt - popis obsahu CD s dalSimi informacemi

pattern/ - zdrojové kédy aplikace v jazyce Java
* data/ - vzorky obrazku
* text/

- src/ - zdrojovy text v LaTeXu, véetné obrazku a Sablon

- palasjir 2015dip.pdf - text diplomové prace ve formatu PDF
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PRILOHA B. OBSAH PRILOZENEHO CD



Priloha C

Snimky obrazovky

Obrazek 1: Analyza data pomoci dendrogramu.
Obrézek 2: Ukazka rozc¢lenéni do shlukt po rezu v histogramu.
Obrazek 3: Ukazka aplikace pfi provedeném vybéru c¢astic.

Obrazek 4: Ukazka okna s aplikaci.
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PRILOHA C. SNIMKY OBRAZOVKY
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