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Abstract

The subject of this thesis is to develop an application for plagiarism detection in documents
in LaTeX format. What’s special about this detection is that the content is ignored and the
files are only compared on a syntax basis. [ts purpose is to detect plagiarism in a situation
where the text is a part of the assignment to make sure everybody processes the text to
the LaTeX format independently without copying others. In addition, the thesis provides an
analysis of the subject matter including practical experiments.

Abstrakt

Pfedmétem prace je vytvofen{ aplikace na detekci plagiati v dokumentech ve formétu La-
TeX. Detekce je zvlastni v tom, Ze je ignorovan obsah a soubory jsou poméfovany pouze
na zakladé syntaxe. Uéelem je pomoci odhalit plagaty v situaci, kdy je text soucasti zadani
a je tFeba dohlédnout, aby tento text do formatu LaTeX zpracoval kazdy sam bez kopiro-
vani od ostatnich. Kromé vyvoje aplikace se prace zabyva i rozborem problematiky véetné
praktickych experimentii.
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Kapitola 1

Uvod

Nejjednodussi formou plagiatu je odevzdani cizi prace bez jakychkoli zmén. Casto vsak
byvaji plagiatofi rafinovangjsi a kombinuji bud'to text vice praci, nebo cizi text s vlastnim.
Kromeé toho existuje celd fada postupi, jak plagidt zamaskovat. U bézného textu to miize byt
tfeba zména vétné skladby nebo pridavani slov navic. U zdrojového kédu existuji metody
refaktorovani kodu, které kod navenek zméni, ale zachovaji jeho funkénost. Hranice mezi
plagidtem a origindlem neni pevné stanovena, je tedy v urcitych p¥ipadech mozné povazovat
praci, kterd je caste¢né prevzata, ale je v nf velké mnozstvi zmén a plivodniho obsahu, za
original. Proto by mél findlni rozhodnuti, je-li dilo plagiat, mit ¢lovék, a systém na detekci
plagiatu pouzit jen jako néstroj.
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Kapitola 2
Popis problému, specifikace cile

Cilem prace je vytvofit aplikaci slouzici k odhalovani plagiatt v dokumentech ve formatu
ITEX. Nastroja na odhalovani plagiatt v tomto typu dokumentt jiz bylo nékolik vytvoreno,
zésadni rozdil je vSak v tom, na co se pfi detekci zaméfujeme a co povazujeme za plagiat.
Doposud vytvorené nastroje na detekci pomérovaly dokumenty na zakladé obsahu a syntaxi
budto ignorovaly, nebo pouZivaly pouze jako pomocnou informaci. Aplikace, jejiz vyvoj je
pfedmétem této prace, rozpoznava plagiaty na zakladé syntaxe a obsah textu ignoruje. Apli-
kace totiz bude zpracovavat mnozinu dokumentt o stejném nebo podobném obsahu (obsah
dokumentu je soucésti zadani) a jejim ukolem je urcit, které dokumenty byly zpracovany do
LaTeXu samostatné a které byly okopirovany. Diilezitou soucast{ prace je rozbor existujicich
Fefeni, navrh vlastnich feSeni, jejich implementace a experimentalni pozorovani. Bude rea-
lizovano nékolik rtiznych variant Feseni, jejichz srovnanim v testech uréime finalni podobu
aplikace.
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Kapitola 3

L, Y I

Existujici reSeni a postupy

Tato kapitola se zabyva existujicimi postupy a nastroji na detekci plagiati. Zacind sezndme-
nim se zéklady problematiky, jako jsou napfiklad zptsoby reprezentace dokumentu, zpraco-
vani a porovnavani dokumenti. Nasleduje ¢ast vénovana zakladnimu rozdéleni systému na
detekci plagiati podle riiznych kritéri{, jako je tfeba typ porovnavanych dokumentt. Hlav-
nim dvéma kategorifin, detekci ve volném textu a detekci ve zdrojovém kodu, jsou vénovany
samostané podkapitoly. V téch se nejprve sezndmime s algoritmy a postupy, které jsou bézné
vyuzivany v dané kategorii detek¢énich nastroji a na zavér je pfedstaveno nékolik konkrétnich
existujicich systému a reseni.

3.1 Tokenizace

Dokumenty podezielé z plagidtorstvi nebyvaji zpravidla porovnavany v jejich hrubé, nezpra-
cované formé. Nez dojde na samotné vyhodnocovani podobnosti, byvaji soubory pfedzpraco-
vany. Prvnim krokem pfi zpracovani dokumentu je u velké ¢asti nastroji na detekci plagiata
tokenizace. Tokenizace je pFevod vstupni posloupnosti znakii na posloupnost tokenu [2]|. To-
kenizace probiha nejcastéji sekvencéné, od zacatku do konce vstupniho textu. Token byva
definovan typem a hodnotou, v obycejném textu mutze byt typ tokenu t¥eba slovo nebo in-
terpunkce, u zdrojového kodu miize byt typem tokenu t¥eba identifikator nebo ¢islo. Lexikalni
analyzator (tokenizer) se zpravidla snazi v textu rozpoznat vzorek, ktery muze byt vyjadien
rliznymi zptsoby, napitklad regularnim vyrazem nebo koneénym automatem.

3.2 Hashing

Hashing je vypocetni postup, ktery pfitadi datim ¢iselnou reprezentaci o pevné dané délce.
Narozdil od kédovani nenf mozné z hashe zpétné vypocitat pavodni data a pro rizna data
miize vychézet stejny hash. Typicky pfiklad je ¢iselna reprezentace slova ¢i ¢asti textu. Ha-
shing mé vyuziti pii vyhledavani a porovnavani fetézci, pouziva se také u datovych struktur,
jako je napriklad hashovaci tabulka. P¥i porovnavani a vyhledavani fetézci se ¢asto pouziva
takzvany rolling hash. Principem rolling hashe je, 7e v textu se posouva okénko o pevné dané
délce od zacatku ke konci a pro kazdy podretézec se spo¢ita hash. Ten je moZné prepocitat
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na zékladé hashe ptedchoziho okénka a posledniho znaku nového okénka s konstantni slozi-
tosti. Nejznaméjsim vyzuzitim rolling hashe je Robintv-Karpiv algoritmus pro vyhledavani
Fetézcl, ktery se b&Zné vyuziva v detekci plagiati, napiiklad v systém YAP3.

3.3 Vyhledavani fetézci

Na vyhledavani fetézcli existuje mnoho riznych algoritmi a postupi. Ty se 1isi v rychlosti,
pamétové narocnosti a také v mnoziné fetézci, které chceme vyhledavat. Nékteré algoritmy
jsou uréeny pro vyhledévani jednoho Fetézce, jiné pro koneénou mnozinu fetézci a jiné pro
nekonec¢nou mnozinu fetézct (regularni vyrazy). Nejvétsim problémem vyhledavani Fetézct
je velkd vypocetni slozitost, proto se vyuZiva budto u malych mnoZin dokumenti, nebo
v kombinaci s jinymi metodami.

3.3.1 Algoritmy pro vyhledavani vzorku v textu

Existuje mnoho algoritmi, které slouzi k vyhledavani podfetézct odpovidajicich zadanému
vzorku (patternu) v textu. Pii vyhledavani jednoho konkrétniho vzorku probiha porovné-
vani pomoci posuvného okénka o délce vzorku. Nejjednodussi z nich je naivni pfistup, kdy
se okénko posouvé vidy s jednotkovym krokem a porovnan je vizdy cely vzorek. Tento po-
stup, a¢ je implementaéné nejjednodussi, je velmi neefektivni. Proto byla vyvinuta fada
algoritmii, které tento postup vylepsuji. Jednim z moznych vylepSeni je vyuziti hashe (na-
priklad Rabintv-Karpiv algoritmus), nebo efektivnéjsi zvoleni posunu okénka (napiiklad
Knutttv-Morristv-Prattiv algoritmus).

3.3.1.1 Rabintv-Karpiiv algoritmus

Rabiniv-Karptv algoritmus je jednim z nejpouzivanéjsich algoritmt k vyhledavani vyskyti
daného Fetézce v textu. Oproti naivnimu algoritmu je jeho vypodcetni ¢as znaéné snizen diky
vyuziti rolling hashe. Prakticky je moZné vyhledavat text s linearni sloZitosti, v nejhorsim
piipadé (¢im vice vyskytil je v textu, tim je pomalejsi) je ¢asova slozitost ©(mn), kde m
je délka vyhledavaného fetézce a n je délka textu [8]. Uspora spociva v tom, Ze porovnavan
nenf text, ale ¢iselnd hodnota a az v ptipadé shody hashe dojde na porovnavani fetézcd.
Rabiniv-Karptiv algoritmus je vhodny i pro vyhleddvani vice neZ jednoho vzorku, vzorky
v8ak musi mit vSechny stejnou, pevné danou délku. Nelze ho tedy pouzit k vyhledani vSech
podretézci.

3.3.1.2 Knuttiv-Morristv-Prattiv algoritmus

Knutttiv-Morrisiv-Prattiv je ukdzkou algoritmu pro vyhledavani textu, kde tispora vypo-
Cetniho ¢asu nespoc¢iva v hashovani, ale v tom, Ze si algoritmus pamatuje ¢astecné shody a
vyhledévaci okénko se posune rovnou na misto pif§ttho mozného vyskytu, na rozdil od naiv-
niho pFistupu, u kterého se okénko posouva s jednotkovym krokem [10]. Pieskakovani poli¢ek,
kde je vyskyt vyloucen, je realizovan pomoci tabulky ¢aste¢nych shod [17]. Ta obsahuje pro
kazdou pozici ve vzorku délku nejdel§iho prefixu, ktery je zaroven suffixem podfetézce vzorku,
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a|blclalb|blcla|b]|c
0O|{ojO0l1]|2|0|0]1]2/|3

Tabulka 3.1: Knuttiv-Morristv-Prattiv algoritmus — Tabulka ¢aste¢nych shod pro vzorek
abcabbcabe

a|lblc|d |e
31211110/ 10

Tabulka 3.2: Boyertv-Mooretiv algoritmus — Tabulka pro pravidlo $patného znaku pro vzorek
abcabbcabe v textu ababedeadebcededacha

ktery za¢ind na pozici 0 a koné¢i na dané pozici (tedy prefixu vzorku konéicim na dané po-
zici). V p¥ipadé neshody ve vzorku muzeme tuto délku pouzit jako pocet znakii, o kolik muze
okénko skocit. Casova slozitost algoritmu je O(m + n).

3.3.1.3 Boyeriiv-Mooretiv algoritmus

Boyeriv-Mooretv algoritmus je dal§im piikladem algoritmu, ktery vyuziva informace o dosa-
vadnim prohledavani k efektivnéjsim skoktim porovnavaciho okénka. Na rozdil od Knuttova-
Morrisova-Prattova algoritmu je vzorek porovnavan s textem pozpatku. Porovnavani zacina
na konci vzorku a na pozici k v textu, kde k je délka vzorku. P¥i neshodé vzorku s textem
je velikost posunu okénka déana dvéma pravidly [9]:

e pravidlo Spatného znaku — The Bad Character Rule

e pravidlo dobrého suffixu — The Good Suffix Rule

Pro kazdé z téchto pravidel je predzpracovana tabulka. Tabulka pro pravidlo §patného
znaku obsahuje jednu polozku pro kazdy znak pouzity v textu. K tomuto znaku je pFifazena
¢iselnd hodnota vyjadiujici délku skoku. V pifpadé neshody znaku mezi vzorkem a textem,
je na zékladé znaku preéteného v textu v tabulce dohledana délka skoku. Pro znaky, které
se ve vzorku nevyskytuji, je délka skoku rovna délce vzorku, v opacné pifpadé je délka skoku
rovna k — j, kde k je délka vzorku a j je index posledniho vyskytu daného znaku ve vzorku.

Algoritmus miZze v uritych pfipadech béZzet i rychleji neZ s linearni slozitosti, jindy
se vSak muze rychlosti blizit naivnimu feSeni. Existuje zjednoduSena varianta, zndma jako
Boyer-Moore-Horsepool algorithm. V té se po¢ita pouze s prvnim pravidlem.

3.3.2 Koneéné automaty

Kone¢ny automat je matematicky model vyuzivany zejména k vyhledavani a rozpoznavan{
texti. Je definovan jako pétice (Q,>", 9, qo, F'), kterou tvori:

e () — koneCnéa mnoZina stavi
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> — vstupni abeceda

6 — prechodova funkce
® (o — pocatecni stav

e ' — mnozina koncovych stavi

Jako vstup automatu slouzi posloupnost vstupnich symboli. Automat zafind v poc¢atec-
nim stavu a na zakladé vstupnich symboli a prechodové funkce prechézi do nasledujicich
stavii. Pokud se automat nachazi v koncovém stavu, znamend to, ze vstupni text je auto-
matem piijat, pokud v uréitém stavu neni pro dany vstupni symbol definovana prechodova
funkce, vstupni text je automatem odmitnut. Podle pfijeti & odmitnuti vstupniho fetézce
zjistime, jestli je Fetézec slovem jazyka rozhodovaného pfislusnym koneénym automatem.

Konetné automaty se déli na deterministické (DFA - Deterministic finite automaton) a
nedeterministické (NFA - Non-deterministic finite automaton). Rozdil mezi témito dvéma
typy je v prechodové funkci. Zatimco u deterministického automatu je v kazdém stavu defi-
novovan pro kazdy vstupni znak nejvyse jeden néasledujici stav, u nedeteministického miize
byt nasledujicich stavi vice. Pro kazdy nedeterministicky automat existuje ekvivalentni de-
terministicky automat, na prevod mezi témito dvéma typy se pouziva algoritmus zalozeny
na sjednocovani mnozin stavi.

3.3.3 Suffixové stromy

Suffixovy strom je datova struktura slouzici k vyhledavani v textu. Velkou p¥ednosti suf-
fixovych stromi je, Ze konstrukce mtize probthat v linedrnim ¢ase a s linedrni pamétovou
slozitosti. Hrany suffixového stromu tvoii budto podfetézce textu, pro ktery je konstruo-
van, nebo jednotlivé znaky. Prvni varianta je pamétové uspornéjsi, je vSak implementacné
stavuji prefixy suffixt, tedy jednoduseji feCeno podietézce vstupniho Fetézce. Suffixovy strom
mize slouzit kromé vyhledavani také napiiklad k podéitani vyskytt podietézce nebo nalezeni
nejdelsiho opakujiciho se podietézce [13].

3.4 Zakladni déleni systémi na detekci plagiati

vvvvvv

k porovnani, zvané korpus. Systémy a nastroje, které p¥i detekci plagiati pracuji pouze v
ramci daného souboru, nazyvame intrinsické a ty ostani nazyvame extrinsické. Extrinsické
néstroje dale délime do dvou podskupin: intrakorpalni a extrakorpalni. Intrakorpalni systémy
maji vlastni mnozinu dokumentii, zatimco extrakorpélni systémy vyuzivaji n€jaky externf
zdroj, jako je tfeba internet.
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3.4.1 Intrinsické nastroje

Intrinsické nastroje na detekci plagiati se vyznacuji tim, Ze nemaji k dispozici zadné do-
kumenty, které by s potencidlnim plagiatem porovnaly. Jejich tkolem je tedy rozhodnout,
jedné-li se o plagiat, jen na zakladé samotného dokumentu. Intrinsické nastroje se snazi
hledat nekonzistence ve stylu psani, jinymi slovy detekovat, jestli je dokument psan jednim
¢lovékem, nebo jestli maji rizné pasaze textu rtzné autory. Typicky intrinsicky nastroj na
detekci plagiati je tedy zaloZzen na stylometrické analyze dokumentu.

3.4.2 Extrakorpalni nastroje

Extrakorpalni nastroje porovnéavaji odevzdany dokument s n&jakym externim zdrojem. Jed-
nou z moznosti extrakorpalni detekce je vyhledavani dat na internetu ve snaze najit zdroj,
ze kterého byl text dokumentu okopirovan. Extrakorpalnim zdrojem ale miize byt také t¥eba
databéze.

3.4.3 Intrakorpalni nastroje

Intrakorpalni detekce plagiatti se omezuje na porovnavani dokumentd v ramci korpusu. Po-
rovnavani muze probihat v péarech - porovnavani dvojic dokumentt kazdy s kazdym, nebo
lze vyuzit statistické operace nad celym korpusem. V piipadé velkého korpusu mize byt po-
rovnavini dokumentt zdlouhavé, proto mizeme vyuzit metadat k ispofe vypocetniho ¢asu.
Metadata jsou doplnujici predzpracovana data, ktera nenesou Zadnou novou informaci, slouzi
vSak k zefektivnéni detekce. Jednim z nejjednodussich ptrikladi metadat je rozdéleni soubort
na staré a nové - tim padem nebude tfeba vzdy porovnavat vechny dokumenty, pouze nové
se starymi, pfipadné nové navzajem. Pitkladem intrakorpéalntho nastroje na detekci plagiatt
je i aplikace, jejiz vyvoj je predmétem této prace.

3.5 Detekce plagiati ve volném textu

Znaki, podle kterych miizeme dokument oznacit za plagiat, je cela fada. Mezi nejjednoznad-
néjsl znaky plagiatu patfi shodné pasize. MizZe to byt ale také podobny styl psani, typicka
vétna skladba nebo slovni zasoba. Dalsim ukazatelem mtize byt nekonzistence textu. Pokud
se v dokumentu méni styl psani, mize to vypovidat o tom, %e dokument se sklada z praci
vice nez jednoho autora. Kromé samotného obsahu dokumentu je také mozné detekovat
okopirované pasaze podle formatovani textu.

3.5.1 Lematizace
Lematizace je prevedeni slov do zakladniho tvaru, tedy napftiklad 1. paddu jednotného ¢&isla

u podstatnych jmen, nebo infinitiv u sloves. Lematizace se pouZivi pouze u volného textu,
pfi zpracovani zdrojového kédu nema uplatnéni.
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3.5.2 Bag of words

Tato metoda spociva ve vytvoleni seznamu jedineénych slov nachézejicich se v textu a pfi-
fazovani poctu vyskyti ke kazdému slovu. Text je tedy reprezentovan vektorem piirozenych
¢isel, k detekci plagiati poslouZi reprezentace dokumenti ve vektorovém prostoru. Ve vek-
toru mohou byt obsazeny budto vyskyty vSech slov v textu, nebo miize byt pomoci specidlni
strategie vybran urcity pocet slov, ktera jsou pro text nejvice charakteristicka. Typicky jsou
odstranéna slova jako piedlozky a spojky, kterd se vyskytuji prakticky v kazdém textu a
nenesou dtlezitou sémantickou informaci. P¥i porovnavani mohou mit rizné prvky vektoru
pfifazenu rtznou vahu.

3.5.3 Fingerprinting

Fingerprinting je metoda, kterd vyuziva pro porovnavani dokumenti jejich otisk zvany fin-
gerprint. Tento otisk je tvofen kolekci &isel, kterd vznika zpracovanim dokumentu tak, aby
fingerprint co nejvice charakterizoval obsah dokumentu a ziroveii umozioval efektivni a
presné porovnéavani. Otisky dokumentd byvaji uchovavany v metadatech, coz je uspora vy-
pocetniho Casu, nebot kazdy dokument sta¢i zpracovat jen jednou a pak uZ jen porovnéavat
existujici fingerprint.

Nejtypic¢tejsi priklad fingerprintu je mnozina podietézct zvanych N-gramy. N-gram je sou-
visla posloupnost n tokent (slov). Text je reprezentovan jako n-tice slov jdoucich za sebou,
typické jsou naptiklad trojice slov - trigramy. Cislo n se nazyva granularita a na jeho spravné
volbé zavisi pfesnost detekce. Pokud je granularita pi{li§ mala, bude dochézet k falesnym
poplachtim, tedy oznaceni za plagiat u dokumentu, jehoZ podobnost se vzorem je pouze na-
hodnéa. Pokud zvolime granularitu p¥ilis velkou, kvalita detekce bude prili§ citlivd na drobné
upravy k zamaskovani plagiatu a pravdépodobnost odhaleni se snizi. Podobnost dvou n-
grami je nasledné mozné porovnavat podle celé fady metrik. Jednou z nejjednodussich pati{
pomér shodnych slov k celkovému poctu rtiznych slov v obou n-gramech.

r(A, B) EEA mS(B)‘

)
A)US(B) (3:1)

Dalsi ¢asto pouzivanou metrikou je kosinova podobnost. Tu miZzeme urcit tak, ze vytvo-
fime pro kazdy dokument vektor poctu vyskytt n-grami v textu a podobnost mezi doku-
mentu vyjadfit pomoci kosinu thlem mezi dvéma vektory. Kosinova podobnost se pouziva
napiiklad u systému CHECK.

3.5.4 Stylometricki analyza

Stylometrickd analyza mé za tkol ur¢it autora na zékladé€ specifického stylu psani. Ten miize
byt rozpoznan napiiklad na zékladé typické vétné skladby nebo pouzitého slovniku. Roz-
definujeme. Casto se pouziva cely korpus dokumentt od jednoho autora, ktery slouzi jako tré-
novaci mnozina dokumenti. Pro identifikaci autora se pouziva fingerprint, tedy zjednodusena
Cislend reprezentace. Fingerprinting jiz byl v této praci zminén v souvislosti s porovnavanim
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dokumentti, v tomto pFipadé se viak otisk nepouziva k identifikaci dokumentu, ale autora.
Takovyto otisk se nazyva writeprint [1].

3.5.5 Existujici nastroje

Zbytek této podkapitoly je vénovan konkrétnim prikladtm detekénich systémi. Nejedna se
o vycerpavajici studii existujicich feSeni, cilem je ukézat vyuZziti postupti popsanych v této
kapitole v praxi. Popsany jsou dva pifklady existujicich néstroji, COPS a CHECK, oba
zpracovavajici dokumenty ve formatu TeX (LaTeX v pfipadu systému CHECK). Prvni je
uveden jako ptfiklad vyuziti hashovani pro porovnani obsahu dokumenti, druhy je ukazka vy-
uziti syntaxe LaTeXu pro efektivnéjsi detekei, ackoli struktura dokumentu mé jen pomocnou
funkci - hlavni ¢ast detekce je zalozena na porovnavani obsahu. V obou p¥ipadech se nejedna
o komeréni nastroje, ale experimentalni systémy vyvinuté v rameci univerzitniho vyzukumu.

3.5.5.1 COPS

Systém COPS (COpy Protection System) zpracovava dokumenty ve formatu TeX, DVI a
troff. Prvnim krokem je pfevod dokumentu do kanonické formy, coz je prosty text [5]. COPS
nevyuziva pii detekei plagiatu strukturu dokumentu, informace o struktufe jsou z dokumentu
odstranény a déle je zpracovavan jako fetézec ASCII znaki. Text je rozdélen na mensi Gtvary
zvané chunks. Chunk mé promeénlivou délku a je definovan dvojici obsah-misto vyskytu. Tyto
chunky jsou uchovany v hashovaci tabulce, ke kazdému chunku je tedy vypoc¢itan hash. V této
tabulce jsou néasledné dohledany shody mezi dokumenty a pokud procento shod pirekrodci
stanovenou hranici, je dokument oznacen jako plagiat.

3.5.5.2 CHECK

Systém na detekei plagiatt CHECK se specializuje na dokumenty psané v LaTeXu [6]. Jeho
zvlastnosti je, ze k porovnéni dvou dokumentd nevyuzivd pouze obsah, ale také formét
dokumentu, zejména ¢lenéni do kapitol a podkapitol, velkd ¢ast syntaxe LaTeXu je vSak
zanedbéana. Systém vytvori pro kazdy soubor strukturu nazvanou Structural characteristic
(SC), coz je strom, jehoz uzly predstavuji kapitoly, podkapitoly a odstavce, kterd slouzi
k zefektivnéni detekce. Samotné porovnédni je podobné metodé Bag of Words. Pro kazdy
uzel je vybrana mnozina kli¢ovych slov, kterd maji pfifazenou vdhu a jsou lematizovana.
Tato mnozina se vybird tak, aby vybrana slova byla pro text co nejvice charakteristick.
Slova oznafend v syntaxi LaTeXu tufné & kurzivou maji pfifazenou vySsi vahu neZ ostatni
slova. Pro kofen grafu je mnoZina slov vybrana z celého dokumentu, pro ostatni uzly pouze
z prisluného textového celku. Pfi porovnéani je z dvou mnozin slov vybran jejich prunik
a vyskyty v porovnévanych textech reprezentuji body v prostoru vektorti. Pomoci jejich
kosinové podobnosti se uréi metrika podobnost v intervalu 0 az 1, kde 1 je nejvétsi podobnost.
Kosinova podobnost pouZiva jako metriku podobnosti kosinus uhlu, ktery dva vektory sviraji.
Tato metrika je aplikovdna na uzly rekurzivné od kotfenu smérem k listim grafu. Pokud je
podobnost uzli v obou dokumentech vétsi nez prfedem dané hranice, postupuje se k porovnéni
potomkd uzlu, v opa¢ném piipadé jsou texty oznaceny za rozdilné a dalsi zkouman{ je tedy
zbyteéné. To je znaéné uspora vypocetniho ¢asu. Pokud metrika podobnosti pfesdhne hranici
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i pro listy grafu, jsou dané kusy textu podrobeny porovnani Fetézci, které je ¢asové nirocné,
ale diky filtraci pomoci rekurzivniho porovnavani SC je jeho €asova sloZitost pfijatelna.

3.6 Detekce plagiatt ve zdrojovém kédu

Detekce plagiatd v zdrojovém koédu casto vyuziva metody, které byly ptivodné urceny k re-
faktorovani a analyze kédu. Jednim z typickych rysii zdrojového kodu je pfesné vymezena
syntaxe. To mize byt vyhodou i nevyhodou. Nevyhodou je napiiklad to, Ze je zpravidla po-
tfeba pouzit nastroj na detekci plagiatt specidlné navrzeny pro dany jazyk. Znalost syntaxe
kédu nam vsak také poskytuje spoustu moznosti, jak efektivnéji detekovat plagiaty. Detekce
plagiatt ve zdrojovém kodu je znacné ztiZena tim, Ze plagidtori majf velky vybér metod, jak
plagiat zamaskovat. Zatimco u volného textu jsou moZnosti maskovini omezené na jedno-
duché upravy, jako je vkladani nebo mazéani slov a preskupovani textu, plagidtor zdrojového
kédu ma k dispozici znaéné mnozstvi postupt, kterymi muze refaktorovat kod tak, aby se
zdal na prvni pohled zcela odlisny. Mezi tyto postupy patii:

e piejmenovani identifikdtord

zmény datovych typt

pridavani redundantniho kédu
e zmény struktury kédu - tfeba pfemistovani bloki bez zmény funkce

e zmény komentait, pfipadné jejich pfidavani a mazani

Plagidtor muze také ekvivalentné nahrazovat fidici struktury, napfiklad u jazyku C a
jemu podobnych nahradit switch-case syntaxi ekvivalentnim zapisem pomoci if blokd. Kéd
také nemusi byt okopirovan kompletné, mohou byt pouzité pouze urcité pasaze zkombinované
s pavodnim kédem. Pfi takovychto apravach je uz vSak sporné, jedna-li se stéle o plagiat.

3.6.1 Softwarové metriky

Softwarovd metrika je jakdkoli meéfitelnd hodnota vyjadiujici vlastnost software. Typicka
softwarova metrika je napiiklad pocet fadek kodu. Metriky se pouzivaji pfi analyze kodu,
méfeni kvality, planovani a k jinym tuceltim a miizou slouzit také k odhalovani podobnost{
v kédu.

3.6.2 Poditani atributi

V zacatcich detekce podobnosti v programovém kédu byl jako reprezentace dokumentu ur-
¢end k porovnani vyuzit vektor o pevné dané velikosti, kde kazdy prvek pfedstavoval jednu
softwarovou metriku. Jako historicky prvni métitko porovnani dvou kusi kédu byl vyuzit
Halsteadav profil, coz je Ctvefice Cisel: celkovy pocet operandi, celkovy podet operatori,
pocet unikatnich operandt a pocet unikitnich operatort.



3.6. DETEKCE PLAGIATU VE ZDROJOVEM KODU 13

V nésledujicich letech probihaly pokusy o vyuzit{ vhodnéjsich metrik, jako pocet fadek
v kédu, pocet kliGovych slov & pocet pouzitych proménnych. Problémem téchto metrik vSak
zlstava, ze ve velkém poctu pripadi je podobnost dvou profild ¢isté nahodna.

3.6.3 Structure profile

Pokrocilej§i metody detekce softwarovych plagiata vyuzivaji strukturu programu k vytvoreni
vychézi ze structure listu, tedy seznamu Fidicich struktur. Struckture list je podroben riznym
transformacim tak, aby dvé na prvni pohled jiné verze stejného kédu mély stejny nebo velmi
podobny profil.

3.6.4 Existujici nastroje
3.6.4.1 Plague

Structure profiles jsou vyuZity u systému na detekci plagiatt Plague. Porovnavani samot-
nych profili vSak neni dostacujici metoda na spolehlivé urceni plagiati, slouzi pouze jako
predstupeit k samotnému porovnavani. Ukolem porovnéani structure profiles v systému Pla-
gue je vyfiltrovat uzky okruh péart dokumentii, u kterych je podezieni, Ze by se mohlo
jednat o plagiaty. Kone¢né srovnani dokumentt je zalozeno na porovnévani fetézca. Tato
metoda se vyznacuje znac¢nou ¢asovou slozitosti, proto je pouzita v kombinaci s porovna-
vanim structure profiles, aby bylo dosazeno jak pfijatelné Casové slozitosti, tak presného
porovnani dokumenti.

3.6.4.2 YAP3

Systém na detekci YAP (Yet Another Plague) vychéazi ze systému Plague. Existuje ve t¥ech
verzich, ta nejnovéjsi se jmenuje YAP3. Detekce probiha ve fazich, nejprve je vstupni text
tokenizovan. Pfi tokenizaci prochazi text nésledujicimi tipravami:

e odstranéni komentaid a textovych konstant
e prevedeni v8ech velkych pismen (upper case) na mala (lower case)

e pievede synonyma do bézné formy

provede expanzi funkci v poradi volani

odstrani tokeny, které nejsou v lexikonu jazyka

Takto zpracovany text nasledné porovnava Rabinovym-Karpovym algoritmem na vyhle-
davani Tetézcu.
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Kapitola 4
Navrh reseni

Tato kapitola se soustfed{ na volbu technologii a algoritmi Fefeni. Soucasti kapitoly je zhod-
noceni prinosu existujicich feseni z pfedchozi kapitoly pro tcel nasi aplikace a zdivodnéni
nutnosti vytvofit novou aplikaci misto vyuziti nékterého z existujicich nastroji. Volba tech-
nologii zahrnuje technické detaily, jako je napiiklad volba programovaciho jazyka. Déle se
kapitola zabyva volbou reprezentace dokumentu. vhodné metriky porovnani, algoritmt a da-
tovych struktur tak, aby byl vysledek co nejpresnéjsi a ¢asova i pamétova sloZitost prijatelna.

4.1 Volba reprezentace dokumentu

Pti detekci plagiatti nebyvaji zpravidla porovnavany nezpracované soubory v jejich hrubé po-
dobé, ale jejich vhodné reprezentace. Jednim z hlavnich cili analyzy feSeni je zvolit vhodnou
formu reprezentace souboru tak, aby dtlezité informace ztstaly zachovany a porovnavani
téchto reprezentaci bylo co nejjednodussi, nejptresnéjdi a nejefektivnéjsi. Pro volbu vhodné
reprezentace dokumentu si je tedy nejprve potfeba ujasnit, které informace jsou dilezité
a které ne, Vzhledem k tomu, Ze aplikace bude detekovat plagiaty vyhradné v LaTeXové
syntaxi a obsah ignorovat, bude vyhodné pii zpracovan{ dokumentu syntaxi a obsah oddélit.
Vhodny postup je tokenizace, tedy rozd€leni na zdkladni lexikalni elementy, zvané tokeny.
Vystupem je posloupnost téchto tokend, pfi¢emz token je charakterizovan typem a klicovym
slovem. Kli¢ovych slov je v LaTeXu omezené mnozstvi, mizeme tedy dosdhnout dspory tim,
7e kazdému kli¢ovému slovu pfifadime ¢iselnou reprezentaci a dale pracujeme s dokumentem
zpracovanym do podoby ¢iselné posloupnosti. Poté, co jsou vstupni{ dokumenty pifedzpraco-
vany do ¢iselné podoby, je potfeba zvolit vhodnou metodu porovnani. Zbytek podkapitoly
bude vénovan rozboru uplatnitelnosti riznych zptisobli porovnavani dokumentd bézné vyu-
zivanych v detekci plagiati.

4.1.1 Structure profile

Structure profile se vyuziva pii detekci plagiati ve zdrojovém koédu. Spravné zvoleny structure
profile by mél rozeznat kéd i po povrchnich zménéch, jako jsou napiiklad piFesuny blok kodu
nebo pfejmenovani identifikitori. Structure profile pomoci zjednoduSené ¢iselné reprezentace
vyjadiuje strukturu vétveni kédu, zejména pomoci podminénych pitkazi a cyklt. Tyto ridict
struktury se v LaTeXu nevyskytuji, structure profile proto v nasem piipadé nemé vyuziti.

15
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4.1.2 Syntakticky strom

Zatimco structure profile nemé pro porovnavani dokument ve formatu LaTeX uplatnéni, po-
rovnavani syntaktického stromu je o néco vhodnéjsi. Narazime zde vSak na nékolik problémd.
Jednim z nich je obtiZzna porovnatelnost stromi. Dalsi problém, kvili kterému bylo nako-
nec od vyuziti syntaktického stromu pro porovnéni dokumentii upusténo, je pomérné malé
vypovidaci hodnota syntaxe LaTeXu. Pokud totiz nemame k dispozici interpret LaTeXu,
nedokidzeme v mnoha pifipadech jednoznacéné urcit, jak se bude sytaxe vétvit. Naptiklad po-
kud nezname definice vSech prikazt, nedokdzeme urdit, co je parametr piikazu a co ne. Pocet
parametrii se ze samotného kédu neda urcit, tim padem bychom mohli kéd jednoznacéné
vétvit jen podle begin-end bloki, coz je nedostacujici.

4.1.3 Document Object Model

Dalsi moZzna reprezentace dokumentu je Document Object Model, zndmy pod zkratkou
DOM. Znamé je vyuziti DOM u webovych stranek, lze s nim v8ak pracovat i u LaTeXovych
dokumenti, ptikladem je framework PlasTeX. Jde o hierarchicky organizovanou strukturu
objekti k vykresleni. Problémem vyuziti DOM pro porovnévani dokumenti je, Ze mizeme
mit stejny DOM pro vice dokumentt s rtznou syntaxi. Protoze v piipadé nasi aplikace je
dilezit&jsi syntaxe nez obsah, je tato reprezentace dokumentu nevhodna.

4.1.4 Fingerprinting

Dokument, lze reprezentovat jako vektory o pevné dané délce n. S takovymi vektory miizeme
nakladat jako s body v n-rozmérném prostoru. Metoda, kdy je dokumentu pfidélen otisk
v podobé& ¢iselné reprezentace o pevné dané délce, se nazyva fingerprinting a je popsana
v pfedchozi kapitole. Existuje cela fada typd vzdalenost{ mezi vektory. Kromé vzdélenosti
mezi dvéma body mutzeme také vyuzit statistické vypocty nad mnozinou bodt. To je vy-
hodné, nebot cilem aplikace neni jen najit podobnosti mezi dokumenty, ale najit ¢asti kodu,
které se jsou spoleéné pro maly pocet dokumentd a tim nejvice podezielé. Pro pfesnost
detekce je naprosto zasadni vhodna volba otisku (fingerprintu).

4.2 Volba fingerprintu

Fingerprinting je metoda, jez ma vyuziti pfedevsim pii detekci plagiat ve volném textu. Pii
vytvaleni otisku souboru dochézi k znaéné redukci objemu informaci, je tedy tfeba dét si
velky pozor, abychom neptichéazeli o diilezita data. Dalsi problematickym aspektem vytvéafen{
otisku dokumentu ve forméatu LaTeX je, Ze mezi dokumenty mize existovat velkd podobnost,
aniz by se jednalo o plagiaty.

4.2.1 Bag of Words

Vyjadieni reprezentace dokumentu pomoci metody bag of words se vyuziva pii detekci plagi-
4t ve volném textu, p¥i detekci ve zdrojovém kédu neni pfilis vhodna. U volného textu ma
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totiz autor k dispozici velkou slovni zasobu, zatimco syntaxe zdrojovych kodd je pevné vy-
mezena. U Bag of Words také neni zohlednéno poradi lexikilnich elementt. Pokud by byla
pouzita metoda Bag of Words pro detekci plagiati v LaTeXové syntaxi, velmi pravdépo-
dobné by dochazelo k velkému mnozstvi faleSnych shod, protoze pocty vyskytt lexikalnich
elementd by se s velkou pravdépodobnosti pomérné dosti shodovaly i u dokumentti, které
nejsou plagiaty.

4.2.2 N-gramy

Dokument miize byt vyjadfen jako mmnoZina n-grami, tato reprezentace se ¢asto vyuziva
pii detekci plagiati ve volném textu. Fingerprint byva casto tvofen kolekci hasht n-gramt
vybranych pomoci ur¢ité strategie. Problémem u tohoto p¥istupu je velké ztrata dat. Pokud
chceme vyrazné redukovat velikost fingerprintu, snizujeme tim zaroven detekéni schopnosti
aplikace. Jinak feceno, miize se stat, ze aplikace podezielou pasaz prehlédne. Dalsi nevyho-
dou je pevné dana délka n-gramu. Vzhledem k tomu, Ze chceme nalézt mezi dokumenty co
nejunikatnéjsi spoletné pasaze, muze volba n-gramu jako fingerprintu snizovat rozeznavaci
schopnosti. Pokud je granularita p¥ili§ mala, zaniknou unikatni pod¥etézce v Sumu, pokud je
pilis velka, mtize dojit k tomu, Ze je aplikace pfehlédne. Tato metoda je tim paddem vhodna
pro srovnani procentudlni shodnosti obsahu dvou dokumenti, pro detekci podezielych pod-
fetézcti v LaTeXovém kédu v8ak neni dost citliva.

4.2.3 Vektor vyskyti podietézci

Dalsi moznosti je vektor poétu vyskytt podietézci v dokumentu. Fingerprint je zde tvofen
vektorem, kde kazdy prvek vektoru vyjadfuje pocet vyskytd urcitého podietézce. Zde je
problém, Ze podietézci je ohromné mnozstvi a miiZe rist velmi prudce v zavislosti na velikosti
korpusu. Je tedy tfeba vytvorit vhodnou strategii vybéru co nejmensiho poétu podietézci,
které maji pro detekci plagiatd nejvétsi vyznam. Tuto strategii nazveme filtr a v textu
se budeme déle zabyvat vhodnou volbou filtru tak, aby byl vektor co nejmensi a zaroven
dochézelo k co nejmensi ztraté dalezitych dat. Tato reprezentace dokumentu je sice pamétoveé
naro¢né, na rozdil od ostatnich v8ak nezptlisobuje tak drastickou ztratu dat, je proto pro
pouziti na detekci plagiatt nejvhodnéjsi.

4.3 Navrh rozdéléni aplika¢ni logiky

V pfedchozi kapitole jsme si pfedstavili rtizné piistupy k zpracovani dokumentu do vhodné
formy. V aplikaci je toto jen prvni krok na cesté od nezpracovanych dokumenti az k vysledné
metrice. Zpracovani dokumentu mizeme rozdélit na nékolik fazi. Nejprve je tfeba zpracovat
dokument z piuvodniho textu do formy, se kterou jde dale sndz pracovat, prvni krok tedy
bude lexikalni analyza. Lexik&lni analyza rozpozné syntaxi dokumentu a zpracuje dokument
na posloupnost lexikalnich elementti. Zavérem minulé podkapitoly bylo, 7Ze nejvhodnéjsf re-
prezentaci dokumentu je vektor pocti vyskyti podfetézci, dalsi fazi tedy bude algoritmus,
ktery tento vektor sestavi. Také bylo zminéno, 7e tento vektor bude mit zna¢nou velikost
a bude jej tfeba zredukovat. To se provede v dalgi fazi, filtru podfetézcti. Nyni zbyva nad
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mnozinou téchto vektorti vypocitat metriku podobnosti (respektive rozdilnosti) pro kazdou
dvojici vektort. Pokud to tedy shrneme, aplikace mé 4 na sebe navazjici faze:

e Lexikaln{ analyzator

e Algoritmus poditajici poCty vyskyti podietézci
e Filtr

e Vysledna metrika

U kazdé faze je tfeba dbat na to, aby neméla pfili§ velkou pamétovou ¢i vypocetni slo-
zitost. Tak jako Tetéz je tak silny, jako jeho nejslabsi ¢lanek, je i u nasi aplikace jedna faze
zpracovani pi{lis vypocCetné nérocnd aplikace pobé&zi nednosné dlouho, i kdyby ostatni faze
byly rychlé a efektivni. Nejproblemati¢téjsi je v tomto ohledu pravdépodobné algoritmus na
pocitan{ vyskytt podfetézci, je vSak také tfeba nepodcenit metriku porovnavani.

4.4 Volba algoritmu pro pocitani vyskytt podietézci

Existuje mnoho algoritmi, pomoci kterych je mozné pocitat vyskyty podietézci v textu. Je-
jich spole¢nym problémem je vypocetni slozitost. Zna¢na ¢ast téchto algoritmi vSak pracuje
na principu vyhledavani vzorku v textu (Rabintv-Karpuv algoritmus, Knuttiv-Morristv-
Pratttv algoritmus a dalsf). Ukolem algoritmu je vsak vyhledavat viechny mozné podietézce,
pocet moznosti se tim tedy zna¢né zuzuje. V tvahu pfipadaji dvé varianty:

1. konstrukce kone¢ného faktorového automatu
2. konstrukce suffixového stromu

Prvni varianta je implementaéné vyrazné jednodu$si, je v8ak zarovenn pomalej$i. Kon-
strukce suffixového stromu pomoci Ukkonenova algoritmu vynika linedrni pamétovou i vy-
pocetni slozitosti, implementace je v8ak velmi pracna. Ptivodni plan byl realizovat poéitani
vyskytl podietézci pomoci konstrukce konecného faktorovy automatu, nakonec vsak doglo
na implementaci obou variant.

4.4.1 Konec¢ny faktorovy automat

Vgechny podietézce nékolika danych fetézci je mozné vyjadiit jako konecny faktorovy au-
tomat. Nejjednodussi na sestaveni je nedeterministicky faktorovy automat s e-pFechody,
zkracené oznacovany e-NFA. e-pFechody jsou pfechody, pomoci kterych se mizeme dostat
do nésledujictho stavu bez vstupniho znaku. Mnozina stavii, do kterych se dostaneme pouze
pomoci e-pfechodi, se nazyva e-closure. Sestaveni faktorového e-NFA pro mnoZinu fetézci
provedeme nasledovné [7]: Nejprve vytvofime pocatetni stav. Déle ¢teme kazdy vstupni fe-
tézec od zacatku ke konci a pro kazdy znak vytvorime stav oznaceny ¢islem souboru a pozici
znaku. Pfiddme pfechod oznaceny preCtenym znakem, ktery sméfuje z naposled pridaného
stavu do nového stavu. Pokud je pfeéten prvn{ znak fetézce, pfechod vychézi z pocatecniho
stavu. PTidame e-pfechody z pocatecniho stavu do v8ech ostatnich stavi s vyjimkou stavi
predstavujicich posledni znak fetézce. Na zavér oznacime vSechny stavy kromé pocateéniho
jako konec¢né.
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Pro implementaci je lepsi, pokud je automat bez e-pfechodii. Na to existuje jednoduchy
algoritmus [14]. Ten funguje ve tiech krocich:

1. Stav je oznacen jako koneény, pokud se v jeho e-closure nachézi néjaky koneény stav

2. Pokud existuje ze stavu p do stavu g prechod oznaceny urcitym znakem, je pfidan
pfechod oznaceny timto znakem také ze stavu p do vSech stavii v e-closure stavu ¢

3. Vsechny e-pfechody jsou smazany

V pfipadé nasi aplikace neni potfeba konstruovat e-NFA, protoze uz samotna konstrukce
NFA bez e-pfechodt je pomérné jednoduché a lze ji provést v linedrnim ¢ase nésledujicim
postupem, velmi podobnym postupu pii vytvareni e-NFA:

Nejprve vytvoifme pocatecni stav. Déle ¢teme kazdy vstupni fetézec od zacatku ke konci
a pro kazdy znak vytvofime stav oznaceny ¢islem souboru a pozici znaku. Pridame pfechod
oznaceny piectenym znakem, ktery sméfuje z posledné piidaného stavu do nového stavu.
Pokud je pfe¢ten prvni znak Fetézce, pfechod vychézi z poc¢atecniho stavu. Pfidame prechod
oznafeny pre¢tenam znakem, které sméfuje z pocateéniho do nového stavu (tento krok je
jediné, v ¢em se algoritmus lisi od konstrukce e-NFA). Na zavér oznalime vechny stavy
kromé pocatecniho jako konecné.

Posledni faze je algoritmus na pfevod nedeterministického koneéného automatu na de-
terministicky. Tento algoritmus je zaloZeny na spojovani mnozin stavi NFA [16]. Kazdy
stav DFA vznikne slou¢enim mnoZziny stavi NFA. Za¢tneme v pocatetnim stavu, pro kazdy
vstupni znak mame mnozinu nasledujicich stavi. Tyto stavy spojime do stavi DFA a pfi-
dame do grafu DFA. Tyto stavy zaroven pfidame do fronty otevienych stavi, ze kterych
postupné odebirdme. Do této fronty je stav pfiddn pouze v piipadé, Ze se uz v grafu ne-
vyskytuje. Z fronty otevienych stavi postupné odebirdme a providime stejny postup jako
u pocateéniho stavu - pro kazdou podmnozinu stavi NFA ziskdme mnozinu néasledujicch
stavll pro kazdy vstupni symbol a tu spojime do stavu DFA. V pfipadé, ze stav DFA pro
danou podmnozinu jiz v grafu DFA existuje, pfidame pouze piechod pro piislusny vstupni
znak.

4.4.2 Suffix tree a suffix trie

Suffixovy strom vychézi z myslenky, ze kazdy podfetézec je pfiponou (suffixem) piedpony
(prefixu) puvodniho textu [12]. Jeho hlavni vyhodou je rychlost. Suffixovy strom je mozneé
zkonstruovat v linearnim ¢ase a je pomoci néj mozné v linedrnim ¢ase zjistit, nachézi-li se
dany fetézec v textu, pro ktery byl suffixovy strom zkonstruovéin, je-li dany fretézec jeho
suffixem a také kolikrat se v textu vyskytuje. Je také mozné pouzit jednodussi, ale méné
efektivni variantu suffixového stromu zvanou Suffix trie.
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Obrazek 4.1: Faktorovy NFA s epsilon piechody pro dvojici Fetézci abca a cha

Obrazek 4.3: Faktorovy DFA pro dvojici fetézci abca a cha
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4.4.2.1 Suffix tree

Konstrukce suffixového stromu je implementa¢né naro¢né, ale velmi efektivni metoda vyhle-
davani fetézct v textu. Suffixovy strom je datova struktura tvofend uzly a hranami, predsta-
vujici mnozinu suffixti vstupniho textu. Uzly pfedstavuji jednotlivé podfetézce, pficemi listy
stromu predstavuji suffixy. Pocet listi tim padem odpovida délce vstupniho testu. Vnit¥ni
uzly maji vzdy alesponn 2 potomky|13], pocet uzli je maximalné 2n, kde n je dalka textu.
Pro vnitini uzel vzdy plati, Ze pocet vyskytd podietézce, jenz uzel predstavuje, se rovna
poctu listd podstromu, jehoz je dany uzel kofenem, coz umoziuje jednoduse ze suffixo-
vého stromu vyéist pocet vyskytt vech podfetézct daného textu. Hrany stromu predstavuji
podfFetézce textu a jsou definovany pomoci dvou hodnot: pozice pocatetniho znaku a po-
zice kone¢ného znaku. Diky tomu, Ze jedna hrana zabird konstantné velké misto v paméti
a polet hran je o 1 mensi nez pocet uzld, je pamétova slozitost suffixového stromu line-
arni. Pro kazdy uzel plati, Ze z néj nemize vychazet vice hran zacinajicich stejnym znakem.

Ke konstrukei suffixového stromu se pouziva Ukkonentv algoritmus|11]. Ukkonenuv al-
goritmus mé linedrni ¢asovou i pamétovou sloZitost, ¢imz se Ffadi mezi nejlepsi algoritmy
podobného typu. Suffixovy strom je vytvafen inkrementélné p¥i prochazeni textu po jednot-
livych znacich od zacatku ke konci. P¥i prochézeni jsou do stromu piidavany suffixy pocinajici
prec¢tenym znakem a kondcici koncem textu. Konec textu se ¢asto oznacuje jako ukoncovaci
znak - $§. V pripadd, ze ve stromé neexistuje hrana vedouci z kofFene zacinajici pFectenym
znakem, je tento suffix pouze pfidan jako novy list, do kterého vede nové vytvorena hrana
z kofene. Pokud v8ak uz ve stromu hrana z kofene se stejnym pocateénim znakem existuje
(coz znamena, Ze uz ve stromu existuje suffix, ktery mé s novym suffixem spoleény prefix),
novy suffix se nepfida a zadind prochazeni stromu. Algoritmus si pamatuje posledni navsti-
veny uzel (aktivni uzel), hranu, na které se nachézime (aktivni hranu) a pozici na té hrané
(aktivni délka). Tato pozice se posouvé, pokud je na aktivni hran& nalezen piecteny znak,
pokud dojdeme na konec hrany, jako aktivni uzel se nastavi uzel na konci této hrany. Pokud
se nachazime v uzlu, jako aktivni hrana se nastavi hrana zacinajici pfectenym znakem. Pro-
hledavani se zastavi, kdyz nasledujici znak na aktivn{ hrané neodpovida prectenému znaku,
nebo pokud se nachazime v uzlu, ve kterém chybi hrana zacdinajici pfe¢tenym znakem. Nyni
je potreba aktualizovat strom. Pokud se nachézime v uzlu, je tfeba pridat novou hranu s no-
vym listem. Pokud se nachézime uprostfed hrany, je t¥eba hranu rozdélit a novou hranu
s novym listem pfifadit novému uzlu, ktery rozdéluje aktivni hranu. Tuto tpravu je potieba
provést i na v8echny suffixy fetézce daného aktivnim uzlem, aktivni hranou a aktivni délkou.
K tomu slouzi odkazy mezi uzly zvané suffix links. Ty propojuji vnitini uzly tak, Ze suffix
link uzlu odkazuje na uzel, ktery predstavuje jeho o 1 krat$i suffix. Pomoci téchto odkazt
se postupné dostaneme az ke kofenu, pficemz kazdy uzel v konstantnim ¢ase aktualizujeme.
Pocet navstivenych uzlid odpovida délce suffixu, linedrni slozitost je tedy zachovana. Po aktu-
alizaci stromu se opét nachézime v kofenu, tedy jako aktivni{ uzel je nastaven kofen a aktivn{
délka je vynulovana a prochézeni textu pokracuje.

Upravy oproti piivodnimu Ukkonenovu algoritmu Vzhledem k tomu, 7e suffix tree
je vytvaren pro mnozinu fetézci namisto jednoho fetézce, je tfeba podcitat s tim, Ze mohou
nastat situace, které pti konstrukci stromu pomoci oby¢ejného Ukkonenova algiritmu nena-
stanou. Jako pfiklad si miZeme piedstavit situaci, kdy mame v mnoziné dva stejné retézce -
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struktura stromu bude stejné, jako by byl v mnozné jen jeden, ale po¢ty vyskytt podfetézct
se budou ligit. Neplati uz tim padem ve vSech pripadech pravidlo, Ze pocet vyskyti se rovné
poctu listt podgrafu. Dalgi zésadni rozdil je v tom, Zze pokud je v pivodnim suffixovém
stromu piidan list, je jistota, Ze tento uzel ztstane listem po celou dobu béhu algoritmu. To
bohuzel v nai situaci neplati. Pfedstavme si, Ze médme dva Tetézce, Fetézec A a fetézec B, kde
A je prefix fetézce B. Jako prvni je zpracovan fetézec A. P¥i prochézeni fetézce B nastane
situace, kdy je tieba k listim stromu pfidat nového potomka, list tedy prestane byt listem.
Pokud bychom postupovali podle obycejného Ukkonenova algoritmu, narazime na problém,
kdy aktualizujeme list a je potiFeba akualizovat i vSechny jeho suffixy. Protoze v pivodnim
Ukkonenovu algoritmu se vytvareji suffix linky jen u vnitinich uzla (u listi nejsou potieba)
je t¥eba doplnit algoritmus o vytvareni suffix linkt u v8ech uzli, véetné listi. Potom uz neni
problém aktualizovat list, protoZe muZeme postupovat pomoci suffix linkii az do kofene,
stejné jako u vnitinich uzld. Dalsi problém, ktery je tfeba zohlednit, je situace, kdy dobéhne
algoritmus v okamziku, kdy se nachazime uprostfed hrany. V tom pfipadé je tieba hranu
rozdélit (a stejné tak i u v8ech kratsich suffixi), protoze podfetézec na této pozici bude mit
u prochézeného souboru o 1 vétsi pocet vyskytli nez podietézec pfedstavovany koncovym
uzlem aktivni hrany.

Soucet poétu vyskytii Soucet vychazi z pravidla, Ze pocet vyskyti Fetézce se rovna poctu
listd v podstromu, jehoz je uzel kofenem. Toto pravidlo v naSem piipadé nemusi vzdy platit,
algoritmus je tedy tieba trochu upravit. Stale plati, ze k vyskytim uzli se p¥i¢itaji vyskyty
potomk, list v§ak mize mit vice nez jeden vyskyt a vnitfni uzel mtze mit vétsi pocet vyskytu
nez soucet vyskyta u jeho potomkt. Pti konstrukei stromu se pfifadi pocty vyskytt uzltim -
hlavné listtm, ale také vnitfnim uzlim — v pfipadé, ze v tomto uzlu skonéime po zpracovani
tokenizovaného souboru. Ve druhé fazi probéhne soucet poct vyskyti — k poétim vyskyti
vnitfnich uzld se pfiétou poéty vyskyta potomki. Takto postupujeme smérem od listu ke
kofenu. S¢itani musi probihat ve spravném potadi, k tomu poslouzi fronta zpracovanych uzli.

4.4.2.2 Suffix trie

Suffixovy strom se dé sestavit i jednodu$si metodou, kdy na hranich nejsou podietézce, ale
znaky. Tento algoritmus dokdZe vyhledat vzorek v Case linedrné zavislém na délce vzorku,
jeho konstrukce v8ak pracuje s kvadratickou slozitosti[12]. Pouziti suffixového stromu pomoci

vvvvvv

4.5 Volba filtrt podretézcii

Filtr podretézci mé za tkol zredukovat délku vektoru poéti vyskyttd. Zde je tfeba najit
vhodny kompromis mezi Gsporou paméti a ztratou dat. Mezi nejzakladnéjsimi kriterii fil-
trovani podretézci mutze byt polet soubort, ve kterych se vyskytuje - pokud se vyskytuje
pouze v jednom souboru, informace o poctu jeho vyskytd je pfi hledani plagiatt nepod-
statna. Pokud se naopak podfetézec vyskytuje ve velkém pocétu soubort, je pravdépodobné,
7e shodnosti ve vyskytech jsou ndhodné, protoze ze jedna o podfetézec, ktery se bézné vysky-
tuje v LaTeXovych dokumentech, aniz by to musely byt plagidty. Dalsim kritériem mtize byt
miniméalni nebo maximalni délka podfetézce. Pokud stanovime minimalni délku, nastanou
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Obrazek 4.4: Suffix trie pro fetézec abdabc

¢ dabc ¢ dabc

OO O

Obrazek 4.5: Suffix tree pro fetézec abdabc
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dva problémy - pokud nastavime minimélni délku malou (napfiklad 2 a vice), redukce délky
vektoru bude minimalni, pokud stanovime tuto minimalni délku vys$i, miZeme narazit na
problémy p# porovnavani malych soubort. Pro srovnani je naimplementovano vice filtri a
na testovacich datech je zhodnocena jejich uplatnitelnost.

4.6 Volba metriky

4.6.1 Kosinova podobnost

Kosinova podobnost je jednoduse kosinus mezi dvéma vektory. Hodnota této vzdalenosti je
tedy v rozmezi 0 az 1, kde 0 je nejmensi a 1 je nejvétsi podobnost. Pouziva u nékterych exis-
tujicich nastroju na detekci plagiatt jako metrika podobnosti, piikladem je systém CHECK,
zminény v predchozi kapitole.

4.6.2 Manhattanska vzdalenost

Tato vzdélenost, nazyvand téz Taxikaiskd vzdalenost, patif mezi nejjednodussi metriky po-
rovnavani vektort. Jeji ndzev vychézi z pravouhlého usporadani ulic na Manhattanu, tvoii-
cich pravidelnou m#{zku. Taxikafska se nazyva proto, ze vyjadiuje vzdalenost, kterou ujede
taxikar v této siti ulic z jednoho bodu do druhého. Pro vypodet stadi secist rozdily jednotli-
vych slozek vektoru viz vzorec:

n

d(@', 717) = Z ‘Ui — W; (4.1)

i=1

4.6.3 FEukleidovska vzdalenost

Eukleidovska vzdalenost je ze v8ech metrik rozdilnosti vektort nejpouzivanéjsi. Casto, pokud
se uvadi pojem vzdélenost, je tim automaticky myslena Eukleidovskd vzdéalenost. V dvoj-
rozmérném prostoru se vypocita znamou Pythagorovou vétou, v n-rozmérném prostoru je
zobecnéna vzorcem:

(4.2)

Kromé geometrie ma vyuziti napriklad v oblasti data miningu. Jako p¥iklad miizeme uvést
klasifika¢ni metodu k-means, kterd rozdéli mnozinu vektori na k t¥id podle Eukleidovské
vzdélenosti od jejich tézist.

4.6.4 Minkowského vzdalenost

Pro ptedchozi dvé metriky existuje zobecnéni v podobé Minkowského vzdalenosti.

Manhattanska vzdélenost je specidlnim pripadem Minkowského vzdalenosti s parametrem
A =1, pro Eukleidovskou vzdélenost plati A = 2.
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4.6.5 Mahalanobisova vzdalenost

Mahalanobisova vzdalenost se podobéd Eukleidovské vzdalenosti. Na rozdil od v8ech dosud
zminénych vzdéalenosti je bezrozmérna. K vypoctu je tfeba znat kovarianéni matici (ve vzorci
oznaCenou S). Pokud tvoif S jednotkova matice, je Mahalanobisova vzdélenost stejna jako
Eukleidovska. Kovarianéni matice slouzi k tomu, aby se méfitko a sklon os pfizptsobily
rozlozeni bodi v prostoru.

d(7, @) = \/ (5 — &)S—1(¥ — ) (4.4)

Kovarianéni matice, nékdy také oznacovana jako varianc¢ni-kovarian¢ni matice, je ¢tver-
cova matice n X n, kde n je délka vektorti, pro které je kovariance pocitdna. Na diagonale jsou
hodnoty variance, na vSech ostatnich mistech kovariance. Kovariance se spo¢ita néasledujicim
vzorcem:

Cov(z,y) = (x; — T)(y; —7)/N (4.5)

V tomto vzorci je N celkovy pocet vektort, T a ¥ jsou priamérné hodnoty promeénnych

Y 7

pro které kovarianci poc¢itame. Ze vzorce je patrné, ze kovarianéni matice je soumérnd podle
diagonély.

Jedna ze zdkladnich myslenek pfi navrhu aplikace byla, Ze detekce plagiati nebude jen
na zakladé poctu vyskyti, ale ze zvySend pozornost bude vénovana podietézctim, které jsou
spoleéné pro maly pocet soubort a v ostatnich se nevyskytuji. Ty jsou totiz jako potencidlni
plagiaty nejvice podezielé. Z tohoto diivodu se zda Mahalanobisova vzdélenost jako nejvhod-
néjsi ze zminénych metrik. Jeji velikou slabinou je v8ak velikd vypocetn{ narocnost. Pro jeji
spocitani je tfeba maticovych vypoctd, které jsou, vzhledem k velkému rozméru vektoru,
velice vypocetné narocné. Pro vypocet je tfeba vytvofeni inverzni matice a dvé maticova
néasobeni, byla proto dana prednost vypocetné méné naroénym metodam.

Mahalanobisova vzdalenost je vyuZzivana mimo jiné pii klasifikaci. P¥ikladem vyuziti Ma-
halanobisovy vzdélenosti u klasifika¢nich metod je shlukova analyza. Objekty jsou pomoci
shlukové analyzy rozdélovany do t¥id na zakladé vzajemné podobnosti a rozdilnosti od ob-
jekta z jinych tFid.

4.6.6 Cebysevova vzdalenost

Mezi dalsi vzdalenosti, které stoji alespon za zminku poé&itame éebyéevovu vzdalenost, ktera
vyjadiuje maximum ze vSech rozdild jednotlivych slozek vektoru. Na sachovnici predstavuje
pocet taht, které potfebuje kral na piesun z jednoho hraciho pole na druhé, proto se pro ni
také pouziva pojmenovani Sachova vzdélenost.
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Kapitola 5

Popis implementace resSeni

V této kapitole je popsina realizace feSeni. Detekce plagiati se sklada z nékolika na sebe
navazujicich fazi, implementaci kazdé z nich je vénovana podkapitola. Tyto podkapitoly jdou
za sebou chronologicky tak, jak za sebou jdou jednotlivé faze.

5.1 Volba programovaciho jazyka

Jako programovaci jazyk pro implementaci byla zvolena Java (JDK 1.6). Hlavnim divodem je
platformni nezavislost. Dalsim divodem je, Ze aplikace sestava z mnoha funkénich jednotek,
bude tedy tfeba vyuzit unit testii — k tomu vyborné poslouzi Javovsky framework JUnit.

5.2 Implementace struktury trid

Trida LatexLexer V této tiidé se nachéazi logika pro tokenizaci. T¥ida obsahuje kolekci
objekti t¥idy TokenCategory, které obsahuji informace o typech tokeni potiebné k béhu
lexikalntho analyzatoru.

Trida TokenCategory Tato tiida slouzi jen pro uloZeni pomocnych dat pro lexikaln{
analyzator. Obsahuje informace, které jsou vyzity pii identifikaci riznych typt tokent. Tato
tfida obsahuje regularni vyraz, pomoci kterého typ tokenu identifikujeme a pfipadné extra-
hujeme text.

Tiida Corpus Trtida zastfeSujici celou mnozinu dokumentt. Obsahuje datové struktury
pro uloZeni vstupnich souborti. Kromé ¢iselnych sekvenci ptredstavujicich tokenizované sou-
bory obsahuje i mnozinu vektori vyskytd podietézci v téchto souborech a metody pro jejich
porovnani. Téchto metod je vice a jejich srovnani je vénovan prostor v kapitole Experimenty.

Ttids Alphabet Tiida obsahuje informace o abecedé, do které jsou vstupni soubory pie-
vedeny pii tokenizaci. Znaky abecedy jsou ¢&isla 0 az n, kde n 4+ 1 je pocet riznych typt
tokenti. Obycejny text je 0, komentar je 1 a dalsi znaky se do abecedy pridavaji za béhu.
V rdmci t¥idy abeceda jsou datové struktury, ve kterych jsou ulozeny dvojice token - ¢iselnd
reprezentace a metoda pro prevod tokenu na &islo.

27
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Alphabet
Substring
g
SuffixTreeNode ActivePoint
1 1.7 1
1=
SuffixTreeEdge SuffixTree
1
PreviouslyAdded DfaState

TokenCategory
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LatexLexer

Dfa

FileComparison
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FileRepresentation

1| Nfa

OpenState
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Obréazek 5.1: Class diagram - PlagiTeX
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Trida Nfa Trfida pro uloZeni nedeterministického faktorového automatu obsahujici me-
todu pro jeho konstrukci. Z divodu tGspory paméti a vypocetniho ¢asu nejde o obecnou
implementace NFA a datové struktury jsou specidlné zjednodugeny pro konkrétni potieby
aplikace, Jsou rozlifeny dva druhy stavii - poc¢atetni, ktery je jako jediny nedeterministicky,
a vSechny ostatni stavy, které jsou objekty tfidy NfaState.

Trida NfaState Tato tfida obdsahuje identifikaci souboru a pozice znaku v ném, odkaz
na nasledujici stav a znak na pfechodu do p¥istiho stavu. Jak uz bylo zminéno, jde o stav
NFA, pfesto méa pouze jeden pfechod do jednoho konkrétniho stavu, je tedy deterministicky.

Trida Dfa Trtida obsahujici algoritmus pro sestaveni deterministického kone¢ného fak-
torového automatu, neobsahujici v8ak jeho strukturu. Algoritmus pro sestaveni automatu
ze vstupniho DFA je pouzit jen pro sestaveni vektoru podietézci, a tak je souCésti t¥idy
jen datova struktura pamatujici si existujici stavy, pfechody v8ak nejsou implementoviny a
automat jako takovy vlastné nenf sestaven.

Trida DfaState Tiida predstavujici stav deterministického kone¢ného automatu. Obsa-
huje kolekci nasledujicich stavt.

Ti#ida OpenState OpenState je otevieny stav pii prochizeni grafu. Nese jen docasné
vyuzitou informaci o prochézenych uzlech.

Tiida SuffixTree Ttida pFedstavujci suffixovy strom a logiku pro jeho sestaveni. M4 jedi-
nou verejnou metodu contruct, kterd sestavi suffixovy strom, a nékolik nevefejnych metod,
které se pii sestavovan{ vyuzivaji. Metoda construct rovnou spocita pocty vyskytt podietézct
a sestavi nezpracované (nevyfiltrované) vektory poc¢ti vyskyti. Z ¢lenskych proménnych a
datovych struktur je vefejnd pouze root - kofen stromu. Ke zbylym uzlim mtzZzeme piistu-
povat pfechézenim z uzlu do uzlu pomoci hran. Déle obsahuje nevefejny seznam listd, ten
se pouziva pii s¢itani pocta vyskytd.

Trida SuffixTreeNode Tato tiida predstavuje uzel suffixového stromu véetné odkazii na
hrany, suffix linku a pole poétu vyskyti v jednotlivych souborech.

Tiida SuffixTreeEdge Tato t¥ida predstavuje hranu suffixového stromu - definovanou
pomoci indexu pocatku podretézce, konce podfetézce a indexu souboru, ve kterém se pod-
Fetézec predstavovany hranou nachazi.

Trida ActivePoint Pomocna t¥ida pfedstavujici misto v suffixovém stromé&. Toto misto
je definovano pomoci aktivniho uzlu (posledniho navstiveného uzlu), aktivni hrany (hrany
na které se nachézime) a aktivni délky (pozice na hranég, kde se nachézime). Navic obsahuje
celkovou aktivni délku, coz je vzdélenost z kofene do bodu, ve kterém se aktualné nachazime

v grafu. Tato hodnota slouZi p¥i pfifazovani hodnot délek podietézcti uzlim.
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T#ida PreviouslyAdded Pomocnd tiida obsahujici odkaz na posledni pFidany vnitini
uzel a list. Slouzi p¥i vytvareni suffix linkd.

T¥ida FileRepresentation Tiida obsahujici dalezité informace o souboru jako nézev,
surova data a tokenizovanou ¢iselnou reprezentaci . Obsahuje metodu na nacteni ze souboru.

T#ida FileComparison Jedna z nejjednodussi t¥id, obsahuje pouze dvojici soubori a
¢islo, oznacujici jejich rozdilnost. Posloupnost objekti této tiidy, sefazend vzestupné podle
rozdilnosti, je koneénym vystupem algoritmu.

5.3 Lexikalni analyzator

Lexikalni analyzator slouzi k pfevodu vstupntho souboru na posloupnost cisel, které je déle
zZpracovavana.

5.3.1 Regularni vyrazy

K rozpoznéavani lexikilnich elementt slouzi engine Matcher, pomoci kterého mizeme sek-
ventné vyhledavat v textu. Nevyhledavame pfitom pouze podle jednoho vzorku (patternu),
ale mame jeden vzorek pro kazdy typ tokenu, s vyjimkou obyc€ejného textu, ten je extra-
hovan z volnych mist v textu mezi rozpoznanymi tokeny. VSechny vzorky se nakonec spoji
do jednoho velkého reguldrntho vyrazu, kde jsou jednotlivé vzorky rozliSené jako takzvané
Capturing groups.

5.3.1.1 Matcher

Matcher umoziuje provadét sekvencni operace na zékladé vzorku (tfida Pattern) [18]. Ttida
Pattern piedstavuje zkompilovanou podobu reguldrniho vyrazu. Pomoci matcheru mtizeme
vyhledévat vyskyty vzorku v textu, nahrazovat je zadanym fetézcem, nebo rozhodovat, jestli
text odpovida vzorku. Podfetézec textu, se kterym matcher pracuje, se nazyva region. Impli-
citné je region cely text, miiZeme ho vSak také ru¢né prenastavit. V lexikalnim analyzatoru
je pouZita metoda find, ktera se pokusi vyhledat prvni vyskyt vzorku v textu budto od za-
¢atku regionu, nebo od prvniho znaku za poslednim vyskytem. Matcher si pamatuje posledni
vyskyt a metoda find funguje sekvenc¢né, stadi ji tedy opakované volat, aniz by p¥i kazdém
volani vracela stejné vysledky. Matcher je moZné resetovat, pricemz piijdeme o informace
o dosavadnich operacich a jako region se nastavi cely text.

5.3.1.2 Capturing groups

Capturing groups v regularnich vyrazech se znaci kulatymi zavorkami. Slouzi k rozdéleni
regularntho vyrazu na mensf celky a v lexikdlnim analyzatoru jsou vyuzity k dvéma ticelim:
rozpoznéani typu tokenu a extrakce vnit¥niho textu. Pokud regularni vyraz rozpoznd hledany
vzorek v textu, mizeme extrahovat pouze uréitou ¢ast rozpoznaného textu. Napiiklad u pii-
kazu \begin{<text>} muZeme extrahovat text uvnitf zavorky. Capturing groups miZe byt
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Typ tokenu Kod Capturing group
Obycejny text
Zacatek prostiedi | \\begin\{([\wx]+)\}
Konec prostiedi \\end\{([\w*x]+)\}
Piikaz \\ (\wt)

Otevirajici zavorka | \ [{|

Zavirajici zavorka | \1}|

Komentai \%C.#)\\n

© 00 =~ Ot W =

Tabulka 5.1: Regularni vyrazy k rozpoznavani lexikdlnich elementi

v jednom vyhledavaném vzorku vice a jsou identifikovany indexem. Indexy se pf¥ifazuji zleva
doprava od 1 vys. Index 0 predstavuje cely regularni vyraz. Regularni vyrazy a p¥islusné
capturing groups jsou vypsany v tabulce:

7 téchto capturing groups je sloZzen dlouhy vzorek, jenz méa nésledujici podobu:

(B1)[(Rs3)|(Rs)|(R7)|(Rs)|(Ro) (5.1)

V tomto vzorku jsou obsazeny vSechny regulérni vyrazy, oznadené R;, kde ¢ je &islo cap-
turing group. Divod, pro¢ netvoii tato ¢isla souvislou postupku je ten, Ze nékteré regularni
vyrazy v sobé maji obsazenou ,zahnizdénou” capturing group. Naptiklad regularni vyraz
pro zatatek prostfedi obsahuje kulaté zavorky a tim padem capturing group uvnit¥ captu-
ring group. Cislo této zahnizdsné capturing group je 2, nebot ¢islovani probihd vzdy zleva
doprava.

Casti vstupniho textu, které nejsou rozpoznany jako soucat zddného lexému z tabulky
vyse, jsou zpracovany jako obycejny text, pokud neobsahuji pouze prazdné znaky — v tom
pripadé nejsou zpracovany vibec.

5.4 Vytvoreni ¢iselné reprezentace dokumentu

Logika pro pfevod rozpoznanych tokeni na jejich ¢iselnou reprezentaci je obsaZena ve tfidé
Alphabet. Pro kazdy rozpoznany token se lexikalni analyzator dotaZe metodou getCharacter
cen Ciselny kod, pokud jeSté neexisuje, je potieba ji vytvorit. Aplikace si pamatuje véechny
dosud prevedené tokeny a jejich ¢iselné kédy. K ulozeni téchto informaci slouzi kolekce zvané
HashMap, ktera obsahuje pary klic-hodnota. Pro kazdy typ tokenu je zvlastni HashMap, kde
jako kli¢ slouzi klicove slovo (napiiklad ,section“) a jako hodnota jeho Ciselna reprezentace.
Ciselné reprezentace je 0 pro oby¢ejny text, 1 pro komentaf a vyssi hodnoty, rostouct s jed-
notkovym krokem, pro ostatni tokeny. Ciselné hodnoty jednotlivych tokent tedy zavisi na
poradi jejich prvnich vyskyti.

Ptevod na éiselnou reprezentaci si demonstrujeme na jednoduchém piikladu:
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Token Typ tokenu Kod
Obycejny text Obycejny text 0
Komentdr Komentar 1
\section Prikaz 2
{ Otevirajici zavorka | 3
} Zavirajici zévorka | 4
\begin{itemize} | Zacatek prostiedi | 5
\item Piikaz 6
\end{itemize} | Konec prostiedi 7

Tabulka 5.2: Ukazka ¢islenych reprezentaci tokent

% komentar
\section{Sekce}
V™nésledujicim seznamu
se nachézi nékolik polozek
\begin{itemize}

\item Jedna

\item Dva
\begin{itemize}

\item TF¥i

\item Cty¥i
\end{itemize}

\item Pét
\end{itemize}

Pro komentai a obycejny text jsou &iselné kody dany piedem (0 pro text a 1 pro ko-
mentar), pro ostatni tokeny jsou p¥idéleny v poradi vyskytu. Ciselné kédy pro tento piiklad
jsou vypsany v tabulce. Pokud pomoci abecedy v této tabulce pifelozime vstupni soubor na
posloupnost ¢isel, vyjde nam pro tento dokument éiselnd reprezentace:

1023040566566767

5.5 Konstrukce kone¢ného faktorového automatu

5.5.1 Konstrukce nedeterministického koneé¢ného faktorového automatu

Implementace nedeterministického kone¢ného faktorového automatu je z divodu tspory pa-
méti a vypodletniho ¢asu zjednoduena. Automat je zkonstruovan pouze k jednomu konkrét-
nimu tcelu, proto nebylo tfeba implementovat datové struktury a t¥idy tak, aby pomoci nich
§lo zkonstruovat jakykoli NFA. Konstrukce vychazi z fakti, Ze jediny nedeterministicky stav
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(stav, kde existuje pro jeden vstupni znak pfechod do vice nasledujicich stavi) je pocatecni
stav. Ostatni stavy maji vzdy jeden vstupni a jeden vystupujici piechod (s vyjimkou tavi
predstavujicch posledni pozici v souboru, ten ma pouze vstupni pFechod) a v8echny jsou
konecné.

5.5.1.1 Implementace pocdateéniho stavu

Pocatecni stav je implementovan velice minimalisticky. Na rozdil od ostatnich stavi ne-
predstavuje konkrétni vyskyt Fetézce ve vstupni posloupnosti ¢isel (tokenizovaném vstupnim
souboru), jediné informace, které je potieba do jeho implementace obsahnout je mnozina
prechodt vychézejicich z tohoto stavu. Stav je tedy implementovin pomoci jiz d¥ive zmi-
néné kolekce HashMap, kde jako kli¢ je vstupni znak a jako hodnota je mnozina nasledujicich
stavi, realizovana pomoci kolekce ArrayList. Tato kolekce obsahuje stavy predstavujici jed-
notlivé vyskyty daného znaku v ¢éiselnych reprezentacich soubord.

5.5.1.2 Implementace ostatnich stavi

Kazdy z ostatnich stavt predstavuje jeden podietézec v nékteré ze vstupnich éiselnych po-
sloupnosti. Jsou implementoviny pomoci t¥idy NfaState, kterd obsahuje nasledujici infor-
mace o stavu:

Vystupni symbol - symbol na vystupnim ptechodu

Nasledujici stav (objekt ti¥idy NfaState)

Index souboru - identifikace vstupniho souboru

Index posledniho znaku podretézce

Cislo stavu . slouzf pii konstrukei DFA

5.5.2 Prevod na deterministicky kone¢ny automat

Algoritmus pro pievod NFA na DFA je vyuzit jako prostiedek k vypodcitani vektort vyskyti
podfetézcli v Ciselnych reprezentacich vstupnich soubort. Cely postup je zalozen na mys-
lence, ze kazdy stav NFA predstavuje urdity podietézec v jednom konkrétnim souboru. Pfi
konstrukci DFA dochézi ke slucovani stavi, béhem kterého jsou do jednoho stavu DFA
slouceny vSechny stavy NFA pfedstavujici vyskyt stejného podfetézce na raznych mistech
raznych &iselnych posloupnosti. Pocet stavit NFA sloucenych do jednoho stavu DFA tedy
predstavuje pocet vyskytdl uréitého podietézce v korpusu. Vzhledem k tomu, Ze jsou stavy
NFA opatfeny informaci o tom, ke kterému souboru nélezi, mizeme tedy spocitat, kolikrat se
ktery podietézec vyskytuje v daném souboru (respetive jeho Giselné reprezentaci). Z téchto
pocti vyskyti je uz za béhu programu sestavovan vektor pro kazdy soubor. Pokud bychom
nepouzili opatieni na redukci déky vektoru (popsana pozdéji), byl by rozmér téchto vektor
roven poctu stavt DFA bez pocatetniho stavu.
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5.5.2.1 MnoZina existujcich stavi

Existujici stavy DFA vznikly slou¢enim mnoziny stavii NFA| k identifikaci existujiciho stavu
tedy stadi znat ¢isla stavii, ze kterych byl vytvofen. Vzhledem k tomu, Ze se nesnazime o kon-
strukci funkéniho automatu a algoritmus pro pfevod NFA na DFA slouzi jen jako prostiedek
k spoéitani vyskyti podfetézcd ,jediné co potiebujeme védét je, jestli stav existuje nebo ne.
Toho docilime pomoci kolekce HashSet, ktera obsahuje klice, ke kterym nenf pfifazena zadna
hodnota, diilezité je pouze informace zda je kli¢ pFitomen v mnoZiné€ nebo neni. Jako datovy
typ tohoto kli¢e je zvolen Biglnteger, tedy celé ¢islo s neomezenou maximéalni velikosti. Kli¢
se podita tak, ze kazdy bit Biglntegeru pfedstavuje jeden konkrétni stav NFA. Pokud je stav
pitomen v mnoziné stavi, ze kterych je stav DFA sloZen, je bit nastaven jako 1. Pozice
onoho bitu je dana di¥ive zminénym ¢islem NFA, které ma rozsah 0 az (n—1), kde n je pocet
stavii NFA, pokud nepoditame pocatecni stav.

5.5.2.2 Konstrukce vektoru pocétd vyskyti

Vektory vyskytdl maji pred spusténim algoritmu dimenzi 0, pfi vytvoFeni nového stavu je
pridana dimenze k vektoru poéti vyskyti podretézci.

5.5.3 Problémy s rychlosti algoritmu

V praxi byl algoritmus shledan ¢asové i pamétové nehospodarny. Doba béhu nad mnozinou
vétsich soubort dostahuje az desitek vtefin, u vétstho objemu dat mizeme narazit i na nedo-
statek paméti. PTi spusténi nad korpusem tvofenym 33 soubory o velikosti 1-92kB trva béh
aplikace priblizné 20s, zatimco FeSeni se suffixovym stromem dobéhne b&hem vtefiny. Proto
je konstrukce vektoru poéti vyskyti pomoci podmnozinové konstrukce DFA ponechana mezi
zdrojovymi soubory, neni v8ak vyuzita jako soucast aplikace.

5.6 Konstrukce suffixového stromu

Datova struktura pouzita v aplikaci neni tradi¢nim suffixvym stromem. Ptavodni Ukkonentiv
algoritmus bylo tifeba modifikovat, nebot se nejednd o strom obsahujici prefixy jednoho
Fetézce, ale o strom se vSemi suffixy koneéné mnoziny fetézcu.

5.6.1 Implementace datové struktury

5.6.1.1 Implementace uzlu

Ttida SuffixTreeNode predstavuje uzel suffixového stromu a uzel je reprezentaci podietézce
z mnoziny vstupnich fetézci. Obsahuje i nékteré proménné, které neslouzi pfimo pro kon-
strukei suffixového stromu, vétSinou jsou pouzity pfi séitani poéti vyskyti. TFida obsahuje
néasledujici informace a datové struktury:

e Mnozinu hran vychéazejicich z uzlu - implementovanou jako HashMap, kde jako kli¢
slouzi prvni znak hrany a jako hodnota objekt t¥idy SuffixTreeEdge
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e Suffix link - odkaz na uzel pfedstavujici suffix kratsf o 1

e Odkaz na rodice - uzel, jehoZ je tento uzel potomkem, nemé vyznam pfi konstrukcei,
slouzi pii pocitani vyskytd fetézci v hotovém stomé

e Pocet zapoditanych potomku - slouzi také pfi s¢itani pocétu vyskytd, pokud je roven
poctu vychazejicich hran, znamené to, ze podstrom, jehoz kofenem je tento uzel, je uz
Zpracovan

e Pole pocétu vyskyti - pro kazdy soubor obsahuje pocet vyskytu podietézce v daném
souboru

5.6.1.2 Implementace hrany

Ttida SuffixTreeNode piedstavuje hranu v suffixovém stromu. Tiida obsahuje nésledujici
informace a datové struktury:

e Pozice zacatku podietézce ve vstupnim dokumentu

Porzice konce podfetézce ve vstupnim dokumentu

Index dokumentu - specifikuje, ve kterém dokumentu se nachazi podfetézec vymezeny
pfedchozimi dvéma proménnymi (navic oproti pivodnimu suffixovému stromu)

e Koncovy uzel - objekt tfidy SuffixTreeNode

5.6.1.3 Pomocna trida ActivePoint

Obsahuje informace o aktudlni pozici v suffixovém stromé pii prochazeni. Obsahuje odkaz
na posledni navstiveny uzel (aktivni uzel), aktivni hranu - hranu uprostied niZ se nachazime
a aktivni délku - pozici na této hrané, na které se nachazime.

5.6.2 Implementace Ukkonenova algoritmu

Implementace vychéazi z Ukkonenova algoritmu, nedrzi se ho v8ak do detail. Pravdépodobné
mnoziny hran (ta je tvofend pomoci datové struktury HashMap), stavajici feSeni viak pracuje
rychle i s velkou mnozinou dat. Implementace suffixového stromu je rozdélena na nékolik
metod, z nichZ kazda je v tomto textu zvIast popséana, a jeji volani je zachyceno v activity
diagramu pro vétsi nazornost.

5.6.2.1 increaseActiveLength

Tato metoda je volana, je-li ve stromu nalezen pfecteny znak. Zptusobi pouze pozunuti pozice
ve stromu. V piipadé, Ze se nachazime uprostfed hrany, je pouze inkrementovdna pozice na
hrané (aktivni délka). Pokud se takto dostaneme do uzlu, je aktivni délka vynulovana. Pokud
se pfed volanim nachazime v uzlu, je jako aktivni hrana nastavena hrana za¢inajici pfe¢tenym
znakem a aktivni délka se nastavi na hodnotu 1.
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(©F

[vSechny fetézce zpracovany] = sy
byvaji nezpracované fetézce]

[ MNatist fetézec ]

[uprostfed hrany] Presunout
se pomoci
%M suffix linku
[na konci fetézce] [existuje suffix link] E?eclialg
[pfed koncem fetézce] £
[v uzlu] [neexistuje suffix link]
[ Pretist znak fetézce ]
[znak je ve stromu] [znak neni ve stromL] Presunout
S se pomoci
suffix linku
na dalsi
uzel

| increaseActivelength ] [ canonizeActivePoint ]

existuje suffix link]

[neexistuje suffix link]

g Presunout se na
hranu zaginajici

—> druhym znakem
aktivni hrany

|

[aktivni délka > 0] Dekrementovat

[existuje suffix link]

aktivni délku

Pas
[neexistuje suffix link] NS [aktivii délka = 0]

Obréazek 5.2: Activity diagram - konstrukce suffixového stromu
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5.6.2.2 addNode

Tato metoda je volana, pokud neni pfecteny znak nalezen v suffixovém stromu. Aktualizuje
strom v aktualnim uzlu pomoci volani addNodeToActivePoint (viz niZe) a posouvé se pii
tom po suffix links az do kofene. Pokud se nachazime v kofenu a aktivni délka je vétsi nez
0 (nachazime-li se uprostfed hrany), nepfechézime na dalsi suffix pomoci suffix linku, ale
pomoci pfechodu na hranu predstavujci suffix aktivni hrany. To provedeme tak, Ze vezmeme
znak na druhé pozici na aktivn{ hrané. jako novou aktivni hranu zvolime hranu zacinajict
timto znakem a dekrementujeme aktivni{ délku. Takto postupujeme, dokud je aktivni délka
vétsi nez 0. Jakmile se nachdzime v kofeni a aktivni délka je 0, aktualizace stromu je hotova.

5.6.2.3 addNodeToActivePoint

Nejprve vola funkci CanonizeActivePoint, tim aktualizuje pozici ve stromu tak, aby se na-
chazela spravné v grafu (pfi posunu pomoci suffix linku se muze stat, ze je aktivni délka
vétsi nez délka aktivni hrany, potom je potieba posun do dal§iho uzlu, abychom spravné
ukazovali na existujici pozici v grafu). Aktualizuje strom v daném misté, aktualizuje pouze
jeden suffix (addNode aktualizuje suffix a v8echny jeho suffixy). Podle pozice, ve které se
nachazime, vola jednu ze 3 metod:

e append - pokud se nachézime v uzlu
e split - pokud se nachézime uprostied hrany

e increaseActivelength - pokud uz ve stromu znak existuje

5.6.2.4 append

Prid4 k danému uzlu novou hranu a novy list. Nova hrana sméfuje z pivodniho uzlu do no-
vého uzlu. Listu je pfifazen 1 vyskyt u zrovna prochazeného souboru a 0 vyskyt® u ostatnich
soubort.

5.6.2.5 split

Rozdéli danou hranu nové pfidanym vnitinim uzlem a pfida k novému uzlu hranu vedouci
do nového listu. Listu je pfifazen 1 vyskyt u zrovna prochézeného souboru a 0 vyskyta
u ostatnich soubort.

5.6.2.6 canonizeActivePoint

P¥i posunu pomoci suffix linktt miize dojit k situaci, kdy je aktivni délka (pozice na hrang)
vétsi nez délka aktivni hrany. Tato situace nastava, kdyZ je hrana vychézejici z uzlu, na ktery
ukazuje suffix link, na néjakém misté rozdélena, a aktivni hrana na tomto misté rozdélena
neni. V tom pifpadeé je aktivni délka zkricena o zbyvajici délku hrany a p¥ejde se do dalsiho
uzlu. Tento postup se opakuje, dokud neni aktivni délka mensi nez délka aktivni hrany.
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5.6.3 Upravy oproti piivodnimu Ukkonenovu algoritmu

Suffix linky mezi listy Algoritmus si pamatuje posledni pFidany vnitin{ uzel a posledni
pridany list pomoci t¥idy PreviouslyAdded. Posledni pfidany vnitini uzel slouZi k vytvareni
suffix link vnitFnich uzld a posledni p¥idany list slouzi k vytvareni suffix linkd list.

Pileni hran a ipravy poctu vyskyta Pokazdé, kdyz je dokonéeno zpracovavani fetézce.
pokud se nenachézime v kofenu, nebo aktivni délka je vétSim nez 0, je potifeba upravit
pocty vyskytli. V piipadé, Ze se po zpracovan{ tokenizovaného souboru nachézime v uzlu,
inkrementujeme pro dany soubor podet vyskytt u pfislusného retézce a vSech jeho suffixd.
V piipadé, Zze se nachazime uprostied hrany, je potfeba hranu rozpilit, protoze koncovy bod
hrany se bude ligit poc¢tem vyskyti od prostiedniho (nové pfidaného) uzlu. Nové pridany
uzel mé pfifazen 1 vyskyt u daného souboru, 0 u ostatnich. Rozptleni hran se aplikuje i na
hrany predstavujici suffixy této hrany.

5.6.4 Soucet poctu vyskyti

P#i konstrukci suffixového stromu jsou listim p¥ifazeny p¥i jejich vytvoreni hodnota 1 u sou-
boru, ktery je zrovna prochizen, a 0 u ostatnich souborti. Uzel, ve kterém skoncéime po
prochazeni souboru, ma pocet vyskyti zvysen o 1 u daného souboru. Po konstrukei suffixo-
vého stromu dojde na séitdni hodnot - to probih4 smérem od listt ke korfenu. Pro kazdy uzel
se spoditd suma vlastnich vyskytd a vyskytd jeho potomki. To se realizuje pomoci fronty
uzli ke zpracovani. Nejprve jsou do fronty pfidany vSechny listy. Vyskyty odebraného uzlu
pri¢teme k vyskyttim jeho rodice a pocet zpracovanych potomkl rodice je inkrementovan.
V piipadé, Ze se poclet zpracovanych potomkil rodice rovnd poctu z néj vychazejicich hran
(tedy celkovému po¢tu potomki), je uzel zpracovéan a je pfidan do fronty. Z fronty jsou uzly
odebirany, dokud neni prazdné, potom je soucet vyskytid dokondcen.

5.7 Implementace filtri

Po dokoncen{ konstrukce vektoru po¢tu vyskyti je naplnéna kolekce ArrayList objekta t¥idy
Substring. Ukolem filtru je smazat z kolekce podietézce, které nespliiuji podminku pro pri-
chod filtrem. Podminky se mohou skladat z vice kritérii a jsou zaloZeny na vlastnostech
podfetézci, jako je t¥eba délka ¢ pocet reprezentaci dokumenti, ve kterych se vyskytuje.
Délka vystupniho vektoru miize byt budto libovolné, nebo limitované na uréity pocet prvki
(to v pfipadé, Ze by vypolet metriky byl ¢asové nebo pamétové néroény a pro veétsi roz-
mér vektoru by trval netinosné dlouho). K srovnani kvality filtrti slouzi specialni testovaci
sada dat. Experimentalné byly naimplementovany i nékteré filtry, o kterych se d& predem
predpokladat, ze budou vykazovat §patné vysledky. Implementovany byly nasledujici filtry:

o Filtr na zakladé poctu soubori, ve kterych se vyskytuje - podfetézec se musi vyskytovat
alespoil v po¢tu soubort daném vstupnim parametrem

e Filtr na zakladé poctu soubori, ve kterych se vyskytuje - podfetézec se musi vyskytovat
nanejvys v poc¢tu soubord daném vstupnim parametrem
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Filtr na zédkladé minimaln{ délky podietézce

o Filtr, ktery vybere ze v8ech podietézcti n nejkratsich

Filtr, ktery vybere ze vSech podfetézct n nejdelsich

Filtr, ktery vybere ze v8ech podfetézcti n s vyskyty v nejmensim pocétu soubort

5.8 Metriky porovnavani

Soucasti prace je srovnani riznych metrik, proto bylo vybrano nékolik metrik, které byly
shledany nejvhodnéjsi, a ty byly naiplementovany. P¥i spusténi programu z piikazové fadky
je mozné zvolit, jakou metrikou se budou vektory vyskyta porovnévat. Mahalanobisova vzda-
lenost, o které se piivodné uvazovalo jako o nejvhodné&jsi metrice, nakonec nebyla implemen-
tovana vzhledem k velikym narokim na vypocetni prostiedky. Volba metrik se tedy zuzila
na Fukleidovskou vzdélenost a Manhattanskou vzalenost a jejich modifikace. Pro obé vzda-
lenosti byly naimplementovany vaZzené variaty, coz znamend, ze vysledna vzdalenost byla
vydélena koeficientem - vahou. Vaha je tvofena poctem podietézci, které se v reprezentaci
daného dokumentu vyskytuji. Pfi porovnavani dvou dokumentd je jako vaha pouzit pocet
podietézci v del§im (obsahujicim vice podietézcii) ze dvou porovnavanych tokenizovanych
dokumenti. Tato dprava ma za dcel eliminovat zkresleni zptisobené rozdilnymi délkami sou-
bori. Kratsi soubory totiz maji méné podietézct a tim padem i méné rozdilnych podretézct
a jsou tim padem pravdépodobnéji vyhodnoceny jako plagiaty.

Naimplementovany jsou nésledujici metriky:

e Fukleidovska vzdalenost
e Vizend Eukleidovska vzdalenost
e Manhattanska vzdalenost

e Vazena Manhattanska vzdalenost

Pokud neni zvolena metrika, je implicitné pouzita vazena Eukleidovskd vzdélenost.

Ptvodné bylo v planu implementovat Mahalanobisovu vzdalenost jako hlavni metriku. Na
rozdil od ostatnich metrik neporovnava pouze dva body ve vektorovém prostoru, ale po-
¢ita s rozlozenim v8ech bodd. K tomu vyuziva inverzni kovarianéni matici. Uz v pocatku se
v8ak ukazalo, Ze vzdéalenost nemiize byt pouZzita v prostoru o tolika rozmérech (1 podfetézec
predstavuje jeden rozmér) z divodu veliké pamétové a vypocetni slozitosti. Prvni krok imple-
mentace bylo vytvofeni metody na vypocet vzdalenosti s jednotkovou matici misto inverzni
kovarian¢ni matice, druhym bylo implementovat metodu na tvorbu inverzni kovarianéni ma-
tice. Uz prvni krok v8ak ukazal, Ze vypocet vzdalenosti je piili§ pamétové narocny.
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Kapitola 6

Experimenty

Kromé teoretickych tivah o tom, jaké postupy je vhodné vyuzit p¥i detekci plagiati ve for-
matu LaTeX, je také vhodné ovéfit jejich u¢innost testovanim. Implementace zahrnuje rtizné
filtry a metriky, lze je tedy pouzit v mnoha kombinacich. Abychom zhodnotili, ktera kombi-
nace filtru a metriky je pro praktické vyuziti vhodna a ktera ne, byly sestaveny dvé mnoziny
experimentalnich dat. Nad témito daty je spouSténa aplikace s rtznymi konfiguracemi po-
moci davkového souboru. Vysledky jsou zobrazeny v grafech a slovné zhodnoceny. Zavérem
této kapitoly je volba nejvhodnéjsi konfigurace aplikace.

6.1 Vzdalenost versus vazena vzdalenost

Vazena vzdalenost je vzdalenost dvou vektorti vydélena vahou. Jako vadha je pouzita maxi-
mélni hodnota po¢tu podfetézci v porovnévanych souborech (tedy pocet podietézcii v delsim
ze dvou porovnévanych soubort). Experimenty, které jsou popsany v této kapitole, pracuji
s riznymi verzemi téhoz souboru, testovaci soubory jsou tedy témér stejné velké. Proto mo-
hou byt pfi srovnani pouzity nevazené vzdalenosti, vzhledem k tomu, Ze poméry metrik jsou
témeét stejné jako u vazenych vzdalenosti. V praxi v8ak jsou vyuzity vaZené vzdalenosti, aby
eliminovaly nepomér v metrikich pfi porovnavani kratkych a dlouhych soubort.

6.2 Test vlivu procentualnich zmén na metriku

Prvni ze srovnévacich testd je zalozen na pfedpokladu, ze metrika by méla rist s rostouct
rozdilnosti soubort, tedy soubory, které jsou si vice podobné by mély mit metriku mensi
nez soubory, ve kterych je mnoho rozdilt. Diky podpturné aplikaci PlagiTeX Plagiator je
mozné vytvorit z pivodniho souboru pozmeénénou kopii procentualné danym podilem zmén.
To umoznuje zachytit zavislost procentudlnich zmén na metrice porovnévani do grafu a diky
tomu graficky porovnat rizné konfigurace aplikace. Za zéddouci vysledek se d4 povazovat,
pokud graf roste stabilné a nekolisa. U grafii je tfeba pocitat s tim, Ze soubory byly ndhodné
generovany a kolisdn{ grafu miize byt ¢asteéné zptsobeno ndhodou pfi vytvafeni testovacich
dat.

41
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6.2.1 Tvorba testovaci sady

Testovaci sada je tvofena ruznymi verzemi téhoz dokumentu (jako testovany dokument je
pouzita bakalaiskd prace psana v LaTeXu). Z tohoto souboru je vytvoreno dvacet pozméné-
nych souborti s riznym rozsahem zmén. Pilka téchto dokumentt je vytvorena z pivodniho
zménami obsahu textu, odsazeni a komentaid v rozsahu 10%-100%, s krokem 10% (10%,
20%, 30% atd.). Druhé ptilka souborii je vytvofena podobné, ale kromé téchto zmén navic
dochézi k zménam syntaxe prohazovanim fadkd, opét v rozsahu 10%-100%. V grafu je za-
chycena pouze druhd pulka, protoze pro prvni pilku vychazeji nulové vzdalenosti — soubory
jsou oznaceny za stejné.

6.2.2 Vysledky testu
6.2.2.1 Srovnani filtra

Bez filtru Prvni moZnost je spocitat vyslednou metriku nad mnoZzinou vektori poctiu
vyskytl nezpracovanou zadnym filtrem. Objem dat ke zpracovani je nejvétsi, zaroven vSak
nedochéz{ ke ztraté dat. Kiivka vétsinou roste, mirné vsak kolis4, coz je zptisobeno tim, ze
soubory jsou ndhodné generované. Jednim z cil experimentu je najit filtr, ktery dokaze toto
kolisan{ eliminovat.

Minimalni délka 5 Tento filtr ma podobné vlastnosti jako ten pfedchozi - minimélni
ztrata dat, ale zaroven minimalni redukce objemu dat. Tento filtr totiz odfiltruje v8echny
podietézce délky 4 (délka neni udévana ve znacich, ale tokenech - lexikalnich elementech) a
méné a pocet kombinaci znakt o této délce je zanedbatelny oproti po¢tu viech podfetézcu
v korpusu.

Minimalni délka 20 Pii stanoveni vyssi miniméln{ délky je jiz redukce délky vektoru
poctu vyskyta znatelna. Krivka také stoupa rovnomérné, bez vyrazného kolisani, tento filtr
se pri experimentech ukazal jako jeden z nejlepSich.

100 nejdelsich Tento filtr se ukazal jako Spatna volba - vzhledem k tomu, Ze byla délka
vektoru zna¢né zredukovana, doSlo k velké ztraté dat, hlavni problém vSak je, ze kratsi
podfetézce, pomoci kterych mizeme urcit procentualni podobnost, jsou odfiltrovany, a tak
na hodnoty grafu netvofi rostouci kiivku, jak by bylo zddouci, ale hodnoty lez{ pfiblizné na
vodorovné pfimce.

100 nejkratSich Zde jsou vysledky o néco lepsi, stale vSak nedostacujici. Dochazi k velké
redukci objemu dat a tim padem i ztraté informaci. Kfivka sice pFevazné roste, znatné
v8ak kolisa. Vzhledem k tomu, Ze se do metriky pocitaji pouze kratké podietézce, ztracime
schopnost oznadit soubor jako podeziely z plagidtorstvi na zékladé spoleéného unikatniho
podfetézce.
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Vyskyt pravé ve 2 souborech Tento filtr je dobry v tom, Ze eliminuje podietézce, které
se vyskytuji v mnoha souborech, a vys8§i vahu tak maji podfetézce, které jsou unikatni, a
pokud jsou ve dvou souborech a v ostatnich se nevyskytuj{, miize to znamenat, ze dané pasaz
byla okopirovina. Pokud vS8ak mame porovnat dva soubory na zédkladé procentualnich zmén,
vysledky jsou dost §patné - procentuédlni shodnost je z velké ¢asti ddna spoleénymi vyskyty
krat$ich Fetézctd bézné se vyskytujicich v mnoha souborech.

Vyskyt pravé ve 2 souborech, minimalni délka 20 Pokud je pFedchozi filtr zkombino-
van s filtrem na zdkladé minimélni délky, pribéh kfivky je velmi podobny, pocet podietézci
je v8ak zredukovan.

Vyskyt alesponi ve 2 souborech Tento filtr mé za tkol odfiltrovat podietézce, které se
vyskytuji pouze v jednom souboru, a tim padem jsou pro porovnavani nepodstatné. Ukolem
tohoto filtru je zredukovat délku vektoru poctu vyskyta. Tento filtr sice zptisobuje minimalni
ztratu dat, zaroven je v8ak redukce délky vektoru minimélni - nejmensi ze vSech vyzkousenych
filtra.

Vyskyt alesponi ve 2 souborech, minimalni délka 20 Tento filtr se ve srovnani s ostat-
nimi ukazal jako nejlepsi. Pribéh kiivky je podobny jako u predchoziho filtru, navic dochéazi
k vétsf redukcei dat, protoze jsou vynechany podfetézce nachazejici se jen v 1 souboru, které
jsou pro porovnéni soubori nepodstatneé.

Vyskyt maximalné v 5 souborech Tento filtr dokdze pomérné dost zredukovat ob-
jem dat a vysledky nejsou tplné $patné - kiivka mé rostouci tendenci, ale vykazuje, i kdyz
v mnohem mensi mife, podobné nedostatky, jako filtr, kterym projdou podfetézce nachizej-
cici se v pravé 2 souborech - tedy ze je vyfiltrovano mnoho béznych podietézci, jejichz pocet
vyskytt je zavisly na procentualni podobnosti dokumentt, kfivka tedy neroste dostatecné
rovnomeérne.

100 s vyskytem v nejméné souborech Tento filtr ma opét problém zminény u pred-
choziho filtru a filtru, kterym projdou podietézce nachazejici se v pravé 2 souborech. K tomu
navic dochazi k zna¢né redukci objemu dat a tim i informaénfho obsahu. Vysledky jsou tim
padem mizerné.

100 s vyskytem v nejméné souborech, minimalné vSak ve 2 Tento filtr dopadl velmi
podobné jako ten piedchoz{, tedy velmi Spatné.

6.2.2.2 Srovnani metrik

Eukleidovska vzdalenost Oproti Manhattanské vzdalenosti hodnoty metriky pro jed-
notliuvé filtry nedosahuji tak vyraznych rozdila. U vétsiny filtra kifivky stoupaji celkem
pravidelné a Eukleidovska vzdalenost tedy dosahuje dobrych vysledki.
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Manhattanska vzdalenost 7 grafu je znat, 7Ze u Manhattanské vzdalenosti roste hodnota
metriky prudce s po¢tem rozméri vektorového prostoru (tedy s poctem podietézcir). Tato
vlastnost by mohla zpusobit problémy u korpusu tvofeného soubory rtznych délek (délka
vektoru poc¢tu vyskyti je sice pro v8echny soubory stejné, pro kratsi soubory je v8ak vektor
fidsi). Testovaci data pouzita pro tuto kapitolu jsou tvofena téméf stejné velkymi soubory,
ve srovnavacich testi se to tedy neprojevi. Zkresleni metriky zptisobené mutzeme redukovat
pouzitim vazené Manhattanské vzdélenosti, to je vSak tifeba ovéfit dalsim testovanim.

6.3 Test vlivu pritomnosti spole¢ného bloku textu na metriku

Druhy srovnéavaci test je zalozen na myslence, Ze v plagidtu se mize nachézet blok textu,
ktery je spoletny s origindlem, ale v ostatnich souborech se nevyskytuje. Tento blok je dobré
voditko pro oznacen{ plagidtu a jeho p¥ftomnost v dokumentu by se méla v metrice porovna-
vani projevit. Takovy dokument by mél byt oznacen jako podobné&jgi origindlu neZ ostatni.
Testovaci data jsou opét zpracovana aplikaci s riznymi konfiguracemi s cilem urcit optimélni
konfiguraci.

6.3.1 Tvorba testovaci sady

Testovaci sada je opét tvofena riznymi verzemi téhoz dokumentu (a stejného dokumentu
jako v pfedchozim testu), nyni je v8ak rozsah zmén vzdy 100%, vSechny pozménéné soubory
by tedy mély mit pfiblizné stejnou metriku p¥i porovnani s ptivodnim souborem, s odchyl-
kami danymi ndhodou pii generovani. V jednom z téchto soubort je ponechén kratky blok
textu, ktery je stejny jako v ptivodnim dokumentu. Od tohoto souboru se pfi vhodné volbé
konfigurace oc¢ekava, ze metrika bude nizsi, tedy Zze bude podobné&jsi pivodnimu dokumentu
nez ostatni pozménéné soubory.

6.3.2 Vysledky testu
6.3.2.1 Srovnani filtra

U tohoto srovnani nebudou uvedeny vysledky u vSech filtrii, protoze u vétsiny filtrd nebyla
pritomnost kratkého spoleé¢ného bloku kédu z metriky znatelnd. Zhodnoceni je tedy napsano
jen u téch filtra, s kterymi bylo dosazeno dobrych vysledki, a ostatni jsou pouze uvedeny
v seznamu nevhodnych filtra.

Vyskyt pravé ve 2 souborech Nejlepsich vysledkt dosahl filtr, kterym projdou podie-
tézce vyskytujici se pravé ve dvou souborech. Dévodem je, Ze timto filtrem neprojdou bézné
podfetézce, které maji mnoho vyskytl, ale pouze unikatni podfetézce, které jsou specifické
pro dva soubory, a tim zvysi Sanci odhalit plagiat na zékladé neobvyklého bloku kédu.

Vyskyt pravé ve 2 souborech, minimalni délka 20 Tento filtr ma pfiblZné stejné
vysledky jako pFedchozi, je vSak jeSté lepsi v tom, ze vice zredukuje objem dat. Rozdil
v metrice je také trochu znateln&jsi nez u predchoziho filtru, ac¢koli je tézké stanovit presné,
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ktery filtr je lep8i, protoze ndhoda p¥i generovani testovacich soubort hraje v porovnani
nezanedbatelnou roli.

Minimalni délka 20 Filtr, ktery odfiltruje vSechny podfetézce kratsi nez 20, dosihl po-
meérné dobrych vysledki. To je zptisobeno tim, Ze je odfiltrovano velké mnozstvi nejbéznéjsich
podretézcii, které by zastinily svym pocétem vyskytl unikatni podietézec spole¢ny s origina-
lem, ktery nam napovidé, Ze se miize jednat o plagiat. Tento filtr byl vyzkouSen i v mirné&jsi
varianté - minimalni délka 5, v té vSak dos&hl vyrazné horsich vysledkii, protoze redukce
pocet podretézci jen minimélné.

Vyskyt alespon ve 2 souborech, minimalni délka 20 Kombinace predchoziho filtru
s vyskytem v minimalné dvou souborech vysel ze srovnani jako t¥eti nejlepsi. Dva filtry, které
mély v tomto srovnéni lepsi vysledky, v8ak nedopadly dobfe v pfedchozim srovnani, takze
tento filtr dopadl celkové nejlépe.

Vyskyt maximalné v 5 souborech Tento filtr vykazuje pomérné dobré vysledky ze
stejného divodu jako filtr, kterym projdou podietézce s vyskytem v pravé 2 souborech,
rozdil v metrice v8ak neni tolik znatelny. Zaroven ale dosahuje lepsich vysledkd v prvnim
experimentu.

Ostatni filtry U ostatnich filtrii zanikne rozdil v metrice diky velkému mnozstv{ ostatnich
podfietézcii a rozdil metriky v grafu neni znatelny. Mezi filtry, které se pfi srovnani neosvédéily
patfi:

e Bez filtru

100 nejktratsich

100 nejdelsich

100 s vyskytem v nejméné souborech

100 s vyskytem v nejméné souborech, minimalné vsak ve 2

Minimaln{ délka 5

Vyskyt alesponi ve 2 souborech

6.3.2.2 Srovnani metrik

Eukleidovska vzdalenost V grafu je u nékterych filtrti znat rozdil v metrice u souboru
obsahujici text bloku spoleény s origindlem oproti ostatnim souborti, neni v8ak nijak za-
vratny.



6.4. ZHODNOCENI VHODNE KONFIGURACE 47

Manhattanska vzdalenost U Manhattanské vzdalenosti dosahuji hodnoty metrik opét
daleko extrémnéjsich hodnot oproti Eukleidovské vzdélenosti, i rozdil mezi souborem obsahu-
jicim text bloku spole¢ny s origindlem a ostatn{mi soubory je znatelnéjsi. Z tohoto srovnan{
vysla Manhattanska vzdalenost o néco lépe. Presto nejsou celkové vysledky srovnani vzda-
lenosti{ zcela jednoznac¢né a budou podrobeny dal§imu testovani.

6.4 Zhodnoceni vhodné konfigurace

7 vysledkt predchozich dvou testti vyplyva, Ze nejvhodnéjsi je pouziti filtru, kterym projdou
podretézce vyskytujici se minimalné ve 2 souborech, a které maji uréitou miniméalni délku.
Tato kombinace filtri dopadla nejlépe v prvnim testu a dobfe ve druhém testu. V tom
méla trochu horsi vysledky nez filtry, kterymi projdou podietézce vyskytujici se pravé ve
2 souborech, tyto filtry vSak dosahly pomérné Spatnych vysledki v prvnim testu, je tedy
zvolen nejvhodnéjsi kompromis. Protoze srovnani vzdalenosti nedopadlo zcela jednoznacné a
u exprimentalnich srovnévacich testd nebyla zohlednéna moznost rozdilné velikosti souborti,
budou podrobeny zavére¢nému testovani vazené varianty obou testovanych vzdalenosti.
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Kapitola 7

Testovani

V této kapitole jsou popsany mozné metody testovani a zhodnocena jejich pouzitelnost pro
ovéfeni spravnosti aplikace. Nasleduje zduvodnéni volby testovacich metod a popis implemen-
tace testli. Dale je zdokumentovana tvorba testovaci sady, pribéh testovani a jeho vystupy.
Na zavér jsou zhodnoceny vysledky.

7.1 Volba testovacich prostiredkii

Vzhledem k tomu, Ze samotnd definice plagidtu neni piesné vymezené, je obtizné zmérit
uspésnost aplikace jako celku. Aplikace vSak sestdava z nékolika funkénich ¢ésti, jako je na-
priklad konstrukce vektoru s poéty vyskytt, u kterych se spravnost da jednozna¢éné urdit.
7 téchto davodit je tfeba vhodné nakombinovat vice testt rizného typu, aby vysledky mély
dostatecnou vypovidaci hodnotu.

7.1.1 Unit testy

Unit testy se soustiedi na testovan{ jednotlivych jednotek kodu, které jsou testovany oddé-
lené. Takovouto jednotkou byva v objektové orientovanych jazycich zpravidla t¥ida. Casto
jsou unit testy psany uz pii vyvoji aplikace a jsou pravidelné spoustény k ovéfeni spravnosti
kédu. Tento pFistup se nazyva Test-driven development. Zpracovani dokumentu probiha v né-
kolika fazich, kazda je implementovana jako t¥ida. Pro kazdou z téchto t¥id jsou napsany unit
testy k prokdzani jeji spravné funkénosti.

7.1.2 Systémové testy
Systémové testy se zaméiuji na systém jako celek a patii do skupiny takzvanych Black-
box testt. Black-box testy nepfedpokladaji znalost vnitfniho fungovani systému a testovani

spociva v zadavani vstupd do systému a analyze vystupii. Tento druh testi je vyuzit k zhod-
noceni celkova Gspésnosti aplikace.

51
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7.2 Implementace unit testi

Unit testy byly napsany pro kazdou t¥idu a metodu obsahujici komplexnéjsi logiku. Nebyly
napsany napiiklad pro metody pro praci se soubory, konkrétné metodu vracejici seznam
souborti s pfiponou .tex a metodu, kterd nacte text ze souboru. P#i testech je kladen dtiraz na
jednoduchost - proto jsou jako vstupy i vystupy pro porovnavani ruéné zadana mala testovaci
data a vysledek porovnan s, rovnéz jednoduchym, vzorem spravného vystupu. Pokud by
byly testy pfili§ komplikované, bylo by v pfipadé selhani testu obtiZzné urcit, jestli se chyba
vyskytla v testované metodé, nebo v samotném unit testu. Pro kazdou t¥idu je vytvofeno 1
- 4 testi. K implementaci unit testl je vyuzito frameworku JUnit.

7.2.1 Tfida LatexLexer

Lexikalni analyzator provadi tokenizaci, spravna funkce lexikalnfho analyzitoru pouzitého
v aplikaci tedy je extrahovat z textu lexikilni elementy majici syntakticky vyznam a obycejny
text ignorovat, respektive zpracovat jako genericky textovy token a ignorovat jeho obsah.
Vstupem je vizdy nezpracovany text ve formatu LaTeX a vystupem sekvence tokeni. Za
spravnou lze funkci lexeru povazovat, kdyZ ve vystupni posloupnosti jsou vSechny tokeny
jako ve vstupnim souboru, ve spravném poiadi a zadny nepfebyva.

7.2.1.1 Metoda tokenize

Metoda tokenize slouZi k pfevodu vstupniho souboru ve formatu LaTeX na posloupnost ¢isel.
Cislena reprezentace se pridéluje za béhu v poradi prvnich vyskyti tokent, je tedy mozné
pomérné jednoduse tento pievod provést ru¢né. Pro ovéfeni spravné funkénosti tokenizace
bylo vytvotreno pét kratkych vzorovych textd a pro kazdy ruéné vytvorena ¢iselnd posloup-
nost, vystup metody tokenize je porovnavan s touto posloupnosti. Kromé kratkych uryvkiu
kédu je jako testovaci vstup pouzit také obycejny text bez LaTeXové syntaxe a prazdny
fetézec.

7.2.2 Trida Alphabet

Ttida alphabet slouzi k pfevodu tokeni na Ciselny kod. Obsahuje jedinou metodu, get-
Character, ktera ptifadi tokenu na ziakladé jeho typu a hodnoty celé ¢islo. Toto ¢islo roste
s jednotkovym krokem a je pfifazovano tokentim v poradi prvniho vyskytu, miZzeme proto
celkem jednoduge predpovédét, jaky koéd bude tokenu prifazen. Soucési t¥idy Alphabet jsou
datové struktury, které slouzi k zapamatovani existujicich kéda tokenu. To znamend, ze dvé
rizné volani metody getCharacter se stejnymi parametry mohou mit rizné vysledky. Proto
neni testovano samostatné voldni metody getCharacter, ale nékolik po sobé nasledujicich
volani.

7.2.2.1 Metoda getCharacter

Kazdy test tvofi posloupnost volani metody getCharacter, kde jako parametry slouzi typ a
hodnota tokenu. Spravnost vystupu je kontrolovana po kazdém volani.
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7.2.3 T¥ida Nfa

U konstrukce nedeterministického kone¢ného automatu testujeme jeho jedinou metodu, con-
struct. Ta ma za tkol na zakladé vstupnich Fetézct sestavit nedeterministicky konedny fak-
torovy automat. Vytvoren{ testovacich vstupt je velmi jednoduché, staci jakdkoli mnozina
¢iselnych posloupnosti, problemati¢téjsi je ovérovani spravnosti vysledku, nebot jde o mno-
hem slozitéjsi datovou strukturu nez byly vystupy pfedchozich dvou zminénych unit test.

7.2.3.1 Metoda construct

Pted volanim metody construct si vytvorime testovaci korpus. Ten tvoii objekt t¥idy corpus,
do kterého jsou pridany objekty tfidy FileRepresentation, kterym jsou pfifazeny rutné za-
dané Ciselné posloupnosti. Poté je zavolana metoda construct a vysledek ovéfen. Ovéfovani
je pomérné problematické, proto je zamérné zvolen mensi pocet kratsich posloupnosti, jinak
by byl kéd unit testu moc nepiehledny a hrozilo by, ze unit test bude hlésit selhéni z diivodu
chybného unit testu namisto samotné metody construct. Ovéfovani probiha tak, Ze procha-
zime graf od poc¢aténiho uzlu a kontrolujeme znaky na prechodech a délky jednotlivych ¢asti
grafu.

7.2.4 T¥ida Dfa

Pro tf¥idu Dfa byly vytvofeny unit testy, které v8ak nakonec v projektu chybi. Divodem
jsou zmény struktury aplikace, které by vyzadovaly prepsat testy a vzhledem k tomu, Ze
algoritmus pro pfevod NFA na DFA nakonec neni v aplikaci vyuzit, by to byla ztrata casu.

7.2.5 Ttida SuffixTree

Ucelem t¥idy SuffixTree je sestaveni suffixového stromu pro mnozinu fetézcii, kde ke kazdému
uzlu je pfifazen pocet vyskytt podietézce, ktery uzel predstavuje. Predmétem testovani tedy
je ovéreni, Ze se fetézce z této mnoziny ve stromu nachdazeji a Ze poc¢ty vyskytd souhlasi
s predpokladanymi hodnotami.

7.2.5.1 Metoda construct

Vstupem je objekt t¥idy Corpus, tedy mnozina vstupnich dokumenti - pro kazdy test je tedy
uméle vytvofen maly korpus - mnozina dokumenti v podobé posloupnosti tokenti. Vystupem
metody construct je suffixovy strom, ve kterém dohledavame vyskyty urcitych podfetézcu
a srovnavame s predpoklddanymi hodnotami. Soucasti testu je i ovéTfovani, jestli se fetézec
v suffixovém stromu vibec nachdzi. Podle zpisobu ovéfovan{ spravnych poctt rozdélujeme
testy do dvou kategorif - testy ovéfujici pocet vyskytt jednoho vzorku a testy ovérujici pocet
vyskyt vSech podfetézct v korpusu. Ovéfeni probiha tak, Ze jsou pro podietézec nejprve
hrubou silou (neoptimalizovanym algoritmem) vypocitany pocty vyskytii a poté jsou tyto
hodnoty porovnany z hodnotami vyhledanymi v suffixovém stromu.
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7.2.6 Trida Corpus

Tiida corpus, kromé toho, ze zastfeSuje mnozinu soubori a jejich reprezentaci, také obsa-
huje metody na konecné vyhodnoceni pdobnosti plagiat. Predmétem testovani jsou metody,
které vypoctou matici vzdalenosti a metoda, kterd na zdkladé této matice vrati sefazenou
posloupnost objekt t¥idy FileComparison, tedy dvojic soubort s ¢iselnou hodnotou jejich
rozdilnosti (vzdalenost 0 znamend shodné dokumenty). Déle jsou napséany testy pro vichny
filtry podfetézct. Filtra je pomérné dost, nebudou zde tedy popsany implemntace jednotli-
vych testd.

7.2.6.1 Metoda calculateEucleidianDistances

Testy pro metodu calculateEucleidianDistances vytvoii maly testovaci korpus, které obsahuje
vektory poctu vyskytt predstavujici porovnavané soubory. Vystupem metody calculateE-
ucleidianDistances je pro kazdou dvojici dokumenti ¢islo vyjadiujici vzdalenost téchto dvou
dvou vektort. Diky tomu je ovéfovani spravnosti vysledku jednoduché, navracend hodnota
je porovnéna s ru¢né spocitanou vzdalenosti. Steny test je napsan i pro vaZenou variantu
této metody.

7.2.6.2 Metoda calculateTaxicabDistances

Uplné stejnym postupem je otestovana i metoda calculateTaxicabDistances. Jediny rozdil
v postupu psani testu je volani jiné metody pro spocitan{ metriky. Steny test je napsan i pro
vazenou variantu této metody.

7.2.6.3 Metoda getDocumentComparisons

Vystupem metod pro vypocet metrik je matice vzdalenosti mezi soubory pro kombinace
kazdého souboru s kazdym (s vyjimkou porovnani souboru se sebou samym). Tato matice je
vstupem metody getDocumentComparisons. Pro otestovani si jako vstup vytvoiime testovaci
korpus a pro néj uméle vytvotrime v koédu testu matici vzdéalenosti. Pfedpoklad tspésnosti
testu je, ze vystup, ktery je tvofen posloupnosti objektt tfidy FileComparison, kterd obsa-
huje informace o dvojici soubort a jejich vzdalenost, je spravné sefazen podle vzdalenosti
zadanych v matici.

7.3 Realizace systémovych testi

Pro systémové testy je potieba vhodné sada testovacich dat, tedy sada dokument simulujic{
co nejlépe mnozinu odevzdanych dokumentii, véetné plagiatl, ¢astetnych plagiatii a samo-
ziejmé originadld. Dokumenty jsou rozdéleny do tiid podle trovné plivodnosti od originalu
az po kompletné okopirovanou praci. Systém muzeme pokladat za uspé&sny, pokud dokaze
dokumenty podle téchto t¥id spravné sefadit a nedojde k jejich pomichani. Vstupem je nazev
adresére s testovacimi daty, a dalsi parametry vystupem je seznam dvojic souborti opatfenych
¢iselnym vyjadienim rozdilnosti, sefazeny od nejpodezielejSich k nejméné podezielym.
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7.3.1 Tvorba testovacich dat

Pro uéinné zhodnoceni tspésnosti aplikace a nalezeni pripadnych nedostatkt je vhodné vy-
tvofit mnozinu dat, u které je mozné dosdhnout méfitelnych vysledkt. Testovaci soubory
musi obsahovat rizné druhy tprav textu bézné vyuzivanych k zamaskovani plagiatu. Mno-
zinu puvodnich soubori, které jsou originaly, je potieba doplnit o uméle vytvotfené plagiaty.
Toho je mozné dosdhnout ru¢né délanymi tpravami nebo pomoci podptirného nastroje na
tvorbu plagidti. Prvni metoda ma vyhodu v tom, Ze droven plagiatu bude vyssi, p¥i auto-
matizovaném zpracovin{ maze dojit k vytvoreni syntaktickych chyb. Je v8ak velmi pracna a
u takto vytvorené mnoziny dat je obtiZzné objektivné zhodnotit vysledky. Druha metoda ma
vyhodu v tom, Ze stejné postupy jsou aplikovany na vice soubort, méame tedy lepsi moznost
srovnani. Pracnost vytvofeni testovaci mnoziny dat také neni tolik zavisla na jeji velikosti, je
tedy mozné vytvofit velky korpus. Pro otestovani aplikace byla zvolena kombinace obou pfi-
stupti - byla vytvofena aplikace PlagiTeX Plagiator, kterd umoziuje ndhodné dpravy blokt
textu a zéroven i ruc¢nf editaci. Predpokladem tspéchu aplikace je co nejmensi nachylnost
k témto upravam, tedy co nejmensi metrika rozdilnosti mezi origidlem a kopii.

7.3.2 Podpirna aplikace na tvorbu plagiata

Utelem podpurné aplikace je automatizované pozménit zdrojovy soubor tak, aby byl co
nejobtiznéji odhalitelny jako plagiat a zarovei byl co nejméné pozménén jeho obsah. Aby
byly vysledky co nejlépe méritelné, je moznost zvolit si rozsah zmén - méfeno v procentech
dokumentu. Upravy probihaji po blocich ¥adkit a je moZno si zvolit, kolik procent Fadku
bude pozménéno, a minimalni a maximalni velikost bloku. Pokud jsou tedy tpavy aplikovany
napiiklad na 50% dokumentu, znamena to, Ze upraven je v pruméru kazdy druhy Fadek.

7.3.2.1 Zmény odsazeni

N&hodné vybranym blokiim textu je pfifazeno odsazeni tvofené ndhodnym poctem mezer.

7.3.2.2 Nahrada textu nahodnou kombinaci slov

Volny text je nahrazen nidhodnou kombinaci slov. Vzhledem k zadani diplomové préce -
hledani plagiata v syntaxi v LaTeXu by nemél obsah textu hrat roli - dtlezité jsou znacky.
Soucasti funkce je jednoduchy lexikalni analyzator, ktery ma za tkol oddélit syntaxi od
obsahu. Obsah je poté nahrazen ndhodnou kombinaci slov pochéazejici z textu Lorem ipsum -
bézné vyuzivaného modelového textu|19]. Pocet slov ndhodného vybéru slov zavisi na poctu
slov pivodniho textu.

7.3.2.3 Odstranéni komentara

7 textu jsou odstrandny komentaie, tedy konce Fadkt oddélené znakem %, pokud pfed nim
neni zpétné lomitko.
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ol PlagiTexPlagiator - C:\DIPLOMKA\CorpusSisample_article.tex |E@I£_hj

\documertclass[12pt}article} = Cpen
\usepackage {amesymb amsmath |atexsym} ‘ il

%L Page length commands go here in the preamble
\setlength{\oddsidemargin}{-0.25n} % Left margin of 1in <+ 0in = Tin |2
\setlength{Mextwidth}{7An} % Right margin of 8.5in - Tin-65in=1in |
\setlength{Mopmargin}{-. 75in} % Top margin of 2in -0.75in = 1in

\setlength{\textheight {9 Zn} % Lower margin of 11in - 9in-1in = Tin

i 70
\newtheorem theoremH Theorem} ‘ Reformat indent
\newth definition H{Oefiniti :
\newtheorem {definition H{Defintion} T —.

\renewcommand{\basslinestrstch}{1.5} % 1.5 denctes double spacing. Changing it will change the spacing
‘ Randomize text 80
\setlength{\parindentH{0in}

\begin{document} _ Rmv comments 100 %

\title{A Sample WLaTeX \;Aticle}

“authorfJohn Doe} :
\date{\today} Block line count
\maketitle k] T

\abstract{This a sample "LaTeX document that explains some of the \LaTeX commands}

\section {Introduction} Randomize

\LaTeX \; is @ markup language deslgned and implemented by ‘textbf{Leslie Lamport}, based on “testbf {Donald E. Knuth)'s typesstting language \TeX.
The markup in the source filz of 3 % LaTeX ; document my appear somewhat challenging, but the compiled resutt of the document is cetainly a pleasing
rendering of the mark-up materal v\

\LaTeX \; was buit on \TeX 's foundation. An article is divided into “emphilogical units}, including an abstract, varous sections and subsections,
theorems, and a bibliography. The logical units are typed independently of one anather. Once all the units have been typed, \LaTeX \, controls the
\emph{placement} and “emph{formating} of these elements. “LaTeX \ automatically numbers the sections, theorems, and equations in your article, and
builds the crossreferences. I any changes is made to the aricle, it automatically renumbers its various parts and rebuilds the cross-references

‘\emph{Packages} are extensions of "LaTeX. "LaTeX \; commands, as a rule, start with a backslash {\extbackslash) and tells \LaTeX to do

something special. For example, in the instruction'y
\werb+\emph {nstructions to \LaTeX} +, ‘werb+" Bmph+ is a "LaTeX; command. Ancther kind of |nslruc:tmn is called an “emphienvironment}. For -
1P

mrmrla tha mammends ekt henin fehiakt e 2nd ek b and Blosknkt b amslnes = bakafl skt anuirnemeant_bevte thet 2rs hmad insida thio

Obrazek 7.1: PlagiTex Plagiator - screenshot

7.3.2.4 Prohozeni radkua

Tato tprava zpusobuje, na rozdil od pfedchozich uprav, vaznéjsi zasahy do syntaxe. V praxi
je mozné prohodit fadky ¢i pitkazy tak, aby se zachovala spravnost a podoba dokumentu, jde
to v8ak spiSe ve vyjimeénych pfikladech. Tato automatizované uprava nezachovava spravnost
dokumentu a slouzi spiSe jako ukazatel nachylnosti detekéntho algoritmu k drobnym Gpravam
v syntaxi. Radky jsou prohazovany v ramci kratkych bloki, nedochazi tedy k situaci, kdy
se fadek ze zacatku dokumentu dostane na konec ¢i naopak. Predpokldda se, Ze prohozenf
Ffadkt bude mit vliv na metriku podobnosti, aniz by to nutné€ musela byt slabina algoritmu.

7.4 Testovaci data

K vytvofeni sady testovacich dat je pouZzita mnozina souborti, které nejsou vzajemné plagiaty.
U nékterych z téchto soubori jsou nasledné uméle vytvoreny plagiaty zkopirovanim obsahu
s riznym rozsahem maskovacich dprav, Podle typu a rozsahu téchto tprav jsou testovaci
soubory rozdéleny do t¥id, které oznacuji iroven plagiatu. Dokumenty se déli do nasledujicich
t¥id (v poradi od nejvice k nejméné okopirovanych), oznacenych pismeny A-F:

e Kopie beze zmén (A)
e Kopie se zménami obsahu, ale nezménénou strukturou (B)

e Kopie se zménami obsahu, odsazeni a komentaii (C)
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e Kopie s drobnymi zménami strunktury - prohazovanim ptikaz, vkladanim redundantni
piikazii a podobnymi (D)

e Castetné kopie - kombinace vlastniho a okopirovaného textu (E)

e Original (F)

Je dilezité vyzkouset i citlivost algoritmu na velikost souboru - mnozina dokument ob-
sahuje soubory o rizné velikosti, kratké kvili vyvraceni nachylnosti algoritmu k oznacovani
kratkych soubora falesné jako plagiaty vzhledem k tomu, Ze algoritmus je zaloZen na poci-
tani poctu podretézci a kratdi soubor ma podietézci méné. Zaroven je tfeba zahrnout do
testovacich dat i velké soubory - jednim ze zékladnich pozadavkl na aplikaci je dobéhnuti
v kratkém case i pro velkou mnozinu dat.

K otestovani byly vytvofeny dva rizné korpusy - jeden obsahuje naprosto rozdilné sou-
bory (od malych po rozsahlé), druhy test obsahuje riizné verze stejného dokumentu - soubory,
které nejsou plagiaty, ale maji stejny obsah a ligf se jen v syntaxi. Tyto originély jsou u obou
korpust doplnény o plagiaty vytvofené pomoci aplikace PlagiTeX Plagiator. Soubory jsou
pojmenovany ¢islem a v p¥ipadé plagidtu i pismenem oznacujicim t¥idu plagiatu (naptiklad
soubor Bl.tex vznikl ze souboru 1.tex zménami obsahu textu). Od tspésného textu se oce-
kava, ze set¥idi dvojice porovnavanych souboru tak, aby nejdiive byly originaly s plagiaty
co nejnizsi t¥idy. V piipadé, ze od jednoho dokumentu existuje vice plagiat®, mohou byt
za vzajemné plagidty oznaceny i soubory, které vznikly jako plagiity jednoho spoletného
souboru, aniz by byl jeden vytvofen editaci druhého.

V kapitole Experimenty jsem doSel k zavéru, ze nejlepsi je kombinace filtru, kterym pro-
jdou podfietézce vyskytujici se alesponi ve dvou souborech, a filtru kterym projdou podietézce
od délky 20. Miniméalni délka v8ak byla v testech snizena s pfihlédnutim k velikostem testova-
cich soubort (Pfi experimentech s filtry se pracovalo se soubory vét§iho rozsahu - bakalaiska
prace, zatimco v testovacich datech pracujeme i s velmi malymi soubory). Pro test na mno-
ziné uplné rozdilnych soubori byla stanovena miniméalni délka 3, pro test na mnoziné riznych
soubori se stejnym obsahem je minimalni délka 5. Jako metrika byla pouzita vazena Euklei-
dovska vzdalenost a vazena Manhattanska vzdalenst (kvili nejednoznacnostem ve srovnéni
v kapitole Experimenty), vzhledem k tomu, ze prvni dopadla v testech vyrazné lépe, jsou
zde uvedeny pouze vysledky pro vazenou Eukleidovkou vzdalenost.

7.5 Vystupy testi

Vystupem jsou vSechny dvojice souboril sefazené podle metriky vzdélenosti, coz je velké
mnozstvi dat. Aby bylo moZné nazorné data zobragzit, byly pouzity dva rizné zpusoby zob-
razen{ vysledkti. Prvnim je tabulka dvojic original - plagiat, kde je u kazdé dvojice soubort
uvedena vzdélenost a pofadi v sefazené posloupnosti dvojic. Dal§im vystupem je graf zné-
zoriujici metriky rozdilnosti jednoho vybraného souboru v porovnani se vSemi ostatnimi.
K tomuto souboru je za timto tcelem vytvofen jeden plagiat od kazdé t¥idy. U tabulky si
je tfeba u uvedenych poradi uvédomit, Zze na poradi dvojic soubort se projevi skuteénost,
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Kategorie plagiatu Originél | Plagiat | Pofadi Vzdélenost
Kopie beze zmén 1.tex Alitex | 1/528 |0
3.tex A3tex | 3/528 |0
7.text ATtex |[4/528 |0
11.tex All.tex | 2/ 528 0
Zménény pouze obsah | 1.tex Blitex |6 /528 |0
5.tex Bb.tex [9/528 |0
7.tex B7.tex |10 /528 |0
14.tex Bl4.tex | 8 /528 |0
Zménény obsah, 1.tex Cl.itex |13 /528 |0
odsazeni a komentéfe | 10.tex Cl0.tex | 15 /528 | O
11.tex | Clltex | 16 /528 | 0

15.tex | Cl5.tex | 18 / 528
Zménéna syntaxe 1.tex Dl.tex | 26 / 528 | 0,0555
4.tex D4.tex |21 /528 | 0,036
6.tex D6.tex | 19 / 528 | 0,0195
11.tex Dl1l.tex | 22 / 528 | 0,0489
Zménéna syntaxe 1.tex El.tex |37 /528 | 0,0735
8.tex E8.tex | 29 / 528 | 0,0623
14.tex El4.tex | 71 / 528 | 0,0997

o

Tabulka 7.1: Vysledky testu na mnoziné plné rozdilnych soubort

ze pokud existuje k jednomu originalu vice plagiat, tyto plagiaty se umisti vysoko, jako by
byly vzajemnymi plagiadty. Proto jsou v tabulce mezi dvojicemi souborii s nulovymi vzdale-
nostmi chybéjici mista - nejde o chybu, tato mista jsou obsazena dvojicemi plagiatii majicimi
spole¢ny originél.

7.5.1 Test na mnoZziné aplné rozdilnych soubori

Ve srovnani metrik vzdalenosti vybraného souboru s jeho plagidty dopadl prvni test dobfe.
Poradi souboru sefazenych podle vzdalenosti od vybraného souboru odpovida poradi tiid
plagiatu, mezi plagidty riznych t¥id jsou patrné rozdily ve vzdalenosti od originalu. Soubory,
které nejsou plagidtem vybraného souboru, se umistily v pofadi za plagiaty, a to s vyraznou
rezervou u vétginy soubord. Ve srovnani v8ech dvojic soubori dopadlo perfektné srovnani
originala s plagiaty t¥idy A-C. Srovnani origindla s plagiaty tfidy D dopadlo dobfe, jsou
tu vSak jiz znat rozdily - to je v potradku, nebot syntaxe byla pozménéna. Hufe dopadly
Castecné plagiaty - ptivodni soubory doplnéné blokem textu z jiného souboru. Vétsina se
v potadi soubort umistila v prvnich 10%, jen jeden ¢astecny plagiat skonéil v porovnani
s origindlem na pomérné Spatném umfsténi - 71. z 528.

7.5.2 Test na mnoZiné riznych souborid se stejnym obsahem

Ve srovnani metrik vzdalenosti vybraného souboru s jeho plagiadty a ostatnimi soubory do-
padl tento test o néco hife nez ten predchozi, stile v8ak byly soubory sefazeny spravné
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Kategorie plagiatu Originél | Plagidt | Potadi Vzdélenost
Kopie beze zmén 1.tex Altex |1 /780 0
10.tex Al0.tex | 2 / 780 0
15.text | AlS.tex | 3 /780 |0
23.tex A23.tex | 4 / 780 0
Zméndény pouze obsah | 1.tex Bltex |5/ 780 0
2.tex | B2tex |8/780 |0
8.tex B8.tex |9/ 780 0
19.tex B19.tex | 7/ 780 0
Zménény obsah, 1.tex Cl.tex |10/780 |0
odsazeni a komentére | 5.tex Chtex |14 /780 |0
7.tex Crtex |15/780 |0

16.tex Cl6.tex | 13 / 780
Zménéna syntaxe L.tex Dl.tex | 89 /780 | 0,0275
3.tex D3.tex | 33 /780 | 0,0236
6.tex D6.tex | 28 /780 | 0,0213
16.tex D16.tex | 21 / 780 | 0,0179
Zménéna syntaxe 1.tex El.tex | 110 / 780 | 0,0286
12.tex El2.tex | 61 / 780 | 0,0264
17.tex E17.tex | 30 / 780 | 0,0227

o

Tabulka 7.2: Vysledky testu na mnoziné rtiznych souborid se stejnym obsahem

podle podobnosti tak, Ze plagiaty nizsi t¥idy byly dfive neZ plagiaty vyssi t¥idy a nedoslo
k vyraznéjsimu promichani se soubory, které nejsou plagiatem vybraného souboru. Ve srov-
nani viech dvojic souborii dopadlo perfektné srovnani originalid s plagiaty tiidy A-C. Od
t¥idy D vy§ doslo misty k promichani plagiati s originaly. To je zptisobeno tim, Ze soubory
v testovacim korpusu jsou si v mnoha piipadech velmi podobné, aniz by se jednalo o plagi-
aty. Nejvétsi slabinou jsou opét ¢astecné plagiaty - pivodni soubory doplnéné blokem textu
7z jiného souboru. Ty se vSechny nachézeji v poradi souborii v prvnich 10%, jsou vSak od
prvnich piicek poradi dvojic soubort o néco vzdalen&jsi nez plagiaty nizsich tiid.

7.6 Zhodnoceni

Testy dopadly vyborné pro plagiaty, u kterych nebyla pozménéna syntaxe, pouze obsah, od-
sazeni a komentéafe. U téchto souborti byla metrika vzdalenosti nulova, soubory byly tedy
oznaceny jako totozné. Dobrych vysledkd jsme dosahli u plagiatt, kde byla pozménéna syn-
taxe. Nejvétsi slabinou byly castecné plagiaty, tedy soubory, které jsou z vétsiny originaly,
ale obsahuji spole¢nou ¢ast textu (nebo vice spoletnych ¢asti) pochézejici z jiného souboru.
Podle o¢ekavani dopadly 1épe testy nad mnozinou zcela rozdilnych souborti nez testy nad
mnozinou raznych souborid se stejnym obsahem. Unit testy probé&hly se stoprocentni tispés-
nost{.
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Zaver

Vysledkem préce je kromé samotné aplikace PlagiTeX také rozbor existujicich feSeni a bylo
realizovano mnoho postupi, které byly podrobeny experimentim a testovani. Nékteré po-
stupy byly jiz ve fazi rozboru existujicich feSeni oznaceny za nevhodné k pouziti, jiné byly
implementovany, ale od jejich vyuziti bylo upusténo na zakladé srovnavacich testi. Stalo se
tak budto kvili nepiiznivym vystupiim testt (n&které filtry), nebo piilidné vypocetni naroc-
nosti (konstrukce DFA). Kromé funkéni aplikace na detekei plagiati v souborech ve formétu
LaTeX poskytuje tato prace také ptehled o problematice detekce plagidtti v LaTeXovém
koédu.
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Seznam pouzZitych zkratek

DOM Document Object Model
NFA Non-deterministic Finite Automaton

DFA Deterministic Finite Automaton
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Priloha A
UzZivatelska prirucka

A.1 Format vstupu

Vstup je v podobé parametri piikazové fadky. Jedinny povinny parametr je cesta k adreséfi
se vstupnimi soubory. Z toho se nactou vSechny soubory s pfiponou .tex. Dalsi parametry
jsou nepovinné. Pomoci nich je mozné zvolit konfiguraci algoritmu a format vystupu.

A.1.1 Volba filtrii

Filtr lze zvolit parametrem piikazové fadky oznacujicim kéd filtru nasledovanym dal§im
parametrem s Ciselnou hodnotou, ktera je ve filtru pouzita (Naptiklad pokud chceme filtr
100 nejkratsich podfetézcu, tak parametry budou ,-s 100“). Je mozné kombinovat vice filtrii,
filtry se provadi ve stejném poradi, v jakém jdou po sobé parametry pii volani aplikace. Kody
filtrd jsou nasledujici:

o Filtr na zakladé po¢tu soubori, ve kterych se vyskytuje - podfetézec se musi vyskytovat
alesponl v pocétu soubort daném vstupnim parametrem: -mnfc

e Filtr na zakladé po¢tu soubori, ve kterych se vyskytuje - podfetézec se musi vyskytovat
nanejvys v po¢tu souborti daném vstupnim parametrem: -mxfc

e Filtr na zakladé minimélni délky podfetézce: -ml
o Filtr, ktery vybere ze v8ech podfetézci n nejkratsich: -s
e Filtr, ktery vybere ze vsSech podfetézct n nejdelsich: -1

e Filtr, ktery vybere ze vech podietézci n s vyskyty v nejméné souborech: -snf

A.1.2 Volba metriky

Metriku lze na rozdil od filtru zvolit jen jednu. Volba se opét provadi parametrem piikazové
fadky. Pokud je vice parametri s volbou metriky, plati ten posledni. Kédy metrik jsou
nasledujici:
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Eukleidovska vzdalenost: -e

Taxikaiska (Manhattanska) vzdalenost: -t

Vazenéd Eukleidovskd vzdalenost: -we

Véazena Taxikarska (Manhattanska) vzdalenost: -wt

A.1.3 Volba formatu vystupu

Je mozné zvolit vystupni soubor pomoci parametru -o nésledovaného nazvem vystupniho
souboru. Pokud nenf zvolen vystupni soubor, vystup je vypsdn na standardni vystup. Ze
v8ech moznych dvojic soubort je mozné omezit vypis pouze na porovnani s jednim vybranym
souborem. Tento soubor mtzeme zvolit parametrem -b nésledovanym nézvem souboru.

A.1.4 Priklad vstupu

Nasledujici priklad vstupu nastavi cestu ke korpusu na
C:\Corpus

, filtr tak, ze jim projdou podretézce vyskytujici se alesponi ve 2 souborech a s délkou alesponi
3 a spocitd vazenou Eukleidovskou vzdalenost jako metriku. VypiSe v8echny porovnéni se
souborem 1.tex do souboru output.csv.

C:\Corpus\ -mnfc 2 -ml 3 -we -b 1.tex -o output.csv

A.2 Format vystupu

Vystup je ve formatu CSV, tedy textovy soubor obsahuici jednoduchou tabulku, kde jsou
sloupce oddéleny stifedniky a fadky oddéleny znakem pro novy fadek. Format CSV se bézné
pouziva pro export dat a lze ho otev¥it napfiklad v aplikaci Microsoft Excel. Pf¥iklad takového
vystupniho souboru:

Distance;File 1;File 2;
0,0000;C7.tex;7.tex;
0,0147;9.tex;21.tex;
0,0189;7.tex;15.tex;
0,0189;A15.tex;7.tex;
0,0189;C7.tex;15.tex;
0,0189;C7.tex;A1b.tex;

Pokud nenf zadan nazev vystupniho souboru, je vstup vypsan na standardni vstup.



Priloha B

Obsah prilozeného CD

CD obsahuje nasledujici adresére:

e PlagiTex — aplikace na detekci plagiatii

e Test — testovaci data, véetné aplikace PlagiTex Plagiator, ddvkovych souborii na spous-
ténf testd a soubort s vystupy

e Doc — text dokumetace ve formatu PDF, zdrojové soubory dokumentace a obrazky
pouzité v dokumentaci
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