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Abstrakt

Gnathonemus petersii, Ceskym nazvem rypoun Peterstuv, dokaze generovat elek-
trické pulzy (electric organ discharge, EOD), které mu slouzi ke komunikaci a k ori-
entaci v prostoru. V soucasné dobé je zkouméan jako vhodny druh pro novy animélni
model schizofrenie. Oproti ostatnim modeliim ptinasi rypoun Peterstiv moznost ana-
lyzy jeho elektrické aktivity, a tim obohacuje model o hodnoceni elektrokomunikace.

Pro vyzkum elektrokomunikace je nutné nalézt efektivni zplisob separace sig-
nalti od vice jedincii. V této praci bylo porovnavano nékolik variant algoritmu za-
lozenych na uceni s ucitelem i bez ucitele. Bylo zjisténo, Ze pfi reprezentaci EOD
pomoci spojité vinkové transformace je zachycena vysoka mira interindividualni va-
riability. Casové-frekvenéni reprezentace EOD pak umoznila nalézt i¢innou metodu
(99.4% presnost klasifikace) identifikace dvou jedincu v jednom akvariu, kterd je za-
loZena na uceni bez ucitele a nevyzaduje tak tvorbu trénovaci mnoziny. Tato vyhoda
predstavuje usnadnéni postupu provadéni experimentu, ale hlavné zmirnéni stresové
zatéze pro zkoumané jedince.

Soudésti této prace bylo také vyhodnoceni vlivu psychoaktivni substance (ke-
tamin) a antipsychotika (haloperidol) na parametry EOD rypouna Petersova. Po
intoxikaci ketaminem byl nalezen signifikantni vliv této substance na zménu para-
metru ¢asové-frekvenéni reprezentace EOD, coz se projevuje zpomalenim /protaze-
nim pulzu. Dosazené vysledky ukazuji, ze efekt ketaminu na elektrickou aktivitu
rypouna lze tedy pozorovat uz na trovni jednotlivych EOD. Tento poznatek na-
vazuje na recentni studii, v niz se prokazal vliv ketaminu na elektrickou aktivitu
rypouna Petersova, kvantifikovanou na zédkladé poctu EOD. Vyvolané symptomy
se vSak nepodarilo normalizovat haloperidolem a pro prokazani prediktivni validity
modelu je proto potieba zvolit jiny postup analyzy nebo vyzkouset vice davek a typi
antipsychotika.

Klicova slova: rypoun Peterstv, EOD, schizofrenie, strojové uceni, ¢islicové zpra-
covani signali



Abstract

Gnathonemus petersii (G. petersii) generates electrical pulses (electric organ
discharge, EOD) which are used for communication and spatial orientation. Currently,
it is being investigated as a suitable species for a novel animal model of schizophre-
nia. Unlike other models, G. petersii offers the opportunity to analyze its electric
activity, thereby enriching the model with the evaluation of electrocommunication.

For electrocommunication research, it is necessary to find an efficient way to
separate signals from multiple individuals. In this thesis, several types of supervi-
sed and unsupervised learning algorithms were compared. The results demonstrated
that time-frequency representation of the EOD using continuous wavelet transform
captures a high degree of interindividual variability. The time-frequency represen-
tation of the EOD then enabled to discover the effective method (99.4% accuracy)
for identifying two individuals in the same aquarium, based on unsupervised lear-
ning and thus not requiring the creation of a training set. This advantage represents
a simplification of the experimental procedure and, most importantly, a reduction
of the stress imposed on the individuals under study.

The aim of this thesis was also evaluation of the influence of the psychoactive sub-
stance (ketamine) and the antipsychotic (haloperidol) on the parameters of the EOD.
After intoxication with ketamine, a significant effect of this substance on the time-
frequency representation parameters of the EOD was found, manifesting as decele-
ration/prolongation of the EOD. The results indicate that the effect of ketamine on
the electric activity can be already observed at the single EOD level. This observation
follows a recent study that demonstrated the effect of ketamine on the electric acti-
vity of G. petersii, quantified by measuring the number of EODs. However, the
induced symptoms could not be normalized by haloperidol, suggesting the need for
alternative analysis approches or the exploration of multiple doses and types of an-
tipsychotics to confirm the predictive validity of the model.

Keywords: Gnathonemus petersii, EOD, schizophrenia, machine learning, digital
signal processing
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1 Uvod

Gnathonemus petersii (Cesky rypoun Petersuv) patii do skupiny tzv. slabé elek-
trickych ryb, které dokazi produkovat elektrické pulzy (electric organ discharge,
EOD) slouzici k elektrolokaci a elektrokomunikaci. Tyto EOD rypoun generuje po-
moci elektrického organu umisténého v jejich ocase. Diky své vysoké inteligenci,
rozmanité skale vzorcti socidlniho chovani a sofistikované formé komunikace se ry-
poun Petersiiv stava vhodnym kandidatem pro novy animéalni model schizofrenie
a vyzkum efektivnich zptsobu jeji 1écby. Pro vyhodnoceni prediktivni validity mo-
delu je zapotiebi hlubsi prozkouméni vzorct chovani v zavislosti na jeho elektrické
aktivité a vyhodnoceni zmén této aktivity po navozeni symptomu onemocnéni. [1]

Tradiéni animalni modely neumoznuji modelovani verbalni komponenty
symptomt, a proto by analyza komunikace rypount prostiednictvim elektrickych
pulzii mohla byt pro dalsi vyvoj vyznamnym piinosem. [1, 2] V rdmci vyzkumu
elektrokomunikace je vsak nezbytné nalézt efektivni zpiisob separace signéalii ziska-
nych ze simultanniho nahravani elektrické aktivity vice jedincti. S rozvojem metod
strojového uceni pribyva automatizovanych technik, které tento problém tesi s vy-
sokou presnosti. Tyto pristupy jsou vsak vétSinou ¢asové naro¢né nebo jsou uplat-
nitelné pouze za specifickych podminek. Prvnim cilem této diplomové prace bude
proto nalézt vhodny zptisob reprezentace EOD, ktery bude zachycovat vysokou miru
variability mezi tvary pulzi jedinct a dopomitze tak k identifikaci signal vzniklych
pri skupinovych experimentech.

Dosavadni vyzkum ukazuje, Ze intoxikace urc¢itymi psychofarmaky ovliviiuje
chovani rypouna Petersova i jeho elektrickou aktivitu. [1, 3] Elektricka aktivita vsak
byla doposud vyhodnocovana z makroskopického pohledu na signal, nebof byla po-
zornost zamérena pouze na celkovou distribuci EOD v signalu a jeji odchylky pri po-
dani danych substanci. Druhym cilem této diplomové je proto navazat na aktudlni
vyzkum a vyhodnotit mikroskopické modifikace tvart v ramci jednotlivych EOD je-
dinct pod vlivem psychofarmak. Konkrétné bude zkoumén vliv psychoaktivni sub-
stance (ketamin), kterd by méla navodit ptiznaky podobné projevim schizofrenie
a vliv antipsychotika (haloperidol), které by mélo symptomy normalizovat. Dosa-
zené vysledky prispéji k prokazani validity nového animéalniho modelu a zaroven
rozsiti poznatky o elektrické aktivité rypouna Petersova.



2 UVOD

1.1 Motivace nového animalniho modelu

Schizofrenie je vazné psychické onemocnéni, které postihuje az 1 % svétové
populace. [4] Je charakterizované fadou pozitivnich, negativnich a kognitivnich pii-
znakt, které dosud nejsou zcela prozkoumany. Vyvoj animalnich modelt schizofre-
nie pro vyzkum efektivnich 1é¢iv, ktera tyto symptomy normalizuji, je proto klicovy.
Pozitivni priznaky zahrnuji halucinace, bludy a neorganizovanou fec¢, zatimco mezi
negativni priznaky patii emocni oplostélost, socidlni stazeni ¢i abulie (nedostatek
vile). Do kognitivnich ptiznaku pak napiiklad fadime Spatnou koncentraci a poru-
chy paméti. [1, 5]

1.1.1 Modely schizofrenie

Tradi¢ni modely schizofrenie jsou zalozeny na dysfunkci dopaminergniho sys-
tému. Tato dopaminergni teorie byla formulovana na zakladé pozorovani, ze typicka
antipsychotika jsou schopna zmirnit zejména pozitivni projevy schizofrenie blokadou
dopaminergnich receptoru. [6] Ackoliv dopamin hraje kli¢ovou roli v nasem chépani
tohoto onemocnéni, objevuje se stale vice nedostatkii tohoto modelu. Ukazuje se,
ze blokdda dopaminu neni t¢innou lécbou negativnich a kognitivnich symptomi a
u vyznamného podilu pacientt se neprojevuje ani zlepSenim téch pozitivnich. [5]
Jedny z alternativnich modeli jsou zalozeny na pozorovani, ze antagonisté glutaméa-
tergnich receptort jako je napriklad ketamin nebo fencyklidin vyvolavaji psychotické
priznaky a neurokognitivni poruchy, které jsou podobné symptomiim schizofrenie.
Neékteré tyto priznaky mohou byt Gspésné normalizovany agonisty glutamatergnich
receptoru. [1, 4]

Ptesné neurobiologické mechanismy zptisobujici symptomy schizofrenie nejsou
tedy zcela znamy. Tyto nedostatky informaci omezuji vyvoj tuc¢innych 1éCiv
symptomt, ¢emuz by mohl dopomoci vznik nového animalniho modelu s vysokou
prediktivni validitou. Dosavadni animalni modely zalozené zejména na hlodavcich
(my$i a potkani) a rybéach (ddnio pruhované) neumoziuji simulaci verbalnich projevii
schizofrenie jako je napriklad neorganizovana tec¢, a tak je jejich pouziti limitovano
na navozeni priznakl neverbdlnich. Z pozitivnich symptomi je to naptiklad hyper-
lokomoce, trhané pohyby a stereotypie, z negativnich pak snizena socialni interakce
a redukce explorativniho chovani. Rypoun Petersiv by se proto mohl stat vhodnym
modelovym organismem vzhledem k jeho rozvinuté formé komunikace prostiednic-
tvim EOD. [1, 2]

Myslenka pouziti rypouna Petersova jako modelového organismu pro vyzkum
schizofrenie prameni z experimentu Kunzeho a Wezsteina z roku 1987 [3], ktefi zkou-
mali zapojeni dopaminergniho systému pri neuralni kontrole elektrického organu.
[1, 3] Jelikoz se elektricky organ vyvinul ze specializovanych svalovych bunék, bylo
prirozené zkoumat pravé vliv dopaminergniho systému, ktery hraje klicovou roli pri
regulaci motorické aktivity u savct. Pro prokazani této zavislosti, autori analyzo-
vali vliv apomorfinu (agonista dopaminu) a haloperidolu (antagonista dopaminu) na
elektrickou aktivitu a lokomoci rypounti. Elektrickou aktivitu charakterizovali po-
moci interpulznich intervalu (interpulse intervals, IP1), respektive pomoci distribuce
téchto intervaltt po dobu nahravani. Vysledky ukazaly, ze distribuce IPI je signifi-
kantné posunuta smérem ke kratsim intervaliim po podani apomorfinu a smérem k
delsim intervaliim po podéani haloperidolu. Dilezitym poznatkem je také zjisténi, ze
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popsany efekt apomorfinu byl antagonizovan podanim haloperidolu. Obé substance
méli rovnéz vliv na mirné zvyseni lokomocni aktivity. [1, 3]

1.1.2 Aktualni vyzkum

V soucasné dobé je rypoun Petersiiv zkouman jako modelovy organismus pro
glutamatergni teorii schizofrenie. Langova a kol. [1] zkoumali v neddavné studii vliv
ketaminu a haloperidolu na chovani a elektrickou aktivitu 24 rypounii. Behaviorélni
charakteristiky byly vyjddifeny pomoci lokomoce a tigmotaxe (drzeni se u stén).
Lokomoce byla mérena jako procento ¢asu, po ktery ryba byla aktivni (doba loko-
moce) a jako celkovd urazend vzdédlenost. U tigmotaxe byly charakteristiky stejné,
avsak byly méreny pouze v zoné, ktera se nachazela v definované vzdalenosti od
stén (konkrétné v rozmezi 1.5 délky napnutych prsnich ploutvi daného jednotlivce).
Elektrickd aktivita byla kvantifikoviana na zakladé poc¢tu vyslanych EOD. [1]

Experimentovano bylo s nizkou (20 mg/1) a vysokou (40 mg/1) ddvkou ketaminu
a jednou davkou haloperidolu (0.041 mg/1). Ryby byly rozdéleny do dvou oddéle-
nych sérii v zavislosti na mnozstvi podaného ketaminu. Zkouman byl jak vliv latek
podanych samostatné, tak i efekt po podani obou latek zaroven. [1]

Ukazalo se, ze intoxikace nizkou déavkou ketaminu ma za néasledek zvysenou
lokomoci u vétsiny jedincti. Tento projev vSak nebyl normalizovan podanim halo-
peridolu (obrézek 1.1a). Podani nizké davky ketaminu se také projevovalo redukei
¢asu straveného v zoné tigmotaxe (obrazek 1.1b). Pii podani vysoké déavky ketaminu
nebyl v behaviordlnich charakteristikdch zaznamenan signifikantni rozdil. Vysoka
davka ketaminu vsak zapri¢inila vyznamné snizeni poctu vyslanych EOD béhem
zéznamu, pricemz efekt rovnéz nebyl normalizovan podanim haloperidolu (obrazek
1.1c). [1]
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(a) Doba lokomoce (b) Zéna tigmotaxe (c) Pocet EOD

Obrazek 1.1: Efekt ketaminu na lokomo¢ni a elektrickou aktivitu rypouna Petersova
— Grafy zndzornuji rozdily mezi skupinami v rdmci méfeni s nizkou (Sedd, 20 mg/l) a vysokou
(Cernd, 40 mg/1) davkou ketaminu. Porovnani probéhlo mezi kontrolni skupinou (C) a skupinami
intoxikovanymi ketaminem (K), haloperidolem (H) a kombinaci ketaminu a haloperidolu (KH). (a)
Doba lokomoce — procento ¢asu, po ktery ryba byla aktivni, (b) Zéna tigmotaxe — procento ¢asu,
po ktery byla ryba aktivni v zéné tigmotaxe, (¢) Pocet EOD. Hvézdicky oznacuji signifikantn{
p-hodnoty: p < .05 (*), p < .01 (**), p < .001 (***). Prevzato z [1]

Pozorovand hyperlokomoce navozena nizkou davkou ketaminu indikuje tspésné
navozeni pozitivnich symptomi schizofrenie, jako je tomu u dosavadnich animal-
nich modelu zalozenych na hlodavcich [7] a daniich pruhovanych [8]. Hyperlokomoce
a snizena tigmotaxe vyvolané nizkou davkou ketaminu indikuji, Ze intoxikovana ryba
vykonéavala vice ndhodnych a chaotickych pohybti spojenych s poruchou prostorové
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orientace. Oproti tradi¢nim modeliim prinesl rypoun Peterstiv moznost analyzy elek-
trické aktivity, kterd je rovnéz ovlivnénd ketaminem, tentokrat vsak pouze vysokou
dévkou této latky. [1]

Z experimentu plyne, ze efekt ketaminu je zavisly na podaném mnozstvi, pri-
¢emz nizka davka ketaminu se zda byt i¢innéjsi pro navozeni pozitivnich symptomi
schizofrenie. Symptomy vsSak nebyly normalizovany haloperidolem a proto zatim
nebyla prokazana prediktivni validita modelu. Jako hlavni limitaci uvadéji autori
pouziti pouze jedné davky antipsychotika, jelikoz se zvolena davka ukézala byt ne-
efektivni v 16¢bé vyvolanych projevi. [1]

1.2 Charakteristika druhu Gnathonemus petersii

Prirozenym prostfedim rypouna Petersova jsou kalné teky v Africe, ve kte-
rych vyhledava potravu prevazné v noci. Tyto ztizené podminky vizudlni orientace
byly pri¢inou rozvinuti schopnosti lokace a komunikace prostrednictvim elektrickych
pulzu (EOD), které generuje pomoci elektrického organu ve svém ocase. Elektricky
organ je tvoren elektrocyty, coz jsou specializované bunky, jejichz synchronni exci-
tace ma za nasledek produkci EOD a vytvoreni 3D elektrického pole kolem rypouna.
[9, 10, 11]

Pro naslednou detekei elektrického pole a jeho zmén vyuzivaji rypouni tti typy
elektroreceptivnich organti: mormyromasty pro aktivni elektrolokaci, ampularni or-
gany pro pasivni elektrolokaci a knollenorgany pro elektrokomunikaci. Vysokou kon-
centraci elektroreceptorti mizeme u rypouna Petersova nalézt na jeho prodlouzené
pohyblivé bradé (Schnauzenorgan), ktera hraje vyznamnou roli pri vyhledavani po-
travy a prozkouméavani okoli. [11, 12]

1.2.1 Parametry EOD

Charakteristiky EOD slabé elektrickych ryb jsou druhové specifické, pricemz u
nekterych druhi lze nalézt variabilitu vlastnosti pulzu v zavislosti na pohlavi jedincii
¢i jejich hierarchickém postaveni. Rypoun Peterstiv patii do skupiny generujici EOD
pulzniho charakteru s pfibliznou dobou trvani 200 — 400 ps. Frekvence vysilani se
pohybuje mezi 1 — 100 Hz a velmi zavisi na behaviordlnim kontextu. [11, 13, 14]
Pulz se popisuje jako bifazicky a je slozen z mensiho kladného a vétsiho zaporného
segmentu (obrazek 1.2a). [15] Sexudalni dimorfismus se u rypouna Petersova projevuje
pouze béhem obdobi destii, kdy nastava doba pareni. Samci v tomto ¢asovém useku
vykazovali zpravidla delsi EOD nez samice. [16]

Vysilané pulzy je mozné jednoduse nahravat pomoci elektrod umisténych v
akvariu. Polarita a amplituda signdlu je pak zavisla na orientaci a poloze jedince
vici elektrodam.

Na zékladé odlisnych charakteristik EOD lze rozpoznéavat jednotlivé druhy slabé
elektrickych ryb pomoci metod zpracovani signélt a strojového uceni. Signifikantni
rozdily umoznujici tspésnou klasifikaci lze také nalézt v ramci jednoho druhu. Za pii-
znaky popisujici jednotlivé EOD je mozné volit charakteristiky z nasledujicich oblasti

[17, 18]:
1. Casové oblast — napiiklad doba trvani nebo amplituda jednotlivych fazi

2. Spektralni oblast — napriklad maximum vykonové spektralni hustoty nebo po-
meér amplitud harmonickych frekvenci
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3. Casové-frekvencéni oblast — napriklad priznaky vzniklé kratkodobou Fouriero-
vou transformaci nebo vinkovou transformaci

Ve studii zabyvajici se klasifikaci péti druhi slabé elektrickych ryb z rodu Gym-
notus autori porovnavali presnost klasifikace priznakt ziskanych ze tii vyse uvede-
nych oblasti. Ukazuje se, Ze reprezentace EOD v ¢asové-frekvencni oblasti (konkrétné
s priznaky ziskanymi pomoci diskrétni vinkové transformace) vedla na nejvyssi pres-
nost klasifikace druht. [19] Nutno podotknout, ze veskeré signaly z vyse uvedenych
studii vznikaly pii nahravani samostatnych jedinct v akvariu a nebylo tedy potieba
signaly separovat.

o
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o
P

Normalized Amplitude (V)
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e
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>

Time (s) %1074

(a) Typicky EOD rypouna Petersova  (b) Modifikace EOD — Kdmen (vyznaden erné) mé &isté
rezistivni vlastnosti a proto snizuje amplitudu EOD.
Cerv (vyznacen ¢ervené) ma kapacitni i rezistivn{ vlast-
nosti, proto méni amplitudu i tvar EOD, Prevzato z [15]

Obrazek 1.2: Typicky EOD a jeho modifikace vlivem okolnich objekti

1.2.2 Elektrolokace

Rypounem vytvorené elektrické pole je modulovano pritomnosti objekt, které
se svou impedanci odlisuji od okolni vody. Tyto distorze generovaného pole vedou
na zmény toku transepidermalniho elektrického proudu, ¢imz vznika tzv. elektricky
obraz objektu na odpovidajici oblasti povrchu kiize rypouna. Typicky elektricky
obraz ma prostorovy profil typu center-surround (Mexican hat) a zavisi na mnoha
parametrech jako je naptiklad material, velikost, tvar a vzdalenost objektu. Vo-
divy objekt vyprodukuje obraz s velkym stredovym regionem, ve kterém lokalni
amplituda EOD nartsta, obklopeny oblasti, ve které EOD amplituda klesa. Obraz
nevodivého predmétu ma charakteristiku opacnou — ve stiredu amplituda EOD roste,
zatimco v okolnich oblastech lehce nartista. Pomoci zmény amplitudy EOD dokaze
tedy rypoun analyzovat rezistivni vlastnosti objektti. 3D reprezentace elektrického
obrazu sférického objektu je znazornéna na obrazku 1.3. [20, 21]

Popsany proces detekce objektti pomoci sledovani zmén vlastnich vyslanych
EOD se nazyva aktivni elektrolokace. Behem aktivni elektrolokace jsou EOD vyslané
rypounem detekovany pomoci elektroreceptivnich organt, které nazyvame mormy-
romasty. Kazdy mormyromast obsahuje dva typy receptivnich bunék — bunky typu
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Obrazek 1.3: Barvami kdédovana 3D reprezentace elektrického obrazu sférického objektu.
Na dolnim obrazku (B) je objekt blize kuze rypouna, nez na obrazku hornim (A). Zména
amplitudy signélu je barevné kédovana podle vyobrazené stupnice. Prevzato z [20].

A (A-cells) a bunky typu B (B-cells). Oba typy bunék reaguji na zmény ampli-
tudy EOD, ale pouze receptory typu B reaguji na zkresleni tvaru viny. Porovnanim
vstupt obou typu receptori v jednom mormyromastu tak muze rypoun detekovat
mimo objekti s rezistivnimi vlastnostmi i objekty s kapacitnimi vlastnostmi, které
vyvoldvaji jak zmény amplitudy, tak modifikace tvaru EOD (obrazek 1.2b). [12, 22]

Kromé mormyromasti vyuzivaji rypouni k elektrolokaci i ampuldrni organy,
které jsou citlivé na nizko-frekvencni signaly. Tyto organy se uplatnuji pri pasivni
elektrolokaci, kdy jedinec detekuje elektrické pole okolniho prostiedi, které je gene-
rovano napiiklad Zivoucimi organismy ve vodé. [10]

1.2.3 Elektrokomunikace

Pri elektrokomunikaci rypounti hraji kromé tvaru EOD vyznamnou roli i tzv.
sekvence interpulznich intervalu (IPI), coz jsou temporalni vzorce, v rdmci kterych
jsou jednotlivé EOD vysilany. Struktury sekvenci IPI se méni v zavislosti na beha-
vioralnim kontextu, a proto by spravna interpretace struktury vysilanych sekvenci
mohla prispét napiiklad k lepsimu porozuméni kédovani informaci o stimulech v lid-
ském mozku pomoci neuront. 23]

Vyznamnost temporalniho usporadani EOD byla prokazana experimentem,
ve kterém autori vysilali jedinci predem nahrany signédl sekvence IPI. Rypoun se
casteji priblizoval k elektrodé, ktera vysilala naturalni sekvence IPI nez k elektrodé
vysilajici randomizované sekvence totoznych IPI. Na zakladé této reakce lze usuzo-
vat, ze podstatné mnozstvi informace nese i presné usporadani jednotlivych IPI a
ne jen jejich celkova distribuce v signdlu. [23, 24] Rovnéz byl pozorovan rozdil mezi
projevy agrese vuci elektrodé vysilajici sekvence IPI ziskané od utociciho jedince a
sekvence IPI nahrané za klidovych podminek. [23, 25]

P1i interakci vice jedinch mtze dochézet k interferenci jejich EOD vlivem po-
dobné frekvence vysilani. Tento jev nazyvame jamming a vyrazné narusuje schopnost
jedince pouzivat vlastni EOD pro aktivni elektrolokaci. Jedinci pak ¢asto snizuji risk
soucasného paleni pomoci tzv. echo-response, ktera snizuje pravdépodobnost kolizi
pulzti. Pi tomto vzorci komunikace reaguje jedinec na EOD druhého jedince s urci-
tou latenci (pfiblizné 12 ms) ve chvilich, kdy druhy jedinec pravdépodobné vysilat
nebude. [13, 26, 27]
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1.3 Problematika separace signalt

Analyza signalu ziskanych od vice nez jednoho jedince je stale narocnou tlo-
hou, nebot jsou nahrané EOD zavislé na poloze a orientaci jedince vzhledem k
elektrodam. Rozvojem metod strojového uceni vsak v posledni dobé pribyva algo-
ritmu, které maji potencial tento problém Tesit s vysokou uspésnosti. V minulosti
byla identifikace jednotlivych EOD od vice jedincii zaloZzena prevazné na neauto-
matizovanych metodach, které vedly na manudlni separaci EOD pomoci zavislosti
amplitudy a polarity signdlu na poloze jedince v akvariu. Tyto metody jsou vsSak
velmi ¢asové narocné, a proto se stavaji neefektivnimi pro analyzu vysokého poctu
zédznamu. [28]

Jedna z pouzivanych automatizovanych metod je zaloZena na korela¢ni analyze.
V tomto pristupu je z nahravek dvojic extrahovan jeden EOD od kazdého jedince,
ktery nésledné slouzi jako vzor pro krizovou korelaci s ostatnimi EOD v signélu.
Pulz je pak prirazen jedinci, jehoz vzor dosahoval vétsi maximalni hodnoty korelace
se zkoumanym EOD. Tato metoda je vSak presna pouze pokud maji jedinci EOD s
jasné odlisnou délkou trvani. [29]

Mnohem lepsich vysledkii dosahuje metoda zalozend na klasifikaci EOD po-
moci algoritmu SVM (Support Vector Machine), publikovand Matiasem a kol. [28].
V prvnim kroku autofi metody nejprve vytvorili trénovaci dataset z pulzl jedinct
nahravanych samostatné, pricemz EOD reprezentovali vektorem vzniklym pomoci
koeficientti Fourierovy a vinkové transformace (konkrétné dual-tree complexr wave-
let packet transform). Pro extrakei priznaki byly spocteny histogramy ziskanych
vektorti a pro naslednou klasifikaci bylo zvoleno 20 komponent signalu, které od-
povidaly nejméné se prekryvajicim ¢astem histogrami. Pro ovéreni presnosti algo-
ritmu provedli autori experimenty, kdy byly kolem kazdé ryby pripevnény pridavné
elektrody, které zaznamenavali jejich elektrickou aktivitu spolu s pevné uchycenymi
elektrodami v akvariu. Pro udrzeni elektrod v blizkosti jedinct byly draty elektrod
propleteny do nylonové sité, ktera byla pripevnéna kolem ryb. Pri téchto testech
byl pohyb ryb pomérné omezeny, a tak bylo nutné jedince manualné premistovat po
akvariu, aby byl simulovan jejich volny pohyb. Dle ziskanych vysledkt algoritmus
korektné priradil EOD k odpovidajicim jedincim pouze s dvéma chybnymi klasifi-
kacemi na milion EOD. Pti experimentu bylo méfeni provadéno na jedincich z rodu
Gymnotus. [28]






2 Metodika

Tato kapitola se bude zabyvat zptisobem ziskavani dat a postupy jejich zpraco-
vani a vyhodnoceni. Analyza signalu probéhla v prostiedi MATLAB (verze R2022a)
[30] a statistické vypocty v programovacim jazyce R (verze 4.1.1) [31].

2.1 Meéreni

Meérici aparatura byla sestavena Ing. Janem Hubenym z Narodniho tustavu du-
sevniho zdravi. EOD byly nahravany pomoci Ag elektrod, ptivodné urcenych pro
meéreni EEG. Elektrody byly umistény v experimentdlnim akvariu 2 cm pod po-
vrchem vody — ¢tyti aktivni v rozich experimentalniho akvéria a referencni v jeho
stredu (obréazek 2.1). Pro zapojeni elektrod byla vyuzita bipoldarni montaz, tudiz byly
k dispozici 2 mérici kandly. Nasnimané signély byly nésledné zesileny pomoci instru-
mentalniho zesilovace se zesilenim 100 a zpracovany 16-bitovym A /D prevodnikem se
vzorkovaci frekvenci 50 kHz pro kazdy kanal (USB-6003 National Instruments DAQ
system data acquisition unit). Systém byl pro zaznamenani videa synchronizovan s
infra-¢ervenou kamerou. [1]

Obrazek 2.1: Méiici aparatura — Cervené je v obrazku vyznaceno 5 pouzitych elektrod:
referenéni (Ref), dvé pro prvni kanal (Chl+, Chl-) a dvé pro druhy kanal (Ch2+, Ch2-).
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Veskeré zaznamy byly porizeny na Prirodovédecké fakulté UK Mgr. Veroni-
kou Langovou. Méreni byla provadéna na subadultnich jedincich z rodu Gnatho-
nemus petersii a probihala za tmy. Experimentalni akvarium meélo objem 126 1 a
po dobu méfeni obsahovalo 30 1 vody. Vodivost vody byla 258 + 17 uS a jeji tep-
lota 24.6 + 0.6 °C. Pro snizeni stresové zatéze a napodobeni prirozeného prostiedi
rypount byla hladina experimentéalniho akvaria osvétlena cervenym svétlem (10 1x).
7 kazdé elektronahravky, byla vynechana prvni minuta zdznamu a pro analyzu byl
nasledné pouzit navazujici 6-ti minutovy segment. Zaznamy vznikaly od roku 2020
do roku 2023. Pro analyzu signalti byla pouzita data vznikla ze t¥{ nezavislych ex-
periment:

1. Kontrolni méreni

Pro analyzu zékladnich charakteristik signali a interindividualnich rozdili
EOD jedinct bylo pouzito 24 kontrolnich nahravek jedinct (bez intoxikace).

2. Méreni dvojic
Pro separaci signali dvou jedinct v jednou akvariu bylo nejprve nahrano 5
jedinci samostatné a nasledné probéhlo méfeni se vSemi moznymi kombina-

cemi dvojic danych jedincti, ¢imz vzniklo dalsich 10 nahravek. Veskera méreni
z tohoto experimentu probéhla na neintoxikovanych jedincich.

3. Méreni pod vlivem psychofarmak

Experimentu s psychofarmaky se ztucéastnilo 16 jedinct. Jednalo se o design la-
tinskych ¢tverci [32], pricemz mezi mérenimi byl vZdy minimélné 1 volny den.
Kazdy jedinec byl tedy postupné intoxikovan vSemi zkoumanymi substancemi
a prosel i kontrolnim méfenim. Jako psychofarmaka byly pouzity ketamin a
haloperidol, pti¢emz haloperidol byl pouzit v nizké (L, low dose) a vysoké (H,
high dose) dévce. Celkové vsichni jedinci prosli nasledujicimi méfenimi:

(a) Kontrolni méfeni (bez intoxikace) — skupina C

(b) Nizkd davka haloperidolu (0.041 mg/1) — skupina H (L)
(c) Vysoka davka haloperidolu (0.164 mg/1) — skupina H (H)
(d) Ketamin (40 mg/1) — skupina K

(e) Ketamin a nizkd davka haloperidolu — skupina K-H (L)
(f) Ketamin a vysoka davka haloperidolu — skupina K-H (H)

Pred experimentem byli jedinci premisténi do pomocnych akvarii (126 1),
ve kterych zlistavali individualné po celou dobu experimentu. Intoxikace probi-
hala umisténim jedince do menstho akvaria (2 1), které obsahovalo danou sub-
stanci nebo jen ¢istou vodu (v pripadé kontrolniho mérfeni). V tomto akvariu
jedinec ztstal 15 minut a nasledné byl premistén do experimentalniho akvaria,
ve kterém probihalo métreni. [1]
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2.2 Predzpracovani signalu

U kazdého z kandli byla nejprve estimovana plovouci stejnosmérna slozka po-
moci medianové filtrace, a ta poté odectena od signalu. Nasledna identifikace EOD
v signalu probéhla na zakladé nalezeni druhého vrcholu EOD (vrchol s negativni
polaritou na obrazku 1.2a), ¢emuz predchéazelo umocnéni hodnot signélu na druhou.
Detekovany byly EOD, které dosahovaly hodnoty alespori 50 mV (pfed umocnénim)
a byly od sebe miniméalné 1 ms vzdédlené — hodnoty byly urceny experimentalné. Z
kontrolnich nahréavek byla dale odhadnuta doba trvani jednoho EOD jako pokles
amplitudy pozitivni, resp. negativni Spicky EOD na 1 % jeji hodnoty. Maximé&ln{
doba trvani EOD pres vSechny jedince nabyvala hodnoty 440 ps, coz koresponduje
s literaturou. [11] Vysledek byl bran s urcitou rezervou a v nésledujicim zpracovani
bylo pocitano s dobou trvani 820 ps (400 ps nalevo a 400 us napravo od negativni
spicky), coz odpovida 41 vzorkum signalu. Zaneseni vétsi rezervy jiz nebylo mozné
z diivodu nizkych intervali mezi EOD u nahravek dvou jedincti.

Za ucelem slouceni informaci z obou nahranych kanali byl nejprve vytvoren
nulovy vektor o velikosti odpovidajici délce zaznamu. Nésledné byly detekovany
EOD z obou meéricich kanalt a ty poté umistény na odpovidajici pozice nulového
vektoru. Pokud byl EOD detekovan v obou kandlech zaroven, do vysledného signélu
byl vybran ten, ktery dosahoval vyssi absolutni hodnoty negativni Spicky EOD.
Ukazka takto upraveného signdlu je znazornéna na obrazku 2.2.

\

4 T T
| I I I | L L
0 50 100 150 200 250 300 350 20 22 24 26

2

Amplitude (V)
Amplitude (V)

l.
L

8 0

T ||‘| ‘
Time (s) Time (s)

Obréazek 2.2: Ukazka signdlu (vlevo) a jeho detailu (vpravo) — pribéh vznikl slouc¢enim
EOD z obou kanéla

2.3 Reprezentace EOD

Jednotlivé EOD byly reprezentovany pomoci vyjadreni v ¢asové-frekvencéni ob-
lasti. Od tohoto vyjadieni bylo totiz oc¢ekavano, ze povede na nejdetailnéjsi zachyceni
informaci o tvaru a bude tak odrazet nejvyssi stupen variability mezi jedinci. [19]
Tento zptisob reprezentace EOD byl ziskan pomoci spojité vinkové transformace.
Navrzena metoda byla porovnana s originalni reprezentaci EOD v ¢asové oblasti a
reprezentaci ve spektralni oblasti pomoci Fourierovy transformace.

2.3.1 Casova a frekvendni oblast

Nejjednodussi vyjadreni EOD je pfes jeho originalni namérené hodnoty piimo
v ¢asové oblasti. Pro odstranéni zavislosti amplitudy a polarity signalu na poloze
jedince v akvariu, byly EOD normalizovany hodnotou jejich negativni Spicky a po-
pripadé obracena polarita signalu (obrazek 2.3a).
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Pro vyjadreni EOD ve spektralni oblasti byla vyuzita rychla Fourierova transfor-
mace (Fast Fourier Transform, FFT), ktera umoznuje nalézt zastoupeni jednotlivych
frekvenc¢nich slozek v signalu. Za tcelem zlepseni frekvencéniho rozliseni byl signal
doplnén nulami na 256 bodu. Pro reprezentaci EOD byla pouzita pouze absolutni
hodnota ziskanych koeficienti. Spektra byla normalizovana maximalni nalezenou
hodnotou pro dany EOD. (obrazek 2.3b).

2.3.2 Casové-frekvenéni oblast

Spojita vinkova transformace ( Continuous Wavelet Transform, CWT) lokalizuje
vyskyt jednotlivych frekvencnich slozek v casové oblasti. Na rozdil od kratkodobé
Fourierovy transformace (Short Time Fourier Transform) pracuje s variabilni délkou
okna, a poskytuje tak lepsi rozliseni v ¢asové i frekvencni oblasti. Signal je pti tomto
typu transformace rozkladan pomoci sady bazovych funkci, které nazyvame vinky.
Vinky ), s(t) vznikaji skalovanim zdkladni funkce (parametr s) neboli matefské
vinky 1 (t) a jejim posunem v ¢ase (parametr u).

1 t—u
t)=— 2.1
uslt) = =0 () 21)
Koeficienty vlnkové transformace c(u,s) nasledné ziskdme konvoluci zkoumaného
signalu z(t) se sadou vlnek odvozenych z vinky matetské. [33, 34|

clu,s) = [ a(t)wr.(0)dt (2.2)

—0o0

Pro popis jednotlivych EOD byly vyuzity absolutni hodnoty koeficienti vinkové
transformace, tzv. scalogramy. Za materskou vinku byla zvolena vinka Morseova
(parametry: v = 3, P? = 60). Pro zlepsen{ rozliSeni byl signél pred vypoctem po obou
stranach doplnén nulami a po vypoctu byl scalogram opét ofiznut na délku signélu.
Veskeré scalogramy byly normalizovany maximalni hodnotou (obrézek 2.3c). Vznikla
matice byla pro nasledujici zpracovani slouc¢ena do jednoho vektoru po radcich.

Normalized Amplitude (V)

s i 7 8 5 15 2 25 0 1 2 3 1 5
Time (s) %10~ Frequency (Hz) x10* Time (s)

(a) Casové oblast (b) Frekvenéni oblast (c) Casové-frekvenéni oblast

Obrazek 2.3: Znazornéni reprezentaci EOD v ¢asové oblasti (a), ve frekvenéni oblasti
pomoci rychlé Fourierovy transformace (b) a v ¢asové-frekvenéni oblasti pomoci spojité
vinkové transformace (c). Veskeré reprezentace jsou normalizoviny maximalni nalezenou
(absolutni) hodnotou.

Vinkova transformace byla pocitana na 37 a 87 skalach, v zavislosti na typu
tlohy. Pro nalezeni variability mezi jedinci a néslednou separaci signali bylo vyuzito
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nizstho frekvenéniho rozliseni, kviili snizeni vypocetniho vykonu. Naopak u statis-
tického vyhodnoceni parametri, kdy se zkoumaly modifikace parametri v ramci
jednoho jedince a byla tak vyzadovana vyssi presnost detekce charakteristik EOD,
bylo frekvencni rozliseni zvoleno vétsi. Od této reprezentace bylo ocekavano nejlepsi
zachyceni tvaru EOD a jeho odchylek. Cenou za to, vSak byla vétsi pamétova na-
roc¢nost, nebot bylo potfeba pracovat s vektory z vysokodimenzionalniho prostoru.

2.3.3 Parametrizace EOD

Pro statistickou analyzu bylo z kazdého scalogramu extrahovano nékolik pii-
znakii. Nejprve byla nalezena pozice, na které byla namérena maximalni hodnota
ve scalogramu a od této pozice byla nalezena mista, kde maximalni hodnota energie
klesne na 50 % (tento pokles nazveme rozptyl energie). Detekce takovych bodu pro-
bihala ve 4 smérech znazornénych na obrazku 2.4. Z nalezenych pozic bylo pouzito
nasledujicich 6 priznaki charakterizujici scalogram EOD.

1. Fymax (Hz) — frekvence odpovidajici pozici s maximélni energii

2. LF'S (Hz) — rozptyl energie do nizsich frekvenci od Fypax, (Low Frequency
Spread

)
3. HF'S (Hz) — rozptyl energie do vyssich frekvenci od Fyvax, (High Frequency
Spread)

4. T1 S (s) — rozptyl energie v ¢asové oblasti smérem nalevo od ¢asu vyskytu
maximalni hodnoty energie, (Time Spread 1)

5. T>S (s) — rozptyl energie v ¢asové oblasti smérem napravo od casu vyskytu
maximalni hodnoty energie, (Time Spread 2)

6. HFS/LFS (-) - pomér parametru HF'S a LF'S

2.4 Redukce dimenze

P1i nartistu poctu dimenzi maji prostory tendenci fidnout a rozdily mezi vzdale-
nostmi datovych bodu se stavaji zanedbatelnymi, ¢imz ztraceji svij vyznam. Tento
jev se nazyva prokleti dimenzionality (curse of dimensionality) a odrazi skutec-
nost, ze maly nartst dimenzionality vyzaduje velky nartist objemu dat pro zacho-
vani stejné vykonnosti klasifikatoru. Z tohoto diivodu se snazime data transformovat
do nizkodimenzionalnich prostorii pomoci metod redukce dimenze, které nam umoz-
nuji odstranit redundantni priznaky. [35, 36] V této praci budou vyuzity dvé takovéto
metody — PCA a t-SNE.

24.1 PCA

Analyza hlavnich komponent neboli Principal Component Analysis (dale jen
PCA) je metoda redukce dimenze, jejiz cilem je nalézt linedrni projekci N vycentro-
vanych datovych bodl na podprostor nizsi dimenze, ktera zachovava nejvétsi mozné
mnozstvi informace méfené ve smyslu variance. [37, 38]
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< 10

Frequency (Hz

Time (s) 10 4

Obrazek 2.4: Znazornéni parametrizace scalogramu — Cerny bod odpovidé pozici s maxi-
malni energii. Hodnoté tohoto bodu na frekvenéni ose odpovida parametr Fyiax. Od tohoto
bodu jsou ve 4 smérech hleddna mista, na kterych klesne maximélni energie na 50 % své
hodnoty. Tyto 4 pozice odpovidaji parametram LF'S, HF'S, T\ S, T5S.

Meéjme mnozinu D-dimenziondlnich pozorovani {xi, ...,xy}. Cilem tlohy bude
nalézt projekci na prostor dimenze M < D, ktera maximalizuje varianci promita-
nych dat. Pro jednoduchost si predstavme, Ze hledame projekci na jednodimenzi-
ondlni podprostor (M = 1) definovany D-dimenziondlnim jednotkovym vektorem
u;. Kazdy datovy bod x,, je pak promitdn na skaldrni hodnotu uj x,,. Pokud pied-
pokladame vycentrovana data, lze varianci promitanych dat vyjadrit nasledujicim
vyrazem

1 1
N > (uyxn)? = N > (uxn)(x,u1) = uy Ty, (2.3)
n=1 n=1

ve kterém X znadi kovarianéni matici dat

1 i T
== x,X,. (2.4)
N n=1

Jelikoz piedpokldaddme, Ze u; je jednotkovy vektor, neboli Ze ufu; = 1, je mozné
maximalizovat varianci pomoci Lagrangeovych multiplikatort.

L(ul, /\1) = 111[‘2111 + /\1(1 — ulTul) (25)
Polozenim derivace podle u; rovno nule zjistime, ze pro hledany extrém plati

Eul = )\1111, (26)

coz znamena, ze u; musi byt vlastnim vektorem kovarianéni matice 3. Pokud rovnici
vynéasobime zleva virazem u] a vyuzijeme podminky ufu; = 1 zjistime, 7Ze variance
je dana nasledujici hodnotou

ulTEul = )\1. (27)
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Variance bude tedy maximalni, pokud vektor u; bude roven vlastnimu vektoru,
prislusejici nejvétsimu vlastnimu ¢islu. Tento vlastni vektor se nazyva prvni hlavni
komponenta. Pokud budeme uvazovat obecné M-dimenzionalni prostor, lze mate-
matickou indukci dokézat, ze optimalni projekce zachovavajici nejvétsi mnozstvi
variance promitanych dat je definovana M vlastnimi vektory uy, ..., uy; kovarianéni
matice 3 piislusejici M nejvétsim vlastnim ¢islam Aq, ..., Ays. [39, 40]

V této praci byla metoda PCA vyuzita pro extrakci ptiznakt z originalniho
vysokodimenzionalniho prostoru. Konkrétné byly po kazdé aplikaci této metody
pouzity pouze prvni dvé komponenty, jelikoz ve vsech pripadech vyjadiovaly vice
nez 75 % variance puvodnich dat. Dalsim duvodem vyuziti pouze prvnich dvou
komponent je moznost vizualizace vzniklych priznaki.

2.4.2 t-SNE

Linedrni metody redukce dimenze (napt. PCA) se zamétuji na udrzeni odlisnych
datovych bodi v nizkodimenzionalnim zobrazeni co nejdale od sebe. Pro vysokodi-
menzionalni data, kterd lezi na nizkodimenzionalnim nelinearnim manifoldu je vSak
zobrazeni co nejblize, coz typicky neni s linedirnim mapovanim mozné. [41]

Technika t-SNE (¢-Distributed Stochastic Neighbor Embedding) je nelinedrni me-
todou redukce dimenze, ktera slouzi zejména k vizualizaci vysokodimenzionalnich
dat. Cilem této metody je nalézt nizkodimenzionalni reprezentaci, ktera nejlépe za-
chovava vzdalenosti mezi puvodnimi body v origindlnim prostoru. Algoritmus je
tedy schopen zachytit lokalni strukturu dat a také odhalit strukturu globalni, jako
je pritomnost shluki. [41]

Méjme mnozinu D-dimenzionalnich pozorovani {xy,...,xy} a jim odpovidajici
nizkodimenzionalni reprezentaci {yi,...,yny}. V prvnim kroku algoritmu jsou Eu-
klidovské vzdalenosti mezi body v origindlnim prostoru prevedeny na podminéné
pravdépodobnosti reprezentujici podobnosti. Podobnost mezi bodem z; a bodem z;
je definovdna jako podminéna pravdépodobnost pj;, Ze by si bod x; vybral bod z;
za svého souseda, pokud by byly sousedé vybirani v poméru k jejich hustoté pravde-
podobnosti odhadnuté pomoci Gaussova rozdéleni se sttedem v bodé x;. Podobnost
mezi bodem z; a x; 1ze tedy definovat rovnici

exp(—|x; — x[|*/207)
Sk xp(—||xi — xi[|?/207)
kde o; vyjadiuje varianci Gaussova rozdéleni. Pro blizké si body je p;; relativné vy-
sokd, zatimco u daleko rozmisténych bodu bude témér infinitezimalni (pro rozumné
hodnoty ;). Pro zachovani symetrie ve vysokodimenzionalnim prostoru budou po-
dobnosti modelovany pomoci sdruzené pravdépodobnosti, kterd je dana nasledujici
rovnici

Pji = (2.8)

Dl TPl
Pii ="oN
Podobnym zptsobem lze definovat podobnosti i v nizkodimenzionalnim prostoru,
avsak tentokrat bude namisto Gaussovského rozdéleni pouzito Studentovo t- rozdé-
leni s jednim stupném volnosti.

(2.9)

0 = L+ lyi —yIH)~"
T Yea A+ lye — i)

(2.10)
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Toto rozdéleni ma tzv. tézké konce (heavy tails) a umoznuje tak lépe modelovat
vzdalenosti neprilis dalekych bodiu, kterym by Gaussovo rozdéleni priradilo v nizko-
dimenzionalnim prostoru malou pravdépodobnost. Pomoci této modifikace t-SNE
lépe predchézi problému shlukovani (crowding problem). [41, 42]

Mapovani {y1,...,yn} algoritmus hledd pomoci minimalizace Kullbac-
kovy-Leiblerovy divergence (KL) mezi sdruzenou hustotou pravdépodobnosti P ve
vstupnim prostoru a sdruzenou hustotou pravdépodobnosti () ve vystupnim pro-
storu (rovnice 2.11). Minimalizaci provadi pomoci gradientni metody.

C=KL(P||Q) =YY pylog 2 (2.11)
i 4ij
Pro urychleni vypocetniho ¢asu byla pouzita volné dostupna implementace zalo-
zend na polynomialni interpolaci a pouziti FFT (FFT-accelerated Interpolation-based
t-SNE) [43] namisto Burnesova-Hutova algoritmu, ktery pro urychleni vypoctu vy-
uziva vestavéna funkce v prostredi MATLAB.

P1i pouziti metody t-SNE v této praci, byly brany v potaz pouze prvni dva
priznaky mapovani. Je nutné podotknout, ze vykonnost algoritmu t-SNE velmi za-
visi na nastaveni parametrii. Je proto nezbytné vyzkouset vice konfiguraci a vybrat
vizualné nejlepsi mapovani. V nasledujicich ¢astech prace byly pri pouziti algoritmu
optimalizovany dva parametry. Prvnim parametrem je tzv. perplexita na jejiz bazi se
ziskava smérodatna odchylka Gaussova rozdéleni ve vysokodimenzionalnim prostoru
o a urcuje tak odhad efektivniho poctl sousedt kazdého bodu. Druhy parametr pak
nastavuje konstantu, kterou lze nasobit pravdépodobnosti p;;, coZz mize mit za na-
sledek lepsi separabilitu shlukt (parametr exagerace). [41, 42]

2.5 Klasifikace

Pro separaci signalii dvou jedinctt v jednom akvariu bylo vyuzito ¢tyt typt
klasifikatori — dva zalozené na uceni s ucitelem (korela¢ni analyza, SVM) a dva
na uceni bez ucitele (K-Means, DBSCAN). U algoritmu vyzadujici trénovaci data
byly pouzity nahravky samostatnych jedinct v akvariu ziskané z druhého experi-
mentu, pricemz pro trénovani byl vzdy pouzit stejny pocet EOD v obou tridach.

2.5.1 Korelac¢ni analyza

U prvniho typu algoritmu byly z nahravek jednotlivci vytvoreny vzory, vzniklé
primeérovanim scalogramti ze vSech EOD kazdého jedince. Kazdy scalogram z na-
hravek dvojic byl nasledné pritazen k jedinci u kterého byla namétrena vyssi hodnota
korelacniho koeficientu mezi vzorovym a zkoumanym scalogramem. Pro vypocet byl
vyuzit Pearsontiv korelac¢ni koeficient definovany nésledujicim vztahem

SN (Awn — 114) (Bunn — 113)
R=— m_n , (2.12)

$ (Z =2 ) (S~ o)

ve kterém g4, resp. pp znaci prumérnou hodnotu v matici A, resp. v matici B. [44]
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2.5.2 Support Vector Machine

Linearné separabilni data nabizeji nespocetné mnozstvi rozhodovacich hranic,
které separuji tridy, avsak intuitivné lze tici, ze nékteré z nich jsou lepsi nez ty
ostatni. Optimalni rozhodovaci hranici, kterd vede k nejrobustnéjsimu reseni, lze
nalézt pomoci algoritmu Support Vector Machine (SVM) neboli metody podpirnych
vektoru. [37, 39

Meéjme trénovaci mnozinu N vstupnich vektori {xi,Xs,...,xy} a jejich kore-
spondujici t¥idy {ti,...,tn}, kde t € {—1,1}. Linearni diskrimina¢ni funkce pro
binarni klasifikac¢ni ilohu mtze byt definovana pomoci nasledujici rovnice.

Y(X,) = W'x, +b (2.13)

Nové datové body x pak klasifikujeme podle vystupu funkce sign(y(x)). Predpokla-
dejme, ze je trénovaci dataset linedrné separabilni v prostoru priznaki. To jinymi
slovy znamena, ze existuje alespon jedna kombinace parametri w a b takova, ze
tny(x,) > 0 pro vSechny body z trénovaci mnoziny. Algoritmus SVM fesi tuto kla-
sifika¢ni tlohu hledanim optimalni nadroviny, ktera maximalizuje sitku pasma mezi
rozhodovaci hranici a nejbliz$§imi trénovacimi body (obrézek 2.5). Tuto sitku pasma
nazyvame margin. [39]

’,

2 d e
/Ib> s ’

Obrézek 2.5: Optimalni rozhodovaci hranice oddélujici dvé t¥idy (¢erné a bilé body)
pomoci algoritmu SVM. Rozhodovaci nadrovina je definovana rovnici w'x+b = 0. Margin
je definovany nadrovinami w'x +b=1a w'x+b = —1. Podptirné vektory jsou oznaceny
¢ervenou barvou. Prevzato z [45].

Kolméa vzdalenost jakéhokoliv bodu x,, od rozhodovaci nadroviny je dana na-
sledujicim vyrazem

= . (2.14)

Margin je pak definovan jako kolma vzdalenost k nejblizSimu bodu x,, z datasetu.
Cilem je nalézt parametry w* a b*, které tuto vzdalenost maximalizuji. Jelikoz ské-
lovani parametri — kw a b — kb nema vliv na vzdalenost jakéhokoliv bodu x,, od
rozhodovaci nadroviny, lze nastavit t,,(w'x, +b) = 1 pro bod, ktery leZ{ od povrchu
nejblize.
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Vsechny body pak vyhovuji podmince (2.15).

ta(wrx, +0)>1, n=1,.,N (2.15)

Celkové sitka hrani¢niho pasma je tedy rovna hodnoté 2/||w|| (viz obrézek 2.5).
Maximalizace vyrazu 1/||w|| je ekvivalentn{ minimalizaci vyrazu ||w||?, coZ vede na
ulohu kvadratické optimalizace s omezenimi. [39]

1
w* b* = argmin — ||w]|?
w,b 2

(2.16)

za podminky t,(w'x, +b) > 1, n=1,..,N

Problém lze vyfesit zavedenim Lagrangeovych multiplikatori o = (a, ..., an) T,
pricemz «,, > 0, kden =1, ..., N.

L(w,b,a) = ;HWHQ — > a{ta(w'x, +b) — 1} (2.17)

n=1

Nulovani parcidlnich derivaci vyrazu L(w,b, &) podle w a b, vede na nalezeni dvou
podminek.

N N
W = Z ptnXy,, 0= Z antn (2.18)
n=1 n=1

Dosazeni téchto podminek do rovnice 2.17 za tic¢elem eliminace proménnych w a b
vede na dualni formulaci tlohy.

N | NN
o =argmax » o, — 3 SN antimtatnXn Xm
n=1m=1

"
@ n=1

za podminky a,, > 0, n=1,.. N (2.19)

N
Z apt, =0
n=1

Optimalizace ulohy s omezenimi této formy podléha Karushovym-Kuhnovym-
Tuckerovym podminkam, které lze v tomto pripadé vyjadrit nasledovné.

>0 (2.20)
thy(x,) —12>0 (2.21)
a{tyy(x,) — 1} =0 (2.22)

Kazdy datovy bod, pro ktery plati a,, = 0 se v sumé z rovnice (2.19) neuplatni
a nema tak vliv na nalezeni rozhodovaci hranice. Zbyvajici datové body nazyvame
podpirné vektory (support vectors). Z podminek (2.21) a (2.22) plyne, ze pro pod-
purné vektory musi platit ¢,y(x,) = 1, coz znamend, Ze tyto body lezi na nadro-
vindch, které jsou ve vzdalenosti 1/||w|| od rozhodovaci hranice. Tato vlastnost
znaci, ze optimalni rozhodovaci hranice, kterda maximalizuje margin je dana pouze
podpurnymi vektory. [39]
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Pokud data nejsou linearné separabilni, nebude splnéna podminka (2.15) a se-
parace trénovacich dat povede ke Spatné generalizaci na testovaci mnoziné. Pod-
minka mize byt zmirnéna zavedenim pridavné proménné &, > 0 (tzv. slack vari-
able) pro kazdy datovy bod, pti¢emz pro spravné klasifikované body plati &, = 0.
Podminku (2.15) lze pfepsat do nésledujiciho tvaru.

taln(Xn) > 1 =&, n=1,..N (2.23)

Body, u kterych proménna nenabyva nulové hodnoty, lezi bud v oblasti definované
marginem (0 < £ < 1) a nebo na Spatné strané rozhodovaci nadroviny (¢ > 1).
Zahrnuti pridavnych proménnych vede k nové formulaci optimaliza¢ni tlohy.

1 N
w*, b*, & = argmin §]|w|]2+05 &n
n=1

w.bEn
(2.24)
za podminky t,(w'x, +b) >1—¢,, n=1,..,N
&n >0, n=1..,N

Regularizacni parametr C' predstavuje kompromis mezi velikosti marginu a penaltou
pro spatné klasifikované body — neboli kompromis mezi chybou na trénovaci mnoziné
a komplexitou modelu. [39]

Algoritmus SVM lze vyuzit i u klasifikacnich tloh, jejichz fesenim je nelinearni
rozhodovaci hranice. Hlavni myslenkou je mapovani dat do prostoru vyssi dimenze
pomoci nelinedrni transformace, ve které se tridy stavaji linedrné separabilnimi.
Z rovnice (2.19) plyne, ze optimalizacni tloha je definovana pouze skaldrnimi sou-
¢iny datovych bodu z trénovaci mnoziny. Neni tedy potfeba znat mapovani ¢(x),
ale pouze jadrovou funkci k(x,x’) = ¢(x)T¢(x'). Volba vhodné jadrové funkce miize
vyrazné prispét k vykonnosti klasifikatoru, avsak v nékterych pripadech miize byt
obtizné z divodu casové naroc¢nosti spravné zvolit parametry funkce. Prace ve vys-
sich dimenzich navic zvysSuje naroky na velikost trénovaci mnoziny. [39]

V této diplomové praci byl pouzit algoritmus SVM pouze s linearni jadrovou
funkei (zdkladni formulace). Duvodem je to, Ze jako trénovaci data byla nejprve
pouzita data z vysokodimenzionalniho prostoru, u kterého by bylo vyuziti sofistiko-
vanéjsi jadrové funkce a nastaveni jejich parametrii casové nakladné. Jako trénovaci
mnozina byla nasledné pouzita i redukovana data pomoci metody PCA. V trénovaci
fazi bylo pro ladéni parametru C testovano 10 logaritmicky rozmisténych hodnot
v rozmezi [1073,10%] a jako nejlepsi parametr zvolen ten, diky kterému bylo dosa-
zeno nejvétsi presnosti klasifikace na trénovaci mnoziné (viz podkapitola 2.6) ziskané
pomoci 5-nasobné kiizové validace (5-fold cross validation).

2.5.3 K-Means

Algoritmus K-Means je jeden z nejjednodussich a nejbéznéjsich algoritmiu shlu-
kovani. Pomoci itera¢niho procesu rozrazuje N datovych bodt do predem definova-
ného poctu K shluki. Nalezené shluky jsou reprezentovany svymi prototypy neboli
centroidy p,. Cilem algoritmu je nalézt takové prifazeni datovych bodi ke shlukiim,
aby suma ¢tvercli vzdalenosti mezi datovymi body a jim nejblizsimi centroidy byla
minimalni. [39, 46]
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Pro kazdy datovy bod x,, kde n = 1,..., N je mozné definovat korespondujici
sadu bindrnich proménnych r,; € {0,1}, kde k = 1, ... K, které popisuji prislusnost
bodu x,, ke shlukim. Pokud je bod x,, pritazen ke shluku k, pak r,, = 1, v opacném
pripade r,x = 0. Nyni 1ze definovat tcelovou funkei, ktera je ddna nasledujici rovnici.

N K
J = ernkuxn_ﬂkl‘z (2.25)
n=1k=1

Rovnice predstavuje sumu ¢tverctt vzdalenosti mezi datovymi body a jejich odpo-
vidajicimi centroidy p, (sum of squares error). Cilem je nalézt takové hodnoty 7,
a g, které minimalizuji icelovou funkei J. V zakladni verzi algoritmu pracuje K-
Means s Euklidovskou vzdélenosti. Lze vsak pouzit i jinou metriku, ktera bude pro
dany prostor vhodnéjsi. [39]

Minimalizaci 1ze provadét pomoci iterativniho procesu, ve kterém se kazdou
iteraci stridaji dva kroky. Pred zac¢atkem algoritmu je nutné zvolit hodnoty pocatec-
nich centroid ;. V prvni fazi probihd minimalizace J s ohledem na 7, zatimco
hodnoty p, zistavaji konstantni. Jelikoz je J linearni funkeci r,;, k feSeni lze do-
jit prirazenim bodu x, k nejblizSimu centroidu. Matematicky lze proces vyjadrit
nasledovné

1, pokud k = argmin||x, — u;||?
j (2.26)

Tnk =
0, jinak.

V druhé fazi probihd minimalizace J s ohledem na p,, zatimco hodnoty 7,
zustavaji konstantni. Ucelova funkce J je kvadratickou funkci p,, a proto mize byt
minimalizovana nulovanim jeji derivace a vyfeSenim rovnice pro p;.

= Zn T'nkXn
P
En Tnk

Jmenovatel tohoto vyrazu je rovny poc¢tu bodu, které prislusi shluku k, a proto je
vysledek totozny s primérem vsech bodu x,,, které jsou prifazeny ke shluku k (odtud
nazev K-Means). Tato dvoufazova optimalizace se opakuje, dokud se prirazeni bodu
ke shlukim méni, nebo dokud neni prekroc¢en maximalni nastaveny pocet iteraci.

[39]

(2.27)

K-Means predpoklada sférické a stejné variance vSech shluki a rovnéz priblizné
stejny pocet bodu v jednotlivych shlucich. Pokud jsou tyto predpoklady poruseny,
muze algoritmus selhdvat. [46] Nevyhodou pro nékteré uzivatele mize byt i nutnost
predem definovat pocet shlukt. Pti separaci elektronahravek je ale presny pocet
nahravanych jedinct predem znamy, tudiz to neni pro klasifikaci prekazkou.

Vysledek algoritmu velmi zavisi na inicializaci centroidl, a proto muze néko-
likandsobné spusténi vést k riznym vysledkim. Pro inicializaci centroidia vyuziva
vestavénd funkce v prosttedi MATLAB algoritmus K-Means++, ktery zlepsuje kva-
litu feseni a urychluje konvergenci algoritmu K-Means. I pres to se vSak vysledky
mohou pti opakovaném spusténi znacné odlisovat. Vestavéna funkce proto nabizi
moznost algoritmus pustit nékolikrat, pricemz za spravné reseni se vybere to, které
vede na minimélni hodnotu tcelové funkce J. [47] Pri kazdém pouziti algoritmu
K-Means byla timto zptisobem vybrana nejlepsi klasifikace z 10 béht.
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2.5.4 DBSCAN

Problém linedrné neseparabilnich dat fesi algoritmus DBSCAN (Density-Based
Spatial Clustering of Application with Noise), ktery dokaze identifikovat shluky kom-
plexnéjsich tvari. U tohoto typu algoritmu musi uzivatel predem zadat dva parame-
try: vzdalenost (¢) a minimalni po¢et bodu (m). DBSCAN nasledné vybere libovolny
bod x, nalezne veskeré body nachazejici se ve vzdalenosti mensi nez £ a oznaci je
za jeho sousedy. Pokud je v okoli daném parametrem £ méné bodt nez m, je bod x
oznacen za bod Sumovy (outlier). V opa¢ném piipadé je bod oznacen jako jadrovy
(core point). Pokud se v okoli daného bodu nachézi méné nez m bodu, ale zaroven
lezi v okoli jadrového bodu, je bod oznacen za hrani¢ni (border point). Timto zpu-
sobem iteruje pres vSechny nalezené sousedy bodu x, dokud nebudou nalezeni zadni
novi sousedé, kteri by mohly byt pritazeni k danému shluku. Nésledné vybere dosud
neoznaceny bod a postup opakuje. [46]

V nékterych pripadech mtze byt obtizné spravné nastavit vstupni parametry,
zvlasté v prostorech vysoké dimenze. Pokud se parametr ¢ nastavi na prilis ma-
lou hodnotu, zadné body nemusi byt oznaceny za jadrové a mohou byt oznaceny
za outliery. Naopak, pokud se nastavi parametr € na prilis vysokou hodnotu, bu-
dou veskeré body prifazeny k jednomu shluku. U verze algoritmu, ktery v sobé
nezahrnoval redukci dimenze a neni u néj tedy mozna vizualni kontrola korektnosti
nastavenych parametrii, byla vyuzita jednoduchda heuristika. Doporuc¢ena hodnota
parametru m je dvojnasobek dimenzionality dat. V jednom ptipadé vsak ryba vy-
slala za celou dobu zdznamu méné EOD nez je tato hodnota, a proto by takovéhle
nastaveni nemeélo vyznam. Nejmensi pocet bodi m byl proto nastaven v zavislosti
na znalosti minimélntho poc¢tu EOD vyslané rybou. Velikost okoli € byla nasledné
odhadnuta z tzv. k-distance grafu, ktery zachycuje primérné vzdalenosti mezi bo-
dem a jeho k-nejblizsimi sousedy. Optimélni hodnota ¢ byla pak urcena jako misto,
kde se vznikld kiivka ohyba (obrazek 2.6). [48, 49] Zaroven byl bran v potaz po-
¢et nalezenych outliert, jejichZz maximélni pocet byl udrzovan pod 2 % poctu EOD
spoc¢tenych pro kazdy dataset.
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Obrazek 2.6: Priklad estimace parametru ¢ pro algoritmus DBSCAN — optiméalni hod-
nota ¢ se nachdzi v misté ohybu kiivky v k-distance grafu. Prevzato z [49]

Nelze rici, ze DBSCAN je zcela deterministicky algoritmus, nebot se vysledek
shlukovani mtze zménit po permutaci dat. Body dosazitelné z vice shluki tak mohou
meénit svou prislusnost ke shluku v zavislosti na poradi, ve kterém se data zpracova-
vaji. Tato situace vSak nenastava casto a tak neni nutné poustét algoritmus vicekrat
s permutovanymi daty. [50]
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2.6 Validace

Pro validaci vykonu jednotlivych klasifikatora byla z nahravek dvojic vytvo-
fena testovaci mnozina manudlnim prifazenim jednotlivych EOD k odpovidajicimu
jedinci. Identifikace EOD probihala na zdkladé informaci o amplitudé a polarité
pulzi v zavislosti na poloze jedincii v akvariu ziskané z dostupného videa. V nékte-
rych pripadech nebylo mozné EOD s jistotou prifadit spravnému jedinci (napriklad
pokud byli jedinci blizko u sebe). Pokud tato situace nastala, dané EOD nebyly
do testovaci mnoziny zahrnuty. Timto zptusobem byla vyrazena priblizné 3 % vSech
EOD.

2.6.1 Validacni metriky

Pro hodnoceni byly pouzity 3 metriky: presnost klasifikace (accuracy, ACC),
Matthewsuv korelacni koeficient (Matthews’s correlation coefficient, MCC) a vypo-
Cetni ¢as (RunTime). Presnost klasifikace je definovana néasledujicim vztahem

TP + TN
ACC = 2.2
cc TP + TN+ FP + FN (228)

kde TP (True positives) odpovidd poétu spravné prirazenych EOD k prvnimu je-
dinci a TN (True negatives) poc¢tu spravné prirazenych EOD k druhému jedinci.
FP (False positives), resp. FN (False negatives) pak odpovidd poctu nespravnych
pritazeni EOD k prvnimu, resp. k druhému jedinci. Tato metrika vSak nedosahuje
vérohodnych vysledkil na nevybalancovanych datasetech. Jednotlivci se v poétu vy-
slanych EOD na nékterych nahravkach znacné odlisuji, a proto tato metrika muze
dét u nékterych datasetti nespolehlivy odhad vykonnosti klasifikatoru. [51]

Dalsi zvolena metrika, ktera by méla tuto komplikaci napravit je Matthewstv
korelacni koeficient. MCC nabyva hodnot [—1, 1], pfi¢emz hodnota 1 odpovidé per-
fektni klasifikaci a hodnota -1 odpovida chybné klasifikaci vSech vzork. Hodnota 0
odpovida ndhodné predikci. Metrika je urcena nasledujici rovnici, pticemz vsechny
pouzité parametry jsou totozné s parametry objevujicimi se v rovnici (2.28). [51]

MCC — TP - TN — FP - FN (2.29)
/(TP + FP) - (TP + FN) - (TN + FP) - (TN + FN)

2.6.2 Integrace elektrického signalu do videozaznamu for-
mou sonifikace

Jelikoz byla valida¢ni mnozina pro separaci signali tvorena manudlnim prira-
zenim EOD odpovidajicimu jedinci, nelze zcela zarucit jeji bezchybnost. Z tohoto
diivodu bylo nutné ovérit korektnost separace signalii i jinym zptisobem.

7, uzivatelského hlediska by bylo vyhodné pozorovat behaviordlni projevy je-
dince na videu a zaroven pohodlnym zptsobem ziskavat informace o jeho elektrické
aktivité. Toho bylo docileno prevedenim elektrického signdlu samostatného jedince
na zvukovy zaznam, ktery byl nasledné integrovan do videozdznamu. EOD jsou vsak
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velmi rychlé a nebylo by proto mozné lidskym sluchem rozlisit EOD dvou jedinct.
Po separaci signalt dvojic byl proto kazdému jedinci pritazen jeden tén, kterym byl
v signalu nahrazen jeho EOD:

51 = A sin(27 fit), So = B sin(27 fot) (2.30)

Pro zaneseni dostatecného kontrastu byly voleny tény o frekvencich f; = 1.5 kHz
a fo = 13.5 kHz. V ramci zachovani informace o poloze ryby v akvériu, odpovidaly
amplitudy tonu (A, B) v signdlu absolutni hodnoté negativni Spic¢ky korespondu-
jictho EOD jedince. Pokud se timto zptisobem sonifikuji signély zvlast pro kazdy
nameéreny kanal, stava se tento nastroj vhodnou pridavnou kontrolou pro ovéreni
korektnosti separace signala.

2.7 Statistika

Cilem statistické analyzy bylo vyhodnotit vliv aplikovanych psychofarmak
na zménu parametri EOD popsanych v sekci 2.3.3. Rozdily byly vyhodnocovany
mezi vSemi skupinami. Predpokladem vsak bylo, Ze pokud se po podani ketaminu
(skupina K) projevi vyznamné zmény ve zkoumanych parametrech, bude mit né-
sledné podani haloperidolu normalizujici i¢inek a skupiny K-H nebude mozné odlisit
od kontrolni skupiny C.

Pro vyhodnoceni byl vyuzit Friedmantv test, ktery je neparametrickou verzi
testu ANOVA s opakovanymi méfrenimi. Neparametricky test byl zvolen z divodu
poruseni predpokladu normality dat (ovéfeno pomoci Shapirova-Wilkova testu).
Tento test ovéruje nulovou hypotézu, ze opakovana méreni pochézeji ze stejné dis-
tribuce nebo z distribuci se stejnym medidnem. [52]

Pokud vysledek Friedmanova testu vysel signifikantni, byly pomoci post-hoc
testll nalezeny skupiny s rozdilnymi distribucemi. Pro post-hoc testy byl vyuzit
Wilcoxonuv test pro parova méreni ( Wilcozon signed-rank test), ktery predstavuje
neparametrickou variantu parového t-testu. Nulova hypotéza tohoto testu je, ze me-
didn distribuce rozdilt mezi parovymi vzorky je nulovy. [52]

Veskeré hypotézy byly ovéfovany na hladiné vyznamnosti o = 5%. Korekce
mnohonasobného porovnavani byla provedena Bonferroniho-Holmovou metodou.






3 Vysledky

V této kapitole budou prezentovany vysledky vzniklé aplikaci metod popsa-
nych v kapitole 2 na zaznamy elektrické aktivity rypount. Vysledky budou popsany
formou tabulek a grafii a nasledné detailné okomentovany v kapitole 4.

3.1 Analyza kontrolnich méreni

EOD byly vyjadieny pomoci t¥i reprezentaci popsanych v podkapitole 2.3. Do-
hromady vyslali zkoumani jedinci 235 664 EOD, coz odpovida v praméru 981943067
(ut SD) vyslanym EOD na jednoho jedince béhem celého zaznamu. U kazdé repre-
zentace byla data zredukovana pomoci algoritmu t-SNE a graficky znazornény prvni
dva priznaky mapovani.

U algoritmu bylo pouzito vice hodnot parametri (perplexita, exagerace) a jako
findlni mapovani bylo vybrano to, které vedlo na nejucelenéjsi a zaroven nejvice
oddeélené shluky. Na obrazku 3.1 je vyobrazeno srovnani tii pouzitych reprezentaci.
Vypocetni ¢as, ktery byl potteba pro vypocet mapovani, popt. vypocet transformace,
je zaznamenan v tabulce 3.1. Z obrazkiu je patrné, Ze pouziti vinkové transformace
vede k nejlepsim vysledkim a je to tedy nejvhodnéjsi vyjadieni pro zachyceni in-
terindividudlni variability EOD. Ovéril se tedy predpoklad, zZe casové-frekvencéni
reprezentace povede na nejdetailnéjsi zachyceni rozdilit mezi tvary EOD jedincii.

Casové oblast FFT CWT

Rozmeér 1, 41] [1, 256] | [1, 1517]
RunTime (s) 176.894 241.223 | 1234.115

Tabulka 3.1: Vypocetni ¢as (RunTime) potiebny pro vypocet mapovani pomoci algo-
ritmu t-SNE, popf. transformace pomoci FFT nebo CWT pro tii reprezentace EOD —
Casova oblast, Frekvenéni oblast (FFT), Casové-frekvenéni oblast (CWT). V tabulce je
rovnéz uveden rozmér reprezentace jednoho EOD.

3.2 Porovnani klasifikacnich metod pro separaci
signala

V nésledujici ¢asti bude porovnano nékolik typt algoritmt z podkapitoly 2.5.
Separatné bude zkoumana vykonnost algoritmt uceni s uc¢itelem a uceni bez ucitele a
nasledné budou porovnany ty nejlepsi z obou skupin. Pro validaci vykonnosti budou
slouzit metriky popsané v podkapitole 2.6 — presnost klasifikace (ACC), Matthewstv
korelac¢ni koeficient (MCC) a vypocetni ¢as (RunTime).
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Obrazek 3.1: Algoritmus t-SNE aplikovany na 3 ruzné reprezentace EOD — (a) reprezen-
tace v Casové oblasti, (b) reprezentace ve frekvenéni oblasti pomoci FFT, (c¢) reprezentace
v casove-frekvencéni oblasti pomoci CWT. Barvy na obrazcich symbolizuji 24 jedinct z
kontrolnfho méfeni. V piipadé (c) bylo dosazeno nejkompaktnéjsich a nejvice separovatel-

nym shlukm.

3.2.1 Ucdeni s ucitelem
Byly vyuzity nasledujici 3 varianty algoritmil uceni s ucitelem.
1. Korelacni analyza
2. SVM - SVM na originalnich datech

3. PCA & SVM - SVM na redukovanych datech pomoci PCA

V tabulce 3.2 jsou zachyceny medidnové hodnoty vSech pouzitych metrik spolu s
mezikvartilovym rozpétim (IQR). Grafy typu boxplot zachycujici rozlozeni dat jsou
znazornény na obrazku 3.2. U algoritmu SVM a PCA & SVM je ve vypocetnim case
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zahrnuto natrénovani klasifikatoru s jiz nalezenou optimalni hodnotou regularizac-
niho parametru C a klasifikace testovacich dat. Ladéni tohoto parametru bylo ¢asove
narocné a ve veétsiné pripadi ani vyrazné nezlepsilo vykonnost klasifikatoru. Acko-
liv dosahoval algortimus SVM na neredukovanych datech nejlepsich hodnot ACC, u
MCC bylo zaznamenano velké mezikvartilové rozpéti. I pres vysokou nekonzistent-
nost hodnot byl vSak oznacen za nejlepsi algoritmus z téchto tii.

Algoritmus

ACC (-)

MCC ()

Run Time (s)

Korela¢ni analyza

0.799 (0.198)

0.451 (0.410)

2.096 (2.352)

SVM

0.883 (0.089)

0.685 (0.851)

43.435 (10.970)

PCA & SVM

0.646 (0.434)

0.281 (0.798)

12.126 (6.024)

Tabulka 3.2: Medianové hodnoty validacnich metrik spolu s mezikvartilovym rozpé-
tim (v zévorce) u algoritmt uceni s ucitelem (Korelaéni analyza, SVM, SVM & PCA) —
Presnost klasifikace (ACC), Matthewstv korelac¢ni koeficient (MCC), Vypocetni ¢as (Run-
Time)
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Obrazek 3.2: Grafy typu boxplot ilustrujici rozdéleni hodnot jednotlivych valida¢nich
metrik u algoritmu uceni s ucitelem (Korela¢ni analyza, SVM, SVM & PCA) pres vSech
10 dostupnych datasetii — Presnost klasifikace (ACC), Matthewsuv korelaéni koeficient
(MCC), Vypocetni cas (RunTime)

Algoritmy SVM a PCA & SVM nedosahovaly takové presnosti, jaka byla pred-
pokladana. Pro prokazani, ze jsou chyby v klasifikaci zptisobeny nesourodosti tréno-
vacich a testovacich dat a ne Spatnou separabilitou jedinci nahravanych oddélené,
jsou v tabulce 3.3 uvedeny medianové hodnoty ACC a MCC na trénovacich datech.
Vysledky vznikly pomoci 5-nasobné krizové validace.

Algoritmus ACC (-) MCC (-)
SVM 0.998 (0.006) | 0.993 (0.0012)
PCA & SVM | 0.971 (0.0682) | 0.942 (0.131)

Tabulka 3.3: Medianové hodnoty validaénich metrik spolu s mezikvartilovym rozpétim
(v zévorce) na trénovaci mnoziné pro algoritmus SVM a PCA & SVM — Presnost klasifikace
(ACC), Matthewsuv korela¢ni koeficient (MCC)
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3.2.2 Uceni bez ucitele

Bylo vyuzito nasledujicich 6 variant algoritmii uceni bez ucitele.

1. K-Means — na neredukovanych datech

2. DBSCAN - na neredukovanych datech

3. PCA & K-Means — K-Means na redukovanych datech pomoci PCA
4. PCA & DBSCAN - DBSCAN na redukovanych datech pomoci PCA
5. t-SNE & K-Means — K-Means na redukovanych datech pomoci t-SNE

6. t-SNE & DBSCAN — DBSCAN na redukovanych datech pomoci t-SNE

U typiu algoritmi, které nevyuzivaji metodu redukce dimenze a pracuji tedy s daty z
vysokodimenzionalniho prostoru byly vyzkouseny 3 typy vzdalenosti: Euklidovska,
kosinova a Manhattanska, jelikoz nékteré metriky nemuseji rozumné fungovat v pro-
storech vysoké dimenze. Nejlepsich hodnot ACC a MCC dosahovaly verze s Manhat-
v nasledujicim porovnavani klasifikatort vyuzivany varianty s touto metrikou.

Ve vysokodimenzionalnim prostoru byla pro stanoveni parametri pro algorit-
mus DBSCAN vyuzita heuristika popsana v sekci 2.5.4. U redukovanych dat bylo jiz
mozné vysledek shlukovani vizualné zkontrolovat, a proto slo parametry doladit ma-
nualné. U algoritmu t-SNE nebylo nutné ménit vstupni parametry, nebot algoritmus
vzdy nalezl dva separabilni shluky s jednim nastavenim parametri. Tyto vytvorené
shluky navic byly velmi dobfe ohranicené, tudiz ani nebylo potieba ménit parametry
navazujictho shlukovani pomoci algoritmu DBSCAN (varianta t-SNE & DBSCAN).

V tabulce 3.4 jsou zachyceny medianové hodnoty vsech pouzitych metrik spolu
s mezikvartilovym rozpétim (IQR). Grafy typu boxplot zachycujici rozlozeni dat
jsou znazornény na obrazku 3.3.

Algoritmus ACC (-) MCC (-) Run Time (s)
K-Means 0.791 (0.457) | 0.564 (0.945) | 19.742 (14.337)
DBSCAN 0.584 (0.218) NaN 119.152 (126.183)

PCA & K-Means | 0.947 (0.380) | 0.588 (0.933) 5.486 (2.367)
PCA & DBSCAN | 0.965 (0.273) NaN 5.346 (2.899)
-SNE & K-Means | 0.988 (0.403) | 0.976 (0.710) | 55.459 (28.393)
t-SNE & DBSCAN | 0.994 (0.008) | 0.983 (0.024) | 50.994 (27.457)

Tabulka 3.4: Medidnové hodnoty valida¢nich metrik spolu s mezikvaritlovych rozpeé-
tim (v zdvorce) u algoritmi uceni bez ucitele (K-Means, DBSCAN, PCA & K-Means,
PCA & DBSCAN, t-SNE & K-Means, t-SNE & DBSCAN) — Presnost klasifikace (ACC),
Matthewstuv korelacni koeficient (MCC), Vypocetni ¢as (RunTime). Hodnota NaN u MCC
oznacuje situaci, kdy algoritmus predikoval u nékterych datasetit pouze jednu tridu.
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Obrazek 3.3: Grafy typu boxplot ilustrujici rozdéleni hodnot jednotlivych validac-
nich metrik u algoritmi uceni bez ucitele (K-Means, DBSCAN, PCA & K-Means,
PCA & DBSCAN, t-SNE & K-Means, t-SNE & DBSCAN) pies vsech 10 dostupnych
datasetu — Presnost klasifikace (ACC), Matthewsiv korela¢ni koeficient (MCC), Vypo-
¢etni ¢as (RunTime). Hodnota NaN u MCC oznacuje situaci, kdy algoritmus predikoval u
nékterych datasetit pouze jednu tifdu. Cislo nad touto hodnotou pak jeji ndsobnost pies
jednotlivé datasety.

U nékterych datasetii se poc¢ty EOD vyslané prvni a druhou rybou znacéné
odlisovaly. Z divodu této nevybalancovanosti, mohly algoritmy dosahnout vysoké
presnosti klasifikace, ackoliv predikovaly pouze jednu tiidu. V téchto situacich vsak
vrati Matthewstv korela¢ni koeficient hodnotu NaN. Pokud tato situace nastala
u konkrétniho algoritmu alespon jednou, byla u MCC do tabulky 3.4 pfimo vyplnéna
hodnota NaN a nebyly tedy uvazovany hodnoty z ostatnich datasetii. Z obrazku
3.3 muzeme vypozorovat, ze u algoritmu DBSCAN tato situace nastala u kazdého
datasetu a u algoritmu PCA & DBSCAN u poloviny dataseti.

Na obrazku 3.4 jsou zvizualizované dvé nahravky dvou riaznych para ryb redu-
kované pomoci PCA (vlevo) a klasifikované pomoci algoritmu DBSCAN. Po redukci
dimenze pomoci PCA jsou na obrazku 3.4a viditelné dva shluky, zatimco na obrazku
3.4b nikoliv. V druhém pripadé tak algoritmus DBSCAN nebyl schopen nalézt dva
shluky a predikoval pouze jednu tridu (¢emuz nasvédcéuje i hodnota NaN u MCC)
— jelikoz byl ale dataset nevybalancovany, dosdahl algoritmus 75.8% presnosti klasifi-
kace. Pro porovnani je vyobrazena i redukce dimenze pomoci metody t-SNE, kterd
v obou pripadech nalezla dva separovatelné shluky:.
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Obrazek 3.4: Porovnani algoritmi PCA & DBSCAN a t-SNE & DBSCAN na dvou
raznych datasetech — Dvé barvy oznacuji dvé t¥idy nalezené pomoci algoritmu DBSCAN.
Pripadné nalezené Sumové body jsou oznaceny ¢ernymi kiizky. U obrazku jsou vyobrazeny
hodnoty presnosti klasifikace (ACC) a Matthewsova korela¢niho koeficientu (MCC). V
prvnim pfipadé (a) vedlo pouziti obou metod redukce dimenze na mapovani, ve kterém
jsou zachycené dva separovatelné shluky. Klasifikace pak probéhla s vysokou presnosti.
V druhém piipadé (b) toho byl schopen pouze algoritmus t-SNE. Oba algoritmy vsak
dosahuji relativné vysoké hodnoty ACC kviili nevybalancovanosti daného datasetu.

P1i pouziti t-SNE misto PCA dosahovaly algoritmy lepsich vysledki, avsak za
cenu delsiho vypocetniho ¢asu. Z grafii a hodnot valida¢nich metrik lze déle vypo-
zorovat, ze po aplikaci t-SNE algoritmus DBSCAN dosahoval lepsich hodnot ACC i
MCC nez algoritmus K-Means. Metoda t-SNE vyprodukovala v nékterych ptipadech
dva linedrné neseparabilni shluky, které algoritmus K-Means nebyl schopen korektné
oddélit. Z tohto diivodt vychazeji medidanové hodnoty ACC i MCC podobné, ale me-
zikvartilové rozpéti se znacné lisi. Priklad takové situace je zndzornén na obrazku

3.5.
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Obrazek 3.5: Porovnani algoritmu t-SNE & K-Means a t-SNE & DBSCAN — Dvé barvy
oznacuji dvé t¥idy nalezené pomoci algoritmu K-Means (vlevo) nebo DBSCAN (vpravo). U
obrazku jsou vyobrazeny hodnoty ptesnosti klasifikace (ACC) a Matthewsova korela¢niho
koeficientu (MCC). Lze vidét, ze pokud jsou v datech nalezeny linedrné neseparabilni
shluky, algoritmus K-Means selhdva.

3.2.3 Porovnani algoritmil uceni s ucitelem a bez ucitele

Dle ACC a MCC vychazi jako nejlepsi algoritmus uceni s ucitelem SVM na ne-
redukovanych datech a nejlepsi algoritmus uceni bez ucitele t-SNE & DBSCAN. Na-
sledujici grafy typu boxplot (obréazek 3.6) slouzi k vizualnimu porovnéani téchto dvou
algoritmt. Je zjevné, Ze az na vypocetni ¢as dosahuje algortimus t-SNE & DBSCAN
vyssich medianovych hodnot valida¢nich metrik a nizsich mezikvartilovych rozpéti.
Vypocetni cas vSak nemd ani cenu porovnavat, nebot v grafu neni vyneseno ¢asove
nakladné ladéni regulariza¢niho parametru C'.
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Obrazek 3.6: Grafy typu boxplot ilustrujici rozdéleni hodnot jednotlivych metrik u al-
goritmu SVM a algoritmu t-SNE & DBSCAN pres vSechny dostupné datasety — Presnost
klasifikace (ACC), Matthewsuv korelacni koeficient (MCC), Vypocetni ¢as (RunTime)

Priklad klasifikace na 2 sekundovém segmentu signalu je ukazan na obrazku
3.7. Na hornim grafu je vynesena klasifikace pomoci SVM. Algoritmus se dopustil
13 $patnych klasifikaci na 97 EOD. V dolnim grafu je zobrazena klasifikace pomoci
algoritmu t-SNE & DBSCAN. Na tomto segmentu tento algoritmus neprovedl ani
jednu chybnou klasifikaci. Spravné pritazeni EOD k jedinciim lze vyvodit ze zmén
jejich amplitud (v tomto kratkém segmentu i bez videa).
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Obrazek 3.7: Porovnani klasifikace EOD pomoci algoritmu SVM (nahote) a algoritmu
t-SNE & DBSCAN (dole) na 2 sekundovém segmentu signalu. Cervens kolec¢ka oznacuji
EOD prifazené k prvni rybé a cerné ¢tverecky EOD prifazené k druhé rybé. Algorit-
mus SVM se dopustil 13 Spatnych klasifikaci na celkové 97 EOD, zatimco algoritmus
t-SNE & DBSCAN klasifikoval vse korektné.

Pomoci algoritmu t-SNE & DBSCAN, ktery se jevil jako nejpresnéjsi, byly sig-
naly dvou jedinci rozseparovany a pomoci sonifikace pripojeny k videozdznamu.
Sonifikace probihala pro kazdy kanal zvlast, aby byla lépe rozpoznatelnd presnost
klasifikace signalii. Pokud budou naptiklad dvé ryby na opacnych koncich akva-
ria, méla by byt pri spravné klasifikaci jedna slySet s nizsi intenzitou. Zaroven lze
pozorovat postupné priblizovani jedinct ke specifickému kanélu, nebot pri pohybu
smérem k elektrodam intenzita signalu postupné narusta. Tato moznost lokalizace
ryb v akvariu by pti pouziti slou¢eného signalu odpadla. Ukazka segmentu z takto
upraveného videa se sonifikovanym signdlem z jednoho kanélu (Chl) je obsazena
v priloze této prace.

3.3 Vyhodnoceni vlivu psychofarmak

Pro vyhodnoceni vlivu psychofarmak na charakteristiku EOD bylo vyuzito 6 pa-
rametru ziskanych ze scalogramu kazdého EOD (viz sekce 2.3.3) — Fyax, LF'S,
HFS, 1S, TS a HFS/LFS. U konkrétniho jedince byly uréeny vybrané parame-
try ze vsech EOD a hodnoty pro kazdy parametr byly zprimérovany. Statisticka
analyza probéhla pomoci procedur popsanych v podkapitole 2.7.

Hodnoceni chovani rypount béhem experimentu odhalilo, Ze ne vSem rybam
navodil ketamin ptiznaky podobné pozitivnim symptomim schizofrenie (napt. hy-
perlokomoce nebo chaotické pohyby). V téchto pripadech mél ketamin na jedince
spise anesteziologicky uc¢inek. Do statistického vyhodnoceni vsak bylo zatazeno vsech
16 jedinct, aby bylo dosazeno vyssi sily testu.
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Vysledky z Friedmanova testu jsou uvedeny v tabulce 3.5. Test odhalil signi-
fikantni rozdil mezi skupinami u parametra Fyax, LEF'S, 115, T5S a HFS/LF'S.
Post-hoc analyza provadéna pomoci Wilcoxonova testu pro parova méreni poté ukéa-
zala, ze signifikantni rozdily nastavaly pro kazdy zminovany parametr mezi skupi-
nami, které nebyly intoxikovany ketaminem {C, H (L), H (H)} a mezi skupinami, u
kterych intoxikace ketaminem probéhla — a to i po podani haloperidolu {K, K-H (L),
K-H (H)}. Vyznamné rozdily byly pozorovany pro kazdou dvojici mezi témito sku-
pinami, pfi¢emz uvnitt téchto skupin vyznamné rozdily nalezeny nebyly.

Na obrazcich 3.8 az 3.13 jsou znazornény distribuce hodnot u vsech parametri
(vlevo) a pro lepsi zndzornéni zmén hodnot pro kazdého jedince po podéni urcitého
psychofarmaka i grafy paralelnich soufadnic (parallel coordinates, vpravo). Z obrazku
je patrné, ze u parametri Fyjax a LF'S doslo mezi skupinami neintoxikovanymi
ketaminem {C, H (L), H (H)} a skupinami intoxikovanymi ketaminem {K, K-H (L),
K-H (H)} k signifikantnimu snizeni. U parametra 715, 755 a HFS/LFS naopak
k signifikantnimu zvyseni. U parametru HF'S byl pozorovan nesignifikantni pokles
mezi témito skupinami.

Parametr X2(df =5,n = 16) p-val
Fuax 55.643 1.925e-10
HFS 10.343 0.066
LFS 57.393 1.259¢-10

T1S 58.679 1.140e-10
T1S 58.571 1.140e-10
HFS/LFS 60.929 4.687e-11

Tabulka 3.5: Vysledky Friedmanova testu pro nalezeni rozdilu parametrtt EOD ziskanych
ze scalogrami mezi zkoumanymi skupinami (C, H (L), H (H), K, K-H (L), K-H (H)) —
x? ozna¢uje hodnoty testové statistiky a p-val oznacuje korigované p-hodnoty pomoci
Bonferroniho-Holmovy metody. U parametra Fyjax, LF'S, TS, T2s a HFS/LFS byla

zaznamenana signifikantni p-hodnota.
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Obrazek 3.8: Graf typu boxplot ilustrujici rozdéleni hodnot parametru Fyjax (vlevo) a
graf paralelnich soufadnic (vpravo) popisujici zmény hodnot parametru Fyjax po podéani
psychofarmak — kazdy jedinec je oznacen jinou barvou.
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Obrazek 3.9: Graf typu boxplot ilustrujici rozdéleni hodnot parametru HF'S (vlevo) a
graf paralelnich soufadnic (vpravo) popisujici zmény hodnot parametru HF'S po podani
psychofarmak — kazdy jedinec je oznacen jinou barvou.
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Obrazek 3.10: Graf typu boxplot ilustrujici rozdéleni hodnot parametru LF'S (vlevo) a
graf paralelnich soufadnic (vpravo) popisujici zmény hodnot parametru LF'S po podani
psychofarmak — kazdy jedinec je oznacen jinou barvou.
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Obrazek 3.11: Graf typu boxplot ilustrujici rozdéleni hodnot parametru 715 (vlevo) a
graf paralelnich soufadnic (vpravo) popisujici zmény hodnot parametru 715 po podani
psychofarmak — kazdy jedinec je oznacen jinou barvou.
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Obrazek 3.12: Graf typu boxplot ilustrujici rozdéleni hodnot parametru 755 (vlevo) a
graf paralelnich soufadnic (vpravo) popisujici zmény hodnot parametru 75S po podéni
psychofarmak — kazdy jedinec je oznacen jinou barvou.
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Obrazek 3.13: Graf typu boxplot ilustrujici rozdéleni hodnot parametru HFS/LFS
(vlevo) a graf paralelnich soutadnic (vpravo) popisujici zmény hodnot parametru
HFS/LFS po podéni psychofarmak — kazdy jedinec je oznacen jinou barvou.

Pro lepsi vizualizaci lze data zobrazit ve 2D prostoru vyuzitim dvou statisticky
nejvyznamnéjsich parametri. Nejmensich p-hodnot z Friedmanova testu dosaho-
val parametr HFS/LFS a hned za nim parametry z Casové oblasti. Z vysledku v
grafech a tabulkdch je patrné, Ze hodnoty u parametra 715 a T35S (smér vlevo a
vpravo) vychézi velmi podobné a proto budu pro vizualizaci pouzivat jejich pramér
Ts. Zévislost téchto parametrt zachycuje obrazek 3.14. Z obrazku lze vypozorovat,
ze na zakladé téchto dvou parametri bychom mohli rozlisit skupiny intoxikované
ketaminem od skupin neintoxikovanych ketaminem s relativné dobrou presnosti.

Vysledky indikuji, ze po podani ketaminu doslo k modifikacim tvard EOD je-
dincti. Pro detailngjsi ilustraci téchto zmén je na obrazku 3.15a znazornén pulz
specifického jedince, ktery vznikl primérovanim vsech jeho vyslanych EOD a pri-
meérny pulz toho samého jedince po intoxikaci ketaminem. Stale v ramci jednoho
jedince byl ze vSech jeho scalogramii vytvoren jeden primérny. Dva priamérné sca-
logramy vzniklé ze zaznamu pri kontrolnim méteni a pii intoxikaci ketaminem jsou
znazornény na obrazku 3.15b.
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Obrazek 3.14: Vyneseni z4vislosti parametru H F'S/LFS na parametru T'g, ktery vznikl
jako primér parametrit 715 a T5S. Skupiny u kterych probéhla intoxikace ketaminem v
jakékoliv formé jsou oznaceny kiizky (x), ostatni skupiny jsou oznaceny kolecky (o).
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Obréazek 3.15: Efekt ketaminu na tvar EOD — (a) Casova oblast: Modrou barvou je vyzna-
¢en primérny EOD jedince z kontrolniho méfeni. Cervenou barvou je vyznacen primérny
EOD toho samého jedince pod vlivem ketaminu. (b) Casové-frekvenéni oblast: Primérny
scalogram jedince z kontrolniho méfeni (vlevo). Prumérny scalogram toho samého jedince
pod vlivem ketaminu (vpravo).
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V prvni ¢asti analyzy byl zkoumén vliv reprezentace EOD na zachyceni inte-
rindividualnich rozdila ve tvarech EOD. Z vysledkti mapovani plyne, ze pri pouziti
casoveé-frekvencni reprezentace ziskané pomoci spojité vinkové transformace je dosa-
zeno nejlepsi separovatelnosti jedinct na zakladé jednotlivych EOD. Tim se potvrdil
predpoklad, Ze tento popis prinese nejvétsi mnozstvi informace o mite variability
tvarit EOD napri¢ jedinci. Rovnéz tento poznatek koresponduje s literaturou. [19]
Nevyhodou vyuziti tohoto vyjadfeni muze byt vysoka vypocetni narocnost, kterd
pro dany pocet EOD byla vice nez 5-krat vyssi nez pii pouziti reprezentace ve spekt-
ralni oblasti a témeér 7-krat vyssi nez pri pouziti pivodniho vyjadreni EOD v casové
oblasti.

Pti porovnavani algoritmii uceni s ucitelem pro separaci signali od dvou je-
dincti dosahoval nejlepsich vysledkt SVM klasifikator na datech z origindlniho vyso-
kodimenzionédlniho prostoru. Ani tyto vysledky vSsak nebyly porovnatelné se zavéry
ze studie Matiase a kol. [28]. Algoritmus dosahoval presnosti klasifikace 0.883, avsak
hodnota Matthewsova korela¢niho koeficientu byla 0.685 s velkym mezikvartilovym
rozpétim (0.8517). Klasifikator tak na nékterych datasetech produkoval velmi kva-
litni vysledky a na nékterych naopak vzorky klasifikoval prakticky ndhodné. Data
nesla efektivné separovat ani za pouziti korela¢ni analyzy, kterda evidentné nebyla
pro tento typ priznakt dostatecéné citliva.

Existuje nékolik diivodi, pro¢ mohl SVM klasifikator na pouzitych datech se-
lhavat. Prvnim divodem muze byt pouziti Spatné jadrové funkce u algoritmu SVM.
Autori [28] vyuzivali RBF jadrovou funkci, diky které je pti spravném nastaveni para-
metra mozné dosahnout vyrazné lepsich vysledki ve srovnani s linearnim kernelem.
Jednodussi varianta vsak v této praci byla zvolena kvili vypocetni naroc¢nosti, ne-
bot bylo manipulovano s daty z prostoru vysoké dimenze a konfigurace jednotlivych
parametri napr. pomoci metody grid search by byla v tomto prostoru obtizna.

S vypocetni naroc¢nosti souvisi nevhodné zvolena selekce priznakt. Redukce dat
pomoci PCA vysledky vyrazné zhorsila, ackoliv se snizila vypocetni naro¢nost algo-
ritmu. Klasifikace byla provadéna pouze na prvnich dvou ziskanych komponentach,
coz evidentné melo za nasledek velky ubytek informace. Sofistikovanéjsi selekce pfti-
znakl by tak mohla zlepsit vykonnost klasifikatoru, nebot by umoznovala korektni
nastaveni parametr jiné jadrové funkce pro SVM. Z porovnani vykonnosti na tré-
novaci a testovaci mnoziné mizeme ale vyvozovat, ze kvalita klasifikace byla snizena
spise heterogenitou trénovacich a testovacich vzorkl nez Spatné zvolenou reprezen-
taci. V budoucnu by bylo uziteéné tyto odliSnosti mezi trénovaci a testovaci mnozi-
nou lépe kvantifikovat (naptiklad aplikovat podobny postup jako pfi vyhodnocovani
vlivu psychofarmak).

Dalsim dtvodem selhani algoritmu muze byt rozdilnost charakteristik EOD
druhu Gnathonemus petersii a druhu Gymnotus. Elektricky pulz druhu Gymnotus

37



38 DISKUZE

v

je tvarové rozmanitéjsi, nebot obsahuje vice prekmiti nez EOD rypouna Petersova.
Zaroven trva déle (priblizné 1-2 ms), a tak je mozné pii stejné vzorkovaci frekvenci
zachytit vétsi mnozstvi informace o tvaru EOD. Tyto rozdily mohou znamenat od-
lisné distorze EOD pfi zméné okolniho prostiedi pridanim objektu s kapacitnimi
vlastnostmi (vlozeni druhé ryby do akvéria). Je proto na misté ovérfit schopnost
separace signali ryb druhu Gymnotus pomoci algoritmu vzniklého v této praci, a
naopak ovérit schopnost separace signali rypount s vyuzitim algoritmu od Matiase
a kol. [28].

Pric¢inou Spatné vykonnosti klasifikatoru muze byt samozrejmeé i nekvalitni vy-
roba testovaci mnoziny, ktera vznikla manualnim znac¢enim EOD od jednotlivych ryb
na zakladé zmény amplitudy a polarity signalu v zavislosti na poloze ryby v akvariu.
Matias a kol. [28] tvorili validacni mnozinu pomoci elektrod, které byly po celou dobu
meéreni pripevnény v blizkosti ryby, a tim se stava jejich klasifikace vérohodnéjsi. Ne-
vyhodou takovéto validace je vSak omezeni schopnosti pohyblivosti jedince, coz ma
za nasledek nutnou simulaci volného pohybu misto volného pohybu ptirozeného.

Pouziti algoritmu DBSCAN v origindlnim prostoru nevedlo ani v jednom pti-
padé na nalezeni dvou shlukt. Hlavnim diivodem je nedostatek vzorkid pro praci
v tak vysokodimenzionalnim prostoru, ktery ma diky prokleti dimenzionality ten-
denci fidnout. Algoritmus zalozeny na hustoté bodi v okoli neni proto vhodnou
volbou. Pri¢inou mohou byt i Spatné zvolené hodnoty vstupnich parametri, které
byly z divodu vypocetni narocnosti nastavovany pomoci metody popsané v sekci
2.5.4 a nebyla u nich mozna vizualni kontrola korektnosti shlukovani. Sofistikova-
néjsi nastaveni parametru nebylo kvili vypocetni narocnosti prijatelné. Algoritmus
K-Means v originalnim prostoru dosahoval lepsich vysledki, nebot pracuje s predem
definovanym poc¢tem hledanych shluk.

Pouziti t-SNE jako metody redukce dimenze vedlo k lepsim vysledkiim nez
pouziti metody PCA. U poloviny dataseti bylo mozné po aplikaci PCA nalézt dva
oddélitelné shluky, avsak ve zbytku ptipadu byl viditelny pouze jeden shluk (obrazek
3.4). To je davodem, pro¢ aplikace algoritmu DBSCAN na takto redukovand data
vedla opét k horsim vysledktim nez aplikace algoritmu K-Means. Z graft 3.3 a hodnot
v tabulce 3.4 plyne, ze PCA & DBSCAN dosahoval lepsi presnosti klasifikace nez
PCA & K-Means, a tak se muze zdat, ze ho svou vykonnosti predcil. Je to ale
zpusobeno nevybalancovanosti nékterych datasetl, a proto je v tomto pripadé vice
vypovidajici hodnota Matthewsova korela¢niho koeficientu, ktera zachyti situace,
ve kterych algoritmus predikuje pouze jednu tridu.

Vysledkem mapovani pomoci t-SNE byly vzdy dva jasné ohrani¢ené shluky
(obrazek 3.4 nebo 3.5). Tato metoda vsak v nékterych pripadech produkovala shluky
linearné neseparabilni, které algoritmus K-Means nebyl schopen oddélit. Za téchto
okolnosti se vyplatilo vyuzivat algoritmus DBSCAN. Varianta t-SNE & DBSCAN
tak dosahovala vysoké hodnoty presnosti klasifikace (ACC = 0.994) i vysoké hodnoty
Matthewsova korela¢niho koeficientu (MCC = 0.983). Rozdéleni hodnot u obou
metrik navic vykazovalo velmi malé mezikvartilové rozpéti.

Pouziti algoritmu uceni bez ucitele vedlo tedy k daleko lepsim vysledktim nez
pouziti algoritmu uceni s ucitelem (obrazek 3.6). Vyhodou pouziti klasifikace bez uéi-
tele je snizeni casové narocnosti pri provadéni experimentu. Neni totiz potieba
tvorba trénovaci mnoziny, ¢imz odpada nutnost nahravani samostatnych ryb v akva-
riu. To predstavuje snizeni zatéze pro osobu provadéjici experiment, ale hlavné sni-
zeni zatéze pro zkoumané ryby. Ackoliv Matias a kol. [28] nikde explicitné neuvadéli
celkovy ¢as potrebny pro oddéleni nahravek dvou jedincii mtizeme predpokladat, ze
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jejich algoritmus bude vyrazné c¢asové nakladnéjsi, nebot pracovali s RBF jadrovou
funkci s optimalizovanymi parametry a pouzivali 15-minutové zaznamy.

Algoritmus t-SNE & DBSCAN navic nalezl vzdy dva separabilni shluky s kon-
stantnim nastavenim parametrit pro obé techniky. U poskytnutych dataseti tedy
nebyl vyzadovan zasah uzivatele v ramci ladéni hodnot parametra klasifikatoru. Po
dobéhnuti t-SNE & DBSCAN by vsak méla nasledovat vizualni kontrola vysledku
mapovani a shlukovani, ktera by meéla ovérit, ze algoritmus opravdu dva shluky
nalezl a spravné separoval. Druhou fazi kontroly pak miize byt i sonifikovany sig-
nal ve videozaznamu. Hlavni nevyhodou algoritmu t-SNE & DBSCAN je nutnost
manualniho pritazeni signali ke konkrétnim rybam na zakladé charakteristik sig-
nalu (amplituda, polarita) a poloze jedinct. Tento krok neni nijak slozity ani ¢asové
naroény, nicméné automatizované prirazeni signalii, by bylo uzivatelsky privétivéjsi.

Vysledky statistické analyzy odhalily signifikantni rozdily u parametra EOD
mezi skupinami, které nebyly intoxikovany ketaminem {C, H (L), H (H)} a které
intoxikovany ketaminem byly, a to v jakékoliv formé {K, K-H (L), K-H (H)}. Vy-
znamny rozdil byl pozorovan pro kazdou dvojici mezi témito skupinami, pricemz
uvniti téchto skupin zadny vyznamny rozdil nalezen nebyl. Signifikantni snizeni pa-
rametru Fyax, ktery popisuje frekvenci s maximalni energii ve scalogramu a signifi-
kantni zvyseni parametra 715 a TS, které popisuji rozptyl energie v ¢asové oblasti
indikuji, ze podani ketaminu m4 za nasledek prodlouzeni/zpomaleni EOD jedincu.
Tomuto zavéru napovidaji i pribéhy vykreslené na obrazku 3.15. Komplementarné
k tomuto zjisténi bylo prokazano signifikantni snizeni rozptylu energie smérem k
nizsim frekvencim charakterizované zménami parametra LEF'S a HFS/LF'S.

Soucasny vyzkum Langové a kol. [1] ukazuje, ze podani vysoké davky keta-
minu (40 mg/1) mé za nésledek signifikantni snizeni po¢tu EOD. Tento efekt vsak
nebyl normalizovdn podénim nizké davky haloperidolu (0.041 mg/1), pficemz po-
dani samotného haloperidolu rovnéz nemélo vliv na elektrickou aktivitu rypouna.
[1] Dosazené vysledky této prace koresponduji s dosavadnimi poznatky a rozsiruji
kvantifikaci elektrické aktivity o mikroskopické zmény tvarti v ramci jednotlivych
EOD. Bylo prokazano, ze ketamin m& vliv na modifikace parametra EOD a tyto
modifikace nejsou normalizovany podéanim haloperidolu. V této praci byl zkouméan
efekt jak nizké (0.041 mg/1), tak vysoké (0.164 mg/1) davky haloperidolu, pricemz
se ani jedna neukazala byt efektivni pti stabilizaci navozenych projevi. Pomoci po-
uzitého pristupu vyhodnoceni elektrické aktivity tudiz nebyla prokazana prediktivni
validita nového animalniho modelu schizofrenie. V navazujicich studiich je proto ne-
zbytné zjistit, zda vysoka davka haloperidolu pouzita v této praci bude mit vliv na
lokomoc¢ni projevy rypouna a zménu jeho elektrické aktivitu z makroskopického po-
hledu. Rovnéz se nabizi pouziti jiného antipsychotika, které by mohlo 1épe navozené
symptomy normalizovat. [1] Jelikoz byla prokdzdna zména tvaru EOD po podani
ketaminu, zustava otazkou, zda bude separacni algoritmus, ktery je zalozen na va-
riabilité tvarat EOD, dosahovat stejné tspésnosti jako v pripadé neintoxikovanych
ryb.

Vysledky o zméné tvaru EOD vlivem ketaminu byly z divodu jejich fyziologické
interpretace konzultovany s Mgr. Veronikou Langovou, ktera se zabyva vyzkumem
rypouna Petersova jako vhodného organismu pro novy animalni model schizofre-
nie. K dosazenym poznatkiim se vyjadrila nasledovné: "Tvar viny EOD je u slabé
elektrickych ryb dan typem inervace elektrického organu, poctem elektrocyti v elek-
trickém organu, relativnimi elektrickymi vlastnostmi elektrocytu ve vztahu k vodé a
synchronizaci depolarizace elektrocytu. Ketamin jako meselektivni antagonista blo-
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kuje NMDA receptory, ¢imz brani prechodu kationti pres plasmatickou membrdnu
do bunék a ndsledné depolarizaci bunék, pricemz se vazZe zejména na inhibicni in-
terneurony. Budouci vyzkum muZe odhalit zda dochdzi vliivem ketaminu ke zmeéndm
primo na membrane elektrocyti, ke zméndm v aktivite motoneuroni inervujicich
elektrocyty a jejich pripadné inhibici interneurony, c¢i ke zméndm v aktivité bunck
ve vyssich mozkovych centrech aktivujicich motoneurony (Command nucleus)".

7 duvodu nenormalniho rozdéleni hodnot zkoumanych parametria uvniti sku-
pin byly pouzity pro statistickou analyzu neparametrické testy, které se vyznacuji
nizsi silou testu nez maji testy parametrické. I pres tuto nevyhodu bylo mozné po-
zorovat jasné rozdily mezi skupinami. Pro zachyceni jemnéjsich zmén by bylo nutné
data transformovat, aby normalni distribuci nasledovaly a pouzit testy parametrické.
Tento pristup by mohl odhalit i zmény parametru HF'S, jelikoz z obrazku 3.9 lze
pozorovat podobny trend jako je tomu u ostatnich parametr, na jehoz odhaleni
nemusely byt pouzité testy dostatecné citlivé. Dalsim faktorem, ktery mohl ovlivnit
vysledky je zafazeni vsech namérenych ryb do analyzy, ackoliv jejich reakce na dané
psychofarmakum byly odlisné. Vice vypovidajici by proto bylo zkoumat elektrickou
aktivitu spolu s chovanim jedinci a analyzovat je separatné v zavislosti na jejich
navozenych symptomech.



5 Zavér

Tato diplomova prace se zabyvala analyzou elektrické aktivity rypouna Peter-
sova a vyhodnocenim zmén této aktivity po podani urcitych psychofarmak. Bylo
zjisténo, ze reprezentace EOD pomoci spojité vinkové transformace vede na zachy-
ceni vysoké miry interindividualni variability rypount a muze proto byt vyuzita
pri algoritmech pro separaci dvou jedincti v jednom akvariu. S pouzitim této repre-
zentace byl nalezen novy a efektivni zpusob identifikace jedinct zalozeny na neline-
arni metodé redukce dimenze (t-SNE) a algoritmu shlukovani (DBSCAN). Nalezeny
algoritmus usnadnuje postup pii skupinovych experimentech, nebof pro tspésnou
separaci nepotfebuje trénovaci data. To prinasi hlavné zmirnéni stresové zatéze pro
nahravané jedince. Separacni algoritmus bude v budoucnu uplatnén v praxi pii stu-
diu elektrokomunikace rypount.

Z casové-frekvencéniho vyjadreni bylo vybrano nékolik parametrii charakterizu-
jici tvar EOD a nésledné vyhodnocovany jejich zmény zptisobené intoxikaci ketami-
nem, haloperidolem nebo kombinaci obou substanci. Z vysledki plyne, ze ketamin
ma signifikantni vliv na zménu vybranych charakteristik, coz se v praxi projevuje
delsi dobou trvani EOD. Vliv ketaminu na elektrickou aktivitu rypouna Petersova lze
tedy pozorovat uz na trovnich jednotlivych EOD a ne jen v ramci globalni struktury
signalu. Normalizujici efekt haloperidolu vsak nebyl prokazan. Timto zvolenym pri-
stupem analyzy tedy nebylo mozné prokazat prediktivni validitu nového animalniho
modelu schizofrenie.

V této praci byla pozornost zamérena na elektrickou aktivitu rypouna Petersova
v ramci jednotlivych EOD. Podstatnéjsi ¢ast informace vsak lezi v temporalnim ké-
dovani informaci pomoci sekvenci IPI. Z tohoto duvodu se navazujici vyzkum bude
soustfedit na hlubsi prozkoumani vzorct této aktivity, coz povede k rozsiteni po-
znatkil o schopnostech elektrolokace, a hlavné elektrokomunikace. Skvélym prvotnim
nastrojem pro identifikaci téchto vzorcti by mohly byt sonifikované elektronahravky
ve videozaznamu, které byly vytvoreny v této diplomové praci a které umoznuji
propojeni informaci o behavioralnich projevech a elektrické aktivité rypount.
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Prilohy

A Sonifikace elektrického signalu

Prilohou této prace je sonifikovany signal z jednoho kanalu (Chl) integrovany
do videozaznamu. Signal vznikl separaci EOD od dvou jedinctt pomoci algoritmu
t-SNE & DBSCAN a vlozenim dvou tént (1.5 kHz, 13.5 kHz) reprezentujici EOD
jedinct na odpovidajici pozice signalu (popsano v sekci 2.6.2).
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