
Bakalářská práce

České
vysoké
učení technické
v Praze

F3 Fakulta elektrotechnická
Katedra teorie obvodů

Klasifikace parasomních epizod
v celonočním polysomnografickém záznamu

Marie Turnovcová

Vedoucí: Ing. Eduard Bakštein, Ph.D.
Studijní program: Lékařská elektronika a bioinformatika
Květen 2022



ii



ZADĆNĉ BAKALĆřSK£ PRĆCE

I. OSOBNĉ A STUDIJNĉ ĐDAJE

483053Osobn² ļ²slo:MarieJm®no:Turnovcov§PŚ²jmen²:

Fakulta elektrotechnick§Fakulta/¼stav:

Zad§vaj²c² katedra/¼stav: Katedra teorie obvodŢ

L®kaŚsk§ elektronika a bioinformatikaStudijn² program:

II. ĐDAJE K BAKALĆřSK£ PRĆCI

N§zev bakal§Śsk® pr§ce:

Klasifikace parasomn²ch epizod v celonoļn²m polysomnografick®m z§znamu

N§zev bakal§Śsk® pr§ce anglicky:

Classification of parasomnia episodes in polysomnography recordings

Pokyny pro vypracov§n²:
Detekce parasomn²ch epizod u pacientŢ s poruchou sp§nku prob²h§ manu§lnŊ a je problematick§ a zdlouhav§. VĨskyt
konkr®tn²ch epizod pŚitom mŢģe vĨraznŊ usnadnit diagnostiku pacienta a automatick§ detekce epizod by tak vĨznamnŊ
pŚispŊla rychlejġ² a snadnŊjġ² diagnostice. C²lem projektu je navrhnout a implementovat metodu automatick® klasifikace
parasomn²ch epizod z celonoļn²ch polysomnografickĨch (PSG) z§znamŢ.
Pokyny k vypracov§n²:
1. Nastudujte problematiku PSG sn²m§n² a proveŅte reġerġi existuj²c²ch metod pro detekci ļi klasifikaci ud§lost² v PSG
z§znamech.
2. ProveŅte exploraļn² analĨzu a identifikujte vhodn® pŚ²znaky ļi navrhnŊte jinĨ vhodnĨ postup pro rozliġen² anotovanĨch
parasomn²ch a fyziologickĨch epizod.
4. VytvoŚte klasifik§tor pro rozliġen² parasomn²ch a fyziologickĨch epizod a evaluujte jeho vlastnosti na zadan®m datasetu,
vļ. realistick®ho zhodnocen² re§ln®ho nasazen² vytvoŚen®ho algoritmu.

Seznam doporuļen® literatury:
[1] Fois, C., Wright, M. A. S., Sechi, G. Pietro, Walker, M. C., & Eriksson, S. H. (2015). The utility of polysomnography for
the diagnosis of NREM parasomnias: an observational study over 4 years of clinical practice. Journal of Neurology, 262(2),
385ï393. https://doi.org/10.1007/s00415-014-7578-2
[2] Castillo, M. (2021) Klasifikace parasomn²ch epizod z 3-osĨch aktigrafickĨch z§znamŢ
[3] Camaioni M, Scarpelli S, Gorgoni M, Alfonsi V, De Gennaro L. EEG Patterns Prior to Motor Activations of Parasomnias:
A Systematic Review. Nat Sci Sleep. 2021;13:713-728 https://doi.org/10.2147/NSS.S306614

Jm®no a pracoviġtŊ vedouc²(ho) bakal§Śsk® pr§ce:

Ing. Eduard Bakġtein, Ph.D. AnalĨza a interpretace biomedic²nskĨch dat FEL

Jm®no a pracoviġtŊ druh®(ho) vedouc²(ho) nebo konzultanta(ky) bakal§Śsk® pr§ce:

Term²n odevzd§n² bakal§Śsk® pr§ce: 20.05.2022Datum zad§n² bakal§Śsk® pr§ce: 02.02.2022

Platnost zad§n² bakal§Śsk® pr§ce: 30.09.2023

_________________________________________________________________________________
prof. Mgr. Petr P§ta, Ph.D.

podpis dŊkana(ky)
doc. Ing. Radoslav Bortel, Ph.D.
podpis vedouc²(ho) ¼stavu/katedry

Ing. Eduard Bakġtein, Ph.D.
podpis vedouc²(ho) pr§ce

© ČVUT v Praze, Design: ČVUT v Praze, VICStrana 1 z 2CVUT-CZ-ZBP-2015.1





Pod¥kování

Ráda bych pod¥kovala vedoucímu mé ba-
kalá°ské práce Ing. Eduardu Bak²teinovi,
Ph.D. za jeho £as a poskytnutí cenných
rad a také za velkou ochotu a trp¥livost
p°i konzultacích této práce.

D¥kuji také mé rodin¥ a mým blízkým
za jejich podporu b¥hem studia.

Prohlá²ení

Prohla²uji, ºe jsem p°edloºenou práci vy-
pracovala samostatn¥, a ºe jsem uvedla
ve²keré pouºité informa£ní zdroje v sou-
ladu s Metodickým pokynem o dodrºování
etických princip· p°i p°íprav¥ vysoko²kol-
ských záv¥re£ných prací.

V Praze, 20. kv¥tna 2022

v



Abstrakt

Tato bakalá°ská práce se v¥nuje tématu
jedné z poruch spánku zvané parasomnie
a její detekci z EEG signál· nahraných
pomocí polysomnogra�e. Detekce a klasi-
�kace parasomnie je zatím obvykle prová-
d¥na spánkovým expertem, coº je £asov¥
velmi náro£né. Automatická detekce by
v této oblasti byla velkým p°ínosem. V
této práci byly b¥hem explora£ní analýzy
z kanál· Cz a Fz EEG signál· a také z ne-
závislých komponent (nalezených pomocí
analýzy nezávislých komponent (ICA) v
programu EEGLAB) vybrány a extraho-
vány p°íznaky. Tyto p°íznaky byly déle
vyuºity ve vytvo°ených klasi�kátorech. V
n¥kterých z klasi�kátor· byly pouºity me-
tody rozhodovacích strom· a Random Fo-
rest. Klasi�kátory byly následn¥ evaluo-
vány na zadaném datasetu obsahujícím
parasomní a fyziologické epizody. Nejlep²í
klasi�kátor vyuºívající p°íznaky získané
z kanálu Fz a Cz dosáhl p°esnosti 81%
se senzitivitou 73% a nejlep²í klasi�kátor
vyuºívající p°íznaky získané z nezávislých
komponent dosáhl p°esnosti 83% se senzi-
tivitou 78%.

Klí£ová slova: parasomnie, klasi�kace,
polysomnogra�e, EEG

Vedoucí: Ing. Eduard Bak²tein, Ph.D.

Abstract

This bachelor thesis deals with a topic of
sleep disorder called parasomnia and its
detection from EEG signals recorded by
polysomnography. Detection and classi-
�cation of parasomnias is so far usually
performed by a sleep expert, which is very
time consuming. An automatic detection
would be of great help in this �eld. In this
work, during exploratory analysis, symp-
toms were selected and extracted from Cz
and Fz channels of EEG signals as well as
from independent components (found by
independent component analysis (ICA) in
EEGLAB software). These features were
further used in the developed classi�ers.
Decision tree and Random Forest meth-
ods were used in some of the classi�ers.
The classi�ers were then evaluated on a
given dataset containing parasomatic and
physiological episodes. The best classi�er
using features extracted from the Fz and
Cz channels achieved an accuracy of 81%
with a sensitivity of 73%, and the best
classi�er using features extracted from
independent components achieved an ac-
curacy of 83% with a sensitivity of 78%.

Keywords: parasomnia, classi�cation,
polysomnography, EEG

Title translation: Classi�cation of
parasomnia episodes in polysomnography
recordings
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Kapitola 1

Úvod

Poruchy spánku a obtíºe s nimi spojené jsou problémy, které se týkají velkého
procenta populace a bývají za°azovány mezi civiliza£ní choroby 21. století.
Kvalitní spánek je zásadní jak pro fyzické, tak pro psychické zdraví, naopak
nedostate£ný £i nekvalitní spánek zhor²uje schopnost zmírnit a zvládat pocity
úzkosti a zárove¬ zp·sobuje zvý²ení hladiny emocionálního stresu, coº m·ºe
vést ke zdravotním obtíºím jako jsou nap°íklad deprese, srde£ní onemocn¥ní
nebo obezita. Mezi £asté poruchy spánku pat°í nap°íklad insomnie, spán-
ková apnoe, hypersomnie nebo parasomnie, jejíº rozpoznávání je tato práce
v¥nována.

Um¥lá inteligence a strojové u£ení p°iná²í do zdravotnictví velký potenciál.
Nabízí zpracování velkého objemu medicínských dat, které by jinak nebylo
moºné takto komplexn¥ vyhodnotit, p°ípadn¥ by pro odborníka bylo velmi
náro£né, nejen £asov¥. I klasi�kace parasomnie je £asov¥ velmi náro£ná �
klasi�kaci provádí spánkový expert, a to na základ¥ dat z polysomnogra�ckého
vy²et°ení. Aplikace metod strojového u£ení a datové analýzy by v tomto ohledu
mohla zna£n¥ uleh£it práci.

Polysomnogra�cké vy²et°ení je velice cenná spánková metoda pro diagnos-
tiku poruch spánku. V rámci tohoto vy²et°ení je b¥ºn¥ zaznamenáván také
signál z elektroencefalogramu (EEG). V rámci této práce má být vytvo°en
klasi�kátor pro rozli²ení parasomních epizod práv¥ na základ¥ EEG signálu.
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1. Úvod ........................................
Cíle této práce jsou:..1. Nastudovat problematiku polysomnogra�ckého (PSG) snímání a pro-

vést re²er²i existujících metod pro detekci £i klasi�kaci událostí v PSG
záznamech...2. Provést explora£ní analýzu a identi�kovat vhodné p°íznaky pro rozli²ení
anotovaných parasomních a fyziologických epizod...3. Vytvo°it klasi�kátor pro rozli²ení parasomních a fyziologických epizod
a evaluovat jeho vlastnosti na zadaném datasetu, v£etn¥ zhodnocení
moºnosti reálného nasazení vytvo°eného algoritmu.

V kapitole (2) Úvod do problematiky je popsána porucha spánku para-
somnie a léka°ský postup studia spánku pomocí polysomnogra�e. V dal²í
kapitole (3), jenº je v¥nována metodám pouºitým v této práci, je popsána
analýza EEG signálu, výpo£etní metoda analýza nezávislých komponent,
také vybrané p°íznaky a klasi�kátory vyuºité p°i klasi�kaci a dále popis
implementovaných klasi�kátor·. P°edposlední kapitola (4) zahrnuje popis
datasetu, na n¥mº byla klasi�kace provedena, podkapitolu o provedení explo-
ra£ní analýzy a na záv¥r diskuzi dosaºených výsledk·. Záv¥re£ná kapitola (5)
tuto bakalá°skou práci shrnuje a uzavírá.

Klasi�kátory byly naimplementovány v programu MATLAB. Stejn¥ tak
nástroj EEGLAB pouºit v této práci k nalezení nezávislých komponent je
MATLAB toolbox.
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Kapitola 2

Úvod do problematiky

Tato kapitola je uvedením do problematiky této bakalá°ské práce a odpovídá
také na otázku motivace, která nás vede ke snaze vytvo°it klasi�kátor rozli-
²ující parasomní a fyziologické epizody. P°edm¥tem této práce je klasi�kace
parasomních epizod, a to konkrétn¥ ze signál· EEG nam¥°ených pomocí
polysomnogra�e v Národním ústavu du²evního zdraví (dataset je blíºe po-
psán v £ásti 4.1). Parasomnie, její projevy a diagnostika spolu s oddílem o
automatické detekci této poruchy je popsána v £ásti 2.1. Polysomnogra�e je
popsána v podkapitole 2.2.

2.1 Parasomnie

Parasomnie jsou poruchy spánku, n¥kdy také povaºované za poruchy pro-
bouzení, p°i kterých dochází k nep°edvídatelným epizodám. Tyto epizody
probíhají ve smí²eném stavu spánku a bd¥losti a £lov¥k p°i nich m·ºe nev¥-
dom¥ vykonávat °adu pohyb· a jednání. Nej£ast¥ji se tyto poruchy spánku
projevují v hlubokém (delta) spánku a epizody, jenº tyto poruchy zp·sobují,
si pacient obvykle nepamatuje [26].

Mezi parasomnie pat°í nap°íklad somnambulismus (nám¥sí£nictví), no£ní
d¥s, sk°ípání zuby ve spánku (bruxismus), spánková opilost, hypnagogické
zá²kuby £i poruchy p°íjmu potravy související se spánkem [26].
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2. Úvod do problematiky.................................
Tyto poruchy ovliv¬ují ºivot postiºeného v mnoha oblastech. V¥t²inou

ovliv¬ují negativn¥ jeho celkový výkon, mohou vést k psychickým poruchám
£i úraz·m, v n¥kterých p°ípadech m·ºe dojít aº k ohroºení ºivota. Proto je
d·leºité tyto poruchy klasi�kovat a následn¥ lé£it [26].

2.1.1 NREM parasomnie

Parasomnie s nerychlými pohyby o£í (NREM parasomnie) jsou jednou ze
skupin parasomnií, pocházejících primárn¥ z fáze spánku s pomalými vlnami
(NREM3), ke kterým pravd¥podobn¥ dochází v d·sledku nedokonalého pro-
buzení z NREM spánku. To se d¥je vlivem inkompletní kortikální aktivace
na budivý podn¥t. Krom¥ této nestálosti NREM spánku a jeho fragmentace
vlivem dal²ích onemocn¥ní má na vznik NREM parasomnie vliv také genetická
výbava: konkrétní parasomnie mohou být spojeny s ur£itými alelami [8],[13].
Mezi predisponující faktory pro vznik NREM parasomnie pat°í spánková
deprivace, situa£ní stres, spánek v cizím prost°edí, hore£ka, zvukové stimuly
nebo uºívání n¥kterých lék· £i návykových látek [8].

NREM parasomnie zahrnují t°i typická chování: probuzení se zmateností,
somnambulizmus a no£ní d¥s [18]. Vyskytují se p°eváºn¥ v d¥tském v¥ku,
zárove¬ ale postihují 2-4% dosp¥lých. Typicky se NREM parasomní epizody
dostavují v první t°etin¥ noci a trvají od desítek sekund i po minuty [8].

2.1.2 Diagnostika parasomnie

Diagnóza NREM parasomnie je £asto stanovena na základ¥ klinické anamnézy
pacienta anebo � v p°ípad¥, ºe jde o £asté epizody, které jsou komplikované,
nebezpe£né, p°etrvávají i v dosp¥losti nebo v dosp¥losti vznikají � se provádí
vy²et°ení ve spánkových centrech pomocí video-polysomnogra�e (vPSG), díky
níº m·ºeme odhalit rysy p°ipomínající NREM parasomnii (nap°íklad náhlé
probuzení se zmateností ze spánku NREM3) [13]. V p°ípadech existující
podobnosti s jinými záchvatovitými no£ními p°íhodami m·ºe být klinická
diagnóza obzvlá²t¥ náro£ná. Polysomnogra�cký obraz pak slouºí také k vy-
lou£ení výskytu jiných poruch spánku nebo no£ní epilepsie. Av²ak normální
polysomnogra�cký nález diagnózu NREM parasomnie nevylu£uje [18] [8].
A£koliv se v posledních letech pozornost zam¥°ila na klinické metody (klinický
algoritmus nebo dotazník), které by odli²ily no£ní epilepsii £elního laloku od
parasomnie, zatím se ºádná z metod neprokázala jako spolehlivá [18].
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................................... 2.2. Polysomnogra�e

2.1.3 Automatická detekce parasomních epizod

V diplomové práci [10] pracovala Mariana Castillo na klasi�kaci parasomních
epizod ze signál· EMG a EKG získaných polysomnogra�ckým vy²et°ením
a na klasi�kaci z 3-osých aktigra�ckých záznam·. P°i klasi�kaci devadesá-
tivte°inových úsek· obsahujících epizodu (parasomní nebo fyziologickou) se
jí poda°ilo dosáhnout nejvy²²í celkové p°esnosti klasi�kace modelu 83% se
senzitivitou 50%. Av²ak implementovaná detekce v celono£ním záznamu,
pro kterou byly vypo£teny stejné p°íznaky jako p°i zpracování vte°inových
anotací a které byly klasi�kovány na stejném modelu (Random Forest) byla
celková senzitivita pr·m¥rn¥ 42% se sm¥rodatnou odchylkou 46% a pozitivní
predikce (tj. pravd¥podobnost, ºe je pozitivn¥ detekované pozorování opravdu
z pozitivní t°ídy) pouze 5% se sm¥rodatnou odchylkou 6%. Pouºití signálu
EEG by mohlo p°inést klasi�kaci epizod zlep²ení, proto je na n¥j tato práce
zam¥°ena.

Dal²í metody pro automatickou detekci parasomnií se v odborné literatu°e
nepoda°ilo dohledat.

2.2 Polysomnogra�e

Polysomnogra�e (PSG) je léka°ský postup sloºený z n¥kolika soub¥ºných
nezávislých test·, které b¥hem spánku monitorují n¥které t¥lesné funkce a
pro jejich pozd¥j²í studium se pomocí r·zných kanál· zaznamenávají. Mezi
hlavní poruchy, které se pomocí polysomnogra�e diagnostikují, pat°í spánková
apnoe nebo jiné poruchy dýchání související se spánkem, narkolepsie, porucha
chování p°i REM spánku (Rapid Eye Movement - REM spánek - fáze spánku
charakterizována rychlými pohyby o£í), nevysv¥tlitelná chronická nespavost
nebo periodická porucha pohybu kon£etin [20].

Mezi polysomnografem zaznamenávané informace pat°í:

. EEG � elektroencefalogram, který m¥°í a zaznamenává aktivitu mozko-
vých vln pro identi�kaci fází spánku a detekci záchvatové aktivity,. EOG � elektrookulogram, který zaznamenává pohyby o£í, coº je d·leºité
pro identi�kaci r·zných fází spánku, zejména REM spánku,. EMG � elektromyogram, který zaznamenává svalovou aktivitu,

5



2. Úvod do problematiky.................................
. EKG � elektrokardiogram zaznamenávající srde£ní frekvenci a rytmus,

. pulzní oxymetrie,

. monitor dechu,

. teplom¥r,

. monitor krevního tlaku a dal²í.

Obrázek 2.1: Gra�cká reprezentace polysomnogra�e z uºivatelského hlediska,
p°evzato z [11].

Na obrázku 2.2 je p°íklad hypnogramu, coº je typické gra�cké zobrazení
polysomnogra�e, které p°edstavuje stadia lidského spánku v pr·b¥hu £asu.
[11]

Obrázek 2.2: Hypnogram, p°evzato z [23].

Podle pot°eb konkrétních studií spánku jsou pak vybírány pouze n¥které
speci�cké testy. Ty jsou také parametrizovány pro konkrétní p°ípady. Nap°í-
klad EEG se obvykle skládá z 10-16 elektrod, av²ak u pacient· s epilepsií se
£asto pouºívá elektrod 20 [20].
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................................... 2.2. Polysomnogra�e

2.2.1 Uºite£nost polysomnogra�e pro diagnostiku NREM
parasomnií

Video-PSG (vPSG) má vysokou diagnostickou hodnotu u lidí s podez°ením na
NREM parasomnii. Ve studii [18] byla diagnóza stanovena v 76,5% p°ípad·
z celkového po£tu 124 pacient·. U 60,5% pacient· byla potvrzena NREM
parasomnie, u 16% byla stanovena jiná diagnóza nebo se tyto diagnózy
p°ekrývaly.

U p°ípad·, které byly v klinické diagnóze jasné a anamnéza byla nekompli-
kovaná, potvrdila vPSG NREM parasomnii u 95% pacient·. U lidí, u kterých
nebyla klinická diagnóza z°ejmá, byla pravd¥podobnost potvrzení NREM
parasomnie pomocí vPSG 53%, zárove¬ ale identi�kovala jiné neo£ekávané
nebo nerozeznané diagnózy (18%) nebo potenciální vyvolávající faktory (24%).
Proto je vPSG doporu£ována práv¥ v p°ípadech, kdy jsou v klinické anamnéze
neobvyklé rysy.

2.2.2 Detekce událostí v PSG

Události v polysomnogra�ckých záznamech jsou typicky hledány pomocí
softwarových nástroj· vyvinutých speciáln¥ pro spánkové laborato°e. Mezi
detekované události pat°í spánkové vzru²ení, delta vlny, pohyb o£í, pohyb
kon£etin nebo respira£ní události (jako je nap°. obstruk£ní spánková apnoe
nebo hypopnoe [33]) a jiné.

Pro detekci, hodnocení a sledování vývoje poruch spánku mimo tyto labora-
to°e je zapot°ebí automatická analýza zaznamenávaných signál·. V odborné
literatu°e m·ºeme nalézt r·zné p°ístupy pouºívané pro detekci £i klasi�kaci
událostí. Nap°. ve studii z roku 1987 [21] byly pro detekci událostí pot°ebných
k rozli²ení normálních a abnormálních lidských spánkových vzorc· pouºity
biologické signály v£etn¥ EEG a Markovovy modely, díky nimº je moºné
zachytit £asové variace biologických signál·. Také v diplomové práci [5] z roku
2016 byly pro detekci událostí ve spánku pouºity Markovovy modely na sig-
nály nahrané pomocí PSG. Metodou klouzavého okna je v oné práci pro kaºdý
segment signálu provedena binární klasi�kace (obsahuje událost/neobsahuje
událost). Stejn¥ tak v £lánku [4] byly vyuºity Markovovy modely k online
segmentaci tepu a klasi�kaci elektrokardiogram· EKG.

Ve studii z roku 2009 [24], která byla zam¥°ena na rozpoznání syndromu obs-
truk£ní spánkové apnoe, byla vyuºita metoda Support vector machine (SVM).
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2. Úvod do problematiky.................................
V dal²ích studiích jsou události klasi�kovány nap°. pomocí spektrální a

nelineární £i kvadratické diskrimina£ní analýzy, metody k-nejbliº²ích soused·,
lineární regrese nebo také na základ¥ srde£ního rytmu a úrovn¥ saturace
kyslíkem [16]. S vyuºitím metod strojového u£ení je moºné automaticky
detekovat události související s poruchami spánku s vysokou p°esností [16].

Po nastudování existující literatury lze °íci, ºe existující publikované p°í-
stupy se zam¥°ují zejména na detekci událostí respira£ního charakteru. Pro
automatickou detekci £i klasi�kaci parasomních epizod nebyly krom¥ jiº vý²e
uvedených referencí nalezeny dal²í relevantní práce.
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Kapitola 3

Pouºité metody

V této kapitole jsou popsány pouºité metody pro klasi�kaci parasomních
a fyziologických epizod. Nejd°íve je v podkapitole 3.1 popsán EEG signál,
jeho artefakty a také jak se v n¥m projevuje parasomnie. Druhá podkapitola
3.2 je v¥nována analýze nezávislých komponent a jejímu vyuºití k nalezení
artefakt· v EEG signálu. Nejrozsáhlej²í £ást této kapitoly je podkapitola 3.3
popisující pouºité p°íznaky a klasi�kátory a také kritéria, podle kterých jsou
klasi�kátory hodnoceny.

3.1 Analýza EEG signálu

Elektroencefalogra�e (EEG) je diagnostická metoda, umoº¬ující snímání a
záznam elektrické aktivity mozku s vysokým £asovým rozli²ením.

Spontánní aktivita, která probíhá v ºivém jedinci nep°etrºit¥, se m¥°í na
pokoºce hlavy (skalpu) nebo p°ímo na mozku (na mozkové k·°e neboli kortexu)
tzv. elektroencefalogramem. Amplituda EEG je asi 100µV p°i m¥°ení na
pokoºce hlavy a asi 1-2 mV p°i m¥°ení na povrchu mozku. ’í°ka pásma tohoto
signálu je od mén¥ neº 1 Hz do p°ibliºn¥ 50 Hz [25].

Po£et nervových bun¥k v mozku se odhaduje °ádov¥ na1011. Kortikální
neurony (neurony mozkové k·ry) jsou siln¥ propojené - povrch jednoho
neuronu m·ºe být pokryt 103 aº 105 synapsí [25]. EEG pak vzhledem k
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3. Pouºité metody....................................
povaze m¥°ení vn¥ hlavy zaznamenává zejména synchronní aktivitu velkého
po£tu neuron·.

K záznamu spontánního EEG se obvykle pouºívá mezinárodn¥ standar-
dizovaný systém 10-20 [25]. V tomto systému jsou elektrody umíst¥ny na
povrchu pokoºky hlavy následovn¥: Referen£ními body jsou horní £ást nosu v
úrovni o£í (Nasion) a kost¥ná boule na spodin¥ lebky (Inion). Z t¥chto refe-
ren£ních bod· jsou m¥°eny obvody lebky v p°edozadní (mediální) a pravolevé
(frontální) rovin¥. Umíst¥ní elektrod je pak ur£eno rozd¥lením t¥chto obvod·
na 10% a 20% intervaly, tedy vzdálenosti mezi sousedními elektrodami jsou
bu¤ 10% nebo 20% celkové mediální nebo frontální vzdálenosti lebky, jak
zobrazuje obrázek 3.1.

Obrázek 3.1: Systém 10-20, p°evzato z [25].

Elektrody jsou ozna£eny písmeny: A = Ear lobe (u²ní boltec); C = Central
(st°ední); P = Parietal (temenní); F = Frontal (p°ední); O = Occipital (týlní);
T = Temporal (spánkové) a £ísly (lichá £ísla pro elektrody umíst¥né nad
levou mozkovou hemisférou, sudá £ísla pro elektrody nad pravou hemisférou).

P°i m¥°ení EEG lze pouºít bipolární nebo unipolární elektrody. Obrázek
3.2 tyto varianty zobrazuje. U bipolárních elektrod se m¥°í potenciálový rozdíl
mezi párem elektrod, u unipolárních se potenciál kaºdé elektrody porovnává
bu¤ s neutrální elektrodou nebo s pr·m¥rem v²ech elektrod [25].
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................................. 3.1. Analýza EEG signálu

Obrázek 3.2: Bipolární (A) a unipolární(B) elektrody, p°evzato z [25].

V signálu EEG typicky rozli²ujeme pásma aktivity alpha ( � ), beta (� ),
delta (� ), theta ( � ) a gamma (
 ), jejichº frekven£ní rozsahy nejsou zcela
kodi�kovány a nap°í£ literaturou se mírn¥ li²í. Jeden z p°íklad· zvolených
frekven£ních rozsah· pro tyto pásma je uveden v tabulce 3.1

Frekven£ní pásmo Frekven£ní rozsah
Delta( � ) 0,5-4Hz
Theta( � ) 4-8Hz
Alpha( � ) 8-13Hz
Beta(� ) 13-30Hz

Gamma(
 ) >30Hz

Tabulka 3.1: Základní frekven£ní pásma mozkových vlny dle [25].

3.1.1 EEG artefakty a analýza nezávislých komponent ICA

Elektroencefalogram zaznamenává krom¥ mozkové aktivity vy²et°ovaného
i dal²í aktivitu jiných zdroj·. Kaºdý elektrodový kanál EEG shromaº¤uje
lineární sm¥s v²ech vhodn¥ promítnutých elektrických signál·. A to v závis-
losti na poloze a orientaci generátor· signálu a elektrických polí, které jsou
vytvá°eny vzhledem ke kaºdému nahrávanému kanálu. Kaºdý z t¥chto kanál·
zaznamenává rozdíl mezi aktivitou na dvou nebo více elektrodách na hlav¥.
Tento proces míchání se vztahuje i na mozkovou aktivitu: vícekanálový zá-
znam EEG obsahuje elektrické signály vzdáleného pole vycházející z r·zných
oblastí mozku vy²et°ovaného, ve kterých kortikální tká¬ generuje synchronní
elektrické potenciály.

Zaznamenaná aktivita zdroj· majících sv·j p·vod jinde neº ve zkoumané
oblasti je ozna£ována jako artefakt. Mezi biologické artefakty pat°í potenciály
vznikající v o£ích, elektromyogra�cká aktivita spojená se silnými svalovými
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3. Pouºité metody....................................
kontrakcemi, které jsou dostate£n¥ blízko snímajícím elektrodám, nebo také
elektrokardiogra�cké signály. Dal²ími artefakty jsou nebiologické signály vy-
volané nap°íklad elektrickými za°ízeními se st°ídavým proudem a stejn¥ tak
samotné elektrody - v p°ípad¥, ºe je impedance na rozhraní elektroda-k·ºe
velká nebo nestabilní [27]. Tyto artefakty jsou ozna£ovány jako artefakty
technické.

Vzhledem ke zp·sobu snímání EEG jsou v signálech zejména sousedících
elektrod zna£né p°ekryvy. K rozli²ení zdrojových proces·, které vedly k
zaznamenaným signál·m, se pouºívá dekompozice pomocí analýzy nezávislých
komponent(ICA), které je v¥nována £ást 3.2.

3.1.2 Projevy parasomnie v EEG signálu

Na základ¥ review Camaioni et al. [9] m·ºeme rozli²it následující projevy pa-
rasomnie v EEG signálu bezprost°edn¥ p°ed parasomními událostmi. N¥které
studie, kterými se tento £lánek zabýval, v EEG bezprost°edn¥ p°ed epizo-
dami nám¥sí£nosti, spánkovým d¥sem nebo zmateným vzru²ením pozorovaly
tzv. hypersynchronní deltu (HSD). HSD jsou kontinuální delta vlny nap¥tí
� 150�V .

V²echny v £lánku uvedené studie analyzovaly behaviorální epizody NREM
parasomnie, ke kterým do²lo b¥hem spánku s pomalými vlnami (SWS � Slow
Wave Sleep). Analýza projev· parasomnie v signálu EEG, jenº p°edcházejí
nástupu behaviorální epizody, p°inesla následující nálezy související s hlu-
bokým spánkem: bezprost°edn¥ p°ed motorickou aktivací ve frontálních a
centrálních oblastech byla odhalena zvý²ená aktivita pomalých vln (SWA �
Slow Wave Activity) a pomalé oscilace (SO � Slow Oscillation), zárove¬ s
prokázanou p°ítomností vysokofrekven£ní aktivity EEG (tj. 24,00�30,00 Hz)
bezprost°edn¥ p°ed NREM parasomní epizodou. Podle [9] jsou toto skute£-
nosti, které by v budoucnu mohly p°edstavovat prediktivní vzorce EEG pro
nástup NREM parasomní epizody.

3.2 Analýza nezávislých komponent

Independent Component Analysis (ICA) neboli analýza nezávislých kompo-
nent je výpo£etní metoda pro odd¥lení signál· pat°ící mezi metody slepé
separace zdroj· (Blind Source Separation � BSS). Slepou separací zdroj·
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je odd¥lována sada zdrojových signál· od sady smí²ených signál·, a to bez
informací (nebo pouze s velmi malým mnoºstvím informací) o zdrojových
signálech £i o procesu jejich míchání. Nejznám¥j²ím p°íkladem, který BSS
°e²í, je problém koktejlového ve£írku: v místnosti je mnoho lidí, kte°í hovo°í
sou£asn¥ a poslucha£ se snaºí sledovat jednu z diskusí, která zde probíhá [15].
S tímto problémem si dokáºe poradit lidský mozek, p°i digitálním zpracování
signálu je to ale obtíºný úkol.

P°i m¥°ení povrchového potenciálu mozkové aktivity elektroencefalogramem
dochází k podobnému problému. Nam¥°ené potenciály jsou pravd¥podobn¥
smíchané signály jednotlivých center aktivit v mozku [2].

Metoda ICA m·ºe být nápomocná pro separaci artefakt· z EEG. B¥ºn¥
se nejd°íve transformují EEG signály do prostoru nezávislých zdrojových
komponent a poté, co jsou ru£n¥ vybrány neum¥lé neurální zdroje a naopak
artefakty obsahující komponenty jsou odstran¥ny, následuje rekonstrukce
EEG bez artefakt·.

Metodu ICA pro rozd¥lení vícerozm¥rného signálu na jeho aditivní pod-
sloºky m·ºeme pouºít za p°edpokladu, ºe ony podsloºky jsou na sob¥ statis-
ticky nezávislé a zárove¬ ºe jsou to signály, které nemají Gaussovo (normální)
rozloºení hustoty pravd¥podobnosti [2].

3.2.1 De�nice ICA

P°edpokládámen lineráních kombinací (sm¥sí)x1; :::; xn ; z n nezávislých
komponent

x j = aj 1s1 + aj 2s2 + ::: + ajn sn 8j: (3.1)

Dále p°edpokládáme, ºe kaºdá sm¥sx j i kaºdá nezávislá komponentask

je náhodná veli£ina a také jak sm¥si tak nezávislé komponenty mají nulový
pr·m¥r. (V p°ípad¥, ºe to tak není, x i se vycentrují ode£tením výb¥rového
pr·m¥ru.) Pro p°edchozí rovnici vyuºijeme matico-vektorový zápis:

x = As; (3.2)

kde x je náhodný vektor s prvky x1; :::; xn a s náhodný vektor s prvky
s1; :::; sn a matice A obsahuje prvky aij . Pozorujeme pouzex, zatímco A
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a s musíme odhadnout. Z odhadnuté maticeA pak m·ºeme vypo£ítat její
inverzní matici W a získat tak nezávislou komponentu:

s = Wx: (3.3)

Toto je model ICA, který popisuje, jak jsou generována pozorovaná data
procesem míchání komponentsi [12].

Tedy pokud bychom si aplikaci ICA cht¥li p°edstavit na d°íve zmín¥ném
problému koktejlového ve£írku, nezávislé komponentys jsou jednotlivé hlasy
lidí, matice A p°edstavuje míchání hlasu lidí vlivem okolního prost°edí ax
jsou jejich lineárními kombinacemi, které zaznamenávají jednotlivé mikrofony
[2].

3.2.2 Pouºití ICA pro nalezení EEG artefakt·

Metoda ICA � op¥t za p°edpokladu, ºe zdroje signálu jsou lineární sm¥sí
mozkových a um¥lých zdroj· � m·ºe rozloºit pozorovaný signál na nezávislé
komponenty. Metoda byla testována na simulovaných a experimentálních
datech, na nichº se prokázala jako u£inná p°i separaci signál· z jejich lineráních
sm¥sí a p°i extrakci o£ních informací p°ítomných v signálech EOG [22].

MATLAB toolbox EEGLAB [ 14] obsahuje nástroj pro nalezení nezávislých
komponent EEG signálu. Obvykle je pouºíván pro odstran¥ní artefakt·,
které byly do dat p°imíchány, a to tak, ºe nejd°ive automaticky identi�kuje
²umové komponenty, které je dále moºné odstranit, aniº by do²lo k po²kození
originálních signál· EEG. EEGLAB obsahuje také IClabel � plugin pro
automatickou klasi�kaci nezávislých komponent EEG [19]. Na obrázku 3.3
je zobrazeno vyhodnocení jedné nezávislé komponenty parasomní epizody
pomocí tohoto nástroje.
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Obrázek 3.3: Vyhodnocení nezávislé komponenty pomocí IClabel.

3.3 P°íznaky a klasi�kátory

P°íznak neboli feature je vlastnost pozorovaného jevu, kterou je moºno m¥°it,
analyzovat a také pouºít jako vstup do klasi�kátoru [ 6]. Pokud zdrojová data
obsahují velké mnoºství redundantní informace (nap°. více korelovaných £aso-
vých signál·), slouºí proces extrakce p°íznak· k výpo£tu men²ího mnoºství
parametr· pouºitelných pro klasi�kaci. Tím také obvykle dochází k ú£innému
sníºení mnoºství i redundance vstupních dat sou£asn¥ s vy²²í efektivitou
u£ení následných model·.

Metody strojového u£ení pro u£ení funkce z trénovacích dat se rozd¥lují
na u£ení s u£itelem (supervised learning) a u£ení bez u£itele (unsupervised
learning). U u£ení s u£itelem obsahují trénovací data spolu se vstupními
hodnotami také poºadované výstupy, zatímco u u£ení bez u£itele tyto výstupní
hodnoty nejsou známy [6]. V této práci byly pouºity metody strojového u£ení
s u£itelem.

3.3.1 Kritéria hodnocení klasi�kátor·

Pro vyhodnocení klasi�kátor· byla pouºita kritéria senzitivita, speci�cita,
p°esnost a plocha pod ROC k°ivkou (AUC), která jsou dále popsána.
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Senzitivita (TPR) neboli True Positive Rate je podmín¥ná pravd¥podobnost,

která vyjad°uje relativní £etnost správn¥ klasi�kovaných pozitivních p°ípad·.
Tedy kdy skute£n¥ pozitivní p°ípady jsou klasi�kátorem ohodnoceny jako
pozitivní [17].

TPR = P(TPjP) =
TP

TP + FN
; (3.4)

kde TP (True Positive) jsou skute£n¥ pozitivní ozna£eny jako pozitivní a
FN (False Negative) jsou skute£n¥ pozitivní ozna£eny jako negativní.

Speci�cita (TNR) neboli True Negative Rate je podmín¥ná pravd¥podob-
nost, která vyjad°uje relativní £etnost správn¥ klasi�kovaných negativních
p°ípad·. Tedy kdy skute£n¥ negativní p°ípady jsou klasi�kátorem ohodnoceny
jako negativní.

TNR = P(TN jN ) =
TN

TN + FP
; (3.5)

kde TN (True Negative) jsou skute£n¥ negativní ozna£eny jako negativní
a FP (False Positive) jsou skute£n¥ negativní ozna£eny jako pozitivní.

P°esnost klasi�kátoru P:

P =
TP + TN

TP + TN + FP + FN
(3.6)

ROC k°ivka (Receiver Operating Characteristic Curve) je graf, který zná-
zor¬uje vyhodnocení binárního klasi�kátoru pro r·zné hodnoty rozhodovacího
prahu. Na ose x je vykreslena pomocí parametruFPR (False Positive Rate),
jehoº výpo£et je uveden v rovnici 3.7, aTPR (True Positive Rate) na ose y
[29].

FPR = (1 � specif icita ) =
FP

FP + TN
(3.7)
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Obrázek 3.4: ROC k°ivka, p°evzato z [3].

ROC k°ivka je zobrazena na obrázku 3.4. Pro n¥jaký model m·ºe ROC
k°ivka vypadat nap°íklad jako k°ivka znázorn¥na £ervenou barvou, optimální
model je zde vykreslen barvou zelenou (senzitivita i speci�cita v n¥m dosahují
hodnoty 1).

AUC (Area Under the Curve) je pak plocha pod ROC k°ivkou, která
vyjad°uje míru schopnosti klasi�kátoru rozli²ovat mezi t°ídami a pouºívá se
jako souhrn ROC k°ivky.

3.3.2 Pouºité p°íznaky

P°íznaky pouºívané v klasi�kátorech jsou: energie a relativní energie signálu
3.8, rozsah 3.9, maximální diference 3.10 a plocha pod k°ivkou ROC. Z
analýzy n¥kterých p°íznak· v r·zných £asech v bakalá°ské práci [10] bylo
prokázáno, ºe nejuºite£n¥j²í informace o rozli²ení fyziologické a parasomní
aktivity se nachází v n¥kolika prvních vte°inách od po£átku aktivity. I proto
byly v²echny zmín¥né p°íznaky krom¥ plochy pod k°ivkou extrahovány na
základ¥ explora£ní analýzy z prvních 4 sekund od po£átku anotované epizody.
Vypo£teny byly následující p°íznaky:
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3. Pouºité metody....................................
Energie signálu neboli Root Mean Square (RMS)

RMS (X ) =

s P N
i =1 x2

i

N
(3.8)

Relativní energie signálu (NRMS) je získána normalizací RMS.

Rozsah neboli Range (RNG)

RNG(X ) = max(X ) � min (X ) (3.9)

Maximální diference (MaxDi�)

MaxDif f (X ) = max(x2 � x1; x3 � x2; :::; xm � xm� 1) (3.10)

P°íznaky pouºité u klasi�kátor· pracujících s nezávislými
komponentami

U klasi�kátor·, ve kterých �gurují nezávislé komponenty, byly pouºity násle-
dující p°íznaky nezávislých komponent:

. AUC pro rozptyl p°ed epizodou a po za£átku epizody,. rozsah (RNG),. maximální diference (MaxDi�),. energie (RMS),. relativní energie (NRMS).

Nezávislé komponenty byly nalezeny pomocí nástroje EEGLAB. Pro dal²í
práci bylo uloºeno 15 nezávislých komponent. Toto £íslo bylo zvoleno na
základ¥ explora£ní analýzy, která ukázala, ºe tyto komponenty obsahují
uºite£né mnoºství artefaktických dat.

P°íznaky AUC pro rozptyl, RNG, MaxDi� a RMS byly vypo£ítány pro
originální signál nezávislé komponenty. Nezávislá komponenta byla pásmovou

18



................................ 3.3. P°íznaky a klasi�kátory

propustí rozd¥lena do 5 frekven£ních pásem se zvoleným frekven£ním rozsahem
popsaným v tabulce 3.2. Tato tabulka popisuje 6 frekven£ních pásem � pro
nezávislé komponenty nebylo pouºito uvedené pásmo low delta. Pro kaºdé z
pouºitých pásem byly vypo£ítány p°íznaky RNG, MaxDi�, RMS a NRMS.
Celkov¥ je to tedy 24 p°íznak· na jednu komponentu, tedy 360 p°íznak· pro
epizodu, coº je zobrazeno na obrázku 3.5.

Obrázek 3.5: Diagram znázor¬ující pouºité p°íznaky pro jednu epizodu.

P°íznaky pouºité u klasi�kátor· pracujících s EEG kanály

U klasi�kátor· pracujících s Cz a Fz EEG kanály, které byly vybrány na
základ¥ review Camaioni et al. [9], byly pouºity následující p°íznaky:

. rozsah RNG,

. maximální diference MaxDi�,

. energie RMS.

Signály z EEG kanálu Cz a Fz byly pásmovou propustí rozd¥leny do 6 frek-
ven£ních pásem se zvoleným frekven£ním rozsahem popsaným v tabulce 3.2.
Celkov¥ pak p°ipadá 42 p°íznak· na jednu epizodu, coº je zobrazeno na
obrázku 3.6.
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