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Abstract
This work presents several approaches to
enhance the Segment Anything Model 2
(SAM2), a foundation model for image
and video segmentation, particularly in
challenging tracking scenarios. The limita-
tions of SAM2 are outlined, followed by a
comprehensive analysis of its architecture
and components.

Key �ndings reveal that SAM2 strug-
gles with accuracy and robustness when
tracking small or textureless objects. To
address this, a cropping-based approach is
proposed, which focuses on maintaining a
window around the object throughout the
video, yielding notable improvements on
the Visual Object Tracking (VOT) chal-
lenge datasets.

Additionally, we demonstrate that in-
corporating optical �ow into the mask se-
lection process of the SAM2 mask decoder
shows improvement in scenarios involving
slow and smooth object motion. However,
under general conditions, the integrated
optical �ow lacked accuracy.

Finally, two architectural modi�cations
are explored: increasing the memory
stride in the memory bank and excluding
empty mask predictions from the mem-
ory bank. These adjustments consistently
enhance tracking robustness and overall
model performance across various track-
ing scenarios.

Keywords: tracking, segmentation,
foundation model, cropping, optical �ow,
segment anything model

Supervisor: Prof. Ing. Ji°í Matas,
Ph.D.

Abstrakt
Tato práce p°edstavuje n¥kolik p°ístup·
ke zlep²ení modelu Segment Anything Mo-
del 2 (SAM2), základního modelu pro seg-
mentaci obrazu a videa, zejména v ná-
ro£ných scéná°ích sledování. Nejprve jsou
identi�kována omezení modelu SAM2, po
nichº následuje podrobná analýza jeho
architektury a komponent.

Klí£ová zji²t¥ní ukazují, ºe model SAM2
má problémy s p°esností a robustností p°i
sledování malých objekt· nebo objekt·
s chud¥ de�novaným povrchem. K °e²ení
tohoto problému jsme navrhli p°ístup zalo-
ºený na vy°ezávání, který se zam¥°uje na
udrºení okna kolem objektu b¥hem celého
videa, coº p°iná²í významná zlep²ení na
datových sadách Visual Object Tracking
(VOT).

Dále demonstrujeme, ºe zapojení op-
tického toku do procesu výb¥ru masky v
dekodéru SAM2 p°iná²í zlep²ení ve scéná-
°ích zahrnujících pomalý a plynulý pohyb
objekt·. Nicmén¥ za obecných podmínek
integrovaný optický tok postrádal dosta-
te£nou p°esnost.

Na záv¥r jsou zkoumány dv¥ úpravy
v architektu°e SAM2: zvý²ení memory
stride v memory bance a vylou£ení prázd-
ných masek z memory banky. Tyto úpravy
významn¥ zlep²ují robustnost sledování a
celkový výkon modelu v r·zných scéná°ích
sledování.

Klí£ová slova: sledování, segmentace,
základní model, vy°ezávání, optický tok,
segment anything model

P°eklad názvu: Sledování objektu s
pomocí SAM, Dino, Monodepth nebo
CLIP reprezentace
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