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Abstrakt

Schizofrenie je závaºné du²evní onemoc-
n¥ní, na které dodnes neexistuje uni-
verzální lé£ba. Jedním ze ²iroké ²kály
moºných p°íznak· je ztráta sebeuv¥do-
m¥ní, jenº je povaºována za sjednocující
symptom. Na tento charakteristický p°í-
znak projevující se uº v raných fázích schi-
zofrenie je zam¥°ena behaviorální úloha
testovaná v rámci studie Early-Stage Schi-
zophrenia Outcome. Smyslem této úlohy
je rozeznat vn¥j²í zásah a podle toho se
pohybovat kurzorem po dané £ásti hra-
cího pole.

Na základ¥ konzultací s odborníky z ob-
lasti psychiatrického výzkumu byla vypo£-
tena sada p°íznak· popisujících pr·b¥h °e-
²ení úlohy. Následn¥ byl vytvo°en binární
klasi�kátor vyuºívající SVM, logistické re-
grese a lasso regrese podle vypo£tených
p°íznak·. Pro kaºdý klasi�ka£ní algorit-
mus byly postupn¥ upravovány hyperpa-
rametry. P°esnost klasi�kace pomocí logis-
tické regrese je 67,3 % s 82,0% sensitivitou
a 69,1% speci�citou. Tento výsledek není
pouºitelný k diagnostice, bylo v²ak pou-
kázáno na d·leºité aspekty °e²ení úlohy.

Bylo odhaleno, ºe pacienti jsou mén¥
ochotní explorovat a p°i hraní úlohy jsou
spí²e zdrºenliv¥j²í. V pr·b¥hu £asu ztrá-
cejí soust°ed¥nost a motivaci zdaleka více
neº zdraví jedinci. Procentuální úsp¥²nost
°e²ení úlohy pacienta je korelována s jeho
emo£ním stavem, neochotou spolupraco-
vat £i ned·v¥rou, zm¥°enou pomocí psy-
chiatrických ²kál.

Klí£ová slova: schizofrenie, ztráta
sebeuv¥dom¥ní, behaviorální úloha,
binární klasi�kace

Abstract

Schizophrenia is a severe mental illness
that still nowadays lacks a universal treat-
ment. One of a wide range of possi-
ble symptoms is a loss of self-awareness,
which is considered to be an unifying
symptom. The Early-Stage Schizophre-
nia Outcome Study includes a behavioral
task designed to assess this speci�c symp-
tom, which often emerges during the early
stages of schizophrenia. The purpose of
this task is to recognize a nonself in�uence
and to move the cursor around a playing
�eld accordingly.

A set of features describing the pro-
cess of solving the task was calculated
in consultation with psychiatric research
experts. Subsequently using the set of fea-
tures, a binary classi�er was constructed
using SVM, logistic regression and lasso
regression algorithm and their hyperpa-
rameters were adjusted. The accuracy of
classi�cation using logistic regression is
67,3 % with 82,0% sensitivity and 69,1%
speci�city. This result is not applicable
for diagnostics, but important aspects of
the problem were pointed out.

It was revealed that patients are less
willing to explore and tend to be more ret-
icent when playing the task. Over time,
they lose concentration and motivation
far more than healthy individuals. The
percentage of patients' success in solving
the task is correlated with their emotional
state, uncooperativeness or distrust mea-
sured by psychiatric scales.

Keywords: schizophrenia, loss of
self-awareness, behavioural task, binary
classi�cation
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Kapitola 1

Úvod do problematiky

1.1 Schizofrenie a ztráta self-awareness

Schizofrenie je chronické du²evní onemocn¥ní, kterým v dne²ní dob¥ trpí
zhruba 1 £lov¥k z 300, coº odpovídá 0,32 % celkové populace [1]. Existuje
²iroká ²kála symptom· této nemoci, rozpoznatelné p°íznaky se u schizofrenik·
typicky projevují uº kolem 18-24 roku ºivota [ 2]. Jedinci postiºeni schizofrenií
trpí významnými zm¥nami v chování spojenými s naru²eným vnímáním sv¥ta.
Tyto zm¥ny se mohou projevovat p°etrvávajícími bludy, halucinacemi, paranoií
£i poruchami ve vnímání a zpracování emocí. Kognitivní schopnosti pacient·
jsou zasaºeny, proto mají £asto postiºení problém s pam¥tí, pozorností £i
schopností °e²it problémy. Schizofrenici p·sobí rozt¥kan¥, mohou mít zmatené,
dezorganizované chování, £asto trpí nechutí do ºivota a depresemi. To následn¥
zp·sobuje sociální a pracovní dysfunkci [3, 4]. Jedním z charakteristických
p°íznak· je naru²ení schopnosti rozpoznat své a cizí jednání, neboli ztráta
self-awareness (v p°ekladu sebeuv¥dom¥ní). Problém sebeuv¥dom¥ní je £astý
uº v raných fázích a je povaºován za sjednocující symptom v po£átcích
schizofrenie [5].

Pr·b¥h onemocn¥ní je velmi individuální, u kaºdého se nemoc rozvíjí
odli²ným tempem a dosahuje r·zných stup¬· závaºnosti. Mohou se projevit
ojedin¥lé epizody schizofrenie, st°ídání období rozvoje atak (relaps·) a remisí
(bezp°íznakového období) £i stálý chronický stav onemocn¥ní [6]. Spou²t¥£e
atak mohou být r·zného charakteru, nap°íklad k rozvoji nemoci mohou p°isp¥t
psychosociální faktory £i uºívání drog [3].
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1. Úvod do problematiky.................................
Dosud není známa neurobiologická podstata schizofrenie. P°edpokládá se,

ºe interakce genetické informace s rizikovými faktory prost°edí a ur£itého
stylu ºivota m·ºe zp·sobit rozvoj nemoci. [ 7] Z výsledk· studie [ 8] vyplývá
to, ºe pokud má jedinec alespo¬ jednoho rodi£e trpícího schizofrenií, má 67%
náchylnost k rozvoji nemoci z hlediska d¥di£nosti.

Dodnes neexistují ºádné psychogenetické testy £i speci�cké biomarkery,
podle kterých by byla vybrána správná forma lé£by. Lé£ba je u daného
pacienta indikovaná na základ¥ jeho symptom·, coº £asto vede ke zm¥nám
medikace, neº je nalezena vyhovující lé£ba [9]. Pacient·m jsou podávána
antipsychotika, zárove¬ mohou podstupovat i jiné psychoterapeutické techniky
[6]. V n¥kterých p°ípadech je p°i lé£b¥ nutná i hospitalizace.

Antipsychotika ve st°edním mozku zejména tlumí aktivitu dopaminových
receptor·, coº m·ºe tlumit n¥které symptomy nemoci. ƒasto jsou schizofrenici
odsouzeni k celoºivotnímu uºívání lék·, jiní v²ak na lé£bu tém¥° nereagují
[2]. Uºívání antipsychotik je spojeno s rizikem zna£ných vedlej²ích ú£ink·,
mezi n¥º pat°í nap°íklad onemocn¥ní srdce a plic, cukrovka, sedativní ú£inky
£i extrapyramidové symptomy (zahrnujících poruchy °ízení svalového nap¥tí
a pohybu spojené se stavy zármutku, úzkostného poníºení £i sníºení míry
spolupráce pacienta p°i lé£b¥) [10].

1.2 Studie ESO

Studie ESO (Early-Stage Schizophrenia Outcome) je longitudinální studie,
která se zam¥°uje na pacienty v rané fázi schizofrenie. Cílem bylo získat
detailn¥j²í znalosti a pochopení o pr·b¥hu, projevech £i lé£b¥ této nemoci.
V rámci studie ESO jsou pacienti podrobeni ²kále r·zných vy²et°ení zkou-
mající neurální, neurokognitivní, behaviorální zm¥ny £i genetické aspekty.
K dispozici je tak díky neurozobrazovacím a analytickým metodám komplexní
klinický obraz o daném pacientovi.

V rámci studie byli otestováni zdraví (kontroly) i nemocní (pacienti) jedinci.
Ú£astníci výzkumu museli spl¬ovat ur£itá kritéria - v¥ková hranice 18-60 let a
absence závaºných neurologických poruch. Kontroly a jejich p°íbuzní v p°ímé
linii navíc nesm¥li v minulosti prod¥lat ºádné du²evní onemocn¥ní. Testování
probíhalo ve t°ech intervalech � po první prod¥lání epizody, po 12 m¥sících
a následn¥ je²t¥ po 36 m¥sících. Pacienti byli b¥hem vy²et°ení pod vlivem
medikace [5].
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.................................. 1.3. De�nice problému

Jednotlivá vy²et°ení mají za cíl nemoci více porozum¥t a najít souvislosti
mezi jednotlivými symptomy. P°edpokládá se, ºe existuje více druh· schizofre-
nie. Rozt°íd¥ní pacient· podle podskupin s podobnými p°íznaky by mohlo
uleh£it odhad toho, jak se nemoc u daného pacienta bude vyvíjet a jak rychle
bude postupovat. Výsledky z jednotlivých vy²et°ení by také mohly napomoci
rozlu²tit neznalosti p°í£in schizofrenie.

1.3 De�nice problému

Cílem této bakalá°ské práce je zkoumat behaviorální úlohu obsaºenou v ESO
studii, která testuje ztrátu self-awareness. Prvním krokem je podrobný rozbor
a porozum¥ní úloze joysticku. Poté se zam¥°ím na r·zné zp·soby °e²ení této
úlohy u jednotlivc· a vytvo°ím popisné p°íznaky t¥chto pr·b¥h· ve spolupráci
s psychiatry a autory studie v NÚDZ.

Dal²ím krokem je provést explora£ní analýzu vypo£tených p°íznak· a
zkoumat schopnost t¥chto p°íznak· popsat r·zné skupiny jedinc·. P°edchozí
výsledky nazna£ují, ºe pacienti trpící schizofrenií a zdravé kontroly se li²í
ve výsledcích této úlohy na základ¥ úsp¥²nosti °e²ení [5]. Mým cílem je roz²í°it
moºnosti rozli²ování mezi t¥mito skupinami.

Na základ¥ p°íznak· navrºených v p°edchozí £ásti navrhnu klasi�kátor,
který bude schopen rozli²it mezi schizofrenními pacienty a zdravými kontro-
lami. Klasi�kátor bude optimalizován tak, aby vyuºíval vhodnou kombinaci
p°íznak· a na základ¥ nich p°i°azoval jednotlivé jedince do p°íslu²ných skupin.
Pro dosaºení t¥chto cíl· pouºiji techniky strojového u£ení a budu se zabývat
úpravou jejich hyperparametr·. Po dokon£ení analýzy budeme schopni zhod-
notit, zda kombinace p°íznak· poskytuje komplexn¥j²í perspektivu na rozli²ení
mezi skupinami.

Dále se zam¥°ím na vztah mezi psychopatologií a p°íznaky identi�kovanými
v úloze joysticku. Budu zkoumat moºné korelace mezi poruchami projevujícími
se v chování, my²lení a emocionálními projevy pacient· a zp·soby °e²ení této
behaviorální úlohy.
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Kapitola 2

Pouºité metody

2.1 Popis úlohy

Jedním z vy²et°ení probíhajících v rámci ESO studie 1.2 je vy²et°ení v mag-
netické rezonanci, p°i£emº jedinec zárove¬ plní behaviorální úlohu. Na pro-
mítaném plátn¥ vidí £tvercovou hrací plochu rozd¥lenou men²ím £tvercem
na dv¥ £ásti. Pohybem joysticku ovládá hrá£ kurzor, kterým m·ºe jezdit
po celé hrací plo²e. Rozvrºení hrací plochy je vid¥t na obrázku 2.1. Cílem
hry je rozli²it, zda má jedinec plnou kontrolu nad pohyby kurzoru nebo zda
je pohyb zven£í ovliv¬ován. Jedinec má za úkol jezdit kurzorem po okrajích
hracího pole v p°ípad¥, ºe má pocit plné kontroly nad svými pohyby. Pokud
má v²ak hrá£ pocit, ºe je do jeho pohyb· zasahováno, má za úkol pohybovat
se uvnit° vnit°ního £tverce.

Úloha je rozd¥lená do 24 blok·. Za£íná se NONSELF (INFLUENCED)
blokem - je zven£í ovliv¬ován. Následuje ni£ím neovlivn¥ný SELF blok. SELF a
NONSELF bloky se po 20 vte°inách pravideln¥ st°ídají, p°i£emº celé vy²et°ení
trvá 8 minut. Vzorkovací frekvence snímacího kurzoru je25 Hz, b¥hem jednoho
m¥°ení o délce 480 s je tedy výsledkem 12 000 hodnot polohy x a y v kartézské
soustav¥ sou°adnic.

Ovlivn¥ní pohybu je implementováno pomocí algoritmu, takºe není ná-
hodné. Cílem bylo vytvo°it algoritmus tak, aby hrá£ nebyl schopen rozpoznat
pravidelnost st°ídání blok· a zp·sob vn¥j²ího zásahu. V kaºdém okamºiku
NONSELF bloku je de�nován koe�cient zm¥ny velikosti vzdálenosti od st°edu
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2. Pouºité metody....................................

Obrázek 2.1: Hrací pole behaviorální úlohy - pomocí bílého £tverce je rozd¥leno
na dv¥ £ásti, joystickem vpravo se ovládá bílý puntík, ke kterému vede p°eru²ovaná
²ipka. P°evzato a upraveno z p°íloh [5].

a úhel, o který se kurzor pohne nezávisle na hrá£i. Graf této závislosti na jed-
nom NONSELF a SELF bloku je zobrazen na obrázku 2.2.

V NONSELF bloku se v ur£itých fázích zm¥ní úhel pohybu o180� , takºe
se hrá£i jeví, ºe jde kurzor p°esn¥ naopak, av²ak s tím se m¥ní i velikost
vzdálenosti. V SELF bloku pak vidíme, ºe koe�cient zm¥ny vzdálenosti je1 a
zm¥na úhlu je o0� , coº nezna£í ºádné zm¥ny.

Obrázek 2.2: Hodnota úpravy vzdálenosti (radius distortion) a úhlu (angular
distortion) b¥hem NONSELF a SELF bloku. P°evzato z p°íloh [5].
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.................................. 2.2. P°edzpracování dat

2.2 P°edzpracování dat

Data z tohoto vy²et°ení jiº byla zkoumána a výsledky jsou shrnuty ve studii
[5]. V této bakalá°ské práci na tuto studii navazuji, tím pádem pouºívám
p°i zpracování dat jiº n¥které implementované funkce. V¥t²ina práce byla
provedena v programovacím jazyce MATLAB. V této podkapitole uvedu
mnou pouºívané implementace.

Jednou z implementací, která jiº byla °e²ena, je �ltrace dat. Úkolem bylo
vylou£ení pr·b¥h· vy²et°ení jedinc·, kte°í úlohu z°ejm¥ nepochopili £i ji
z n¥jakého jiného d·vodu °e²ili úpln¥ jinak, pro více informací více viz.[5].
Po vy�ltrovaní takových pr·b¥h· úlohy máme k dispozici 302 °e²ení behavio-
rální úlohy z r·zných vizit, 166 od pacient· a 136 od kontrol. Data máme
od 223 r·zných jedinc·, z toho 133 od pacient· a 90 od kontrol.

Obrázek 2.3: Po£ty jedinc· k dispozici v konkrétní kategorii, v závorce je uveden
po£et pr·b¥h· behaviorální úlohy.
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2. Pouºité metody....................................
Pro vizualizaci °e²ení byla také vytvo°ena funkce zobrazující graf závislosti

ƒeby²evovy vzdálenosti od st°edu pole na £ase a teplotní mapy. ƒeby²evova
vzdálenost má vzorec

cebDist(i ) = max(jx(i ) � cxj; jy(i ) � cyj) (2.1)

kde x(i ) a y(i ) jsou sou°adnice v i-tém £asovém okamºiku,cx a cy jsou
sou°adnice x a y st°edu pole. Tuto vizualizaci lze vid¥t na obrázku 2.4
v horní £ásti, kde je ƒeby²evova vzdálenost v kaºdém okamºiku zobrazena
pomocí modré k°ivky. Osa y má stupnici od 0 do 250, kde 250 je maximální
vzdálenost od st°edu, tudíº hrací pole má velikost 500x500. ƒervená p°ímka
ukazuje hranici rozd¥lení hracího pole, tedy velikost vnit°ního £tverce. V horní
£ásti grafu £ervená úse£ka ozna£uje dobu trvání NONSELF bloku, naopak
zelená ozna£uje dobu trvání SELF bloku. Pod jednotlivými znázorn¥ními
blok· je napsána procentuální úsp¥²nost £asu stráveného za hranicí. Totéº je
pak vykresleno £ernou k°ivkou. Zelenou k°ivkou jsou pospojovány pr·m¥rné
vzdálenosti v rámci blok·. Na obrázku 2.4 dole vlevo vidíme heat mapu
za v²echny SELF bloky, vpravo dole za NONSELF bloky. Pomocí barev
teplotní mapy lze pozorovat, v jakých místech se hrá£ nejvíce pohyboval, je
to znázorn¥no ºlutou barvou. Naopak po tmavých £ástech hracího pole se
jedinec v·bec nepohyboval.

Obrázek 2.4: Ukázka pr·b¥hu °e²ení úlohy pomocí grafu vzdálenosti na £ase a
teplotních map ze SELF a NONSELF blok·.
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2.3 Popis p°íznak·

Na základ¥ konzultací s odborníky z oblasti psychiatrického výzkumu z Ná-
rodního ústavu du²evního zdraví jsem vypo£etla následující sadu p°íznak·
popisujících pr·b¥h °e²ení úlohy, která by mohla být uºite£ná pro rozli²ení
pacient· a kontrol £i ukázat na rozdíly v projevech schizofrenie v rámci
pacient·. Uvedu zde seznam v²ech 17 vypo£tených p°íznak·.

. Skóre SELF = pr·m¥r jednotlivých skóre ze SELF £ástí úlohy, tj. kolik
procent £asu v rámci v²ech SELF blok· se kurzor nacházel ve vn¥j²í
oblasti hracího pole. Skóre NONSELF = pr·m¥r jednotlivých skóre z NONSELF £ástí úlohy,
tj. kolik procent £asu v rámci v²ech NONSELF blok· se kurzor nacházel
ve vnit°ním poli. Skóre TOTAL = celkové skóre nap°í£ v²emi bloky. Pom¥r pozic = pr·m¥r pom¥ru absolutních pozic v NONSELF a SELF
bloku

P°i pom¥ru pozic je nejprve v kaºdém i-tém bod¥ spo£tena ƒeby²e-
vova vzdálenost od st°edu 2.1 v b-tém bloku, p°i£emºbNONSELF

je v po°adí b-tý NONSELF blok a bSELF je v po°adí b-tý SELF
blok. Poté je proveden pom¥r pr·m¥ru ƒeby²evových vzdáleností
v b-tých blocích. Celkový ukazatel udává zpr·m¥rovaný pom¥r
ze v²ech 12 dvojic blok·.

PosRatio =
1
12

12X

b=1

mean(CebDist(i 2 bNONSELF ))
mean(CebDist(i 2 bSELF ))

(2.2)

. Trajektorie = celková délka trajektorie

Základem výpo£tu délky trajektorie je eukleidovská vzdálenost
mezi dv¥ma body 2.3. Jednotlivé vzdálenosti jsou pos£ítané v pr·-
b¥hu celé úlohy a výsledek je vyd¥len p°e²kálováním hracího
pole.

Dist =
q

(x i � x i +1 )2 + ( yi � yi +1 )2 (2.3)

Jelikoº v zadaní úlohy není speci�kováno, jak rychle a konkrétn¥
jakým zp·sobem by se m¥lo po hrací plo²e pohybovat, délka

9



2. Pouºité metody....................................
trajektorie se nap°í£ vy²et°eními dost li²í. Nejmen²í hodnota
tohoto p°íznaku je 16x niº²í neº hodnota nejvy²²í.

. Hranice = po£et p°ekro£ení hranice b¥hem celého vy²et°ení

Motivací k vytvo°ení tohoto p°íznaku bylo znát nerozhodnost
jedince, ve které £ásti hracího pole se pohybovat.

. Tortuosita = míra zak°ivenosti

Tento p°íznak byl spo£ítán dv¥ma zp·soby - Tortuosita 1 pomocí
rovnice 2.4 a Tortuosita 2 pomocí rovnice 2.5, obrázek 2.5 slouºí
k pochopení veli£in v rovnicích. Tortuosita byla nejprve spo£ítána
pro t°i po sob¥ jdoucí r·zné pozice. Díky vysoké vzorkovací
frekvenci byl poté interval mezi jednotlivými pozicemi prodlouºen
na 9, tudíº je po£ítáno s kaºdou desátou odli²nou sou°adnicí.
Tortuosita byla nakonec zpr·m¥rována...1. cosinová v¥ta

cos(� ) =
b2 + c2 � a2

2bc
(2.4)

P°i výpo£tu Tostuosity 1, pomocí cosinové v¥ty, se výsledné
hodnoty pohybovaly v intervalu mezi -1 a 1. Pro lep²í inter-
pretaci byla k výsledku p°i£etla jedni£ku, tudíº se hodnoty
pohybují mezi 0 a 2. P°i úhlu v °ádu jednotek stup¬· £i
blíºícím se k 360° se hodnota blíºí ke 2. takové p°ípady jsou
klasi�kovány jako ost°ej²í úhly a tudíº je zde v¥t²í míra
tortuosity. Naopak hodnoty p°íznaku pohybující se kolem 0
jsou interpretovány jako úhly s nízkou tortuositou...2. pom¥r stran v trojúhelníku

Ratio =
a

c + b
(2.5)

P°i výpo£tu Tortuosity 2 jsou hodnoty pouze zdola omezené
0. Ukazatel blízký 0 zna£í ost°ej²í úhel. Tortuosity jsou tedy
na sebe nep°ímo úm¥rné.

. Plocha SELF = pr·m¥r ploch v²ech SELF blok·

10
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[xi ; yi ]

[xi+20 ; yi+20 ]

[xi+10 ; yi+10 ]

�

a c

b

Obrázek 2.5: Ná£rt slouºící k pochopení výpo£tu tortuosity

. Plocha NONSELF = pr·m¥r ploch v²ech NONSELF blok·

. Pom¥r ploch = pom¥r plochy SELF a plochy NONSELF

Základem výpo£tu plochy je výpo£et plochy trojúhelníku vznik-
lého mezi po£átkem a dv¥ma po sob¥ jdoucími pozicemi. Po-
zice uvaºujme jako vektory v dvoudimenzionálním prostoru - 

x i

yi

!

;

 
x i +1

yi +1

!

. Determinant matice vzniklé z t¥chto vektor· má

geometrický význam orientované plochy rovnob¥ºníku. Pro získání
plochy trojúhelníku je determinant v absolutní hodnot¥ vyd¥len
dv¥ma 2.6. Jednotlivé trojúhelníkové plochy jsou nas£ítány a
vyd¥leny kvadrátem p°e²kálování hracího pole.

T riangleArea =
1
2

�
�
�
�
�
�

x i x i +1

yi yi +1

�
�
�
�
�
�

=
1
2

jx i yi +1 � x i +1 yi j (2.6)

. Za£átek SELF = pom¥r pr·m¥ru skóre t°í prvních SELF blok· a pr·m¥ru
v²ech SELF blok·

. Za£átek NONSELF = pom¥r pr·m¥ru skóre t°í prvních NONSELF blok·
a pr·m¥ru v²ech NONSELF blok·

. Pokles SELF = pom¥r pr·m¥ru skóre t°í posledních SELF blok· a
pr·m¥ru v²ech SELF blok·
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. Pokles NONSELF = pom¥r pr·m¥ru skóre t°í posledních NONSELF

blok· a pr·m¥ru v²ech NONSELF blok·. Vývoj SELF = pom¥r pr·m¥ru skóre prvních t°ech SELF blok· a pr·m¥ru
posledních t°ech SELF blok·. Vývoj NONSELF = pom¥r pr·m¥ru skóre prvních t°ech NONSELF
blok· a pr·m¥ru posledních t°ech NONSELF blok·

Po detailn¥j²í analýze skóre v jednotlivých blocích byla vizualizo-
vána pr·m¥rná úsp¥²nost v jednotlivých blocích pro pacienty i
kontroly. Z obrázku 2.6 lze pozorovat ur£itý pokles skóre v NON-
SELF blocích u pacient·. Proto byla vypo£tena sada p°íznak·
porovnávající skóre v pr·b¥hu £asu.

Obrázek 2.6: Pr·m¥rné skóré po blocích

2.4 Obecné metody

V následující £ásti jsou teoreticky popsány metody a termíny, které byly
p°i výpo£tech pouºity. Nejprve bylo na p°íznaky nahlíºeno z pohledu ko-
rela£ní závislosti. P°i následné klasi�kaci je nutné znát pojmy sensitivita,
speci�cita, TP, TN, FP a FN. Pro pochopení klasi�kace je t°eba se seznámit
s klasi�ka£ními algoritmy, jako je SVM, logistická regrese £i lasso regrese.
PANSS ²kála poslouºí k pochopení souvislostí p°íznak· s psychopatologií.
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2.4.1 Pearson·v korela£ní koe�cient

Pearson·v korela£ní koe�cient je statistická metoda pouºívaná k zji²t¥ní
míry korelace mezi dv¥ma prom¥nnými. Pokud koe�cient nabývá hodnoty 1,
mezi prom¥nnými je p°ímá úm¥rnost. P°i hodnot¥ -1 jsou prom¥nné naopak
nep°ímo úm¥rné. Korela£ní koe�cientr se spo£te pomocí rovnice 2.7, kdex
a y jsou vektory reprezentující dv¥ prom¥nné,cov(x; y) je kovariance a� je
sm¥rodatná odchylka [11].

r (x; y) =
cov(x; y)

� (x) � � (y)
=

P n
i =1 (x i � �x)(yi � �y)

p P n
i =1 (x i � �x)2

p P n
i =1 (yi � �y)2

(2.7)

2.4.2 TP, TN, FP, FN

TP, TN, FP, FN jsou zkratky pro termíny pouºívané p°i binární klasi�kaci.
Pro klasi�ka£ní problém pacient versus kontrola je typicky povaºován pacient
jako pozitivní t°ída a kontrola jako negativní t°ída [12].

. TP (True Positive) - po£et pacient· správn¥ klasi�kovaných jako pacienti. TN (True Negative) - po£et kontrol správn¥ klasi�kovaných jako kontroly. FP (False Positive) - po£et kontrol myln¥ klasi�kovaných jako pacienti. FN (False Negative) - po£et pacient· myln¥ klasi�kovaných jako kontroly

2.4.3 Sensitivita, speci�cita, p°esnost

Sensitivita a speci�cita jsou míry, podle kterých lze vyhodnotit kvalitu klasi-
�ka£ních model·. Sensitivita udává, jak správn¥ jsou klasi�kátorem identi�-
kovány pozitivní výsledky. V klasi�kaci ur£ité nemoci je d·leºité mít vysokou
míru sensitivity, aby byl myln¥ klasi�kován co nejmen²í po£et pacient·.

Sensitivita =
TP

TP + FN
(2.8)

Speci�cita naopak ur£uje, jak dob°e jsou detekovány negativní výsledky
klasi�kace [12].

Specif icita =
TN

TN + FP
(2.9)

13



2. Pouºité metody....................................
P°esnost klasi�kace udává, kolik procent z jedinc· bylo správn¥ klasi�ko-

váno. Na tuto metriku je d·leºité dívat se spolu se sensitivitou a speci�citou.
P°esnost m·ºe být zavád¥jící pro velmi odli²né procentuální zastoupení posi-
tivních a negativních t°íd.

P°esnost =
TP + TN

TP + TN + FP + FN
(2.10)

2.4.4 ROC k°ivka, AUC

ROC k°ivka p°i pouºití pro klasi�ka£ní problémy udává závislost True positive
rate (TPR) na False positive rate (FPR) p°i r·zných prahových hodnotách.
TPR je jinými slovy sensitivita, FPR je 1 - speci�cita. Na ose x se zobrazuje
hodnota FPR a na ose y TPR. ROC s rovnicí diagonální p°ímkyx = y
udává FP a TP výsledky ve stejném pom¥ru. Snaha je ov²em dosáhnout
co nejvy²²ího podílu TP p°i co nejvy²²í p°esnosti. P°i klasi�kaci na základ¥
p°íznak· behaviorální úlohy si lze ROC k°ivku vyloºit tak, ºe na FPR ose
jsou hodnoty daného p°íznaku u pacient·, na TPR hodnoty p°íznaku kontrol.

AUC je metrika vyjad°ující velikost plochy pod ROC k°ivkou. Hodnoty
se proto pohybují od 0 do 1. Hodnota 1 indikuje ideální klasi�kaci se100%
p°esností, hodnota 0,5 ozna£uje náhodný klasi�kátor. Hodnota 0 znamená, ºe
jsou pozitivní a negativní p°ípady prohozené, predikce negativního p°ípadu
znamená pozitivní a naopak [13]. V této úloze hodnota blíºící se 1 nazna£uje
vy²²í hodnoty p°íznaku u kontrol, naopak pro AUC blíºící se 0 jsou pacienti
v daném p°íznaku úsp¥²n¥j²í.

2.4.5 SVM, RBF

Support vector machine (SVM) je jedním z algoritm· strojového u£ení pouºí-
vaného k binární klasi�kaci. Cílem této metody je najít optimální nadrovinu,
která dokáºe rozd¥lit pozorování do dvou t°íd a zárove¬ maximalizovat margin
- vzdálenost od nadroviny k nejbliº²ím vektor·m pozorování náleºících do r·z-
ných t°íd. Kaºdý takový vektor, který je nejblíºe rozd¥lující nadrovin¥, je
ozna£en jako podp·rný vektor a ur£uje pozici nadroviny. Optimální nadrovina
je de�nována vektorem vah w0 a biasemb0 2.11, p°i£emº váhy lze vyjád°it
jako lineární kombinace ve²kerých podp·rných vektor·.

w0
T � x + b0 = 0 (2.11)
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SVM klasi�kuje nová pozorování na základ¥ toho, na které stran¥ od rozd¥lující
nadroviny se nacházejí. Tuto informaci lze matematicky vyjád°it jako lineární
funkci vstupních dat 2.12.

f (x ) = signum(w0
T � x + b0) (2.12)

Pro nazna£ení postupu odvození hledání parametr· optimální nadroviny
uvaºujme mnoºinu vektor· pozorování x a jejich t°ídy y 2.13.

(y1; x1) ; : : : ; (y` ; x ` ) ; yi 2 f� 1; 1g (2.13)

Klasi�kace je pak ur£ena rovnicemi 2.14, kdew a b jsou parametry libovolné
rozd¥lující nadroviny.

w � x i + b � 1 if yi = 1
w � x i + b � � 1 if yi = � 1

(2.14)

My chceme maximalizovat vzdálenost� (w; b) mezi podp·rnými vektory nále-
ºících do r·zných t°íd

� (w; b) = min
f x :y=1 g

x � w
jwj

� max
f x :y= � 1g

x � w
jwj

(2.15)

Po úprav¥ vztahu 2.15 pouºitím vztah· 2.14 s rovností získáme 2.16, kdew0

a b0 jsou parametry optimální nadroviny.

� (w0; b0) =
2

jw0j
=

2
p

w0 � w0
(2.16)

Jde nám tedy o minimalizaci w � w, p°i£emº hledání optimální nadroviny vede
na úlohu kvadratického programování [14].

P°i pouºití SVM lze pozorování p°etransformovat do vy²²í dimenze pomocí
jádrové funkce, tzv. kernel. Tento p°ístup lze pouºít i pro lineárn¥ neseparabilní
data. Jedním z hojn¥ vyuºívaných kernel· je radial basis function (RBF)
kernel. SVM s vyuºitím RBF kernelem je univerzálním nástrojem, který
m·ºe být pouºit na data mající jakoukoliv distribuci [ 15]. RBF jádro lze
matematicky vyjád°it následovn¥ 2.17, kdeju � v j2 je eukleidovská vzdálenost
mezi dv¥ma vektory a � je rozptyl. ƒím vzdálen¥j²í jsou od sebe dva vektory
v £itateli, celý výraz se blíºí k nule. Naopak pro shodné vektory je výraz roven
1. Rozptyl ur£uje hladkost p°echodu od 1 k 0 [16]. RBF vyuºívá transformace
dat do nekone£né dimenze.

K (u; v) = exp

 

�
ku � vk2

2� 2

!

(2.17)

2.4.6 Regresní metody, Akaikovo kritérium

Logistická regrese je jednou z regresním metod pouºívanou k matematické
modelaci vztahu mezi n¥kolika nezávislými prom¥nnými na dichotomické
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prom¥nné (m·ºe nabývat pouze dvou kategorií). Logistická funkce má tvar
2.18, p°i£emº v �1 je hodnota funkce rovna 0 a v 1 je hodnota funkce
rovna 1. Díky esovitému tvaru funkce a moºnosti interpretovatelnosti výstupu
funkce jako pravd¥podobnosti dané kategorie se nabízí vyuºití logistické
regrese p°i binární klasi�kaci [17].

f (z) =
1

1 + e� z (2.18)

Logistická regrese vyuºívá logitové transformace pom¥ru ²ancí (odds ratio),
²ance je pom¥r pravd¥podobnosti náleºet jedné kategorii ku druhé kategorii
[18] . Výsledkem logistického modelu je tedy pravd¥podobnost dané kategorie
k za podmínky daného vektoru pozorováníx1; :::; xn a parametru logistické
regresew [17].

p(k j x ) =
1

1 + e� kw �x ; k 2 f� 1; 1g; x = (1 ; x1; : : : ; xn ) (2.19)

Dal²í regresní metodou, °e²ící regulariza£ní problém, je Lasso regrese.
Je vhodná jak pro výb¥r prom¥nných do klasi�kátoru, tak p°i samotné
klasi�kaci. Hlavním úkolem Lasso regrese je minimalizace nejmen²ích £tverc·
a zárove¬ ur£ení váhy pro jednotlivé regresory. Jednotlivé váhy se mohou
zmen²it aº na 0, tudíº daná prom¥nná v klasi�kaci nebude mít ºádnou váhu a
nebude pouºita. Narozdíl od lineárních model· tato metoda zvy²uje vychýlení
odhadu, ale tím sniºuje rozptyl p°edpovídaných hodnot a zvy²uje celkovou
p°esnost [19]. Matematicky lze lasso regrese vyjád°it následovn¥ 2.20, kdeN
je po£et pozorování,x i jsou data i-tého pozorování,yi je predikovaná hodnota.
Koe�cienty � ur£ují váhu jednotlivých regresor·. Parametr � je regulariza£ní
parametr, p°i£emº pro rostoucí hodnoty klesá po£et nenulových koe�cient·
vah � [20].

� 0; � = argmin
� 0 ;�

0

@ 1
2N

NX

i =1

�
yi � � 0 � xT

i �
� 2

+ �
pX

j =1

j� j j

1

A (2.20)

Akaikovo kritérium neboli AIC je univerzálním nástrojem pro statistické
zhodnocení modelu. Zohled¬uje maximální v¥rohodnost daného statistického
modelu, ale také po£et parametr· modelu. AIC se spo£te podle rovnice 2.21,
kde K je po£et parametr· a L je maximální v¥rohodnost. ƒím lep²í model, tím
je men²í jeho hodnota AIC. Je usilováno o co nejvy²²í v¥rohodnost za pouºití
co nejmén¥ parametr· [21]. Penalizuje se výb¥r vysokého po£tu klasi�ka£ních
p°íznak· a tím se zabra¬uje p°eu£ení modelu [22].

AIC = 2K � 2 ln (L ) (2.21)
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2.4.7 K°íºová validace

P°i klasi�kaci je nutné n¥jakým zp·sobem nejd°íve data rozd¥lit na trénovací
a testovací mnoºinu a poté provést samotnou klasi�kaci. Výsledky klasi�kace
se v závislosti na r·zném rozd¥lení datasetu li²í a nastává pak otázka, které
výsledky lze povaºovat za �nální. Tento problém °e²í k-foldová k°íºová validace.
Data jsou rozd¥lena dok stejných fold·, k � 1 fold· slouºí k natrénování a
1 fold slouºí k otestování algoritmu. Tento proces je provedenk krát, p°i£emº
kaºdý fold je práv¥ jednou pouºit k otestování. Výsledný eror klasi�kace je
ur£en jako aritmetický pr·m¥r jednotlivých eror· [23].

2.4.8 Klasi�kace

Klasi�kace je provedena v MATLAB pomocí uºivatelských funkcí. Nejprve
je °e²ena selekce vhodných p°íznak·, následovn¥ natrénování modelu na tré-
novacích datech. Poté se klasi�kátor otestuje a jeho výsledky se vyhodnotí.
Pro dopln¥ní odhadu stability tento celý postup opakujeme stokrát a jednot-
livé výsledky sensitivity, speci�city a p°esnosti klasi�kátoru se pak zpr·m¥rují.
Jako primární klasi�kátor byl zvolen klasi�kátor vyuºívající algoritmus Sup-
port vector machine (SVM). Pro porovnání byla klasi�kace provedena i
pomocí logistické regrese a lasso regrese. V následujícím seznamu je detailn¥ji
popsán postup výpo£tu...1. Rozd¥lení na testovací a trénovací mnoºinu

Data byla rozd¥lena náhodn¥ pomocí funkce cvpartition na trénovací
a testovací dataset v pom¥ru 7:3. B¥hem sto iterací m·ºe být pokaºdé
mnoºina jinak náhodn¥ rozd¥lena...2. Vybrání vhodných p°íznak·

Cílem bylo vybrat pouze nejd·leºit¥j²í p°íznaky ke klasi�kaci, aby se
z p°íznak· dal sestavit jednodu²²í a srozumiteln¥j²í model. P°i tvorb¥ mo-
delu s niº²ím po£tem p°íznak· se m·ºe sníºit riziko p°e�tování. Vybráním
ur£itých p°íznak· se také redukuje dimenze dat [22].

Vybrání p°íznak· je implementováno pomocí funkce sequentialfs, p°i£emº
je vyuºívano metody dop°edné selekce. V této funkci je speci�kováno
na základ¥ kterého klasi�ka£ního algoritmu se bude rozhodovat a na zá-
klad¥ jakého kritéria budou p°íznaky vybírány. Pro kaºdou podmnoºinu
se provede výb¥r p°íznak· následovn¥. P°i inicializaci set p°íznak· neob-
sahuje ºádné p°íznaky, první se p°idá ten s nejmen²í kriteriální hodnotou.
Do setu se postupn¥ po jednom p°idávají p°íznaky, spo£te se kriteriální
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hodnota setu p°ed p°idáním a po p°idání p°íznaku a pokud se hodnota
nesníºí o termina£ní toleran£ní hodnotu, výb¥r se ukon£uje [24]. P°i kaº-
dém po£ítání kriteriální hodnoty je vyuºito 10 foldové k°íºové validace.
Dataset je rozd¥len do 10 stejných podmnoºin - 9 z nich je pouºito jako
trénovací a 1 jako testovací, p°i£emº toto je provedeno v 10 kombinacích.
Kaºdá podmnoºina se tedy práv¥ jednou vyskytne jako testovací. Spo£te
se kriteriální hodnota pro kaºdou kombinaci a výsledky se zpr·m¥rují.
P°i klasi�kaci pomocí SVM se vybírání p°íznak· °ídí klasi�ka£ním ero-
rem na testovacích datech. P°i logistické regresi se rozhoduje na základ¥
Akaikova kritéria.

P°i lasso regresi je výb¥r p°íznak· jiº sou£ástí tvorby klasi�ka£ního
modelu a je implementován v jedné funkci lassoglm...3. Tvorba klasi�ka£ního modelu

Z vybraných p°íznak· a pomocí SVM algoritmu nebo logistické regrese
byl na trénovacích datech vytvo°en model. P°i tvorb¥ SVM klasi�kátoru
byla pouºita radial basis function a ztrátová funkce. Více o zvolení
ztrátové funkce viz. 3.2...4. Klasi�kace testovacích dat

P°i klasi�kaci pomocí logistické regrese a lasso musel být pro klasi�kaci
zvolen klasi�ka£ní práh, protoºe predikce jsou ve form¥ pravd¥podobnosti.
Op¥t zde ²lo o to zvolit klasi�ka£ní práh tak, aby bylo dosaºeno ur£ité
hodnoty senstivity, viz. 3.2...5. Spo£tení sensitivity, speci�city a p°esnosti

Výsledné ukazatele jsou spo£ítány pro trénovací a testovací mnoºinu
pro získání lep²í interpretace výsledku klasi�kace.

2.4.9 PANSS ²kála

PANSS neboli Positive and Negative Syndrome Scale je ²kála slouºící k vyhod-
nocení závaºnosti symptom· osob trpícími psychotickým onemocn¥ním. Toto
vyhodnocení provádí psychiatr £i klinický psycholog na základ¥ rozhovoru
s pacientem. Pacientovi jsou pokládány otázky ze standartizovaného PANSS
dotazníku. Obsahuje 30 otázek a kaºdá poloºka je vyhodnocována na základ¥
stupnice od 1 do 7. Nejmen²í stupe¬ znamená, ºe se daný p°íznak u pacienta
nevyskytuje, nejv¥t²í stupe¬ ukazuje na extrémní závaºnost projevu daného
p°íznaku. Tyto otázky jsou rozd¥leny do skupiny pozitivních, negativních
p°íznak· a ostatních p°íznak· v²eobecné psychopatologie. První dv¥ skupiny
obsahují po 7 poloºkách, t°etí skupina obsahuje 16 poloºek [25].
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................................... 2.4. Obecné metody

Vyskytují se r·zné verze PANNS dotazníku, kde jsou otázky jinak kate-
gorizovány. Ve studii [25] v²ak do²lo ke shrnutí t¥chto r·zných verzí a byla
vytvo°ena PANSS ²kála o p¥ti kategoriích, která lépe vystihuje strukturu dat
neº p·vodní ²kála o t°ech kategoriích. V následujícím seznamu jsou stru£n¥
uvedené moºné symptomy spadající do p¥ti kategorií [26],[25].

. Pozitivní p°íznaky

- halucinace, bludy, poruchy vnímání, neobvyklé aº bizarní my²lenky,
p°ehnané sebev¥domí. Negativní p°íznaky

- ztráta emocí a zájmu, sníºená motivace, sociální izolace, otup¥lost,
apatie. P°íznaky nabuzení

- impulsivnost, nevraºivost, neochota spolupracovat, emo£ní labilita. P°íznaky neorganizovanosti

- neklid, ztráta pozornosti, neposednost, dezorganizované my²lení. Depresivní p°íznaky

- úzkost, depresivní nálady, smutek, pocit viny a bezcennosti

2.4.10 Test korela£ních koe�cient·

Pro vyhodnocení významnosti korela£ních koe�cient· je d·leºité zohlednit
po£et pozorování. Uvaºujme test korela£ního koe�cientur pro 2 prom¥nné
spo£teného na základn¥n pozorování. Zpo£átku se zvolí nulová hypotéza
- prom¥nné mezi sebou nemají lineární vztah, tedy parametr linearity� = 0 .
V alternativní hypotéze naopak mezi sebou prom¥nné mají lineární vztah,
� 6= 0 . Kritická hodnota tk je zji²t¥na ze Studentova rozd¥lení na zvolené
hladin¥ významnosti � pro daný stupe¬ volnosti n � 2. Hodnota Studentova
rozd¥lení pro daný korela£ní koe�cient se vypo£te

tp = r �

s
n � 2
1 � r 2 (2.22)

Pokud je tp v¥t²í neº tk nulová hypotéza se zamítá a platí tudíº vztah linearity.
V opa£ném p°ípad¥ platí nulová hypotéza [27].
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Kapitola 3

Výsledky

3.1 Vyhodnocení vypo£tených p°íznak·

Pro jednotlivé p°íznaky byly vykresleny histogramy, viz obrázek 3.1. V kaºdém
grafu jsou znázorn¥ny dva histogramy - £ervenou barvu mají hodnoty paci-
ent· a modrou hodnoty kontrol. U v¥t²iny p°íznak· se histogramy pacient· a
kontrol p°ekrývají a není patrné, jak se skupiny odli²ují. Nejpatrn¥j²í posun
m·ºeme vid¥t i p°íznaku Skóre TOTAL. Hodnota skóre u pacient· se u v¥t-
²iny pohybuje od hodnoty 0; 65 aº po hodnotu 0; 85, naopak kontroly mají
míru vy²²í, kolem 0; 9. Stejnou tendenci má p°íznak Skóre SELF. Podobný,
av²ak trochu h·°e ur£itelný posun lze pozorovat i u p°íznaku Tortuosita 1 a
Trajektorie. Naopak lze sledovat, ºe u p°íznaku Pom¥r pozic, Hranice, Tortu-
osita 2 a Pokles NONSELF mají nepatrn¥ vy²²í hodnoty p°íznak· pacienti.
Z histogram· ostatních p°íznak· nelze takové tendence sledovat.

Pro zkonstruování klasi�kátoru je také d·leºité podívat se na míru kore-
lace mezi jednotlivými koe�cienty. Pro sestavení spolehlivého klasi�kátoru
je vhodné vybírat nezávislé prediktory. Pokud by byly mezi sebou p°íznaky
p°íli² korelované, p°i klasi�kaci by se mohla projevit citlivost na malé zm¥ny
v datech. Z tabulky 3.1 je patrné, ºe p°íznaky tortutosit jsou spolu siln¥
korelované, coº jsme o£ekávali. Koe�cient -0,99 znamená, ºe na sob¥ nep°ímo
úm¥rn¥ závisejí a do klasi�kátoru budeme chtít vybrat pouze jednu z t¥chto
hodnot. Ur£ité míry korelace také m·ºeme sledovat mezi Trajektorií, Hranicí,
Tortuositou a velikosti plochy v SELF a NONSELF bloku. Korela£ní koe�ci-
enty u p°íznaku Pom¥r ploch se pohybují kolem 0, tudíº nekorelují s ºádnými
p°íznaky. Ur£ité míry korelace jsou mezi p°íznaky vypo£tenými z pr·b¥hu
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3. Výsledky.......................................
skóre jednotlivých blok·.

Obrázek 3.1: Histogramy pro jednotlivé p°íznaky
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........................... 3.1. Vyhodnocení vypo£tených p°íznak·
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3. Výsledky.......................................
3.1.1 AUC hodnoty

V²echny vypo£tené AUC hodnoty jsou zaznamenány v tabulce 3.2 Nejlep²í
hodnotu AUC rovnu 0; 692 má p°íznak Skóre SELF. Znamená to, ºe °e²ení
pacient· je pom¥rn¥ hor²í neº °e²ení kontrol. To jsme v²ak uº z po£átku
p°edpokládali, protoºe pacienti mohou pod vlivem medikace ztrácet pozornost,
soust°ed¥nost £i motivaci k vykonávání úlohy. S hodnotou AUC o málo niº²í
vy²lo celkové skóre. To v²ak koreluje s p°íznakem skóre SELF 3.1. Skóre
NONSELF m¥lo hodnotu AUC hodn¥ blízkou k 0,5, coº si lze interpretovat
tak, ºe p°íznak nedokáºe pacienty a kontroly rozli²it. Je to zp·sobeno tím, ºe
na za£átku NONSELF bloku je kurzor staºen doprost°ed hracího pole, tudíº
nám to zkreslí celkovou informaci o skóre.

P•ÍZNAK AUC
Skóre SELF 0,692
Skóre TOTAL 0,646
Tortuosita 1 0,632
Za£átek NONSELF 0,612
Vývoj NONSELF 0,609
Trajektorie 0,592
Plocha NONSELF 0,495
Skóre NONSELF 0,494
Hranice 0,486
Pokles SELF 0,479
Vývoj SELF 0,472
Za£átek SELF 0,460
Plocha SELF 0,452
Pom¥r ploch 0,427
Pokles NONSELF 0,410
Pom¥r pozic 0,397
Tortuosita 2 0,382

Tabulka 3.2: AUC hodnoty pro jednotlivé p°íznaky

Tortuosita 1, respektive Tortuosita 2, se také jeví vhodn¥ pro klasi�kaci
díky svým hodnotám AUC. Kontroly mají míru zak°ivenosti vy²²í. Jak uº
jsme z korela£ní matice 3.1 zjistili, souvisí to s délkou trajektorie, pacienti
mají tedy hodnoty tohoto p°íznaku niº²í. To poukazuje na to, ºe pacienti jsou
více usedlí a mén¥ explorují. Na obrázku 3.2 a 3.3 lze pozorovat r·zné zp·soby
°e²ení behaviorální úlohy. Z heat mapy je patrné, ºe v prvním p°ípad¥ zvolil
pacient v SELF blocích pohyb po p°ímce tam a zpátky, zatímco v druhém
p°ípad¥ kontrola jezdila kurzorem kolem dokola. P°i porovnání modrých
k°ivek znázor¬ujících ƒeby²evovu vzdálenost lze pozorovat pomalej²í pohyb
kurzorem u °e²ení úlohy pacienta.
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