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Abstrakt

Strojové učení je podobor umělé inteli-
gence, který je možné využít pro zpra-
cování přirozeného jazyka. Je to velmi
mocný nástroj, díky kterému je možné
zpracovávat slova i věty a mimo jiného re-
prezentovat jejich sentiment jako vektory,
případně je klasifikovat.

Interpretovat výsledky může usnadnit
vizualizace, která člověku různými tech-
nikami umožňuje rychle pochopit získaná
data.

Tato práce se zabývá metodami zpraco-
vání přirozeného jazyka (především reakcí
čtenářů na obsah mediálních zpráv) čes-
kého a anglického, a vizualizačními tech-
nikami aplikovanými k zobrazování vý-
sledků.

Jedná se o diplomovou práci.

Klíčová slova: hodnocení, vizualizace,
strojové učení, zpracování přirozeného
jazyka

Vedoucí: Ing. Radek Mařík, CSc.

Abstract

Machine learning is a subfield of artifi-
cial intelligence, which is possible to be
used for natural language processing. It
is a very powerful tool, which is able to
process words, sentences and furthermore
represent their sentiment as vectors, even-
tually classify them.

The interpretation of the results may
facilitate visualization, which enables a
human with various techniques to under-
stand acquired data quickly.

This thesis focuses on methods of Czech
and English natural language processing
(especially classification of readers’ reac-
tions to the content of media news) and
visualization techniques applied to display
the results.

This is a diploma thesis.

Keywords: classification, visualization,
machine learning, natural language
processing

Title translation: Media News Content
Evaluation

iv



Obsah

Část I
Úvodní část

1 Úvod 3

1.1 Úvod do zpracování přirozeného
jazyka . . . . . . . . . . . . . . . . . . . . . . . . . . 3

1.2 Úvod do vizualizace . . . . . . . . . . . . 4

1.3 Cíle práce . . . . . . . . . . . . . . . . . . . . 5

Část II
Teoretická část

2 Strojové učení 9

2.1 Rešerše . . . . . . . . . . . . . . . . . . . . . . 10

2.1.1 Základní stavební prvky
strojového učení pro NLP . . . . . . . 11

2.1.2 Vektorová reprezentace slov . 11

2.1.3 Embedding . . . . . . . . . . . . . . . . 12

2.1.4 Hustá vrstva . . . . . . . . . . . . . . 12

2.1.5 Rekurentní vrstva . . . . . . . . . . 13

3 Vizualizace 15

3.1 Úloha . . . . . . . . . . . . . . . . . . . . . . . 16

3.2 Rešerše . . . . . . . . . . . . . . . . . . . . . . 17

3.2.1 Obecné vizualizační techniky 19

3.2.2 ThemeRiver . . . . . . . . . . . . . . . 20

3.2.3 Spirálový diagram . . . . . . . . . . 21

3.2.4 Bublinový diagram . . . . . . . . . 22

3.2.5 Orange . . . . . . . . . . . . . . . . . . . 22

Část III
Experimentální část

4 Použitý software 27

5 NLP experimenty 29

5.1 Klasifikace příjmení . . . . . . . . . . . 29

5.1.1 Naivní řešení hustými sítěmi . 29

5.1.2 Řešení konvolučními sítěmi . . 30

5.1.3 Řešení rekurentními sítěmi . . 31

5.1.4 Diskuse ke Klasifikaci příjmení 32

v



5.2 Klasifikace titulků dokumentů s
pomocí GLOVE a konvolučních sítí 33

5.3 Generování příjmení . . . . . . . . . . . 34

5.3.1 Diskuse ke generování příjmení 35

5.4 Klasifikace recenzí na Yelp . . . . . 36

5.5 Klasifikace recenzí na ČSFD . . . 37

5.6 Klasifikace reakcí na zprávy
týkající se onemocnění Covid 19 . . 39

5.6.1 Analýza sentimentu slov v
reakcích čtenářů . . . . . . . . . . . . . . . 39

5.7 Analýza sentimentu komentářů u
videí na YouTube souvisejících s
onemocněním Covid 19 . . . . . . . . . . 41

6 Vizualizační experimenty 43

6.1 Vizualizace architektury neuronové
sítě . . . . . . . . . . . . . . . . . . . . . . . . . . . 43

6.2 Vizualizace reakcí na zprávy
týkající se onemocnění Covid 19 . . 44

6.2.1 Vizualizace sentimentu slov v
reakcích čtenářů v nástroji
Doccano . . . . . . . . . . . . . . . . . . . . . . 44

6.3 Vizualizace sentimentu komentářů
u videí na YouTube souvisejících s
onemocněním Covid 19 . . . . . . . . . . 47

6.3.1 Vizualizace čárovým
diagramem . . . . . . . . . . . . . . . . . . . 47

6.3.2 Vizualizace pomocí HeatMap 49

6.3.3 Vizualizace pomocí
ThemeRiver . . . . . . . . . . . . . . . . . . 51

6.3.4 Vizualizace spirálovým
diagramem . . . . . . . . . . . . . . . . . . . 52

6.3.5 Vizualizace pomocí Bublinového
diagramu . . . . . . . . . . . . . . . . . . . . . 54

6.3.6 Vizualizace párovou maticí . . 57

6.3.7 Vizualizace sítovým
diagramem . . . . . . . . . . . . . . . . . . . 60

Část IV
Závěrečná část

7 Závěr 65

7.1 Zhodnocení výsledků . . . . . . . . . . 65

7.2 Závěr . . . . . . . . . . . . . . . . . . . . . . . 66

Přílohy

A Rejstřík 69

B Literatura 71

vi



Obrázky

3.1 Ukázka různých variant Paralelních
souřadnic z článku A Survey of Time
Series Data Visualization Research 18

3.2 Ukázka Text Visualization
Browser . . . . . . . . . . . . . . . . . . . . . . . 19

3.3 Ilustrace vizualizace atributů. . . 20

3.4 Ukázka ThemeRiver z článku
ThemeRiver: Visualizing Theme
Changes over Time . . . . . . . . . . . . . 21

3.5 Ukázka vizualizace dat na spirálu z
článku Visualizing Time-Series on
Spirals . . . . . . . . . . . . . . . . . . . . . . . . 21

3.6 Ukázka Bublinového diagramu z
knihy Advances in social science
research using R . . . . . . . . . . . . . . . . 22

3.7 Ukázka práce v programu Orange 23

5.1 Naivní architektura sítě pro
klasifikaci příjmení . . . . . . . . . . . . . . 30

5.2 Architektura sítě pro klasifikaci
příjmení pomocí konvolučních sítí . 31

5.3 Architektura sítě pro klasifikaci
příjmení pomocí rekurentních sítí . 32

5.4 Architektura sítě pro klasifikaci
titulků dokumentů s GLOVE a
konvolučními sítěmi . . . . . . . . . . . . . 33

5.5 Architektura sítě pro klasifikaci
titulků dokumentů s GLOVE a
konvolučními sítěmi . . . . . . . . . . . . . 34

5.6 Architektura sítě pro klasifikaci
recenzí na Yelp . . . . . . . . . . . . . . . . . 36

5.7 Architektura sítě pro klasifikaci
recenzí na ČSFD . . . . . . . . . . . . . . . 38

5.8 Architektura sítě pro klasifikaci
reakcí čtenářů na zprávy týkající se
onemocnění Covid 19 . . . . . . . . . . . . 40

6.1 Příklad vizualizace architektury
sítě v knihovně Keras . . . . . . . . . . . 44

6.2 Ukázka rozhraní pro import
datasetu do nástroje Doccano . . . . 45

6.3 Ukázka rozhraní pro zvorbu značek
v nástroji Doccano . . . . . . . . . . . . . . 45

6.4 Ukázka vizualizace sentimentu slov
v nástroji Doccano . . . . . . . . . . . . . . 46

6.5 Ukázka vizualizace sentimentu slov
v nástroji Doccano . . . . . . . . . . . . . . 46

6.6 Vizualizace sentimentu komentářů
v čase pomocí čárového diagramu . 48

6.7 Vizualizace sentimentu vážených
komentářů v čase pomocí čárového
diagramu . . . . . . . . . . . . . . . . . . . . . . 49

6.8 Vizualizace sentimentu pozitivních
komentářů v čase pomocí HeatMap 50

vii



6.9 Vizualizace sentimentu negativních
komentářů v čase pomocí HeatMap 50

6.10 Vizualizace sentimentu komentářů
v čase pomocí ThemeRiver . . . . . . . 51

6.11 Vizualizace sentimentu vážených
komentářů v čase pomocí
ThemeRiver . . . . . . . . . . . . . . . . . . . . 52

6.12 Vizualizace sentimentu vážených
komentářů v čase pomocí spirály . . 53

6.13 Vizualizace hodnocení videa
nahraného v čase na základě
sentimentu komentářů a poměru
pozitivních reakcí pomocí
Bublinového diagramu . . . . . . . . . . . 55

6.14 Vizualizace hodnocení videa
nahraného v čase na základě poměru
sentimentu komentářů a poměru
pozitivních reakcí pomocí
Bublinového diagramu . . . . . . . . . . . 56

6.15 Vizualizace hodnocení videa
nahraného v čase na základě poměru
sentimentu vážených komentářů a
poměru pozitivních reakcí pomocí
Bublinového diagramu . . . . . . . . . . . 57

6.16 Vizualizace párovou maticí
získaných atributů videa . . . . . . . . . 58

6.17 Vizualizace párovou maticí
získaných atributů videa s váženými
komentáři . . . . . . . . . . . . . . . . . . . . . . 59

6.18 Vizualizace vážených komentářů v
čase síťovým diagramem . . . . . . . . . 61

Tabulky

viii



1



............................................

Část I

Úvodní část
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Kapitola 1

Úvod

Pochopit význam lidského jazyka není pro počítač triviální úkol. Pomocí
relativně nových metod strojového učení je však možné jazyk zpracovávat a
reprezentovat sentiment slov i vět ve vektorových prostorech.

Při přenosu zpracovaných dat člověku může pomoci obor vizualizace, který
dokáže různými technikami značně zlepšit schopnosti člověka vnímat a po-
chopit data.

Tato práce se zabývá metodami zpracování přirozeného jazyka, především
hodnocení čtenářů na obsah mediálních zpráv - českých i anglických - a
relevantními vizualizačními technikami.

1.1 Úvod do zpracování přirozeného jazyka

Běžná úloha zadaná pro počítač spočívá v hledání výsledku. Stroj dostane
zadání (vstup) a recept (algoritmus), podle kterého má postupovat a dospět
tak k výsledku.

Ve strojovém učení však stroj dostane příklady zadání s výsledky a jeho
úkolem je doplnit co nejlépe hodnoty do algoritmu. Hledá tedy zobecnění
pravidel, jak získat ze zadání výsledek.
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1. Úvod ........................................
Tento koncept je hojně užíván například pro zpracování obrazu, kde můžeme

třeba detekovat jisté objekty v rastrové matici či zpravování zvuku, kde je
možné provést například rozpoznávání řeči. Dá se však použít i pro zpracování
lidského jazyka, například k získání sentimentu slov, ale mezi další typická
využití patří například překladače, vyhledávače, chatovací asistenti nebo
spam filtry. Tento podobor, kde se stroj snaží porozumět lidskému jazyku, se
označuje zkratkou NLP (Natural Language Processing). V této oblasti byly
nedávno učiněny značné pokroky, podstatným milníkem je například jazykový
model GPT-4 [Ope23].

1.2 Úvod do vizualizace

Vizualizace podporuje zrakový vjem člověka. Je to relativně nová disciplína,
která mu umožňuje v datech "vidět více"pomocí reprezentace dat grafickými
prvky. Lidský zrak je velmi efektivní kanál pro získávání informací, proto se
vyplatí jej podporovat. Lidé mají zároveň relativně dobré kognitivní schopnosti,
dokáží rozpoznávat vzory, barvy a tvary, což umožňuje vhodnou reprezentací
předávat i data s více atributy, kde následně člověk dokáže vykonávat úlohy
typu vyhledávání na základě jisté hodnoty či rozsahu, zjišťování hodnot,
odhad distribuce, nalezení vzorů, shluků či korelace v datech, a podobně.
Různými interaktivními technikami a obrazovými reprezentacemi tak člověk
dokáže z dat získat cenné informace s výrazně nižším úsilím.

Vizualizace však nenahrazuje odborníka, pouze mu usnadňuje práci, inter-
pretace je stále ponechána lidskému uvážení. Expert pracující s vizualizací
dokáže z reprezentace dat získat cenné informace, dále je na základě získaných
znalostí možné provést intervenci, upravit data či model a opět je vizualizo-
vat, což vede k efektivnímu procesu vytěžení nových informací a hlubšímu
porozumění pro analýzu či výzkum i z komplexních dat.

Dnes v mnoha vědeckých odvětvích hraje vizualizace díky jejímu širokému
uplatnění klíčovou roli při lidském chápání velkých dat, například medicín-
ských. Mimo jiné hraje důležitou roli v analýze, těžbě dat, prezentaci výsledků
nebo interakci s uživatelem.

Dat je opravdu mnoho, a jejich množství roste stále rychleji. Proto je při
zpracování vizualizace stále důležitější, jelikož dokáže rychle předat informaci
o velkém množství komplexních dat člověku.

4



...................................... 1.3. Cíle práce

1.3 Cíle práce

Cílem práce je prozkoumání metod zpracování přirozeného jazyka a hodnocení
textů (českých a anglických), obzvláště pak mediálních zpráv a jejich časového
vývoje. Dále také vytvoření přehledu metod pro vizualizaci výsledků.

Metody pak budou v experimentální části vyzkoušeny a implementovány,
výsledky budou diskutovány.

Vznikne tak řetězec zpracování a přehled technik, které je dále možné využít
pro výuku či usnadnění práce při vizualizaci nebo zpracování přirozeného
jazyka.
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Část II

Teoretická část
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Kapitola 2

Strojové učení

Strojové učení je podoborem umělé inteligence, který je hojně užívaný v
datových vědách. Stroj se může učit tzv. s učitelem, tedy dostane příklady,
typicky vstup - výstup, který byl předem vytvořen a ohodnocen odborníkem.
Úkolem stroje je najít zobecněná pravidla, jak přiřazovat vstupy ke správným
výstupům.

Zmíněný stroj typicky pracuje nad nějakou sítí (tzv. Neuronovou sítí ),
jejíž architektura (model) byla navržena pro daný problém a stroj se snaží
upravovat její parametry tak, aby výstupy sítě byly co nejlépe přiřazeny
správným výstupům z příkladů. Po úspěšné konfiguraci parametrů sítě je
pak daný stroj schopen vykonávat predikce i na datech, které nebyly součástí
původních příkladů.

Na počátku je síť prakticky nahodilá, ale matematickými cenovými funkcemi
je možné vyhodnotit, jak velká chyba při výpočtu vznikla. Díky tomu je možné
využít gradientní sestup a upravit tak parametry sítě směrem k dosažení
menší chyby. Takto se stroj "učí". Tento proces může trvat relativně dlouhou
dobu, obzvláště v případech, kdy je architektura neuronové sítě komplexní
a dat je mnoho, proto se v dnešní době takové učení provádí typicky na
grafických procesorech v paralelních dávkách. Trénování neuronových sítí
je natolik důležité, že architektury moderních grafických procesorů mu jsou
uzpůsobeny. Výsledky učení však mohou být nejisté.
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2. Strojové učení ....................................
2.1 Rešerše

Teoretickým úvodem do strojového učení mi byla kniha Miroslava Kubata
[Kub17], která popisuje základní principy, ale také problémy strojového učení
i dat, na kterých se učí.

Typickým problémem je přeučení. V případě přeučení má daný klasifikátor
excelentní výsledky na datech, pomocí kterých je trénován, což může přivést
iluzi úspěšného učení. Problémem je, že takový klasifikátor má dobré výsledky
pouze na těchto datech, jelikož parametry použité k vyhodnocení nejsou
dostatečně obecné a na dosud neviděných vstupech stroj výrazně častěji selže.
Tento problém může nastat, když je daná síť trénována příliš dlouho na
stejných datech. K zamezení se dají použít tzv. validační data, která nejsou
přímo použita k trénování, ale je na nich možné model vyhodnotit, jelikož
jsou více nezaujatá.

Je však vhodné podotknout, že data, na kterých je model testován by měla
být dosud neviděna, ani by neměla mít vliv na trénování, jinak zanikají dobré
vlastnosti generalizace a síť začne být spíše zaujatá na konkrétní podmnožinu
vstupů. Proto by měly být množiny trénovacích, validačních a testovacích dat
zcela disjunktní.

Ke strojovému učení se běžně používá populární programovací jazyk Python.
Jedná se o multiparadigmatický interpretovaný programovací jazyk. Pro
efektivní práci typicky používá různé knihovny (moduly), které jsou napsány
v jazycích jako C++. Pro strojové učení se běžně využívá různých knihoven,
které provádějí výpočty na grafických procesorech vyšší rychlostí paralelně
(obvykle pomocí platformy CUDA). Takovou populární knihovnou je například
Tensorflow [ABC+16], kterou je možné použít pro trénink neuronových sítí.
Jelikož tato knihovna je poměrně nízkoúrovňová, existují další knihovny, které
nad ní staví.

Dalším frameworkem pro strojové učení je například knihovna PyTorch
[PGM+19], kterou ve své knize užili autoři Delip Rao a Brian McMahan
[RM19]. Tato kniha mi byla experimentálním průvodcem ve strojovém učení.

Pro své experimenty jsem však použil knihovnu Keras[GP17]. Tato knihovna
je rozhraním nad knihovnou Tensorflow), ale je více přímočará a vysoko-
úrovňová a obsahuje implementace užitečných algoritmů a stavebních bloků
neuronových sítí. Při experimentech byla také užita dokumentace knihovny
Tensorflow Keras [tfd].
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Zpracování přirozeného jazyka (NLP) se obvykle zabývá porozumění jazyku
strojem, analýzou a interpretací, ale zahrnuje i úlohy generování textu. Získání
hodnocení textových dat, což je oblast zájmu této práce, je problém řešitelný
pomocí metod NLP extrakcí emočního významu. V oboru zpracování přiroze-
ného jazyka hrají důležitou neuronové sítě složené z různých vrstev, například
hustých či rekurentních. Můžeme se setkat i s vrstvami konvolučními, které
jsou typicky užívané pro zpracování obrazu, ovšem mají dobré vlastnosti jako
vyšší odolnost vůči šumu při zpracování řeči [BBGC16].

Při zpracování přirozeného jazyka se stroj může potýkat s různými problémy.
Jako příklad je možné uvést slova, která mění význam na základě kontextu
- uvažme slovo los, které má ve frázích los aljašský a výherní los výrazně
odlišný význam. Dalšími problematickými prvky mohou být sarkasmus či
ironie, neformální fráze, idiomy, a podobně. [KKKS23]

2.1.1 Základní stavební prvky strojového učení pro NLP

V NLP hrají důležitou roli neuronové sítě. Základním stavebním prvkem
je neuron, který získal název podle nervových buněk na základě podobné
funkce, tedy přijímá, zpracovává a předává signály na základě podráždění.
V neuronových sítích neurony provádějí jednoduchou matematickou operaci
nad váženým součtem sil signálů předchozích neuronů a mohou pak předat
signál dalším neuronům. Takto se v síti předávají mezivýsledky. Neuronová
síť se skládá obvykle z několika stavebních bloků různých funkcí, které jsou
vzájemně propojeny a jsou tvořeny různými množstvími neuronů. Tyto bloky
abstraktně nazýváme jako vrstvy. První vrstvu pak nazýváme vstupní a
poslední výstupní.

Prvním krokem zpracování přirozeného jazyka je předzpracování dat, která
jsou následně předána vstupní vrstvě sítě. Je-li síť komplexnější, předává data
dalším vrstvám, kterým říkáme skryté. Je relativně obtížné zjistit, jak síť
došla k výsledkům z těchto vrstev. Tyto výsledky jsou nakonec předány vrstvě
výstupní, která může například reprezentovat distribuci pravděpodobnosti pro
klasifikaci.

2.1.2 Vektorová reprezentace slov

Nejprve je nutné zavést kódování do vektorů, nad kterými se dají provádět
matematické operace. Je možné provést vektorizaci na úrovni znaků. Vzhledem
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2. Strojové učení ....................................
k tomu, že doména znaků je relativně malá, z této perspektivy se může jevit
tato reprezentace výhodně. Pro věty se však běžně používá kódování na
úrovni slov. K tomuto účelu se vytváří slovník, který obsahuje známá slova.
Každé slovo pak primitivně může být zakódováno jednotkovým vektorem,
který obsahuje 1 pouze na pozici odpovídající indexu ve slovníku. Takové
reprezentaci se říká One-Hot [RM19]. Problémem je, že takto zakódovaná
slova jsou mnohodimenzionální a nemají žádnou sémantiku, jelikož jsou tyto
vektory v prostoru na sebe navzájem kolmé.

2.1.3 Embedding

Embedding vrstva je jeden z možných stavebních bloků neuronové sítě. Smys-
lem embeddingu je naučení se mapovat prvky (jednoduše indexem zakódovaná
slova) na vektory v prostoru fixní dimenze.[CW08] Řeší tak problém s vysokou
dimenzionalitou vektorově reprezentovaných slov. Tyto vektory mají typicky
menší velikost než slovník, tedy i neefektivní One-Hot reprezentace. Výhodou
je, že takto reprezentovaná slova zároveň zachovávají jistou sémantiku.

Slova, která jsou si sémanticky podobná budou v této reprezentaci pravděpo-
dobně blíže u sebe. Pro příklad, můžeme předpokládat, že kosinová vzdálenost
vektorů psa a kočky bude menší, než kosinová vzdálenost vektorů psa a cihly,
jelikož pes a kočka se pravděpodobně nacházejí běžněji v podobném kontextu
věty, za předpokladu že se takové věty objevovaly v trénovacích datech.

Existují již předtrénované modely pro vektorizaci slov, například GLOVE
[PSM14] s různě velkými variantami.

2.1.4 Hustá vrstva

Hustá vrstva je nejjednodušším a fundamentálním stavebním blokem neuro-
nových sítí. Tato vrstva je plně propojena s neurony vrstvy předchozí. Její
funkcí je provedení jednoduché matematické operace (tzv. aktivační funkce)
nad váženým součtem signálů neuronů z předchozí vrstvy, ke kterému je
přičtena konstanta (tzv. bias). Různě komplexní husté vrstvy je možné stavět
za sebe nebo je kombinovat s jinými vrstvami a umožnit tak síti naučit se
složitější vzory.
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2.1.5 Rekurentní vrstva

Důležitým stavebním prvkem pro zpracování jazyka je rekurentní vrstva, která
si při vyhodnocování dokáže udržet "časový kontext". Rekurentní povaha
těchto sítí pochází z postupné aplikaci stejné funkce na datové elementy,
jako jsou slova ve větě. Při zpracovávání slova ve větě získá jakýsi kontext,
který reprezentuje shrnutí významu předchozích slov, sekvenčně se s každým
dalším zpracovaným slovem aktualizuje a ovlivňuje vyhodnocení následujících
slov. Implementací těchto vrstev jsou různé varianty, ať už LSTM [HS97] či
moderní GRU [CVMG+14].

Pomocnými mechanismy mohou být například attention (pozornost) [VSP+17],
která slovům přidává na vážené důležitosti v kontextu dynamicky při zpra-
cování. Rekurentní vrstvy mají samy o sobě potíž s pamětí, je-li text velmi
dlouhý, kontext z počátku věty se může brzy ztratit. Použití pozornosti produ-
kuje lepší výsledky ve srovnání s klasickou krátkodobou pamětí rekurentních
vrstev.

Existují i hotové modely jako BERT [DCLT18] (tzv. transformátor) před-
stavený roku 2018 výzkumníky společnosti Google, společně s různě masivními
variantami, které již pracují na úrovni celého textu, místo sekvenčního zpra-
cování prováděného běžnými rekurentními vrstvami. V moderní době jsou
hojně používány (nejen) k úkolům textového zpracování jako překlad nebo
shrnutí.
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Kapitola 3

Vizualizace

V dnešní době se mnohdy setkáváme s daty, která nejsou pro člověka triviál-
ním úkolem pochopit. Taková data mohou být komplexní svým obsahem či
množstvím.

Vizualizace vylepšuje kognitivní schopnosti člověka zrakovým vjemem
vytvořením vhodné obrazové reprezentace dat v pozadí. Vizualizace typicky
užívá širokou škálu diagramů, ve kterých jsou atributy zakódovány do různých
grafických elementů, například bodů, čar a křivek, geometrických tvarů, které
mohou být dále rozlišeny například barvou, velikostí či dalšími transformacemi.
Barvou je přitom myšlen především odstín, ale je možné využít i dalších
vlastností barev. S pomocí vizualizace, která je k danému úkolu adekvátní,
dokážeme najít zajímavé vlastnosti či vzory v datech za relativně krátkou
dobu, což umožňuje zkušenému uživateli vykonávat danou práci efektivněji.

Tyto dobré vlastnosti vizualizace jsou velmi užitečné a hojně využívané
například při vědeckých výzkumech, těžbě dat nebo i k ověření výsledků.
Vizualizace byla například užita i při verifikaci operací přístrojů na americké
planetární sondě New Horizons[KHMB16].

Vizualizace textu je podobor vizualizace informace, který je v současné
době stále významnější. Dnes může být obtížné vyhledávat relevantní textová
díla či získat nadhled nad množinou dat, zvážíme-li, že každý rok vychází
miliony publikací a na internetu jsou každou sekundu napsány miliony nových
zpráv.
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3. Vizualizace......................................
Text je ovšem poměrně široký pojem. Při vizualizaci jsou obvykle textem

myšleny dokumenty, korpusy, zprávy, metadata či dokonce zdrojový kód
software. Obsah takového textu se pak může významně lišit a zdroj může
hrát významnou roli, například z pohledu spisovnosti, gramatické korektnosti,
jazyka a významu. Zároveň text nepostihuje pouze přepis lidské mluvy, neboť
se může týkat například o instrukce pro stroj, které mají výrazně odlišné
vlastnosti od textu užitého pro komunikaci informace mezi lidmi.

Obecně, text není jednoduché vizualizovat. Jedním z problémů je vysoká
dimenzionalita textu. Slov je mnoho a mohou nabývat různého významu
na základě kontextu. Zakódujeme-li slova do vektorů, můžeme očekávat, že
budou dlouhé. Vizualizovat pak takové vektory na dvourozměrné rovině -
jako počítačové obrazovce či stránce knihy - je komplikované a typicky se
ztrácejí informace. Význam textu lze však považovat za kategorická data,
jejichž kvantitativní vlastnosti jsou lépe vizualizovatelné.

Je vhodné podotknout, že úkol hledat v textu není pro člověka snadný,
například vyhledávání konkrétního slova na stránce textu je obtížné, tedy
text sám o sobě není vhodná vizualizace.

Při vizualizaci časově orientovaných dostáváme typicky data ve spojení s
časovými body, intervaly nebo jako posloupnost událostí. Taková data jsou
implicitně seřazena, jelikož chápeme čas jako osu jedním směrem. Jisté úseky
se však opakují, například dny v týdnu či měsíce v roce, což může být vhodné
při vizualizaci uvážit, chceme-li na základě nich hledat vzory.

Forma vizualizace se odráží od našeho zájmu nad danými daty. Data
jsou typicky obohacována (například interpolací), filtrována, mapována na
vizualizační elementy a následně vykreslena. Výsledek je nakonec prezentován
uživateli.

3.1 Úloha

Úkolem je analýza sentimentu mediálních zpráv. Vstupem jsou tabulková data,
která byla předzpracována a ohodnocena v předchozích krocích. Sentiment
zpráv se typicky rozděluje do kategorií: pozitivní či negativní (případně
neutrální). Dále je možné, že tyto zprávy budou temporální data, tedy dalším
atributem je časová známka, například kdy daná zpráva byla napsána.
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3.2 Rešerše

Porozumění typu dat je klíčovým krokem efektivní vizualizace. Analyzovaná
data můžeme zhruba rozlišit do následujících kategorií, jak navrhují Dr.
Avishek Pal a Dr. PKS Prakash[PP17]. Prvním z těchto typů jsou data
průřezová, která jsou výsledkem pozorování v jediném časovém bodě. Mezi
taková data mohou patřit například statistiky jedné zprávy. V tomto ohledu
časovou osu není nutné uvažovat, neboť je konstantní. Dále uvažujeme časové
řady, což jsou data získaná pozorováním jedné entity v čase. Mezi taková
data by například patřil vývoj konkrétní zprávy v čase. Nakonec rozlišujeme
panelová data, která jsou získána pozorováním množiny entit v čase. Pro
každou z těchto kategorií vznikají různé úkoly odrážející se ve vizualizaci.
Data můžeme chtít vidět jako vlastnosti individuální entity, vidět časovou
osu a pozorovat vývoj jediné entity či srovnávat časový vývoj vícero různých
entit.

Podstatným krokem při vytváření vizualizace nad časově orientovanými
daty je vhodné umístění grafických prvků na časovou osu. Uživatel tak může
zjišťovat a porovnávat hodnoty v různých časových bodech. Andrew U. Frank
popisuje relevantní časové koncepty [Fra98]. Časovou osu můžeme uvažovat
lineární či cyklickou, která se opakuje po smysluplných intervalech, například
ročních období, kde umožňuje sledovat sezónní trendy. Yujie Fanga, Hui Xub
a Jie Jiang ve svém článku [FXJ20] píší, že jednotlivé datové atributy můžeme
chápat jako body, které představují okamžik - událost bez ohledu na její trvání.
Alternativně, časová data mohou být intervaly, které představují (menší)
časový úsek. Dále je možné události uspořádat sekvenčně, či jako větvící se
strukturu. Standardem je zvolit osu x jako časovou, zatímco osa y reprezentuje
další atribut. Tímto způsobem vidíme časový vývoj, je ovšem obtížné zachytit
periodické vzory. Pro vizualizaci atributů je doporučen Spirálový diagram,
který je vhodný k analýze periodických dat. Tento diagram chápe časovou
osu jako spirálu, kde každý cyklus reprezentuje periodu. Hodnoty atributů
je možné zobrazovat různými cestami, například barvou, čarami a podobně.
Dále je doporučen Kalendářový pohled, který zobrazuje data jako shluky
tvořené na základě periodicky formátované granularity, podobně jako kalendář,
například dny v každém týdnu jsou zobrazeny jako samostatné řádky. Další
vizualizační technikou je ThemeRiver, kde je časový tok zobrazen jako řeka.
Tato technika je podrobněji popsána později. Pro potřeby vizualizace je
možné techniky kombinovat, nebo použít dynamickou vizualizaci, kde pro
každý časový okamžik překreslujeme body do pozice v daném čase (například
Gapminder Trendalyzer). Jsou-li data mnohodimenzionální, můžeme využít
paralelních souřadnic, které jsou podobné čárovým diagramům, kde atributy
můžeme reprezentovat jako hodnoty na uspořádaných paralelních souřadných
osách a spojit je čarou. Pro taková data je opět možné použít již představenou
vizualizační techniku ThemeRiver.
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Obrázek 3.1: Ukázka různých variant Paralelních souřadnic z článku A Survey
of Time Series Data Visualization Research

Dle článku autorů Aigner, W., Miksch, S., Müller, W., Schumann, H., a
Tominski, C. [AMM+07], existuje mnoho vizualizací specializovaných kon-
krétní analýze, ale pro prostá data jsou k základním analytickým úlohám
vhodné standardní vizualizační techniky jako více či méně sofistikované grafy
a diagramy, které v takových případech překonávají specializované techniky,
neboť je snadné jim porozumět.

Užitečným nadhledem vizualizačních technik je Text Visualization Browser
skupiny ISOVIS, který ve svém článku prezentují autoři Kucher a Kerren[KK15].
Tento online prohlížeč zobrazuje drobné náhledy mnoha (v době psaní této
práce 440) vizualizačních technik pro text s několika možnými filtry a vyhle-
dáváním.

1

1Teoretickým i praktickým úvodem do vizualizace mi byl mimo jiné také předmět
Vizualizace.
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