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Abstrakt

V této praci navrhujeme metody predikce
kvaziperiodickych c¢asovych tad, které
jsou zalozené na smérové statistice. Za-
byvame se metodou moment, EM algo-
ritmem, Adaboostemp a neuronovymi si-
témi. Uprednostnujeme korektnost a vy-
hybame se pouzivani heuristickych me-
tod. Hleddme zcela nové modely a metody,
takze jejich vlastnosti ukazujeme na ja-
kychkoli tilohach, véetné umélych, které
ukazuji, co by se mohlo stat, bez ohledu
na to, zda to v konkrétni aplikaci opravdu
hraje roli. Navrzené metody testujeme na
realnych datech a porovnavame je s meto-
dami: odhad prumeérem, histogram, Fre-
MEn a HyT-EM. Vysledky ukazuji, ze
pro néktera data jsou nékteré navrzené
metody statisticky vyznamné lepsi nez
metody FreMEn a HyT-EM.

Klicova slova: smérova statistika,
chronorobotika, metoda momenti, EM
algoritmus, logistickd regrese, Adaboost,
neuronové sité

Vedouci: prof. Ing. Mirko Navara,

DrSec.
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Abstract

In this thesis, we propose new methods
for prediction of quasiperiodic time series
which are based on directional statistics.
We study the moment matching, EM al-
gorithm, Adaboostg and neural networks.
We emphasize correctness of the meth-
ods and avoid usage of heuristics. We
search for completely new methods so we
are showing their features on any tasks,
including the artificial ones, which show
what might happen regardless of the fact
whether it actually plays a role in the spe-
cific application. We test the proposed
methods on real data and compare them
with the following methods: estimation
by mean, histogram, FreMEn and HyT-
EM. The results show that some of the
methods are statistically significantly bet-
ter for some data than methods FreMEn
and HyT-EM.

Keywords: directional statistics,
chronorobotics, moment matching, EM
algorithm, Adaboost, logistic regression,
neural networks

Title translation: Directional Statistics
for Prediction of Quasiperiodic Time
Series
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Kapitola 1

Uvod

. 1.1 Motivace

Mame néasledujici piipad: Mame herni server, jehoz vytizenost se méni v zavis-
losti na denni dobé a dnu v tydnu. Abychom dosahli plného vyuziti serveru,
miuzeme mimo S$picky pouzivat nékteré prostiedky k jinym ucelim. K tomu
by bylo dobré umét predem predpovédét, jak bude server vytizen. Podobné
muzeme modelovat vytiZenost jinych verejnych zafizeni, abychom védéli na-
priklad, kolik prostredku mame nakoupit predem, kdy mame provadét udrzbu,
a podobné. Toto ma vyznam pro internetové obchody, zejména s potravinami.
Muzeme také zdrazit sluzby ve $pickach, ale potom se uz nejedné o rozpozna-
vani, ale o hru, protoze zdrazeni sluzeb zapri¢ini zménu vytizenosti.

Maéame jesté jednu podobnou tlohu. Hustota aut na vozovce se méni v za-
vislosti na denni periodé. Nasim tkolem je navrhnout metodu, kterd dokaze
predpovédét hustotu aut v daném case a pripadné jesté predpovédét vektor
rychlosti. S touto znalosti je mozné naplanovat cestu méstem takovou, aby
jizda byla co nejrychlejsi s ohledem na vytizenost jednotlivych komunikaci.

»Pokroky v autonomni robotice postupné umoznuji nasazeni robota v lid-
ském prostredi [6]. Lidska aktivita méni prostfedi a roboti, ktefi sdileji
prostiedi s lidmi, se musi s témito neustalymi zménami vyrovnat. Spousta
autortl ukazala, ze modely prostredi, které se prizptisobuji zménam, zlepsuji
celkovou schopnost mobilnich roboti pracovat dlouhodobé [2, [4) [6] 8 10, [16].
Jelikoz dlouhodobé nasazeni robota zptisobuje, ze zmény prostiedi jsou po-

1 ctuthesis t1606152353



1. Uvod

zorovany castéji, mobilni roboti ziskdvaji moznost naucit se nejen strukturu
prostiedi, ale také, jak se méni v zdvislosti na case.“ [9]

Ukazuje se, ze modely, které modeluji ¢as periodicky, tispésné modeluji
zmény v lidském prostiedi [8, [9]. Je zFejmé, Ze zde hraje roli denni a tydenni
perioda, v mensi mire i dalsi periody. Méreni se béhem periody vyrazné méni,
ale kazda perioda je skoro stejnéd. Proto se v této préaci hloubéji zamérujeme
na periodické ¢asové modely se znamou periodou za ticelem objeveni dosud
neprozkoumanych moznosti.

Smérova statistika je obor statistiky, ktery se zabyva pravdépodobnostnimi
rozdélenimi na prostorech jednotkovych vektort, které reprezentuji smér, a
unitarnich zobrazeni. Smérovou statistiku také mizeme vyuzit pii zpracovani
periodickych dat, pokud si jednu periodu zobrazime na jednotkovou kruznici.
Tim se konec periody zobrazi pobliz zacatku periody. Néceho podobného
vyuzivad metoda HyT-EM [9], ale pouziva nekorektni statisticky model, protoze
modeluje pravdépodobnostni rozdéleni na kiivce pomoci smési vicerozmérnych
Gaussovych rozdéleni. Otevira se tady dosud neprozkoumané oblast, a sice
predikce kvaziperiodickych ¢asovych fad pomoci smérové statistiky.

B2 Jevy v predikci kvaziperiodickych casovych rad

Pri predikci kvaziperiodickych ¢asovych rad muze dojit k témto typickym
jevam:

Prekmitnuti je predikce hodnoty, kterd vybocuje z pozadovanych mezi,
pripadné z mezi, ve kterych se mérené hodnoty bézné vyskytuji. V predikci
kvaziperiodickych casovych fad se snazime, aby k prekmitdvani nedochazelo,
pripadné k nému dochéazelo co nejméné. Tento jev muzeme odstranit tak, ze
predpovidané hodnoty vhodné ofizneme. Nicméné se jednéd pouze o heuristiku
a muze nastat problém ve chvili, kdy meze nejsou predem dané a musime je
odhadovat.

Nahla zména je jev v trénovacich datech, ktery odrazi néjakou zménu
v realném svété, pri které doslo ke zméné rozvrhu udalosti. Tou muize byt
napriklad zména oteviraci doby v obchodé.

Vyjimecéna udalost je jev v trénovacich datech, ktery odrazi néjakou udalost
v redlném svéte, kterd nezapada do bézného rozvrhu udalosti. Tou muze byt

ctuthesis t1606152353 2



1.3. Pouzité znaceni

napriklad oprava vodovodniho potrubi. Vyjimecnou udédlost mizeme rovnéz
vnimat jako dvé nahlé zmény jdouci bezprostredné za sebou. Nejedna se
o vychylené méteni, protoze vychylené méreni vypovida o nécem, co se realné
nestalo, zatimco vyjimecna udalost vypovida o nécem, co se skutecné stalo.

Zapominani je odolnost prediktoru vii¢i ndhlym zménam a vyjimecénym
udélostem. Prediktor mél patriéné zohlednovat data, kterd byla namérena pred
néjakou ndhlou zménou nebo béhem vyjimeéné udalosti. Pokud dojde ke zméné
rozvrhu udélosti, prediktor by se mél co nejrychleji preladit na novy rozvrh.
Také muze jit o postupnou zménu, napt. v chovani lidi, jejich dennim rezimu
apod. Pokud dojde k néjaké vyjimecné udalosti, pak by ji prediktor nemeél
zaclenit do bézného rozvrhu. Odolnost viici ndhlym zméndm miizeme fesit tak,
ze budeme zahazovat stard data, nebo jim budeme piikladat mensi dilezitost.
Problém je, ze se jedna pouze o heuristiku a nevime, jak stard data mame
zahazovat ¢i jak velkou dulezitost mame prikladat starym datim. Existuji i
jiné modely zapominani, jako tfeba exponencidlni zapominani, ale vSechny se
spoléhaji na néjaky parametr, ktery nakonec musime urcit heuristicky. Navic
se tim snizuje robustnost, odolnost vic¢i vyjimecnym udéalostem a vylucuje se
tim moznost vytvoreni delsiho casového modelu.

. 1.3 Pouzité znaceni

Symbol ¥ oznacuje bod na jednotkové kruznici v komplexni roviné, zatimco
symbol 6 oznacuje thel, ktery je v intervalu (—m; 7). Mezi témito symboly
existuje jednoduchy prevodni vztah:

9 = e (1.1)

Podobné znaceni bylo zvoleno proto, ze tyto dvé hodnoty maji velice podobny
vyznam, ale nejde jedna zaménovat za druhou. Pro vétsi prehlednost nikdy
nebudou v jednom vyrazu pouzity obé, vzdy jen jedna, podle toho, ktera se
pro dany vypocet zrovna lépe hodi.

Symbol I' pod integrilem znaci jednotkovou kruznici. Pokud se uvnitt
integralu vyskytuje symbol 6, mysli se tim interval (—=;7), pokud se uvnitt
integralu vyskytuje symbol 9, mysli se tim jednotkova kruznice v komplexni
roviné. Symbol dp znaci, Ze integrujeme podle pravdépodobnostni miry daného
rozdéleni, a tedy se vyrok tyka spojitého, diskrétniho i smiseného rozdéleni.
A protoze integrujeme pres pravdépodobnostni miru, tak z definice pravdépo-
dobnosti plyne:

/1@:1 (1.2)
T
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Kapitola 2

Zkoumané ulohy

Byly zkoumény tii tlohy na realnych datech. Ve vSech pfipadech smime
predpovidat libovolné realné hodnoty, i kdyz nékdy nemohou logicky nastat.
Nicméné se tim muze snizit soucet ¢tverci odchylek. Pokud neni uvedeno
jinak, navrzené metody testujeme na datech z [9]. Uloha s lokalizaci byla
vynechana kvuli implementacni chybé, kterou se nepodarilo odstranit.

B 2.1 Uloha s dveimi: Odhad jedné binarni veliciny

Po urcitou dobu byly sledovany dvere do kancelare a kazdou minutu bylo
zapsano, zda-li jsou dvefe oteviené ¢ ne, tedy 1 nebo 0. Ukolem je pro dany
cas odhadnout, zda-li budou dvere oteviené ¢i ne. Snazime se minimalizovat
soucet Ctverct odchylek v casech, kdy byla potizena testovaci méteni.

Dvere byly pozorovany RGB-D kamerou po dobu 10 tydnt pro ziskani
trénovaci sady a dalsich 9 tydnid pro ziskani deviti testovacich sad, kazda je
dlouha jeden tyden. V kazdém testovacim tydnu je prvnich pét dni vSednich
a posledni dva jsou vikendové. Protoze zpracovavani dat RGB-D kamerou
bylo spiSe jednoduché, data obsahuji Sum, protoze lidé prochazejici dvermi
zpusobovali, Ze dvefe byly nespravné detekovany jako zaviené.

5 ctuthesis t1606152353



2. Zkoumané dlohy

101emeae lemmae e e DU PR - RS PSS MDD

0.8

0.6

data

0.4

0.2

0.0

2016-01-04
2016-01-11
2016-01-18
2016-01-25
2016-02-01
2016-02-08
2016-02-15
2016-02-22
2016-02-29
2016-03-07

Obrazek 2.1: Trénovaci data k tloze s dvermi

B 22 Ulohas vytizenosti: Odhad jedné diskrétni
veliCiny

Zname historii poctu pripojenych hrach na néjakém hernim serveru. Ukolem je
predpovédét pocet pripojenych hrac¢a v budoucnosti. Snazime se minimalizovat
soucet Ctverct odchylek v ¢asech, kdy byla porizena testovaci méreni.

Data byla ziskdna ze zaznamu serveru Tunnelers’ Abyss se souhlasem jeho
provozovatele. Ziskana data jsou anonymni, obsahuji pouze pocty hract a
casy. Pouzivame data z obdobi od 22. 8. 2019 do 1. 2. 2020, pro kazdych
10 minut je jeden zaznam. Poslednich 50000 zaznamt bylo vyclenéno pro
testovani, kazdou testovaci sadu tvori 10000 po sobé jdoucich zdznamu.

B 2.3 Uloha s chodci: Odhad pravdépodobnostniho
rozdéleni v zavislosti na Case

Resime nésledujici tlohu: Po uréitou dobu jsme sledovali chodce na chodbé.
Potrebujeme pro dané cCasoprostorové okno urcit, kolik chodcli se v ném
ocitne. Snazime se minimalizovat soucet ¢tvercti odchylek v ¢asech, kdy byla
porizena testovaci méreni.
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2.3. Uloha s chodci: Odhad pravdépodobnostniho rozdéleni v zavislosti na case
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2019-11-08
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2019-12-13
2019-12-20
2019-12-27

Obrazek 2.2: Trénovaci data k tloze s vytizenosti
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2017-05-23
2017-05-24
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2017-05-31
2017-06-01
2017-06-02
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=75 -5.0 =25 0.0 2.5 5.0 7.5 10.0
x-ova soufadnice

Obrazek 2.3: Trénovaci data k tloze s chodci. Pro prehlednost byla zobrazena
pouze padesatina méfeni.

Pouzitd data byla porizena na univerzité v Lincolnu, v Isaan Newton
Building. Sbér dat byl proveden pohyblivym robotem s laserem Velodyne
3d, ktery byl umistén na téckovém kiizeni dvou chodeb. Na detekci chodct
byla pouzita metoda [I7]. Data nebyla snimana nepfetrzité, protoze robot se
musel dobijet nebo Tesit jiné tkoly.

Tato dloha ma vyznam mimo jiné i v situaci, kdy je mezi lidmi rozsirena
néjaka epidemie a je nutné zabranit vétsi koncentraci lidi. Z ¢asového modelu
je potom mozné navrhnout takova opatieni, kterd zamezi shlukovani lidi a
tim i snizi riziko pfenosu epidemie.
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2. Zkoumané dlohy

. 2.4 Srovnavaci kritérium

Srovnani metod probiha ve dvou kolech. V prvnim kole porovnavame stejné
metody s ruznymi parametry a vybirdme ten nejlepsi parametr. Ve druhém
kole porovnavame metody s nejlepsimi parametry mezi sebou. Tento postup
volime proto, aby vysledné grafy byly prehledné a neobsahovaly ptilis mnoho
udaju.

Pokud danad metoda mé parametr, ktery vybirame z predem stanovené
mnoziny moznosti (napf. pocet shluki), natrénujeme metodu pro vsechny
moznosti. Tento parametr potom uvadime jako ¢islo za jménem metody. Pro
kazdou z téchto moznosti vypocitame stiedni kvadratickou chybu na kazdé
testovaci mnoziné a tyto chyby se¢teme. Vybereme tu volbu parametru, pro
ktery byl tento soucet nejmensi, a metoda s timto parametrem postupuje
do druhého kola. Pokud to vyjde nerozhodné, jako sekundérni kritérium
pouzijeme jednoduchost modelu.

Ve druhém kole metody mezi sebou porovnavame tak, ze mezi sebou ode-
¢teme stredni kvadratické chyby jedné a druhé metody odpovidajici stejnym
testovacim mnozindm. Pomoci Studentova t-testu otestujeme na hladiné vy-
znamnosti o = 0.95, zda maji rozdily stfedni hodnotu nulovou. Pokud test
zamitne hypotézu, ze rozdily maji stfedni hodnotu nezadpornou, fekneme,
ze druhd metoda je lepsi. Pokud test zamitne hypotézu, ze rozdily maji
stredni hodnotu nekladnou, fekneme, ze prvni metoda je lepsi. Pokud test
nezamitne zadnou z predchozich dvou hypotéz, fekneme, ze tyto dvé metody
jsou nesrovnatelné.

Metody srovnavame timto zptsobem, protoze stejny zpusob byl zvolen
v ¢lanku [9]. Bylo by dobré pri srovndni uvazovat i slozitosti modelu, ¢as
nutny k vytvoreni modelu a ¢as nutny k vypocétu predpovédi. To uz se ale
jedné o multikriteridlni optimalizaci a v kazdé aplikaci se zminéna kritéria
uplatnuji jinym zpiisobem. Jelikoz se v této praci nezabyvame zadnou kon-
krétni aplikaci, neexistuje logicky zpiisob, jak zbyvajici kritéria vyuzit. Tato
kritéria hodnotime pouze slovné a srovnani ponechavame pro pripadného
uzivatele téchto metod.
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Kapitola 3

Prehled jiz zavedenych metod

B 3.1 Odhad primérem

Tato metoda je jednoduchd. Prosté vezmeme vSechna méteni a vypocitame
aritmeticky primeér. Cas nikterak nezohlediujeme. Pokud predpoviddme vice
udajua, tak jednotlivé idaje predpoviddame nezavisle na sobé.

B 3.2 Histogram

Predem si stanovime periodu a tu si rozdélime rovnomeérné na dany pocet
dilt. Pro kazdy dil vypocitame aritmeticky pramér, a ten pouzijeme jako
odhad pro Casy, které spadaji do daného dilu v periodé. Pokud predpovidame
vice udaju, tak jednotlivé idaje predpoviddme nezavisle na sobé.

B 3.3 FreMEn [8]

Na datech provedeme diskrétni Fourierovu transformaci. Z ni vybereme
predem stanoveny pocet hodnot s nejvétsi absolutni hodnotou a zbytek nasta-
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3. Prehled jiz zavedenych metod

vime na nulu. Inverzni Fourierovou transformaci dostaneme predpovéd. Pokud
mame zadané meze, tak vysledek ofizneme, aby se pohyboval v pozadovanych
mezich. Pokud predpovidame vice udaji, tak jednotlivé idaje predpovidame
nezavisle na sobé.

B 34 HyT-EM [9]

Predem si zvolime pocet shlukt. Pocet period N na zacatku nastavime na 0,
tedy v prvnim kroku c¢as neuvazujeme. Kazdé méreni v Case t a v misté x
pretransformujeme na:

[cos(2mt/T1) ]
sin(27t /1)

8¢
I

cos(27r‘t/TN) (3.1)

sin(27t/Tn)
x

kde T7 az Ty jsou zatim nalezené periody. Zac¢indme s prazdnou mnozinou
period, tedy v prvnim kroku & = z. Na téchto pretransformovanych datech
provedeme EM algoritmus pro vicerozmérné Gaussovo rozdéleni. Zde miize
byt problém, protoze posledni souradnice je prostorova (v jednotkach délky),
zatimco ostatni jsou bezrozmérné a z intervalu (—1; 1). Hrozi chyby, pokud
se spravné nevyporadame s otézkou volby jednotek délky. Prace [9] tento
problém neresi.

Spocitame soucet ¢tverch odchylek a podivame se, jestli je lepsi nez chyba
predchoziho modelu. Pokud ne, tak vratime model s nejmensi chybou. V opac-
ném pripadé najdeme nejvyraznéjsi periodicitu chyby pomoci metody FreMEn
[8], pridame ji k nalezenym perioddm a opakujeme postup.

vV,

jsou uvedeny v préaci [9].

B 3.5 Gravitaéni shlukovani

Prace [3] zkouma algoritmy gravitacniho shlukovéni v obecnych metrickych
prostorech. V této praci se také zabyvame shlukovanim, ale ne na obecnych
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3.5. Gravitaéni shlukovani

metrickych prostorech, ale pouze na jednotkové kruznici. Zatimco préce [3]
pouziva gravitacni algoritmy, které jsou spise heuristické, v této praci se
snazime aplikovat statistické metody. VysSe zminénym tlohdm se vSak prace
[3] nevénuje.
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Kapitola 4

Kruhové momenty

Pokud uvazujeme pravdépodobnostni rozdéleni na kruznici, miizeme pocitat
momenty vice zpusoby. Nabiz{ se ta moznost, Ze se kruznice rozvine na
polouzavieny interval a na ném se pocitaji momenty klasickym zptisobem.
Tento zpusob neni vhodny, protoze momenty zavisi na tom, ve kterém misté se
kruznice rozdéli. Tuto nevyhodu ilustrujeme na nékolika prikladech. V kazdém
prikladu budeme uvazovat, ze jednotlivé body na kruznici odpovidaji svétovym
stranam. Zde budeme pro nazornost mérit ihly ve stupnich, ve zbytku prace
budeme méftit thly v radidnech.

Uvazujme rovnomeérné rozdéleni na kruznici. Pokud se rozhodneme mérit
azimut od —180° do 180°, stfedni hodnota vyjde na severu, tj. 0°. Pokud se
rozhodneme mérit azimut od 0° do 360°, stfedni hodnota vyjde na jihu, tj.
180°. Pritom ani jedna z nabizenych hodnot se nezda byt smysluplné.

Nyni uvazujme diskrétni rozdéleni na kruznici, které bodu —90° prirazuje
pravdépodobnost % a bodu 90° pravdépodobnost % Snazime se tedy najit
stfedni hodnotu mezi vychodnim a zadpadnim smérem. V zavislosti na tom,
kde kruznici roztrhneme, vyjde stfedni hodnota bud 0° (tj. sever), nebo 180°
(tj. jih). Hledat pramér mezi vychodem a zapadem muze byt smysluplna
uloha, ale nékteré postupy davaji zcela zcestné vysledky.

Jako posledni priklad si vezméme rozdéleni, které je koncentrované kolem
jizniho sméru. Pokud se rozhodneme méfit azimut od —180° do 180°, rozdéleni
se roztrhne na dva shluky, jeden bude pobliz —180° a druhy bude pobliz 180°.
Stredni hodnota tedy vyjde nékde na severu. Tomu muzeme zamezit tim, zZe
bod predélu zvolime jinde. Jenomze co mame délat v pripadé, kdy nezname
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4. Kruhové momenty

predem parametry rozdéleni? At uz bod predélu ddme kamkoliv, mize nam
hrozit, ze se zrovna trefime nékam Spatné.

7 predchozich priklada je patrné, Ze nejvétsim kamenem turazu je bod
predélu, takze vysledek neni invariantni vaci rotaci, tj. stejny smér mé vyjit,
bez ohledu na to, jak tlohu oto¢ime. Z prvniho ptikladu navic plyne, zZe nékdy
ani neni mozné bod predélu zvolit tak, aby momenty vychazely smysluplné, a
to i kdyz rozdéleni predem tusime. Proto je lepsi se tiplné vyhnout rozvijeni
kruznice do intervalu. Dalsi metody vychazeji z toho, Ze rozdéleni na kruznici
budeme povazovat za dvourozmérné rozdéleni, jehoz body se nachazeji na
jednotkové kruznici.

Jednotkovou kruznici miizeme reprezentovat v mnoziné R? nebo v mnoziné
C. V mnoziné R? mfizeme poéitat momenty béznym zptisobem. Tomu budeme
fikat plosné momenty. V mnoziné C muzeme pocitat momenty stejné jako
v mnoziné R, pouze s tim rozdilem, ze misto redlnych ¢isel budeme pouzivat
komplexni ¢isla, a tedy vysledkem budou také komplexni ¢isla. Tomu budeme
iikat kruhové momenty. Viimnéme si, Ze s¢itani funguje stejné v R? a v C.
Jelikoz k vypoctu prvniho momentu neni potieba umocnovani, mizeme tvrdit,
ze pro vypocet stifedni hodnoty nezalezi na tom, zda reprezentujeme kruznici
v R?, nebo v C. Vsimnéme si, ze pokud poéitdme stfedni hodnotu plosné
nebo kruhové, odstranime tim vady ptfedchoziho pristupu.

Pokud plosné momenty nebo kruhové momenty aplikujeme na vyse uvedené
piiklady, dostaneme lepsi vysledky. V prvnich dvou prikladech stiedni hodnota
vyjde nulova. To znamena, ze zadny stfedni smér nemd smysl hledat. Ve
tretim prikladu nam stredni hodnota vyjde pobliz jihu. Mizeme obecné fici,
ze pokud je rozdéleni na kruznici koncentrované kolem pravé jednoho mista,
stfedni hodnota vyjde smysluplné.

Za povsimnuti stoji fakt, Ze stfedni hodnota mé nyni dva rozméry. Smér
stfedni hodnoty udava, na kterou stranu je rozdéleni vychylené, zatimco
absolutni hodnota udava vyznamnost této vychylky. Muze se i stat, ze je
strfedni hodnota nulova, coz znamena, ze rozdéleni neni vychylené zadnym
smeérem, a tedy nemd smysl mluvit o stfednim thlu.

Co se tyce vyssich momentd, plosné a kruhové momenty se rizni, ale 1ze
prevadét jedny na druhé a naopak. Napriklad pro druhy z-ovy moment plati:

1 1 1 1
/cos29dp:/ (—1—00529) dp:f+f/cos29dp (4.1)
N I 2 2 2 2 T

Z druhého z-ového momentu dostaneme redlnou ¢ast druhého kruhového mo-
mentu. Pro ostatni momenty plati podobné rovnost, takze kruhové momenty
muzeme vyjadrit jako linearni kombinaci plosnych momentt a naopak.
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4. Kruhové momenty
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1.5
Obrazek 4.1: Kruznice pretransformovand mocninami

Je mozné si tedy zvolit kterykoliv s téchto dvou pristupt a cokoliv 1ze
spocitat z plosnych momenti, lze spocitat i z kruhovych momentu a naopak.
Presto maji plosné momenty jednu nevyhodu oproti kruhovym momenttm.
Nékteré plosné momenty davaji tutéz informaci. Napriklad druhy z-ovy
moment dava tutéz informaci jako druhy y-ovy moment.

/ cos’fdp = /(1 —sin?@)dp=1— / sin? 6 dp (4.2)
r r r

Jesté se muzeme zamyslet nad tim, co které momenty vlastné znamenaji. Na
n-ty moment muizeme pohlizet také tak, ze si nahodnou veli¢inu nejdfive pre-
transformujeme n-tou mocninou a potom spocitame stredni hodnotu. Pokud
umocnime komplexni jednotku na n-tou, vyjde opét komplexni jednotka, ale
tentokrat ma argument n-krat vétsi. Jednotkova kruznice v komplexni roviné
se n-tou mocninou pretransformuje opét na kruznici. Tedy pokud si vezmeme
rozdéleni na jednotkové kruznici v C a pretransformujeme ho n-tou mocninou,
opét vyjde rozdéleni na jednotkové kruznici, ovsem kazdy bod mé n vzort.
Pokud ale v R? si vezmeme jednotkovou kruznici a pfetransformujeme z-ovou
souradnici n-tou mocninou, vyjde kruznice pouze pro n = 1. Pro n = 2 vyjde
¢ast paraboly a pro n > 2 vyjde slozitéjsi kiivka, dohromady pro suda n se
celd kiivka ocitne v kladné ¢asti. Pokud si vezmeme rozdéleni na jednotkové
kruznici v R? a soufadnice pietransformujeme mocninami, pfi¢emz aspoi
jedna je raznd od prvni mocniny, uz nevyjde rozdéleni na kruznici.

Druhy kruhovy moment mutze mit uplatnéni ve chvili, kdy zkoumané sméry
jsou ,,oboustranné®, naptiklad kdyz neni rozdil mezi cestou vedouci na sever
a cestou vedouci na jih. Pokud zkoumame, zda-li cesty v néjaké vesnici maji
preferovany smér, brzy narazime na problém. Pokud ulice vede severojiznim
smérem, vede na sever, na jih, nebo obéma sméry? Pokud se rozhodneme,
ze smér ulice muze byt jenom v rozmezi od —90° do 90°, potom v kazdé
vesnici najdeme preferovany smér. Tento smér by se navic zménil, kdybychom
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4. Kruhové momenty

tekli, ze smér ulice bude v jiném rozmezi. Pokud budeme pouzivat oba
smeéry najednou, prvni kruhovy moment vyjde vzdy nulovy. Pokud se budeme
rozhodovat ndhodné, vysledek zavisi na tom, pro kterou ulici byl zvolen ktery
smeér. Nic neni ale ztraceno, miizeme pouzit druhy kruhovy moment. Druhd
mocnina zobrazi opa¢né smeéry do jednoho, takze potom nezalezi na tom, jestli
se rozhodneme pro jeden smér, nebo smér opac¢ny. Odmocninou z druhého
momentu dostaneme preferovany smér ulic v dané vesnici.

Rozdéleni na kruznici se neuplatnuje pouze pfi zkoumani smért, ale i ve
chvili, kdy zkouméame periodické déje a neni rozdil mezi zacatkem a koncem
periody. Podobnymi tivahami mizeme dojit k tomu, ze se vyplati zobrazit si
periodicky déj na kruznici.
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Kapitola 5

Nastin reSeni zkoumanych uloh

V této kapitole je popsano, jak je mozné prevést zkoumané tlohy na odhad
pravdépodobnostniho rozdéleni. Samotnym odhadem pravdépodobnostniho
rozdéleni se zabyvaji nasledujici kapitoly.

. 5.1 Uloha s dveimi

Pro pozitivni a negativni méfeni udélame zvlast model. Odhadneme tedy

p(¥]0) a p(¥|1). Podminénou pravdépodobnost, ze dvefe jsou v dany cas ote-

viené, tedy P(1|¢), vypocitame pomoci Bayesova vzorce, tedy: o ﬂ|0)§(g)|)1l§(($|)l) P

kde P(0) a P(1) odhadneme pomoci empirického rozdéleni. To se zjednodusi

p(9]1)N; . y . . .
nava|0)vj\£0+p(m1)N1’ kde Ny je pocet méreni v negativnim modelu a Nj je

pocet méreni v pozitivnim modelu.

B 52 Ulohas vytizenosti

Nejdiive si pocty hract nashlukujeme pomoci EM algoritmu jako smés Gaus-
sovych rozdéleni. Potom pro kazdy shluk vytvorime jeden model. Vysledkem
je konvexni kombinace strednich hodnot shluku rychlosti, jejiz koeficienty jsou
urcéeny hustotou odhadnutého rozdéleni pro jednotlivé shluky. Tento pristup
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5. Nastin reSeni zkoumanych tloh

ma tu vyhodu, ze nemuze dojit k prekmitavani, protoze vysledek je shora i
zdola omezen stfednimi hodnotami jednotlivych shluki.

. 5.3 Uloha s chodci

Nemad cenu odhadovat, kde se ktery chodec bude zrovna vyskytovat. Staci,
kdyz budeme pracovat s hustotou pravdépodobnosti, Zze se néjaky chodec
vyskytne na daném misté v daném case. Tuto hustotu se snazime odhadnout.

Pravdépodobnost vyskytu chodce v daném cCasoprostorovém okné odhad-
neme hustotou uprostied okna vynasobenou velikosti okna. Vime, kolik chodct
jsme nameérili, a tedy pocet chodcii v daném okné se ridi binomickym rozdé-
lenim. Vypocéitame stiedni hodnotu binomického rozdéleni, coz je pravdépo-
dobnost toho, ze se chodec v daném okné vyskytne, vynasobena celkovym
poc¢tem chodcu.
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Kapitola 0

Pouzita rozdeéleni na kruznici

. 6.1 Von Misesovo rozdéleni

Von Misesovo rozdéleni je rozdéleni na kruznici, dané hustotou pravdépodob-
nosti [11]:
ek cos(f—p)

2 lo(kK) (6.1)

p(0|p, k) =
kde Iy je nulté hyperbolickd Besselova funkce prvntho druhu. Von Misesovo
rozdéleni se podobd normalnimu rozdéleni, podstatny rozdil je v tom, ze misto
druhé mocniny v exponentu je kosinus. Redlny parametr p udava smér stredni
hodnoty a modus, parametr , rika, jak moc je rozdéleni koncentrované.

U von Misesova rozdéleni zndme vSechny jeho momenty, jeho n-ty moment
je roven [I]:

I()(Ii)

kde I, je n-t4 hyperbolickd Besselova funkce prvniho druhu.

my, = e In(x) (6.2)

Maximélné vérohodny odhad parametru s je stejny jako odhad pomoci
metody moment, tj. FeSeni rovnice [14]:

| = (6.3)

Io(k)
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6. Pouzita rozdéleni na kruznici

w2

27l3 w3

57/6 76

7716 11 #/6

4rl3 57/3
372

Obrazek 6.1: Hustota von Misesova rozdéleni pro p = 0 a « € {0;1;2;4}
v poldrnich soufadnicich. Argumentem je tihel a hustota je znédzornéna vzdalenosti
od pocatku.

kde m4 je odhad prvniho kruhového momentu, tedy:

N
=Y Un (6.4)
n=1

Funkce k — I1(k)/Io(K) je ryze rostouci, takze rovnici miuzeme fesit metodou
bisekce. Newtonovu metodu nepouzivame, protoze tato funkce ma malou
derivaci pro velké k. Maximéalné vérohodny odhad parametru p je argument
odhadu prvniho momentu arg(m).

B 6.2 Kruhové Cauchyovo rozdéleni

Kruhové Cauchyovo rozdéleni je rozdéleni, jehoz hustota pravdépodobnosti
mé tvar [12]:

=P 1

Tl v (6.5)

f(p) =

kde p je komplexni parametr uvniti jednotkové kruznice a 9 je bod na
jednotkové kruznici. Pokud chceme, aby rozdéleni bylo pro interval (—m; ),
vyjde nam:

1= uf 1

f(Olp) = (6.6)

2 [efi—p?
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6.3. Odhad parametri

27l3 /3
0.8
51/6 06 w6
0.4
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' @@ °
7716 117/6
A7l3 57/3
372

Obrazek 6.2: Hustota kruhového Cauchyova rozdéleni pro p € {0;0.3;0.5;0.7}
v poldrnich souradnicich. Argumentem je tihel a hustota je zndzornéna vzdélenosti
od pocatku.

kde p je komplexni parametr a 6 je v intervalu (—m; 7). Kruhové momenty
tohoto rozdéleni jsou:

My, = u" (6.7)
Kruhové Cauchyovo rozdéleni ma tu vyhodu, ze vSechny momenty zndme a
jdou vyjadrit pomoci primitivnich funkci. U netrivialnich rozdéleni na kruznici

je takova vlastnost spise vyjimecna. Navic prvni moment se piimo rovna
parametru, takze odhad pomoci metody momentu je zde velmi snadny.

B 6.3 0dhad parametru

Parametry kruhového Cauchyova rozdéleni mizeme odhadovat pomoci metody
momentl nebo pomoci metody maximalni vérohodnosti. Odhad metodou
momentu je roven:

fi = (6.8)

kde m1 je odhad prvniho kruhového momentu, tedy:
N
1=y Un (6.9)
n=1
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6. Pouzita rozdéleni na kruznici

Maximalné vérohodny odhad jde vypoéitat pomoci iterativniho vzorce [7]:

fio =0 (6.10)
1 N
=1
_ 29
Uz, ¢) = — (6.12)

Zde je nékolik prikladt, kde byly vygenerovany body podle kruhového
Cauchyova a nasledné byl z téchto bodi odhadnut parametr p. Barevné
kiivky ukazuji vrstevnice logaritmu vérohodnosti. Hvézdickou je vyznacena
skutecna hodnota .

Pokud se snazime odhadovat data, kterd pochazeji z jiného rozdéleni,
odhady se mohou znacné lisit. Zvlastni je, ze odhad metodou maximélni
vérohodnosti muze vyjit nulovy i v pripadé, ze data nejsou symetricka. Data
jsou pouze ilustracni, vznikla dpravou dat z [9].
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6.3. Odhad parametri

Obrazek 6.3: Odhad parametru p z 10, 20, 30, 50 a 100 bod1.

Obrazek 6.4: Odhad parametru p z ilustra¢nich dat
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