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Abstrakt

Tato diplomova prace se zabyva statistickym zpracovanim dat u pacienti po aortokoronarnim bypassu
(CABG). Cilem této prace je urc¢eni prediktorti pooperacni fibrilace sini s pomoci multivariantnich modeld.
Teoreticka ¢ast shrnuje informace o vedeni elektrického vzruchu svalovinou myokardu, hodnoceni zdznamu
tohoto procesu a parametrech ziskanych z analyzy variability srde¢ni frekvence. V metodické Casti je Ctenar
obeznamen se ziskanymi daty a statistickymi metodami pouZzitymi pfi zpracovani této prace. Vysledkem
prace jsou klasifika¢ni modely SVM a GLM, implementované v programu MATLAB, obsahujici parametry
CRP, SD2, Triangular Index a vzorkovou entropie. Finaln¢ je ziskan prah predikce pro kazdy model, ktery

je schopen roziadit pacienty do skupin dle mozného vzniku pooperac¢ni fibrilace sini.

Kli¢ova slova

Fibrilace, generalizovany linearni model, SVM, MATLAB, predikce, analyza variability srde¢ni

frekvence

Abstract

This diploma thesis focuses on the statistical analysis of patient’s data after coronary artery bypass grafting
(CABG). The main aim is to find predictors of the post-operative atrial fibrillation using multivariate
statistical models. Theoretical part summarizes information about heart conduction system, evaluation of
EKG and analysis of heart rate variability. In the methodical part the main focus is on the gained data and
used statistical methods. The results consist of the classification models SVM and GLM programmed in
MATLAB with parametrs CRP, SD2, Triangular Index and Sample Entropy. Prediction threshold, which is
able to classify patients into groups according to the possible occurrence of postoperatie atrial fibrillation is

obtained for each model.
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Uvod

Aortokoronarni bypass je operaci provadénou u pacientli s diagnostikovanou ischemickou
chorobou srdecni ¢i v akutni formé po infarktu myokardu. Ischemicka choroba srde¢ni je jednou
z hlavnich pfic¢in amrti ve vyspélych zemich. Tato skuteCnost ma v poslednich letech klesajici
tendence, které souvisi s vyvojem novych postupil a zlepSovanim dostupnosti a kvality zdravotnické

péce

Nejcastéjsi pooperacni komplikaci po provedeni aortokoronarniho bypassu je fibrilace sini.
Prevalence této komplikace se pohybuje kolem 20-40 %. Jeji ptitomnost prodluzuje dobu pobytu
pacienta v nemocnici, roste pravdépodobnost dalsich zdravotnich komplikaci a celkové navysuje
naklady na péci o pacienta. Cilem této prace je nalézt prediktory této komplikace s vét§im dirazem
na multivariantni modely. Dale je zkouman piinos parametrii pofizenych pii standardnim EKG
vySetfeni pfed provedenim operace. Ziskani prediktorti z téchto parametr by bylo vyhodné
vzhledem k tomu, ze vySetieni elekrokardiogramem je soucasti bézného hodnoceni stavu pacienta
pti pfijeti do nemocnice. Pfi zjistovani hodnoty parametrt by tak nedochdzelo ke zvySené zatézi
nemocni¢niho persondlu ¢i navyseni souvisejicich naklad. Kone¢nym pozadavkem na tuto praci je

nalezeni vhodného prahu predikce modelt pro roziazeni novych pacientti do skupiny Fis a NoFis.

V tvodni kapitole prace je rozebrana problematika fyziologického vedeni akéniho potencialu
srdcem a jeho snimani s pomoci standardniho 12svodového EKG. Timto zptisobem poskytnuté
informace, jakoZto nové parametry v této praci, jsou rozebrany v dals$i podkapitole. Dale jsou zde
rozebrany parametry tykajici se variability srdecni frekvence a jeji analyzy. Nechybi ani popis

samotné fibrilace sin€ a operace typu aortokoronarniho bypassu.

Dalsi ¢ast prace se zabyva ziskanymi daty a statistickymi metodami pouzitymi v praktické ¢asti
této prace. Je zde popsana univariantni analyza, multivariantni klasifikaéni modely GLM a SVM,

zpusob ohodnoceni jejich vykonnosti a postup urceni prahu predikce.

Na zavér je rozebrana problematika prace a jeji porovnani s dostupnou literaturou. Jsou zde
zminény i limitace prace a mozné navrhy jejich feSeni. Specialni ¢ast je vénovana porovnani
vysledkd této prace s dizertaéni praci Ing. Jany Veselé, PhD., kterd byla z ¢asti provedena na stejném
vzorku dat. Vedlejs$im piinosem této prace ma byt verifikace téchto vysledki. Vzhledem k novym

parametriim v této praci a vybranim zizeného vzorku pacientd bude toto ovéfeni jen orientaéni.



1 Teoreticka ¢ast

Pro zpracovani této diplomové prace bylo nutné porozumét problematice vedeni elektrického
signalu po srdeéni svaloving€ a obeznamit se s klinickymi parametry, které popisuji tento déj a jeho
poruchami s dirazem na fibrilaci sini. Konec teoretické ¢asti je vénovan obeznameni S tématem

aortokoronarniho bypassu.

1.1 Prevodni systém srdecni

Tato kapitola popisuje pievodni systém srde¢ni a funkce jeho jednotlivych ¢asti. Srdecni
svalovina se sklad4 z buné€k kardiomyocyti, které se dle své funkce déli na dva typy. Jednim je tzv.
pracovni myokard, ktery ma schopnost kontrakce. Druhym jsou buiky pfevodniho systému
srde¢niho Casto oznacované jako pacemakerové butiky. Tato specializovana tkan ma schopnost bez
vnéjsiho stimulu generovat vzruchy a rozvadét je K buiikdm pracovniho myokardu. Pracovni

myokard tuto autonomni aktivitu piebira jen za patologickych stavi. [16]

Ptevodni systém srdecni se sklada ze sinoatrialniho (primarniho) uzliku, internodalnich spoji,
atrioventrikularniho (sekundarniho) uzliku, Hissova svazku, Tawarovych ramének a Purkynovych

vlaken. Jednotlivé ¢asti pfevodniho systému srde¢niho je mozné vidét na obrazku ¢islo 1.[17]

Sinoatrialni uzel se nachazi ve stén& pravé siné pobliz usti horni duté Zily a pravého ouska. Rika
se mu ,,ptirozeny pacemaker*, pravé zde dochazi ke vzniku spontanni elektrické aktivity a udava tak
srdci sinusovy rytmus (70-80 tepl za minutu). Vzniklé elektrické podrazdéni se pienasi s pomoci
internodalnich drah na pracovni myokard sini a na atrioventrikularni uzlik, ktery lezi v bazi vnitiniho
cipu trojcipé chlopné. Nékdy se mu fika také ,,sekundarni pacemaker®, protoze pii poruse funkce
sinoatrialniho uzlu pfebira tvorbu vzruchi, které je ale schopen generovat pouze s frekvenci 40-60
tepll za minutu a vznika tak zpomaleni akce srde¢ni (bradykardie). Vzruch se dale §ifi cestou Hissova
svazku v mezikomorové piepazce, ten se déli na Tawarova raménka (pravé a levé) a ta se rozpadaji

v Purkynova vlakna, ktera jsou kone¢nou ¢asti pievodniho systému. [16][17]
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Obrazek 1: Pfevodni systém srdecni. Pievzato z [18]

1.2 Elektrokardiografie

Elektrokardiografie je zakladni kardiologické vySetieni nutné pro spravnou diagnostiku

kardiovaskularnich chorob. Casové zavislost rozdilt elektrickych potenciald je snimana z povrchu

téla pacienta s pomoci elektrod. Zakladnim zpisobem rozmisténi elektrod je tzv. standardni

12svodovy systém, ktery se sklada ze Ctyf koncetinovych a Sesti hrudnich elektrod. Koncetinové

elektrody jsou rozmistény na v§ech 4 koncetinach (R-prava ruka, L-leva ruka, F-leva noha, N-prava

noha, referen¢ni elektroda) a dohromady tvoii Einthoveniv trojuhelnik, ten je vyobrazen na obrazku

¢islo 2. Bipolarni konéetinové svody je mozné definovat (rovnice 1 az 3) jako [25]
Ur =Via—Vra
Un =ViL —Vra

Uit = Vi, —Vig

kde VRra je snimany potencial pravé ruky, VoL je snimany potencial levé nohy a Via snimany

potencial levé ruky. Dale 12svodovy systém dopliiuji Goldbergovy augmentované bipolarni svody.

Vypocet (viz rovnice 4 az 6) je proveden ze vztahu potenciallt ve vrcholech Einthovenova

trojihelniku k primérnému potencialu protilehlé strany trojuhelniku. [25]
Uavr = Vra — 0,5(Via + Vi1)
Uavr = Via = 0,5(Vra +V11)

Uavr = Vi, — 0,5(Vp4 + Viga)
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Posledni soucasti systému jsou Wilsonovy unipolarni hrudni svody Vi-Vs, které udavaji napéti
mezi Wilsonovou svorkou (aritmeticky primér tfi koncetinovych potencialti) a elektrodami

polozenymi na hrudniku. Jejich rozmisténi je vidét na obrazku ¢islo 2. [25]

medioklavikularni linie

i predni axilarni linie
I | stiedni axilami linie
| |
] I
Lsnaber
? T

.

prava paze

leva paze

leva noha

Obrazek 2: Einthovenuv trojihelnik a poloha elektrod hrudnich unipolarnich svoda. Pevzato z [25].

1.2.1 EKG kfrivka

Zaznam potizeny elektrokardiografem béhem srde¢niho cyklu se nazyva elektrokardiogram.
Sklada se zjednotlivych PQRST(U) kiivek neboli EKG kiivek. Fyziologicka EKG kiivka je
vyznacena na obrazku ¢islo 3. Ve vétsiné pripadi je zaznam pofizen s posunem papiru rychlosti 25
mm.s, coz znadi, Ze jeden &tveredek na papife o strané 1 mm reprezentuje 40ms. V nasledné &asti
budou probrany vyznamné parametry, které se daji z EKG kiivky vy¢ist a byly v této praci pouzity.

[1][19]
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Obrazek 3: EKG kiivka. Pfevzato z [1].

e Tepova frekvence: U zdravého jedince srdce pumpuje krev s frekvenci 60-90 tepti/min, u
trénovaného jedince az kolem 50 tepi/min. S pomoci EKG pravitka se pocita ze tii po sobé

jdoucich RR intervaltl.

¢ PQ interval: Jedna se o obdobi depolarizace sini, pfevod vzruchu ze sini ke komoram. Méti

se od zacatku P viny az k za¢atku QRS komplexu. Standardné trva 120-200 ms.

¢ QRS komplex: Béhem QRS komplexu probiha depolarizace komor. Standardné trva 60-120

ms. Siroky QRS komplex miize znaéit blokadu Tawarova raménka.

e QT interval: Popisuje depolarizace a repolarizace komor a na EKG trva od zacatku QRS
komplexu az do za¢atku viny T. Tepova frekvence vyznamné ovliviiuje dobu trvani QT

intervalu, se zvysujici se frekvenci se zkracuje. Standardné trva 350-450 ms.

o QTc: Prodlouzeny normalizovany QT interval se zavadi z diivodu vlivu tepové frekvence na
QT interval. Upravenou hodnotu vypocéteme dle Bazettovy formule (vzorce 7). Hodnota

fyziologické doby trvani je udavana mezi 340-440 ms a ovliviiuje ji stafi a pohlavi pacienta.

QTc = == )

e Pvlna: P vina odpovida depolarizaci sini a trva pfiblizn¢ 80 ms.

1 RR interval je vzdélenost mezi dvéma po sobé& jdoucimi kmity R.
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o Elektricka osa srde¢ni QRS: Jedna se o vektor vyznacujici smér postupu vzruchu pies
srde¢ni komory béhem stahu srde¢ni svaloviny (systoly). U zdravého jedince leZi v rozmezi

-30°az+105°.

o Elektricka osy srde¢ni P: Vektor popisujici postup depolarizace sini. Bézné se jako klinicky
parametr nepouziva, ale vzhledem k tomu, Ze fibrilace sini se tykaji pravé viny P, byl tento

parametr do prace zahrnut. Fyziologické rozmezi 0°az 75°.

e Pritomnost blokady Tawarova raménka: MiZe se jednat o blokadu levého Tawarova
raménka (LBBB — Left Bundle Branch Block) ¢i pravého (RBBB — Right Bundle Branch
Block). Obé se projevuji QRS komplexem delsim nez 120 ms. Dochazi také k vychylkam
srde¢nich os. Leva se na EKG projevuje predev§im ve svodu V6, kde QRS vypada jako
pismeno M a nasleduje negativni vina T2. Déle je ¢asto zmé&na ve svodu V1, QRS je zde
negativni ve tvaru pismene V. Blokada pravého raménka se hleda predevsim ve svodu V1,
kde miva QRS dva vrcholy vedle sebe pfipominajici pismeno M a objevuje se zde také

negativni vina T. [1][15]

1.3 Fibrilace sini

Srdec¢ni arytmie se vyznacuji poruchami vedeni nebo tvorbou elektrického vzruchu, jde tedy o
naru$eni funkce pfevodniho systému srde¢niho. Dle rychlosti rytmu je mizeme délit na bradyarytmie
(<60/min) a tachyarytmie (>90/min). Fibrilace sini se fadi mezi supraventrikularni tachyarytmii, coz
znamena, Ze vznika nad komorami a jeji tepova frekvence ptesahuje 100/min. Fibrilace sini je

popisovana neorganizovanou elektrickou aktivitou v myokardu sini. [1][7]

Jako klinicky projev se u fibrilaci sini objevuje palpitace (buseni srdce vnimané pacientem),
namahova duSnost, unava, zavraté, fyzicka nevykonnost, bolest na hrudi, poruchy spanku a
vyjimecné i presynkopy ¢i synkopy (kratkodoba ztrata védomi). Objevuji se i piipady, kdy je Fis

(fibrilace sini) zcela asymptomaticka. [2]

Pii pohledu na zdznam standardniho 12svodového EKG je viditelna nepfitomnost P vin, misto
kterych se objevuji nesourodé fibrila¢ni vinky. Tento jev miizeme pozorovat na obrazku 4 napiiklad
na ¢ervené vyzna¢enych mistech. Pfitomnost P vin se nejlépe identifikuje ze svodu II, III, aVF nebo
V1. Dale z elektrokardiogramu rozpozname rozdilné¢ RR intervaly mezi QRS komplexy davajici

informaci o nepravidelné tepové frekvenci. [1]

2 Fyziologicka vlna T znadi repolarizaci komor
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Obrazek 4: Fibrilace sini. Chaoticka vlnita aktivita nahrazujici P viny ve svodech Il, 111, aVF a V1 zvyraznéna Gervenymi
obdélniky. Pievzato z [1].

1.4 Analyza variability srdecni frekvence

Variabilita srde¢ni frekvence (HRV, Heart Rate Variability) je pfirozena fluktuace mezi ¢asovymi
intervaly jednotlivych srdecnich akci. HRV reflektuje regulacni systémy v nasem tele, jako naptiklad
zmeény krevniho tlaku, vyménu plynt apod. a pomaha nam ptizplsobit se riznym vnéj$im vliviim ¢i
psychologickym zménam. Vé&tSi srde¢ni variabilita neni ale vzdy dobrd a miZe naznacovat

patologické zmény a zdravotni problémy jako je naptiklad fibrilace sini. [20]

HRV miZeme analyzovat v ¢asové, frekvenéni ¢i nelinearni oblasti. Piehled parametrt,
ziskanych programem Kubios HRV, uzivanych v této praci je popsan v tabulce 1. V tabulce je
uvedena piislusnost parametru do jednotlivych oblasti, jednotka, ve které je parametr zaznamenavan
a struény popis parametru. Uvadéné postupy ziskani urcitych parametrti se vztahuji k softwaru
Kubios HRV.

Tabulka 1: Parametry analyzy variability srde¢ni frekvence v ¢asové, frekvenéni a nelinearni oblasti. Pfevzato a poupraveno
z [21][24].

Casova oblast

Parametr Jednotky Popis

Mean RR [ms]  Primérna hodnota RR intervalti

Mean HR [1/min] Primeérna hodnota tepové frekvence

RMSSD [ms]  Druhd mocnina souctu ¢tverct rozdilu RR
intervalt
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NN50 [pocet] Pocet po sobé¢ jdoucich RR intervald, které
se od sebe 1i8i o vice nez 50 ms

PNN50 [%0] Procentuélni zastoupeni NN50 v celkovém
poctu RR intervalt

RR Tri Index - Integral histogramu RR intervali déleny
vyskou histogramu

TINN [ms]  Trojthelnikova interpolace normalnich RR
interval

Frekvencni oblast

Parametr Jednotky Popis

VLF, LF a HF maxima [Hz]  Frekvence s maximalni amplitudou v
pasmu velmi nizkych (VLF, <0,04 Hz),
nizkych (LF, 0,04-0,15 Hz) a vysokych
(HF, 0,15-0,4 Hz) frekvenci

VLF, LF a HF absolutni [ms?]  Absolutni vykon v pAsmu velmi nizkych,

vykon nizkych a vysokych frekvenci

VLF, LF a HF relativni [%] Relativni vykon v pasmu velmi nizkych,

vykon nizkych a vysokych frekvenci

LF a HF normalizovany [n.u]  Vykon v pasmu nizkych a vysokych

vykon frekvenci v normalizovanych jednotkach

Celkovy vykon TP [ms?]  Celkovy spektralni vykon

LF/HF - Pomér mezi vykonem v pasmu nizkych a
vysokych frekvenci

EDR [Hz]  Frekvence dychani odvozena z EKG

Nelinedrni oblast

Parametr Jednotky Popis

SD1, SD2 [ms]  Smérodatné odchylky ziskané z Poincarého
mapy

ApEn - Ptiblizna entropie

SampEn - Vzorkova entropie

D, - Korela¢ni rozmér

ol, 02 - Kratkodoba a dlouhodoba fluktuace
fluktuacni analyzy pizpisobujici se trendu
(DFA - Detrended Fluctuation Analysis)

Lmean [beats] Pramérna délka diagonalni pfimky v RP
(Recurrence plot)

Lmax [beats] Maximalni délka diagonalni ptimky v RP

REC [%0] Recurrence rate (procento rekurentnich
bodi v RP)

DET [%0] Determinismus (procento rekurencnich
bodd, které formuji diagonalni piimku v
RP)

ShanEn - Shannonova entropie pravdépodobnostniho
rozdéleni délek diagonalnich pfimek

MSE - Vicetroviiova entropie (Multiscale

Portiv index (PI)

Entropy)

Vyhodnoceni asymetrie boda ve dvou
regionech Poincareho mapy oddélenych
pfimkou identity
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Guzikiv index (GI) - Vyhodnoceni asymetrie na zakladé¢
kumulativni vzdalenosti kazdého bodu od
primky identity

Slope Index (SI) - Kvalifikace asymetrie fazovych uhlu

1.4.1 Casové parametry

Nejjednodussim piistupem je vypolet parametrii v ¢asové oblasti. Je zde zkoumana variabilita
Vv intervalu mezi jednotlivy QRS komplexy, tedy v tzv. RR intervalech. Do vypoctu jsou zaclenény
pouze intervaly s normalnim vedenim vzruchu bez vyskytu patologickych zmén. K parametrim
Casové oblasti, které jsou s jednotkami vypsany v tabulce 1, fadime stfedni hodnotu RR intervald,
stiedni hodnotu tepové frekvence, druhou mocninu souctu ¢tverct rozdilu RR interval (RMSSD),
pocet po sob¢ jdoucich RR intervald, s rozdilem vice nez 50 ms (NN50) a procentudlni zastoupeni

NN50 mezi vSemi RR intervaly (pNN50). [21]

Pod ¢asovou oblast se fadi i parametry geometrické, které se ziskavaji z histogramu RR intervalt.
Mezi tyto parametry patii Triangular index (RR Tri Index), ktery je charakterizovan integralem
histogramu RR, jehoz vyskou je déleny. Vyska histogramu je zavisla na zvoleni §ifce jednotlivych
bind histogramu, doporuc¢ovana je Sirka 1/128 s. Dalsi geometrickou metrikou je TINN, coz je
parametr, ktery popisuje $itku zakladny histogramu ohodnocenou ptes trojihelnikovou interpolaci.
[24]

1.4.2 Frekvenc¢ni parametry

Hlavni podstatou frekvenéni analyzy je, ze oproti Casové oblasti podava informaci o inervaci
vegetativnimi nervy — sympatikem a parasympatikem. Mezi témito nervy dochazi k vzajemné
regulaci. V piipadé vyssi aktivity sympatiku dochazi ke zrychleni a zesileni ¢innosti srdce, coz
implikuje zeslabeni ¢innosti parasympatiku. V situaci zvySené aktivace parasympatiku srdeéni akce
zpomaluje a oslabuje. Predpokladem je, ze aktivita sympatiku je propojena s nizkymi frekvencemi
0,04-0,15 Hz a parasympatikus si spojujeme predevsim s vyssimi frekvencemi v oblasti 0,15- 0,4

Hz. Nerovnovaha mezi sympatikem a parasympatikem mize piispét ke vzniku fibrilace sini. [1][21]

Pro ziskani frekvencnich parametrt je nutno vypocitat ze série RR intervald frekvenéni spektrum.
Prvnim krokem je pfevzorkovani RR fady pomoci interpolace kubickou splinou (typ nelinearni
regrese), teprve poté je mozné ziskat frekvencni spektrum. K vypoctu program Kubios HRV uziva
dva zplsoby — metodu rychlé Fourierovy transformace (FFT — Fast Fourier Transform) a metodu

parametrickych autoregresivnich modelti (AR). [24]
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1.4.3 Nelinearni parametry

Vzhledem K slozitosti celého fidiciho systému srdce je vhodné pro popis pouZit i nelinearni
metody, aby bylo mozné tento komplexni systém dostatecné charakterizovat. Parametry nelinearni

oblasti umoziuji popisovat nepfedvidatelnost a slozitost casovych tad.

Zakladem pro ziskani nelinearnich parametri je Poincareho mapa. Jedna se o pfistup prevzaty
z nelinearni dynamiky. Poincareho mapa je grafickym zobrazenim korelace mezi po sob¢é jdoucimi
RR intervaly. RRi+1 je funkci RRI, coz znaci predpoklad vlivu probihajiciho RR intervalu na ten
nasledujici. Tvar mapy tvoii elipsa, ktera je orientovana podle dat a LOI (line od identity). Sitka a
délka elipsy je popisovana standardnimi odchylkami SD1 a SD2. Poincareho mapa je vidét na
obrazku ¢islo 5. [24][34]

* & SRR : ;
o : ‘
o SD1
08 ]
sD2
07 i
- L 1 1 1 L
06 07 08 09 1 1.1 1.2
RR;(sec)

Obriazek 5: Poincareho mapa. Pievzato z [34].

SD12 = 2SDSD? (8)
2

SD1 je definovana vzorcem 8, kde SDSD znaci smérodatnou odchylku rozdili po sobé
pfichazejicich RR intervalt. SD1 je standardni odchylkou bodii kolmych na LOI a popisuje

kratkodobou variabilitu, oproti tomu SD2 méti dlouhodobou variabilitu a je definovana jako:

SD2% = 2SDNN? — > SDSD? 9)
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kde SDNN je smérodatna odchylka RR intervald popsana nasledujici rovnici 10, kde N je celkovy pocet
po sob¢ nasledujicich RR intervalii, mean RR je primérna hodnota RR intervald a RR; je i-ty RR

interval.[24]

1
SDNN = |— N . (RR; — mean RR)? (10)

Z Poincareho mapy pochdzi i parametry Guziktiv index (GI), Portiiv index (PI) a Slope index (SI),

které jsou obsazené v praci.

Dalsimi nelinearnim parametrem je entropie, kterd je popisovdna jako mira neuspotradanosti
systému. V této praci jsou zmitiovany Etyti druhy entropii — pfiblizna entropie, vzorkova entropie,

vicetroviova entropie a Shannonova entropie.

Prvni tfi zminovanané druhy se tykaji chaotického chovani RR intervald. Pfiblizna entropie
(ApENn, Approximatte Entropy) vycisluje pravidelnost a slozitost ¢asovych fad. Vys$si hodnoty
poukazuji na trend stoupajici variability RR intervalli. Vzorkova entropie (SampEn, Sample
Entropy) je uréitym vylepSenim pfiblizné entropie, jelikoz poskytuje lepsi vyhodnoceni ¢asovych
fad. Niz8i hodnoty jsou odrazem vétsi podobnosti ¢asovych fad. DalSim druhem je viceuroviiova
entropie (MSE, Multiscale Entropy), kde je signdl béhem analyzy rozdélen na bloky o urcité
velikosti. V kazdé trovni signalu urené timto blokem je hodnota entropie vypoctena zvlast,
z diivodu zkoumani zmén patologii variability, ktera se nemusi odrazet stejn¢ ve vSech korelacich.

Pro analyzu je rozhodujici doba naméteného signalu. [36]

Poslednim druh entropie obsazeny v této prace je Shannonova entropie (ShanEn, Shannon
Entropy). Tento typ entropie ohodnocuje miru neuspotfadanosti distribuce v tzv. rekurentnim grafu,
ktera je odvozen z reccurence plot analyzy. Dalsi parametry ohodnocujici tento graf jsou Lmean,
Lmax, REC a DET jejichz charakteristiku najdeme v tabulce ¢islo 1. [21][24][35]

1.5 Aortokoronarni bypass

Aortokoronarni bypass (CABG, Coronary Artery Bypass Graft) je velmi ¢astou operaci
provadénou u pacientt trpicich ischemickou chorobou srde¢ni, ktera se v tabulkach pohybuje mezi
prednimi pii¢inami tmrti na svété. Jedna se o pacienty se srde¢nimi tepnami zuzenymi postupnym
ukladanim tuku do jejich stén (procesem aterosklerdzy), u kterych nemaji dostate¢ny efekt 1éky.
Variantou akutniho neplanovaného zakroku je pfipad, kdy zhor§enim ischemické choroby srdec¢ni
dojde kinfarktu myokardu. Principem operace je piivést krev do oblasti, které trpi jejim
nedostateCnym zasobenim v dasledku zuzeni ¢i uplného uzavieni. Aortokoronarni céva je

pfemosténa s pomoci Zilniho ¢i tepenného Stépu. [15][26]
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Nejcastéjsi komplikaci nastupujici po této operaci je fibrilace sini. Vyskyt této komplikace se dle
studii pohybuje kolem 20-40 %, do tohoto ¢isla jsou ale i zahrnuty operace chlopni na srdci.
Pooperacni fibrilace sini je charakteristickd kratkymi, paraxysmalnimi (zachvatovymi) stavy
s nejvetsim vyskytem kolem 2-4 dnu po vykonu a navracenim se béhem prvniho tydne po operaci.
Néavrat k sinusovému rytmu je casto spontanni bez ohledu na terapeutické strategie. Tato komplikace
je spojena s prodlouzenim pobytu v nemocnici v fadu pramérné 5 dni a s rostoucimi naklady okolo
hospitalizace spoleéné s dodateénymi vySetfenimi, 1é€bou a prodlouzenou dobou stravenou
v nemocnici. Pacienti s pooperacni fibrilaci sini maji zvySené riziko pozdéjsich zdravotnich

komplikaci, jako jsou naptiklad cévni mozkové piihody ¢i tvorba jinych arytmii.[6] [29]
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2 Metodicka ¢ast

Kapitola metodicka ¢ast je rozdélena na nékolik podkapitol. Prvni ¢ast je zamétena na klinicka
data a jejich popis. V dalsi ¢asti jsou popsané pouzité statistické metody a modely k nalezeni
vhodnych prediktord nebo kombinace prediktort, diky kterym by bylo mozné predikovat, zda se u
pacienta vyskytne pooperacni fibrilace sini. V podkapitolach jsou zminény i uréité postupy v

programu MATLAB, pouzité pro sestaveni téchto predikénich modelt.

2.1 Klinicka data

Data pro diplomovou préci byla poskytnuta Fakultni nemocnici Kralovské Vinohrady. Zakladni
soubor dat byl pofizen v ramci retrospektivni studie APOFIS, do které byli zaclenéni pacienti
podstupujici kardiochirurgicky vykon v obdobi biezna 2015 az zati 2016. Podminkou pro vstup do
studie byla ptfedchozi absence fibrilace sini. Dals§i kritérium pro ucast byla nepfitomnost
implantovaného kardiostimulatoru ¢i defibrilatoru, neurgentni provedeni operace a jiny nez sinusovy
rytmus pfi piijeti. Na pacientech zahrnutych ve studii byl proveden aortokoronarni bypass z dtivodu
ischemické choroby srdecni, korekce vady srdecnich chlopni ¢i kombinace téchto vykontd. Operace
se uskutecnila na Kardiochirurgické klinice 3.1ékafské fakulty Univerzity Karlovy a Fakultni
nemocnice Kralovské Vinohrady. Pro zaméry prace byli vybrani pouze pacienti s aortokoronarnim

bypassem. [21]

Celkové studie APOFIS obsahuje 106 parametra tykajici se zakladni charakteristiky pacienta jako
naptiklad pohlavi, v€k ¢i hmotnost, popis chlopennich vad, 1éky podané na pfijmu, hodnoty ziskané
laboratofi, typ operacniho vykonu a dalsi. Velkd cast parametrti byla ziskana z HRV analyzy
skladajici se z parametrii casové, frekvencni a nelinearni oblasti. Pro vypocet parametrti byl u
kazdého pacienta naméfen pifiblizné dvouhodinovy zaznam EKG systémem VLV vzniklym na
Fakult& biomedicinského inzenyrstvi CVUT. Zpracovany signal byl vyhodnocen s pomoci programu
Kubios HRV verze 2.2. Z HRV analyzy bylo celkové vypocteno 70 parametrd. [21]

vvvvvv

informaci o pfitomnosti vzniku pooperacni fibrilaci sini. Pacienti se tedy déli do dvou skupin Fis (s

fibrilaci) a Nofis (bez fibrilace).
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Pro praktickou ¢ast byly nemocnici poskytnuty elektrokardiogramy ucastnika studie namétené
pii pfijmu. Z téchto zdznamt elektrické aktivity srdce bylo ru¢né tzn. pomoci EKG pravitka a
automaticky (mysleno vy¢tenim z dodanych dokumentd ovétenych pomoci EKG pravitka)
rozméfeno celkové 9 novych parametrti obsahujici zékladni charakteristiku EKG kiivky. Jde o
parametry PQ, QRS, QT, QTc, P, Osa QRS, osa P, frekvence a pfitomnost blokddy Tawarova
raménka. Zakladni informace, Ktémto deviti novym parametrim, v podobé¢ stiednich hodnot,
mediantt a smérodatnych odchylek jsou zpracované v tabulce &islo 2. Z divodu chybéjiciho ¢i
nekvalitniho zdznamu u nékterych tUcastnikd byl celkovy vzorek pacientli, pfidanim téchto
parametrl, zGzen na ¢islo 82. Tento vzorek obsahuje 67 muzi a 15 Zen pohybujicich se ve
veékovém rozmezi 39 az 85 let. U 31 pacientli se po operaci objevila komplikace v podob¢ fibrilace
sini.

Tabulka 2: Piehled parametri ziskanych ze zaznamu EKG a jejich stfednich hodnot (mean) se smérodatnou odchylkou (std)
a medidanem. Hodnota 0 u blokddy Tawarova raménka znaci neptitomnost blokady.

NoFis Fis
Pocet pacientil 51 31
Mean + Std Median Mean =+ Std Median
PQ [ms] 169 £26 164 180 £29 172
QRS [ms] 102 +15 100 99 £+ 18 9
QT [ms] 411 +£52 410 414 +£32 418
QTc [ms] 424 +£ 49 423 431 +£27 431
PQ [ms] 124 £43 118 123+ 17 120
0s5aQRS [°] 7+35 5 16 £36 15
OsaP [°] 33+34 45 42 +21 47
Frekvence
[tep/min] 64+ 10 63 66+ 11 62
Blokada Tawarova
raménka 0 0 0 0

Finalné byly modely testovany na zaslepenych datech, viz kapitola 2.7. Tento vzorek dat obsahuje
celkové 61 pacienti, s rozlozenim pohlavi na 47 muzi a 14 Zen, z toho 17 0sob s pooperacni fibrilaci

sini.

2.2 Univariantni analyza

Na ziskanych datech byla provedena zakladni explora¢ni analyza, pfi které byla zkoumana
korelace jednotlivych parametrd, hledani odlehlych hodnot a testovana normalita dat. Dale byly

pouzity parametrické a neparametrické testy pro porovnani rozdild skupin.
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2.2.1 Exploracni analyza

Data byla prozkoumana s pomoci krabicovych diagramt (boxplot) vyobrazujicich podstatné
popisné informace jako median, prvni a téeti kvartil, maximalni a minimalni hodnotu a odlehla data

(outlinery).

Dale byla vypoctena korela¢ni matice obsahujici Pearsontv korela¢ni koeficient R pro vSechny

mozné kombinace dat a posouzena jejich konekce. K vypoétu byla pouzita funkce corrcoef.

Normalita dat byla zkoumana na histogramech a byla navrzena hypotéza, Zze urcité parametry
nepochdzeji z normalniho rozdéleni. Hypotéza byla testovana Andersonovym-Darlingtonovym

testem, viz nasledujici kapitola.

2.2.2 Testovani normality dat

Normalita byla otestovana pomoci Andersonova-Darlingova testu (AD test). Je testovana nulova
hypotéza, Z7e data pochdzeji znormalniho rozdéleni. Test méfi vzdalenost mezi empirickou

distribuéni funkci dat F(x) a distribuéni funkei teoretického normalniho rozdéleni Fr(x).

D =n[" (Fr(x) = F(0) w(x)dF (x) (12)

kde n je velikost vzorku, hodnoty {x:i<....<xn} jsou sefazené hodnoty vzorku a w(x) je vaha

funkce, ktera je stanovena podle nasledujici rovnice ¢islo 12.
w(x) = [F(x)(1 - F)]™ (12)

AD test dava vétsi vahu na okrajové Casti rozdéleni, je tedy vice citlivy na odlehlé hodnoty a ma

vétsi silu v detekovani odklonu od normalniho rozdéleni v téchto okrajovych ¢astech rozdéleni. [9]

Statistika testu je definovana vztahem 13:
AD = —n— YL, 2= [In (FG) +In (1= Fea-))] (13)

Pro ovéfeni normality dat byla vyuzita funkce adtest z knihovny Statistics and Machine Learning
Toolbox programu MATLAB.
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2.2.3 Parametrické testovani rozdilu skupin

Data, ktera pochazi z normalni rozdéleni, byla déle testovdna nezévislym Studentovym T testem.
Predpokladem pro Studentdv T test jsou stejné rozptyly skupin a normalni rozdéleni. Jsou testovany
sttedni hodnoty rozdéleni, Ho: pi=p>. Kvysledku testovani byla vypoctena i velikost ucinku
(Cohen’s effect size) d. Velikost t€inku vétsi jak 0,8 znaci velky rozdil skupin. Hodnota je vypoctena
S pomoci stiednich hodnot p; a p» a sdruzené smérodatné odchylky op:

)
d= o (14)
kde sdruzenou smérodatnou odchylku op pro rozdilné velké skupiny vypoéteme podle vzorce 15,

kde N1 a N2 oznacuji velikost populaci. [9]

(N;—-1)0?+(N,—1)0?
O'p = \/ . Nj}I-NZ—ZZ - (15)

K testovani se uzivala funkce ttest2 z knihovny Statistics and Machine Learning Toolbox
programu MATLAB.

2.2.4 Neparametrické testovani rozdilu skupin

Na parametrech, u kterych byla pfijata alternativni hypotéza, ktera nam tika, ze data nepochazeji
z normalniho rozdéleni byl dale proveden neparametricky test pro porovnani skupin. Pro spojita data
byl zvolen Wilcoxon-Mann-Whitney test k ovéfeni nezavislosti populaci skupiny Fis a NoFis.
Tomuto testu se také ikd Wilcoxon Sum Rank Test, kazdé hodnoté je pfifazeno urcité potadi
s hodnotou (rank) a porovnavaji se mediany populaci. Pro kazdy parametr byla otestovana hypotéza

Hi: Mezi pacienty skupiny Fis a NoFis je statisticky signifikantni rozdil. [40]

K vysledkim testu Wilcoxon-Mann-Whitney byla vypoctena velikost G¢inku (effect size) r, jejiz
vypocet udava rovnice 16. [39]

z

VN

r =

(16)

kde N je poCet pacientii a z znadi z-skore®. Hodnota r 0,1-0,3 naznacuje maly efekt, 0,3-0,5 stfedni
a >0,5 velky efekt.

Na otestovani zbylych kategorickych dat byly pouzity kontingencni tabulky a Pearsondv chi-
kvadrat test.

3 Pro ziskéni z-score se provadi linearni z-transformace, ktera pfevadi znaky do standardizované $kaly. z-skére
= (pivodni hodnota — stiedni hodnota) / smér. odchylka hodnot[22]
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K uvedenym testim byly vyuzity funkce ranksum a crosstab z knihovny Statistics and Machine

Learning Toolbox.

2.3 Multivariantni analyza

Pro multivariantni analyzu byly zvoleny dva pfistupy. Prvnim z nich byl GLM (Generalizovany
linearni model) a druhym SVM (Support Vector Machine). Oba modely jsou v zavére¢né ¢asti prace

porovnany.

2.3.1 Generalizovany linearni model (GLM)

GLM je metoda, ktera umoziuje vétsi svobodu pfi specifikaci regresniho modelu nez klasicka
linearni regrese. Skladd se ze tii generalizovanych casti — linedrniho prediktoru, link funkce a

nahodné Casti, ktera je specifikovana typem rozdéleni. [12]

Jednim z hlavnich rozdili oproti klasickému linearnimu modelu je, ze zkoumana zavisla
proménna pochazi z exponencidlni rodiny. Mezi exponencialni rodinu patfi nejen Gaussovo, ale i
napiiklad exponencialni, inverzni Gaussovo, Poissonovo nebo binomické rozdéleni. Porovnani

zapisu distribuci modelu linearni regrese a GLM modelu je mozno vidét nize,
Linearni model: Y; ~N(u,0?) @17
GLM: Y;~ exponencialni rodina (18)
kde Y je zavisla proménn4, N je normalni rozdéleni, u je stiedni hodnota a 6 znaci rozptyl. [12]

Model GLM ma linearni prediktor s k > 1 nezavislych vysvétlujicich proménnych, coz je stejné
jako u linearniho modelu, ale leva strana rovnice je jind. Linearni prediktor totiZ piimo nemodeluje
stitedni hodnotu zavislé proménné. Nachazi se zde link funkce, kterd transformuje stfedni hodnotu

zavislé proménné do linedrni predikéni skaly.

f) = a+ Bixg + Baxy + -+ Brxy (19)

Kde f(u) je link funkce, x jsou vysvétlujici nezavislé promeénné, a je intercept a B neznamé

parametry.

Link funkce pro binomické rozd¢leni, ktera byla pouzita v praci:

logl—iu=a+ﬁ’1x1+ﬁ2x2+-~-+ﬁkxk (20)

25



GLM je ve skutecnosti specialni tfidou nelinearni regrese. Vzhledem k nelinearite link funkce ¢i

danym rozdélenim je vétSina GLM modelt ze své podstaty nelinearni.[13]

V ramci prace byly v programu MATLAB vyuzity funkce stepwiseglm, fitglm a predict

z knihovny Statistics and Machine Learning Toolbox.

Funkce stepwiseglm kazdym krokem hleda a ptidava ¢i vylucuje proménné na zakladé odchylky
modelu. Naptiklad z modelu odstranuje pfili§ korelované parametry. Vysledna kombinace parametri

byla trénovana pti CV (Cross-validation, k¥izové validaci).

2.3.2 Support Vector Machine (SVM)

SVM model je typem ,,supervised learning® algoritmu (uceni s u€itelem) pouzivané bud’to pro
regresi nebo klasifikaci. V ptipadé této prace byl tvoten klasifika¢ni model. Hlavni mySlenkou SVM
je na zéklad¢ trénovacich dat nalézt optimalni nadrovinu (hyperplane), ktera rozd€li data ve
vicedimenzionalnim prostoru a u testovaciho datasetu se bude uzivat pro klasifikaci. Pro
zjednoduseni bude problematika vysvétlena na piikladu dvoudimenzionalniho problému, kde tvofi

nadrovinu pouhd piimka.

Zpusob klasifikace do skupin je u SVM odlisny oproti ostatnim klasifikaénim modelim., kde se
vétsinou hledaji nejCastéjsi a nejvetsi rozdilnosti skupin, a na zakladé této charakteristiky jsou data
rozdélena. SVM se oproti tomu zaméfuje na nejvice podobné body mezi skupinami, tyto body jsou
oznacovany jako support vectors (podptrné vektory). Na zakladé t€chto bodl je umisténo separacéni
pasmo (margin), jehoz Sifku se snazime maximalizovat. Rozhodovaci hranice je umisténa do stiedu
separa¢niho pasma. Sitka se maximalizuje dle vzorce &islo 21, ktery popisuje maximalizaci nejmensi
vzdalenosti bodu nasobici predikci. @ zde znaci zobrazeni parametrl, w je vahovy vektor, t znaci
skupinu a b zaujeti.

arg r‘rllvabxﬁmiin[ti (p(xX)™w + b)] (21)

Support vectors lezi piimo na okrajich pasma a pro model jsou esencialni, jejich odstranéni by
vedlo ke zméné modelu. Pro predikci staci algoritmu pamatovat si tyto body a zbytek vstupnich dat
muze vypustit. Toto plati pfi pfedpokladu linearni separability dat, kdy je typ SVM oznacovan jako
Hard margin a pocet podpurnych vektort je roven D+1, kde D je poc¢et dimenzi (parametrti) modelu.
V ptipadé dvoudimenzionalniho prostoru, ktery je vyznacen na obrazku Cislo 6, by nam tedy pro

predikci stacily pouhé tii body. Support vectors jsou na obrazku znazornény vyplni bodu. [31][32]

26



Maximum.
P /margin
& N

O O

-
L

.
L -

X4 ' X,

Obrizek 6: Hledani idealni nadroviny (optimal hyperplane) ve dvoudimenzionalnim prostoru. Sitka pasma je zde znadena
jako maximum margin a support vectors jsou body obsahujici barevnou vypli. Pievzato z [30].

V ptipadé¢ dat, kterd nejsou linearn¢ separabilni je nutno pouzit metodu Soft margin. Na obrazku
7 je vidét, ze nekteré body se objevuji v separacnim pasmu nebo jsou dokonce na druhé strané
nadroviny. Za vSechny S$patné klasifikované body se plati urcitd penalta oznaCovana jako slack
variable &. Pii maximalizaci pasma je nutné tuto penalizaci zapocitat, a proto je pivodni funkce
roz$ifena o penalizaéni Cast, kterou shrnuje rovnice ¢islo 22, kde C>0 je tzv. cost parametr, ktery
rozhoduje o dilezitosti $patné umisténych pozorovani. Malé hodnoty C vedou k vice benevolentnim

modeltim, zatimco vysoka hodnota C by zpisobila feSeni blizici se metodé Hard margin. [33]

. 1
minG [wll* + CEiZ, 6 (22)
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Obriazek 7: Soft margin SVM ptipad s linedrné neseparabilnimi daty. Pfevzato z [33]. (missclassified point — $patné
zatazeny bod)

V pfipadé realnych dat jsou malokdy vztahy mezi parametry linearni a snadno separovatelné.
K feseni tohoto problému SVM pouziva metodu nazyvanou kernel trik, coz je univerzalni feseni
nevztahujici se pouze k SVM. Tato metoda popisuje mapovani dat z jejich originalniho prostoru do
prostoru s vyssi dimenzi. K tomu jsou uzivany tzv. kernelovy funkce, mezi které patii naptiklad

linearni kernel, polynomialni kernel, gaussian kernel (RBF, radial basis function) a dalsi. [33]

Vzhledem k tomu, Ze model SVM pracuje pouze s podmnozinou dat, vynika svou niz§i vypocetni
naro¢nosti. Je vhodny pro pouZiti u vice dimenzi a vyznacuje svou efektivitou proti jinym modeltim,
obzvlast’ v ptipad€ vyssiho poctu dimenzi nez pozorovani. Nevyhodou je, Ze kernel modely jsou

nachylngjsi na pietrénovani. [31]

Pro tuto praci byla zvolena metoda Soft margin a linearni kernel, ktery je uvadén jako vhodny pro

uziti na datech s vét§im po¢tem parametri nez pozorovani. [32]

Byly vyuzity funkce fitcsvm, fitSVMPosterior a predict z knihovny Statistics and Machine

Learning Toolbox.
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2.4 Krizova validace

Dilezitym aspektem statistického modelu je ur¢eni schopnosti predikce a odhadu jeji chyby.
Z toho duvodu byla provedena ktizova validace (CV). Tato metoda se pouziva v ptipadé, kdy
nemame zadnd nezavisla data na testovani. Pomah4 nam vybrat ten nejvhodné&jsi model a ujistit se,
ze model neni pretrénovany. Pfetrénovanost modelu se vyznacuje tim, Ze model az ptili§ dobfe pasuje
na trénovaci data, v pripadé testovaci dat je ale nepouzitelny. Takovy model ma velky rozptyl, ale

nizkou zaujatost. Data trénovaciho setu si pamatuje, neuci se ale charakteristiku a vztahy bodu. [23]

Pro potieby této diplomové prace byla vybrana metoda typu Monte Carlo. K tomuto typu kiizové
validace je nutno provést vice iteraci* (minimalng 10), pfi kazdé iteraci je dataset ndhodné rozdélen
na trénovaci a testovaci ¢ast, jejich pomeér je dopiedu urcen. Postup ndhodného vybéru dat metody
Monte Carlo je vizualizovan na obrazku ¢islo 8. V pfipad¢ této prace trénovaci dataset obsahoval pti

kazdé iteraci 70 % dat a iteraci bylo 15.

Total length/number of available data

>

<w
-~
-
-
-~
.
-
-~

1** Experiment Test Data

L1
HiNEE

Obrazek 8: Postup ndhodného vybéru dat metody Monte Carlo pti 3 iteracich. Pievzato z [27]. Total length/number of
available data (celkovy vzorek pacienttt), 1%-3r¢ Experiment (Oznageni po&tu vzorové naznacenych iteraci)

2" Experiment

3 Experiment

Tato metoda je vhodna k verifikaci linearnich modelt a vétSich dataseti. Tento piistup udava
V porovnani s jinymi typy CV vice pesimistické vysledky, coz miZe byt povazovano za vyhodu
vzhledem ktomu, Ze testovani na externich datech mimo CV generuje realisti¢téjsi vysledky.

Nevyhodou je, Ze se miize stat, Zze n¢ktery pacient nebude nikdy vybran do testovaci podmnoziny.

[8][27]

4 Opakujici se priichod cyklem.
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2.5 ROC krivka a AUC

ROC (Receiver Operator Characteristic) kiivka je zpusob vizualizace a vybéru klasifikacnich
modell na zéklad¢ jejich vykonu. Jednd se o graf o dvou dimenzich, v kterém osa x popisuje FPR
(False Positive Rate, 1-Specificita) a osa 'y TPR (True Positive Rate, Senzitivitu). Jednotlivé body
tvorici ROC kiivku jsou vypocéitané z pravdépodobnostniho skore spravné predikce a tvoii jednotlivé
prahové hodnoty kiivky. Pro kazdy prah existuje pomér pravdivych pozorovani, které maji skore
vétsi nebo rovno tomuto prahu a stejné tak u poméru fale$nych pozorovani. Pro dobrou predikci
modelu chceme, aby se kiivka nachédzela v hornim levém trojihelnikovém prostoru, tedy aby byla

plocha pod kiivkou (AUC, Area Under Curve) co nejvétsi. [9][10]

ROC

PR TPR RoC TPR

RO(C

FPR

Obrazek 9: Extrémni ptipady ROC kiivek. Pfevzato z [28].

Extrémni piipady ROC ktivek jsou vizualizovany na obrazku ¢islo 9. Nalevo je vyobrazen idealni
ukazuje diagonalni pfimku y=x reprezentujici model, ktery nepredikuje. Tento ptipad je popisovan
jako model hadajici vysledky (AUC = 0,5). Nejvice na pravo je zvlastni piipad, kdy model predikuje
negativni tfidu jako pozitivni a naopak (AUC = -1).

Senzitivita je schopnost testu spravné najit hledany znak u testovanych subjekti neboli
pravdépodobnost pozitivity, kdyZ je znak skute¢né pritomen. Postup vypoltu muzeme vidét u
rovnice 23, kde TP znamena pocet spravné pozitivnich vysledki a FN fale$né negativni vysledky.
[11]

TP
TP+FN

Senzitivita = (23)

Specificita udava pravdépodobnost, se kterou test presné vybere ptipady, u nichz hledany znak
nenastava. Jeji vypocet je ukdzan na rovnici 24, kde TN charakterizuje spravné negativni vysledky a
FP falesné pozitivni. [11]

TN
TN+FP

Specificita = (24)
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Z hodnot specificity a senzitivity modelu je mozno vypocitat pfesnost (accuracy, ACC) dle vzorce

25.

TP+TN
ACC = ——F—
TP+TN+FP+FN

(25)

S pomoci ROC ktivky byl vybran rozhodovaci prah pro zafazeni do skupiny Fis/NoFis viz
kapitola 2.8.

K realizaci ROC ktivky v programu MATLAB byla pouzita funkce perfcurve z knihovny

Statistics and Machine Learning Toolbox.

2.6 Korekce vicenasobného testovani

Pti soucasném testovani vétsiho mnozstvi hypotéz je nutné udélat korekci hladiny vyznamnosti
a, za Ucelem omezeni falesné pozitivity testd. V ptipadé této prace byla zvolena korekce chyby
prvniho druhu typu Holm-Bonferroni. Tato metoda v porovnani s klasickou Bonferroniho korekei
nema tak ostra kritéria a disponuje vétsi statistickou silou testu. Vypocteme ji dle rovnice 26, kde o
je hladina vyznamnosti klasicky stanovena na hodnotu 0,05, n je pocet testd. Poradi testu je
stanoveno sefazenim vyslednych p-hodnot od nejmensi po nejvétsi, pfi¢emz nejnizsi hodnota dostane

hodnotu 1, druha nejmensi 2 apod. [38]

a

HB =

- (n—portaditestu+1)

(26)
Tato korekce byla v praci pouzita u univariatniho testovani nezavislych skupin.

2.1 Zaslepena studie

V ramci zaslepené studie byla pouzita data od pacientl, ktefi byli vylouceni ze zakladniho
datasetu z diivodu chybgjiciho ¢i nekvalitniho zaznamu EKG. Jednalo se 0 61 pacientli s primérnym

vékem 64,5+10,9 let, mezi kterymi bylo 17 pacientti postihnuto pooperacni fibrilaci sini.

Podstatou zaslepené studie je posouzeni predikce modelu na neznamych datech. Je posouzena
uspésnost Klasifikace modelt SVM a GLM na datech, které nebyly pouzity pro trénovani a model je

dopiedu nevidél, jsou tedy nahodna.
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2.8 Prah predikce

ROC kiivka nam kromé hodnoceni velikosti plochy pod kiivkou dava informaci o velikosti TPR
a FPR. Idealni model by mé&l TPR na hodnoté 1 a FPR 0, odhalil by tedy vSechny pacienty s hrozici
fibrilaci sini a zaroven ohodnotil spravné i ty, kterym fibrilace pravdépodobné nehrozi. Idealnimu
modelu se v realité jen blizime, z pohledu klinického hodnoceni je dtilezité nastavit si vhodny pomér

pro danou problematiku mezi FPR a TPR.

Pro vypocet hodnot TPR a FPR se pouzivd pravdépodobnost spravné predikce urcité skupiny.
Toto skoére dava funkce predict, ktera spocita pro kazdého pacienta ztestované skupiny
pravdépodobnost zatazeni do skupiny Fis. Tyto hodnoty pravdépodobnosti tvoii u ROC kiivky
jednotlivé prahy predikce.

S pomoci funkce perfcurve je mozno vypocitat optimalni bod na ROC kiivce, ktera najde ptimku
s idealnim sklonem a posunem z horniho levého rohu ROC grafu smérem k dolnimu pravému a najde
optimalni bod v mist€ protnuti ROC kiivky. Tento zpiisob byl pouzit u kazdé¢ iterace CV a z vysledkt
byla vypoctena stiedni hodnota pro vypocet prahu predikce, ktery byl nasledné otestovan v ramci

zaslepené studie.
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3 Vysledky

V této kapitole jsou popsany vysledky vyjmenovanych postupt v metodické ¢asti. Veskera prace
s daty byla provadéna v programu MATLAB. Prace byla vypracovana na datech 82 pacienti, kteti
byli popsani pomoci 115 parametrti. Na tomto datasetu byla provedena univariantni a multivariantni

statistika.

Finalné byly zvoleny 2 modely odlisného principu obsahujici 4 prediktory, které generovaly
nejlepsi vysledky pii predikovani skupin NoFis a Fis. Schopnost predikce téchto modell byla

nasledné vyzkouSena na nezavislém vzorku 61 pacientil v ramci zaslepené studie.

3.1 Vysledky exploracni analyzy a testovani normality

V ramci explora¢ni analyzy byla prozkoumana korelace mezi jednotlivymi spojitymi parametry,
ta je vyobrazena na obrazku cCislo 10. Sloupec hodnot na pravé strané¢ obrazku udava hodnotu
Pearsonova korela¢niho koeficientu R v rozsahu -1 az 1. Ruda barva znacici hodnotu 1 udava velmi
silnou zavislost. Stfedni zavislost je uvadéna v rozmezi hodnot 0,4 az 0,8. Mezi parametry neexistuje
zadny vztah v zelenych oblastech mapy a zaporné modré hodnoty implikuji inverzni zavislost. Ruda
diagondla znaci setkdvani stejnych parametrd. Parametry lezici na ose x a y jsou totozné, jejich
seznam je uveden Vv piiloze A. Vyznamné korelovana je zde oblast pravého dolniho rohu, kde se

nachazi 20 parametrd MSE.

Mapa korelace mezi jednotlivymi parametry
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Obrazek 10: Koreladni mapa mezi viemi parametry datasetu. V rozmezi hodnot x 1-8 najdeme parametry EKG, 9-21
obecnou charakteristiku pacienta, 22-28 ¢asovou oblast HRV analyzy, 29-55 frekven¢ni oblast HRV analyzy a 56-91
nelinearni oblast HRV analyzy.
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Pii testovani normality dat metodou Anderson-Darling bylo zjisténo, Ze velka ¢ast dat nepochazi
z normalniho rozdéleni. Konkrétné byla data rozdélena na 24 parametr s normalnim rozdélenim a
91 s odlisnym rozdélenim. Dataset obsahuje kromé spojitych proménnych i nékolik kategorickych

proménnych, jako napfiklad cilovou proménnou obsahujici informaci o skupiné Fis/NoFis.

3.2 Vysledky parametrickych testu

Data s normalnim rozdélenim byla testovana nezavislym Studentovym T testem s hypotézou, Ze
mezi skupinami Fis a Nofis existuje statisticky signifikantni rozdil. Tato alternativni hypotéza byla
pfijata pouze u parametru SD2 (vysvétleni parametru viz tabulka ¢islo 1) s p=0,0047, jehoz vysledek
byl ale nasledn¢ zkorigovan Holm-Bonferroniho korekei a byl také zamitnut. Podstatnym hodnoticim
parametrem u parametrickych testli je i Cohenova sila efektu a ta oznacila rozdil skupin jako velky

(d=0,895). Cohenova sila efektu parametru SD2 je vidét na obrazku 11.

SD2 - Cohenova velikost efektu
0.02 . . —— .

yany I NoFis

0.018 VAR Fis 1
— — — -Mean NoFis=56.8

0.016 — — —-Mean.Fis=71.5
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Z o001}
0.008 |
0.006 |
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Obrazek 11: Normalni rozdéleni skupin parametru SD2 s vyznacenymi stiednimi hodnotami a Cohenovou velikosti efektu.
Mean (stiedni hodnota).
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3.3 Vysledky neparametrickych testi

Pro vSechny spojité parametry s jinym, neZ normalnim rozdélenim, byla s pomoci Wilcoxon-
Mann-Whitneyho testu otestovana hypotéza, Zze mezi skupinami Fis a NoFis je statisticky
signifikantni rozdil. Vysledkem testu je tabulka 3, kterd popisuje vysledné hodnoty pied Holm-
Bonfferoniho korekci. Po korekci chyby prvniho druhu nebyl nalezen zZadny signifikantni vysledek.
Spole¢né s p-hodnotou je zde vypsan i parametr sily efektu r pro neparametrické testy, ktery

naznacuje ve vSech piipadech maly efekt.

Tabulka 3: Tabulka vysledkd neparametrického Wilcoxon-Mann-Whitneyho testu pted Holm-Bonferroniho korekei

Parametry Parametry
Casova oblast p r Frekvencni oblast p r
RMSSD 0,036 0,231 AbsPowVLFAR 0,007 0,299
NN50 0,035 0,233 AbsPowLFAR 0,022 0,252
pNN50 0,031 0,233 AbsPowHFAR 0,027 0,245
Nelinearni p r PeakLFFFT 0,041 0,226
oblast
SD1 0,036 0,231 AbsPowVLFFFT 0,009 0,290
Slopelndex 0,030 -0,240 AbsPowWLFFFT 0,019 0,259
MSE14 0,049 -0,218 AbsPowHFFFT 0,027 0,245
MSE16 0,043 -0,224 TotPowAR 0,012 0,278
MSE17 0,047 -0,220 TotPowFFT 0,012 0,279
MSE18 0,037 -0,230 Obecna charakteristika p r
pacienta
CRP 0,019 0,259

Kategorialni proménné byly testovany s pomoci kontingencnich tabulek a Pearsonova chi-
kvadrat testu nezavislosti skupin. Mezi kategoridlnimi proménnymi nebyla shledana Zzadna

statisticky vyznamna proménna.

3.4 Vysledky modelu GLM

V této Casti prace byl hledan model, ktery by kombinaci parametrd poskytl lepsi vysledky nez
univariantni statistika. Funkce stepwiseglm vytvofila model obsahujici 4 parametry: SD2, CRP (C-

reaktivni protein), SampEn a RRTrilndex. Rovnice 27 orienta¢né vyjadiuje jejich vztah viz nize.

P(Skupina Fis)~1 + CRP + RRTrilndex + SampEn + SD2 (27)
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Z obrazku ¢islo 12 lze vy¢ist, ze parametry RRTrilndex a SD2 maji vétsi vliv na predikei nez

SampEn a CRP. Zaroven je vidét, ze s rostoucim parametrem RRTrilndex stoupa pravdépodobnost

ur¢eni do skupiny Fis, ostatni parametry maji opa¢ny trend. To se da vy¢ist i z vystupni tabulky

estimacnich koeficientti modelu, kde je dle velikosti hodnoty T statistiky a hodnot p nejvyznamné;jsi

parametr SD2.

Tabulka 4: Estimacni koeficienty modelu GLM (Estimate — sklon piimky,SE — standart error,bodové odhady smérodatnych

odchylek piimek, tStat — T-statistika, p — p-hodnota)

Estimate SE tStat p
Intercept 4,5304 1,7382 2,6064  0,0091
CRP -0,1652 0,0842 -1,9626 0,0497
RRTrilndex 0,6102 0,2065 2,9548 0,0031
SD2 -0,1316  0,0370 -3,5543 0,0004
SampEn  -2,3341 1,1988 -1,9470 0,0515

0.8
Predicted Skupina

0.049416 08

[0.0112879, 0.191398]
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80.3922

sD2

Obrazek 12: Vystupni ktivky GLM modelu typu logistické regrese (funkce stepwiseglm) obsahujici parametry CRP,
RRTrilndex, SD2 a SampEn vztacené k predikované Skupiné

Zakladni charakteristiku v podobé krabicovych diagrami téchto parametri je mozné prohlédnout

na obrazku 13, kde skupina 0 znaci pacienty s NoFis a 1 pacienty s Fis.
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Obrazek 13: Krabicové diagramy signifikantnich parametri pouzivanych v obou vystupnich modelech

Ziskané parametry byly dale vyuZity pfi trénovani a testovani modelti béhem kiizové validace.
Nejlepsi vysledky byly ziskany u modelu GLM typu logistické regrese, kde byla, vzhledem k cilové
proménné disponujici binomickym rozdélenim, zvolena logit link funkce. Vysledky modelta byly
porovnavany dle prumérné hodnoty AUC z 15 iteraci ziskané z ROC ktivky. ROC kiivka modelu je
vizualizovana na obrazku 14. Na ose X je vynesena hodnota FPR a na ose y TPR. Na grafu je viditelny
pribeh kazdé ROC kiivky z 15 iteraci, Cerné je vyobrazena zprumérovana ROC kiivka. Z vystupnich

hodnot ROC ktivky byl vypoéten prah predikce 0,5499.
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ROC kfivka GLM, mAUC =0.81072
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Obrazek 14: Vysledna ROC ktivka GLM modelu

3.5 Vysledky modelu SVM

Dle dosazenych vysledkii byl jako druhy nejlepsi vyhodnocen model SVM. U tohoto modelu
dosahuje zprimérovana hodnota AUC z 15 iteraci hodnoty 0,79. Pfislusna ROC kiivka je zobrazena
na obrazku ¢islo 15. Stejné jako u pfedchoziho grafu je na ose x vynesena hodnota fale$né pozitivniho
poméru vysledkt a na ose y pomér spravné pozitivnich vysledkt. Variability jednotlivych ktivek je
vetsi nez v pripadé modelu GLM, coz muze znacit méné stabilni model. Prah predikce byl ze

zprumérovanych vystupt 15 iteraci ROC kiivky urcen na hodnotu 0,5291.
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ROC krivka SVM, mAUC =0.79204
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Obrazek 15: Vysledna ROC ktivka SVM modelu

3.6 Vysledky zaslepené studie

Jednou ze zkoumanych problematik prace bylo zhodnotit uzitecnost novych parametri vyctenych
z EKG pacientl. Vzhledem k tomu, ze Zz&4dny z téchto parametrli nebyl zaclenén do vystupnich
modell prace, oteviela se moznost otestovani modeld na nezavislych datech, ktera byla v prvnim

kroku prace vyfrazena z divodu chybéjicich elektrokardiogrami.

Bohuzel ani jeden z modeltl zde nedosahuje pfilis ptiznivych vysledki, vykonnost predikce obou
modelil je pfiblizné stejna, dle hodnoty AUC vychazi model SVM o trochu 1épe. Pfislusnd ROC
ktivka je zobrazena na obrazku ¢islo 16. Zelené je zde vyznacéena kiivka GLM modelu s vyslednym
AUC = 0,559, modie ROC ktivka modelu SVM s hodnotou AUC = 0,563. Pro piehlednost je na

grafu ¢ervenou pierusované vyznacena kontrolni pfimka s hodnotou AUC = 0,5.

39



o =] o o o
o 2] ~N w0 -
.

(Senzitivita)

TPR
o ©
[ B

5

=
N
\

ROC kfivka pro zaslepenou studii

— — — -Kontrolni pfimka y=x

SVM, AUC =0.56283
GLM, AUC =0.55882

=]

0.2

03 04 05 0.6

FPR (1-Specificita)

07 08 0.9 1

Obrazek 16: Porovnani vykonu modeltt SVM a GLM na novych datech

Piehled vysledkt nastaveného prahu predikce najdeme v tabulce 5. Klasifikaéni prah, ktery byl

uren beéhem kiizové validace na trénovacich dat, byl pro GLM stanoven na hodnotu

pravdépodobnosti predikce skupiny Fis P(Fis) = 0,5499 a pro model SVM P(Fis) = 0,5291. Vysledky

vychézeji velmi podobné, ackoliv piesnost prahu GLM je o 1 % vétsi, coz (vzhledem k lepsimu

vysledku SVM dle AUC) znaci vétsi stabilitu predikce béhem trénovaci ¢asti kiizové validace.

Tabulka 5: Uspé&nost nastaveného prahu predikce u modelu SVM a GLM

GLM - P(Fis) 0,5499

SVM — P(Fis) 0,5291

TP 6 3

TN 38 40

FN 11 14

FP 6 4
Senzitivita 0,3529 0,1765
Specificita 0,8636 0,9091
FPR 0,1364 0,0909

ACC [%] 72 71

Pro ptiblizeni situace je zde pfilozena tabulka ¢islo 6 obsahujici ptiklady hodnot dulezitych

parametrt vzdy jednoho zéstupce z pacientii charakterizujici ukazatel TP, TN, FN a FP. Dle naSich

pfedpokladli by mél mit nejvétsi vliv parametr SD2, jez se s klesajici hodnotou piiblizuje skupiné

Fis.
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Tabulka 6: Vybrané¢ subjekty zastupujici ukazatele TP, TN, FN a FP

CRP RRTrilndex SD2 SampEn
TN (P02) 2,30 13,96 81,95 1,29
FN (P49) 1,70 13,78 83,16 1,16
TP (P61) 8,70 5,21 25,20 0,91
FP (P03) 1,20 9,87 47,08 1,47

Vzhledem K neptilis dobrému vysledku zaslepené studie byla zvazena moznost, zda se vzorek

novych dat prili§ nevymyka datasetu trénovacimu ¢i jestli novy dataset neobsahuje piili§ odlehlych

hodnot, které by mohly zkreslovat celkovy vysledek. K prohlédnuti zakladnich charakteristickych

hodnot jako je stfedni hodnota, standardni odchylka a median slouzi tabulka ¢islo 7. Velmi rozdilna

sttedni hodnota a median (zarovei i Siroky rozptyl) u parametru CRP naznacuje pritomnost velmi

odlehlé hodnoty.

Tabulka 7: Porovnani dilezitych parametrt zakladnich dat a dat zaslepené studie. Mean (stfedni hodnota), std (smérodatna

odchylka).
Zakladni data Zaslepena data
Skupina NoFis NoFis
Mean + Std ~ Median Mean + Std Median
CRP 4,59 +4,28 3,20 6,46 = 8,93 3,70
RRTrilndex 11,41 £3,76 11,71 11,65 + 4,55 10,31
SD2 71,54 + 23,05 69,81 75,24 + 38,05 68,61
SampEn 1,21 £0,28 1,22 1,10+ 0,33 1,11
Zakladni data Zaslepena data
Skupina Fis Fis
Mean £+ Std  Median Mean =+ Std Median
CRP 2,84 +3,01 1,7 10,14 =+ 20,02 2,8
RRTrilndex 10,57 + 3,99 11,486 9,14+292 8,271688
SD2 56,77 +21,05 58,5955 | 60,35+ 22,93 50,65221
SampEn 1,19+0,25  1,202711 0,99 +£0,32 0,9144205

Nalezeni odlehlych dat bylo provedeno s pomoci krabicovych diagrami, které jsou zobrazeny na

obrazku 17. Celkové bylo detekovéano 10 odlehlych hodnot, z toho 2 pacienti se zde objevili dvakrat.

VSechny nalezené odlehlé hodnoty byly nasledné z datasetu odstranény pro dalsi testovani.
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Obrazek 17: Zakladni charakteristika dilezitych parametri novych dat. Hodnoty PXX oznacuji ¢islo pacienta, ktery byl
stanoven jako odlehla hodnota a byl z testovani vyfazen.

Na obrazku 18 je vidét, Ze klasifikace modelt se po odstranéni odlehlych hodnot zlepsila. Model
SVM ma hodnotu AUC = 0,587 a GLM se dostal na hodnotu AUC = 0,590. Na zakladé provedené

analyzy je mozné tict, Ze model GLM byl vice ovlivnén odlehlymi hodnotami.
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Obrazek 18: Porovnani modeltt GLM a SVM na novych datech s odstranénymi odlehlymi hodnotami
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3.7 Problematika urceni prahu predikce

V zavéru vysledkli prdce bych poukdzala na urcitém piikladu problematiku urceni vhodného
prahu predikce. V tabulce 8 je mozno vidét hodnoty spravné pozitivnich, spravné negativnich,
fales$n€ pozitivnich a faleSné negativnich vysledki jedné predikce modelu SVM béhem CV. Z téchto
vysledkt je vypoctena Senzitivita, Specificita, FPR a piesnost (ACC). Je zde testovano celkové 25
subjektt. Prah P(Fis) = 0,6402 byl automaticky vypoéten s pomoci ROC kiivky a udava nam velmi
nizkou fale$nou pozitivitu na ukor senzitivity. Pokud bychom se ale zaméfili na nalezeni prahu, ktery
vybere spravné vsSechny pacienty shledanym znakem musime prah snizit na hodnotu

P(Fis) = 0,2989. Tento postup je tedy nutno zkorigovat dle specifickych potieb.

Tabulka 8: Porovnani vysledka 2 rtiznych prahovych hodnot u jedné ndhodné vybrané iterace modelu SVM

P(Fis) =0,6402  P(Fis) = 0,2989

TP 3 10

TN 14 8

FP 1 7

FN 7 0

Senzitivita 0,3 1
Specificita 0,9333 0,5333
FPR 0,0667 0,4667

ACC [%] 68 72
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Obrazek 19: Porovnani dvou prah jedné ndhodné vybrané iterace SVM
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Na obrézku &islo 19 jsou zndzornény oba prahy na ROC kiivce. Cervené je vyznagen optimalni prah
predikce dle funkce perfcurve s hodnotou pravdépodobnosti spravného urceni skupiny Fis. Modry bod
obsahuje ideélni prah dle vizudlniho hodnoceni s ptedpokladem, zZe hleddme model s co nejvyssi

senzitivitou.
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4 Diskuze

Zkoumanou skupinou této prace byli pacienti indikovani ke kardiochirurgickému vykonu typu
aortokoronarni bypass. Jejich predoperacni historie neobsahovala vyskyt fibrilace sini, ale béhem
zotavovaciho obdobi po operaci se u nich objevila komplikace v podobé této patologie srde¢niho
rytmu. Tato komplikace piisobi negativné na zotaveni pacienta a prodluzuje jeho dobu stravenou na
lizku v nemocnici. Tato prace se zaméfuje na zkoumani parametrti, které by mohly plsobit jako
prediktory pro odhaleni rizika moznosti vzniku pooperacni fibrilace sini. Lep$i porozuméni téchto
mechanismi indukujici riziko vzniku by mohlo pomoci pro nalezeni vhodného terapeutického

ptistupu k omezeni této komplikace.

V navaznosti na predeslou dizerta¢ni praci doktorky Veselé, ktera také pracovala s daty studie
APOFIS, bylo navrzeno zaméfit se pouze na ¢ast pacientll s operaci CABG s dirazem na
multivariantni statistiku. V porovnani s vySe avizovanou praci byly pfidany nové parametry
v podobé hodnoceni elektrokardiogramt. V ramci multivariantni analyzy byly navrZzeny 2 modely
nejlépe hodnocené dle ROC kiivky. Tyto modely obsahovaly kombinaci parametri SD2, Triangular
Index, CRP (C-reaktivni protein) a vzorkovou entropii. Prvni dva zmifiované parametry se objevily
jako signifikantni dle univariantni analyzy i v praci doktorky Veselé. [21] Tyto modely byly v zavéru
prace otestovany na nezavislém vzorku, kde byla zhodnocena neuspokojiva kvalita predikce. Tento
problém byl dale vySetfovan a po odstranéni velmi odlehlych hodnot ze zaslepenych dat lehce
vylepsSen. Tento problém mize byt zptisoben piili§ malym vzorkem dat a nizkym procentem pacientti
ve skuping Fis. Pro dalsi rozvoj této prace by bylo vhodné celkovy vzorek rozsifit o nova pozorovani.
Pro lepsi vysledky pti kiizové validaci, stabiln&jsi predikci a lepsi interpretovatelnosti vysledkt bych
jako kvalitngjsi volila model GLM. Ackoliv je model SVM velmi flexibilni, vzhledem k jeho
podstaté (modelovani ve vicedimenzionalnim prostoru a moznosti pouziti nelinearnich kerneld) je
mozné sledovat vliv jednotlivych parametri. Tento jev je mozné vy¢ist i z literatury, kde se vétSina

praci zamétuje na univariantni statistiku, multivariantni regresni modely, logistickou regresi ¢i GLM.
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Vzhledem ktomu, Ze tato poopera¢ni komplikace je jednou z nejcastéjSich ve spektru
kardiochirurgickych operaci, byl tento jev uz vicekrdt zkouman. V literatufe je uvadéno, ze
ptedoperacni hladiny CRP nemaji signifikantni souvislost s postoperacni fibrilaci sini, existuji ale
protichiidnd data o jeho pooperacnich hladindch a vlivu. Mé vysledky naznacuji spojitost nizsi
hladiny CRP se skupinou Fis. V naprosté vétsing studii je uvadén jako dilezity faktor veék. Negativni
vysledek v této oblasti miize byt zpiisoben velmi jednotnou skupinou pacientd, kdy vék(FIS) = 66+7
a vek(NoFis)=64+9 let. Pfi porovnani parametrii zkoumanych v této praci s literaturou se objevuji
zminky o muzském pohlavi zvySujici pravdépodobnost vzniku Fis, vyssi hypertenzi, délce P
viny>110 ms, pfitomnosti operaci chlopné (pacienti s operaci chlopni byli znaSeho datasetu
vylouceni za ucelem soustfedit se pouze na jeden druh operace) ¢i prodélaného infarktu myokardu.

[14][29][37]

Nové parametry EKG se v této praci ukazaly z pohledu univariantni i multivariantni analyzy jako

nedulezité.

Posledni zkoumanou problematikou prace bylo urceni vhodného prahu predikce pro roziazeni
novych pacienti do skupin Fis a Nofis. Prahy obou modelti, ur¢ené béhem kiizové validace, byly
testované na vzorku zaslepenych dat. Vysledné procento piesnosti se sice zda uspokojivé, ale je
potieba zvazit, zda preferujeme idealni pomér FPR a TPR ¢i upfednostiiujeme co nejveétsi pomer
pozitivnich vysledki. Pfi preferenci vysoké senzitivity by se kritérium pro urceni prahu muselo

prepracovat.
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5 Z.aveér

Cilem této diplomové prace bylo nalézt prediktory indikujici vznik pooperacnich fibrilaci sini a
vytvorit prah predikce pro klasifikaci novych pacientti do skupin dle pfitomnost hledaného znaku.
Dal8im tikolem bylo ohodnotit ptinos novych parametrti z elektrokardiogramu a posoudit podobnost

vysledka s diive provedenou praci Ing. Jany Veselé Ph.D.

V teoretickém rozboru byla popsana problematika tykajici se vzruchové ¢innosti srdce a z toho
vyvozenych parametrd pro tuto praci. Dale zde byla uvedena provadéna operace zkoumané skupiny
pacientd a patologie srdce z pohledu fibrilace sini. V ramci metodické ¢asti byla popsana klinicka
data a jejich ziskani. Nasledn¢ se tato kapitola vénovala vS§em statistickym postuptim, na zaklad¢

kterych byla provedena prakticka ¢ast v programu MATLAB.

Vystupem této prace jsou klasifikacni modely SVM a GLM obsahujici signifikantni parametry
SD2 (smérodatna odchylka ziskana z Poincareho mapy), Triangular index, CRP (C-reaktivni protein)
a vzorkovou entropii. Pti kiizové validaci dosahuji oba modely kvalitnich vysledkt. Plocha pod
kiivkou (AUC) se u obou modelu blizi hodnoté 0,8. Funkce klasifikace obou modelt byla testovana
na nezavislych datech v ramci zaslepené studie. U téchto dat ale nebyla prokazana stejna kvalita
predikce. Hodnota parametru plochy pod kfivkou se v tomto pfipad¢ blizi pouze hodnoté 0,6. Prah
predikce je ur€en s dirazem na idealni pomér mezi TPR a FPR a jeho pfesnost se pohybuje okolo

72 %.

Parametry hodnotici prubéh EKG, o které byl doplnén dataset pivodnich klinickych dat
nasbiranych v ramci studie APOFIS, nebyly k vysledkim prace pfinosné, V univariantni ani

multivariantni analyze nevykazovaly statisticky vyznamné vysledky.

V zavéru prace byla provedena diskuze. Obsahem diskuze byly dosazené vysledky praktické
¢asti, jejich uskali a moznosti pro vylepSeni dal$iho pfistupu k problematice. Zaroveii zde byla prace
posouzena v souvislosti s dizertaéni praci doktorky Veselé. S praci pani doktorky Veselé se vysledky
shoduji v parametru SD2 a Triangular index, které ji ale vysly signifikantni pfi univariantni analyze

na rozdil od vysledku z multivarantni analyzy uvedené v této praci.

Jako vhodnéjs$i model byl zvolen pfistup GLM diky své lepsi interpretovatelnosti a stabilité
vysledkl. Pro dalsi postup je navrzeno zvysit vzorek zkoumanych pacienti diky ¢emuZz by bylo
mozné dosahnout presnéjSich vysledkd. Dal§im navrhovanym postupem je zaméfeni na prah

predikce, s co nejvétsi senzitivitou pro odhaleni vSech rizikovych pacientd.
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Priloha A

Seznam parametri v korela¢ni mapé:

EKG parametry Frekvenc¢ni parametry HRV Nelinearni parametry HRV
analyzy analyzy
1 PQ 29 PeakVLFAR 56 SD1
2 QRS 30 PeakLFR 57 SD2
3 QT 31 PeakHFAR 58 SD1_SD2
4 QTc 32 AbsPowVLFAR 59 ApEn
5 P 33 AbsPowLFAR 60 Portalndex
6 OsaQRS 34 AbsPowHFAR 61 GuzikIndex
7 OsaP 35 RelPowVLFAR 62 Slopelndex
8 Frekvence 36 RelPowLFAR 63 SampEn
Obecna charakteristika 37 RelPowHFAR 64 D2
pacienta
9 vek 38 NormPowLFAR 65 Alphal
10 hmotnost 39 NormPowHFAR 66 Alpha2
11 BMI 40 PeakVLFFFT 67 Lmean
12 EjekcniFrakce 41 PeakLFFFT 68 Lmax
13 LVED 42 PeakHFFFT 69 REC
14 LS_LAD_ 43 AbsPowVLFFFT 70 DET
15 Hemoglobin 44 AbsPowLFFFT 71 ShannonEn
16 Leukocyty 45 AbsPowHFFFT 72 MSE1
17 Na 46 RelPowVLFFFT 73 MSE2
18 K 47 RelPowLFFFT 74 MSE3
19 Kreatinin 48 RelPowHFFFT 75 MSE4
20 Urea 49 NormPowLFFFT 76 MSE5
21 CRP 50 NormPowHFFFT 77 MSEG6
Casova oblast HRV analyzy 51 TotPowAR 78 MSE7
22 MeanRR_ms_ 52 TotPowFFT 79 MSES
23 MeanHR_tepu_min_ 53 LF HFAR 80 MSE9
24 RMSSD 54 LF_HFFFT 81 MSE10
25 NN50 55 EDR 82 MSE11
26 pNN50 83 MSE12
27 RRTrilndex 84 MSE13
28 TINN 85 MSE14
86 MSE15
87 MSE16
88 MSE17
89 MSE18
90 MSE19
91 MSE20

54



Priloha B

Obsah CD:
e Data.csv — soubor obsahujici kompletni data APOFIS (anonymni)
e Data_ekg_cast2CSV.csv — soubor obsahujici zakladni dataset s EKG parametry
e ROC_mean.m — GLM, testovani normality, univariantni statistika, korelace
e SVM_pokus.m — SVM model
e Porovnani_zaslepena.m — porovnani modeld na zaslepenych datech
e adjust_unique_pointss.m — funkce na pramérovani ROC kiivky

e train_test_indices.m — funkce na kiiZovou validaci typu Monte Carlo
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