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Uvod

Ve své prici se zabyvam kombinaci numerickych metod, statistickych metod a metod strojového
uceni k tvoreni matematickych modeld, které dokazi popsat urcity fyzikalni systém. Tyto fyzikdlni
systémy jsou obvykle popsatelné néjakou soustavou diferencidlnich rovnic. Mym tikolem bude najit
takovy tvar diferencidlnich rovnic, ktery bude nejlépe odpovidat experimentalnim dattim.

V zacatku prace popisuji numerické metody pro feSeni soustav diferencidlnich rovnic. Tyto me-
tody jsou uZiteCné zejména proto, Ze velké mnozZstvi soustav diferencidlnich rovnic je analyticky
nefesitelnych. Proto se v praxi vyuZziva téchto metod pro aproximaci exaktniho feseni.

Cela prace je pomérné hodné matematického raZeni, proto je soucasti prace také urcité mate-
matické zazemdi, které popisuje nékteré ze zdkladnich pojmd matematické analyzy a matematické
pravdépodobnosti.

StéZejni ¢asti vétsiny algoritmi strojového uceni je takzvana ztratova funkce. Ta jistym zpisobem
penalizuje, resp. odménuje stidvajici stav modelu, ktery popisuje dany fyzikdlni systém. Tuto funkci
pak obvykle potfebujeme minimalizovat, resp. maximalizovat. Proto se ve své prici ddle zabyvam
popisem nékterych optimaliza¢nich metod, které dokazi extrémy funkci najit.

Pro tvorbu matematickych modelti popisujicich urcity systém existuje vice riznych pristupt. Ja se
ve své praci pokusim bliZe vysvétlit aproximativni bayesovsky model, ktery vychazi z Bayesova teo-
rému. Za pomoci tohoto pfistupu pak budu odhadovat parametry funkci nebo diferencidlnich rovnic,
které dany fyzikalni systém popisuji.

Fyzikdln{ systém nemusi byt nutné popsdn pouze diferencidlni rovnici. D4 se popsat naptiklad i
klasickou funkci. K jejimu nalezeni se pak obvykle vyuzivaji regresni metody. Proto se i ja budu v
této préci zabyvat regresi, kterd dokdze experimentdlni data aproximovat.

V predposledni kapitole vyuZiji znalosti z predchozich kapitol a pokusim se navrhnout metody,

které dokdzi na zdkladé dat najit sprdvny tvar diferencidlnich rovnic. Na konci své price pak tyto
metody aplikuji na konkrétni tlohy a zhodnotim jejich vlastnosti.



Kapitola 1

Numerické resSeni diferencialnich rovnic

V nasledujici kapitole si predstavime zdkladni numerické metody pro feSeni soustav diferencial-
nich rovnic. Tato védni oblast m4 velice Siroké uplatnéni, zejména proto, Ze vétSina soustav diferenci-
dlnich rovnic je analyticky nefeSitelnad. Dané metody nam pak dokaZzi vratit priblizné hodnoty feSeni
diferencialnich rovnic v bodech. Tyto body si miZeme témér libovolné volit, stejné tak jsme schopni
ovlivnit pfesnost priblizné hodnoty feSeni diferencidlnich rovnic.

1.0.1 Dopredna diference

V nasledujicich dlohach budeme potifebovat nahradit prvni derivaci néjakou diskrétni aproximaci.
Mg¢jme funkci y(¢), kterda ma konec¢nou druhou derivaci na okoli bodu ¢. Nejprve si zvolime krok 4.
Nésledné udélame Tayloriv rozvoj funkce v bodé ¢ + h

dy(t) | 12 dy(r)

t+h)=ylt)+h
) =y® + == |

kde ¢ € [t,h].

Posledni ¢len vyrazu se nazyva Taylortv zbytek. Vyjadfenim prvni derivace dostaneme vyraz

dy(t)  y(t+h)—y()
dr h

+ O(h),

ktery aproximuje derivaci v bodé€ ¢ s chybou prvniho fadu. To znamend, Ze chyba aproximace je
umérnd kroku 4. Tedy ¢im mensi budeme volit krok, tim mensi bude chyba aproximace. To vyplyva
z toho, Ze Taylordv zbytek je kone¢ny a nezavisi na t. Vysledny chybovy €len pak zavisi linedrné na
h.

1.1 Eulerova metoda

Pojd’me si predstavit jednu ze zakladnich integraénich metod. Uloha, kterou budeme fesit, mé
tvar

y' () = f(t,y(®)) mna (o, 1)

1.1
y(t0) = yo. (-

Eulerova metoda popisuje postup sestaveni algoritmu, ktery fesi obycCejné diferencialni rovnice (ODE)

s poc¢dte¢nimi podminkami. Jednd se o nejzdkladné&jsi explicitni metodu pro integraci diferencidlnich
rovnic. Jde o metodu prvniho fadu. To znamena, Ze chyba integrace je imérnd velikosti kroku.

9



Pro feseni na pocitaci potfebujeme tuto dlohu diskretizovat. Nejprve si ozna¢ime délku feseného
intervalu T = f;, — tp. Nasledné si zvolime krok & < T, pro ktery budeme tuto soustavu fesit. Timto
krokem si navzorkujeme proménnou ¢. Tedy misto ¢ € R budeme mit mnoZinu T’y = [fg, %o + h, to +
2h,...,to+ Nh,t],kde N = | T/h], kterou si pro jednoduchost pfeznacime na t; = ¢ty + jh. Tyto body
budeme nazyvat uzly. Pokud je 7/h € N, pak koncovy uzel # a uzel ¢ty splynou v jeden, v takovém
ptipadé uvazujeme pouze jeden z nich. Pojd’'me si nyni vyraz (1.1) upravit. Derivaci na levé strané
vyrazu vySe nahradime dopfednou diferenci (1.0.1). Tim dostaneme nésledujici vyraz

y( +h) —y(h)

W = f(t.y(0)).

Ten mizZeme déle upravit

y(t + h) = y(h) + hf(t, y(0),

pri prepisu y,+1 = y(t + h) a y, = y(t) dostaneme rekurentni vyraz pro vypocet funkce y(r) v uzlech
t € T, ve tvaru

Yntl = Yn + hf(tn’ Yn)-

Timto vyrazem spolu s poc¢atecnimi podminkami jsme schopni spocitat aproximaci feSeni diferenci-
dlni rovnice v pfedem zvolenych uzlech.

Eulerova metoda

— h=0.1
—0.64 —— h=0.05
— y(t) - exaktni reseni
—0.8 1
_10 -
_12 -
-1.4

1.0 1.2 1.4 1.6 1.8 2.0

Obrazek 1.1: Vykresleni Eulerovy metody pro rtizné volby kroki 4 pfi feSeni Riccatiho rovnice 0

dr
~4e' + y(t) + 2e”'y*(¢) na intervalu (1, 2).
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1.2 Rungovu-Kuttova metoda

Tato metoda popisuje urcité zobecnéni Eulerovy metody. Stejné jako v predchozim piipadé chceme
fesit ulohu ve tvaru

y'(t) = f(t,y(t)) na (to, )
y(to) = yo.

Pro zacatek si navzorkujeme proménnou ¢ na mnozinu bodil 7'y s krokem 4 stejnym zptisobem jako u
Eulerovy metody. Nové si ozna¢ime aproximacni piirtstek funkce, ktery budeme hledat v nasleduji-
cim tvaru

Ay(t,h) = b1ky + byky + ... + bk,
kde

ki = h- f(ty, yn),
ky =h- f(t, + c2h, y, + h(azxiky)),
ky = h- f(t, + c3h, y, + h(az1ky + azzkz))

ks =h- f(tn + Csh, Yn + h(aslkl + asgkz +...+ as,s_lks_l)).

Vysledné hodnoty feSeni diferencidlni rovnice v uzlech pak budou mit tvar

Ynsl = Yn+h ) bik;.

s
i=1

Koeficienty b;, ¢;,a;j, kde i € {0,...,s}a j € {0,...,i — 1}, se musi zvolit vhodné tak, aby pfiriistek
Ay(t, h) co nejlépe aproximoval skuteény pfirtstek feSeni. To udéldme tim zplisobem, Ze ho porov-
name s Taylorovym rozvojem skutecného ptiristku. Pro tento tcel si vytvoiime pomocnou funkci

¢s(h) = [yt + h) —y(®)] — [brky + boko + -+ - + bsks]
h2
= hy'(t) + 3y”(t) +...=[biky + boky + - - - + bgks]

h* d
= hf(t,y@®) + ?Eﬂt’ y() + ... = [biki + boky + - - + bk,

kde ¢t € [t9, #). Koeficienty pak budeme volit tak, aby platilo
!
¢y =0,

prol €{0,...,m} pro co moZna nejvyssi m € N. To dé€lame proto, Ze pokud mame dvé hladké funkce
f a g, ukterych se rovnd prvnich [/ derivaci v bodé¢ ¢, pak plati, Ze

hl+1
U+ h) =g+ by = f0 +hf' @) ...+ o SV
—90 +hg' (O + .+ g V)

hl+1
= e -6 e,

11



kde &¢, &, € [to, t). Z toho vyplyva, Ze chyba aproximace funkce f funkci g je fadu k + 1. Tedy plati,
ze|f(t+h)—g(t+h)|=0k+1).
Vrat'me se k Rungové-Kuttové metodé. U té tedy plati, Ze

y(t +h) —y(@) = [biki + boky + ... + bsks] + ¢ ()
y(t +h) = y(0) = Ay(t. ) + O™,
Po nalezen{ koeficientd ziskame metodu s presnosti fadu s + 1.
Pojd’me si nyni uvést néjaké mozné tvary metody pro riizné fady presnosti. Naptiklad pro volbu
s = 1 napocitame koeficient b; = 1 a ziskame Eulerovu metodu. Pokud zvolime s = 2 miiZeme nalézt
koeficienty b1 = by = 0.5 a ¢, = ajp = 1. Tento tvar koeficienti v§ak nenf{ jediny mozny, pro vyssi

rady presnosti mizeme nalézt vice riznych kombinaci hodnot koeficientd.
Metodu pak Ize zobecnit na feSeni soustavy diferencialnich rovnic, tedy pro tilohu

Y(@® =fty@®) na (to,t%)
y(t0) = Yo,

kde y,f € RX. Aproximace piiristku se pak hled ve tvaru

Ay(t,h) = biki + boky + -+ - + bk,

kde
ky=h 'f(tn’yn)9
ky = h-f(ty + c2h,y, + h(azik1)),
ks = h-f(ty + c3h,y, + h(azik) + azk2))
ks =h-f(t, + csh,y, + h(asiky +apks + ... + as,s—lks—l))-
Koeficienty b;, ¢;,a;j, kdei € {0,...,s}a j€{0,...,i— 1}, je pak moZno volit stejnym zpisobem jako

v predchozim ptipadé.
Nejcastéji pouzivanou volbou v praxi byva s = 4 nebo s = 5.

12



Kapitola 2

Matematicky avod

2.1 Zakladni matematické pojmy

Na zacatek si pojd’me pripomenout nékteré z pojmi matematické analyzy, které se ndm budou v
pribéhu této nebo nésledujicich kapitol hodit.

Definice 2.1.1. Necht’ F(X) : A — R je mnoZinovd funkce na A spliiujici
1. 0eA
2. F0)=0
3 VXeA: FX)=20
4 VX, YeA : XNY=0AXUYeA) =>FXwWY)=FX)+ F()
5. VX, YeA : XCcY=FX)<F(Y)

pak F(x) nazveme mirou.

Definice 2.1.2. Necht’ Q je libovolnd mnoZina, pak systém podmnoZin ‘A spliiujict
1. 0eA
2 AcA= A€ A
3. ALAVL A A D A €A

nazveme o-algebrou.

Definice 2.1.3. Méjme vektorovy prostor V nad télesem T. Pak normu nazveme nezdpornou funkci
f 'V = Rspliiujici proNc € T aVu,v € V ndsledujici:

I fw+v)< fw)+ f(v)
2. f(ev) = |clf(v)

3 f0)=0=v=0

13



Prikladem normy muzZe byt napiiklad klasickd Euklidovska vzdalenost vektort

n 1/2 |/2
La(x) = |Ixll2 = (Z(x,.y) nebo pro funkee  Lo(f(x) = /()2 = ( f f(x)zdx)

i=1
Dalsim piikladem muze byt Manhattanska norma pro vektory
Lyn(x) =[xl = Z |xil nebo pro funkce L,(f(x)) = [lf(X)lln = f f (0)ldx.
i=1 X

Definice 2.1.4. Méjme libovolnou neprdzdnou mnoZinu S a zobrazenim : § X § — [0, +0), které
splituje ndsledujici:

1. m(x,y) =0 x=y

2. ¥x,y € S plati  m(x,y) = m(y, x)

3. VYx,y,z €8 plati  m(x,z) < m(x,y) + m(y, 2).
Pak takové zobrazeni nazveme metrikou.

Metrika se da vytvofit naptiklad tak, Ze vezmeme dva prvky z mnoZiny S, které od sebe nasledné
odecteme a aplikujeme na n¢ normu. Timto zptisobem se pak dd porovnavat odliSnost riznych mate-
matickych prvki.

2.2 Uvod do matematické pravdépodobnosti

Jednim ze sté€Zejnich pojmi matematické pravdépodobnosti je nahodna velic¢ina. Jeji pfesné a
matematicky korektni zavedeni je pomérné narocny a zdlouhavy pocin. Proto pfipadného Ctendre
odkazu na [1], kde celé korektni zavedeni muze nalézt. Ja se zde pokusim jen o hrubé nastinéni
tohoto pojmu.

Jde o proces, kdy néjakému jevu (tfeba fyzikdlnimu) pfifadime ciselnou hodnotu. Napriklad u
hodu minci, miZzeme stavu, kdy padne panna, pfiradit ¢iselnou hodnotu 0 a pokud padne orel, pfira-
dime hodnotu 1. V takovém piipadé pak nahodnd veli¢ina mize nabyvat pouze dvou hodnot. Nyni
se miZzeme ptét s jakou pravdépodobnosti mohou jednotlivé jevy nastat, coz je dalsi ze stéZejnich
pojmd, které je potieba si zadefinovat.

Definice 2.2.1. Bud’ tedy Q neprdzdnd mnoZina a A C Q o-algebra (definici lze nalézt v [6]). Potom
funkci P : A — R, kterd spliiuje

1. (VAe A)Y(PA)=0)
2. PY=1
3. Bud’ (Ap), € A systém neslucitelnych jevii, potom
P (Z Ak] = > P,
k=1 k=1

nazveme pravdépodobnosti.

14



Bystry Ctendf si miiZe povSimnout, Ze se jednd o miru.

Definice 2.2.2. MnoZinu Q nazveme prostor elementdrnich jevi, prvky mnoZiny w € Q nazveme
elementdrni jevy. Pravdépodobnostnim prostorem pak budeme mit na mysli trojici (Q, A, P).

Pokud bychom se vrétili k hodu minci, pravdépodobnost (za predpokladu pravidelné mince) by
se vyjadrila jako P(padla panna) = P(0) = 0.5, P(padl orel) = P(1) = 0.5. Zde se jedna o takzvanou
diskrétni ndhodnou veli¢inu a jeji pravdépodobnost.

Mize se také stat, Ze ndhodnd veliCina bude schopna nabyvat nekone¢ného mnoZstvi hodnot.
Napfiiklad vzdalenost zasahu od stiedu terce pfi stfelbé z luku. Takova ndhodna veli¢ina pak teoreticky
miZe nabyvat jakékoli kladné hodnoty. Ndhodné veli¢iny, u kterych pozorujeme podobné chovani,
nazveme absolutné spojitymi, pro korektni popis Ctendfe odkdZu opét na [1]. V dal$im vykladu se
budeme vyhradné zamérovat praveé na absolutné spojité ndhodné veliiny. Pojd’me si tedy zavést dva
stéZejni pojmy pro jejich popis.

Definice 2.2.3. Necht’ X je absolutné spojitd ndhodnd velic¢ina. Necht’ existuji funkce fx(x) a Fx(x)
takové, Ze

P(X € W) =Fx(x) = fx fx(®)dt,

kde W = (—o0, x |. Funkci fx(x) pak nazveme hustotou pravdépodobnosti nahodné veliciny X a funkci
Fx(x) distribucni funkci nahodné veliciny X.

Poznamka 2.2.4. Obé tyto funkce jsou nezdporné. Distribucni funkce je pak neklesajici s oborem
hodnot Ran(Fx) c [0, 1]). Oproti tomu hustota pravdépodobnosti je shora neomezend. MiiZe tedy
nabyvat jakychkoli kladnych hodnot.

Definice 2.2.5. Necht' fx(x|0) je hustota pravdépodobnosti zdvisejici na parametru 6. Rekneme, Ze
tato hustota spadd do exponencidlni tiidy hustot pokud ji leze zapsat ve tvaru

Jx(xl6) = h(x)exp(n(0) - T (x) — A(6)),
kde h(x),n(0), T(x) a A(0) jsou néjaké nezndmé funkce.

Vétsina bézné uzivanych hustot pravdépodobnosti spada do exponencidlni tfidy hustot. Jednou z
nejpouzivangjsich je pak Gaussovo rozdéleni

( (x — p)?
xp |-

202

f(x) = ) kde ueR,0eR",

2702

které se pii volb& parametri (u,0?) = (0, 1) nazyva také normalni rozdéleni. Pokud se ndhodna
veli¢ina X bude podle tohoto rozdéleni chovat, oznaéime ji jako X ~ N(u,c?) nebo taky p(X) =
N(X;pu, 02).
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Obrazek 2.1: Priklady riznych hustot pravdépodobnosti popisujici Gaussovo rozd€leni

Dalsi, ne tak Casto pouzivanou hustotou, je inverzni gamma rozdéleni

ﬁa’
I'(a)

fx) = (1/x)*exp(-B/x) kde a>0,8>0,
které budeme v nésledujicich kapitoldch pomérné Casto vyuZivat. Pro jeho znafeni budeme uZivat
X ~ Inv-Gamma(a, 8) nebo taky p(X) = Inv-Gamma(X; «, 8). Na rozdil od Gaussovy hustoty, ktera
je definovand na celém R, je inverzni gamma hustota definovdna pouze pro x > 0.

Nyni, kdyZ mame sestrojeny matematicky popis spojité ndhodné veliiny, se mizeme ptat, co se
stane, kdyZ se pokusime ndhodnou veli¢inu transformovat. Zpisob, jakym se pak hustota pravdépo-
dobnosti zméni, je nasledujici.

Véta 2.2.6. Necht’ X je ndhodnd veli¢ina se spojitou distribucni funkci Fx. Necht' ddle fx(x) =
F(x) existuje vSude s vyjimkou nanejvys konecné mnoha bodii. Bud’ h(x) ryze monotonni funkce,
jejiz derivace W' (x) # 0 na celém definicnim oboru. PoloZme Y = h(X). Pak Y md hustotu

on”! (y)]

gy(y) = fx[h_l(y)][ 5
Yy

Tato véta popisuje pouze transformaci jednorozmérné ndhodné veli¢iny. Nam se vSak bude hodit
1 vicerozmérny piipad. Pojd’me si tedy zadefinovat novy pojem.

Definice 2.2.7. Uspofddanou n-tici ndhodnych velicin
X(w) = Xi1(w), ..., Xn(w))

budeme nazyvat nahodny vektor.
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Nyni si miiZeme zavést transformaci vicerozmérné ndhodné veliCiny.

Véta 2.2.8. Necht’ X = (X1,...,X,)T je ndhodny vektor s hustotou pravdépodobnosti fx(X). Mé&me
ddle funkci h(x) : R" — R", kterd je reguldrni a prostd na oteviené mnoZziné G, pro niZ plati, Ze
fG h(x)dx = 1. Pak ndhodny vektor Y = h(X) md pravdépodobnostni hustotu roviau

) = I\ ID- )l pro y € h(G)
M= 0 pro y&hG)

kde D, (y) je jakobidn funkce h™', ndzorné tedy

ohy! oy
a_yl o 6yn
Dy(y) =] :
on;! on;!
. O

Jednim z dalSich velmi dilezitych pojmt matematické pravdépodobnosti je nezavislost ndhod-
nych veli¢in. Jeji definice je nésledujici.

Definice 2.2.9. Necht’ Xi,..., X, jsou ndhodné nezdvislé veliciny, pravé tehdy kdyZ pro libovolné
borelovské mnoZiny (definici Ize nalézt v [6]) plati vztah

PN, [w : Xi(w) € Bi]] = l—[ Plw : X;(w) € B;],

Véta 2.2.10. Necht’ X je ndhodny vektor se sdruzenou distribucni funkci F a necht’ F; je margindlni
distribucni funkce ndhodné veliciny X;,i € {1, ..., n}. Pak Fekneme, Ze X1, ..., X, jsou nezdvislé pravé
tehdy, kdyZ plati

F(xi,...,x0) = Fi(x1) -+ Fu(xp).

Véta 2.2.11. Necht’ ndhodné veli¢iny X1, . . ., X,, maji sdruZenou hustotu pravdépodobnosti f a mar-
gindlni hustoty f1, ..., fu. Veliciny X, ..., X, nazveme nezdvislymi prdavé tehdy, kdyZ plati Ze

fx1,. ., %) = filx1) -+ fu(xn) skoro vsude.

Jak Ize vydedukovat ze samotného pojmu nezavislost, jde o vyjadfeni stavu, kdy se ndhodné
veli¢iny neovliviiuji. Tedy hustota pravdépodobnosti nebo distribu¢ni funkce jednotlivych ndhodnych
veliCin zavisi jen a pouze na sobé samé.

Dalsi z pojmt bez kterych se neobejdeme je stfedni hodnota, nékdy také nazyvand oCekavana
hodnota (z anglického Expected, odtud znacka E). Jeji definice pak vypada nasledovné.

Definice 2.2.12. Necht' (Q, A, P) je pravdépodobnostni prostor a X : Q — R je ndhodnd velicina,
pak jeji stiedni hodnotu definujeme jako

E(X) = f X(w)dP(w),
Q

specidlné pak pro spojité rozdéleni X s pravdépodobnostni hustotou f(x) jako
E(X) = E¢n(X) = f xf(x)dx,
R
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nebo pro diskrétni rozdéleni X, kde P[X = x;] = p; pro i € I jako
E(X) = ) xipi.
iel

Tato definice ndm usnadni zavedeni obecného a centrdlniho momentu, které jsou jednu z charakte-
ristik pravdépodobnostniho rozdéleni. Ty ndm mohou pomoct popsat vlastnosti pravdépodobnostnich
rozdéleni, jako jsou napiiklad stfedni hodnota, rozptyl, Sikmost a Spicatost.

Definice 2.2.13. Necht’ X je ndhodnd velicina, jeji k-ty obecny moment definujeme jako
’r _ k
pp = E[X"]
a k-ty centrdlni moment veliciny X definujeme jako
pc = EIX — )],

Napriklad parametry u Gaussova rozdéleni jsou prvni obecny moment a druhy centrdlni moment,
tedy p = u} ao?=u.
Posledni pojem bez kterého se v naSem poviddni neobejdeme, je podminénd pravdépodobnost.

Definice 2.2.14. Necht' (Q, A, P) je pravdépodobnostni prostor s mirou P. Necht’ A,B € A. Pak
podminénou pravdépodobnost jevu A za podminky, nastdni jevu B definujeme jako

PAANB
P(AIB) = (H—;))

kde P(B) > 0.

Slovy tedy jde o pravdépodobnost jevu A za predpokladu, Ze nastal jev B. Je zfejmé, Ze pokud
jsou jevy nezavislé, pak je podminéna pravdépodobnost jevu A rovna klasické pravdépodobnosti jevu
A.

P¥i préci s podminénymi pravdépodobnostmi se nam bude hodit takzvané Ret&zové pravidlo.

Véta 2.2.15. Méjme opét pravdépodobnostni prostor (Q, A, P) a Ay, ..., A, € A jevy, pro které plati,
Ze P(A1,...,A,—1) > 0. Potom

P(Ay,...,A,) = P(AyAp-1, .. AL) - P(Ap2lAp—a, .., Ar) - - P(A2|Ay) - P(AY).

Jeho tvar umoZiluje prepsat sdruzenou pravdépodobnost do soucinu podminénych pravdépodob-
nosti.
Posledni vyslovend véta této kapitoly se nazyva Bayesuv teorém.

Véta 2.2.16. M¢éjme jevy A, B pFicemZ P(B) > 0 pak

P(BIA)P(A)

PAIB) = == B

Jde o velice dilezity vyraz, ktery budeme i naddle pouzivat. Jeho tvar je klicovou myslenkou v
fadé algoritmi strojového uceni.
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2.3 Integrace Monte Carlo

Monte Carlo je numerickd metoda pro odhad hodnoty urcitého integralu za pomoci generovani
bodi z ur¢itého ndhodného rozde€leni.
Predpokladejme, Ze chceme spocitat integral z funkce f(x) v mezich od a do b, tedy

b
F= f f(x)dx.

Tento integral miZeme aproximovat prumérem funkcénich hodnot vzorkti rovnomérného rozdéleni
pravdépodobnosti x; ~ I(a, b), které je definované ndsledovné.

Definice 2.3.1. Rovrnomérnym rozdélenim na intervalu (a, b), kde —0 < a < b < oo, nazveme takové

rozdélent, které md ve vSech bodech intervalu konstantni hustotu pravdépodobnosti. Plati tedy, Ze

1
—, proxe€(a,b)
pxy=1 b-a :
0, Jjinak

kde p(x) je hustota pravdépodobnosti.

Vezméme si tedy N vzorki x; € (a, b) generovanych z rovnomérného rozdéleni /(a, b). Vysledny
odhad integralu bude mit tvar

1 N
(FYy = (b —a)y D (). 2.1)
i=1

Pomérné snadno se dé ukdzat, Ze tento odhad integrélu je nestranny (definici lze nalézt v [1]), tedy Ze
E[(FN)] = F. Mlizeme se také ptit, s jakou chybou jsme integral odhadli. K tomu s v praxi pouZziva
nestranny odhad druhého centralniho momentu

N
1
= 4|— ) — (FN))2,
oN =\ v ;(f(xl) (FNy)
Pro fesenou tlohu pak tedy plati, ze

b
f f(x)dx = (FNy + oy.

Tento postup mizeme mirn€ modifikovat pro vypocet odhadu stfednich hodnot funkci néjaké ndahodné
veliCiny. Méjme tedy opét néjakou obecnou funkci f(x) definovanou na mnoZin€ V. Méjme také
pravdépodobnostni rozd€leni s prislusnou hustotu pravdépodobnosti g(x), kterd je rovnéz definovana
na mnoZin¢ V. Nasim tkolem bude spocitat

Bl f(0)] = fv J(0)g(x)dx.

V tomto pripadé k odhadu hodnoty integralu nebudeme brat vzorky z rovnomérného rozdéleni, nybrz
z rozdéleni odpovidajiciho hustoté g(x). Ty pak vloZime do vzorce (2.1) a dostaneme vysledny odhad
integralu

N
(FNy = (b—a)% ;(f(xl.q)) kde xl.q ~q(x) pro i€l,...,N.
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2.4 Maximalné vérohodny odhad

Nyni si pojd’me predstavit statistickou metodu maximalné vérohodnych odhadd (MLE). V mate-
matické statistice jde o Casto pouzivany zptisob hleddni parametrt. Zakladni mySlenkou je maximali-
zovani sdruzené hustoty pravdépodobnosti dat vii¢i hledanym parametrim.

Ptedpoklddejme tedy, Ze zndme rodinu pravdépodobnostnich hustot popisujici rozdéleni dat, ale
nezname jeji parametry. Napiiklad vime, Ze naméfena data se chovaji podle Gaussova rozde€leni, ale
nezname parametry (£ a o.

Definice 2.4.1. Necht’ X = [X1, ..., X,,] jsou data s odpovidajici rodinou hustot ¥ = {fx(X,0) : 0 €
O c R¥). Pak funkci

L) = f(X,0) YOeB,VxeR"
nazveme vérohodnostni funkci a funkci
1(0) = logL() = logf(X,0) VY0e€®,VxeR"
nazveme logaritmickou vérohodnostni funkci.

Pokud mame nezavisly ndhodny vybér dat, miZeme vérohodnostni funkci zavést jako sdruZenou
hustotu pravdépodobnosti nasledujicim zpisobem.

L®) = | | fu(Xi,0)
i=1

To se nam hod{ zejména proto, Ze v piipade logaritmické vérohodnostni funkce prechazi produkt v
sumu, coZ muze dalsi pocitani zna¢né zjednodusit.
Pojd’me si nyni zadefinovat maximalné vérohodny odhad.

Op(X) = arg sup L(6)
0e®

Jde tedy o odhad parametru, jehoZ hodnota z4visi na naméfenych datech. V praxi se pak jeho tvar
hledd pomoci systému vérohodnostnich rovnic.

L —
J0L(6, ,gk)zal(el, ,Hk)zo "
00; 006;

Vsimnéme si, Ze pii hleddni maximalné vérohodnych odhadii nezdlezi na tom, zda jej pocitime z
logaritmické vérohodnostni funkce nebo pouze z vérohodnostni funkce. To je zapfiinéno tim, Ze
vSechny hustoty pravdépodobnosti jsou nezdporné a ryzi monotonii logaritmu na celém jeho definic-
nim oboru.
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Kapitola 3

Numerické hledani extrému funkci

V této kapitole si predstavime nékteré z optimalizacnich algoritmd. Tyto algoritmy se vyuzivaji
pro hleddni extrému funkci.

3.1 Metoda nejvétsiho spadu

Metoda nejvétsiho spadu je iteraéni optimalizacni metoda pro nalezeni lokdlniho minima diferen-
covatelné funkce. Jeji hlavni mySlenka spociva v tom, Ze derivace v bodé ndm udava smér nejvétsiho
ristu funkce.

Méjme tedy né&jaky libovolny bod x, leZici v defini¢nim oboru skaldrni funkce F(x) : R* — R.
Pokud bude tato funkce na okoli bodu x( diferencovatelnd, miizeme spoditat jeji gradient v tomto
bodé. JelikoZ gradient miiZeme interpretovat jako smér a velikost nejvétsiho pfirtistku funkce, zaporné
vzaty gradient pak bude mit smér a velikost nejvétsiho dbytku. Ten pak 1ze pficist k pavodnimu bodu
x. Pfi opakovani tohoto postupu vznikne posloupnost s nasledujicim tvarem.

Xpe1 =X, — VF(x,) kde neN

V piipadé takového algoritmu miZe ovSem nastat problém, jestliZe v blizkosti minima funkce bude
pfilis velky spad. Miize se pak stdt, Ze hodnotu minima preskoc¢ime. Proto se tvar posloupnosti upravi
pridanim kroku k € (0, 1).

Xpe1 =X, —k-VF(x,) kde neN

V pfipadé volby dostatecné malého kroku tak zajistime, Ze minimum funkce nepresko¢ime. A bude
tedy také platit, Ze F(x,) > F(x,+1) pro ¥n € N. Se zmenSujicim se krokem ovSem roste pocet iteraci
nutnych k dosazeni minima. Proto u kulturné se chovajicich funkci naopak mtizeme k zvolit vEtsi a
dosdhnout tak minima rychleji.
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gradient descent
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X

Obrézek 3.1: Grafické zndzornéni metody nejvétsiho spadu.

3.2 ADAM Algoritmus

Stejné jako v predchozim pripad€ se jedna o optimalizacni algoritmus, ktery je schopny hledat
minima skaldrnich funkci. Jeho hlavni odliSnosti je to, Ze si uréitym zplisobem pamatuje smér a
rychlost z pfedchozich kroki. To ndm v nékterych pripadech miize pomoci najit minimum tam, kde
metoda nejvetsiho spadu selze.

Pro tuto metodu je tfeba si nejprve zavést dva pomocné vektory v n + 1-té iteraci.

mD = gm + (1 - B)(VF(x,) kde m® =T
y D 2 By ® 4 (1= B)(VF(x,)? kde v® =0

Koeficienty 51,8, € (0,1) nazyvdme zapominajici koeficienty. Obvykle se pak voli i = 0.9 a
B2 = 0.999. Prvni pomocny vektor m§"+” je pocitany z kombinace vSech pfedchozich gradientt.
Jednotlivym gradientim pak exponencialn€ klesa vyznamnost spolu s kaZzdou novou iteraci. Podobné
pak vektor vSC"H) je kombinaci kvadratu gradient(, kterym vyznamnost klesa obdobnym zptsobem.

Tyto pomocné vektory jsou ndsledovné normovany

(n+1)
—m+l) _ My
m - —
1 - (ﬂl)nﬂ
(n+1)
D _ Vx
1 - (,32)"+1
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Kdyz si oba vyrazy rozepiSeme

BiVF(xo) + B 'VF(x)) + -+ B1VF(x,-1) + VF(x,)
Bl+p B+ 1

D —

2

BiVF(x0)* + By 'VF(x1)> + - + BoVF(x,-1)* + VF(x,)

Br+By 4B+

/v~(n+1) -

o\ . v o0 v c21s s . . —~(n+1
miZeme v nich rozeznat vzorec pro vdZeny primeér s exponencidlnimi vahami. Pomocny vektor m D

ma pak ve vysledném vzorci vyznam urcité setrvacnosti. Na druhou stranu 5D zde zajist'uje adap-
tivni délku kroku, tedy takovy, ktery se v priibéhu iteraci méni.

Z. obou pomocnych vektor pak vytvofime vysledny tvar algoritmu pro vypocet x,.1, ktery ma
tvar

D

Zde je e néjaké hodné malé &islo (fadove 1078), které je pfidano jako pojistka proti déleni nulou. Koe-
ficient k pak spliuje stejny vyznam jako u metody nejvétsitho spadu. Pro tiplné a korektni vysvétleni
algoritmu lze nahlédnout do [4].

Xpe1 =X, + k-

3.3 Stochasticky gradient

Na zacéatek si pojd’me predstavit, co je to ztrdtovd funkce. Méjme néjakou obecnou funkci L(w, D) :
RExR™! — R, kde w piedstavuje takzvané vahy a D soubor data. Tato funkce pak n&jakym logickym
zptsobem penalizuje, resp. odménuje stavajici stav popisovaného systému svou hodnotou.

Pro lepsi predstavu si uvedeme piiklad. Mé&jme soubor dat D = [dy, ..., d,], kde d; € R! pro Vi € 7.
Ztratova funkce pak muze vypadat nasledovné

L) = L@w, D) = ) (d; = f))*.
i=1

Zde se n¢jakou obecnou funkci f(w) snazim co nejlépe aproximovat vSechny data v souboru.
Ztratové funkce jsou sté€Zejni Casti valné vétSiny algoritmu strojového uceni. V praxi se pak po-
stupuje tak, Ze se funkci L(w) snazime minimalizovat, resp. maximalizovat pfes vahy w. Navrzen{ této
funkce a naslednd optimalizace se vSak pro riizné systémy muize vyrazné lisit.
M¢jme tedy vhodné sestavenou funkci L(w), kterou chceme minimalizovat. K tomu Ize pouZit
jednu z predchozich metod, kuptikladu metodu nejvétsiho spadu.

Wnt1 = Wy — k- VyL(w, D) (3.1

Tyto metody budou fungovat dobfe, dokud nebudeme mit pfili§ velky soubor dat. V pfipadé velkého
souboru (fddové n = 10° a vétsi) oviem nastdva problém a tyto metody se stdvaji vypocetn& velmi
narocné. Proto se misto nich v takovych pfipadech pouZiva stochasticky gradient. Tato metoda si
misto celého souboru dat vezme pouze jeden ndhodné vybrany vzorek (popiipadé malou skupinu
vzorkid). VAci nému pak vypocitd gradient ztratové funkce a pozméni hodnotu stdvajicich vah. Tento
postup se pak opakuje dokud se nedostaneme na poZadovanou hodnotu ztritové funkce.
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M¢jme tedy ndhodny vybér D* = [df},, ..., dj)] z pivodniho souboru dat, kde k < n. Ztrdtovd
funkce pak bude mit tvar

k

L*w) = L*w,D) = ) (dff - f(w))

i=1

2

Z této nové ztratové funkce bude vypocet gradientu mnohem snazsi. Ze vztahu (3.1) pak miZeme
vypocitat novy ¢len posloupnosti wy. Cely tento postup spolu s novym ndhodnym vybérem D* pak
opakujeme, dokud se dostate¢né nepriblizime k minimu ztratové funkce.

stochastic gradient descent

L 125
4_

L 100

,L ]
_t75

> or :
~ 50

-2+ —
125

-4 |

—10
4 2 0 2 4
X

Obrazek 3.2: Grafické zndzornéni stochastického gradientu.
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Kapitola 4

Bayesovska teorie

4.1 Aproximace Bayesova pravidla

V této podkapitole se budeme hloubéji vénovat Bayesové teorému, respektive jednomu z moznych
pfistupt jak Bayestv teorém fesit. Podrobnéjsi vysvétleni celé problematiky je popsédno v literatute
od Bishopa, ve které je cely problém probiran dikladnéji.

Pro zalitek si vyslovime Ret&zové a Souctové pravidlo pro hustoty pravdépodobnosti.

Véta 4.1.1. Méjme sdruZené hustoty pravdépodobnosti p(x,y,z) a q(x,y), pak jednotlivd pravidla
maji tvar:

Retézové pravidlo:  p(x,y,z) = p(xly, z) - pylz) - p(z)

Souctové pravidlo:  q(y) = f q(x,y)dx

q(y) se pak nazyvd margindlni hustota pravdépodobnosti.

S vyuzitim Souctového pravidla si prepiSeme tvar Bayesova teorému pro hustoty pravdépodob-
nosti
Pe(Xl)pe(2) _ _ pexlz)pe(2)
Po(x) I poxl2)po2)dz

po(zlx) = 4.1)

Zde budeme z povaZzovat za takzvanou latentni proménnou. Ta pro nds obvykle bude znamenat nezna-
mou skupinu parametri, kterou se budeme snazit najit. Proménnd x pak obvykle reprezentuje vysoce
dimenziondlni soubor dat. Proménnad 6 je skupina parametrd hustot pravdépodobnosti. Zde se na roz-
dil od proménnych z a x bude jednat o deterministickou proménnou. Cely vyraz se pak d4 zapsat
zkracenou formou

Po(zlx) o< pe(x|2)po(2),

jelikoZ jmenovatel ve vyrazu vyse nezdvisi na latentni proménné a je tedy pouze normalizacni kon-
stantou.
Pojd’me si cely vyraz vySe podrobnéji rozebrat. Jednotlivé Cleny se nazyvaji

posterior « likelihood - prior.

Aposteriorni rozdéleni (posterior) je pro nds obvykle nezndmé. Popisuje pravdépodobnostni rozde-
leni latentni proménné podminéné daty. Nasim tikolem obvykle bude ho nalézt. Pravdépodobnostni
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hustota likelihood, téZ nazyvana vérohodnost, popisuje predpoklddané rozdéleni namétfenych dat.
Apriorni rozd€leni (prior) pak do modelu pfinasi informaci o predpoklddaném tvaru rozdéleni latent-
nich proménnych.

Pojd’me si pro ndzornost uvést piiklad. Méjme soubor dat x = [xy, ..., x,] generované z hustoty
pravdépodobnosti p(x|z) a ptejme se na odhad latentni proménné (parametru) z.

Obvyklym pristupem je najit maximalné vérohodny odhad.

n n
ZymL = argmax l_[ p(xi|lz) = argmax 1_[ log p(xilz)
i=1 i=1
Zde je odhad z,s; deterministickou proménnou. Bayesovsky pfistup oproti tomu z povazuje také za
ndhodnou veli¢inu, u které ale pfedpokldda urcité chovéani. Informaci tohoto predpoklddaného cho-
vani pak vloZi do apriorniho rozdéleni py(z). Naslednym aplikovdnim Bayesova teorému dostaneme
aposteriorni rozdéleni.

po(zlx) = H?:l Po(xil2) po(2)
[T, poCxilope(2)dz

Zde vSak nastdva problém, Ze integrdl ve jmenovateli nejsme v obecném piipadé schopni spocitat.
Napriklad i pro jednoduchou volbu apriorni hustoty z Gaussova rozdéleni je vyraz analyticky nefesi-
telny. Dokonce i numericka integrace z divodu vysoce dimenziondlniho souboru dat x i pfipadného
velkého poctu latentnich proménnych z neni vhodnd. Proto se v takovém pripadé snaZime skute¢ny
tvar py(zlx) alesponl co nejlépe aproximovat. K tomu ndm poslouZi hustota pravdépodobnosti g(z)
zvolend z néjaké vhodné rodiny hustot. Obvykle pak takova hustota zavisi na parametrech ¢, jejichz
prostfednictvim se snaZime co nejvice pfibliZit k aposteriornimu rozdéleni. OvS§em pro to, abychom
mohli ur¢it, jak moc se od sebe dané hustoty lisi, potfebujeme néjaké méftitko. Zde by se napriklad
mohla zd4t vhodnou volbou Euklidovska vzdalenost rozdilu hustot

1
Lo(po(zlx) — q4(2)) = ( f (pe(zlx) - q¢<z)>2dz) :

Ta ovSem neni vhodnd hned ze dvou divodi. Ten prvni je, Ze v obecném piipadé nejsme schopni
po(zlx) spocitat. Tim padem nejsme schopni spocitat ani Euklidovskou vzdélenost téchto funkci.
Druhy problém, ktery zde nastavé, je, Ze obé funkce jsou hustoty pravdépodobnosti. Obé jsou normo-
vané tak, Ze pfi integraci pfes cely defini¢ni obor dostaneme hodnotu 1. To znamenad, Ze i pfi obrov-
ském rozdilu mezi jednotlivymi hustotami budeme dostdvat malé hodnoty ztratové funkce. Pfi hledani
jejtho minima pak narazime na problém. Spoctené gradienty budou téméf rovny nule nebo dokonce
uplné nulové. V takovém pripad¢ je nalezeni minima ztratové funkce za pomoci nami predstavenych
optimalizacnich metod prakticky nemozné. Z toho diivodu budeme muset zavést néjaky vhodné&jsi
ukazatel rozdilnosti mezi aposteriornim rozdélenim py(z|x) a aproximativnim hustotou g4(z).

4.2 Kullback-Leibler divergence a ELBO (OK)

KL divergence byla pfedstavena roku 1951 dvéma Americkymi matematiky, Solomonem Kull-
backem a Richardem Leiblerem. Jde o urcité méfitko pro odliSnost dvou pravdépodobnostnich roz-
déleni. Zde se nabizi zminit, Ze na rozdil od L, rozdilu hustot, ktery spliiuje definici metriky, se zde o

metriku nejednd, jelikoZ jeji obecny tvar

D (p(0llg(0) = f p(x)log(@)dx, 4.2)
x q(x)
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s v

ani tvar pro nés pripad volby hustot pravdépodobnosti

P@(XIZ)) dz 4.3)

Di1(po(x|2)llge(2)) = f Ppo(xlz)log (—
z CI¢(Z)
neni symetricky. Tedy Dgz(po(x|2)llgs(z)) a Dxr(qs(2)llpe(x|z)) se obecné nerovnaji. Plati vSak, Ze
Dk je vidy nezdpornd. Nule se rovnd v piipadé, Ze pravdépodobnostni rozdéleni g a p jsou shodné.
Pfi jeji aplikaci ale opét vznika problém, protoZe nezname aposteriorni rozdéleni pg(z|x), kde x
jsou naméfend obvykle vysoce dimenziondln{ data a z je nezndma ndhodna velicina. Proto se v praxi
vyuZziva metoda Evidence lower bound (ELBO), ktera je definovana jako

L(0, ¢) = H(qy(2); po(x,2)) — H(gy(2)) = f qp(2)logpe(z, x) — f gp(2)10gqy(2), (4.4)
Z Z
kde H(qy(z)) je klasickd entropie a H(gy(z); po(x, z)) je takzvand kiiZova entropie (cross entropy).
Zde jde vidét, ze pozadavky na znalost aposteriorniho rozdéleni uz nejsou aktudlni. Pojd’me se nyni
podivat, jakym zptisobem spolu KL divergence a metoda ELBO souvisi.

Pa(x)61¢(2)) dz

Dk1(qp(2lIpa(zlx)) = fz q¢(z)log( po(z, X)

D 1(q4(2lIpe(zlx)) = f q¢(2Nogqy(2)dz — fz q4(2)logpy(z, x) + logpe(x)dz

L(0, ¢) = j; qe(2)logpy(z, x)dz — f g¢()1ogqe(2)dz = logpg(x) — Dk 1(q4(2)l|pe(zlx)).

JelikoZ je Dkr(qllp) = 0 pro jakékoli volby p,q a logp(x) je pfi naméfenych datech konstantni,
vidime, Ze v pfipad€ maximalizace L(6, ¢) minimalizujeme KL divergenci. CoZ je velice vitana vlast-
nost, protoze miZeme minimalizovat KL divergenci bez znalosti aposteriorniho rozdéleni. Obvykle
pak budeme minimalizovat zdporné vzatou funkci L(6, ¢) pres parametry 6 a ¢. Praxe ukazuje, Ze na
takto zvolenou ztratovou funkci 1ze bez obtiZi aplikovat diive pfedstavené optimaliza¢ni metody.

Pro dosaZeni aproximace je potieba zvolit si tiidy distribu¢nich funkci g4(z). Tato volba je prak-
ticky neomezend, dokonce se v piipadé sloZitosti nemusime obdvat overfittingu [?] jako tfeba u kla-
sické linedrni regrese. Jedinou penalizaci za piiliS sloZitou volbu g4(z) bude del$i doba minimalizace
KL divergence.

Jeden z nejCastéjich pfistupl volby g4(z) je rozdélit jednotlivé prvky z do disjunktnich skupin a
predpokladat faktorizaci. Vyslednd volba pak vypadd ndsledovné

M

90(2) = | | aitzilen.

i=1

4.3 Reparametrizacni trik

Maéme tedy predstavenou metodu ELBO, kterd ndm popisuje zplsob, jak najit minimaln{ hodnotu
KL divergence bez znalosti aposteriorniho rozdéleni. V praxi pak obvykle argumentem sdruZené
hustoty neni pouze latentni proménnad z, ale néjaka funkce latentni proménné f(z). ELBO pak vypada
ndsledovné:

L0, $) = f q¢(z)(logpe(x, f(z)) — logqy(z))dz
7 4.5)
= E;wgy0logpe(x, f(2)) — logge(2)].
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V nékterych jednodussich piipadech lze L(6, ¢) spocitat analyticky. Napiiklad pokud je f(z) linearni.
Spocteni gradientl vii¢i parametriim VyL(6, ¢) a V4L(6, ¢) je v takovém pifpad€ jednoduché.

Pro nazornost si uved’'me piiklad. Méjme soubor naméfenych dat x = [xj,...,x,], u kterych
predpokladdme neznamou Gaussovskou chybu. Tyto data reprezentuji napiiklad n€jakou vychylku
vzdélenosti. My se pak budeme snaZzit tuto vychylku odhadnout proménnou m. Zvolme si vérohodnost
a apriorni hustoty

pdm, o) = [ | NG, o)

p(m) = N(m|0,7"")

p(w) = Inv-Gamma(w|a, B).

Volba vérohodnosti vyplyva ze zadani, jelikoz pfedpokldddme Gaussovskou chybu. Volba prvniho
apriorniho ¢lenu vyjadiuje, Ze upfednostitujeme nulovou hodnotu vychylky. Tedy pokud se naméfené
data vlezou do Sumu, budeme vychylku povaZovat za nulovou. Volba druhého apriorniho ¢lenu pak
vyplyva z toho, Ze prili$ velky i prili§ maly rozptyl predpokladdme za méalo pravdépodobny. V tomto
piipadé je pak latentni proménnd z = [m,w] a parametr 6§ = [7,a,] . Obecné by misto latentni
proménné uvnitt vérohodnosti mohla byt funkce latentni proménné. V naSem pripad¢ se vSak jedna o
identitu f(m) = m a f(w) = w, tedy o linedrni funkci. Nyni si zvolime aproximacni hustotu g(m, w) =
q(m)g(w), kde

g(m) = Nnfi,3)

q(w) = Inv-Gamma(wia, b).
Praxe ukazuje, Ze je vhodné volit hustoty podobné tém, které model popisuji. Zde je parametr ¢ =
[m,’s, a, b]. Nyni si miizeme vyjadtit ELBO

L, ¢) = ffq(m, w)logMdmdw
q(m, w)

= Eq(m)q((u) [logp(x|m, w)] + Eq(m) [logp(m)] + Eq(w) [logp(w)] - Eq(m) [logq(m)] - Eq(a)) [IOgQ(w)],

kde jednotlivé Cleny maji ndsledujici tvar

n

n 1 _
Egamigtan 10gp(aim, )] = =2 (log(27) + By [logw]) = 2 Egiun N (x,.2 — 2% gy [m] + By [mz])
i=1

1 T T
Eq(m) [logp(m)] = Elog (_) - _Eq(m) [m2]

2 2
Eq(w) [logp(w)] = (xlog(ﬂ) - log(F(a)) —(a+ 1)Eq(w) [loga)] _.BEq(w) [w]
1 1 e
Eqom[logg(m)] = —>log(275) - 2—?<m2 — 2B gy (1] + By [m*1)

Eq(w[l0gg(w)] = dlog(b) — log(T@)) — @+ 1Eg(u[logw] — bEq()[w].

Pro ndmi zvolené aproximacni hustoty pravdépodobnosti plati, Ze
Egmlml =1 Bywlw 1= %
Eymlm’] =2 +5  Eyuwllogw] = ¥(@) — log(b).
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Tyto hodnoty pak miizeme dosadit a dostat vysledny tvar

—_ n

n - a —~
By logp(xim. )] = =3 (log(2m) + '¥@ - log(h)) - (2 - 2 + 7 +5)
i=1

1 T (m> +75)
g = 1og(Z) - TP +D
Eqom [logp(m)] = Slog| -~ 3

Ey(w) logp(w)] = alog(B) - log(I(@)) — (@ + 1)(¥(@) - log(h)) —ﬁ%

1 _
Eqom[logg(m)] = —5log(275'+ 1)

Eqw)llogq(w)] = —a@ — log(bT (@) + (1 + D)¥(@).

Tuto ztratovou funkci uz Ize pomérné snadno optimalizovat. Pojd’me si nyni ukazat jak takovy priklad
dopadne.

Skute€na hustota pravdépodobnosti Aproximacni hustota pravdépodobnosti
0.008 0.008
125 o007 123 0.007
q(m,w)
0.006 0.006
100 100
0.005 0.005
3 75 3 75
0.004 0.004
50 0.003 50 0.003
0.002 0.002
25 25
0.001 . 0.001
1 6 1 0 1 2 3 4 5 6

Obrazek 4.1: Demonstracni graf aposteriorni hustoty a vysledné aproximacni hustoty pro experimen-
talni data x; = 3.0 a x, = 2.0.

Vsimnéme si, Ze integral §lo spocitat pouze diky znalosti stfednich hodnot latentni proménné. To
ovSem pro obecnou funkci latentni proménné uzZ nebude mozné.

Vrat'me se tedy k piipadu (4.5) s obecnou funkci f(z). Nejprve si ukdZzeme, jakym zptisobem lze
ziskat VyL(6, ¢). Pro zacatek predpokladejme, Ze ¢ je znamé a fixni. Pro vypocet gradientu vzhledem

P

k 6 je pro nés duilezitd pouze prvni Cast integrlu, tedy

Ezvgy(o[logpa(x, f(2))] = fz qs(2)(logpe(x, f(2)))dz.
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Tento integrdl ovsem nejsme v Uplné obecnosti schopni spocitat. Proto se v praxi vyuZivd Monte
Carlo odhad

BN :
Ez~goollogpe(x, D] ~ — D logpe(x, f@) kde zi~ gy proVi=1,...,s.
i=1

Gradient pak nalezneme ve tvaru

VoE:~gy0[10gpe(x, f(@)] = Vg fz qo(@)(logpe(x, f(2))dz ~
1< 1 <
~ Vo le logpo(x. () = ~ Z; Valogpa(x, f(zi))-

Timto zptisobem tedy dostaneme aproximaci VyL(6, ¢).
Nyni dal§im ukolem bude najit V4L(6, ¢). Tentokrat pro zménu predpoklddejme, Ze 6 je zndmé a
fixni. V tomto piipadé musime gradient pocitat vzhledem k obéma ¢lentim integralu

E gy llogpo(x, f(2)) —loggs(2)] = fz qe(2)(logpe(x, f(2)) — logqys(2))dz.

To z divodu, Ze ackoli Clen py(x, f(z)) explicitné nezdvisi na parametru ¢, zavisi na latentni proménné
z, kterd je urCend rozdélenim g4(z), které uz na parametru ¢ zavisi. Pojd’me si nyni cely vyraz v in-
tegralu substituovat h4(z) = logpg(x, f(z)) — logge(z). Zde nova funkce hy(z) nezavisi na 6, jelikoz
ho povaZzujeme za fixni. Na rozdil od predchoziho pripadu uz nemiizeme cely vyraz nahradit Monte
Carlo odhadem. To z toho divodu, Ze potfebujeme znat gradient vzhledem k parametrim rozdé€lent,
z kterého vzorky délame. V takovém piipadé pak totiz vZdy dostaneme vysledek nula, jelikoZ de-
rivujeme Kkonstantu. Tento problém ovSem miiZeme obejit pomoci takzvaného reparametrizacniho
triku, jehoZ hlavni mySlenka spocivéd v tom, Ze velk€é mnoZstvi distribuci g4(z) 1ze pfepsat jako de-
terministickd transformace 7'(e, ¢) néjaké zakladni distribuce b(e), kterd uz na ¢ nezavisi. Priklady
pravdépodobnostnich rozdéleni, u kterych Ize takovou transformaci provést, jsou uvedeny v literatufe
[5]. Integral za pomoci reparametrizacniho triku pak miZeme upravit nasledovné

Egy0lhe(2)] = fz q44(2hy(2)dz
= f b(e)hy(T (€, ¢))de
= Eep(e)[hp(T (€, $))].

Tim jsme cely problém prevedli na predchozi ptipad. Vysledny tvar pak bude vypadat nasledovné

VoEe-bie)[ho(T(€,$))] = Vy fb(f)(h¢(T(€, @))de ~
I v 1<
Vo 2 M9 = < ) Vohy(T(e.9)).
i=1 i=1

Zde pro odhad integralu opét pouZijeme metodu Monte Carlo.

Timto je cely problém vyfeSen. Na hleddni minima pak uZ sta¢i jen pouZit néktery vhodny opti-
malizacni algoritmus.

Pojd’'me si cely postup opét demonstrovat na pfikladu. Méjme soubor dat x = [x1,...,x,], u
kterych predpokladame, Ze se chovaji podle néjaké obecné funkce f(m). V kapitole 6 pak tato funkce

30



R4

bude numericky fesi¢ diferencialnich rovnic zavisly na parametrech rovnice. Nasim tikolem bude najit
m tak, aby funkce co nejlépe korespondovala s daty. U dat dale pro ulehceni ulohy, predpokladame
Gaussovskou chybu se zndmym rozptylem wy. Zvolime si vérohodnost a apriorni hustotu

pCdfom) = | | NGl fom), wo)

p(m) = N(m|0,7™h).

Volba vérohodnosti pfimo vyplyva ze zaddni tlohy. Volba apriorni hustota ndm opét upfednostiiuje
nulovou hodnotu m.

Pro ndmi takto zadanou udlohu je latentni proménnd z = m a parametr § = 7. Nyni si zvolime
aproximacni hustotu

g(m) = N(m|m,’s).

Tuto hustotu si volime proto, jelikoZ sdruZend hustota pravdépodobnosti je popsdna kombinaci Gaus-
sovskych rozd€leni, proto se zda byt vhodné ji aproximovat jinym Gaussovskym rozdélenim. Zde je
parametr ¢ = [m,s]. Nyni si miZzeme vyjadrit

L6, ¢) = L(r,m,’s) = f q(m)logw dm
q(m)

= Eq(m) [logp(xlf(m))] + Eq(m) [logp(m)] - Eq(m) [IOgQ(m)],

kde jednotlivé Cleny maji ndsledujici tvar

n

1
Eqonl10gp(xlf(m)] = ~310gCrwo) = 5= 3 (xF = 25yl f(m) + g 1))
i=1

1 T T 2
By [logp(m)] = zlog(ﬂ) = 2Byl

1 1 e
Eqom [logg(m)] = — 5 (log(275) - 2_'§(m2 — 20B gy [ ] + By [m2]).

V tomto pripad€ uZ nejsme schopni se stiedni hodnoty latentni proménné zbavit tak snadno jako v
piedchozim piipadé, jelikoz nezname Ey,)[ f(m)] ani E o [ f 2(m)]. Vypomiizeme si tedy reparamet-
rizaénim trikem. Ten fikd, Ze nésledujici vyrazy jsou ekvivalentni

m ~ N(m,’s)

m=m+ Vs-e kde e~ N(Q,1).

Tuto transformaci dosadime do jednotlivych lenti a pouzijeme Monte Carlo odhad pro s = 1

n

1 _ _
E gy [logp(xlf(m))] = —glog(27m)0) = S > (5 - 2xif G+ N5 + [+ V5 e)

i=1

1 —
Eg(m[logp(m)] = Elog (%) - %(m + Vs e)?

Eyomllogg(m)] = —%aog(zn’s) - 2%@2 — 2mi(m + Vs €) + (i + V5 )

(1 + 2m) Vse + 5

1
= —5(10g(2ﬂ’57 - =
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Z tohoto vyrazu uZ jsme schopni spoCitat V.7 L(t, m,’s). Tim pddem miZeme pouZit néjakou z op-
timalizaCnich metod. Aproximace integrdlu za pomoci pouze jedné iterace u Monte Carlo metody je
sama o sobé velmi $patny odhad. Je ov§em tfeba zvaZit, Ze t€chto iteraci budeme délat opravdu velké
mnozstvi. V priméru nim potom gradient vyjde ve sméru nejvétsiho rustu tak, jako kdybychom cely
vyraz spocitali exaktné. MiZeme si také povSimnout, Ze se zde vlastné jednd o urcitou modifikaci
statistického gradientu, ktery misto dat pouZiva ndhodné vzorky normalniho rozdéleni.
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Kapitola 5

Linearni regrese

Tato kapitola vychazi prevazné z clanku [7].

5.1 Klasicka linearni regrese

Predpokladejme, Ze mame dvé fyzikdlni veliCiny x a y, mezi kterymi existuje urcitd linedrni za-

vislost
Y =wo + wy fi(x) + -+ we fr(),

kde funkce fi(x), i € {1,...,k}, které budeme nazyvat bazickymi, i vdhy
wj, j € {0,...,k} jsou volené tak, aby model co nejlépe korespondoval
s naméfenymi daty. V praxi pak postupujeme zpisobem, u kterého si
nejdiive vybereme funkce, kterymi chceme data aproximovat a nasledné
hleddme vahy w tak, aby rozdil mezi vypoctenymi hodnotami a naméfe-
nymi daty byl co nejmensi.

Pojd’me si tedy nyni vzit soubor x = [x1,...,x,]7 a k tomu odpovida-
jici naméfend data y = [yy,....y»]” . U souboru x pfedpokldddme, Ze dané
hodnoty jsou presné. V modelu se pak x povazuje za tzv. vysvétlujici (ne-
zdvislou) proménou. Zatimco v souboru y predpokldddme u dat normalni
nezdvislou chybu a v modelu je povazovana za vysvétlovanou (zdvislou)
proménou. NaSe data pak pfedpokldddme ve tvaru

yi = y(xi,w) = wo + wy f1(x;) + -+ + wfi(x) + e,

w F(x) g

|
\®/

Obrazek 5.1:
klasické regrese

Schéma

kde e; ~ N(O, ﬁ‘l), i € {1,...,n} je ndhodnd chyba s Gaussovym rozdélenim se stfedni hodnotou 0 a

rozptylem 8~!. Vyraz vyse si miizeme piepsat do maticové podoby

y=Fw+e kde
L filxn) fi(x1) wo
I fi(x2) Si(x2) wi
F=F@x= : : : ’ w= b I
1 fl(xn) _ﬁ((xn) Wy
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Z predpokladu normality chyby vyplyva, Ze pravdépodobnostni rozdéleni naméfenych dat ma tvar
pyilx,w,B) = N(yi|F(xj)w,B") a jelikoz predpokldddme nezéavislost jednotlivych chyb, miizeme
vyraz pirepsat ndsledovné

Pl w.p) = [ | NGlF w57 = Nu@lF ow, D).
i=1

Tento tvar nds vede na zdkladni model regresni aproximace. Na obrdzku 5.1 mtzeme vidét jeho
schéma. Vahy w, parametr 8 i funkce F(x) jsou zde brany jako deterministické proménné. Oproti
tomu y je ndhodna velicina a jeji popis je realizovan hustotou pravdépodobnosti.

Nyni se miZeme pokusit najit odhad vahy w metodou maximalni vérohodnosti. Vérohodnostni
funkci a jeji logaritmus, ktery se budeme snaZit maximalizovat, maji tvar

L(w,B) = pylx,w,B) = [ %J exp [—/; D Fow - yi)?
i=1

n
n n
Iw,B) = log plykx, w.f) = —2log(2m) + SlogB) 5 3 (Flxw -y
2 2 2 —
Maximalni /(w, 8) pro konstantni 8 pak najdeme, pokud minimalizujeme sumu
n
Sw) = ) (Flxw -y, , (5.1)
i=1
coz vede k metodé nejmensich Ctvercti. Pokud I(w, 8) zderivujeme parcidlné podle jednotlivych w;,
poloZime rovno nule a pfepiSeme do maticové podoby, dostaneme

Fl'(y—F)w=0 neboli F'y=FTFuw.

Tento vyraz se za predpokladu, Ze je matice (F! F) regularni, ktery je splnén pokud jsou sloupce
matice F nezdvislé, d4 prepsat do tvaru

wyr = (FTF)'FTy. (5.2)

Timto zptisobem dostaneme explicitni vyjadieni pro maximalné vérohodny odhad (MLE) vektoru w.
Stejnym zpisobem pak miizeme odhadnout i parametr 8, jeho odhad je roven

1 1 <
= Z(yi — F(x))wmr)*.

Bumr P

Spolu se zvolenymi bazickymi funkcemi a maximalné vérohodnymi odhady wj;;, mame hotovy
cely model. S jeho pomoci pak miZeme predikovat hodnoty ypreq(x) ndsledujicim zptisobem

Ypred(X) = F(X)wpr = wyro + wyrr f1(x) + -+ + wppa fr().

Ty pak miiZeme porovnat s naméfenymi hodnotami y. Jako jeden z ukazatell jak dobfe sesta-
veny model odpovidd naméfenym datiim se dd pouZit R” statistika, ktera porovnava variabilitu dat
nevysvétlenou modelem a rozptyl dat samotnych. Jeji tvar
S (i — FOxwar))?

Z?:] (yi — !7)2
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kde 7 je rovno aritmetickému priméru dat, nam k4, Ze &im vétsf je R?, tim 1épe na§ model aproximuje
data. Pokud R? = 1, znamen4 to, 7e vSechny data leZi na ndmi modelované kfivce.

Tento model by velice dobfe fungoval na soubory dat, které nejsou piili§ velké, v opaéném piipadé
by ale nastal problém. A to predeviim s hledanim inverzni matice F’ F. Proto se pro hledani odhadi
vah w vyuZivaji optimalizaéni algoritmy. V piipadg, Ze je n fddové 10° a vysii se vyuZiva metoda
stochastického gradientu (3.3). Pro optimaliza¢ni metody je ovSem nutné zavést si ztratovou funkci,
kterou chceme minimalizovat. My vyjdeme z mirné upraveného vyrazu (5.1)

1 n
Epw) = > D i - Flxpw)?, (5.3)
i=1

kde RSS = 2Ep(w) se oblas nazyva rezidudlni soucet Ctvercl. Pfi ndmi zvoleném znaceni ma [-td
iterace tvar

wl(.m) = wgl) - hVED(wgl)) = wl(.l) +h (yi - F(xi)wl(l)) F(xp), 5.4

kde 4 je ucici krok a i € {0, ..., k}.

Cely tento model byl zaloZen na pfedpokladu, Ze chybu obsahujici data jsou Gaussovské. Jednou
z jeho nevyhod miuize byt velké ovlivnéni nasi kiivky kvili odlehlym hodnotdam naméfenych dat. Tim
je mysleno, Ze jedna hodnota s velkou chybou miize znacné ovlivnit vysledny tvar vah w.

5.2 Ridge regrese

Jednim z problému klasické linedrni regrese byva, Ze model je zbytené sloZity. Kdyz si napiiklad
vezmeme n pocet méfenych dat a pro regresi si zvolime bazické n linedrné nezdvislych bazickych
funkci, vzdy dokdZeme najit takové w, aby statistika R> = 1. CoZ znamend, e nase modelovand
kiivka protne vSechna namétené data. To by se na prvni pohled mohlo zdat vhodné, neni tomu ovSem
tak. Pro ilustraci si pojd’'me vygenerovat hodnoty

yi=2x—x +e; kde e~N(O,1) a i=1,..,7.

Na obou grafech je zndzornéno pouziti metody nejmensich ¢tvercti (5.2). U prvniho grafu je 7 bazic-
kych funkci, polynomy 0.—6. stupné. U druhého grafu pouze 4 bazické funkce, polynomy 0.-3. stupné.
Ackoli druhy graf neprotina vSechny generované hodnoty, skute¢nym vaham w = [0, 0,2, -1, 0,0, 0],
s kterymi jsme data generovali, je bliZe neZ prvni.
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Preparametrizovany model Rozumny model

10 10

+ data + data
true
w0 = -1.360
wl =-0.173
5 54 w2 = 2.985

w3 =-1.218

=10 A —10 A

-15

-15

Obrézek 5.2: Dvé regresni kiivky vygenerované klasickou linedrni regresi. Prvni s pfebyte¢nym po-
¢tem bazickych funkci - 7. Druhd s pfiméfenym poctem bazickych funkei - 4. Data generujeme z
y; = Zx? - xl.3 + e;.

Mizeme si v§imnout, Ze velikost vah u prvniho modelu je o dost vy$si nez u druhého, coz byva
jednim z ukazatell, Ze model neni zcela v poradku.

V predchozim modelu klasické linedrni regrese jsme predpokladali, Ze pravdépodobnostni rozdé-
len naméfenych dat je rovno p(y|x, w, 8) = N, (y|F (x)w, 3~'I). Na vdhy w a parametr 8 nebyly kladeny
zadné preference, coZ nas mize privést ke zbyte¢né slozitosti modelu naznaceného na obrazku vyse.
Proto pro nésleduji model pfiddme preferenci nulové hodnoty pro vdhy w. To zrealizujeme pfiddnim
apriorni hustoty pravdépodobnosti

pw) = Nyw|0,27'T) kde w e RF!

do modelu. Timto zptisobem udélame z deterministické vahy novou ndhodnou veli¢inu. Vahy se
nyni budou chovat podle Gaussova rozdéleni s nulovou stfedni hodnotou. Tim do modelu pfiddvdme
informaci, kterd ndim upfednostiiuje hodnotu kazdé jednotlivé vahy za nulovou.

Nyni bude sdruZend hustota pravdépodobnostni pro naméfend data vypadat ndsledovné.

p(y, w) = p(y, wix, B, A) = p(ylx, w,B) pwld) = Nu(y| F)w, BT N1 (w] 0, 27'T)

Na obrézku 5.3 1ze vidét schéma naseho nového modelu. Parametry A
a f3, stejné tak jako funkce F'(x), jsou stale deterministické promeénné. Maji
tedy pfesné danou hodnotu. Oproti tomu vdhy w i vystupni funkce y jsou A
povazovany za ndhodné veliCiny. Jejich hodnota pak neni ddna exaktné,
ale pouze prostfednictvim pravdépodobnostniho rozdéleni. l
Nyni, kdyZ mame pripraveny model, miZzeme odhady w ziskat me-
todou maximélni vérohodnosti. Tedy nalézt maximum sdruZené hustoty @ F(X) B

pravdépodobnosti p(y, w) popiipadé log p(y, w) s ohledem na vahy w. To \ l /
najdeme za pomoci parcidlnich derivaci podle vah w. Vysledny vyraz né- :

sledné polozime roven nule a vyfesime. Timto zpisobem ziskdme novy
explicitni vztah pro vypocet maximalné vérohodnych odhadd vah

wyr = A+ FTR ' ETy,
mL = ( ) Fly Obrizek 5.3: Schéma
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To ovSem za predpokladu Ze matice (Al + FT F) je reguldrni. V pfipadé,
7Ze je vypocet inverzni matice pfili§ slozity, miZeme opét zavést ztradtovou
funkci

Ew) = Ep() + AEw@) = 3 3 (i~ Fw? + A",
i=1

ktera je ekvivalentni s predchozim vyrazem a pocitat vahy iterativné.

Parametr A je v takovém piipadé volen nezdporny. Cim V&t se zvoli, tim vice tla¢ime hodnotu
vah v absolutni hodnoté k nule. V praxi se pak obvykle voli mensi nez jedna. Je v§ak vhodné si volbu
parametru otestovat.

Pojd’'me si nyni ukazat, co se stane, pokud pouZijeme novou metodu na data z obrazku 5.2.

Model 1 Model 2
10
+ data
true
w0 =-1.267
wl =-0.156
5 T w2=2874

w3 =-1.185

~10 1

=15

Obrazek 5.4: Dvé regresni kiivky vygenerované za pomoci ridge regrese pii A = 0.05 . Prvni s preby-
te¢nym poctem bazickych funkci - 7. Druhd s pfiméfenym poctem bazickych funkei - 4.Data generu-

: 1,2 _ 3
jeme zy; = 2x; — x/ +e;.

Je ziejmé, Ze nova regresni kiivka aproximuje skuteCnou kiivku 1épe nez predchozi metoda i pro
nadbytec¢ny pocet vah. Déle si miZeme povSimnout, Ze absolutni hodnota jednotlivych vah v priméru
klesla. Z obrazku by se ddle mohlo zdat, Ze diky novému pfistupu klesaji absolutni hodnoty nevy-
znamnych vah (vah odpovidajicich skute¢nym vahdm s nulovou hodnotou) rychleji neZ vyznamné
vahy. To ale bohuZel obecné€ neni splnéno. UkdZeme si, jak by tato regrese dopadla pfi volbé parame-
tru A4 = 10.
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10

—-10

-15

Model 1

data
true

w0 = 0.045
wl =-0.071
w2 = 0.333
w3 = -0.098
w4 = 0.292
w5 =-0.237
w6 = 0.036

10

=15

Model 2

+ data
true

w0 = 0.148
wl = 0.066
T w2 =0.464
w3 =-0.421

Obrézek 5.5: Dvé regresni kiivky vygenerované za pomoci ridge regrese pfi A = 10 . Prvni s pfeby-

3

te¢nym poctem vah (7). Druhd s pfiméfenym poctem vah (4).Data generujeme z y; = 2)‘1'2 -x +e.

U modelu 1 je napiiklad vdha wj; relativné mala, ve srovnani s w4 nebo ws. Obé tyto vdhy by

vSak v nasem modelu nemély byt, jelikoZ jsou prebytecné. MiiZzeme si zde také pov§imnout, jak s
rostoucim A klesaji hodnoty absolutni hodnoty vah.

5.3 Lasso regrese

Nyni si pojd’'me predstavit dalsi z regresnich modeld. Jedna o velice podobny piipad jako ridge

regrese. Rozdil bude pouze v tvaru apriorniho rozdé€leni, kde nyni misto Gaussovy hustoty pravdépo-
dobnosti pouZzijeme Laplaceovu hustotu pravdépodobnosti. Ta ma tvar

|

—'x_“l), (5.5)

kde u je redlny parametr a b > 0. Hustota pak vypada nasledovné.
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Laplaceovo rozdéleni

wown
N AP

0.4 1

0.3 1

0.2 1

0.1

0.0

-10.0 =75 -5.0 =25 0.0 2.5 5.0 7.5 10.0

Obrézek 5.6: Priklady riznych Laplaceovych distribu¢nich funkci

Ackoli jsou obé regrese velice podobné, je mezi nimi jeden dulezity rozdil. V piipadé rigde re-
grese penalizujeme predevs§im hodnoty velmi vzddlené od nasi predikované regresni funkce. To je
zaprfic¢inéno volbou Gaussovy apriorni hustoty. Ta totiZ vzdalenosti mezi body a funkéni hodnotou
predikované regresni funkce mocni na druhou. To znamen4d, Ze hodné odchylené hodnoty ndm budou
vyrazné ovliviiovat ztratovou funkci, oproti tomu odchylky blizké nule se jeSté zmensi a ztratovou
funkci budou ovlivilovat minimdlné. Lasso regrese na duhou stranu odchylky nijak neméni. Tedy
bere rozdily mezi predikovanou funkéni hodnotou a daty beze zmény. To ndm ve vysledku zapficini
to, Ze lasso regrese bude v modelu schopna 1épe nulovat nevyznamné véhy.

Pojd’me si tedy sestavit model. Zacneme tvarem sdruzené hustoty pravdépodobnosti.

ply,w) = p(y, wix, B, ) = p(ylx, w, ) pwld) = Ny(y| F(x)w, ') Lapy,(w]0, 7'T)

Zde Lap,,;(w]0, A~'T) predstavuje sdruzenou Laplaceovu hustotu pravdépodobnosti.
Nyni mtiiZzeme opét aplikovat metodu maximalni vérohodnosti.

Liy,w) = ]_[ Pyilxi, w, ) ]_[ pwld)

i=1 i=0

Iy, w) = logL(y,u) = Slog(2) - & Z(yl Fxpw) + nlog(5) - 4 Z o

Pro nalezeni extrému funkce ji zderivujeme parcidlné podle vah a vysledny vyraz poloZime roven
nule. Nasledné jej pak miZeme prepsat do maticové podoby.

F(x)"(y - F(x)w) — Asgn(w) =
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Z tohoto vyrazu jde vidét, Ze v tomto piipadé se bohuZel uz nepodafi explicitni vyjadfeni vah w.
Budeme se tedy muset spokojit se ztratovou funkci, ktera pti konstantnim 8 a A ma nésledujici tvar.

w;l.

c 1
Ew) =5 3 - Faw? + 43
i=1 i

Pro nalezeni minima funkce Ize pouzit nékterou z iterativnich metod. Novy model pak opét apliku-
jeme na pvodni data.

Model 1 Model 2
10 10
+ data
true
w0 = -0.000
wl =-0.001
54 5 A T w2=1457
w3 =-0.761
+
+
01 01
+ +
_5 _5
—101 w2 = 3.046 —101
—— w3 =-0.000
w4 = 0.824
w5 =-1.614
w6 = 0.392
-15 : : : : : -15 :
-1 0 1 2 3 -1 0 1 2 3

Obrézek 5.7: Dvé regresni kiivky vygenerované za pomoci lasso regrese pii A = 3 . Prvni s pfebytec-
nym poctem bazickych funkci - 7. Druhd s pfiméfenym poctem bazickych funkci - 4. Data generujeme
7Y =2x?—xl.3+ei.

Ackoli v pfipadé modelu 1 nedostdvame zcela idedlni vysledky, u modelu 2, ktery ma pouze dva
prebytecné parametry, se podafilo nevyznamné vahy téméf vynulovat. Vyznamné vahy pak maji o
néco mensi hodnotu nez vahy ptvodni. To je zapfiCinéno tim, Ze stejné jako v predchozim piipadé,
absolutni hodnoty vah s rostoucim A klesaji. Tato vlastnost lasso regrese je velice vitana.

Je zfejmé, Ze ztritové funkce ridge regrese a lasso regrese maji velice podobny tvar. Do ztrtové
funkce miizeme pridat mocninu k apriornimu ¢lenu, kterou miiZeme ovliviiovat citlivost na odchylku
v datech.

n k
1 1
E@) =5 > Wi~ Feawy + 43 > lwl”.
i=1 i=0

Cim v&t§i ¢ pak budeme volit, tim vétsi penalizace postihne data hodn& vzdalené od daného modelu.
Na druhou stranu, pokud budeme ¢ zmen$ovat, nevyznamné vahy budou nulovany s vét§im dirazem.

5.4 ARD regrese

Zkratka ARD je odvozena z anglického automatic relevance determination, tedy automatické sta-
noveni relevance. To znamend, Ze model, ktery pfipravime, by mé&l byt schopen automaticky nulovat
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nevyznamné vihy. M&jme opét soubor vysvétlujicich proménnych x = [xq, ..., x,]” a k tomu odpo-
vidajici naméfend data y = [y1,...,y,]. Stejné jako pfi predchozich modelech budeme u dat pred-
pokladat Gaussovskou chybu. Znovu si zvolime bazické funkce [fi(x),..., fr(x) ]. V nésledujicim
modelu budeme vychazet z ridge regrese, u které jsme predpoklddali nasledujici sdruZenou hustotu
pravdépodobnosti.

Py, w) = plylx, w, B) pwld) = Nu(y| Fw, B~'1) Niy1 (w0, 27'T)

Nevyhodou pak bylo, Ze parametr A, ktery ovliviioval vyslednou regresi, jsme museli volit sami. Dals{
nevyhodou bylo, Ze parametr ovliviioval v§echny vahy stejnym zptisobem. To se v tomto modelu
pokusime napravit.

Udélame to tim zptsobem, Ze misto skaldru bude A € R¥! a namisto deterministické proménné
bude, stejné jako vdhy w, povaZovdn za ndhodnou veli¢inu. Nyni je na nds, jaké rozdéleni si pro
tuto nové vzniklou ndhodnou veli¢inu zvolime. Jedinym omezenim bude poZadavek na nezdpornost
parametru A ve vSech jeho sloZkdch. Proto je napiiklad Gaussovo rozdéleni nevhodné. My si pro
model zvolime gamma rozdéleni

(2

I'(a)

p(x) = - ()™ - exp(—p),

které budeme znacit p(x) = Gamma(x|a, ). Pro ndzornost si miizeme vykreslit hustoty pravdépo-
dobnosti gamma rozdéleni pro rizné parametry @ a .

Gamma rozdélenf

0141 — a=50,p=02

— a=50,=04
— «=50,=0.8
0.12 4 — a=50,B=12

0.10 1

0.08

0.06

0.04

0.02 A

0.00

Obrazek 5.8: Priklady riznych hustot pravdépodobnosti popisujici gamma rozdéleni.

N4s model tedy bude mit ndslednou volbu vérohodnosti a apriornich hustot
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pylw) = Ny(y| F(xw, B7'T)

k
pwl ) = [ [ N(wil0, 47
i=0

k
p() = | | Gamma(4ilas, B).

i=0

Zavislost jednotlivych proménnych si miZeme znazornit na ndsledujicim schématu. Promé€nné v
krouzku jsou ty, které povaZzujeme za ndhodné, oproti tomu samostatné stojici proménné jsou de-
terministické.

b /®—>@\fi<i/s

Obrazek 5.9: Schema ARD regrese

Zde se na misté si poloZit otazku, jestli chceme na parametry a a § klast néjaké pozadavky. Ty
totiZ, pokud bychom je nechali pouze jako dalsi parametry ztratové funkce, by nijak nepfispivaly k
naSemu kyZenému vysledku. Je proto potieba jejich hodnoty néjak provazat s hodnotami jednotlivych
vah. Nasim zamérem je vynulovat nevyznamné vahy. To jsme doposud realizovali pfes parametr A.
Ten funguje tak, Ze ¢im je vétsi jeho hodnota, tim vice tla¢i jednotlivé vahy k nule. Z obrdzku (5.4)
miZeme na druhou stranu vidét, Ze s rostoucimi hodnotami parametru 8 klesa argument maximaln{
hodnoty gamma hustoty. Toho miiZeme u maximalné vérohodnych odhadi vah w vyuzit. Hodnotu
parametru nastavime

1
,3i=/30+§wi2 pro VYieO,...,k

tim pak docilime toho, Ze ¢im mensSi hodnota vdhy bude, tim vice ji gamma rozdéleni bude tlacit
do nuly. Hodnoty parametrti @; obvykle volime vSechny stejné. Vyslednou ztratovou funkci E(w, )
miZeme ziskat zlogaritmovanim sdruzené hustoty pravdépodobnosti. Jeji jednotlivé ¢leny pak maji
tvar

log p(ylw) = —glog;iﬂ - 'g [Z(Fiw - yi)z]

k
1
log p(wld) = 5 > log2nd; - - Z Aw?
i=0 i=0
k

aolog(b0+ 3 )+Z(a0—1)log/l Z(b0+ lw 20 — Zlogr(ao)

k
log p(1) =
i=0 i=0 i=0 i=0
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Zde Cleny, které nezavisi na A nebo w miZeme vynechat. Vysledna ztratova funkce bude mit tvar

n k
E(w, ) = - § [Z(Fiw - yi)z) + % D (log(2md;) — Aur)
i i=0

L (5.6)

1 1
+ > (aolog(by + Fw}) + (ag — Dlogd; = (bo + zw})Ay).
pary 2 l 2 l

Tuto funkci potfebujeme maximalizovat pfes parametry w a 4. K tomu ndm poslouZi néjaky vhodné
zvoleny optimalizacni algoritmus.

Pojd’me si tuto metodu demonstrovat na piikladu. Méjme podobny soubor dat s normdlni chybou,
jako u pfedchozich regresnich modeld. Nyni vSak pfidame néjakou hodné odchylenou hodnotu. Na
nésledujicim grafu pak mizeme vidét, jak ARD regrese dopadne.

100 \

plvodni kFivka
© data

80 - —— ARD regrese
Lasso regrese

60

40

>
20
(o]
o L \._’—Q-\\
20 +
4 2 0 2 4
X

Obrédzek 5.10: ARD regresni kiivka pii volbé by = 0.007, ag = 30. Lasso regresni kiivka pfi volbé
A = 5. Obé pro bazické funkce polynomy 0.—6. stupné.

Lépe 1ze efekt ARD regrese vidét z pribéhu uceni. Z grafu nize mtizeme vidét, Ze pouze dvé vahy

nekonverguji k nule. Z toho vyplyvd, Ze jsme nasli model, kterému pro popis dat staci pouze dvé
bazické funkce. Oproti tomu Lasso regrese povazuje Ctyfi bazické funkce za vyznamné.
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Lasso regrese

3
2 — %
— wy
1 — w,
0 — u,-$
— w6
0 25 50 75 100
iterace
ARD regrese
2
— UJO
1 w,
— w2
0 Wy
— UJS
-1 7 wﬁ
0 25 50 75 100

iterace

Obrazek 5.11: Pribéh uceni jednotlivych metod u ARD regrese (5.6) ve srovnani s Lasso regresi (5.3).

44



Kapitola 6

Hledani struktury diferencialnich rovnic

V této kapitole se budeme snazit generovat diferencidlni rovnice z experimentalnich dat pfi mini-
madlni znalosti fyzik4lniho systému, z kterého byly data ziskdny. Pfipravime si skupiny diferencidlnich
rovnic, pokryvajici velké mnozZstvi fyzikdlnich systémi. Nasim dkolem pak bude najit ten, ktery data
popisuje nejlépe.

P1i tvorbé t€chto modeld bylo nahliZeno do [3].

6.1 NejmenSi ¢tverce pro ODE

V nasledujici kapitole se budeme zabyvat aproximaci experimentdlnich dat z rznych fyzikalnich
systémil za pomoci soustav diferencidlnich rovnic. Jejich hodnoty obvykle obsahuji ndhodné chyby,
které se zde mohou objevit naptiklad z diivodu nepresnosti méfeni. My v této kapitole budeme pred-
pokladat, Ze chyba experimentalnich dat ma Gaussovské rozdélent.

Meéjme tedy soubor experimentélnich dat D = [dy, ..., d,] z néjakého fyzikélniho systému, ktery
I1ze popsat soustavou diferencidlnich rovnic. Pfedpokladejme dale, Ze soustava diferencidlnich rovnic,
ktera systém popisuje, miZe byt zapsana v nasledujicim tvaru

? =W- f(#,£&(@®) spolusp.p. &0) = &o(0), (6.1)
kde W € R¥! (D) eRFa f(1,£(0) e R! pro [, k € N. Funkce f(t, £(t)) zde plni podobnou roli jako
bazické funkce v kapitole linedrni regrese. Matice W pak obvykle byva fidka, coz zapticini vybirani

0&(1)

pouze nékterych funkci pro odpovidajici diferencidlni ¢len Frak

Pro feSeni ODE si vybereme néjakou vhodnou numerickou metodu. Jeji vystup si pak ozna¢ime
nasledovné

yi(W) = y(t;, W) = Saialh, n, 10, &0, W - f(1,£@)]; kde i€0,...,n,

kde funkce S 4i je tedy néjaky fesi¢ obycejné diferencidlni rovnice. V nasem piipadé se pak obvykle
bude jednat o Rungovy-Kuttovy metody 4. nebo 5. fadu. Parametr fy pak vyjadiuje pocate¢ni bod
feSeni ODE. Parametr n vyjadfuje pocet bodu, ve kterych chceme rovnici fesit a parametr h pred-
stavuje vzorkovaci krok. Celou diferencidlni rovnici feSime v bodech #; = #p + i - . U jednotlivych
experimentdlnich dat pfedpokldddme nésledujici tvar

di=y(W)+e; kde i€O,...,n, (6.2)
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kde ¢; ~ N(0,w). Jelikoz u dat predpokladime Gaussovskou chybu, mtizeme jejich pravdépodob-
nostni rozdé€leni popsat hustotou pravdépodobnosti

p(di) = N(dilyi(W), w).

Pro nalezeni odhadu W skute¢nych hodnot vdhové matice W, miZeme vyuZzit metodu maximaln{
vérohodnosti

(d; — yi(W))? )] '

= 1
W = D, W) =
ML = arg Wsupp( ) = arg Wsup(g zﬂwexp( o

Tato dloha je pak ekvivalentni k minimalizovani rozdilu ¢tvercd dat a feSeni diferencidlni rovnice.
Ulohu tedy mliZeme prevést na minimalizovani ztratové funkce

n
LW) = 1D = YW)II3 = > (di(W) = yi(W))? (6.3)
i=1
za pomoci n¢jaké z optimalizanich metod. U téch zpravidla poZadujeme, aby funkce y(W) byla dife-
rencovatelnd a mi tak mohli spocitat jeji gradient. To je zajiSténo z linearity soustavy diferencidlnich
rovnic vici vdhové matici W.

Pro metodu s takovouto ztrdtovou funkci pti pouZiti obecného feSi¢e ODE budeme déle pouZivat
zkratku LS-ODE.

Tato metoda je vhodna zejména pro dlohy, u kterych zname presny tvar ODE. Zname tedy funkce
f(t, &), které jsou pro popsdni dané tdlohy nutné. RovnéZ také vime, které Cleny matice w jsou
nulové. V takovém piipadé mizeme metodu modifikovat a pouZit optimalizacni algoritmy pouze
vzhledem k nenulovym w;;. V opa¢ném piipad€, kdy presny tvar ODE znét nebudeme, bude velmi
pravdépodobné, Ze vyslednd vdhova matice W, aproximujici skute¢nou matici W, bude prevazné ne-
nulov4. Pro vysvétleni dat tedy budeme nachdzet zbyte¢né sloZité modely.

6.2 Lasso model pro ODE

V predchozi sekci jsme si predstavili metodu pro hleddni nezndmych parametrii v soustavach
diferencidlnich rovnic vysvétlujicich experimentalni data. Tento piistup ovSem v obecném piipadé
nachdzi zbytecné slozité modely. To se pokusime nasledujici metodou napravit.

Meéjme totoZné zadan{ dlohy jako v pfedchozi sekci (6.1). U té jsme diky predpoklddanému tvaru
dat popsali jejich pravdépodobnostni rozdéleni za pomoci hustoty

p(d) = Ndilyi(W), w).

Pokud budeme W povazovat také za ndhodnou veli¢inu, miZeme do modelu pfidat apriorni ¢len p(W).
JelikoZ chceme, aby naS model, vysvétlujici data, byl co moZn4 nejjednodussi, budeme apriorni ¢len
volit tak, abychom upiednostnili nulovou hodnotu jednotlivych w;;. Vhodnou volbou se miZe zdat
napiiklad Laplaceova hustota pravdépodobnosti

p(w;j) = Lapw;j10,A7") pro Viel,...,k, Yjel,...,L

Z téchto vyrazli pak miZeme ziskat maximalné vérohodny odhad vahové matice W.

SN V)R IR B
Wy = argsup p(D, W) = arg sup exp( ) —exp(d - [w;i)].
w w ll:ll 2nw 2w 1:1[ g 2 Y
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Zde se opét nepodaii ziskat explicitni vyjadifeni Wy,z. MlZeme se ale pokusit tento odhad najit za

pomoci nékteré z optimaliza¢nich metod. Pro ty je vhodnéjsi vyraz vyse zlogaritmovat. Pfi niasledném
odstranéni Clenti neobsahujicich W ziskdme novy tvar ztratové funkce

~

k
:lj

LOW) = > (@d(W) = giW)? + 2 )" > lwyjl, (6.4)
i=1 i

Il
—

1

Zde se parametr 1 opét voli jako n&jaké kladné &islo. Cim vétsi bude jeho zvolend hodnota, tim vice
budou vsechny Cleny matice W tlaceny k nule.

Pro metodu s takovouto ztratovou funkci pti pouziti né¢jakého obecného fesice ODE budeme déle
pouzivat zkratku Lasso-ODE.

6.3 Normal model pro ODE

Ptedchozi pristup ma mimo volby A i druhou nepiijemnou vlastnost. Parametr tlaci vSechny vahy
k nule stejnou silou. To budeme chtit v ndsledujicim modelu napravit.

Zacneme tim, Ze budeme predpoklddat stejny tvar diferencidlni rovnice jako u pfedchozich dvou
metod. Na rozdil od nich, kde jsme predpokladali n€jaky tvar sdruZzené hustoty pravdépodobnosti a
nésledné hledali deterministicky MLE odhad y,-(W), se nyni budeme snaZit najit aposteriorni rozdélen{
yi(W).

p(Dly(W)) - p(W)
fw p(Dly(W)) - p(W)dW

To ovSem nejsme obecné schopni spocitat kvili vyrazu ve jmenovateli. Proto se pokusime aposteri-
ornf rozdéleni alesponi co nejlépe aproximovat. K tomu ndm poslouZi hustota pravdépodobnosti q(W)
a Kullback-Leibler divergence.

Z kapitoly o Kullback-Leibler divergenci vime, Ze jeji minimalizace je ekvivalentni s maximali-
zaci ELBO.

py(W)ID) =

KL(qs(W)lIpe(y(W)|D)) — min

—

L(¢,0) = IQ¢(W)10gIMdW= fq(p(W)long(D'y(W),)\.pg(W)dW — max
qe(W) qe(W) 2

Pro jednodussi zdpis budeme matice W, W € R obgas povazovat za vektory. To udélame tim zpiso-
bem, Ze jednotlivé sloZky pfepiSeme do sloupce. Vysledné vektory jsou W, WeR" kdem=kx1.Z
kontextu by pak mélo byt jasné, o ktery objekt se jedna.

Zvolme si nyni vérohodnost a apriorni ¢len

pe(dilyi(W)) = N(dilyi(W),wp) pro i€O0,...,n
po(W) = N,,(W|0, 771T),

kde 77! € R™ a rozptyl w, predpokldddme za zndmy. Volba vérohodnostniho ¢lenu opét plyne z
predpokladaného tvaru experimentélnich dat. Apriorni ¢len pak vyjadiuje upfednostnéni co nejjedno-
du8stho modelu. Pfipomeiime si pfedpoklddany tvar dat

di(W) = yi(W) + ¢; = y(t;, W) + e; = S aielh, n, o, €0, W - f(1,E@)]i + ¢ kde e; ~ N(0, ). (6.5)
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Aproximacni hustotu si zvolime z Gaussovského rozdélen{

m
go(W) = | | NOWiW;, ).
i=1

Tvar L(¢,0) = L(W, o, T) mliiZeme upravit nasledovné.
L(W,0,7) = B, [logpo(Dly(W)] + B, i, [logpa(W)] - E,,_ g7 [1oggs(W)].

Jednotlivé Cleny si miiZeme rozepsat

- 1 n n . n _
E i [1ogpe(Dly(W))] = —glog(ano) ~ a0 Z dr -2 Z diB iy lyi(W)] + Z; E iy [ :(W))*]

1 m
E, (W)[logpg(W)]——ElogZN EZlogT, ZZT, Syl
1

m
Etm(W) [loggs(W)] = ) Zl log2no; — 7

(6.6)

Zde bohuzel vyraz Eq(W) [yi(W)] ani Eq(w)[(yi(f)[\/))z] neumime spocitat. Proto budeme muset pouZzit

reparametrizacni trik (4.3). Pro nas pfipad bude nahrazeni w vypadat nasledovné.
W=W+0o0e kde e~ Nyu0,1)

Po nahrazeni dostaneme nésledujici tvar jednotlivych ¢lend.

. n 1 n ) n n 5
2, llogpo(Dly(W))] = ~3log(mawy) - 5 Z -2 Zl dyi(W + 0 0e) + ;wxw +ooe)

1 m
E%(W) Ingg(W)] _Elogzﬂ D) Zl logz; — 5 Zl (Wi + 07 © ¢)))*

1

m
E,,mlogas(W)] = ~3 Zl: log2rar; -

(6.7)

Tyto vyrazy uz lze spocitat. Mame tedy novy tvar ztratové funkce —L(W, o, 1), kterou chceme minima-
lizovat. Jeji hodnota ovSem také zdvisi na ndhodné proménné e. Z toho vyplyv4, Ze i hodnota ztratové
funkce i jeji gradient jsou ndhodné. Pfi jeji optimalizaci pak neni zajist€n monoténni sestup. To vSak
nevadi, jelikoZ v priméru dostavame spravny gradient. To nds postupné, pfi pouziti optimalizacniho
algoritmu s adaptivni délkou kroku (napi. ADAM), dostane az k minimu ztratové funkce.

Pro danou volbu optimaliza¢niho algoritmu potfebujeme vychozi hodnoty. Ty teoreticky miizeme
volit jakkoli. Praxe vSak ukazuje, Ze vysledek metody miiZze na pocateCnim stavu zaviset. To je za-
pfi¢inéno tim, Ze v obecném piipadé muze mit funkce L(¢,d) velké mnoZstvi lokdlnich extrémi. V
takovém piipadé se pak miiZe stdt, Ze globdlniho minima, pfi urcité volbé pocatecniho bodu, nemu-
sime dosdhnout.

Pro metodu s takovouto ztratovou funkci pii pouziti né¢jakého obecného fesice ODE budeme déle
pouzivat zkratku ELBO-N-ODE.
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6.4 Normal-iGamma model pro ODE

V této sekci si predstavime urcitou modifikaci predchoziho modelu za pomoci inverzniho gamma
rozdéleni. Model ELBO-N-ODE obsahoval skupinu parametrt 7;, které tlacili odpovidajici vahy w; k
nule riznou silou. Na parametr ov§em nebyly kladeny zadné naroky. To se da voln¢ interpretovat jako
stav, kdy byla nulovd hodnota preferovana, nikoli v§ak vyZadovédna. Tento nedostatek se pokusime v
nasledujicim modelu napravit.

Opét si zvolime vérohodnostni a apriorni ¢leny

p(dilyi(W)) = N(dilyi(W), wo)
p(Wjltj) = N(W{0,7))
pay =1, ",

kdei € {0,...,n}a j€{0,...,m}. Zde volba vérohodnostniho ¢lenu opét vyplyva z predpokladaného
tvaru dat. Prvn1 apriorni clen vyjadfuje preferenci nulové hodnoty. Druhy, nové pfidany, apriorni ¢len
zde funguje jako jistd penalizace za pfili§ nizké hodnoty 7;. Za zminku stoji, Ze se vlastné nejednd o
hustotu pravdépodobnosti.

Aproximacni hustotu si zvolime nové ve tvaru q¢(W, T) = q¢(W) - q4(7), kde

96(W) = | | NWiWi, o)
i=1

m
ge(T) = 1—[ Inv-Gamma(r;|a;, b;).
i=1

Tato volba aproximacnich hustot a apriornich ¢leni vychazi z [8]. Je mozné nalézt jistou podobnost s
ARD regresi 5.4, kterd podobné jako tento model nuluje ¢leny jednotlivé.
Nyni budeme opét minimalizovat KL divergenci za pomoci ELBO

L(W,0,a,b) =E, 3, [logp(Dly(W))] + Eq¢(W,T)[10gP(W|T)] + By llogp()]
B, amllogq o(W)] = Eqg,r[loggs(0)].

Jednotlivé ¢leny pak maji tvar

_ n 1 n n . n .
E o [1ogpo(Dly(W))] = —3log(2mwo) — o0 ; dr -2 ;’J diE i lyi(W)] + ; E iy | :(W))*]

—~ 1 m 1 m
B 108 (V. ) = ~Flog2n = 3 5 Bolloa(ril =3 D Banal 1/l W)
1 & ) )
Egyollogn(n)] = 3 " Eqyollog(ry)]
i=1
—~ 1 & m
E ) loggs(W)] = ) Z log2no; — 5

1l
—_

1

Egymlloggs(t)] = ) (ailog(by) — log(T(@)) — (a; + DB [10g(t)] = big,eyl1/71).
i=1
(6.8)
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Nyni opét pouzijeme reparametrizacni trik, jelikoZ vyrazy Eq(w) [yi(W)] a Eq(w)[(yi(ﬁ\/))z] neumime
spoditat.

W=W+o0e kde e~ Ny©,1)

Dale si nahradime stfedn{ hodnoty inverzniho gamma rozdéleni za pomoci nasledujicich vyrazi

Egyepl1/7,] = ;i Eyy(ollog(r)] = log(b) — ¥(a).

1

Pii dosazeni dostaneme nésledujici tvar jednotlivych ¢lend

B, qiy10gpa(Dly(W)] = ~Slog(2rwo) - 5— (Z L2 dyW+ 00+ Y W+ 700
i=1 i=1

— m m a;
B, .o llogp(W, )] = =T log2r — 5 Z;(log(b,-) ~¥(a)) - le W oo

1 m
Eyyollogn(n)] = =3 " (log(bi) —¥(a)
i=1
— 1 m
E o) [loggs(W)] = -3 Z log2no; — %1

1l
—_

Egy(nllogge(m)] = Z (ailog(b;) — log(I'(a;)) — (ai + D(log(b)) — ¥(ai) — ai) -
i=1

(6.9)

Timto docilime nového tvaru ztratové funkce —L(W, o, a, b). Tuto funkci pak mizeme minimalizovat
vic¢i jejim parametrim za pouZziti nékteré z optimalizacnich metod. JelikoZ se zde ale opét jedna
o urcitou formu stochastického gradientu, je vhodné volit optimalizaéni metodu s adaptivni délkou
kroku.

Pro metodu s takovouto ztratovou funkci pri pouZiti obecného feSice ODE, budeme déle pouZzivat
zkratku ELBO-NiG-ODE.

50



Kapitola 7
Vypocetni studie

V této kapitole budeme porovnavat jednotlivé metody hledani struktury diferencidlnich rovnic na
konkrétnich dlohach.

V modelech budeme hodnotit priblizny pocet iteraci nutnych k dosaZeni ustaleného stavu aproxi-
mace. Déle budeme hodnotit, jak dobfe model aproximuje experimentdlni data. Pro jejich porovnani
vyuZijeme

S (W) — yi(W))>?

RP=1- — —
2y (W) — p Y yi(W))?

statistiku. Ta uddv4, jak moc dany model prostupuje daty. Cim bliZe se dostaneme k hodnot& 1, tim
1épe bude model data aproximovat.

Dal$im ukazatelem ndm bude pocet nenulovych w;, ktery vyjadiuje sloZitost modelu. Cim mensi
tohle ¢islo bude, tim jednodussim modelem se ndm podarilo data vysvétlit. U vSech vySe zminénych
modelii se t¢méf nikdy nepodafi w;; zcela vynulovat. Proto ho budeme povaZovat za nulové v pifpadé,
7e Iwijl < 0.05.

U vSech metod pro hledani struktury diferencidlnich rovnic budeme v této kapitole pouZivat opti-
malizacni algoritmus ADAM (3.2).
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7.1 Lotka-Volterra ODE

Prvni dloha, kterou budeme feSit ma nésledujici tvar

d . —
d—); =ax — Bxy
dy —~ —
A

a7 XY —vY

s pocatecnimi podminkami [x(0), y(0)] = [xo, yo]. VSimnéme si, Ze tato soustava diferencidlnich rov-
nic spliiuje ndmi poZadovany tvar (6.1)

. L o
@ = (1) = _|wn wi wss| _ |« 0 -B ~ X
o [ym]’ W= [ ] - [ 5 % f.€0) = [ y(o) ‘

Wy Wy W3 0 -6 x(Dy(1)

Ukolem bude nalézt hodnoty &lenii vahové matice tak, aby se co mozné nejvic blizily skute¢nym
hodnotdm W. Tu si pro tuto tlohu zvolime nésledovné:

W =

= 1.5 00 -10
0.0 -1.0 05

Rovnici pak budeme feSit na intervalu [0, 10] s pocdteénimi podminkami [x(0),y(0)] = [1,1]. V
bodech t; = ih pro i € {0,...,20} a krok & = 0.5. Ke zkoumanym bodim priddme nahodnou chybu
ei ~ N(0,0?), kde o = 0.2. Po¢dteéni stav aproxima¢ni matice W byl pro viechny metody volen jako
nulova matice.

Pro jednotlivé metody dostaneme nédsledujici vysledky.

Lotkova-Volterrova ODE
PouZitd metoda # iteraci R? # nenulovych w;;
LS-ODE 10000 0.95865 6
Lasso-ODE 10000 0.95785 4
ELBO-N-ODE 5000 0.95223 4
ELBO-NiG-ODE 30000 0.95251 4
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Piestoze metoda LS-ODE doséhla nejlepsich vysledki vzhledem k R statistice, celkové se uka-
zala jako nejméné vhodnd. To pfedev§im z toho divodu, Ze nedokdzala spravné urcit nulové Cleny
vdhové matice. Vysledny model m4 proto zbytecné vysokou slozitost. Vysledky zde publikované
jsou ty, kterych bylo dosazeno pii volbé kroku k = 103.

Metoda Lasso-ODE se pro tuto dlohu ukdzala jako vhodnd. Nulové Cleny vahové matice byly
spravné uréeny. RovnéZ podle R? statistiky model vysvétluje data dobie. Vysledky zde zvefejnéné
jsou ty, kterych bylo dosazeno pfi volbé parametru A = 1 a kroku k = 1073,

Metoda ELBO-N-ODE se pro tuto tlohu také ukézala jako vhodna. Cleny vahové matice, které
mély mit nulovou hodnotu, jsou pro tuto dlohu sice vyssi, nicméné stle spliiuji naSe poZadované
kritérium |w;;| < 0.05. R? statistika ma vysokou hodnotu, takZe model popisuje data dobfe. Vysledky
zde zvefejnéné jsou ty, kterych bylo dosazeno pfti pocateéni volbé parametrii o; = 0.007, 7; = 0.1
a kroku k = 1073, Metoda ELBO-N-ODE se pro tuto tlohu rovnéz ukizala jako vhodna. Nulové
¢leny byly v tomto pifpadé uréeny s nejvétsi presnosti. Rovnéz podle R? statistiky model vysvétluje
data dobre. Vysledky zde publikované jsou ty, kterych bylo dosaZeno pii pocatecni volbé parametrii
o; = 0.05, a; = 10, b; = 0.05 a kroku k = 1073,

LV - ODE

W W
LS-ODE Lasso-ODE
W W
ELBO-N-ODE ELBO-NiG-ODE

Obrazek 7.1: Vysledny stav vdhové matice W jednotlivych metod pro Lotkovy-Volterovy diferenci-
dlni rovnice. Zelend barva oznacuje spradvné uréené parametry, cervend Spatné urené parametry a
oranzova parametry bliZici se ke spravné hodnoté€. U stochastickych metod (ELBO-N-ODE a ELBO-
NiG-ODE) je vyslednd hodnota napocitina jako primér poslednich 100 iteraci. U zbylych je vysledna
hodnota rovna vdhové matici v posledni iteraci.
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2000. iterace

10. iterace

5000. iterace

10

Obrazek 7.2: Priibéh uceni soustavy Lotkovych-Volterovych diferencidlnich rovnic popsanych v 7.2
za pouziti metody LS-ODE 6.1 a Rungova-Kuttova fesi¢e 5. fadu. Sed4 kiivka zndzortiuje spravné
feSeni. Barevné body znaci experimentdlni data D. Barevné kiivky pak znaci feSeni s vdhovou matici
W v k-té iteraci.

Wy
Wiy

Wy

Wy
Wy
1+ Wy

50x10 110x10° 15x10° 20x10°
iterace

Obrézek 7.3: Priib&h uceni jednotlivych vah w;; pro Lotkovu-Volterovu diferenciélni rovnici popsanou
v 7.2 za pouziti metody LS-ODE 6.1 a Rungova-Kuttova fesice 5. fadu.
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2000. iterace

5. 10. iterace

5000. iterace ) 20000. iterace

Obrazek 7.4: Priibéh uceni soustavy Lotkovych-Volterovych diferencidlnich rovnic popsanych v 7.2
za pouziti metody Lasso-ODE 6.2 a Rungova-Kuttova fegice 5. fadu. Sedé kiivka znazoriiuje spravné
feSeni. Barevné body znaci experimentalni data D. Barevné kiivky pak znaci feSeni s vahovou matic{
W v k-té iteraci.

Wy
wyy

wys
Wy

Wy
“'YZ\S

50x10 10x10° 15x10° 20x10°
iterace

Obrézek 7.5: Priibéh uceni jednotlivych vah w;; pro Lotkovu-Volterovu diferencidlni rovnici popsanou
v 7.2 za pouziti metody Lasso-ODE 6.2 a Rungova-Kuttova fesice 5. fadu.
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30. iterace ) 500. iterace

1900. iterace ) 10000. iterace

Obrazek 7.6: Priibéh uleni soustavy Lotkovych-Volterovych diferencidlnich rovnic popsanych v 7.2
za pouziti metody ELBO-N-ODE 6.3 a Rungova-Kuttova fesi¢e 5. fadu. Sedd kiivka zndzoriiuje
spravné feseni. Barevné body znaci experimentalni data D. Barevné kiivky pak znaci feseni s vdhovou
matici W v k-té iteraci.

15

05 -

00 -

-05

0 2500 5000 7500 10000
iterace

Obrézek 7.7: Priibéh uceni jednotlivych vah w;; pro Lotkovu-Volterovu diferenciélni rovnici popsanou
v 7.2 za pouziti metody ELBO-N-ODE 6.3 a Rungova-Kuttova fesice 5. radu.
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10. iterace ) 6000. iterace

11000. iterace ) 40000. iterace

Obrazek 7.8: Pribéh uceni Lotkovych-Volterovych diferencidlnich rovnic popsanych v 7.2 za pouZiti
metody ELBO-NiG-ODE 6.4 a Rungova-Kuttova fesi¢e 5. fadu. Sedd kiivka zndzorfiuje spravné
feSeni. Barevné body znaci experimentalni data D. Barevné kiivky pak znaci feSeni s vahovou matic{
W v k-té iteraci.

wy,

Wiy

Wiy

Woy

l | “)22
W3

0 1x10° _2x10° 3x10° 4x10°
iterace

Obrézek 7.9: Priibéh ucenf jednotlivych vah w;; pro Lotkovu-Volterovu diferenciélni rovnici popsanou
v 7.2 za pouziti metody ELBO-NiG-ODE 6.4 a Rungova-Kuttova fesice 5. fadu.
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7.2 Harmonicky oscilator ODE

Nyni se pokusime metody aplikovat na fyzikdlni systém harmonického oscildtoru. Ten je popsan
diferencialn{ rovnici

d*x dx
F=m—=-kx—-c—
dr? dt
NN . . dx . L : dx
s pocateénimi podminkami E(O) = a,x(0) = b. Tato rovnice se dd pouZitim substituce i Yy a

x = y; prevést na soustavu dvou diferencidlnich rovnic prvniho fadu

Y2

, k c
Yy ==——Yr— —y2
m m

7
b

s pocatecnimi podminkami y,(0) = a,y;(0) = b. Do soustavy pfidime jednu piebytecnou bazickou
funkci, kterd ndm tilohu mirné zkomplikuje. MiZeme se presvédcit, Ze soustava diferencidlnich rovnic
opét spliuje poZadovany tvar

. (0
0&(1) [y'l(f)] W= [wu w12 w13] 3 [ 0 1 0] _ i
= -7 = = "l=|4 , f&ED) = | yan)
ot yz([) wy; Wy W3 Im /m 0O y1(Hya (1)

Ukolem bude opét nalézt hodnoty &lenti vdhové matice tak, aby se co mozn4 nejvic bliZily skute¢nym
hodnotdm W. Tu si pro tuto tlohu zvolime nésledovné:

— [00 10 00
W= [—1.5 0.0 o.o]

Rovnici pak budeme feSit na intervalu [0, 10] s pocatecnimi podminkami [y1(0), y2(0)] = [1,1]. V
bodech #; = ih pro i € {0,...,20} a h = 0.5. Ke zkoumanym bodim pak pfidime ndhodnou chybu
e;i ~ N(0,02), kde o = 0.1. Po&4tecn{ stav aproxima¢ni matice byl pro viechny metody volen

-0.1 -0.1 -0.1
W= [—0.1 0.1 —0.1]'

Pro jednotlivé metody dostaneme nasledujici vysledky.

Harmonicky oscildtor ODE
PouZitd metoda # iteraci R? # nenulovych w;
LS-ODE 10 000 0.13207 6
Lasso-ODE >100 000 0.09619 3
ELBO-N-ODE >170 000 0.18490 6
ELBO-NiG-ODE 30 000 0.97942 2
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Metody zaloZené na maximalné vérohodném odhadu (LS-ODE a Lasso-ODE) se pro tuto tilohu
ukdzaly jako nevhodné. Optimalizacni algoritmus ADAM nebyl schopen nalézt globdlni minimum
ztratovych funkei pro Zadnou z voleb kroku k € {1072, 1073, 107#}. Vysledky zde publikované jsou
ty, kterych bylo dosazeno pii volbé k = 1073, Vzhledem k R statistice se jednalo o ty nejlepsi pro
obé metody. Pro metodu Lasso-ODE byl zvolen parametr A = 1.

Metoda ELBO-N-ODE se pfi feseni této dlohy také ukazala jako nevhodnd. Vysledky zde publi-
kované jsou ziskané pfi volbé vychoziho stavu o; = 0.05 a 7; = 0.15 pro Vi = {1, ..., 6}. NejlepSich
vysledki vzhledem k R? statistice bylo dosaZeno pii volbé kroku k = 107*. V priibéhu feseni tlohy
touto metodou, bylo ¢astym jevem, Ze pro nékteré vzorky € ~ N(0, 1) feSeni diferencidlni rovnice na
zvoleném intervalu divergovalo. V disledku pak fe§i¢ diferencidlni rovnice nebyl schopen napocitat
vzorky na celém intervalu. V takovych pfipadech byl vygenerovany novy vzorek a stary zapomenut.

Jedind metoda, kterd dokédzala tuto dlohu zdarné vyfesit je ELBO-NiG-ODE. Vsechny ¢leny
vahové matice byly urCeny spravné s pomérné velkou presnosti. Tomu ziejmé napomohl fakt, Ze
generované body mély mensi rozptyl nez u predchozi tlohy. Vysledky zde publikované jsou ziskané
privolbé a; = 10, b; =20 ac; = 0.14 pro Vi = {1,...,6} akroku k = 1073.

LHO - ODE

w w
EM -0'413 M -0.714
-0.974 | -0.174 | -0.904 m

LS-ODE Lasso-ODE

w
-1.247 | -0.799 | -0.437

ELBO-N-ODE ELBO-NiG-ODE

W

Obréazek 7.10: Vysledny stav vdhové matice W jednotlivych metod pro dlohu harmonického oscila-
toru. Zelend barva oznacuje spravné urCené parametry, Cervend Spatné urCené parametry a oranZova
parametry bliZici se ke spravné hodnot€. U stochastickych metod (ELBO-N-ODE a ELBO-NiG-
ODE) je vyslednd hodnota napocitana jako primér poslednich 100 iteraci. U zbylych je vysledna
hodnota rovna stavu vdhové matice v posledni iteraci.
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50. iterace 200. iterace

600. iterace 20000. iterace

Obrazek 7.11: Priibéh uceni soustavy diferencidlnich rovnic pro harmonicky oscildtor popsany v 7.2
za pouziti metody LS-ODE 6.1 a Rungova-Kuttova fesi¢e 5. fadu. Sed4 kiivka zndzortiuje spravné
feSeni. Barevné body znaci experimentdlni data D. Barevné kiivky pak znaci feSeni s vdhovou matici
W v k-té iteraci.

-025

-0.50 -

-1.00 — — — —
0 5.0x10 .10x10 1.5x10 2.0x10
iterace

Obrézek 7.12: Priibéh uceni jednotlivych vah w;; pro Harmonicky oscildtor popsany v 7.2 pii pouZité
metodé LS-ODE 6.1 a Rungova-Kuttova fesice 5. fadu.

60



100. iterace

10000. iterace

1000. iterace

100000. iterace

Obrazek 7.13: Priibéh uceni soustavy diferencidlnich rovnic pro harmonicky oscildtor popsany v 7.2
za pouziti metody Lasso-ODE 6.2 a Rungova-Kuttova fesice 5. fadu. Seda kiivka zndzoriiuje spravné
feSeni. Barevné body znali experimentdlni data D. Barevné kiivky pak znalf feSeni s vahovou matic{

W v k-té iteraci.

05 -

0.0 -

Wy

Wiz
Wy
Wy

W3

-10 -

25x10' 5.0%10' 7510’ 1.0x10°

iterace

Obrézek 7.14: Priibéh uceni jednotlivych vah w;; pro Harmonicky oscildtor popsany v 7.2 pii pouZité
metodé Lasso-ODE 6.2 a Rungova-Kuttova fesice 5. fadu.
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30. iterace ) 6000. iterace

30000. iterace ) 170000. iterace

Obrazek 7.15: Priibéh uceni soustavy diferencidlnich rovnic pro harmonicky oscildtor popsany v 7.2
za pouziti metody ELBO-N-ODE 6.3 a Rungova-Kuttova fesi¢e 5. fadu. Sedd kiivka znazoriiuje
spravné feSeni. Barevné body znaci experimentdlni data D. Barevné kfivky pak znaci feSeni s vdhovou
matici W v k-té iteraci.
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0.0 -

05+

-10 -

0 5.0%10° . 10x10° 15x10°
iterace

Obrézek 7.16: Priibéh uceni jednotlivych vah w;; pro Harmonicky oscildtor popsany v 7.2 pii pouZité
metodé ELBO-N-ODE 6.3 a Rungova-Kuttova fesice 5. fadu.
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5 50. iterace 5. 13000. iterace
1 * °
0 L
1F
20 2 4 6 8 10
t
5 16000. iterace 5. 30000. iterace

Obrazek 7.17: Pribéh uceni soustavy diferencidlnich rovnic pro harmonicky oscilator popsany v 7.2
za pouziti metody ELBO-NiG-ODE 6.4 a Rungova-Kuttova fesice 5. fadu. Sedé kfivka zndzortiuje
spravné feSeni. Barevné body znaci experimentdlni data D. Barevné kiivky pak znaci feSeni s vdhovou
matici W v k-té iteraci.

'LUH
’11)12
W3
’U)Zl

Wy
Was

- - - - -
1x10 _2x10 3x10 4x10
iterace

Obrézek 7.18: Priibéh uceni jednotlivych vah w;; pro Harmonicky oscildtor popsany v 7.2 pii pouZité
metodé ELBO-NiG-ODE 6.4 a Rungova-Kuttova fesice 5. fadu.



Zaver

Primarnim tkolem této price bylo sestavit funkéni program, ktery dokdZe z experimentdlnich
dat zpétné odvodit tvar diferencidlni rovnice, za pomoci které byly data generovany. Pfi feSeni této
ulohy jsme méli uprednostnit feseni, které dokaze fyzikalni systém popsat co moznd nejjednodussim
zplisobem.

Proto, abychom byli takovou tlohu schopni fesit, jsme si nejprve potfebovali zavést numerické
metody pro feSeni diferencidlnich rovnic. U téchto metod jsme se omezili na feSeni diferencidlnich
rovnic s poc¢ate¢nimi podminkami. Z toho divodu jsou i findlni metody pro urceni struktury diferen-
cidlnich rovnic schopny fesit pouze tento typ dlohy.

Dalsi nezbytnou ¢asti pro feSeni této tlohy jsou optimalizacni algoritmy. Jednim z ndmi predsta-
venych optimalizacnich algoritmil byl algoritmus ADAM. Ten je jednim z nejpouzivanéjsich optima-
liza¢nich algoritmi v oblasti strojového ucen.

Celkové jsme popsali Ctyfi rizné metody pro hledani struktury diferencidlnich rovnic. Dvé me-
tody byly odvozeny za pomoci maximalné vérohodnych odhadi. Dvé za pomoci teorie aproximac-
nich Bayesovych metod. VSechny tyto metody byly urceny predevsim vyslednym tvarem své ztratové
funkce. Ta se za pomoci optimaliza¢niho algoritmu musela minimalizovat, coZ nds pfi nalezeni glo-
balnitho minima vedlo na spravny tvar diferencidlnich rovnic. Pfi jejich porovnavani na konkrétnich
ulohach v kapitole 7 se vSak ukdzalo, Ze dosaZeni globdlniho minima ztratové funkce mizZe byt pro
nékteré metody problematické. Nejlepsich vysledkd pro obé fesené tilohy dosahla metoda vyuZivajici
pro aproximaci normélni rozdéleni a inverzni gamma rozdéleni.

Z Casovych divodd jsem bohuzel uz nebyl schopen dané metody aplikovat na redlna data. Proto
vSechny zde uvedené piiklady obsahuji pouze uméle generovand data. Tomuto nedostatku bych se rad
vénoval ve svém navazujicim studiu ve vyzkumném tkolu.
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