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Abstrakt

Tento dokument shrnuje préaci na téma au-
tomatické vyhodnocovani jednoduchych
slovnich tloh. Jednd se o problém, jenz
spada do kategorie pocitacového zpraco-
vani prirozeného jazyka, které je stale ak-
tualnim tématem. Ve své praci se kon-
krétné vénuji automatickému vyhodno-
covani slovnich tloh v ¢eském jazyce. V
textu popisuji implementaci dvou reseni.
Prvnim fesenim je vyhodnocovani podle
syntaktické analyzy, slovnikt a heuristik.
Druhé feseni je primarné zalozeno na stro-
jovém uceni a kromé toho jinym zpusobem
vyuziva syntaktickou analyzu, slovniky a
heuristiky.

Klicova slova: automatické
rozpoznavani, slovni tlohy, ¢esky jazyk,

vétny rozbor, strojové uceni

Vedouci: doc. RNDr. Daniel Prisa,
Ph.D.

Karlovo namésti 13,

Praha 2
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Abstract

This document summarizes work about
automatic evaluation of simple word prob-
lems. This is a problem that belongs to
the category of computer processing of a
natural language, which is still a topical
issue. In this work I focus on automatic
evaluation of word problems in Czech lan-
guage. Implementations of two solutions
are presented. The first solution is evalu-
ation by syntax analysis, dictionaries and
heuristic. The second solution is primar-
ily based on machine learning and besides
that it uses syntax analysis, dictionaries
and heuristic in other way.

Keywords: automatic evaluation, word
problems, Czech language, sentence
analysis, machine learning

Title translation: Automatic
Evaluation of Mathematical Word
Problems
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Kapitola 1

Uvod

B 11 ci prace

Se slovnimi tlohami se setkal kazdy zak v hodindch matematiky. Muzeme
si polozit otazku, jakou maji roli v matematice. Odpovédi je, ze stavi zaka
do pozice, kdy na zdkladé teorie Tesi praktické problémy. Dalo by se také
fict, ze zaka motivuji a jsou prostfedkem k dosazeni zazivnéjsi formy vyuky.
Piikladem miize byt tloha na vypoéet plochy zahrady. Zaci se ve $kole udi,
jak vypocitat velikost plochy pomoci vzorecku. Bohuzel k tomu, aby tuto
znalost vyuzili v praxi moc prilezitosti nemaji. Proto jsou tu slovni tlohy,
které je postavi pred prakticky problém, kde svou znalost vyuziji.

Pokud si zdk nevi rady s resenim slovni tlohy, muze pro néj byt tento
prakticky zptisob matematiky na druhou stranu demotivujici, a tim padem
miize zdjem o matematiku naopak opadat. Proto je dulezité zkoumat slovni
ulohy a pomoci tak zdktm odhalit postup, kterym by se slovni tiloha dala
resit. V soucasné dobé jiz dokonce existuji nékteré aplikace, které fesi slovni
ulohy i s postupem. Prikladem je aplikace na matematickém webu Wolfram
Alphall K této aplikaci se podrobnéji dostaneme v kapitole 2l

Cilem této prace je pokus o nalezeni obecného algoritmu, ktery by fesil
slovni tlohy pro prvni tri tfidy prvniho stupné zakladnich skol. Konkrétné
se bude jednat o dva algoritmy implementované dvéma riznymi zpusoby.

Lwolframalpha.com



1. Uvod

V ramci této prace vznikly dva datasety slovnich tloh v ¢eském jazyce. Ve
slovnich tlohédch se mohou objevit zdkladni matematické operace (+,—,*,/)
v riznych kombinacich. Na zakladé tohoto algoritmu by mohl vzniknout
vyukovy nastroj, ktery by zaktim pomahal pfi vyuce matematiky. Jakmile by
zak mél se slovni tlohou potize, nastroj by mu mohl poskytnout napoveédu.

B 1.2 Didakticky pohled

Nejprve jsem se pri svém projektu rozhodl prozkoumat to, jak na danou
problematiku pohlizi ti, kterych se tato problematika tyka, tedy déti. Vel-
kym zdrojem informaci pro mé byla prace [MHO04], konkrétné kapitola 22 -
Zpracovani informaci pfi Teseni slovnich iloh. Pro vyfeseni slovni ulohy je
potieba nejprve znat teorii - néjaky model, ktery nasledné po extrahovani
potfebnych informaci ze slovni tlohy pouzijeme k ziskani vysledku.

Uvazujme slovni tlohu:
Pavel md 2 jablka. Petr md 3 jablka. Kolik jablek maji dohromady?

Jako teoreticky model ndm v této tloze poslouzi s¢itani dvou ¢isel. Slovni
tloha by se ndm nezménila, kdyby misto jablek bylo v zadani cokoliv jiného.
Slovni tloha by se také nezménila, kdyby misto Pavla a Petra byla jind jména.

Pro tesitele slovnich tloh je v prvni radé klicové extrahovat spravné infor-
mace (vztahy, vazby, ¢isla). Resitel musi pochopit, o jaky problém se ve slovni
dloze jednd a nasledné musi pochopit, na co se slovni iloha pta. Podoba ex-
trahovanych informaci neni pevné dana. Tvorba i uchovani informaci ztstava
na resiteli. Extrahovani informaci je klicovym procesem v feseni slovnich tloh.
P1i chybném extrahovani nemusi existovat model, ktery by slovni tilohu fesil.

Po spravném extrahovani dualezitych informaci resitel hleda model, ktery
ma byt aplikovan ke spravnému vyteseni tlohy. Cilem modelu je spravné
resit slovni dlohu. Nalezeni modelu nemusi byt jednoznac¢né. Model miize
byt tézké nalézt, anebo je zapotifebi zkombinovat vice modeli. Slovni tloha
miize obsahovat podulohy, jejichz vysledky jsou potfeba ke spravnému reseni.
extrahovanych informaci. To znamena, zZe pro slovni tlohu nemusi existovat
pouze jedno Teseni a zalezi na tom, jak data extrahujeme a nasledné jaky
model pouzijeme.



1.3. Pocatky automatického vyhodnocovani matematickych slovnich tloh

Neexistuje zadny obecny algoritmus, jak extrahovat data a nalézt spravny
model. Jak se tedy déti uci fesit slovni tlohy? Existuje nékolik metod, kterymi
pedagogové mohou pomoci zdkim. Jednou z metod je napriklad zdramati-
zovani dané slovni tilohy. To znamend, ze déti se do slovni ilohy ,vziji“ a
tim 1épe pochopi, které informace jsou dulezité, a které ne. Tato metoda se
vyuziva u nejmensich zakl. Dalsi metodou je naptiklad hledani potfebnych
informaci a modelu s pomoci pedagoga. Pedagog v danou situaci funguje jako
pruvodce, ktery zaktum udava smér v Teseni slovnich uloh.

B 1.3 Pocgatky automatického vyhodnocovani
matematickych slovnich aloh

Myslenka automatického vyhodnocovani matematickych slovnich tloh saha
az do roku 1963 a je naznacena v praci [FFG3|. Jedn4 se o shrnuti dosavadnich
poznatkl umélé inteligence znamych k tomuto datu a diskuzi o tom, co by v
budoucnu mohla uméla inteligence pfinést.

V praci mizeme najit kapitolu Machines That Play Games, ktera shrnuje
poznatky o teorii her nebo kapitolu Pattern Recognition, kterd se zaméiuje
na rozpoznavani. Kapitola Problem-solving, jejiz podkapitolou je GRﬂ A
PROGRAM THAT SIMULATES HUMAN THOUGHT, shrnuje poznatky
ohledné obecného feseni problému. Zaklady pocitacového zpracovani priro-
zeného jazyka muzeme nalézt v kapitolach Question-answering Machines a
Verbal Learning and Concept Formation.

Za zminku stoji prvni program fesici matematické slovni tlohy, ktery nese
nazev STUDENT. Program vznikl roku 1964 jako diplomova price [Bob64],
jejimz autorem je Daniel G. Bobrow. Program je napsany v programovacim
jazyce Lisp.

2GPS - General Problem Solver






Kapitola 2
Existujici reSeni

Mezi prukopniky automatického feseni slovnich tloh patii Nate Kushman a
spol., ktefi se ve své praci [KAZB14] z roku 2014 vénuji pravé automatickému
reseni slovnich tloh. Jejich TFeseni je zaloZzeno na sémantické interpretaci,
extrakei informaci a samotném feseni slovnich tiloh. Refeni dosahuje téméi
70% uspésnosti. V ramci zminované prace byl vytvoren dataset Algh14, ¢itajici
514 anotovanych slovnich tloh.

B 21 Principy

Automatické feseni slovnich tloh miize fungovat na 3 principech. Slovni tilohy
miuzeme vyhodnocovat:

® podle predem definovanych vzoru
® pomoci strojového uceni (dnes zejména neuronové sité)

B pomoci syntaktické analyzy, slovnik a heuristik

Je mozné tyto principy kombinovat, jak to naptiklad déla i Nate Kushman
v praci [KAZBI14], kde pomoci definovanych vzoru a strojového uceni fesi
slovni tlohy. Vice informaci k principtim je mozné nalézt v , kde je
pouziti postupt popsano i chronologicky.

7



2. Existujici reseni

| ) Vyhodnocovani podle vzort

V kapitole [1] jsme méli ptriklad slovni tlohy, u které jsme si fikali, ze model by
se nezménil, kdyby doslo ke zméné jmen nebo ¢isel. Této vlastnosti vyuziva
princip vyhodnocovani podle vzort. Pro slovni tlohu se hleda vzor, ktery by
ji reprezentoval. Celé vyhodnocovani si mtizeme predstavit jako slovnik, kde
klice jsou regularni vyrazy a hodnota klice jsou matematické operace s éisly
ze slovni tlohy.

{NOUN1 m& NUM1 NOUN3. NOUN2 ma NUM2 NOUN3. Kolik NOUN3
maji dohromady? : NUM1 + NUM2}

NOUN1 a NOUN2 jsou podstatna jména - entity, NUM1 a NUM2 jsou
¢isla a NOUNS je podstatné jméno - entita (predmét). Tento slovnik o jednom
klici by resil tlohu z kapitoly |1/ pro libovolna jména, pfedmeéty i ¢isla. Vyhodou
tohoto principu je jednoduchost. Nevyhodou je potieba velkého mnozstvi
definovanych vzora. Bohuzel tento princip se nehodi pro slovni tlohy v ¢eském
jazyce. Cesky jazyk ma volny slovosled, coz znamené, ze pofadi vétnych ¢lent
neni pevné dano. Proto, aby se tento princip vyporadal s volnym slovosledem,
by potteboval jesté vétsi mnozstvi definovanych vzorti. Na tomto principu
funguje zminovana aplikace na webu Wolfram Alpha, o které jsme hovorili v
kapitole [1. Pro vétsi generalizaci muzeme slova, kterd nejsou prevedena do
entit, ¢isel a pfedmétii, prevést do jejich zédkladniho tvaru. Vysledny vzor by
pak vypadal takto:

NOUNI1 mit NUM1 NOUN2. NOUN3 mit NUM2 NOUN2. Kolik NOUN2
mit dohromady?

V takto prevedeném tvaru muzeme eliminovat sklonovani slov, které je pro
cesky jazyk typické.



2.2. Vlyhodnocovani podle vzorii

Rachel has 17 apples. She gives 9 to Sarah. How many apples does Rachel have now? =]

2 Upload it Examples >3 Random

ffa Extended Keyhoard

Assuming Rachel (female) | Use Rachel (male) instead

Assuming Sarah (female) | Use Sarah (male) instead

Input interpretation

Rachel has 17 apples.
Rachel gives 9 apples to Sarah.
How many apples does Rachel have?
Result:
Rachel has 8 apples
Calculation:
17-9=8

Manipulatives illustration

H
~
o
o

Obrazek 2.1: Priklad uspésné vyteSené slovni tlohy aplikaci WolframAlpha i s
postupem.

Na Obrazku 2.1] si muzeme vSimnout uspésné fesené slovni tlohy jiz zmino-
vanou aplikaci na webu WolframAlpha. Kromé spravného vysledku dostavame
i postup, ktery by v piipadé strojového uceni nebyl soucasti vystupu.

9



2. Existujici reseni

Rachel has 17 bananas. She gives 9 to Sarah. How many bananas does Rachel have now? [=]

Ifs Extended Keyboard £ Upload i Examples >3 Random

Interpreting as: Rachel, Sarah

Assuming "Rachel” is a given name | Use as instead
Assuming Rachel (female) | Use instead
Assuming Sarah (female) | Use instead
Input interpretation
Rachel Sarah
Information for births:
Rachel Sarah
rank 198 67t
fraction 1093 people 452 people
number 1544 people per year 3734 people per year

S data based 2018 births and other SSA registrations in the US

Obrazek 2.2: Priklad netspésné vyfesené slovni tlohy aplikaci WolframAlpha.

Obréazek je prikladem netspésné vyteSené slovni tlohy programem
WolframAlpha. Netspésné fesend slovni tloha se lisi od tspésné fesené slovni
ulohy pouze v jednom slové.

B 23 Strojové uceni

Na rozdil od predchoziho principu je feSeni pomoci strojového uceni slozi-
téjsi, ale za to tispésnéjsi. Rad bych uvedl dvé prace, jejiz cilem bylo feseni
automatického vyhodnocovani slovnich tloh pravé za pomoci strojového uceni.

Préce z roku 2018 pouzivd ve svém FeSeni model seq2seq a
nepotfebuje zaddnou extrakci informaci. U tohoto feSeni autori objevili dvé
nevyhody - generovani Spatnych c¢isel, ktera nejsou ve slovni loze a generovani
¢isel na Spatnych pozicich. Generovani Spatnych cisel, které nejsou ve slovni
dloze, autori popisuji jako vlastnost, kdy se v rovnici fesici slovni tilohu
vyskytuji ¢isla, ktera se nenachézi v zadani slovni tlohy. Autori uvadi jednu
klicovou vyhodu, kterou jejich feseni mé a to, Ze jejich feSeni je schopné tvorit
rovnice, které nejsou v trénovaci mnoziné.

10



2.4. Syntakticka analyza, slovniky, heuristiky

Prace |[KAZB14]| jiz byla zminéna na zacatku kapitoly. Jedna se o feseni,
které na rozdil od predchozi prace pracuje se sémantickou interpretaci a
extrakci informaci. Jde o zcela odlisny piistup k reseni pomoci strojového

uceni.

Uspésnost obou praci miizeme porovnat, protoze byly spustény nad datase-
tem Algh14. [HLLY18| dosahla tspésnosti 82.5%, zatimco [KAZBI14] doséhla
uspésnosti témér 70%. Muzeme se domnivat, ze lepsich vysledku bylo v prvni
praci dosazeno z duvodu ¢asového rozdilu a pouzitim modelu seq2seq.

Ohledné velikosti a diverzifikovanosti datasetu prinasi zajimavé poznatky
. V ramci této prace vznikl novy dataset Dolphinl8K, ¢itajici pres
18000 anotovanych slovnich tdloh, ktery je vétsi a vice diverzifikovany nez
dataset Alghl4. V ramci experimentl se doslo k zavéru, ze vSechny mozna fe-
seni spusténd na tomto datasetu dosahuji horsich vysledki, nez na ptavodnich,
mensich a méné diverzifikovanych datasetech (napt. Alg514).

Models Alg514 | NumWordT6 NumWordT1 | Dolphinl8KT6 Dolphinl8KT]I
Seq2SeqAtin (MLE) 19.4% 19.7% 11.0% 13.0% 10.2%
+Copy (MLE) 41.4% 59.9% 23.0% 20.2% 12.9%
+Copy+Align (MLE) | 41.8% 60.4% 26.8% 21.0% 13.1%
+Copy+Align (RL) 44.5% 64.0% 29.2% 23.3% 15.9%
Huang et al. (2017) 81.6% 42.0% 20.8% 30.6% 28.4%
+ CASSHL (hybrid) 82.5% 65.8% 29.7% 33.2% 29.0%

Tabulka 2.1: Uspésnost vyhodnoceni podle [ALLY1S].

Muzeme si viimnout, Ze jak je zminéno v praci [HSLT16], tak dosahovana
uspésnost na vétsich a vice diverzifikovanych datasetech (Dolphin18KT6,
Dolphin18KT1) je zpravidla mensi, nez na mensich datasetech.

B 24 Syntakticka analyza, slovniky, heuristiky

Principem tohoto feseni je analyza mnoziny slovnich tloh po syntaktické
strance. To znamend, ze se zkoumaji vztahy mezi slovnimi druhy, vétnymi
¢leny a hledaji se pravidla, ktera by za pomoci slovnik a heuristik resila tlohy
z trénovaci mnoziny. Vyhodnocovani pomoci syntaktické analyzy, slovnik a
heuristik je mozné pouzit na mensi trénovaci mnozinu. Nevyhodou tohoto
principu je zavislost na spolehlivosti lingvistickych nastroji a analyzator.
Syntakticka analyza se v nékterych pripadech objevuje i ve strojovém uceni
jako predzpracovani dat.
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2. Existujici reseni

Piikladem pouziti tohoto principu mitze byt [HHEKI4] z roku 2014. Re-
senim je model ARIS, ktery nejprve analyzuje véty slovni tlohy. Nasledné
extrahuje relativni proménné a ¢isla. Tyto informace namapuje do rovnice.
ARIS vyuziva také strojového uceni, a to konkrétné algoritmu SVM, ktery
kategorizuje slovesa ve spojeni s kontejnery (slovo, souvisejici se slovesem)
do 7 kategorii (pozorovani, pozitivni, negativni, pozitivni prenos, negativni
prenos, vytvoreni, zanik).

12



Kapitola 3

Lingvistické nastroje, analyzatory

B 3.1 UDPipe

V jedné ¢asti navrzeného Feseni byl pouzit nastroj UDPipe [SS17], ktery
byl doporuceny odborniky na lingvistiku, konkrétné z Matematicko-fyzikalni
fakulty Univerzity Karlovy v Praze. Pfednosti tohoto nastroje je univerzalnost
- moznost pouzit k syntaktické analyze vét 90-ti jazykt. Néstroj zpracovava
vétu a vraci ji syntakticky analyzovanou ve formatu CONLL-U E| Priklad
véty ve formatu CONLL-U je mozné vidét na Obrazku a syntakticky
rozbor v podobé stromu na Obrézku 3.2

# newdoc

# newpar

# sent_id = 1

# text = Na hristi si hralo 5 déti.

1 Na na ADP 2 case _

2 hfiiti hrFiZté NOUN 4  obl _

3 si se PRON 4 obl _

4  hralo hrat VERB 0 root

5 5 5 NUM 6 nummod:gov _  _

6 deti dite NOUN 4  nsubj _  SpaceAfter=No
7 PUNCT 4 punct _  SpaceAfter=No

Obrazek 3.1: Priklad vystupu nédstroje UDPipe - CONLL-U formé&t

UDPipe funguje na principu neuronové sité. V tomto pripadé musime

"https://universaldependencies.org/format.html
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3. Lingvistické nastroje, analyzatory

bohuzel pocitat s chybovosti, protoze véty jsou zpracovany na zakladé natré-
novaného modelu, ktery i pres velikost pouzité trénovaci mnoziny (1.5 milionu
tokenti, 1.5 milionu slov a 88 tisic vét) déla chyby.

Na hristi si hralo 5 déti .

o

<root
hralo
root
VERB

%

hifisti si déti .
obl obl nsub)  punct

NOUN PRON NOUN PUNCT
Ma 5
case nummaod:gov
ADP NUM

Obrazek 3.2: Syntakticky rozbor v podobé stromu.

B 32 Natural Language Toolkit

Za zminku také stoji Natural Language Toolkit - NLTK EL jedné se o sadu
knihoven pro Python pro zpracovani prirozeného jazyka. NLTK obsahuje
spoustu aplikaci, mezi které patii napriklad lemmatizace, tokenizace, urceni
slovniho druhu a dalsi. Bohuzel, ¢esky jazyk nepatii mezi podporované jazyky,
proto tento nastroj nemize byt pouzit v této praci.

B 33 Cesky narodni korpus

Cesky narodni korpus | je akademicky projekt Filozofické fakulty Univerzity
Karlovy, jehoz historie saha az do roku 1994. Soucasti toho projektu je spousta
aplikaci pro zkoumani ¢eského jazyka. V ramci tohoto projektu vzniklo hned
nékolik obsahlych korpusi, z nichz nejvétsi - SYN (verze 8) ¢ita 4.5 mld. slov.
Korpusy obsahuji anotované texty z beletrie, oborové literatury a publicistiky.

Zhttps:/ /www.nltk.org/
3www.korpus.cz
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3.3. Cesky narodni korpus

Ke kazdému slovu nalezneme jeho lemma (zékladni tvar slova) a morfologické
znacky (informace o slovnim druhu, padu, ¢islu, case,...).
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Kapitola 4

Sesbirané slovni ulohy

V ramci této prace vznikly dva datasety - WP150, WP500. Slovni dlohy
obsazené v téchto datasetech jsou z uc¢ebnice [Rei96]. Dataset WP150 obsahuje
150 slovnich tloh. Dataset WP500 obsahuje 500 slovnich dloh. Dataset WP150
je podmnozinou trénovaci mnoziny datasetu WP500.

Piiklady sesbiranych tloh:

8 Jeden meloun vazi 6 kg. Kolik vdzi 7 stejngch melouni?
® Petr precetl 9 knih. Eva precetla 6 krdt vice knih. Kolik knih Fva precetla?

B Zavodu se zucastnilo 63 cyklisti ze Slovenska a 7 krdat méné cyklisti z
Rakouska. Kolik cyklisti zdvodilo?

8 Maminka koupila 20 tvarohovijch koldcki a 15 makovijch koldcku. Déti 8
koldaci snédly. Kolik koldci zistalo?

8 Osobni vlak mel 17 vagonu. Nakladni vliak mél o 28 vagonu vice. Kolik
vagoni mél nakladni viak?

Tyto tlohy byly rucné prepisovany, nebo byl pouzit software OCR. Slovni
tlohy jsou ulozZené v textovém souboru. Na kazdém tadku je jedna slovni
tloha, za ni vysledek a vyraz, ktery je feSenim. Hodnoty jsou oddéleny ,|*

Jeden meloun vazi 6 kg. Kolik vazi 7 stejnjch melound? | 42 | NUM1 * NUM2

17



4. Sesbirané slovni dlohy

Datasety jsou ulozené v adreséfi ./dataset/WP150 a ./dataset/WP500. V
adresarich jsou dva textové soubory traindata.txt a testdata.tzt.
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4. Sesbirané slovni dlohy

Cast I

Syntakticka analyza, slovniky a
heuristiky
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Kapitola 5

Zvoleny postup

Ze zvolenych postupt, které jsou uvedeny v kapitole 2, jsem se rozhodl pro
feSeni pomoci syntaktické analyzy, slovniki, heuristik a strojového uceni. V
této casti bych se rdd zaméril na feseni, které k nalezeni vysledku pouziva
syntaktickou analyzu, slovniky a heuristiky. Motivaci pro vybér tohoto reseni
je jednoduchost implementace oproti strojovému uceni a lepsi tispésnost oproti
vyhodnocovani podle vzoru.

B 5.1 Uchovani dat

Po sbéru prvnich 20-ti tloh jsem zacal s jejich analyzou. Analyzoval jsem,
ktera data jsou uzitecna a jak je uchovat. Na zakladé své analyzy jsem dosel
k zavéru, ze nejlepsi zptusob, jak extrahovand data uchovavat, bude tvorbou
struktur. Nasledujici priklad ukazuje slovni tlohy a moznou podobu uchovani
dat.

Priklad:
Maminka koupila na trhu 15 kg tresni a 5 kg jahod.
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5. Zvoleny postup

maminka

tresni jahod

Obrazek 5.1: Priklad struktury z véty.

. 5.2 Tvorba struktur

Dalsim cilem analyzy bylo zjistit, jak tato data extrahovat. Moji prvni mys-
lenkou bylo pouzit slovni druhy a vétné ¢leny, které nam vrati program
UDPipe ve formatu CONNL-U. Bohuzel toto extrahovani vedlo do slepé
ulicky. Syntaktickd analyza pomoci programu UDPipe neni tak spolehliva,
aby tento zplisob extrahovani mohl dobie fungovat. Vylepsovani extrakce dat
v trénovaci mnoziné vedlo k prefitovani, tim padem se tspésnost v testovaci
mnoziné zvysovala miniméalné. Dalsi moznosti bylo vyuzit syntakticky rozbor
v podobé stromu. Tento zpisob se osvédcil 1épe nez ten predchozi. Hlavni
myslenka vyuziti stromu spociva v tom, ze pokud je véta smysluplné napsana
a program UDPipe ji spolehlivé ohodnoti, tak pohybem ve stromu od uzlu,
ktery obsahuje dtlezité ¢islo, mizeme jednoduse vytvorit strukturu znazorné-
nou na Obrazku 5.1, Na nasledujicich prikladech vysvétlim myslenku extrakce
dat ze stromové struktury.
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5.2. Tvorba struktur

]
<root=

h.

[Fa

Pepicek /kulicek
nsubj obyj punct
PROPN NOUMN PUNCT

d
5

nummod-gov
NUM

Obrazek 5.2: Syntakticky rozbor slovni dlohy v podobé stromu.

Na Obrazku 5.2 vidime ¢islo ,,5¢ v listu. Jeho rodic¢ je slovo ,kulicek“. Tuto
vlastnost prevezmou slova i do nasi struktury. To, jestli je ¢islo ,,5“ kladné
nebo zaporné, urcime pomoci slovniku, ktery jsme ziskali analyzou. V takové
struktuie nam chybi informace KDO m4 kulicek ,,5%. Tady vyuzijeme toho,
ze nam program UDPipe dava informaci i o vétnych ¢lenech. Proto se ve vété
pokusime najit podmét, ten je ,Pepicek“. Vysledna struktura je zndzornéna
na Obrazku 5.3k

Pepicek

kulicek

Obrazek 5.3: Diagram extrakce z Obréazku 5.2
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5. Zvoleny postup

Uvedeme si priklad jesté na jedné vété.

o
<root
koupila
root
VERB
Alenka si bonbana
nsubj abl obj punct
NOUN PRON NOUN PUNCT
5 cokoladovych
nummod-gov amod
NUM ADJ

Obrazek 5.4: Syntakticky rozbor slovni tilohy v podobé stromu

Véta na Obrazku |5.4] se 1isi v tom, ze obsahuje privlastek ,cokoladovych*.
Tim paddem musi mit struktura trochu jinou podobu. Rodié¢ ¢isla 5 je slovo
,bonbént“. To ndm v nasi strukture nestaci. Proto ¢islo 5 v nasi strukture
bude mit za rodice souslovi ,,¢okoladovych bonbéntu“. Opét doplnime KDO
ma ¢okoladovych bonboénu ,,5¢.

Alenka

Cokoladovych
bonbén

Obrazek 5.5: Priklad struktury po extrakci dat.

Jak mtze byt vidét na Obrazku 5.2 a Obrazku 5.4, obé véty jsou tvoreny
pouze jednou vétou hlavni a obsahuji ¢isla. PTi analyze jsem zjistil, ze pro
slovni tlohy z trénovaci mnoziny neni potfeba zadna analyza vét, které
neobsahuji ¢isla. Pro extrakci dat z vét, které neobsahuji podmét, nebo se
skladaji z vice vét, pouzijeme rozklad nebo substituci. Substituci je mysleno,
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5.3. Zpracovani struktury

ze pokud véta neobsahuje podmét a chceme z té véty vytvorit strukturu, tak
si prevezmeme podmét z nejblizsi predchozi véty, kterd podmét obsahuje.
Rozklad véty znamend, ze pokud véta obsahuje spojku ,a“, tak mizeme vétu
rozdélit na dvé véty, aniz bychom narusili vyznam véty.

V nékterych slovnich tilohéach se extrakce dat délat nemusi. Vysledna rov-
nice je patrna z poctu c¢isel a slov v otdzce. Takovou slovni tlohu jsme jiz
meéli v podkapitole |1.2.

Slovni tloha:
Pavel ma 2 jablka. Petr md 3 jablka. Kolik jablek maji dohromady?

Konkrétné u této slovni dlohy si mizeme vSimnout, Ze jsou v ni dvé cisla
a otazka obsahuje slovo ,,dohromady“. Z toho mizeme usoudit, ze existuji
néjaka slova, kterd nam mohou fict, jakou matematickou operaci provést, aniz
bychom extrahovali data. Takova slova ukldaddm do slovnikt a u kazdé véty
budu nejprve nahlizet, jestli néjaké slovo ze slovniku neni v otazce. Pokud
zédné slovo v otdzce neni, pokracuji extrakci dat. Pokud takové slovo v otazce
je, zkontroluji podminku poctu ¢isel a podle toho bud aplikuji matematickou
operaci, nebo extrahuji data.

B 53 Zpracovani struktury

V této podkapitole budu vysvétlovat, jakym zptusobem zpracovavam vytvore-
nou strukturu popsanou vyse. Zpracovani uvedu na konkrétnim prikladu.

Maéame slovni ilohu:
Jirka ma 5 Zlutych auticek. Jirka md 8 modrych auticek. Kolik auticek mad
Jirka?

A méame vytvorenu strukturu:
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5. Zvoleny postup

Jirka

Zlutych modrych
auticek auticek

Obrazek 5.6: Extrahovand struktura.

Algoritmus funguje nésledovné:
Pozn.: KazZdou strukturu si mizZeme predstavit jako strom nebo vice stromai.

® za¢indme v hloubce 0 stromu/stromu

® pro kazdé slovo v otdzce (muze se jednat pouze o vybrané slovni druhy z
otazky) se podivame, jestli se vyskytuje v aktudlni irovni stromu/stromu

pokud se slovo vyskytuje, inkrementujeme hloubku a pokracujeme
v prohledavani v uzlech, kde jsme slovo nasli

pokud se slovo nevyskytuje v zddném uzlu, tak inkrementujeme
hloubku a pokrac¢ujeme prohledavani ve vsech uzlech, které jsou v
patii¢cné hloubce

B pokud jsem v listu, vratim ¢islo, nebo soucet

Ukéazka algoritmu:

Prvek v hloubce 0: Jirka

Kolik auticek ma Jirka 7

Inkrementujeme hloubku (hloubka = 1), prohleddvame potomky prvku ,Jirka
v hloubce 1.

Prvky v hloubce 1: zlutych autic¢ek, modrych auticek

Kolik auticek ma Jirka 7

V otéazce je slovo ,auti¢ek“. Nase prvky sice obsahuji toto slovo, ale pred nim
maji jesté pridavné jméno. Proto bereme, zZe jsem ani jeden z prvki v hloubce
1 nenalezli v otézce. Inkrementujeme hloubku (hloubka = 2) a posouvame se
do potomku prvka ,zlutych auticek“ a ,modrych auticek*

Prvky v hloubce 2 jsou listy obsahujici ¢isla 5 a 8. Secteme je.

Vysledek je 13.

“
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B 54 Algoritmus

5.4. Algoritmus

V této podkapitole se budu vénovat samotnému algoritmu, ktery fesi slovni

ulohu. Hlavni ¢asti algoritmu jsou zobrazeny na Obrazku

slovni tuloha

Y

preprocessing

existuje
zkratka?

tvorba
struktury

Y

hledani ve
strukture

Y

vysledek

Obrazek 5.7: Diagram znéazornujici algoritmus.

Vysvétleni komponent algoritmu.

® vstupem je slovni tloha

B preprocessing

V ramci preprocessingu dojde k rozdéleni vét, které obsahuji sloveso
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5. Zvoleny postup

a spojku ,a“. Dojde k nahrazeni sekvenci typu ,,5 krdt méné“, o 7
vice“, apod. za konkrétni ¢iselnou hodnotu. Probéhne nékolikrat
syntaktickd analyza programem UDPipe.

B existuje zkratka?

Tato komponenta se vyuziva pro slovni tlohy, které obsahuji pouze
dvé ¢isla. Algoritmus hleda specifickd slova ze slovniku (viz pfiloha
C), kterd by urcila, jestli se jednéd o soucet nebo rozdil. Slovnik byl
vytvoreny manudalné po ru¢ni analyze tiloh ve trénovaci mnoziné.

B tvorba struktury - popsana v podkapitole [5.2
® hledani ve strukture - popsano v podkapitole |5.3

B vysledek - feSeni tlohy reprezentované celym nezapornym cislem, pokud
algoritmus nenalezne zddné feseni, je jeho vystupem cislo -1

Priklad pouziti algoritmu (varianta s pouzitim zkratky):

vstup: Pohddkovd kniha md 96 stran. Klarka jiZ precetla 35 stran. Kolik
stran ji jesté zbyvd precist?

preprocessing: Syntaktickd analyza.

existuje zkratka?: Slovni tloha obsahuje 2 ¢isla. V otazce je slovo zbyt.
Zkratka existuje.

vysledek: 61

Priklad pouziti algoritmu (varianta bez pouziti zkratky):

vstup: Petr precetl 9 knih. Eva precetla 6 krat vice knih. Kolik knih Eva
precetla?

preprocessing: Petr precetl 9 knih. Eva precetla 54 knih. Kolik knih Fva
precetla? Syntaktickd analyza.

existuje zkratka?: Slovni tloha obsahuje 2 ¢isla, sloveso precist ale neni ve
slovniku. Zkratka neexistuje.

tvorba struktury: 'Petr’: ’kniha’: ’9’) "Eva’: ’kniha’: '54’

hledani ve strukture: Cely proces hledani ve struktuie je popsén v podka-
pitole 5.3l Zjednodusené znazornéni hleddni: Eva — kniha — 54

vysledek: 54
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Kapitola 6

Evaluace

Algoritmus SA fesici slovni tlohy, pomoci syntaktické analyzy, slovnika a
heuristik, je popsan v podkapitole 5.4, Zde uvadime vysledky analyzy jeho
presnosti. Predzpracovani a samotny algoritmus trva nékolik desitek vterin.

cas [s]
predzpracovani 19.6
algoritmus 2.9

Tabulka 6.1: Udaje o rychlosti feseni. Bylo méfeno predzpracovani slovnich tloh
z testovaci mnoziny datasetu WP500 a nésledné byla zvlast méfena rychlost
algoritmu na vsech datech ze zminované mnoziny. Méreni probéhlo na pocitaci
s Windows Subsystem for Linux a procesorem Intel(R) Core(TM) i7-8750H

CPU.

Reseni doséhlo nasledujicich vysledki:

WP150 dataset | WP500 dataset

trénovaci mnozina 76%

53.2%

testovaci mnozina 67.12%

28.87%

Tabulka 6.2: Uspésnost na datasetech pro testovaci a trénovaci mnozinu.
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6. Evaluace

Uspésnost SA na datasetu WP150

0 Bl Spravné feseni

Bl Spatné fedeni

Pocet slovnich uleh

L 18 L L +] Ll 13 X %]
TS I S R N R L
N T L R S O
T R A
w o A w

Viyrazy
(a): Vyhodnoceni na trénovaci mnoziné datasetu WP500.

Uspésnost SA na datasetu WP150

35 - Bl Spravné reseni

B Spatné feseni
30 1
251

20 A

15 4

Pocet slovnich uloh

a aQ &
R N o T‘w
o o o

Viyrazy

(b): Vyhodnoceni na testovaci mnoziné datasetu WP150.

Obrazek 6.1: Usp&snost na trénovaci a testovaci mnoziné datasetu WP150

30



6. Evaluace

Uspésnost SA na datasetu WP500

Bl Spravné feseni
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Viyrazy
(a): Vyhodnoceni na trénovaci mnoziné datasetu WP500.
Uspésnost SA na datasetu WP500
B Spravné reseni
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(b): Vyhodnoceni na testovaci mnoziné datasetu WP500.

Obrazek 6.2: Uspé&snost na trénovaci a testovaci mnoziné datasetu WP500
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6. Evaluace

Po evaluaci jsem se rozhodl zjistit pri¢inu netspéchu. Pri¢iny Spatného
vysledku nebo neohodnoceni slovni tlohy jsem rozdélil do nasledujicich tii
skupin:

I. chybné ohodnoceni pomoci programu UDPipe
II. chybny preprocessing
III. chybné vytvorena struktura

IV. chybné zpracovani struktury

V tabulce je mozné vidét rozlozeni chyb podle typu chyby a mnoziny, ve které
chyba nastala. V nasledujicich podkapitolach budu rozebirat konkrétni chyby
na datasetu WP150. Vzdy je budu rozebirat v ramci trénovaci a testovaci
mnoziny. Uvedené priklady chyb jsou z obou mnozin.

Mnozina I. II. I11. IV. celkem
trénovaci | 7/ 38.89% | 3 /16.67% | 5 /27.78% | 3/ 16.67% 18
testovaci | 9 /37.5% | 5/2083% | 9/375% | 1/41™% 24
obé 16 / 38.1% | 8 / 19.05% | 14 / 33.33% | 4 / 9.52% 42

Tabulka 6.3: Procentudlni zastoupeni typu chyb v trénovaci a testovaci mnoziné
pro datatest WP150.

R4d bych zminil ispéSnost komponenty ezistuje zkratka?, kterou muzeme
pozorovat v néslednicich tfech tabulkach. V tabulce [6.5a] mizeme vidét
uspésnost s pouzitim komponenty, v tabulce |6.5b| Gspésnost bez pouziti
komponenty. Tabulka|6.6/ndm dava informaci o tom, kolikrat byla komponenta
pouzita, a v zavorce je udaj, ktery rika, kolikrat pouziti zkratky vedlo k
chybnému vysledku.

(a) : Komponenta je pouzita. (b) : Komponenta neni pouzita.

WP150 | WP500 WP150 | WP500
train | 76% 53.2% train | 44% 30.8%
test | 67.12% | 28.87% test | 32.87% | 19.24%

Tabulka 6.4: Uspé&snost feSen{ s pouzitim komponenty ezistuje zkratka? a bez
pouziti.

Z tabulek tspésnosti mizeme vidét, ze pouziti komponenty ve vSech pripa-
dech zvysuje Uspésnost.
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6.1. Chybné ohodnoceni UDPipe

WP150 | WP500
train | 32 (0) | 82 (2)
test | 35 (0) | 31 (1)

Tabulka 6.6: Informace o tom, kolikrat byla komponenta ezistuje zkratka? v
feSeni pouzita. Udaj v zavorce udava, kolikrat pouziti komponenty vedlo k
chybnému vysledku.

Analyza chyb probéhla na 10 vzorcich z trénovaciho datasetu WP500.
Vysledkem bylo, ze v 30% doslo ke Spatnému vytvoreni struktury, ve 20%
ke Spatnému preprocessingu, ve 20% ke Spatnému zpracovani struktury, ve
20% byla chyba v ohodnoceni UDPipe a 10% byla chyba v komponenté
existuje zkratka?. Nékteré chyby lze opravit, v pripadé, Ze by chyba souvisela
s ohodnocenim programem UDPipe, pak by oprava nemusela byt mozné.

B 61 Chybné ohodnoceni UDPipe

Chyb vzniklych Spatnym ohodnocenim UDPipe bylo nejvice, a to 38.1%.
Ptiklad slovni tlohy:

Rodice koupili Tonikovi do skoly 8 sesiti, a Blance jen 5 sesitiu. O kolik sesiti
ma Blanka méné?

Prvni vétu této slovni dlohy byla v predzpracovani rozdélena.

Vznikly tyto 2 véty:

Rodice koupili Tonikovi do skoly 8 sesitu.

Rodice koupili Blance jen 5 sesiti.

Vime, ze by slovo rodi¢e mélo byt v obou vétach podmét.

Program UDPipe mi tyto dvé véty ohodnotil nasledovné:

# sent_id = 1
# text = Rodice koupili Tonikovi do 3koly 8 sesitd.
Rodice rodic  NOUNM 2  obj _
koupili koupit VERB @ root
Tonikovi Tonik  PROPN 2  nsubj
do do ADP 5 case L
skoly skola  NOUN 2  obl _
8 8 NUM 7 nummod:gov _
sesitd  sesit  NOUN 2 obj _  SpaceAfter=No
PUNCT 2 punct

00~ W P N =

Obrazek 6.3: Ohodnoceni ¢ésti slovni ulohy: Rodice koupili Tonikovi do skoly 8
sesitiu. programem UDPipe.
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6. Evaluace

# sent_id = 2
# text = Rodice koupili Blance jen 5 se3itl.

1 Rodice rodié  NOUN 3 xcomp _  _

2  koupili koupit VERB @ root o

3 Blance Blanka PROPN 2 nsubj _  _

4 jen jen PART 5 advmod:emph _

5 5 5 NUM 6 nummod:gov _

6 sesitd sesit  NOUN 2 obj _  SpaceAfter=No
7 3 . PUNCT 2 punct _  SpaceAfter=No

Obrazek 6.4: Ohodnoceni ¢ésti slovni lohy: Rodice koupili Blance jen 5 sesitu.
programem UDPipe.

Prestoze se véty od sebe lisi, tak v obou piipadech by slovo Rodice mélo
byt podmétem. Jak muzeme vidét na Obrazku [6.3|a Obrazku [6.4], tak ani v
jednom pripadé neni slovo Rodice urceno jako podmét. Toto chybné urceni
ma za nasledek spatnou tvorbu struktury a tim padem i nespravny vysledek.

Pri pokusu o opravu chyb v kddu, dochéazelo k prefitovani trénovaci mnoziny.
Tim péddem jsou chyby vzniklé chybnym ohodnocenim UDPipe nefesitelné.
Jediny progress muze nastat vydanim nového natrénovaného modelu.

B 6.2 Chybny preprocessing

Chyba v preprocessingu nastala v 19.05% pripadu chybné fesenych slovnich
dloh. Tato chyba by se v urc¢itych ptripadech dala eliminovat tim, ze by se
upravila implementace preprocessingu. V ostatnich pripadech by bylo potreba
velmi spolehlivého nastroje pro syntaktickou analyzu a moznost sklonovani
slov.

Uvazujme slovni tlohu:

V' dédeckove zahradé kvetou 3 tresmé a 10 jabloni. Kolik stromi kvete v
dédeckové zahradé?

Preprocessing rozdélil prvni vétu na dvé véty nasledovné:

V dedeckove zahradé kvetou 3 tresme.

V dédeckové zahrade kvetou 8 tresmé 10 jabloni.

Na prvni pohled je vidét, ze rozdéleni podle spojky ,a“ nebylo validné
provedeno, zaroven by v druhé vété meélo byt slovo ,kvetou“ ve spravném
tvaru.

Spravny tvar druhé véty by vypadal nasledovaneé:

V dédeckové zahradé kvete 10 jablond.
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B 63 Chybna struktura

Chybné vytvorend struktura se vyskytovala v 33.33% chybné feSenych slovnich
tloh. Tato chyba vznikla, protoze implementace tvorby struktur si nedokazala
poradit s konkrétni slovni ilohou. Chyba se d4 jednoduse eliminovat a to tak,
ze danou slovni tlohu zanalyzujeme a pokusime se feseni implementovat do
stavajici tvorby struktur.

Priklad slovni dlohy:

V kosicku je 8 hrusek. Maruska do néeho jesté 4 hrusky pridala. Kolik hrusek
je uz v kosicku?

Vytvorena struktura:

hruska Maruska do on

° jesté hruska
@

Obrazek 6.5: Chybné vytvorend struktura slovni dlohy: V kosicku je 8 hrusek.
Maruska do ného jesté 4 hrusky pridala. Kolik hrusek je uz v kosicku?

Hned na prvni pohled je vidét, ze struktura na Obrazku |6.5] je chybné
vytvorena. Moje implementace tvorby struktur nepredpokladé, ze entitou je
jiny vétny clen, nez podmeét.

B 64 Chybné zpracovani

Nejméné castou chybou je chybné zpracovani struktury a to 9.52%. Slovni
ulohy, ve kterych vznikla tato chyba je velmi tézké urcit, vzdy totiz souvisi s
predeslymi chybami. Chyby, které jsem klasifikoval jako chybné zpracovani
by se daly rozdélit do predeslych dvou skupin.

Priklad slovni tlohy:
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Helenka md v kasicce 9 korun. Jeji sestra Véra ma ve své kasicce o 1 korunu
méné. Kolik korun md v kasicce Véra?

Helenka jeho sestra

koruna koruna

Obrazek 6.6: Chybné vyhodnoceni struktury pro slovni ulohu: Helenka md v
kasicce 9 korun. Jeji sestra Véra md ve své kasicce o 1 korunu méné. Kolik korun
md v kasicce Véra?

Na struktuie v Obrézku [6.6) mizeme vidét, ze struktura je fakticky spravneé.
Jedinou malou chybou je chybny zakladni tvar ,jeho sestra“. Slovni tloha by
se nam spravné vyhodnotila, kdyby misto ,jeho sestra® bylo slovo ,,Véra“.
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Cast |1

Kombinace strojového uceni,
syntaktické analyzy, slovniki a
heuristik
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Kapitola 7

Zvoleny postup

Tato ¢ast se vénuje kombinaci strojového uceni, syntaktické analyzy, slovniki
a heuristik. Kvli nedostatktim programu UDPipe, které byly objeveny v
prvnim feseni, neni v tomto druhém feseni program UDPipe pouzit. Misto
programu UDPipe extrahujeme informace z korpusu SYN2015 ﬂm
Extrahovana data z korpusu jsou v podobé slovniku, kde klicem je slovo
a hodnotou je dvojice slovni druh a lemma. Slovni druh ve slovniku je vy-
bran podle absolutni ¢etnosti vyskytu slovniho druhu ke slovu v korpusu.
Extrahovany slovnik ma velikost téméf 1 milion kli¢ti. Ani tento zptisob ndm
nezarucuje bezchybnost, s chybovosti se potykame u urceni slovniho druhu.
Slovni druh neni vzdy jednoznacny pro slovo, ale pro pouziti daného slova ve
véteé. Prikladem je slovo ,rist“.

Slovo ,rust“ jako podstatné jméno:

»,Jeho rist je obrovsky.“

Slovo ,rust“ jako sloveso:

,Prestan uz rust!“

B 7.1 Slovni dloha jako bod v IR”

Rozhodl jsem se ke slovnim tlohdm pristupovat jako k bodiam v prostoru IR”,
kde n je pocet unikatnich vyrazu, resici nékterou ze slovnich tloh v trénovaci
mnoziné. Prevod slovnich tloh na bod je nezbytny pro aplikaci klasifikdtoru.
U tohoto feseni vyuzijeme skutecnost, kterd je zminéna v podkapitole -
ne vSechny slovni druhy jsou k feseni slovni tlohy potfebné. Pro pripomenuti
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7. Zvoleny postup

se jedna o podstatna a pridavna jména. Pro ostatni slovni druhy vytvorime
¢iselné vektory, pomoci kterych budeme slovni tlohy prevadét na cisla.

NUM1 + NUM2 NUM1 - NUM2 NUM1 + NUM2 NUM1 - NUM2

© © O ©

Obrazek 7.1: Piiklad vytvorené struktury pro sloveso, pomoci které prevadime
slovni tlohy na bod v IR™

Na Obrazku [7.1) mizeme vidét vytvorenou strukturu z trénovaci mnoziny,
se kterou budeme pracovat. Ze slovnich tloh extrahujeme vsSechny slovni
druhy kromé podstatného a piidavného jména. VsSechna slova roztiidime
podle slovniho druhu a k nim ulozime informaci, kde se ta slova nachézela,
odlisime tedy otazku slovni tlohy (QUESTION) od ¢ésti slovni ulohy se
zadanymi udaji (WP) a déle ulozime informaci o vyrazech ptislusnych tloh
(NUM1 + NUM2, ...). Pro kazdy slovni druh nam vznikne stromova struktura,
kde v listech jsou ¢isla, reprezentujici absolutni ¢etnost slov ve vyrazech a
castech slovnich tloh. Diky této strukture bude mozné kazdou slovni tlohu
reprezentovat jako bod IR".

Zjednodusené vytvoreni ¢iselného vektoru (za predpokladu, ze uvazujeme
pouze dva vyrazy):

Uvazujme slovni tlohu:

Adamovi je 8 let. Tomdsovi je 10 let. Kolik let je obéma klukim dohromady?
Pocatecni ciselny vektor:

{'NUM1 4+ NUM2’: 0, 'NUM1 - NUM2’: 0}

Ciselny vektor na ukéazku vytvoime pouze na zakladé sloves, proto pouzijeme
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7.2. Pouziti SVM

strukturu z Obréazku [7.1] Zacneme iterovanim pres véty a hledanim slovniho
druhu.

Véta Adamovi je 8 let. obsahuje sloveso ,byt“ a jednd se o ¢ast WP. Proto
pocatecni ¢iselny vektor inkrementujeme nasledovné:

{'NUM1 + NUM2: 0 + 16, 'NUM1 - NUM2": 0 + 8}

Véta Tomdsovi je 10 let. obsahuje sloveso byt a jednd se o ¢ast WP (¢ést
slovni tlohy bez otdzky). Proto ¢iselny vektor inkrementujeme nésledovné:
{'NUM1 + NUM2”: 16 + 16, 'NUM1 - NUM2": 8 + 8}

Véta Kolik let je obéma klukim dohromady? obsahuje sloveso ,byt* a jedna se
o ¢ast QUESTION (otézka slovni tilohy). Proto éiselny vektor inkrementujeme
nasledovné:

{'NUM1 + NUM2”: 32 4+ 13, 'NUM1 - NUM2": 16 + 5}

Vysledny ¢iselny vektor je:

{'NUM1 + NUM2”: 45, 'NUM1 - NUM2’: 21}

(45, 21)

B 7.2 Pousiti SVM

V predchozi podkapitole je popsano, jakym zptisobem pievedeme slovni tilohu
na ¢islo. V této podkapitole se budeme vénovat pouziti metody Support vector
machines pro nauceni klasifikdtoru. Motivaci pro vybér této metody bylo
nékolik. Support vector machines je metoda, kterd ndm umoznuje praci s
daty ve velkych dimenzich a na rozdil od perceptronového algoritmu dochazi
k mensimu prefitovani. Prednosti metody Support vector machines je jeji
flexibilita docilend pomoci volby jadra (kernel) a parametru C. Kernel ndm
dava moznost v ur¢itych pripadech linearné separovat nelinearné separovatelna
data tim, ze data zobrazi do vyssi dimenze, kde linedrné separovat jdou.
Parametr C' nam udava penalizaci za Spatné klasifikovani. Pro vice informaci
k Support vector machines doporucuji [Bis06]. Pro SVM je pouzita knihovna

scikit-learn L

Pro pfipomenuti nejzédkladnéjsi varianta SVM (binarni klasifikace, bez kernelu,
bez parametru C) [VEQ09):

Cilem SVM je najit nadrovinu (w, z) + b > 0, kterd maximalizuje vzdalenost
bodi od nadroviny. Trénovaci mnozina ma podobu {(x1,y1), ..., (Tm, Ym)},
kde x; € R™ jsou body a y; € {—1,1} znadi piislusnost tiidy. ReSeni lze
vyjadrit jako optimaliza¢ni dlohu:

1 2
w,b = argmin — ||w||
w,b 2

)

Thttps://scikit-learn.org/stable/
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7. Zvoleny postup

Za podminek:

Vyrazy v trénovaci mnoziné nejsou rovnomérné zastoupeny, proto za pomoci
genetického algoritmu najdeme optimélni vahu pro kazdou slozku bodu. Nové
vahy jsou ulozeny v podobé slovniku, kde klicem je ¢ast slovni dlohy, tzn.
WP nebo QUESTION, a hodnotou je dalsi slovnik, kde klicem je slovni druh
a hodnotou vdha (celé ¢islo). Tyto vahy vyuzijeme pii prevodu slovni tlohy
na bod.

Pro vybér kernelu a parametru C byl také pouzit geneticky algoritmus.
Parametr C by se spravné mél zjistovat crossvalidaci, kterou bohuzel v
pripadé datasett nebylo mozné pouzit, kvili nerovnomérnému zastoupeni
vyrazui a malé velikosti trénovaci a testovaci mnoziny. Nejlépe vysel Radial
basis function kernel, ktery by v pripadé vétsiho poctu vyrazi a velké trénovaci
mnoziny mohl mit delsi vypocetni cas. Déle byly testovany Linear kernel a
Polynomial kernel, kde oba dosahovaly horsich vysledkii, nez Radial basis
function kernel. Puvodni mySlenka hledani parametru C' byla pro hodnoty v
rozmezi od 1073, az po 103. Tato myslenka se ukézala jako velmi neprakticka,
z divodu vybéru nejvyssi hodnoty, kterd méla za nésledek velkou tspésnost
na trénovacich datech, za to mensi tispésnost na testovacich datech. Proto byla
zvolena hodnota parametru C rovna 10, tato hodnota dosahovala dobrého
poméru uspésnosti na trénovaci a testovaci mnoziné.

Geneticky algoritmus je spustén nad daty z trénovaci mnoziny. Hodnoty v
nulté generaci jsou voleny ndhodné a velikost nulté generace je vétsi nez 10.
Maximélni pocCet generaci je mozné predat parametrem, defaultné je nastaven

vvvvvv

vvvvvv

jedincu se nasledné vytvori nova generace reprodukei (kopiruje jedince do
nové generace beze zmény), kiizenim (jedince rozpulim a doplnim o nové
hodnoty) a mutaci (z jedince vytvorim 10 novych jedincu tim, ze ke kazdé
slozce pri¢tu ndhodné celé ¢islo v intervalu <-10, 10>). Zastavovaci podminka
pro geneticky algoritmus je tspésnost 1.
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B 73 Sanity check

Tuto kapitolu jsem pojmenoval ,sanity check®, podle terminologie stanovené
v ¢lanku [Harl4] (viz Kapitola 2) pro techniku pfedstavenou v [KAZBI14].
Nate Kushman ve své praci vyuziva predpoklad, ktery také vyuziji ve svém
feseni, ze vysledkem slovni tlohy je nezaporné ¢islo. Proto pfi tvorbé bodu,
ktery je popsan v podkapitole |7.1, nastavim na hodnotu 0 vSechny polozky,
které reprezentuji vyrazy, pro které by vychézel zaporny vysledek.

Dalsi predpoklad, ktery je v tomto feseni pouzit, je hledani sekvenci. Jde o
podobny princip, na kterém funguje komponenta existuje zkratka? z prvniho
feSeni (popsano v podkapitole 5.4), kterd je vice popséna v podkapitole |5.4.
Hledani sekvenci se nyni lisi tim, Zze sekvence byly sbirany poloautomaticky
a sekvence jsou komplexnéjsi a jsou hleddny v obou c¢astech slovni tlohy -
QUESTION, WP.

Priklad vyextrahované sekvence:

NOUN a NUM krat malo NOUN | NUM1 / NUM2

Priklad slovni dlohy, ve které by byla sekvence nalezena:

Maminka koupila na trhu 15 kg tresni a 8 krat méné jahod. Kolik kg ovoce
koupila dohromady?

Sekvence je Tetézec, ve kterém jsou podstatnd jména, pridavna jména a cisla
nahrazena identifikaitory NOUN, ADJ, NUM, ostatni slova jsou ve svém
zékladnim tvaru. Sekvence jsou oddélend od vyrazu pomoci symbolu ,,|“

B 7.4 Algoritmus

V této podkapitole se budeme blize vénovat samotnému algoritmu. Sled
komponent algoritmu je na Obrazku 7.2
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slovni Uloha
Y
workflow
obsahuje ano
sekvenci? N
ne
Y
SVM i vysledek ;
Y Y
vysledek konec

Obrazek 7.2: Diagram znazornujici algoritmus.

Vysvétleni komponent algoritmu.

® vstupem je slovni tloha
® workflow

Dochézi k prevodu slovni tilohy na ¢islo v IR™ postupem, ktery je
popsan v podkapitole |7.1.

= SVM
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Pfed samotnym algoritmem dochazi k normalizaci dat. Data jsou
normalizovana tak, aby stfedni hodnota byla rovna 0 a smérodatné
odchylka byla rovna 1. V algoritmu SVM je pouzit Radial basis
function kernel a parametr C' je roven 10. Vybér téchto konkrétnich
parametru je popsan v podkapitole [7.2L

Kéd pro normalizaci:

import numpy as np

def scale(x_points):

x_mean = np.mean(x_points, axis=0)
x_std = np.std(x_points, axis=0)
x_scaled = (x_points — x_mean) / x_std

return x_scaled

B obsahuje sekvenci?

Projde sekvenci vyrazu (viz priloha |C)), pokud existuje shoda, apli-
kuje vyraz nebo kombinaci vyrazt. Hleddani sekvence probiha v
QUESTION (otazka slovni tlohy), WP (&ast slovni tlohy bez
otazky). V tomto pripadé byly sekvence sbirany poloautomaticky.

® vysledek - na rozdil od predchoziho feseni toto feseni vzdy vraci nezaporné

¢islo

Zjednoduseny priklad pouziti algoritmu:

vstup: Kdja si nechal ddt na talit 5 jahodovych knedliki. Ma je sice moc rdd,
ale snédl jenom 4 knedliky. Kolik knedliku zbylo na taliri?

workflow: V tomto zjednoduseném prikladu pouziti bereme, ze n=2, proto
prevedeny normalizovany bod vypadd nésledovné: (-1.16131931, -2.15062701)

SVM:
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@
0.5 1
0.0 1
_0.5_
_1.0_
-157 ot Classes
’r’ ® NUMI1-NUM2
® e
. ‘ ® NUMI1 + NUM2
—2.04.” L # Unknown
T T T * T T T T T
—-2.5 -2.0 -1.5 -1.0 —-0.5 0.0 0.5 1.0

Obrazek 7.3: Graf na kterém jsou vidét body z trénovaci mnoziny a neznamy
bod.

Na grafu, ktery je na Obrazku[7.3 mizeme vidét, ze klasifikace pomoci metody
SVM byla uspésna a danému bodu by byl pritazen vyraz NUM1 - NUM2.
Body, které jsou v krouzku jsou support vektory a prerusované primky znaci
margin.

obsahuje sekvenci?: Komponenta obsahuje sekvenci? by v tomto pripadé
podle poctu cisel ve slovni tloze, ktery je 2, a slovese ,,zbylo“ v otazce urcila,
ze se jedna o vyraz NUMI1 - NUM2.

vysledek: 1
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Kapitola 8

Evaluace

V tomto Teseni neni zapotiebi prevod do CONLLU, diky ¢emuz ndm celkové
reseni spolu s predzpracovanim dat trva kratsi dobu.

OS | procesor cas [s]
WSL | Intel(R) Core(TM) i7-8750H CPU | 2.626

Tabulka 8.1: Udaje o rychlosti feSeni. V ramci méfeného ¢asu byla nacétena
trénovaci mnozina, na které byl natrénovany klasifikdtor a nésledné probéhlo
vyhodnoceni nad testovaci mnozinou datasetu WP500.

V Tabulce 8.2] je mozné vidét ispésnosti na datasetech.

WP150 dataset | WP500 dataset
trénovaci mnozina 89.33% 86.8%
testovaci mnozina 86.30% 74.89%

Tabulka 8.2: Uspésnost na datasetech pro testovaci a trénovaci mnozinu.
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Uspésnost SVM na datasetu WP150
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(a): Vyhodnoceni na trénovaci mnoziné datasetu WP500.

Uspésnost SVM na datasetu WP150

351 EEE Spravné fedeni

B Spatné feseni
30 A
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20 A
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Pocet slovnich uloh
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Viyrazy

(b): Vyhodnoceni na testovaci mnoziné datasetu WP150.

Obrazek 8.1: Uspésnost trénovac a testovaci mnoziny datasetu WP150

48



8. Evaluace

Uspésnost SVM na datasetu WP500
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(a): Vyhodnoceni na trénovaci mnoziné datasetu WP500.
Uspésnost SVM na datasetu WP500
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(b): Vyhodnoceni na testovaci mnoziné datasetu WP500.

Obrazek 8.2: Uspésnost trénovaci a testovaci mnoziny datasetu WP500

V ramci evaluace doslo k porovnani s heuristikou, kde fesenim je vyraz, ktery
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reprezentuje v ¢iselném vektoru slozka s nejvétsi hodnotou. Toto porovnani
probéhlo na jednotkovych vahach a ¢iselnych vektor nebyl normalizovan.
Priklad slovni tlohy, ktera byla heuristikou spatné klasifikovana, ale spravné
klasifikovana navrhovanym feSenim:

Na louce poletuje 35 Zlutych motyli a 5 krdat méné modrijch motglu. Kolik
motyli poletuje na louce?

uspésnost MAX [%] | tspéSnost SVM [%]
trénovaci WP150 0.76 92
testovaci WP150 89.04 87.67
trénovaci WP500 69.2 85.2
testovaci WP500 66.1 76.15

Tabulka 8.3: Prehled tspésnosti heuristiky MAX a feseni SVM. Heuristiku MAX
je nutné spoustét s jednotkovymi vahami, proto v tomto pripadé bylo reseni
SVM spousténo také s jednotkovymi vahami.

RAad bych zminil ispésnost komponenty obsahuje sekvenci?, kterou mizeme
pozorovat v néslednicich tfech tabulkach. V tabulce [8.5a] miizeme vidét
uspésnost s pouzitim komponenty, v tabulce |8.5b| Gspésnost bez pouziti
komponenty. Tabulka 8.6/ ndm davé informaci o tom, kolikrat byla komponenta
pouzita, a v zavorce je udaj, ktery nam udava, kolikrat pouziti zkratky vedlo
k chybnému vysledku.

(a) : Komponenta je pouzita. (b) : Komponenta nenf pouzita.
WP150 | WP500 WP150 | WP500

train | 89.33% | 86.8% train | 90.66% | 87.6%

test | 86.30% | 74.89% test | 86.3% 61.08%

Tabulka 8.4: Uspésnost feSeni s pouzitim komponenty obsahuje sekvenci? a bez
pouziti.

Z tabulek vidime, Ze bez pouziti komponenty doslo k mirnému nartstu
uspésnosti na trénovaci mnozing, ale k poklesu tispésnosti o 13% na testovaci
mnoziné datasetu WP500.

WP150 | WP500
train | 32 (3) | 95 (10)
test | 29 (0) | 115 (8)

Tabulka 8.6: Informace o tom, kolikrdt byla komponenta obsahuje sekvenci?
v Teseni pouzita. Udaj v zévorce udava, kolikrat pouziti komponenty vedlo k
chybnému vysledku.
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8.1. Pricina chyb

B 8.1 Piitina chyb

Moznou pri¢inou chyb u tohoto reseni je chybné reprezentovani slovnich tloh
jako bodu. Chyby mohou byt zptsobeny i volbou nevhodnych parametri
v metodé SVM. Komponenta obsahuje sekvenci? funguje spolehlivé pro
slovni tlohy, jejichz feSenim jsou jednoduché vyrazy, obsahujici pouze jednu
obsahovat vsechny sekvence, diky kterym by obsahuje sekvenci? objevila
hledany vyraz.

Analyzoval jsem 10 ndhodné vybranych chybné klasifikovanych slovnich
uloh z trénovaci mnoziny datasetu WP500. Mezi chybnymi slovnimi tilohami
se objevila slovni tloha, jejiz ¢iselny vektor byl nulovy. Tento stav zapfricinil
vznik struktury, ktery je popsan v podkapitole |7.1, kde se do struktury ne-
dostanou jednotkové vyskyty slov. Zbylé chybné klasifikované tlohy se tézko

analyzuji, coz demonstruje nasledujici priklad:

Martinka méla 6 panenek. K svdtku dostala zase 1 panenku. Kolik pane-
nek uz Martinka md? Pro tuto slovni dlohu vysel ¢iselny vektor:

(0, 0, 0, 0, -240, 0, 0, -129, 0, 0, 0, 0, 0)

Nenulové polozky reprezentuji vyrazy 'NUM1 + NUM2’ a 'NUM1 - NUM2".
Normalizovany vektor ma podobu:

(0.45, 0.70, 0.45, 0.87, 0.77, 0.30, 0.32, 0.56, 1, 0.29, 0.36, 0.16, 0.38)

Z obou ciselnych vektoru je mozné vidét, ze nedostaneme informace, pro¢
dand slovni tloha byla Spatné klasifikovana.
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Cast IV

Shrnuti
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Kapitola 9

Porovnani obou metod

ODbé evaluace TeSeni, které jsou popsany v kapitolach 6| a |8, probéhly podle
stejnych pravidel. Pravidla byla takova, ze se vyhodnocovaly vyrazy, které jsou
prinikem trénovaci a testovaci mnoziny. Druhé feseni je schopné vyhodnocovat
vyrazy, které jsou pouze zastoupeny v trénovaci mnoziné. Prvni feSeni na
rozdil od druhého toto omezeni nema.

Prikladem je slovni tloha:

Adam ma 5 kulicek. Tomds md 2 kulicky. Anna md 3 kulicky. Pepa md 1
kulicku. Kolik kulicek maji Anna a Pepa?

Vyraz Tesici tuto slovni tilohu neni zastoupen ani v jedné trénovaci mnoziné,
presto prvni feseni vyhodnoti slovni tlohu spravné. Mazeme tedy Tict, zZe
prvni feseni je pfi vyhodnocovani nezavislé na trénovaci mnoziné.

uspésnost SA | ispésnost SVM
trénovaci WP150 | 76% 89.33%
testovaci WP150 | 67.12% 86.30%
trénovaci WP500 | 53.2% 86.8%
testovaci WP500 | 28.87% 74.89%

Tabulka 9.1: Prehled tspésnosti obou feseni.

I presto, ze prvni feSeni mélo nizsi ispésnost nez druhé reseni, tak se
domnivam, ze pro vyhodnocovani slovnich tloh je koncept prvniho reseni
nezbytny. V nékterych pripadech miize mit i klicovy pfinos. Pokud bychom
chtéli Tesit slovni tlohy a spolu s vysledkem znat i postup, pak by postup byl
lépe ziskatelny z prvniho reseni.
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9. Porovnani obou metod

Velice mé prekvapila tspésnost pouziti zkratek v prvnim feseni a jeji
nadstavby komponenty obsahuje sekvenci? ve druhém feseni. V prvnim feseni
tvorily zkratky pouze 2 databéze slov, které rozliSovaly 2 mozné vyrazy. Ve
druhém fteseni jiz Slo o hledani posloupnosti vice slov. Hledani klicovych slov
pokud vysledny vyraz obsahuje vice matematickych operaci, pak takové
hledani nemusi validné zafungovat a mize vratit pouze ¢ast vysledku.
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Kapitola 10
Zaveér

V této kapitole je obecné shrnuti automatického vyhodnocovani matema-
tickych slovnich tloh pomoci dvou navrzenych reseni. Kazdé reseni k dané
problematice pristupuje rozdilné. Prvni feseni vyhodnocuje pouze za pomoci
syntaktické analyzy, slovnikti a heuristik a na zakladé pravidel vytvaii stro-
mové struktury, které obsahuji dulezité informace extrahované ze slovni tlohy.
Druhé feseni funguje primarné na strojovém uceni, kdy slovni tlohu reprezen-
tujeme jako bod a nasledné pomoci metody SVM natrénujeme klasifikdtor.

V kazdém teseni je jesté prostor ke zlepseni. V pripadé prvniho feseni se
jedna o zlepseni tvorby struktur, kterd je zavisla na syntaktickém analyzatoru.
Proto je také potfeba i spolehlivéjsi syntakticky analyzator. Zaroven by
meélo velky pfinos zamérit se na tvorbu struktur pro slozitd souvéti, kde
vystupuje vice vét hlavnich, vice vét vedlejsich, nebo jejich kombinace. V
pripadé druhého feseni je prostor pro zlepseni v reprezentaci slovni ilohy jako
bodu, kde by pri tvorbé bodu mohl mit vliv i slovni druh slov nebo poradi
slov.

Dalsim moznym rozsifenim navrhovanych reseni by mohlo byt napriklad
vyhodnocovani slovnich tloh o vice otazkach, nebo slovni tlohy, jejiz feseni
vede na soustavu rovnic (oba pripady jsou nad rdamec této prace). Pro takovy
typ problému by navrhovanda feseni potrebovala modifikovat, nebo by bylo
potieba pouzit jiny pristup. V pripadé slovnich tloh o vice otazkach se domni-
vam, ze by lépe zafungovalo prvni navrhované feseni, a to z divodu rozpadu
slovni ilohy na strukturu, kde by se nasledné struktura vyhodnocovala pro
kazdou otazku zvlast. Slovni tlohy, jejichz feSenim je soustava rovnic, bych
resil jinou metodou, a to mapovanim slovnich loh na predem definované
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10. Zavér

VZOry.

Lingvistické nastroje pro cesky jazyk nelze porovnéavat s témi pro anglicky
jazyk, ale i tak mé velice pozitivné prekvapila troven lingvistickych néstroju
pro c¢estinu. Kvalitni a spolehlivé lingvistické nastroje mohou velmi pomoci
pro vyhodnocovani slovnich tloh, ale i pro jina pole vyzkumu ve zpracovani
prirozeného jazyka.

Navrzené metody by se do budoucna mohly stat soucasti komplexnéjsi
aplikace, ktera by zakim pomahala se slovnimi dlohami. Mohla by fungovat
tak, ze by si uzivatel vybral slozitost slovnich tloh, popripadé typ slovni tlohy.
Aplikace by v rdmci svych moznosti uzivateli vratila sadu slovnich tloh, které
by fesil. V pripadé spravného vysledku by uzivatel byl pochvélen a dostal by
moznost prohlédnout si postup reseni. V pripadé spatného vysledku by mu
byla odkryta ¢ast postupu a uzivatel by dostal moznost si vysledek opravit.
Uzivatel by mél moznost zadat svou vlastni slovni tilohu, poptipadé by mohl
modifikovat slovni tlohu, kterou mu vratil program. Mohlo by se jednat o
webovou aplikaci, kam by se zaci prihlasili a ucitel i rodice by mohli sledovat
zakav pokrok.

Automatické vyhodnocovani matematickych slovnich tloh je vyzvou pro
badéani uz nékolik let. Jedna se o dlouholety cil zpracovani prirozeného jazyka.
Budoucnost pro automatické vyhodnocovani matematickych slovnich tloh
vidim v kvalitnich lingvistickych néstrojich v kombinaci se strojovym uc¢enim.
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10. Zavér

P¥ilohy
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P¥iloha B

Dokumentace k prilozenému programu

Nasledujici text je dokumentace k programu, ktery je prilozeny k praci a
obsahuje implementaci dvou Teseni, popsanych v kapitolach [5] a
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README.md 5/21/2020

Automatickcé vyhodnocovani slovnich uloh

Tento projekt vznikl v rdmci bakalarské prace. Cilem tohoto projektu bylo vytvorit program, ktery by Fesil
jednoduché matematické slovni tlohy v ¢eském jazyce pro zaky 1. - 3. tfidy zakladnich skol.

Tento program pouziva extrahovana data z korpusu SYN2015.
https://wiki.korpus.cz/doku.php/:cnk:syn2015

Potifebné knihovny pro spusténi jsou specifikovany v souboru requirements.txt.

Spusteni

Spustitelné soubory:

* solver.py
® testing.py
® training.py

solver.py

Slouzi uzivateli k testovani slovnich Uloh. Uzivatel ma moznost zadat jednu slovni Ulohu, nebo zadat cestu k
souboru s vice slovnimi tlohami. Slovni Ulohy pfedavany programu musi byt v nasledujicim formatu:

jeden radek, jedna slovni Uloha

za kazdym interpunkénim znaménkem musi byt mezera
* vsechna dUlezita cisla musi byt napsana cislicemi

slovni Ulohy nesmi obsahovat pfimou fec (tu bohuzel program nepodporuje)
Priklad ulozeni slovnich Uloh ve spravném formétu je v souboru:
e /data/test.txt

Pro spusténi zadejte nasledujici prikaz:

python3 solver.py

Po spusténi se zobrazi zakladni informace k programu a uzivatel je vyzvan k vybrani néjaké akce.

INFO:

Tento program vznikl v ramci bakalarské prace.

Program automaticky vyhodnocuje matematické slovni ulohy pro cesky jazyk.

Funguje na principu strojového uceni a syntaktické analyzy, slovnikd a heuristik.
Vice informaci je mozné nalézt v samotné bakalarské praci, nebo v dokumentaci
programu.




README.md 5/21/2020

Obsluha programu:

Klasifikator je natrénovany na mnoziné slovnich uloh, kterou je mozné nalézt v
adresari ./data/traindata.

Program neni schopen vyhodnotit slovni ulohy, jejichZz reSenim je jiny vyraz nez v
trénovaci mnoziné.

[1]: vstup slovni uloha

[2]: vstup soubor se slovnimi ulohami

[3]: konec

Jakou akci chcete vykonat?

Program neni schopen vyhodnotit slovni Ulohy, jejichZ fesenim je jiny vyraz nez v trénovaci mnoziné. Po
vybrani néjaké akce dojde k jejimu vykonani a nasledné mé uzivatel moznost zadat dalsi akci:

[1]: vstup slovni uloha
[2]: vstup soubor se slovnimi uUlohami

[3]: konec
Jakou akci chcete vykonat?
1

Zadejte slovni ulohu:
Maminka koupila na trhu 15 kg tresni a 3 krat méné jahod. Kolik kg ovoce koupila

dohromady?
3k 3k 3k >k ok ok >k skok k

Programu vySel vysledek: 20

%k 3k 3k >k %k %k %k %k %k

[1]: vstup slovni uloha

[2]: vstup soubor se slovnimi ulohami
[3]: konec

Jakou akci chcete vykonat?

Rad bych uzivatele upozornil, Ze program slouzi k feseni slovnich Gloh pro 1. - 3. tfidy zakladnich skol.

testing.py

Tento soubor pousti evaluaci na slovnich Ulohach v adresafi testdata pro datasety WP150 a WP500. Vysledkem
je tabulka s procentudlni Uspésnosti jednotlivych vyrazd a graf Uspésnosti vyrazd.

training.py

Tento soubor pousti evaluaci na slovnich Ulohach v adresafi traindata pro datasety WP150 a WP500.
Vysledkem je tabulka s procentualni Uspésnosti jednotlivych vyrazd a graf Uspésnosti vyrazd.
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P¥iloha C

Databaze slov a sekvenci

Priklad ulozeni databédze slov pro komponentu existuje zkratka? v prvnim
feseni. Slova, ktera jsou v databazich, jsou slova, ktera program UDPipe vratil
jako lemma (v nékterych pripadech nejsou tato slova v jazykové spravném
tvaru).

./database/database_sa/plus.txt

dohromady
celkem

./database/database_sa/minus.txt

zlistat
zbyt
chybét
stary
zbyvat
utrit
snédnout

67



C. Databaze slov a sekvenci

Piiklad ulozeni sekvenci slov pro komponentu obsahuje sekvenci? v druhém
reseni.

./database/sequences_svm/question/sequences.txt

Kolik NOUN NOUN zbjt? | NUM1 - NUM2

Kolik NOUN NOUN zistat? | NUM1 - NUM2
Kolik NOUN zbjt NOUN v NOUN? | NUM1 - NUM2
o kolik _ | max(NUM1,NUM2) - min(NUM1,NUM2)
celkem | NUM1 + NUM2

dohromady | NUM1 + NUM2

zbjt | NUM1 - NUM2

zistat | NUM1 - NUM2

./database/sequences_svm/wp/sequences.txt

NOUN a NUM krat malo NOUN | NUM1 / NUM2

mit tak o NUM NOUN hodn& | NUM1 - NUM2
mit tak o NUM NOUN malo | NUM1 + NUM2
coz byt o NUM NOUN hodné& | NUM1 - NUM2
coz byt o NUM NOUN m&lo | NUM1 + NUM2

byt tedy o NUM NOUN star§ | NUMi - NUM2
bjt tedy o NUM NOUN mlady | NUM1 + NUM2
coz byt o NUM hodné | NUM1 - NUM2

coz byt o NUM malo | NUM1 + NUM2

mit tak o NUM hodné& | NUM1 - NUM2

mit tak o NUM malo | NUM1 + NUM2

byt o NUM NOUN vysokj | NUM1 + NUM2
byt NUM NOUN maly | NUM1 - NUM2

byt NUM NOUN zlevnit | NUM1 - NUM2
byt NUM NOUN zdrazit | NUM1 + NUM2
byt NUM NOUN levny | NUM1 - NUM2

byt NUM NOUN drahy | NUM1 + NUM2

NUM NOUN hodné | NUM1 + NUM2

NUM NOUN m&lo | NUM1 - NUM2

NUM NOUN dale | NUM1 + NUM2

NUM NOUN mlady | NUM1 - NUM2

NUM NOUN stary | NUM1 + NUM2

NUM NOUN dlouho | NUM1 + NUM2

NUM mdlo | NUM1 - NUM2

NUM hodné | NUM1 + NUM2

O O O 0 0o o

O O O 0O 0O 0 0O o
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