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Abstrakt

V této práci byly analyzovány algoritmy inverzńıch metod, které se použ́ıvaj́ı v elektrické
impedančńı tomografii. Účelem této analýzy bylo určit kvalitu rekonstruovaného obrazu
rozložeńı impedance s bodovou nehomogenitou. Bodovou nehomogenitou je myšlena malá
oblast s rozd́ılnou impedanćı.

Určeńı rozložeńı impedance bylo použito pro reálný a simulovaný vzorek karbonového
kompozitńıho materiálu za účelem odhaleńı jeho poruchy. Bylo předpokládáno, že poru-
cha na kompozitńım materiálu se při rekonstrukci projev́ı jako bodová nehomogenita ve
vodivostńım obrazu.

V rámci analýzy algoritmů inverzńıch metod byly popsány regularizačńı algoritmy
filtruj́ıćı spektrum, algoritmy lineárńı a nelineárńı inverse s regularizaćı. Dále byly nově
implementovány algoritmy zakládaj́ıćı se na kombinaci lineárńıch regularizaćı. U regula-
rizaćı bylo také potřeba stanovit mı́ru jejich zásahu do výsledku inverzńı úlohy. Tato mı́ra
se stanovuje hyperparametrem. Pro určeńı hodnoty hyperparametru byly vyzkoušeny tyto
metody: metoda L-křivky, metoda zobecněné kř́ıžové validace, metoda volby parametru
šumového č́ısla a metoda nejlepš́ıho rozlǐseńı, která byla v rámci práce implementována.

Vybrané algoritmy inverzńıch metod byly porovnány na základě přesnosti určeńı bo-
dové nehomogenity na simulovaných i reálných datech. Algoritmus určeńı polohy bodové
nehomogenity byl implementován v rámci této práce. Kvalita algoritmu inverzńı metody
byla vyhodnocena na základě pr̊uměrné odchylky, která byla určena bud’ ze simulaćı
rozd́ılných poloh bodové nehomogenity, nebo několika měřeńı odlǐsných nehomogenit. Na
základě výsledk̊u byly vybrány vhodné inverzńı metody pro r̊uzné odstupy signálu od
šumu, které nejlépe určovaly polohu bodové nehomogenity. Byly také vybrány nejlepš́ı
inverzńı metody pro rekonstrukci obrazu z reálného měřeńı.

Kĺıčová slova: Inverzńı úloha, elektrická impedančńı tomografie, elektrická odporová
tomografie, rozd́ılová rekonstrukce, dopředná úloha, prior, lineárńı inverze s regularizaćı,
metody filtrováńı spektra, nelineárńı inverze s regularizaćı, hyperparametr
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Abstract

In this thesis, a set of algorithms for an inverse solution was analyzed. These are heavily
used in electrical impedance tomography. The main goal of this thesis was to establish
the quality of the reconstructed image of the decomposition of impedance with point
inhomogeneity. By the term point inhomogeneity, a small region with different impedance
is meant.

Furthermore, the reconstructed image of the decomposition of impedance was used to
detect material defects of a simulated and real sample made of carbon composite. It had
been assumed that the defect in the material would result in a point inhomogeneity in the
reconstructed image. There was a description of several algorithms which were used in
the inverse problem, together with the inverse regularization algorithms based on spectral
filtering, linear inversion with regularization and nonlinear inversion with regularization.
We also established an optimal value for a hyperparameter, which is there to control the
trade-off between conformance to data and conformance to the prior. For this purpose,
the following algorithms were employed: method L-Curve, Generalized cross-validation,
method fixed noise figure, and method best resolution.

In addition, we summarized and compared the chosen inversed method algorithms. As
a primary indicator of relevance, we chose a detection location of point inhomogeneity.
As it has already been mentioned, we tested algorithms on simulated data as well as on
real measurements. For this purpose, we also implemented an algorithm for the detection
of locations of point inhomogeneity. The correctness of these algorithms was based on
two main factors. Firstly, on standard deviations of several locations of simulated point
inhomogeneity. Secondly, on the level of deviations in several different inhomogeneities in
real data measurement. Based on these measurements, we determined which of the tested
algorithms reconstruct the point inhomogeneity from data most accurately. By testing
data, we mean a specific type of signal load which determined the discrepancy between
the signal and the noise. We also determined the best method for real data measurement
based on the results of quality image reconstruction.

Keywords: Inverse problems, electrical impedance tomography, hyperparametr, linear
inversion with regularization, nonlinear inversion with regularization, spectral filtering,
differential image reconstruction
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D.1 Určeńı polohy nehomogenity pro SNR = 10 . . . . . . . . . . . . . . . . . 61
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7.1 Simulace . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40
7.2 Rekonstrukce obrazu bez regularizace . . . . . . . . . . . . . . . . . . . . . 42
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D Detekce nehomogenity na simulovaných datech 59

E Detekce nehomogenity na reálných datech 69
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Kapitola 1

Úvod

Elektrická impedančńı tomografie (dále již pouze tomografie) vyhodnocuje rozložeńı ad-

mitivity v tělese, na základě měřeńı napět́ı na elektrodách, které jsou připojeny na jeho

povrchu.

Tomografie se využ́ıvá v geofyzice při hledáńı ložisek minerál̊u [1]. Dále se zkoumá

jej́ı uplatněńı v lékařstv́ı při neinvazivńım vyšetřeńı lidské tkáně [2]. Př́ıkladem může být

vyšetřeńı plicńı embolie nebo rakoviny prsu. Tomografie se také použ́ıvá k nedestruk-

tivńımu testováńı materiál̊u a při hledáńı koroze [3].

Komponenty z karbonových kompozitńıch materiál̊u nacházej́ı své uplatněńı v celé

řadě pr̊umyslových odvětv́ı. Dı́ky svým dobrým fyzikálńım vlastnostem dokáž́ı poskytnout

při nižš́ı váze lepš́ı pevnostńı vlastnosti než duralové slitiny. Proto se karbonové kompozity

začaly využ́ıvat v letectv́ı, automobilovém pr̊umyslu a v mnoha daľśıch oblastech.

V leteckém pr̊umyslu je kladen velký d̊uraz na bezpečnost. Je proto potřeba vyv́ıjet

spolehlivé metody pro nedestruktivńı testováńı karbonových kompozit̊u, kterými muśı le-

tadlo pravidelně procházet. Mezi základńı metody nedestruktivńıho testováńı materiálu

patř́ı vizuálńı ohledáńı a kontrola poklepem. Mezi moderńı testovaćı metody patř́ı ultra-

zvuk, radiografie, termografie a testováńı v́ı̌rivými proudy. Nejrozš́ı̌reněǰśımi metodami

na testováńı kompozitu je ultrazvukový a-test a c-test.

Aby bylo možné detekovat poruchu na povrchu letadla, je potřeba letadlo odstavit

a zkontrolovat kritická mı́sta, na kterých je velká pravděpodobnost na vznik impakt̊u,

jako jsou povrchy kolem oken a dveř́ı. Tato kontrola je časově a potažmo i finančně

náročná. Proto se zkoumaj́ı metody, jak omezit čas uzemněńı letadla potřebný k preven-

tivńı prohĺıdce a zároveň nesńıžit bezpečnost letecké dopravy.

Jednou z možnost́ı, jak zkrátit čas potřebný ke kontrole karbonového kompozitu na

letadle, je zabudovat senzory př́ımo do materiálu a vyhodnocovat poruchy materiálu

pr̊uběžně bez toho, aby se letadlo muselo odstavit z provozu. Proto se zkoumá možnost

využit́ı tomografie pro detekci poruchy na kompozitńım materiále. U této metody lze do

1



KAPITOLA 1. ÚVOD 2

povrchu letadla zabudovat měř́ıćı elektrody a vyhodnocovat pr̊uběžně změny napět́ı na

těchto elektrodách. Prvńı publikace, která se zabývá možnost́ı tomografické detekce po-

ruchy na karbonovém kompozitńım materiálu, byla publikována Baltopoulosem (2010)

[4].

V této diplomové práci použijeme tomografii k vyhodnoceńı bodové nehomogenity

na vzorku karbonového kompozitu, který je umı́stěn na povrchu letadla. V tomogra-

fii vyhodnocujeme pouze reálnou složku impedance a vyhodnoceńı prob́ıhá oproti stavu

naměřeném při homogenńım stavu tělesa. Tento typ impedančńı tomografie se nazývá

relativńı odporová tomografie.

Testovaný kompozitńı materiál vznikl vrstveńım tkaniny utkané z uhĺıkových vláken a

pryskyřice. Protože materiál neńı homogenńı, vodivost je anizotropńı. Vodivost materiálu

ve směru po vláknech se pohybuje v řádech tiśıc̊u až deseti tiśıc̊u siemens̊u na metr

a vodivost materiálu v př́ıčném směru je o dva řády nižš́ı. Materiál má zanedbatelný

kapacitńı charakter [5]. V této diplomové práci budeme uvažovat materiál s izotropńı

vodivost́ı. I s t́ımto zjednodušeńım lze v našem př́ıpadě dobře vyhodnotit polohu bodové

nehomogenity.

K vyhodnoceni nasb́ıraných dat bude použit program Matlab s nástrojem EIDORS1,

který je dostupný pod GNU licenćı (GNU General Public License). Nástroj EIDORS

(Electrical Impedance Tomography and Diffuse Optical Tomography Reconstruction Soft-

ware) obsahuje soubor algoritmů, které řeš́ı dopřednou a inverzńı úlohu. Tyto algoritmy se

využ́ıvaj́ı v elektrické impedančńı tomografii a v difúzńı optické tomografie. Ke generováńı

śıtě, kterou se aproximuje elektromagnetické pole, je v programu EIDORS integrován

nastroj Netgen 2. Pro hledáńı hyperparametru pomoćı L-Křivky a zobecněné kř́ıžové va-

lidace byl použit baĺıček jehož popis můžeme naj́ıt v publikaci Hansen (2007) [6] 3. Pro

prokládáńı grafu polynomem byl použit nástroj Symbolic Polynomial Manipulation. 4

Toto práce je rozdělena následuj́ıćım zp̊usobem. V druhé kapitole je popsán zp̊usob

měřeńı reálného tělesa. V kapitole tři až šest je proveden teoretický rozbor úlohy. Teo-

retický rozbor úlohy je rozdělen na dopřednou úlohu, která se zabývá výpočtem napět́ı

na měř́ıćıch elektrodách a inverzńı úlohu, která se naopak zabývá výpočtem rozložeńı

admitivity v tělese z naměřeného napět́ı na elektrodách. Inverzńı úloha může být řešena

lineárńı i nelineárńı formou. Inverzńı úloha je špatně podmı́něna, a proto se zavád́ı regula-

rizace úlohy, která zajǐst’uje existenci a opakovatelnost řešeńı úlohy. Regularizace ovlivňuje

výsledný vodivostńı obraz. Mı́ra toho, jak dalece regularizace ovlivňuje výsledek inverzńı

1http://EIDORS3d.sourceforge.net/
2https://sourceforge.net/projects/netgen-mesher/files/netgen-mesher/
3http://www.imm.dtu.dk/~pcha/Regutools/
4https://www.mathworks.com/matlabcentral/fileexchange/9577-symbolic-polynomial-

manipulation

http://EIDORS3d.sourceforge.net/
https://sourceforge.net/projects/netgen-mesher/files/netgen-mesher/
http://www.imm.dtu.dk/~pcha/Regutools/
https://www.mathworks.com/matlabcentral/fileexchange/ 9577-symbolic-polynomial-manipulation 
https://www.mathworks.com/matlabcentral/fileexchange/ 9577-symbolic-polynomial-manipulation 
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úlohy, je dán hyperparametrem. V této kapitole je také popsána implementace volby hy-

perparametru prostřednictv́ım metody nejlepš́ıho zaostřeńı. Sedmá kapitola se zabývá

rekonstrukćı bodové nehomogenity inverzńı úlohou bez regularizace i s regularizaćı. V

závěru této kapitoly je porovnávána detekce polohy bodové nehomogenity pro r̊uzné typy

lineárńıch regularizaćı s r̊uznými metodami stanoveńı hyperparametru na simulovaných

i naměřených datech. Za účelem zlepšeńı detekce polohy bodové nehomogenity byl vy-

tvořen nový algoritmus. Tento algoritmus je založen na prokládáńı vodivostńıho obrazu

polynomem. Mı́sto bodové nehomogenity je určeno jako maximum polynomu. Algoritmus

tak vylepšuje p̊uvodńı nástroj implementovaný v nástroji EIDORS, který je založen na

určeńı těžǐstě tělesa.



Kapitola 2

Sběr dat

Měřeńı prob́ıhá na kompozitńım vzorku, na který byly z boku nainstalovány elektrody. Z

povrchu materiálu musela být před nainstalováńım elektrod chemicky odstraněna pryskyři-

ce a ochranný povlak uhĺıkových vláken(sizing) tak, aby se elektrody př́ımo dotýkaly

uhĺıkové tkaniny a t́ım se minimalizoval přechodový odpor mezi elektrodou a materiálem.

Elektrody jsou nainstalovány postupným vrstveńım stř́ıbrného laku. Srovnáńı přechodo-

vého odporu elektrod, které jsou nalepeny na chemicky očǐstěný povrch a na povrch

bez chemického očǐstěńı je uvedena v práci Cagáňa (2016). [7]. Elektrody jsou umı́stěny

tak, aby byly rovnoměrně rozmı́stěny kolem oblasti, ve které vyhodnocujeme nehomo-

genitu. Měřeńı napět́ı na elektrodách prob́ıhá při proudovém buzeńı. Pro proudové bu-

zeńı se použ́ıvaj́ı dvě elektrody, na kterých se neměř́ı napět́ı a t́ım se minimalizuje vliv

přechodového odporu na rekonstruovaný obraz. Podrobný popis měř́ıćı soustavy můžeme

naj́ıt v praćı Cagáň (2016) [7]. Pro přeṕınáńı mezi měřeńımi a stimulacemi na jednotlivých

elektrodách je použit multiplexor popsaný v práci Cagáně (2017) [8]

Protože potřebujeme z měřeného napět́ı odfiltrovat rušivý signál, použ́ıváme jako prou-

dové buzeńı harmonický signál o frekvenci 1 kHz. K vyfiltrováńı užitečné složky signálu se

použ́ıvá Lock-in zesilovač. Lock-in zesilovač umožňuje měřit velmi slabé hodnoty napět́ı

stř́ıdavého signálu, a to i v př́ıpadě velmi silně zašuměného signálu. Efektivńı hodnota

proudového buzeńı elektrod je 4 mA.

Při bud́ıćım harmonickém signálu je nutné vyloučit výskyt skin efektu. Skin efekt

je jev, který nastává u stř́ıdavého proudu, kdy elektromagnetické pole je vytlačováno

na povrch materiálu. Tento jev je nežádoućı, protože zabraňuje odhaleńı poruchy uvnitř

materiálu. Dle práce Todoroki(2012)[9] lze tento jev, při námi použité frekvenci a tloušt’ce

materiálu 4 mm, zanedbat.

Měř́ıćı vzor nazýváme pravidlo, podle kterého vyb́ıráme elektrody, na kterých měř́ıme

napět́ı. Bud́ıćı vzor nazýváme pravidlo, podle kterého vyb́ıráme bud́ıćı elektrody. V našem

př́ıpadě jsou vyb́ırány protilehlé elektrody jako bud́ıćı. Napět́ı je měřeno vždy na dvou

4
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sousedńıch elektrodách. Náš vzorek obsahuje celkem 24 elektrod. Provedeme celkově 12

r̊uzných proudových stimulaćı. Při každé proudové stimulaci odebereme celkem vzork̊u 20

napět́ı. Tedy máme cyklus s celkově 240 naměřenými napět́ımi. Abychom zvýšili přesnost

a určili rozptyl měřeńı, je možné provést několik měř́ıćıch cykl̊u a naměřené hodnoty

zpr̊uměrovat.

Obrázek 2.1: Měř́ıćı soustava

Na obrázku 2.2 je zobrazen blokový diagram měř́ıćı soustavy. Je zde znázorněn př́ıstroj-

ový zesilovač (INAMP), s proudovým zdrojem (VCCS), který je implementovaný jako

napět’ově proudovým konvertorem, u kterého je napět́ı ř́ızeno generátorem BK PRECE-

SIONS 4053B. Sběr dat prob́ıhá prostřednictv́ım PCI karty NI DAQ 4452 [7]. Aby bylo

možné provádět automaticky přeṕınat proudové a bud́ıćı vzory je zde multiplexor [8].
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Obrázek 2.2: Blokový diagram měř́ıćı soustavy [10]



Kapitola 3

Dopředná úloha

Ćılem tomografie je sestavit a vyřešit rovnice inverzńı úlohy, která určuje z naměřených

napět́ı na elektrodách, umı́stěných na okraji sledované domény, prostorové rozložeńı vo-

divosti materiálu. Inverzńı úloha je špatně podmı́něná. Špatná podmı́něnost je zapř́ıčena

t́ım, že rozd́ılné vodivosti v tělese se projevuj́ı malými změnami napět́ı na elektrodách.

Také je zp̊usobena značným nepoměrem známých a neznámých proměnných. Výsledná

vodivost je proto snadno zkreslena šumem. Důsledkem špatné podmı́něnosti je nestabilńı

řešeńı rovnice, z jehož př́ıčiny se malá odchylka při měřeńı na elektrodách projev́ı velkou

odchylkou na výsledných rekonstruovaných vodivostech. Prvńı řešeńı obrácené úlohy pro

elektrickou tomografii bylo publikováno Calderonem [11]. Abychom mohli řešit špatně

podmı́něnou úlohu zavad́ıme regularizaci.

Pro výpočet inverzńı úlohy je potřeba vypoč́ıtat úlohu dopřednou. Dopředná úloha je

okrajová úloha. Matematický model okrajové úlohy je odvozen z Maxwellových rovnic.

Okrajové podmı́nky popisuj́ı napět́ı a proud na hranici zkoumaného tělesa. Aby bylo

možné tuto spojitou úlohu řešit, muśıme provést diskretizaci elektromagnetického pole. K

diskretizaci bylo vytvořeno několik nástroj̊u: metoda hraničńıch prvk̊u, metoda konečných

diferenćıch a metoda konečných prvk̊u. Tato práce pro modelováńı elektromagnetického

pole použ́ıvá metodu konečných prvk̊u [12]. Teoretická část této kapitoly vycháźı z práce

Holdera 2004 [13].

3.1 Matematický model

Matematický model elektromagnetického pole v materiálu na oblasti Ω, poṕı̌seme dife-

renciálńı rovnićı, která vycháźı z Maxwellových rovnic. A to z Faradayova zákona elek-

tromagnetické indukce 3.3 a z Ampérova zákona celkového proudu 3.4. Pro odvozeńı

7
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diferenciálńı rovnice budeme předpokládat, že materiál je izotropńı, disperzńı a lineárńı.

∇·D = ρ (3.1)

∇·B = 0 (3.2)

rotE = −∂B
∂t

(3.3)

rotH =
∂D

∂t
+ J (3.4)

V tomografii využ́ıváme k buzeńı harmonický signál, proto vyjádř́ıme Maxwellovy rovnice

v harmonickém tvaru 3.5, 3.6. Nadále budeme pracovat s komplexńı reprezentaćı poĺı.

Doposud tedy byly veličiny funkćı mı́sta a času. nyńı již budeme pracovat s fázory, které

znač́ıme stř́ı̌skou

rot Ê = −iωµĤ (3.5)

rot Ĥ = iωD̂ + Ĵ . (3.6)

Na následuj́ıćıch řádćıch budeme pracovat pouze již s fázory a označeńı stř́ı̌skou vy-

necháme. Předpokládáme, že uvnitř prostoru neńı př́ıtomen zdroj energie, tedy celkový

proud se rovná proudu vodivostńımu J = Jc. Dosad́ıme do rovnice 3.6 Ohmův zákon

Jc = σE a za D dosad́ıme D = εE. Rovnici 3.6 pak přeṕı̌seme jako

rotH = (iωε+ σ)E. (3.7)

Dále předpokládáme kvazi-statickou aproximaci. Tedy při ńızkých frekvenćı můžeme za-

nedbat intenzitu magnetického pole rotE = 0 a tedy E = −∇φ. Po aplikaci divergence

na rovnici 3.7 a dosazeńım E = −∇φ dostáváme matematický popis spojitého rozložeńı

potenciálu v materiálu

0 = ∇·(iωε+ σ)∇φ = ∇· γ∇φ, (3.8)

kde funkce γ je admitivita. Admitivitu považujeme za časově invariantńı funkci závislou

na poloze. V našem př́ıpadě materiál nemá kapacitńı charakter, proto se budeme zabývat

pouze reálnou složkou admitivity tedy vodivost́ı.

3.2 Okrajové podmı́nky

Nyńı když máme matematický popis rozložeńı potenciálu v materiálu, potřebujeme sesta-

vit rovnice okrajových podmı́nek na tělese Ω. Okrajové rovnice se skládaj́ı z vyjádřeńı
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podmı́nek prvńıho a druhého typu. Okrajová podmı́nka prvńıho typu se nazývá Di-

richletova okrajová podmı́nka, podmı́nka druhého typu se nazývá Neumannova okrajová

podmı́nka.

Dirichletova okrajová podmı́nka specifikuje napět́ı na hranici tělesa Ω. Protože exis-

tuje přechodový odpor Zk mezi elektrodou a materiálem, nemůžeme napět́ı na elektrodě

pokládat Uk za stejné jako napět́ı na materiálu, na kterém je tato elektroda umı́stěna

φ 6= Uk. Proto muśıme použ́ıt rovnici kompletńıho elektrodového modelu 3.9, který poč́ıtá

s přechodovým odporem.

φ+ Zkγ
∂φ

∂n
= Uk (3.9)

Neumanova okrajová podmı́nka definuje proud, který vstupuje do oblasti Ω. Je vyjádřena

pro elektrody rovnićı 3.10 a mimo elektrody rovnićı 3.11.

�
Ek

γ
∂φ

∂n
dS = Ik pro k = 1, 2, ...N (3.10)

γ
∂φ

∂n
= 0 pro ∂Ω\ ∪Nk=1 Ek, (3.11)

kde Ik je bud́ıćı proud, kterými jsou stimulovány bud́ıćı elektrody. Bud́ıćı elektrody jsou

vybrány podle ř́ıd́ıćıho vzoru. Do okrajových podmı́nek také zahrnujeme rovnice 3.12 a

3.13, které vyjadřuj́ı to, že uvnitř oblasti Ω neńı př́ıtomen zdroj napět́ı ani proudu

N∑
k=1

Ik = 0 (3.12)

N∑
k=1

Uk = 0. (3.13)

Soustavu rovnic 3.8, 3.9, 3.10, 3.11, 3.12, 3.13 nazýváme klasickou formulaci okrajové

úlohy.

3.3 Metoda konečných prvk̊u

Jednou z metod, jak modelovat elektromagnetické pole, je metoda konečných prvk̊u.

Tato metoda rozkládá elektromagnetické pole na prvky, v jejichž uzlových bodech jsou

určovány potenciály. Uzly nemuśı být v tělese rovnoměrně rozloženy. V mı́stech, ve kterých

očekáváme prudké změny potenciálu, voĺıme hustš́ı rozložeńı uzl̊u. Naopak v mı́stech, ve

kterých se potenciál neměńı, můžeme volit řidš́ı rozložeńı.

Metoda konečných prvk̊u aproximuje rozložeńı potenciálu v materiálu funkcemi tva-

rovými, které jsou lineárńı nebo parabolické. Vyšš́ı řády tvarových funkćı se nepouž́ıvaj́ı,
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nebot’ řešeńı má tendenci oscilovat [12].

Tvarové funkce tvoř́ı funkce aproximačńı. Aproximačńı funkce je definována na každém

uzlu śıtě. Aproximačńı funkce wi na uzlu i je součtem tvarových funkćı všech element̊u,

které obsahuj́ı uzel i

wi =
∑
j

wji , (3.14)

kde wji je tvarová funkce j obsahuj́ıćı uzel i. Každá tvarová funkce se na jednom uzlu

rovná jedné a na ostatńıch uzlech se rovná nule. Součet aproximačńıch funkćı na uzlech

aproximuje potenciál φ

φ ≈
N∑
i=1

uiwi, (3.15)

kde wi je aproximačńı funkce a ui je potenciál na uzlu i. Tuto aproximačńı funkci dosad́ıme

do rovnice rozložeńı elektromagnetického pole v materiálu 3.8.

0 = ∇·(iωε+ σ)∇φ ≈ ∇· γ∇
∑
i∈uzly

uiwi. (3.16)

3.4 Řešeńı okrajové úlohy

Protože v našem př́ıpadě nelze určit výsledek klasicky formulované okrajové úlohy, pře-

vedeme zadáńı na jej́ı slabou formulaci. Hlavńı výhodou řešeńı slabě definované úlohy je

sńıžeńı požadavku na diferenciaci řešeńı. V této kapitole ukážeme převod mezi klasickou

a slabou formulaćı okrajové úlohy.

Mějme hraničńı úlohy s okrajovými podmı́nkami prvńıho a druhého typu a rovnićı,

která popisuje pole uvnitř tělesa Ω, které definujeme

L(u) = 0, (3.17)

ve které je L diferenciálńı operátor nad funkćı u. Ř́ıkáme, že řešeńı rovnice 3.17 je klasické

řešeńı okrajové úlohy, pokud splňuje rovnici 3.17 na celém definičńım oboru a zároveň

splňuje okrajové podmı́nky. Klasické řešeńı muśı být v našem př́ıpadě alespoň dvakrát

diferencovatelné. Protože aproximace řešeńı rovnice 3.16 nemá spojitou prvńı diferenci

v uzlových bodech, muśıme podmı́nky řešeńı úlohy oslabit. Převedeme rovnici 3.17 na

slabou formulaci okrajové úlohy

�
Ω

vL(ũ)dV = 0, (3.18)
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kde funkci v nazýváme testovaćı nebo váhová funkce. Řešeńı rovnice 3.18 ř́ıkáme slabé

řešeńı okrajové úlohy. Slabé řešeńı aproximuje klasické řešeńı okrajové úlohy funkćı ũ a

také snižuje požadavky na jeho diferenciaci.

Slabou formulaci úlohy můžeme řešit několika zp̊usoby podle typu zvolené váhové

funkce. Jedná se o metodu nejmenš́ıch čtverc̊u, metodu vážených rezidúı a Galerkinovou

metodu. Zvolená váhová funkce minimalizuje zbytek (rez) v rovnici

�
Ω

L(ũ)dV 6= 0 = rez. (3.19)

V našem př́ıpadě je metoda konečných prvk̊u řešena Galerkinovou metodou, u které se

voĺı testovaćı funkci v stejná jako funkce aproximuj́ıćı řešeńı ũ.

3.5 Řešeńı slabé úlohy

Klasické řešeńı úlohy 3.16 předpokládá existenci spojitých druhých derivaćı potenciálńı

funkce φ. Což je v našem př́ıpadě problém, proto rovnici převedeme na slabou formulaci

okrajové úlohy

�
Ω

v∇·(γ∇φ)dV = 0, (3.20)

kde v je testovaćı funkce. Protože aproximujeme funkci φ lineárńımi funkcemi, naraźıme na

problém, že rovnice 3.20 obsahuje druhou diferenci, která je u lineárńıch funkćı rovna vždy

nule. Proto muśıme sńıžit derivaci funkce φ. Ke sńıžeńı derivace použijeme vektorovou

identitu 3.21 a větu o divergenci 3.22.

∇·(vγ∇φ) = γ∇φ · ∇ v + v∇·(γ∇φ) (3.21)�
Ω

∇·FdV =

�
F · ndS (3.22)

Po dosazeńı vektorové identity 3.21 do slabé formulace okrajové úlohy 3.20 dostáváme

rovnici

�
Ω

∇·(vγ∇φ)dV −
�

Ω

γ∇φ · ∇ vdV = 0, (3.23)

na kterou aplikujeme větu o divergenci 3.22

�
Ω

∇·(γ∇φv)dV =

�
∂Ω

vγ∇φ · ndS. (3.24)
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Do upravené rovnice dosad́ıme Dirichletovu okrajovou podmı́nku a rovnici kompletńıho

elektrodového modelu 3.9. T́ım dostaneme konečný tvar slabě formulované okrajové úlohy

�
Ω

γ∇φ · ∇ vdV =
N∑
k=1

�
Ek

1

Zk
(Uk − φ)vdS. (3.25)

Řešeńı této rovnice okrajové úlohy již muśı pouze splňovat integrovatelnost prvńıch slabých

derivaćı funkce φ a funkce admitivity γ muśı být omezená [14]. Rovnici 3.25 řeš́ıme meto-

dou konečných prvk̊u a Galerkinovou metodou. Dosad́ıme tedy za φ aproximačńı funkci

3.15 a stejnou funkci dosad́ıme za testovaćı funkci v. Pro lepš́ı přehlednost budeme značit

testovaćı funkci vlnovkou. Po dosazeńı dostáváme

�
Ω

γ∇
N∑
i=1

uiwi · ∇ w̃jdV =
N∑
k=1

�
Ek

1

Zk

(
Uk −

N∑
i=1

uiwi

)
w̃jdS pro j = 1, 2...N.

(3.26)

Rovnici uprav́ıme tak, abychom mohli vytknout potenciál na uzlech ui a potenciál na

elektrodách Uk

N∑
i=1

ui

(�
Ω

γ∇wi · ∇ w̃jdV +
N∑
k=1

�
Ek

1

Zk
wiw̃jdS

)
−

N∑
k=1

�
Ek

1

Zk
Ukw̃jdS = 0

pro j = 1, 2...N.

(3.27)

Pro úplné zadáńı okrajové úlohy muśıme ještě upravit Neumanovu okrajovou podmı́nku

3.9. Nejdř́ıve do rovnice Neumanovi okrajové podmı́nky dosad́ıme aproximaci potenciálu

3.15 a dostaneme

Ik =

�
Ek

γ
∂φ

∂n
dS =

�
Ek

1

Zk
(Uk − φ)dS =

�
Ek

1

Zk

(
Uk −

N∑
i=1

uiwi

)
dS pro k = 1, 2...N.

(3.28)

Neumanovu rovnici dále uprav́ıme tak, abychom vytkli potenciál na uzle ui a potenciál

na elektrodách Uk

Ik =

�
Ek

1

Zk
UkdS −

N∑
i=1

(�
Ek

1

Zk
widS

)
ui pro k = 1, 2...N. (3.29)

Upravené rovnice pro fyzikálńı model elektromagnetického pole a Neumanovu okrajo-

vou podmı́nku zaṕı̌seme maticově

Y p = c, (3.30)
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kde matici Y nazýváme systémovou nebo admitančńı matićı [15]

Y =

[
AM + AZ AV

ATV AD

]
. (3.31)

Prvky submatic systémové matice definujeme jako

AMji
=

�
Ω

γ∇wi∇ w̃jdV (3.32)

AZji = −
�
Ek

1

Zk
wiw̃jdS (3.33)

AVik =

�
Ek

1

Zk
widS (3.34)

ADk = diag(

�
Ek

1

Zk
dS), (3.35)

vektor neznámých p

p =

[
u

U

]
, (3.36)

ve kterém je vektor napět́ı na uzlech u a vektoru napět́ı na elektrodách U . Vektor pravé

strany c

c =

[
0

I

]
, (3.37)

ve kterém I je proudová injektáž. Rovnici 3.29 a 3.28 lze spojit do jedné rovnice

N∑
k=1

IkW̃j =
N∑
i=1

ui

�
Ω

γ∇wi · ∇ w̃jdV +
N∑
k=1

N∑
i=1

�
Ek

1

Zk
(Uk − uiwi)(W̃j − w̃j)dS

pro j = 1, 2...N.

(3.38)

Aby existovalo jednoznačné řešeńı rovnice 3.30 muśıme vybrat uzel, který budeme

považovat za zem nebo mı́t nulový potenciál [16].

Pro řešeńı soustavy rovnic 3.30 můžeme využ́ıt vlastnosti systémové matice Y . Tato

matice je ř́ıdká a symetrická. V př́ıpadě, že matice Y je reálná, což se týká našeho př́ıpadu,

protože zanedbáváme kapacitńı vlastnosti materiálu, je matice také pozitivně definitivńı.

Dopřednou úlohu řeš́ıme př́ımou nebo iteračńı metodou [15]. Př́ımá využ́ıvá maticového

rozkladu. V př́ıpadě, když je systémová matice reálná, můžeme provést Cholevskyho roz-
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klad, pro komplexńı matici provedeme LU rozklad. Jako iteračńı metody se použ́ıvá me-

toda konjugovaných gradient̊u pro př́ıpad reálné matice, v př́ıpadě komplexńı matice se

použ́ıvá metoda bi-sdružených gradient̊u.

3.6 Jakobián

K výpočtu inverzńı úlohy muśıme sestavit citlivostńı matici neboli Jakobián. Citlivostńı

matice dává do vztahu změnu vodivosti na změně napět́ı na elektrodách.

Citlivostńı matice je definována vztahem

J =


∂V (Id1 )/∂γ1 · · · ∂V (Id1 )/∂γj

...
. . .

...

∂V (IdK)/∂γ1 · · · ∂V (IdK)/∂γj

 , (3.39)

kde výraz ∂V (Idn) udává změnu okrajového napět́ı na elektrodách při ř́ıd́ıćım proudovém

vzoru Idn a δγm je změna admitivity na uzlu. Citlivostńı matici lze vypoč́ıtat př́ımým

výpočtem nebo pomoćı adjoint metody.

Př́ımý zp̊usob výpočtu citlivostńı matice vycháźı z jej́ı definice. U metody př́ımého

výpočtu citlivostńı matice sestavujeme dopřednou úlohu pro perturbaci admitivity na

každém uzlu śıtě a pro všechny ř́ıd́ıćı proudové vzory. Tento zp̊usob je výpočetně velmi

náročný, protože śıt’ obsahuje tradičně tiśıce až deseti tiśıce uzl̊u. Proto se použ́ıvá pro

výpočet citlivostńı matice adjoint metoda.

Adjoint metoda je odvozena v literatuře několika zp̊usoby [17], [18]. Hlavńı výhodou

adjoint metody je zmenšeńı výpočetńı náročnosti citlivostńı matice. Nemuśı se poč́ıtat

dopředná úlohy pro každou perturbaci na každém uzlu śıtě. Stač́ı, když se vypoč́ıtá pro

každý proudový vzor gradient napět́ı při ř́ıd́ıćım proudovém vzoru Id a gradient napět́ı

při měř́ıćım vzoru Im

∂V d,m

∂γ
=

�
Ω

∇u(Id)∇u(Im). (3.40)

Výpočet změny na i prvku śıtě při jednotkovém bud́ıćım proudu vypoč́ıtáme jako

∂V d,m
i

∂γi
=

�
Ωi

∇u(Id)∇u(Im). (3.41)



Kapitola 4

Inverzńı úloha

Nyńı již máme připraveny nástroje pro výpočet inverzńı úlohy. Zp̊usoby řešeńı inverzńı

úlohy rozděĺıme na statistické a deterministické metody. Statistické metody řeš́ı inverzńı

úlohu algoritmy založené na metodě MCMC (Monte Carlo Monte Chain) [18]. Deter-

ministické metody řeš́ı inverzńı úlohu lineárńımi a nelineárńımi algoritmy. Odvozeńı de-

terministického řešeńı vycháźı ze statistického a deterministického rozboru úlohy. Pro

popis lineárńı metody zavedu pseudoinverzi a poṕı̌si algoritmus singulárńıho rozkladu a

zobecněného singulárńıho rozkladu. Singulárńı rozklad použiji také pro detailńı rozbor

špatné podmı́něnosti inverzńı úlohy. U nelineárńı inverze poṕı̌si nejrozš́ı̌reněǰśı Gauss-

Newton̊uv optimalizačńı algoritmus. Teoreticky rozbor inverzńı úlohy vycháźı z práce

Kaipia 1999 [18].

Aby se dala špatně podmı́něná úloha řešit, muśıme zavést regularizaci. Regularizace

zajǐst’uje, že úloha je dobře podmı́něna za cenu zhoršené přesnosti výsledku dané úlohy.

Muśıme tedy určit optimálńı zp̊usob zásahu regularizace do inverzńı úlohy. Zásah regu-

larizace ovlivňuje hyperparametr. Optimalizace hyperparametru minimalizuje zhoršeńı

výsledku, který je dáno zásahem regularizace.

4.1 Použité statistické metody

Ke statistické inverzi použ́ıváme Bayesovskou statistiku. Bayesovská statistika zpřesňuje

odhad počátečńı pravděpodobnosti, která je dána znalost́ı modelu, daľśımi pozorováńımi.

Základem bayesovské statistiky je Bayes̊uv vzorec

π(x, y) = π(x|y)π(y) = π(y|x)π(x) (4.1)

π(y|x) =
π(x, y)

π(x)
=

π(x, y)�
π(x, y)dy

, (4.2)

15
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ve kterém je x vektor nepř́ımo pozorovatelných parametr̊u systému, y je vektor př́ımo po-

zorovatelných stav̊u systému. Výraz π(x) nazýváme apriorńı hustota pravděpodobnosti

neboli prior. Prior udává počátečńı odhad o pravděpodobnostńım rozděleńı nepř́ımo po-

zorovaných stav̊u systému. Tento pravděpodobnostńı odhad neńı závislý na vstupńıch da-

tech. Výraz π(y|x) nazýváme věrohodnostńı funkćı (likelihood function). Věrohodnostńı

funkce je sdružená hustota pravděpodobnosti všech prvk̊u výběru.Výraz π(x|y) se nazývá

aposteriorńı pravděpodobnost. Pro konkrétńı pozorováńı Y = y vyjádř́ıme aposteriorńı

pravděpodobnost vztahem

π(x|y) ∝ π(y|x)π(x). (4.3)

V inverzńı úloze maximalizujeme aposteriorńı rozděleńı funkce

arg maxx π(x, y) = arg maxx π(x|y) = arg maxx π(y|x)p(x). (4.4)

Jestliže neznáme apriorńı informaci o rozděleńı náhodné veličiny, maximalizujeme věro-

hodnostńı funkci

arg maxx π(y|x). (4.5)

4.2 Statistická inverze

Uvažujme pravděpodobnostńı prostor (Σ, F, P ), kde Σ je neprázdná množina všech ele-

mentárńıch jev̊u, F je množina náhodných jev̊u, která obsahuje podmnožinu měřitelných

elementárńıch jev̊u a zobrazeńı P přǐrazuje každému náhodnému jevu reálné č́ıslo z inter-

valu [0, 1].

Dále mějme zobrazeńı nepř́ımo měřitelných stav̊u (M,N) : Σ→ Ck, kde M je admiti-

vita a N je šum a zobrazeńı př́ımo měřitelných stav̊u napět́ı na elektrodách V : Σ→ Rn.

Funkce F definuje vztah mezi př́ımo a nepř́ımo pozorovatelnými stavy modelu

V = F (M,N). (4.6)

Aposteriorńı rozděleńı pravděpodobnosti inverzńı úlohy π(v|m,n) pro danou vodi-

vost m ∈ M a šum n ∈ N je rovno δ(v − F (m,n)), kde δ je Diracova funkce. Mějme

pravděpodobnostńı rozděleńı π(v,m, n), pak podle Bayesovy věty plat́ı

π(v,m, n) = π(v|m,n)πpr(m,n) = δ(v − F (m,n))πpr(m,n). (4.7)

Pravděpodobnostńı rozděleńı πpr(m,n) je apriorńı pravděpodobnost. Pro zjednodušeńı
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úlohy budeme považovat šum nezávislý na stavech modelu a tedy

πpr(m,n) = πpr(m)πnoise(n). (4.8)

Dále budeme uvažovat šum aditivńıho charakteru, tedy rovnici 4.6 přeṕı̌seme

V = F (M,N) = h(M) +N. (4.9)

Potřebujme se zbavit závislosti funkce hustoty pravděpodobnosti π(m, v, n) na šumu.

Muśıme proto integrovat hustotu pravděpodobnosti přes šum, při integraci využijeme

vlastnosti šumu 4.8, 4.9

π(m, v) =

�
δ(v − F (m,n))πpr(m,n)dn =

�
δ(v − h(m)− n)πpr(m)πnoise(v − h(m))dn = πpr(m)πnoise(v − h(m)).

(4.10)

Z bayesovského vzorce dostáváme pro hustotu pravděpodobnosti

π(m, v) = πpr(m)πnoise(v − h(m)) = π(m)π(v|m) (4.11)

Hodnoty podmı́něného očekáváńı vyjádř́ıme vzorcem

m|v =

�
mπ(m|v)dx. (4.12)

Výpočet této hodnoty je na rozd́ıl od maximalizace aposteriorńı pravděpodobnosti in-

tegrálńı problém [18]. Chceme-li źıskat představu o spolehlivosti odhadu, potřebujeme

źıskat interval spolehlivosti. Marginálńı hustotu pravděpodobnosti poč́ıtáme jako

π(mi|v) =

�
mπ(m|v)dm1, · · · dmi−1, dmi+1, · · · dmn. (4.13)

Z marginálńı hustoty pravděpodobnosti urč́ıme interval spolehlivosti pro daný parametr.

Podle vzorce

Pc =

� m̃i+δmi

m̃i−δmi
π(mi|v)dmi, (4.14)

kde m̃i je středńı hodnota odhadu proměnné mi a δmi je rozsah, pro který plat́ı, že

hodnota mi lež́ı v intervalu δ s pravděpodobnost́ı Pc. Pro výpočet hodnoty podmı́něného

očekáváńı je zapotřeb́ı spoč́ıtat integrál z aposteriorńı pravděpodobnosti. Tento integrál

se poč́ıtá numerickou metodou, která je založena na metodě Monte Carlo.
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4.2.1 Numerická integrace

Integrál podmı́něného očekáváńı a interval spolehlivosti je vypoč́ıtán metodou MCMC

Monte Carlo Markov Chain, která slouž́ı k aproximaci výpočtu integrálu.

Metoda Monte Carlo integrace spoč́ıvá v přibližném výpočtu integrálu funkce. V našem

př́ıpadě potřebujeme určit integrál funkce

F (x) =

�
g(x)p(x), (4.15)

kde p(x) je hustota pravděpodobnostńıho rozděleńı měřeńı a g(x) je měř́ıćı funkce. Nu-

merickou integraćı aproximujeme integrál funkce sumou

F (x) =

�
g(x)p(x) ≈ 1

n

N∑
i=1

g(Xi), (4.16)

kde {X1 · · ·Xi · · ·Xn} jsou vzorky hodnot, které odpov́ıdaj́ı pravděpodobnostńımu roz-

děleńı p. Pro generaci náhodného vzorku Xi se použ́ıvá Gibbs̊uv nebo Metropolis̊uv Has-

tings̊uv algoritmus.

4.3 Inverze jako statistický problém

V daľśıch řádćıch textu budeme předpokládat, že rozděleńı šumu πnoise odpov́ıdá Gaussovu

rozděleńı s kovariančńı matićı Cv a středńı nulovou hodnotou. Vyjádř́ıme věrohodnostńı

funkci podle vzorce 4.11 jako

π(d|m) = πnoise(v − h(m)) ∝ exp

{
−1

2
(d− h(m))TC−1

v (d− h(m))

}
(4.17)

a podle vzorce 4.11 vyjádř́ıme hustotu apriorńıho rozděleńı náhodné veličiny m jako

πpr(m) ∝ exp {(−βW (m))} , (4.18)

kde plat́ı, že W (m) ≥ 0 a β > 0. Parametr β definuje, jak dalece d̊uvěřujeme apriorńı in-

formaci. Jestliže předpokládáme, že apriorńı informace má normálńı rozděleńı, vyjádř́ıme

hustotu apriorńıho rozděleńı náhodné veličiny m jako

πpr(m) ∝ exp

{
−1

2
(m−m∗)TC−1

m (m−m∗)
}
, (4.19)
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kde Cm je kovariančńı matice vodivost́ı se středem v m∗. Aposteriorńı pravděpodobnost

rozděleńı vyjádř́ıme jako

π(m|d) ∝ exp

{(
−1

2
(d− h(m))TC−1

v (d− h(m))− βW (m)

)}
(4.20)

respektive jako

π(m|d) ∝ exp

{(
−1

2
(d− h(m))TC−1

v (d− h(m))− 1

2
(m−m∗)TC−1

m (m−m∗)
)}

(4.21)

pro normálńı rozděleńı apriorńı informace.

Výpočet inverzńı úlohy bez regularizace spoč́ıvá v maximalizaci věrohodnostńı funkce

4.19 což odpov́ıdá řešeńı výrazu výrazu

m̃ = arg minm
1

2
(d− h(m))TC−1

v (d− h(m)). (4.22)

Jestliže známe apriorńı hustotu pravděpodobnosti, pak ve výpočtu inverzńı úlohy maxi-

malizujeme aposteriorńı pravděpodobnost 4.20 řeš́ıme rovnici

m̃ = arg minm

(
1

2
(d− h(m))TC−1

v (d− h(m)) + αW (m)

)
. (4.23)

(4.24)

V př́ıpadě normálńıho rozděleńı vodivosti 4.21 minimalizujeme výraz

m̃ = arg minm
(
(d− h(m))TC−1

v (d− h(m)) + (m−m∗)TC−1
m (m−m∗)

)
. (4.25)

Maximalizace aposteriorńı pravděpodobnosti odpov́ıdá řešeńı inverzńı úlohy s regularizaćı.

4.4 Inverze jako deterministický problém

Mějme funkci h(m), která převád́ı admitivitu na odpor na elektrodách

v = h(m). (4.26)

Funkci h linearizujeme, a tedy dostaneme, že

v = Hm. (4.27)
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Naš́ım ćılem je naj́ıt takové m̃, které minimalizuje Euklidovu normu v rovnici

m̃ = arg minm||v −Hm||2. (4.28)

V našem př́ıpadě je tato úloha špatně podmı́něná a odpov́ıdá řešeńı inverzńı úlohy bez

regularizace. Proto řešeńım této optimalizačńı úlohy nedosáhneme dobrého výsledku.

Muśıme přidat podmı́nku pro parametr m, která bude zahrnuta ve funkci W (m) a hledat

řešeńı rovnice

m̃ = arg minm (||v −Hm||2 + αW (m)) , (4.29)

ve které je funkce W (m) ≥ 0 a hyperparametr α > 0. Zvláštńım tvarem funkce W (m) je

př́ıpad, ve kterém funkce W (m) odpov́ıdá Euklidově normě

W (m) = ||L(m−m∗)||2, (4.30)

kde L je matice, pro kterou plat́ı, že LTL je pozitivně semidefinitńı matice. Lineárńı

inverze s regularizaćı hledá řešeńı rovnice

m̃ = arg minm (||v −Hm||2 + α||L(m−m∗)||2) . (4.31)

4.5 Lineárńı inverze

Lineárńı inverze s regularizaćı lze interpretovat jako statistický problém minimalizuj́ıćı

aposteriorńı pravděpodobnost, ve které má vodivost normálńı rozděleńı 4.25, nebo jako

deterministickou inverzi, kde funkce W (m) odpov́ıdá Euklidově normě 4.31.

Výsledné rovnice deterministické 4.31 i statistická 4.25 interpretace jsou navzájem

převoditelné. Pro zjednodušeńı budeme předpokládat stejný nezávislý šum na všech elek-

trodách. Ve statistické interpretaci se vyskytuje kovariančńı matice Cm a Cv. Protože

předpokládáme stejný nezávislý šum na všech elektrodách, kovariančńı matice Cv lze

vyjádřit jako C−1
v = 1

s2v
I. V deterministické inverzi se vyskytuj́ı parametry α a matice

prioru L. Parametry rovnic z lineárńıho a statistického rozboru úlohy převedeme jako [19]

α =
sv
sm

(4.32)

1

s2
m

LTL = C−1
m , (4.33)

kde sm je změna velikosti amplitudy vodivosti a sv je pr̊uměrná velikost šumu měřeńı na
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elektrodách.

Lineárńı inverzńı úlohy řeš́ıme pseudoinverźı. Pseudoinverzńı matici, kterou je potřeba

určit, lze vypoč́ıtat prostřednictv́ım singulárńıho rozkladu. Singulárńım rozkladem lze také

určit, zda je úloha dobře podmı́něná. Jiným zp̊usobem, jak řešit lineárńı inverzńı úlohu s

regularizaćı, je zobecněným singulárńıho rozkladu.

4.5.1 Pseudoinverze

Pseudoinverze rozšǐruje pojem inverze na obdélńıkové a singulárńı matice. Matici A†

nazýváme pseudoinverzńı matićı k matici A, jestliže splňuje následuj́ıćı podmı́nky

AA†A = A (4.34)

A†AA† = A† (4.35)

(AA†)∗ = AA† (4.36)

(A†A)∗ = XA. (4.37)

Jestliže pro matici A ∈ Rm×n plat́ı, že m < n a matice má plnou řádkovou hodnost,

pak existuje pseudoinverzńı matice A† k matici A, kterou lze vypoč́ıtat jako

A† = (ATA)−1AT . (4.38)

Tedy rovnici

c = Ax, (4.39)

kde A splňuje předcházej́ıćı podmı́nky, řeš́ıme pseudoinverźı následuj́ıćım zp̊usobem

c = Ax (4.40)

AT c = ATAx (4.41)

x = (ATA)−1AT c. (4.42)

Pseudoinverzi se také nazývá Moore–Penrose inverze. Řešeńı rovnice x prostřednictv́ım

pseudoinverze je minimálńı vzhledem k Euklidově normě.

Výpočet m̃ regularizované úlohy 4.31, ve které předpokládáme m∗ = 0, provedeme

pseudoinverźı rovnice

v̄ = H̄m, (4.43)
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kde

H̄ =

[
H

αL

]
(4.44)

v̄ =

[
v

0

]
. (4.45)

Z této rovnice pseudoinverźı vyjádř́ıme m a dostaneme vzorec, podle kterého poč́ıtáme

řešeńı lineárńı regularizované úlohy

m = (H̄T H̄)−1H̄T v̄ = H̄†v̄ (4.46)

m = (HTH + α2LTL)−1HTv. (4.47)

4.5.2 Singulárńı rozklad

Mějme obdélńıkovou matici A ∈ Rm×n. Matici lze prostřednictv́ım singulárńıho rozkladu

(SVD - Singular Value Decomposition) vyjádřit jako

A = UΣV T =

q∑
i=1

uiσiv
t
i , (4.48)

kde matice U a V jsou unitárńı matice. Unitárńı matice je ortonormálńı matice, pro kterou

plat́ı, že k ńı Hermitovsky sdružená matice je matićı inverzńı. Matice Σ je diagonálńı

matice s nezápornými č́ısly na diagonále. Tato č́ısla se nazývaj́ı singulárńı č́ısla. Singulárńı

č́ısla jsou na diagonále uspořádána tak, že

σ1 ≥ σ2 ≥ σq ≥ 0. (4.49)

Pseudoinverzńı matici je možné poč́ıtat prostřednictv́ım singulárńıho rozkladu. Při sin-

gulárńım rozkladu matice vzniká chyba zaokrouhleńım. Tuto chybu je potřeba eliminovat,

protože při inverzńı úloze se tato chyba výrazně promı́tne do výsledku obrazu vodivosti.

Abychom omezili vliv chyby zaokrouhleńım zavedeme pojem maticové hodnosti.

Mějme matici A ∈ Rm×n, která má hodnost r. Vlivem zaokrouhlováńı při výpočtu

singulárńıho rozkladu matice, vzroste hodnota maticového rozkladu na hodnost n > r.

Abychom omezili chybu v inverzńı úloze, hledáme matici Ā, která bude mı́t po singulárńım
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rozkladu hodnost r, a která se bude co nejv́ıce bĺıžit p̊uvodńı matici

min||A− Ā||2. (4.50)

Definujeme numerickou hodnost matice A, při toleranci η ≥ 0

rη = rη(A, η) = min||E||2≤ηrank(A+ E), (4.51)

dále definujme matici Ar

Ar =
r∑
i=1

σiuiv
t
i , (4.52)

kde pro parametr r plat́ı, že r ≤ n a pravá strana odpov́ıdá singulárńımu rozkladu matice

A pro r = n. Pro matici Ar plat́ı

minrank(Ā)=r||A− Ā||2 = min||A− Ar||2 = σr+1, (4.53)

kde matice Ar má numerickou hodnost rη právě tehdy, když

σr > η ≥ σr+1. (4.54)

Numerická hodnost r je nejčastěji definována jako singulárńı č́ıslo, které splňuje rovnici

[20]

σr > ε · σ1, (4.55)

nebo rovnici

σr > ε · ||A||F . (4.56)

Podmı́nka 4.56 se použ́ıvá v praxi k zjǐstěńı numerické hodnosti matice. Aby byla nume-

rická hodnost dobře definovaná, muśı existovat dostatečně velká mezera mezi singulárńımi

č́ısly σr a σr+1, V př́ıpadě špatně podmı́něné matice nelze numerickou hodnost matice

určit, protože neexistuje dobře definovaná mezera mezi singulárńımi č́ısly. Mezera mezi

singulárńımi č́ısly je definována vzorcem

ωk =
σk
σk+1

. (4.57)
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Nyńı, když jsme se seznámili se singulárńım rozkladem, přejdeme k řešeńı inverzńı

úlohy prostřednictv́ım singulárńıho rozkladu a pseudoinverze. Pseudoinverzńı matici můžeme

vypoč́ıtat prostřednictv́ım singulárńıho rozkladu jako

A† =

n=rank(A)∑
i=1

viu
T
i

σi
. (4.58)

Kdybychom dokázali zabránit chybám při výpočtu singulárńıho rozkladu, a tedy hod-

nost matice a numerická hodnost matice by byly shodné. Mohli bychom vypoč́ıtat řešeńı

inverzńı úlohu jako

x = A†b =

n=rank(A)∑
i=1

viu
T
i

σi
b. (4.59)

Protože však tato chyba existuje, numerická hodnost matice se lǐśı od hodnosti matice.

Muśıme proto řešeńı inverzńı úlohy upravit na

xrη = A†rηb =

rη<n=rank(A)∑
i=1

viu
T
i

σi
b. (4.60)

Řešeńı této úlohy se nebude lǐsit v́ıce než o η.

V daľśı části se budeme zabývat t́ım, jak urč́ıme, zda je matice dobře podmı́něna.

Jestliže je matice dobře podmı́něná, pak úloha je stabilńı a řešeńı inverzńı úlohy dává

dobré výsledky. Podmı́něnost matice je charakterizována č́ıslem podmı́něnosti κ. Jestliže

se toto č́ıslo bĺıž́ı jedné, pak inverzńı úloha dává přesné výsledky. Naopak, jestliže toto č́ıslo

nabývá vysoké hodnoty, pak je úloha špatně podmı́něná. Č́ıslo podmı́něnosti je definováno

vztahem

κ =
||A||2
||A†||

=
σ1

σrank(A)

(4.61)

κk =
σ1

σk
. (4.62)

(4.63)

Nyńı ukážeme vztah mezi č́ıslem podmı́něnosti a stabilitou řešeńı. Mějme rovnici

Ax = b (4.64)

(4.65)
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a proved’me permutaci na této soustavě

Ax+ Aδx+ δAx+ δAδx = b+ δb. (4.66)

Za podmı́nky ||A−1|| · ||δA|| < 1, je vztah mezi změnou řešeńı rovnice, relativńı změnou

na vstupńıch datech a změnou modelu, dán vztahem

||δx||
||x||

≤ κ(A)

1− κ(A) ||δA||||A||

(
||δb||
||b||

+
||δA||
||A||

)
. (4.67)

Jestliže předpokládáme, že κ(A)||δA|| � ||A|| potom rovnici uprav́ıme

||δx||
||x||

≤ κ(A)

(
||δb||
||b||

+
||δA||
||A||

)
, (4.68)

z rovnice vid́ıme, že jestliže κ je malé, pak odchylka ve změně modelu a změně vstupńıch

dat, nemá velký vliv na změnu řešeńı rovnice. A naopak jestliže κ je velká, pak i malá

změna ve vstupńıch datech nebo v určeńı modelu má velký vliv na změnu řešeńı rovnice.

Singulárńı rozklad použijeme také pro rozbor Tikhonovi regularizace. Pro Tikhonovu

regularizaci plat́ı, že matice L v rovnici 4.31 je jednotková matice. Jestliže předpokládáme,

že vodivost m∗ = 0, řešeńı inverzńı úlohy přeṕı̌seme prostřednictv́ım singulárńıho rozkladu

[21] jako

m =
r∑
i=1

σ2
i

σ2
i + α2

uTi b

σi
vi, (4.69)

ve kterém člen

fi =
σ2
i

σ2
i + α2

(4.70)

se nazývá filtračńı faktor. Obecně může být podoba filtračńıho faktoru f r̊uzná a souhrnně

nazýváme inverzńı úlohu ve tvaru

m =
r∑
i=1

fi
uTi b

σi
vi (4.71)

metody spektrálńıho filtrováńı [21].

Řešit inverzńı úlohu 4.31 prostřednictv́ım singulárńıho rozkladu, lze i pro jinou než jed-

notkovou matici L. Jestliže matice L má plnou hodnost, lze provést transformaci souřadnic

a řešit rovnici v novém souřadném systému. Původńı soustavu převedeme do nového
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souřadného systému H̄ = HL−1, m̄ = Lm, v̄ = v a rovnici

m̃ = arg minm̄
(
||v̄ − H̄m̄||2 + α||(m̄− m̄∗)||2

)
(4.72)

řeš́ıme stejně jako Tikhonovu regularizace. Výsledek v p̊uvodńıch souřadnićıch dostaneme

zpětnou transformaćı m = L−1m̄.

4.6 Zobecněný singulárńı rozklad

Zobecněný singulárńı rozklad rozšǐruje singulárńı rozklad na maticovou dvojici (A,L),

ve které maticová dvojice má rozměry A ∈ Rm×n, L ∈ Rn×p kde m ≤ n ≤ p. Dále

předpokládejme, že pro jádra matic plat́ı N(A) ∩N(L) = 0, tedy matice[
A

L

]
(4.73)

má plnou řádkovou rovnost. Tento maticový rozklad nebyl standardizován, a proto může

mı́t r̊uzné podoby, v této práci zvoĺım rozklad definovaný v programu MATLAB. Maticová

dvojice je rozložena na maticový součin

A = UΛXT (4.74)

L = VMXT , (4.75)

kde matice U ∈ Rm×m a matice V ∈ Rp×p jsou unitárńı matice. Matice X ∈ Rn×n

je nesingulárńı čtvercová matice. Matice Λ ∈ Rm×m je diagonálńı matice, ve které jsou

prvky na diagonále posunuty o k, tak že k = 0 pro m > n, k = n−m pro m ≤ n. Prvky

na diagonále jsou seřazeny tak, že

0 ≤ Λ1 ≤ ... ≤ Λp ≤ 1. (4.76)

Marice M ∈ Rp×n je diagonálńı matice, ve které jsou prvky na diagonále seřazeny tak, že

µ1 ≥ ... ≥ µp ≥ 0. (4.77)

Diagonálńı prvky matic Λ a M jsou normovány tak, aby platilo

Λ2
i + µ2

i = 1 pro i = 1 · · · p. (4.78)
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Pro zobecněný singulárńı rozklad maticové dvojice (A,L) definujeme zobecněná singulárńı

č́ısla jako

γi =
Λi

µi
pro i = 1 · · · p. (4.79)

Řešeńı inverzńı úlohy 4.31 definujeme prostřednictv́ım zobecněného singulárńıho rozkladu

jako

m =
n∑
i=1

γ2
i

γ2
i + α2

uTi+kb

Λi

yi, (4.80)

kde Y = X−T (inverze transpozice) a k = 0 pro m > n a k = n−m pro m ≤ n.

4.7 Nelineárńı inverze

Inverzńı úloha se řeš́ı také nelineárńımi iterativńımi algoritmy. Nejběžněǰśı algoritmem je

Gauss-Newtonova optimalizačńı metoda. Nelineárńımi algoritmy lze minimalizovat i jiný

než Euklidovský tvar funkce W (m).

Označme ztrátovou funkci ψ

ψ = ||v − h(m)||2 + αW (m), (4.81)

Gauss-Newtonova metoda spoč́ıvá v nalezeńı minima v okoĺı bodu mi na druhém stupni

Taylorova rozvoje funkce ψ

ψ(mi + δm) ≈ ψ̃(mi + δm) = ψ(mi) + ψ′(mi)δm+
1

2
ψ′′(mi)δm

2. (4.82)

Toto minimum je výchoźı hodnota pro daľśı krok algoritmu, který vypoč́ıtáme jako

mi+1 = mi + siδm, (4.83)

kde parametr si určuje délku iteračńıho kroku.

Abychom našli minimum funkce 4.82 v okoĺı bodu mi polož́ıme prvńı derivaci podle

δm rovnou nule
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0 =
∂

∂δm

(
ψ(mi) + ψ′(mi)δm+

1

2
ψ′′(mi)δm

2

)
(4.84)

0 = ψ′(mi) + ψ′′(mi)δm. (4.85)

Následně z rovnice vyjádř́ıme δm

δm = − ψ
′(mi)

ψ′′(mi)
, (4.86)

kde ψ′(mi) je gradient a ψ′′(mi) je hessián funkce v bodě mi. Gradient a hessián funkce

ψ lze vyjádřit jako

ψ′ = −2
∂h(m)

∂m

T

(v − h(m)) + αDW (m) (4.87)

ψ′′ = 2
∂h(m)

∂m

T ∂h(m)

∂m
+
∂2h(m)

∂m2
(v − h(m)) + αD2W (m). (4.88)

V hessiánu zanedbáme druhé derivace funkce h(m)

ψ′′ = 2
∂h(m)

∂m

T ∂h(m)

∂m
+ αD2W (m). (4.89)

Jestliže funkci h(m) linearizujeme h(m) ≈ Hm, ∂h(m)
∂m
≈ Jm a funkci W (m) vyjádř́ıme

jako Euklidovu normu W (m) = ||L(m−m∗)||2, pak iteračńı krok Gauss-Newtenovi opti-

malizačńı metody vyjádř́ıme jako

mi+1 = mi − si(JTi Ji + αLTL)−1(JTi (v −Hmi)− αLTL(mi −m∗)). (4.90)

Při výpočtu se v některých situaćı provede pouze jeden iteračńı krok Gauss-Newtonova

algoritmu. Tento algoritmus se pak nazývá jako Gauss-Newton̊uv jednokrokový algoritmus

[22].

4.8 Absolutńı a rozd́ılový obraz

V popisu inverzńı úlohy jsme se doposud zabývali absolutńı tomografíı, která vyhodnocuje

absolutńı vodivost materiálu. K detekováńı poruchy na kompozitńım materiálu vyhod-

nocujeme relativńı změnu vodivosti oproti neporušenému stavu. Tedy v našem př́ıpadě

inverzńı problém je definován jako

δm̃ = arg minδm||Jδm− δd||2, (4.91)
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regularizovaná inverzńı úloha je definována jako

δm̃ = arg minδm||Jδm− δd||2 + αW (m). (4.92)

Opět se jedná o špatně podmı́něnou úlohu. Řešeńı inverzńı úlohy odpov́ıdá předchoźı teo-

rii, kde vodivost m odpov́ıdá relativńı změně vodivosti δm. Matice H odpov́ıdá citlivostńı

matici J a napět́ı na elektrodách v odpov́ıdá relativńı změně napět́ı oproti homogenńımu

stavu δv. Regularizace předpokládá m∗ = 0, protože výchoźı vodivost materiálu je bez

poruchy. Řešeńı lineárńı inverzńı úlohy pak vyjádř́ıme jako

δm = (JTJ + αLTL)−1JT δd. (4.93)



Kapitola 5

Regularizace

Regularizace inverzńı úlohy je zp̊usob, jak úlohu vyřešit i přes jej́ı špatnou podmı́něnost.

Základńım zp̊usobem regularizace je spektrálńı filtrováńı, kdy jsou singulárńı č́ısla vy-

násobena filtračńı funkćı. Filtračńı funkce je definována tak, aby sńıžila vliv malých sin-

gulárńıch č́ısel na výsledek inverzńı úlohy.

Daľśı možnost́ı regularizace je zahrnut́ı apriorńı informace o datech. Jako apriorńı in-

formace může sloužit znalost o velikosti a struktuře vodivosti, nebo předpoklad o spojitosti

a hladkosti vodivostńı funkce.

Jestliže funkce apriorńı informace odpov́ıdá Euklidově normě, pak lze řešit inverzńı

úlohu lineárńı inverźı. Naopak funkce apriorńı informace, která neodpov́ıdá euklidovskou

normě, se muśı řešit nelineárńı inverźı.

Je možné kombinovat jednotlivé regularizace dohromady [23], [24].

5.0.1 TSVD

TSVD (Truncated Singular Value Decomposition) patř́ı mezi základńı regularizačńı me-

tody. TSVD nahrazuje singulárńı č́ısla, která zp̊usobuj́ı vysokou citlivost inverzńı úlohy na

šum, nulami. Výsledek inverzńı úlohy rozeṕı̌seme prostřednictv́ım singulárńıho rozkladu

m =
n∑
i=1

fi
uTi d

σi
vi, (5.1)

kde filtračńı faktor fi definujeme jako

fi = 1 pro i ≤ k (5.2)

fi = 0 pro i > k. (5.3)

Parametr k ve filtračńı funkci je kladné celé č́ıslo k ≤ n.

30
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5.0.2 Tikhonova regularizace

Tikhonova regularizace minimalizuje výslednou odchylku od výchoźı vodivosti m∗. Regu-

larizačńı funkci definujeme jako

W (m) = ||I(m−m∗)||2, (5.4)

kde I je jednotková matice. Jestliže m∗ = 0, pak výsledek inverzńı úlohy lze rozepsat

prostřednictv́ım singulárńıho rozkladu jako

m =
n∑
i=1

σ2
i

σ2
i + α

uTi d

σi
vi (5.5)

s filtračńım faktorem

fi =
σ2
i

σ2
i + α2

. (5.6)

Jestliže singulárńı č́ıslo σi � α, pak pro filtračńı faktor plat́ı
σ2
i

σ2
i+α2 ≈ 1, naopak pro

singulárńı č́ısla σi � α plat́ı
σ2
i

σ2
i+α2 ≈ 0.

Zobecněná Tikhonova regularizace je založena na minimalizaci Euklidovy normy [25]

W (m) = ||L(m−m∗)||2, (5.7)

kde L je matice. Tuto matici budeme označovat jako prior. Matice typicky splňuje Mo-

rozovovu doplňkovou podmı́nku [25], tedy existuje β > 0 tak, že pro všechna m > 0

plat́ı

||Hm||2 + ||Lm||2 ≥ β||m||2. (5.8)

Matice L může aproximovat diferenciálńı operátor prvńı a druhé derivace. Prvńı derivace

penalizuje spojitost funkce, druhá derivace penalizuje hladkost řešeńı [26]. Matice L může

také definovat hornopropustńı frekvenčńı filtr. Hornopropustńı filtr pak penalizuje vysoko-

frekvenčńı změny. Mezi tyto filtry patř́ı Laplace̊uv hornopropustńı filtr, který aproximuje

Laplace̊uv operátor. Jádro aproximačńıho filtru je definováno pro čtyři sousedńı uzly jako
0 −1 0

−1 4 −1

0 −1 0

 , (5.9)
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kde sousedńı uzly nabývaj́ı hodnotu −1 a samotný uzel má hodnotu 4. Daľśı možnost́ı je

aproximovat Gauss̊uv hornopropustńı filtr, jehož jádro je dáno jako [27]

f(x, y) = δ(x, y)− π2

ω2
0

e−(π2/ω2
0)(x2+y2). (5.10)

5.0.3 NOSER

Tento algoritmus byl publikován v práci [22]. Název regularizace je odvozen ze zkratky

”Newton one-step error regularization”. Regularizace byla použita v p̊uvodńı publikaci

v Gauss-Newtonově jednokrokovém algoritmu. Tato regularizace se ovšem s úspěchem

použ́ıvá i v lineárńı inverzi. Algoritmus definuje matici L jako diagonálńı matici

L =
√
diag(JTJ). (5.11)

Regularizace vycháźı z předpokladu, že hodnota výrazu ∂V
∂mi

∂V
∂mj

má větš́ı hodnotu pro

uzly i a j, které jsou bĺızko u sebe. Naopak pro uzly, které jsou daleko od sebe plat́ı, že

hodnota výrazu je nižš́ı. Jestliže i = j pak hodnota výrazu je vždy kladná, tedy prvky

diagonálńı matice diag(JTJ) jsou kladná č́ısla. Matice LTL je tedy u regularizace NOSER

pozitivně definitivńı a stabilizuje inverzńı úlohu.

5.0.4 TV Regularizace

TV regularizace (Total Variation regularization) minimalizuje rozd́ıly mezi admitivitou na

sousedńıch uzlech. Na rozd́ıl od zobecněné Tikhonovy regularizace, u které se minimalizuje

Euklidova norma, TV regularizace minimalizuje normu L1. Výhodou této normy je, že

regularizačńı funkce nepenalizuje nespojitosti. Regularičańı funkce je vyjádřena vztahem

TV (m) =

�
Ω

∇mdΩ, (5.12)

který dále rozeṕı̌seme

TV (m) =
∑

j∈hrany

lj|mh(j) −mk(j)|, (5.13)

kde lj je délka hrany j, která lež́ı mezi uzlem h a k. Rovnici regularizačńı funkce dále

přeṕı̌seme na

TV (m) =
∑

j∈hrany

|Ljm| = Lm, (5.14)
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kde Lj je řádek ř́ıdké matice L, který je nenulový ve dvou sloupćıch pro uzly h a k, do

kterých vede hrana j. Řádek matice lze rozepsat jako

Lj = [0, · · · , 0, lj, 0, · · · ,−lj0, · · · , 0]. (5.15)

Regularizačńı funkce TV (Θ) neńı diferencovatelná v bodech, pro které plat́ı mh(j) = mk(j).

Protože potřebujeme funkci diferencovatelnou ve všech bodech, muśıme regularizačńı

funkci TV (Θ) modifikovat na

TVβ(m) =

�
Ω

√
| ∇m|2 + βdΩ, (5.16)

kde β je parametr, pro který plat́ı β > 0, β → 0.

Regularizačńı úloha s TV priorem se řeš́ı nelineárńımi iteračńımi algoritmy jako je

Gauss-Newtonova metoda. U těchto algoritmů je volba hyperparametru složitěǰśı než v

př́ıpadě lineárńı inverze, protože hodnota hyperparametru se může volit pro každý krok

iterace odlǐsně. Běžně se voĺı dvě hodnoty hyperparametru. Prvńı hodnota pro počátečńı

krok algoritmu a druhá hodnota pro daľśı iteračńı kroky [28]. Směr iteračńıho kroku δm

v Gauss-Newtonově algoritmu pro inverzńı úlohu s TV regularizaćı se vyjádř́ı jako [29]

δm = −
(
JTi Ji + αLTE−1

i FiL
)−1 (

Ji(Hmi − d)− αLTE−1
i Lmi

)
, (5.17)

kde

Ei = diag(ηj) (5.18)

Fi = diag

(
1− |Ljmi|2

η2
j

)
(5.19)

ηj =
√
|Ljmi|+ β. (5.20)
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Volba hyperparametru

Mı́ru zásahu regularizace do výsledku inverzńı úlohy určuje hyperparametr. Pokud je

hodnota hyperparametru př́ılǐs ńızká, pak je výsledek př́ılǐs ovlivněn šumem. Jestliže je

naopak jeho hodnota př́ılǐs vysoká, pak se zmenšuje přesnost výsledku.

Pro určeńı hyperparametru byly vyvinuty techniky, které se snaž́ı optimalizovat jeho

hodnotu. Ćılem je vybrat hodnotu hyperparametru, která by byla co nejnižš́ı tak, aby se co

nejméně snižovala přesnost výsledku. S volbou hyperparametru je také spojena hodnot́ıćı

funkce, která vyhodnocuje obraz při zvolené hodnotě hyperparametru.

Algoritmy, zmı́něné v této diplomové práci, byly vytvořeny pro lineárńı inverzi. Mı́ru

zásahu regularizace je potřeba určit také u nelineárńı inverze, u které je situace s jeho

volbou složitěǰśı. Některé algoritmy, jako určeńı parametru NF , lze použ́ıt částečně i pro

jiné typy inverze. Nicméně, použit́ı tohoto algoritmu pro jiné typy inverze je složitěǰśı.

Výsledek inverzńı úlohy, vodivost m, je závislý na volbě hyperparametru α, což budeme

značit jako mα

6.0.1 L-Křivka

Metoda L-křivky neboli L-curve (LCC) je založena na najit́ı nejlepš́ıho poměru mezi eukli-

dovskou normou rozd́ılu ||v −Hmα||2 a velikost́ı regularizačńıho zásahu ||L(mα −m∗)||2.

L-křivka se definuje tak, že na jednu osu je vynesen rozd́ıl mezi naměřenou hodnotou

napět́ı a hodnotou napět́ı dopočtenou z vodivosti mα P (m) = log||v −Hmα||2 a na dru-

hou osu je vynesena velikost zásahu regularizace D(m) = log||L(mα −m∗)||2.

Hyperparamter se nacháźı v mı́stě maximálńıho zakřiveńı křivky neboli hrany křivky.

Mı́ra zakřiveńı se poč́ıtá jako [30]

κ = 2
P ′D′′ − P ′′D′

((P ′)2 + (D′)2)(3/2)
. (6.1)

Tato metoda má několik úskaĺı. Prvńım je, že L-křivka negarantuje konkávnost. Křivka

34
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je ovšem konkávńı pro všechna λ, kde λ ≤ σn, nebo λ ≥ σn [30]. Hledáńı hyperparametru

také selhává v př́ıpadě př́ılǐs hladkých řešeńı. Výpočet hyperparamteru se také znepřesňuje

s nar̊ustaj́ıćım počtem singulárńıch č́ısel [30]. Daľśım úskaĺım může být nejasně znatelná

hrana křivky. Podle Grahema 2006 [31] tento problém nastává v př́ıpadech, když ne-

použijeme Tikhonovu regularizaci. Nevýhodou této metody je také nutnost generovat

křivku pro každé měřeńı zvlášt’. Ukázka L-křivek je uvedena v př́ıloze B.

6.0.2 Zobecněná kř́ıžová validace

Kř́ıžová validace je založena na predikaci měřeńı, které bylo vynecháno při řešeńı úlohy.

Zobecněná kř́ıžová validace neboli Generalized cross-validation (GCV) hledá minimum

funkce [32]

G(α) =
||v −Hmα||2

trace(I −HH†)
. (6.2)

Hledáńı minima této funkce může být problematické, protože v některých př́ıpadech

funkce G(α) může být rostoućı. Daľśım problémem může být, že funkce je v okoĺı minima

plochá, a proto je velmi těžké pro tuto funkci naj́ıt optimálńı hodnotu hyperparametru.

[32]. Podle Grahama 2006 [31] optimalizace hyperparametru zobecněnou kř́ıžovou validaćı

se v tomografii ukázala jako nespolehlivá, protože regularizace je př́ılǐs ńızká a šum neńı

dostatečně potlačen. Ukázka funkćı G(α) je uvedena v př́ıloze B.

6.0.3 Volba šumového č́ısla

Tato metoda byla popsána v Adlerovi 1996 [27]. Metoda převede úlohu manuálńıho výběru

hyperparametru na manuálńı výběr parametru šumového č́ısla Noise Figure (NF ). Pa-

rametr NF je definován jako poměr mezi odstupem signálu od šumu měřeńı a odstupu

signálu od šumu výsledného obrazu

NF =
SNRin

SRNout

=

mean[vc]√
var[n]

mean[Bvc]√
var[Bn]

, (6.3)

kde signál vc = Hmc vznikne z uměle vygenerovaných dat, kdy je doprostřed tělesa

vložena malá skoková změna vodivosti. Hodnota NF je vybrána na základě znalost́ı

daného signálu. Jako přijatelná hodnota parametru NF se pro tomografii podle Gra-

hama 2006 [31] ukazuje hodnota z rozsahu od 0.5 do 2.0. Rovnice 6.3 řeš́ıme metodou

p̊uleńı interval̊u.
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Obrázek 6.1: Grafické zobrazeńı metody pro hledáńı hyperparametru [33]

6.0.4 Parametr Noise Performance

Tato metoda byla popsána v publikaci Braun 2017 [33]. Metoda zavád́ı novou metriku,

která spoč́ıvá v určeńı pr̊uměrného odstupu signálu od šumu v obrazu.

Určeńı pr̊uměrného odstupu signálu od šumu SNR spoč́ıvá ve výpočtu odstupu signálu

od šumu pro několik ćıl̊u. Ćılem se označuje oblast, ve které vytvoř́ıme skokovou změnu

vodivosti. Tyto ćıle jsou umist’ovány v tělese uvnitř oblasti, ve které chceme vyhodnocovat

obraz. Odstup signálu od šumu se vyhodnocuje v ćılové oblasti (TEZ), která je dána

jednou čtvrtinou maxima amplitudy. Vzorec pro výpočet pr̊uměrného odstupu signálu od
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šumu lze vyjádřit jako

SNR = Et

[
k
∑np

i=1[z]i[ms]i√
En[
∑np

i=1[z]i[md]2i ]

]
, (6.4)

kde ms je velikost obrazu signálu s nehomogenitou, md je velikost signálu bez nehomo-

genity a zi je normovaná plocha
∑np

i=1 zi = 1, pro kterou plat́ı zi ∝ aici, kde ai je plocha

prvku a parametr ci je roven jedné jestliže plocha prvku lež́ı uvnitř ćılové oblasti vyhod-

noceńı a nule, jestli lež́ı mimo tuto oblast.

Pro algoritmus je nutné stanovit několik parametr̊u jako oblast, do které jsou umı́stěny

ćıle. Daľśım parametrem je počet ćıl̊u k vyhodnoceńı. S nar̊ustaj́ıćı počtem ćıl̊u se zvyšuj́ı

nároky na vyhodnoceńı parametru. Dle Brauna 2017 [33] je vhodným počet ćıl̊u nastaven

na nt = 200. Pr̊uměrná hodnota odstupu signálu od šumu SNR se může odvodit od

hodnoty NF .

Obrázek 6.2: Znázorněńı výpočtu hodnoty pr̊uměrného odstupu od šumu [33]

6.0.5 Metoda nejlepš́ıho rozlǐseńı

Tato metoda spoč́ıvá v optimalizaci plochy obrazu vodivostńıho kontrastu, který je umı́stěn

doprostřed tělesa. Metoda zavád́ı parametr poloměru rozlǐseńı neboli Blur radius

BR(α) =
√
Az(α)/A0(α), (6.5)

kde A0 je plocha tělesa a Az je plocha obsahuj́ıćı polovinu velikosti amplitudy rekonstruo-

vaného obrazu. Toto určeńı plochy Az je výhodné, protože je v́ıce odolné v̊uči šumu oproti

tradičńı definici, kdy se plocha Az se určuje z maximálńı amplitudy [27]. (V literatuře jsou

nejčastěji uvedeny hodnoty 1
4

a 1
2

maxima signálu obrazu.) Najit́ı hyperparametru spoč́ıvá
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ve výpočtu funkce

α∗ = arg minα

√
Az(α)

A0(α)
, (6.6)

tedy prob́ıhá minimalizace plochy nehomogenity v obraze.

6.0.6 Implementace metody nejlepš́ıho rozlǐseńı

Metoda hledáńı hyperparemetru metodou nejlepš́ıho rozlǐseńı je popsána v mnoha praćıch,

v nástroji EIDORS tato metoda implementována neńı. Je zde pouze funkce, která spoč́ıtá

hodnotu poloměru rozlǐseńı, pro konkrétńı hodnotu hyperparametru. Proto byla tato me-

toda hledáńı hyperparemetru implementována v rámci této diplomové práce.

K rekonstrukci inverzńı úlohy byla vygenerována rozd́ılová data. Rozd́ılová data jsou

vygenerována dopřednou úlohou pro homogenńı těleso a pro těleso do jehož středu byla

vložena malá nehomogenita. Vygenerovaná data jsou zat́ıžena aditivńım šumem dle vzorce

7.1 a 7.2. Na rekonstruovaném obrazu je proveden řez v polovině tloušt’ky geometrie

modelu. U řezu je spoč́ıtána hodnota Br(α) pro r̊uzné hodnoty hyperparametru α. Na

vygenerované křivce funkce Br(α) je potřeba určit optimálńı hodnotu Br(α∗), která by

měla být definovaná jako minimum funkce.

-40-35-30-25-20-15-10-5

0.55
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log(α)

B
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Obrázek 6.3: Křivka nejlepš́ıho rozlǐseńı s vyznačenou optimálńı hodnotou Br(α∗)

Při implementaci se ukázalo, že funkce Br(α) má v́ıce minim. Nav́ıc globálńı minimum

nemuselo dobře optimalizovat hodnotu hyperperparametru. Jako správná hodnota křivky

Br(α∗), která dobře optimalizuje hyperparamentr, se ukázala hodnota prvńıho lokálńıho

minima, na obrázku 6.3 vyznačena červeně. Optimum bylo nalezeno gradientńım algo-
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ritmem. U gradientńıho algoritmu je hodnota hyperparametru α0 je stanovena tak, aby

platilo α∗ < α0, kde α∗ je optimálńı hodnota hyperparametru.

Při implementaci algoritmu se ukázal problém určit inicializačńı hodnotu α0. Pro tuto

hodnotu muselo platit, že α∗ < α0 a zároveň nesměla být tato hodnota př́ılǐs velká, protože

funkce je pro hodnoty, které plat́ı α� α∗, plochá.

Křivka funkce Br(α) neńı generována jednoznačně, protože tato funkce je závislá na

aditivńım šumu Br(α, n). Proto je hyperparametr vybrán jako pr̊uměr několika optima-

lizaćı hyperparametru Br(α∗, ni). V implementovaném algoritmu byl zvolen parametr

i = 20 a z pr̊uměru jsou vždy vynechány nejvyšš́ı a nejnižš́ı hodnotu určeného hyperpa-

rametru.



Kapitola 7

Rekonstrukce obrazu bodové

nehomogenity

V této kapitole se budeme zabývat vlivem zvolené inverzńı metody na rekonstrukci bo-

dové nehomogenity. Inverzńı metodou je myšlena kombinace algoritmů inverzńı metody

s regularizaćı a metody volby hyperparametru. V úvodu kapitoly je popsána simulace

a generováńı modelu śıtě kompozitńıho vzorku. Poté je rozebrána špatná podmı́něnost

inverzńı úlohy. Následně jsou popsány regularizace. U jednotlivých regularizaćı je ukázán

jejich vliv na rekonstruovaný obraz a jsou uvedeny detaily k jejich praktickému využit́ı.

Zejména jsou rozebrány metody využité k určeńı hyperparametru. Jako posledńı téma ka-

pitoly je porovnáńı vlivu vybraných regularizaćı a algoritmů pro výběr hyperparametru

na kvalitu rekonstrukce polohy bodové nehomogenity. Kvalita rekonstrukce bodové neho-

mogenity je určena na základě přesnosti určeńı jej́ı polohy. Poloha bodové nehomogenity

byla určena algoritmem implementovaným v rámci této diplomové práce.

7.1 Simulace

Výpočty se budou provádět na simulaci karbonové kompozitńı vzorek. Tento vzorek má

tvar destičky o délce hrany 0.15 m, š́ı̌rce 0.1 m a tloušt’ce 0.04 m s homogenńı vodivost́ı

8000 Sm−1. Nehomogenitu budu simulovat malým válcem s pr̊uměrem 0.001 m a vodivost́ı

6000 Sm−1 zanořeným do poloviny hloubky vzorku.

Nastrojem Netgen vygenerujeme pro dopřednou a inverzńı úlohu odlǐsnou śıt’, t́ım se

vyhneme tzv. ’invese crime’, ke kterému docháźı v př́ıpadě, že bychom použili stejnou śıt’

pro obě dvě úlohy. Jemněǰśı śıt’ vygenerujeme pro dopřednou úlohu a pro inverzńı úlohu

vygenerujeme hrubš́ı śıt’. Jemněǰśı śıt’ má 4198 element̊u a 1369 uzl̊u. Hrubš́ı śıt’ má 2106

element̊u a 788 uzl̊u.

Abychom určili rozd́ıl mezi jednotlivými regularizacemi a metodami volby hyperpara-

40
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Obrázek 7.1: Śıt’ vygenerovaná pro inverzńı úlohu

Obrázek 7.2: Śıt’ vygenerovaná pro dopřednou úlohu s malou nehomogenitou uprostřed
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metru zat́ıž́ıme simulovaný signál šumem

v̄h = vh + n · χ

SNR
(7.1)

v̄i = vi + n · χ

SNR
, (7.2)

kde n je šum s normálńım rozděleńım, jednotkovým rozptylem a nulovou středńı hodnotou.

Parametr χ definujeme jako

χ =
||vh − vi||2
||n||2

(7.3)

a parametr SNR udává poměr mezi rozd́ılovou hodnotou signálu a šumem.

7.2 Rekonstrukce obrazu bez regularizace

Špatnou podmı́něnost inverzńı úlohy ukážeme na výpočtu č́ısla podmı́něnosti citlivostńı

matice J . Č́ıslo podmı́něnosti citlivostńı matice, které je určené podle vzorce 4.61, vyjde

jako

κ(J) ≈ 1 · 1015 � 1, (7.4)

což je vysoká hodnota. Proto muśıme hledat cesty, jak rovnici upravit. Jednou z možnost́ı

je stanovit numerickou hodnost matice a provést inverzi s matićı Jr.

Dle definice nabývá citlivostńı matice J numerické hodnosti r = 186. Pro tuto hodnotu

je výrazný rozestup mezi singulárńımi č́ısly, protože numerická hodnota nabývá vysoké

hodnoty ω186 ≈ 104 a velikost singulárńıho č́ısla je

sr=186 ≈ 10−11 � ε · ||J ||F ≈ 10−17. (7.5)

Urč́ıme č́ıslo podmı́něnosti u nové matici Jr=186, které je definována 4.52 jako

κ(Jr=186) ≈ 8 · 109 � 1, (7.6)

což je rovněž vysoká hodnota, a proto výsledek inverzńı úlohy s matićı Jr=186 nevede k

dobrému výsledku. Abychom mohli provést rekonstrukci obrazu, je nutné zavést do úlohy

regularizaci.
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7.3 Rekonstrukce obrazu s regularizaćı

V této sekci jsou popsány jednotlivé typy vybraných regularizaćı, které jsou implemen-

továny v nástroji EIDORS a regularizace, které byly implementovány v rámci této diplo-

mové práce. U jednotlivých regularizaćı je také uveden postup pro výběr hyperparame-

tru. Z regularizaćı implementovaných v nástroji EIDORS je uvedena regularizace TSVD,

která patř́ı mezi metody spektrálńıho filtrováńı. Dále jsou vybrány lineárńı regularizace,

mezi které je zařazena i Tikhonova regularizace. (Tikhonova regularizace může být inter-

pretována i jako regularizace filtruj́ıćı singulárńı č́ısla.) Jako nelineárńı inverze je v této

kapitole uvedena TV regularizace. Regularizace implementované v rámci této diplomové

práci jsou založeny na kombinaci jednotlivých typ̊u regularizaćı.

7.3.1 TSVD

Abychom mohli použ́ıt TSVD regularizaci, je potřeba stanovit filtračńı faktor 5.1. Muśıme

tedy určit nejnižš́ı singulárńı č́ıslo, které se bude účastnit rekonstrukce inverzńı úlohy.

Funkce filtračńıho faktoru je v nástroji EIDORS určena jako

fi = 0 pro 100
σr
σ1

≥ α (7.7)

fi = 1 pro 100
σr
σ1

< α, (7.8)

kde α je hyperparametr. Určeńı hyperparametru lze v nástroji EIDORS pouze prostřed-

nictv́ım metody volby parametru NF . Nástroj nalezeńı hyperparametru podle volby para-

metru NF neumožňuje vybrat nižš́ı hodnoty parametru než NF = 1.3. Vliv regularizace

na výslednou rekonstrukci bodové nehomogenity je uveden v př́ıloze B. Př́ıloha A se

zabývá vlivem zvolené filtračńı funkce na rekonstrukci bodové nehomogenity

7.3.2 Lineárńı inverze s regularizaćı

K regularizaci lineárńı inverze je v nástroji EIDORS implementována Tikhonova regu-

larizace a zobecněná Tikhonova regularizace s priorem Laplece a priorem NOSER. Vliv

jednotlivých regularizaćı na výslednou rekonstrukci bodové nehomogenity je ukázán v

př́ıloze B.

U lineárńı regularice je potřeba vybrat jednu z metod volby hyperparametru. V nástroji

EIDORS je implementována metoda L-křivky, metoda zobecněné kř́ıžové validace a me-

toda výběru parametru NF . V rámci diplomové práce je přidána metoda nejlepš́ıho

rozlǐseńı.

V následuj́ıćıch bodech jsou shrnuty poznatky o vlastnostech metod volby hyperpare-
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metru při rekonstrukci bodové nehomogenity.

• U metody výběru parametru NF plat́ı, že se zvyšuj́ıćım se č́ıslem NF , klesá hodnota

hyperparametru a t́ım roste zastoupeńı šumu v obraze. Tedy při ńızkém odstupu

signálu od šumu je potřeba zvolit nižš́ı hodnoty parametru NF , při vyšš́ım odstupu

signálu od šume je naopak dobré volbu parametru NF zvýšit.

• Metoda nejlepš́ıho rozlǐseńı je vhodná pro data s vyšš́ım odstupem signálu od šumu.

• Metoda zobecněné kř́ıžové validace si při simulaćıch lépe porad́ı se signálem, který

má menš́ı odstup signálu od šumu. Nicméně si poradila se všemi typy signál̊u. U

regularizace s Laplaceovým priorem algoritmus špatně určoval hyperparametr při

ńızkém odstupu signálu od šumu.

• Metoda L-křivky naopak vykazuje dobrý výsledek při vysokém odstupu signálu od

šumu, avšak při ńızkém odstupu signálu od šumu tato metoda selhává, protože

křivka nemá jasně definovanou hranu. Aby algoritmus našel hyperparametr u re-

gularizace s Laplaceovým priorem, musela se manuálně omezit maximálńı velikost

hyperparametru.

Srovnáńı grafu L-Křivek a křivky zobecněné kř́ıžové validace pro r̊uzné typy regularizaćı

a pro r̊uzné odstupy signálu od šumu, jsou uvedeny v př́ıloze C.

V rámci regularizace NOSER je také nutné volit parametr. Prior NOSER je v nástroji

EIDORS definován jako

L = diag(JTJ)p, (7.9)

kde parametr p ovlivňuje mı́ru potlačeńı šumu. S rostoućı hodnotou parametru p klesá

zastoupeńı šumu v obraze, ale zároveň je potlačena užitečná složka signálu. V programu

EIDORS je zvolena jako výchoźı hodnota parametru p = 1
4
, což se ukázalo jako dobrá

volba pro výsledek inverzńı úlohy.

7.3.3 Nelineárńı inverze s regularizaćı

V nástroji EIDORS je implementována TV regularizace. Tato regularizace se skládá z

lineárńı a nelineárńı části. V lineárńı části algoritmu se vypoč́ıtá vodivost, která je zvolena

jako inicializačńı hodnota v nelineárńı části Gauss-Newtonova optimalizačńıho algoritmu.

Prior v lineárńı části inverzńı úlohy 4.31 je zvolen podle 5.14. Regularizačńı funkce v

nelineárńı části je definován jako W (m) =
√
∇m+ β. Parametr β je v každém kroku

snižován βi+1 = 0.8βi. Délka kroku Gauss-Newtonova algoritmu je volená proměnlivě.
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V implementovaném algoritmu je potřeba zvlášt’ zvolit hyperparametr v lineárńı i

nelineárńı části algoritmu. Metody výběru hyperparametru jsou vytvořeny pro lineárńı

inverzi s regularizaćı, proto volba hyperparametru nebyla triviálńı záležitost. U lineárńı

části algoritmu bylo možné zvolit hyperparametr prostřednictv́ım výběru parameteru NF .

Nicméně se nepodařilo naj́ıt takovou kombinaci hyperametr̊u, která by dokázala dobře

rekonstruovat obraz. Výsledný rekonstruovaný obraz byl horš́ı v porovnáńı s lineárńı re-

gularizaćı s Laplaceovým priorem. Nehomogenita byla detekována na daleko větš́ı ploše,

než byla simulována. Nav́ıc se ukázalo, že druhá část algoritmu, Gauss-Newtonova opti-

malizace, již nezpřesňuje počátečńı hodnoty vodivosti, kterou dostala z výsledku lineárńı

inverze.

7.3.4 Kombinace regularizaćı

V rámci této diplomové práce byly implementovány inverzńı metody, které vzniknou kom-

binaćı regularizaćı. Regularizace Tikhonov a NOSER regularizuj́ı výslednou vodivost v

každém uzlu bez ohledu na sousedńı uzly. Naopak TV regularizace a Laplaceova regula-

rizace regularizuj́ı vodivosti s ohledem na sousedńı uzly.

U kombinace TV regularizace a Tikhonovi regularizace nastal problém s výběrem hy-

perparametru. U této kombinace je potřeba zvolit celkem čtyři hyperparametry. Empirické

odhadnut́ı parametr̊u se ukázalo jako problematické. Obraz bodové nehomogenity nevedl

k dobrému výsledku, a proto daľśı analýza kombinace lineárńı a nelineárńı regularizaci

neńı uvedena.

Daľśı možnost́ı je zkombinovat lineárńıch regularizace. Byla implementována kombi-

nace Laplaceova a Tikhonova regularizace a kombinace Laplaceova a NOSER regularizace.

U lineárńı regularizece, ve které se využ́ıvaj́ı dvě apriorńı informace řeš́ıme rovnici

m̃ = arg minm (||Hm− v||2 + α1||L1(m−m∗)||2 + α2||L2(m−m∗)||2) , (7.10)

ve které matice L1 a L2 jsou priory s hyperparametry α1 a α2, které je nutno zvolit.

Ukázalo se, že je možné optimalizovat oba hyperparametry zvlášt’, např́ıklad pomoćı me-

tody výběru parametru NF .

U kombinace Laplaceova a NOSER prioru je potřeba zvolit také parametr p, který

je definován ve výrazu 7.9. Ukázalo se, že je možné při kombinaci NOSER prioru s La-

placevým priorem nastavit parametr p na vyšš́ı hodnotu a t́ım lépe redukovat šum než v

př́ıpadě, kdy je NOSER regularizace použita samostatně. Hodnota parametru byla tedy

zvolena jako p = 1
2
.
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7.4 Určeńı polohy bodové nehomogenity

Aby bylo možné jednotlivé inverzńı metody porovnat, je potřeba vytvořit hodnot́ıćı funkci,

která jednotlivé rekonstrukce bodové nehomogenity porovná. V rámci této práce byl im-

plementován algoritmus, který u rekonstruovaného obrazu urč́ı polohu bodové nehomo-

genity. Hodnot́ıćı funkce je pak rozd́ıl mezi skutečnou polohou a polohou určenou algorit-

mem.

Určeńı polohy bodové nehomogenity se bude provádět na dvojrozměrném objektu,

který je źıskán řezem rekonstruovaného obrazu v polovině tloušt’ky tělesa. V nástroj EI-

DORS je již připravena funkce, která generuje polohu nehomogenity na základě určeńı

těžǐstě v řezu. Tento výsledek se ukázal jako relativně dobrý prvotńı odhad, který je ovšem

zkreslen šumem v obraze. Proto byl tento algoritmus upraven tak, aby se zpřesnilo určeńı

polohy bodové nehomogenity.

Nově implementovaný algoritmus nejdř́ıve urč́ı polohu těžǐstě. Poté se oblast okolo

těžǐstě prolož́ı polynomem. Oblast, která je proložena polynomem, je určena jako desetina

celkové velikosti tělesa v okoĺı nalezeného těžǐstě. Poté se najde na polynomu maximum,

jestliže je maximum nalezeno na hranici vytyčené oblasti, ve které bylo maximum nale-

zeno, je prohledávaná oblast dále rozš́ı̌rena a rozš́ı̌rená oblast se znovu prolož́ı polynomem.

7.5 Porovnáńı inverzńıch metod na vyhodnoceńı bo-

dové nehomogenity

Ćılem této sekce je vybrat inverzńı metodu, která nejlépe rekonstruuje bodovou neho-

mogenitu v obraze. Inverzńı metody byly porovnány na simulovaných datech i na datech

źıskaným měřeńım.

Z předchoźıch kapitol vyplývá, že nejlepš́ı možnost́ı rekonstrukce je použit́ı lineárńı

inverze s regularizaćı. Pro porovnáńı byly proto vybrána lineárńı inverze s regulariza-

cemi: Laplace, NOSER, Tikhonov, kombinace regularizaćı NOSER a Laplace a kombinace

regularizaćı Tikhonov a Laplace. Každá regularizace byla vyzkoušena s r̊uznými meto-

dami výběru hyperparametru. Hyperpametr byl vyb́ırán metodami: L-Křivky, zobecněné

kř́ıžové validace, výběru parametru NF a nejlepš́ıho rozlǐseńı.

Pro určeńı kvality rekonstukce na simulovaných datech byla nejprve vygenerenována

data dopřednou úlohou. Data byla vygenerována pro sto r̊uzných model̊u s odlǐsnou po-

lohou bodové nehomogenity. Následně byla data zat́ıžena šumem SNR = 10, SNR = 5,

SNR = 2 a SNR = 1. Poté byly vybranými inverzńımi metodami určeny obrazy a

na obrazech byla zjǐstěna poloha bodové nehomogenity. Jednotlivé metody rekonstrukce

byly porovnány v pr̊uměrné odchylce detekované bodové nehomogenity od mı́sta jej́ıho
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skutečného umı́stěńı a velikost́ı amplitudy v mı́stě detekce bodové nehomogenity. Inverzńı

metody byly porovnány pro r̊uzné odstupy signálu od šumu zvlášt’. Kompletńı výsledky

porovnáńı jednotlivých inverzńıch metod jsou umı́stěny v př́ıloze D. Z výsledku plyne, že

při vyšš́ıch hodnotách odstupu signálu od šumu se nejlépe osvědčila Laplaceova regulari-

zace. Naopak při ńızkém odstupu signálu od šumu je potřeba zvolit jiné typy reguarizace.

Nejlépe se osvědčil regularizce NOSER a kombinace regularizaćı. Při vysokém odstupu

signálu od šumu se osvědčila metoda volby parametru NF , metoda L-Křivky a metoda

nejlepš́ıho rozlǐseńı. Naopak při nižš́ıch odstupech signálu od šumu se ukázala jako nejlepš́ı

metoda výběru parametru NF a metoda obecné kř́ıžové validace.

Měřeńı dat na reálném vzorku prob́ıhalo pro nehomogenitu, která byla vytvořena v po-

lovině š́ı̌rky a v jedné čtvrtině délky vzorku provrtáńım otvoru s pr̊uměrem 0.6 mm. Tento

otvor byl postupně rozšǐrována až na pr̊uměr 3.5 mm. Celkově byla data naměřena pro

osm r̊uzných pr̊uměr̊u děr s poloměrem 0.6 mm, 1.0 mm, 1.4 mm, 1.8 mm, 2.2 mm, 2.5 mm,

3.0 mm a 3.5 mm. Pro každé měřeńı bylo provedena rekonstrukce obrazu a zjǐstěńı polohy

bodové nehomogenity jednotlivými typy regularizačńıch metod. Kompletńı výsledky po-

rovnáńı inverzńıch metod jsou umı́stěny v př́ıloze E. Z výsledku vyplývá, že se nejlépe

osvědčila regularizace s kombinaćı prior̊u NOSER a Laplace. Druhá nejlepš́ı regularizace

byla s priorem Laplace. Pro výběr hyperparametru se pak nejlépe hodila metoda výběru

parametru NF .



Kapitola 8

Závěr

V teoretické části práce byl proveden rozbor dopředné a inverzńı úlohy, na jehož základě

mohly být algoritmy efektivně použity a implementovány algoritmy nové.

V praktické části byla nejprve popsána inverzńı úloha bez regularizace a na č́ısle

podmı́něnosti citlivostńı matice byla ukázána jej́ı špatná podmı́něnost. Proto byly použity

a popsány regularizačńı metody inverzńı úlohy, které umožňuj́ı naj́ıt jej́ı vyřešeńı. TSVD

regularizace je zástupce metod spektrálńıho filtrováńı. Výsledný obraz této regularizace se

neukázal jako dobrý a nav́ıc nastal problém se stanoveńım hyperparametru 7.8, protože u

metody stanoveńı parametru NF nešla vybrat nižš́ı hodnota než NF = 1.3. Jiné metody

volby hyperparametru nebyly pro tuto regularizaci implementovány. Dále byly analy-

zovány lineárńı inverze s regularizaćı a nelineárńı inverze s regularizaćı. Byla popsána

TV regularizace, která je v nástroji EIDORS implementována jako kombinace lineárńı

a nelineárńı inverze. Tato regularizace nedokázala dobře rekonstruovat výsledný obraz a

také u této inverze se objevil problém s výběrem hyperparametru, který je potřeba určit

zvlášt’ pro lineárńı i nelineárńı část algoritmu.

Lineárńı inverzńı úloha s regularizaćı se ukázala nejlepš́ı pro rekonstrukci bodové ne-

homogenity. Proto byla podrobněji analyzována. Lineárńı regularizace byla vyzkoušena s

Tikhonovým, Laplaceovým a NOSER priorem. Nav́ıc byly implementovány kombinace La-

placeova prioru s NOSER priorem a Laplaceova prioru s Tikhonovým priorem. U lineárńı

inverze je potřeba zvolit jednu z metod výběru hyperparametru. Z implementovaných me-

tod byly vyzkoušeny tyto metody: metoda L-křivky, metoda zobecněné kř́ıžové validace

a metoda výběru parametru NF . V rámci této diplomové práce byla implementována

a vyzkoušena metoda nejlepš́ıho rozlǐseńı. U regularizaćı, které kombinovaly v́ıce prior̊u,

byly hyperparametry vybrány pro každý prior odděleně.

Na základě znalosti nástroje EIDORS byly také navrženy opravy, které byly následně

do nástroje včleněny1.

1https://sourceforge.net/p/eidors3d/code/5931/
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Tabulka 8.1: Porovnáńı nového a starého algoritmu při hledáńı bodové nehomogenity na
reálných datech

Prior Hp Chyba určeńı
polohy novým
algoritmem

Chyba určeńı
polohy starým
algoritmem

Zlepšeńı

Laplace + NOSER NF = 0.4 1.31 mm 2.45 mm 46.5 %
Laplace + NOSER NF = 0.5 1.35 mm 2.34 mm 42.3%
Laplce NF = 0.5 1.47 mm 1.89 mm 22.2 %

8.1 Kvalita rekonstrukce bodové nehomogenity

Kvalita rekonstrukce bodové nehomogenity byla určena na základě přesnosti určeńı jej́ı

polohy. V rámci diplomové práce byl implementován nový algoritmus na detekci polohy

bodové nehomogenity. Tento algoritmus byl porovnán s algoritmem určeńı polohy bodové

nehomogenity implementovaným v rámci programu EIDORS.

Algoritmy inverzńıch metod byly nejprve posuzovány podle přesnosti určeńı bodové

nehomogenity na uměle vytvořených datech. Přesnost určeńı polohy bodové nehomoge-

nity je závislá na mı́̌re odstupu signálu od šumu a použitými algoritmy inverzńıch me-

tod. Z výsledk̊u na simulovaných datech nelze jednoznačně určit výhodný prior, který by

dobře rekonstruoval polohu bodové nehomogenity. Významněǰśı se ukázalo použit́ı me-

tody určeńı hyperparametru. Jako nejlepš́ı a široce použitelná se ukázala metoda výběru

parametru NF , která dokázala, při správném nastaveńı, velmi dobře rekonstruovat po-

lohu bodové nehomogenity pro všechny odstupy signálu od šumu. Kompletńı výsledky po-

rovnáńı kvality rekonstrukce bodové nehomogenity na simulovaných datech jsou umı́stěny

v př́ıloze D.

Naopak u rekonstrukćı vzniklých z naměřených dat se jasně ukázala nejvýhodněǰśı

rekonstrukce s kombinaćı prior̊u Laplace a NOSER a také se ukázal velmi dobrý sa-

mostatný prior Laplace. Jako nejvýhodněǰśı metoda určeńı hyperparametru se ukázala

metoda výběru parametru NF . Nový algoritmus dokázal zlepšit určeńı polohy otvoru ve

vzorku. Porovnáńı nového a starého algoritmu určeńı polohy je shrnuto v tabulce 8.1.

Kompletńı výsledky jsou pak umı́stěny v př́ıloze E.

8.2 Srovnáńı metod výběru hyperparametru

V této práci byly zjǐstěny odlǐsné vlastnosti metod výběru hyperparametru, než ke kterým

dospěl Graham (2006) [31]. Metoda L-Křivky dávala dobré výsledky za podmı́nky, kdy

odstup signálu od šumu byl velký. Metoda L-Křivky vyšla dobře pro všechny typy prior̊u,

jediná výjimka nastala u Laplaceova prioru. U Laplaceova prioru se objevil problém ve

tvaru L-křivky, funkce měla na jej́ım konci hranu, která ovšem neurčovala dobře hod-
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notu hyperparametru. Proto bylo nutné velikost hyperparametru omezit. Po omezeńı ve-

likosti hyperparametru se pr̊uměrná odchylka nehomogenity 128 mm zmenšila na 2 mm

viz tabulka D.1. Metoda obecné kř́ıžové validace se ukázala jako poměrně účinná me-

toda k určeńı hyperparametru. Metoda nejlepš́ıho rozlǐseńı se ukázala funkčńı pouze při

vysokém odstupu signálu od šumu. Jej́ı implementace vlivem několika minim funkce se

ukázala jako problematická nicméně funkčńı. Naopak metoda volby parametru NF se jev́ı

jako velmi výhodná jak pro signál s vysokým, tak ńızkým odstupem signálu od šumu. Me-

toda umožňuje optimalizovat jej́ı výsledek na základě vlastnost́ı signálu prostřednictv́ım

volby parametru NF .



Př́ıloha A

Rekonstrukce matice TSVD

V této př́ıloze je uvedeno porovnáńı obrazu výsledku TSVD regularizace 5.1 pro r̊uzné

hodnoty parametru k při dvou r̊uzných odstupech signálu od šumu. Na obrázku A.2 jsou

zobrazeny rekonstrukce, u kterých nebyl signál zat́ıžen šumem, a na obrázku A.3 jsou

zobrazeny rekonstrukce, u kterých byl do signálu přidán šumu o velikosti SNR = 5.

Na rekonstruovaném obraze je vidět, že jestliže zahrneme nižš́ı singulárńı č́ısla do

inverze, pak se zlepš́ı zaměřeńı nehomogenity v obrazu, ovšem také se zvýš́ı citlivost

rekonstrukce na šum. Jestliže obraz byl rekonstruován ze signálu bez šumu, pak obraz byl

velmi dobře rekonstruovaný s parametrem k = 130. Naopak, když byl do signálu přidán

šum, pak se nehomogenita v obraze začala ztrácet již při hodnotě parametru k = 70 a

zcela zmizela v šumu při hodnotě parametru k = 100
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Obrázek A.1: Relativńı velikosti singulárńıho č́ısla citlivostńı matice
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(a) k = 5 (b) k = 10 (c) k = 40

(d) k = 70 (e) k = 100 (f) k = 130

(g) k = 160 (h) k = 200 (i) k = 240

Obrázek A.2: Rekonstukce obrazu pro odlǐsné počty singulárńıch č́ısel se signálem bez
šumu



PŘÍLOHA A. REKONSTRUKCE MATICE TSVD 53

(a) k = 5 (b) k = 10 (c) k = 40

(d) k = 70 (e) r = 100 (f) k = 130

(g) k = 160 (h) r = 200 (i) k = 240

Obrázek A.3: Rekonstukce obrazu pro odlǐsné počty singulárńıch č́ısel, při odstupu signálu
od šumu SNR = 5



Př́ıloha B

Porovnáńı L-Křivky a GCV křivky

V této př́ıloze jsou porovnány metody určeńı hyperparametru L-křivky a GCV křivky.

Tyto křivky byly vygenerovány při dvou hladinách odstupu signálu od šumu SNR = 20 a

SNR = 1. Je vidět, že u L-křivky při nižš́ım odstupu signálu od šumu je špatně znatelná

jej́ı hrana. U Laplaceova prioru jsou nav́ıc dvě hrany L-křivky, přičemž hyperparametr je

správně určen prvńı hranou. Proto se musela v algoritmu hledáńı hyperparametru pomoćı

L-Křivky omezit maximálńı velikost hyperparametru. U GCV křivky je minimum vždy

zřejmé, a proto je hodnota hyperparametru vždy dobře určená. Při nižš́ım odstupu signálu

od šumu je metoda GCV účinněǰśı.
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Obrázek B.1: L-Křivka pro Tikhon̊uv prior pro SNR = 20 a SNR = 1
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Obrázek B.2: Tvar křivky funkce G(α) pro Tikhon̊uv prior pro SNR = 20 a SNR = 1
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Obrázek B.3: L-Křivka pro NOSER prior pro SNR = 20 a SNR = 1
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Obrázek B.4: Tvar křivky funkce G(α) pro NOSER prior pro SNR = 20 a SNR = 1
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Obrázek B.5: L-Křivka pro Laplace̊uv prior pro SNR = 20 a SNR = 1
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Obrázek B.6: Tvar křivky funkce G(α) pro Laplace̊uv prior pro SNR = 20 a SNR = 1



Př́ıloha C

Porovnáńı regularizaćı

V následuj́ıćı př́ıloze je porovnán vliv regularizaćı na rekonstrukci obrazu. Byly porovnány

TSVD regularizace a lineárńımi regularizace. Rekonstrukce byla provedena ze signálu,

jehož odstup od šumu byl SNR = 5. U všech regularizaćı byl hyperparametr vybrán

podle č́ısla NF = 1.5.

Obrázek C.1: Rekonstrukce s Tikhonovým priorem
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Obrázek C.2: TSVD regularizace

Obrázek C.3: Regularizace s NOSER priorem

Obrázek C.4: Regularizace s Laplacelovou priorem



Př́ıloha D

Detekce nehomogenity na

simulovaných datech

V této př́ıloze je umı́stěno několik tabulek, které srovnávaj́ı vliv r̊uzných typ̊u regulari-

zaćı a r̊uzné metody výběru hyperparametru na přesnost určeńı polohy bodové nehomo-

genity. Celkově jsou zde čtyři tabulky D.1, D.2, D.3, D.4 pro odstup signálu od šumu

SNR = 10, SNR = 5, SNR = 2, SNR = 1. Algoritmy byly vyhodnoceny celkově na sto

r̊uzných polohách nehomogenity. Poloha nehomogenity byla určena prostřednictv́ım nově

implementovaného algoritmu a p̊uvodńı metodou implementovanou v nástroji EIDORS.

Určená poloha nehomogenity, u které byla také zjǐstěna amplituda, byla porovnána s jej́ım

skutečným umı́stěńım. V tabulkách, které srovnávaj́ı algoritmy, jsou tyto sloupce

• Prior - funkce regularize použitá v lineárńı inverzi

• Hp - metoda výběru hyperparametru

• E[δp] - pr̊uměrná velikost chyby v určeńı polohy bodové nehomogenity stanovená

algoritmem implementovaným v rámci této diplomové práce

• E[δt] - pr̊uměrná velikost chyby v určeńı polohy bodové nehomogenity stanovená

algoritmem implementovaným v nástroji EIDORS

• E5[δp] - pr̊uměrná velikost pěti nejhorš́ıch chyb v určeńı polohy bodové nehomoge-

nity stanovená algoritmem implementovaným v rámci této diplomové práce

• E5[δt] - pr̊uměrná velikost pěti nejhorš́ıch chyb v určeńı polohy bodové nehomogenity

stanovená algoritmem implementovaným v násroji EIDORS

• E[ap] - pr̊uměrná relativńı velikost amplitudy v mı́stě bodové nehomogenity, které

bylo určeno algoritmem implementovaným v rámci této diplomové práce
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• E[at] - pr̊uměrná relativńı velikost amplitudy v mı́stě bodové nehomogenity, které

bylo určeno algoritmem implementovaným v nástroji EIDORS

Metoda určeńı hyperparametru prostřednictv́ım L-křivky označená hvězdičkou znač́ı ome-

zeńı maximálńı velikosti hyperparametru. Toto omezeńı bylo nutné provést z d̊uvodu tvaru

L-Křivky u Laplaceova prioru. Velikost hyperparametru byla omezena na α < 10−4.
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Tabulka D.1: Určeńı polohy nehomogenity pro SNR = 10

Prior Hp E[δp] [m] E[δt] [m] E5[δp] [m] E5[δt] [m] E[ap] [Sm−1] E[at] [Sm−1]

Laplace NF = 0.5 0.001 38 0.001 20 0.002 48 0.002 53 −0.25 −0.25

Laplace NF = 1.0 0.001 43 0.001 36 0.003 22 0.003 01 −0.41 −0.41

Laplace NF = 1.5 0.001 64 0.001 60 0.004 23 0.003 70 −0.50 −0.50

Laplace+Tikhonov NF = 1.0 0.001 66 0.001 41 0.003 67 0.002 52 −0.31 −0.31

Laplace+Tikhonov NF = 1.5 0.001 68 0.001 53 0.003 87 0.003 07 −0.41 −0.41

Laplace NF = 0.4 0.001 69 0.001 39 0.004 02 0.004 03 −0.21 −0.21

NOSER NF = 0.4 0.001 69 0.000 96 0.003 45 0.002 09 −0.20 −0.20

Laplace+Tikhonov NF = 0.5 0.001 70 0.001 12 0.003 53 0.002 26 −0.18 −0.18

Laplace+Tikhonov NF = 2.0 0.001 71 0.001 68 0.004 22 0.003 49 −0.47 −0.47

Laplace LCC* 0.001 75 0.001 62 0.004 98 0.003 98 −0.54 −0.54

Laplace NF = 2.0 0.001 83 0.001 72 0.004 78 0.004 03 −0.57 −0.57

NOSER NF = 0.5 0.001 91 0.001 22 0.003 95 0.002 48 −0.24 −0.24

Laplace+Tikhonov NF = 0.4 0.001 91 0.001 21 0.003 96 0.002 66 −0.14 −0.14

Laplace+Tikhonov BR 0.001 96 0.001 85 0.005 27 0.004 53 −0.60 −0.61

NOSER NF = 1.0 0.002 06 0.001 82 0.004 79 0.003 56 −0.38 −0.38

NOSER NF = 1.5 0.002 06 0.001 98 0.005 67 0.004 48 −0.48 −0.48

NOSER NF = 2.0 0.002 08 0.002 07 0.006 30 0.005 10 −0.54 −0.54

Tikhonov NF = 2.0 0.002 11 0.001 90 0.005 65 0.004 20 −0.54 −0.54

Tikhonov LCC 0.002 14 0.002 07 0.005 51 0.004 48 −0.63 −0.63

Laplace BR 0.002 14 0.002 06 0.005 67 0.004 64 −0.67 −0.67
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Prior Hp E[δp] [m] E[δt] [m] E5[δp] [m] E5[δt] [m] E[ap] [Sm−1] E[at] [Sm−1]

Laplace+NOSER BR 0.002 14 0.002 06 0.005 67 0.004 64 −0.67 −0.67

Laplace+Tikhonov GCV 0.002 15 0.002 08 0.005 34 0.005 94 −0.71 −0.71

Tikhonov NF = 1.5 0.002 15 0.001 79 0.005 95 0.003 60 −0.47 −0.47

NOSER LCC 0.002 18 0.002 05 0.006 30 0.005 08 −0.61 −0.61

Tikhonov BR 0.002 25 0.002 29 0.006 11 0.005 40 −0.68 −0.69

Laplace+NOSER NF = 1.5 0.002 34 0.002 07 0.005 79 0.004 27 −0.51 −0.51

Laplace+NOSER NF = 2.0 0.002 38 0.002 14 0.006 18 0.004 75 −0.58 −0.58

Tikhonov NF = 1.0 0.002 38 0.001 79 0.005 84 0.003 19 −0.37 −0.36

Laplace+NOSER NF = 1.0 0.002 38 0.002 13 0.005 46 0.004 83 −0.41 −0.41

Tikhonov GCV 0.002 49 0.002 72 0.006 31 0.009 87 −0.81 −0.79

NOSER BR 0.002 52 0.002 34 0.007 95 0.005 83 −0.74 −0.74

NOSER GCV 0.002 60 0.002 76 0.007 37 0.009 94 −0.78 −0.78

Laplace GCV 0.002 88 0.002 69 0.014 40 0.011 88 −0.69 −0.70

Laplace+NOSER NF = 0.5 0.002 98 0.001 93 0.005 88 0.004 12 −0.26 −0.26

Tikhonov NF = 0.5 0.003 05 0.001 78 0.006 74 0.003 66 −0.22 −0.21

Tikhonov NF = 0.4 0.003 18 0.001 78 0.006 45 0.003 77 −0.18 −0.17

Laplace+NOSER NF = 0.4 0.003 32 0.001 86 0.006 87 0.004 21 −0.22 −0.22

Laplace+Tikhonov LCC 0.012 68 0.004 30 0.049 02 0.016 71 −0.41 −0.41

Laplace LCC 0.012 80 0.004 43 0.049 10 0.016 72 −0.45 −0.45
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Tabulka D.2: Určeńı polohy nehomogenity pro SNR = 5

Prior Hp E[δp] [m] E[δt] [m] E5[δp] [m] E5[δt] [m] E[ap] [Sm−1] E[at] [Sm−1]

Laplace NF = 0.5 0.001 59 0.001 34 0.003 04 0.002 85 −0.25 −0.25

Laplace NF = 1.0 0.001 72 0.001 67 0.003 70 0.003 20 −0.41 −0.40

NOSER NF = 0.4 0.001 83 0.001 12 0.003 80 0.002 25 −0.20 −0.20

Laplace+Tikhonov NF = 0.5 0.001 84 0.001 18 0.003 76 0.002 52 −0.18 −0.18

Laplace+Tikhonov NF = 1.0 0.001 86 0.001 57 0.004 08 0.003 13 −0.31 −0.31

Laplace+Tikhonov GCV 0.001 87 0.001 82 0.004 70 0.004 02 −0.49 −0.49

Laplace NF = 0.4 0.001 91 0.001 58 0.004 75 0.004 81 −0.21 −0.21

Laplace+Tikhonov NF = 1.5 0.001 92 0.001 78 0.004 39 0.003 49 −0.40 −0.40

Laplace NF = 1.5 0.001 95 0.001 90 0.004 89 0.004 26 −0.50 −0.50

Laplace GCV 0.001 96 0.001 94 0.004 79 0.004 61 −0.55 −0.55

Laplace+Tikhonov NF = 0.4 0.002 02 0.001 35 0.003 99 0.002 81 −0.14 −0.14

Laplace+Tikhonov NF = 2.0 0.002 05 0.001 89 0.004 96 0.004 10 −0.47 −0.47

NOSER NF = 0.5 0.002 11 0.001 39 0.004 48 0.002 96 −0.24 −0.24

Laplace NF = 2.0 0.002 11 0.002 03 0.005 80 0.004 97 −0.57 −0.57

NOSER LCC 0.002 25 0.001 88 0.005 66 0.004 12 −0.43 −0.43

Laplace+Tikhonov BR 0.002 30 0.002 16 0.006 45 0.005 68 −0.61 −0.60

Tikhonov LCC 0.002 36 0.001 97 0.005 64 0.003 45 −0.45 −0.44

NOSER GCV 0.002 38 0.002 18 0.006 44 0.005 38 −0.57 −0.56

NOSER NF = 1.0 0.002 39 0.001 97 0.005 81 0.004 20 −0.38 −0.38

NOSER NF = 1.5 0.002 41 0.002 17 0.006 69 0.005 16 −0.48 −0.48
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Prior Hp E[δp] [m] E[δt] [m] E5[δp] [m] E5[δt] [m] E[ap] [Sm−1] E[at] [Sm−1]

Laplace BR 0.002 41 0.002 29 0.006 93 0.006 05 −0.68 −0.67

Laplace+NOSER BR 0.002 41 0.002 29 0.006 93 0.006 05 −0.68 −0.67

Tikhonov GCV 0.002 44 0.002 17 0.006 96 0.005 43 −0.59 −0.57

NOSER NF = 2.0 0.002 48 0.002 25 0.007 46 0.005 62 −0.55 −0.54

Laplace+NOSER NF = 1.5 0.002 49 0.002 27 0.006 66 0.004 87 −0.51 −0.50

Tikhonov NF = 1.5 0.002 51 0.002 03 0.006 33 0.004 16 −0.47 −0.45

Tikhonov NF = 1.0 0.002 51 0.001 99 0.005 82 0.003 55 −0.37 −0.35

Tikhonov NF = 2.0 0.002 53 0.002 18 0.007 15 0.004 86 −0.54 −0.53

Laplace+NOSER NF = 2.0 0.002 55 0.002 35 0.007 28 0.005 64 −0.57 −0.57

Laplace+NOSER NF = 1.0 0.002 58 0.002 25 0.006 07 0.004 84 −0.41 −0.41

Tikhonov BR 0.002 59 0.002 43 0.007 93 0.006 33 −0.69 −0.66

NOSER BR 0.002 81 0.002 66 0.008 99 0.007 50 −0.75 −0.74

Tikhonov NF = 0.5 0.002 95 0.001 85 0.006 83 0.003 83 −0.22 −0.21

Laplace+NOSER NF = 0.5 0.003 09 0.002 00 0.006 67 0.004 31 −0.26 −0.26

Tikhonov NF = 0.4 0.003 30 0.001 83 0.006 66 0.004 18 −0.18 −0.17

Laplace+NOSER NF = 0.4 0.003 35 0.001 97 0.006 84 0.004 59 −0.22 −0.22

Laplace LCC* 0.004 50 0.002 65 0.018 66 0.007 88 −0.36 −0.36

Laplace+Tikhonov LCC 0.026 16 0.008 97 0.049 94 0.018 92 −0.18 −0.17

Laplace LCC 0.026 47 0.009 04 0.049 93 0.018 95 −0.19 −0.19
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Tabulka D.3: Určeńı polohy nehomogenity pro SNR = 2

Prior Hp E[δp] [m] E[δt] [m] E5[δp] [m] E5[δt] [m] E[ap] [Sm−1] E[at] [Sm−1]

Laplace+Tikhonov NF = 0.5 0.002 42 0.002 18 0.006 35 0.004 86 −0.18 −0.18

Laplace+Tikhonov NF = 0.4 0.002 50 0.002 16 0.006 00 0.004 69 −0.14 −0.14

NOSER NF = 0.4 0.002 50 0.002 10 0.006 29 0.004 85 −0.20 −0.20

Laplace+Tikhonov GCV 0.002 61 0.002 58 0.006 16 0.005 83 −0.29 −0.29

Laplace NF = 0.5 0.002 70 0.002 61 0.006 21 0.005 76 −0.25 −0.25

Laplace+Tikhonov NF = 1.0 0.002 78 0.002 71 0.006 66 0.005 87 −0.32 −0.31

NOSER NF = 0.5 0.002 79 0.002 31 0.006 97 0.005 54 −0.24 −0.24

Laplace NF = 0.4 0.002 80 0.002 68 0.006 69 0.005 60 −0.21 −0.21

NOSER LCC 0.002 90 0.002 46 0.006 97 0.005 58 −0.28 −0.28

Laplace GCV 0.002 93 0.002 95 0.006 53 0.006 61 −0.35 −0.35

NOSER GCV 0.003 13 0.002 80 0.007 67 0.006 50 −0.36 −0.36

Laplace+Tikhonov NF = 1.5 0.003 19 0.003 01 0.008 09 0.006 40 −0.41 −0.41

Laplace NF = 1.0 0.003 20 0.003 16 0.007 56 0.007 51 −0.41 −0.41

NOSER NF = 1.0 0.003 36 0.002 96 0.009 04 0.006 71 −0.39 −0.38

Tikhonov GCV 0.003 43 0.003 04 0.007 67 0.007 08 −0.38 −0.35

Tikhonov LCC 0.003 49 0.002 68 0.007 81 0.005 95 −0.30 −0.28

Tikhonov NF = 1.0 0.003 51 0.003 07 0.007 84 0.006 48 −0.37 −0.35

Tikhonov NF = 0.5 0.003 58 0.002 43 0.007 24 0.005 55 −0.22 −0.21

Laplace+NOSER NF = 1.0 0.003 60 0.003 14 0.009 14 0.007 55 −0.41 −0.41

Tikhonov NF = 0.4 0.003 64 0.002 42 0.007 22 0.005 44 −0.18 −0.17
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Prior Hp E[δp] [m] E[δt] [m] E5[δp] [m] E5[δt] [m] E[ap] [Sm−1] E[at] [Sm−1]

Laplace+NOSER NF = 0.5 0.003 65 0.002 77 0.008 14 0.006 12 −0.26 −0.26

Laplace NF = 1.5 0.003 80 0.003 85 0.009 25 0.008 69 −0.51 −0.50

Laplace+NOSER NF = 0.4 0.003 82 0.002 70 0.008 21 0.005 56 −0.23 −0.22

Laplace+NOSER NF = 1.5 0.003 88 0.003 48 0.010 07 0.008 43 −0.51 −0.51

NOSER NF = 1.5 0.003 94 0.003 46 0.010 31 0.007 57 −0.49 −0.48

Laplace+NOSER NF = 2.0 0.004 25 0.004 15 0.010 62 0.009 66 −0.59 −0.58

NOSER NF = 2.0 0.004 39 0.004 75 0.011 51 0.011 91 −0.56 −0.53

Laplace+Tikhonov NF = 2.0 0.004 57 0.003 42 0.024 63 0.007 31 −0.48 −0.47

Tikhonov NF = 1.5 0.004 84 0.003 54 0.022 55 0.008 14 −0.47 −0.44

Laplace NF = 2.0 0.006 11 0.005 19 0.037 41 0.013 86 −0.58 −0.56

Tikhonov NF = 2.0 0.007 53 0.005 47 0.062 18 0.021 69 −0.53 −0.49

Laplace+Tikhonov BR 0.008 22 0.006 99 0.066 18 0.024 75 −0.60 −0.55

Laplace LCC* 0.008 94 0.004 64 0.026 38 0.010 81 −0.29 −0.27

Laplace BR 0.011 54 0.011 17 0.088 84 0.039 11 −0.64 −0.53

Laplace+NOSER BR 0.011 54 0.011 17 0.088 84 0.039 11 −0.64 −0.53

Tikhonov BR 0.012 80 0.012 20 0.093 83 0.037 38 −0.62 −0.48

NOSER BR 0.013 67 0.015 20 0.084 97 0.039 34 −0.66 −0.41

Laplace+Tikhonov LCC 0.039 04 0.012 67 0.053 07 0.020 72 −0.03 −0.03

Laplace LCC 0.040 09 0.012 92 0.053 16 0.021 49 −0.03 −0.03
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Tabulka D.4: Určeńı polohy nehomogenity pro SNR = 1

Prior Hp E[δp] [m] E[δt] [m] E5[δp] [m] E5[δt] [m] E[ap] [Sm−1] E[at] [Sm−1]

Laplace+Tikhonov NF = 0.4 0.004 85 0.003 99 0.010 26 0.010 08 −0.15 −0.14

Laplace+Tikhonov NF = 0.5 0.005 07 0.004 24 0.011 22 0.010 55 −0.19 −0.18

Laplace+NOSER NF = 0.4 0.005 28 0.004 29 0.011 25 0.009 41 −0.23 −0.23

Tikhonov NF = 0.4 0.005 38 0.004 19 0.011 56 0.009 52 −0.18 −0.17

Tikhonov GCV 0.005 55 0.004 77 0.011 80 0.010 17 −0.24 −0.22

Tikhonov NF = 0.5 0.005 56 0.004 61 0.012 27 0.009 79 −0.23 −0.21

Laplace NF = 0.4 0.005 69 0.004 90 0.012 65 0.012 20 −0.22 −0.22

NOSER NF = 0.4 0.005 99 0.004 49 0.026 67 0.014 35 −0.20 −0.20

Laplace+NOSER NF = 0.5 0.006 37 0.004 92 0.027 18 0.014 67 −0.27 −0.27

Laplace+Tikhonov NF = 1.0 0.006 74 0.005 67 0.026 54 0.011 97 −0.33 −0.32

NOSER GCV 0.006 88 0.005 17 0.039 23 0.019 76 −0.23 −0.23

Laplace+Tikhonov GCV 0.007 09 0.004 81 0.023 12 0.010 85 −0.17 −0.17

NOSER NF = 0.5 0.007 44 0.005 38 0.043 35 0.019 84 −0.24 −0.24

Laplace NF = 0.5 0.008 74 0.006 74 0.058 68 0.031 91 −0.25 −0.26

Laplace GCV 0.012 48 0.006 11 0.053 94 0.016 17 −0.22 −0.21

Laplace+NOSER NF = 1.0 0.012 65 0.008 84 0.082 52 0.038 11 −0.39 −0.39

Laplace+Tikhonov NF = 1.5 0.013 23 0.008 71 0.090 52 0.030 78 −0.40 −0.38

NOSER NF = 1.0 0.015 32 0.008 80 0.092 14 0.033 26 −0.37 −0.35

Tikhonov NF = 1.0 0.015 44 0.008 35 0.101 94 0.029 40 −0.34 −0.33

Laplace NF = 1.0 0.015 66 0.009 46 0.096 87 0.035 69 −0.39 −0.38
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Prior Hp E[δp] [m] E[δt] [m] E5[δp] [m] E5[δt] [m] E[ap] [Sm−1] E[at] [Sm−1]

Laplace+NOSER NF = 1.5 0.016 50 0.011 07 0.096 56 0.040 82 −0.45 −0.44

Laplace+NOSER NF = 2.0 0.019 72 0.014 09 0.097 43 0.043 59 −0.48 −0.41

NOSER LCC 0.019 82 0.011 52 0.108 76 0.042 21 −11 698 148.23 7 498 190.01

Tikhonov LCC 0.019 99 0.011 40 0.113 35 0.040 01 −27 108 879.82 3 346 332.12

Laplace+Tikhonov NF = 2.0 0.020 51 0.012 18 0.100 76 0.043 29 −0.41 −0.38

Laplace LCC* 0.023 45 0.014 09 0.089 16 0.046 96 124.35 −267.27

NOSER NF = 1.5 0.024 06 0.014 06 0.106 47 0.040 22 −0.40 −0.35

Tikhonov NF = 1.5 0.024 21 0.013 78 0.102 35 0.044 68 −0.35 −0.33

NOSER NF = 2.0 0.024 50 0.017 03 0.106 48 0.045 76 −0.43 −0.33

Laplace+Tikhonov BR 0.027 26 0.019 72 0.103 32 0.053 23 −0.41 −0.33

Laplace NF = 1.5 0.028 53 0.014 40 0.107 70 0.045 07 −0.37 −0.37

Laplace NF = 2.0 0.028 81 0.018 78 0.105 26 0.053 65 −0.34 −0.32

Tikhonov BR 0.030 47 0.022 56 0.099 26 0.051 89 −0.32 −0.23

Laplace BR 0.033 08 0.023 22 0.108 11 0.052 78 −0.25 −0.28

Laplace+NOSER BR 0.033 08 0.023 22 0.108 11 0.052 78 −0.25 −0.28

Tikhonov NF = 2.0 0.033 37 0.019 64 0.111 87 0.053 31 −0.29 −0.30

NOSER BR 0.036 02 0.024 57 0.108 89 0.054 11 −0.21 −0.26

Laplace+Tikhonov LCC 0.040 64 0.013 89 0.060 11 0.026 80 −0.03 −0.03

Laplace LCC 0.041 43 0.014 10 0.061 26 0.027 44 −0.03 −0.03



Př́ıloha E

Detekce nehomogenity na reálných

datech

V této př́ıloze jsou kompletńı výsledky přesnosti určeńı polohy bodové nehomogenity algo-

ritmy inverzńıch metod aplikovaných na reálných datech. Data byla naměřena z 8 měřeńı

r̊uzných velikost́ı děr na vzorku. Naměřená data byla zanesena do tabulky E.1 pro jed-

notlivé metody inverze. Popis jednotlivých sloupc̊u je shodný s popisem sloupc̊u v př́ıloze

D. Metoda výběru parametru prostřednictv́ım L-Křivky nedokázala dobře rekonstruovat

obraz pro otvor s nejmenš́ım pr̊uměrem avšak, velmi dobře dokázala rekonstruovat obraz s

větš́ım poloměrem otvoru, proto tyto výsledky algoritmu nejsou vypov́ıdaj́ıćı. Nový algo-

ritmus hledaj́ıćı polohu nehomogenity je nastaven tak, že prokládá třicet procent plochy

kolem těžǐstě polynomem druhého řádu.
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Tabulka E.1: Určeńı polohy bodové nehomogenity

Prior Hp E[δp] [m] E[δt] [m] E2[δp] [m] E2[δt] [m] E[ap] [Sm−1] E[at] [Sm−1]

Laplace+NOSER NF = 0.4 0.001 31 0.002 45 0.002 39 0.005 51 −140.68 −140.15

Laplace+NOSER NF = 0.5 0.001 35 0.002 34 0.002 48 0.004 61 −173.18 −173.20

Laplace NF = 0.5 0.001 47 0.001 89 0.002 72 0.003 54 −163.28 −162.76

Laplace NF = 1.0 0.001 64 0.002 31 0.003 24 0.003 86 −251.68 −251.41

Laplace+Tikhonov BR 0.001 71 0.004 21 0.003 96 0.010 46 −345.96 −329.68

Laplace GCV 0.001 74 0.002 62 0.003 00 0.005 00 −308.78 −308.46

Tikhonov NF = 1.5 0.001 79 0.003 46 0.002 99 0.007 32 −205.64 −203.98

Laplace NF = 0.4 0.001 80 0.002 07 0.003 06 0.004 34 −133.92 −133.42

NOSER LCC 0.001 86 0.003 08 0.003 48 0.005 37 −276.87 −276.21

Laplace+Tikhonov NF = 1.0 0.001 93 0.002 56 0.003 54 0.004 25 −180.35 −180.18

NOSER GCV 0.001 96 0.003 38 0.003 71 0.005 90 −339.39 −339.65

NOSER NF = 1.0 0.001 98 0.003 20 0.003 63 0.004 99 −253.70 −249.81

Laplace+Tikhonov NF = 1.5 0.002 01 0.002 65 0.003 89 0.004 94 −229.71 −227.40

Tikhonov NF = 1.0 0.002 24 0.003 33 0.003 57 0.006 10 −165.28 −161.83

NOSER NF = 1.5 0.002 25 0.002 88 0.004 18 0.005 23 −313.73 −305.77

Laplace+Tikhonov GCV 0.002 32 0.003 25 0.004 55 0.005 93 −247.44 −247.33

Tikhonov LCC 0.002 37 0.003 56 0.004 53 0.006 53 −198.27 −202.29

NOSER NF = 0.5 0.002 37 0.003 78 0.004 18 0.006 12 −152.27 −151.22

Tikhonov GCV 0.002 43 0.003 41 0.004 18 0.006 43 −229.11 −231.94

NOSER NF = 0.4 0.002 76 0.004 03 0.004 69 0.007 03 −120.61 −121.18
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Prior Hp E[δp] [m] E[δt] [m] E2[δp] [m] E2[δt] [m] E[ap] [Sm−1] E[at] [Sm−1]

Laplace LCC* 0.002 83 0.003 47 0.008 02 0.009 73 −233.56 −211.58

Tikhonov NF = 0.5 0.003 65 0.005 04 0.005 93 0.007 29 −98.44 −99.55

Laplace+Tikhonov NF = 0.5 0.003 66 0.004 20 0.005 42 0.006 33 −97.42 −97.44

Laplace+Tikhonov NF = 0.4 0.004 79 0.005 07 0.006 86 0.007 54 −73.44 −73.15

Tikhonov NF = 0.4 0.005 01 0.005 36 0.009 11 0.006 43 −76.88 −82.98

Tikhonov BR 0.005 73 0.007 92 0.018 11 0.022 98 −294.93 −289.97

Laplace+NOSER NF = 2.0 0.006 00 0.006 76 0.020 59 0.021 22 −363.22 −369.83

Laplace LCC 0.008 93 0.001 42 0.032 44 0.002 46 −223.14 −222.93

Laplace BR 0.009 22 0.009 47 0.033 08 0.026 80 −377.08 −355.47

Laplace+NOSER BR 0.009 22 0.009 47 0.033 08 0.026 80 −377.08 −355.47

Laplace+Tikhonov LCC 0.009 33 0.001 81 0.033 22 0.003 44 −194.54 −194.00

Laplace+NOSER NF = 1.5 0.010 84 0.007 97 0.040 39 0.027 06 −322.77 −332.19

Laplace+NOSER NF = 1.0 0.010 87 0.010 28 0.041 08 0.036 41 −269.96 −275.10

Laplace NF = 2.0 0.011 13 0.007 41 0.039 98 0.023 60 −326.48 −322.80

NOSER NF = 2.0 0.011 69 0.007 42 0.041 96 0.023 12 −337.90 −335.70

Laplace NF = 1.5 0.011 91 0.007 85 0.042 75 0.024 15 −288.67 −288.28

Laplace+Tikhonov NF = 2.0 0.012 14 0.007 77 0.043 60 0.024 49 −251.37 −252.17

Tikhonov NF = 2.0 0.013 18 0.006 93 0.047 85 0.022 12 −223.53 −228.70

NOSER BR 0.015 65 0.012 93 0.055 38 0.033 33 −395.62 −371.44
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Poč́ıtačová Cvičeńı Studijńı Texty - Modelováńı Elektromagnetických Poĺı, ř. Prvńı.
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