CESKE VYSOKE
UCENI TECHNICKE
V PRAZE

F 3 Fakulta elektrotechnicka
Katedra kybernetiky

Bakalarska prace

Analyza spankovych EOG signali

Svetlana Ulitina

leden 2019
Vedouci prace: Ing. Vaclav Gerla, Ph.D.






cvuT ZADANI BAKALARSKE PRACE

CESKE VYSOKE
UCENI TECHNICKE
V PRAZE

I. OSOBNIi A STUDIJNi UDAJE
4 )
PFijmeni: Ulitina Jméno: Svetlana Osobni Cislo: 453544

Fakulta/Ustav: Fakulta elektrotechnicka
Zadavajici katedra/ustav: Katedra kybernetiky

Studijni program: Oteviena informatika

Studijni obor: Informatika a poéitacové védy )
N\
Il. UDAJE K BAKALARSKE PRACI
e N

Nazev bakalarské prace:

Analyza spankovych EOG signall

Nazev bakalarské prace anglicky:

Analysis of Sleep EOG Signals

Pokyny pro vypracovani:

Hlavnim tézi§tém prace je provést analyzu EOG signald zaznamenanych béhem spanku a sestavit algoritmy, které umozni
rozpoznat klinicky vyznamné vzory v téchto signalech. Sestavené metody se stanou soucasti SirSiho feSeni pro rozpoznavani
spankovych tfid (bdélost, REM, NREM) a umozni pfesnéjsi analyzu dlouhodobych PSG zaznamu.

Cile prace:

- implementace vybrané metody adaptivni segmentace EOG signalu,

- implementace sady vhodnych popisnych pfiznaki (napf. statistické pfiznaky, frekvenéni pfiznaky, nebo koeficienty
waveletové transformace),

- implementace vybraného klasifikatoru,

- validace navrzenych metod nad realnymi EOG signaly.

Studentka pro svou praci vyuzije databazi EOG signald, napf. The CAP Sleep Database
(https://physionet.org/pn6/capslpdb/), pfipadné pouzije EOG signaly, které ji poskytne vedouci prace.

Seznam doporucené literatury:

[1] Iber C, Ancoli-Israel S, Chesson A, and Quan SF for the American Academy of Sleep. Medicine. The AASM Manual
for the Scoring of Sleep and Associated Events: Rules,. Terminology and Technical Specifications, 1st. Ed.: Westchester,
lllinois: American. Academy of Sleep Medicine, 2007.

[2] Malaekah E, Shahrbabaki SS, Cvetkovic D. Automatic Sleep Stage Detection and Classification: Distinguishing Between
Patients with Periodic Limb Movements, Sleep Apnea Hypopnea Syndrome, and Healthy Controls Using Electrooculography
(EOG) Signals. J Bioprocess Biotech 5:216, 2015.

[3] Estrada , Nazeran H, Barragan J, Burk J R, Lucas E A, Behbehani K. EOG and EMG: Two Important Switches in
Automatic Sleep Stage Classification. Engineering in Medicine and Biology Society, 2006. EMBS '06. IEEE, 2006.

[4] Moser D; Anderer P; Gruber G; Parapatics S; Loretz E; Boeck M; Kloesch G; Heller E; Schmidt A; Danker-Hopfe H;
Saletu B; Zeitlhofer J; Dorffner G. Sleep classification according to AASM and rechtschaffen & kales: effects on sleep
scoring parameters. SLEEP;32(2):139-149, 209.

Jméno a pracovisté vedouci(ho) bakalarské prace:

Ing. Vaclav Gerla, Ph.D., kognitivni neurovéda CIIRC

Jméno a pracovisté druhé(ho) vedouci(ho) nebo konzultanta(ky) bakalarské prace:

Datum zadani bakalarské prace: 12.01.2018 Termin odevzdani bakalarské prace: 08.01.2019

Platnost zadani bakalarské prace: 30.09.2019

Ing. Vaclav Gerla, Ph.D. doc. Ing. Tomas Svoboda, Ph.D. prof. Ing. Pavel Ripka, CSc.
podpis vedouci(ho) prace podpis vedouci(ho) ustavu/katedry podpis dékana(ky)

CVUT-CZ-ZBP-2015.1 Strana 1z 2 © CVUT v Praze, Design: CVUT v Praze, VIC



ll. PREVZETi ZADANI

Studentka bere na védomi, Ze je povinna vypracovat bakalafskou praci samostatné, bez cizi pomoci, s vyjimkou poskytnutych konzultaci.
Seznam pouzité literatury, jinych pramenu a jmen konzultant( je tfeba uvést v bakalarské praci.

Datum prevzeti zadani Podpis studentky

CVUT-CZ-ZBP-2015.1 Strana2z 2 © CVUT v Praze, Design: CVUT v Praze, VIC



r 4

Podékovani / Prohlaseni

Chtéla bych podékovat vedoucimu Prohlasuji, ze jsem predlozenou praci
prace Ing. Vaclavu Gerlovi, Ph.D. vypracovala samostatné, a ze jsem uved-
za vécné pripominky a ucinnou me- la veskeré pouzité zdroje v souladu s Me-
todickou, pedagogickou a odbornou todickym pokynem o dodrzovani etic-
pomoc. kych principt pri pripravé vysokoskol-

Dékuji také Mgr. Lucii Cerné za po- skych zavéreénych praci.
moc pri gramatické kontrole prace. V Praze dne 08.01.2019

Mé diky patii i rodiné, predevsim mé-
mu manzelovi, za podporu a pomoc bé-
hem dosavadniho studia.



Abstrakt

Zavérecna prace se zabyva analyzou
celono¢nich spankovych EOG signalt
a klasifikaci segmentt signalt do dvou
spankovych stavi: bdélost a REM.

Prace zahrnuje popis provedené
segmentace signalu a extrakce sady
vhodnych popisnych priznakti pomoci
vinkové transformace.

Daéle je popsana selekce nejvyznam-
néjsich priznaka pomoci algoritmu sek-
vencniho dopredného vybéru priznaku.

Nasleduje uceni klasifikdtoru k-NN
na zakladé mnoziny nejvyznamnéjsich
priznakti a porovnavaji se vysledky
klasifikace segmentti o riiznych délkéch.

Prakticka cast zavérecné prace je im-
plementovana v prostfedi Matlab. Na-
vrzené metody jsou ovéreny na realnych
EOG signélech.

Kli€ova slova: spanek, EOG, span-
kové stavy, segmentace, CWT, k-NN

/ Abstract

Vi

This bachelor thesis deals with an
analysis of the whole-night EOG record-
ings and also with a classification of
signals’ segments of two sleep stages:
wake and REM.

The thesis includes a description
of a performed signal segmentation and
a feature set extraction using a wavelet
transformation.

Further, it describes a sequential
forward selection algorithm to reduce
the feature set.

The previous step is followed by a k-
NN classifier training and an evaluation
of classification results of signals’ seg-
ments with different length.

The practical part of the bachelor the-
sis was implemented using a Matlab en-
vironment. Proposed methods were val-
idated on real EOG signals.

Keywords: sleep, EOG, sleep stages,
segmentation, CWT, k-NN

Title translation: Analysis of Sleep
EOG Signals
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Kapitola 1
Uvodni rozbor zadané problematiky

Dané kapitola obsahuje prehled teoretickych zdkladi metod a algoritmt, které byly
pouzité v zavérecné praci.

Kapitola 1.1 poskytuje zakladni informace o spanku. Zahrnuje prehled nejdulezitéj-
sich historickych udalosti v oblasti vyzkumu spanku, véetné existujicich metodologii -
R&K a AASM. V zévérecéné praci se klade diiraz na metodologii, jez je pouzivana v me-
dicinské praxi i v souCasné dobé - AASM. Kapitola vysvétluje vyznam polysomnografie
a rozebira role EOG signédlu v analyze spanku. Ukazuje, Ze analyza EOG signdlu ma
velky vyznam zejména pii odliseni REM faze od faze probouzeni. Zdiraznuje, ze pro od-
liseni NREM stavti mezi sebou jiz nestac¢i mit pouze EOG signal a Ze je tfeba zohlednit
jiné signaly polysomnografie.

Kapitola 1.2 obsahuje teoretické zaklady o selekci priznakt. Zahrnuje prehled pri-
znaktl, na zakladé nichz se provadi automaticka klasifikace. Vénuje se popisu Fourie-
rové transformace, vinkové transformace a prehledu vybranych publikaci, v nichz se pise
o selekci priznakil na zdkladé zminénych transformaci.

Kapitola 1.3 vysvétluje problém segmentace signélu.

Kapitola 1.4 se vénuje problému redukce mnoziny priznakia. Zahrnuje teoreticky za-
klad sekvenc¢niho dopredného vybéru priznakt, ktery je ddle aplikovan v praktické casti
zévérecné prace. Uvede teoreticky zaklad algoritmu PCA, ktery je aplikovan pro vizu-
alizaci klasifika¢niho problému.

Kapitola 1.5 obsahuje zakladni informace o klasifikaci a klasifikitoru k-NN, ktery
byl pouzit pro rozpoznani spankovych stavi v praktické ¢asti zavérecné prace. Zahr-
nuje popis kiizové validace jakozto pristupu, ktery dovoluje zabranit vzniku problému
preuceni. Poté se kapitola vénuje zptisobu hodnoceni klasifikatoru pomoci ROC pro-
storu. Obsahuje definice ROC metrik pro bindrni klasifikaci spankovych stavi, které

byly pouzity v zavérecné praci.

B 1.1 spanek

V posledni dobé analyza spanku a spankovych stavi nabyva velké popularity. Nauka
o spanku je ale relativné mlady obor. Védci v tomto oboru se shoduji, Ze za poslednich
50 let se o spanku ziskalo vice poznatkl nez za staleti védy predtim. Josef Faber nazyva
rok 1953, kdy byl objeven a popsan paradoxni spanek autory Aserinskym a Kleitmanem,
yzacatkem nové éry rozkvétu cilevédomého vyzkumu spanku®. Obdobi predchazejici

tomuto vyznamnému roku se povazuje za ,Starovék hypnologie® [1].



Bl 1.1.1 Spankové stavy

Série experimentli, kterou provedli ameri¢ti védci Eugene Aserinsky a Natha-
niel Kleitman v roce 1953, ukézala, Ze se mozkové aktivita méni v prubéhu spanku.
Jejich pozorovani uvadi novy typ o¢niho pohybu béhem spanku - rychlé pohyby oci
(angl. Rapid Eye Movement - REM). Ucastnici experimentti byli pozorovani béhem
celono¢ntho spanku bez preruseni. Ukazalo se, ze béhem noci se stfidaji typy oc¢ni
aktivity nekolikrat [2].

V publikaci Aserinského a Kleitmana se poprvé rozlisuji dvé zdkladni fize spanku:
REM - spanek s rychlym o¢nim pohybem a NREM - spanek bez o¢niho pohybu.

Kritéria pro rozliSeni riznych fazi spanku byla standardizovana v roce 1968, kdy byl
publikovan manudl Rechtschaffena a Kalese (R&K). Metodologie R&K rozdélila spanek

na 5 disjunktnich mnozin:

m REM;

m NREM1;
m NREM2;
m NREM3;
m NREMA4.

Spanek v REM fazi se nazyva asynchronni spanek, v NREM fazi - synchronni spanek.

V roce 2007 byl Americkou akademii spankové mediciny publikovdn manudl pro
hodnoceni spanku a souvislych udalosti (angl. The AASM Manual for the Scoring
of Sleep and Associated Events - AASM), podle kterého se provadi klasifikace spanku
dodnes [3]. AASM zmeénila néktera z pravidel pro hodnoceni fazi spanku. Nové se ne-
rozlisuje mezi stavy NREM3 a NREM4 - metodologie je spojuje do jednoho spankového
stavu. Dle AASM se spének rozdéluje na 4 disjunktni mnoziny [3]:

m REM;

m NREM1;
m NREM2;
m NREMS3.

Aserinsky a Kleitman objevili, ze faze spanku se navzdjem stfidaji. Pozorovani ce-
lono¢niho spanku pfineslo inovaéni objev: béhem noci se objevuje nékolik fazi spanku
s rychlym pohybem o¢i, které se stidaji se spankem bez rychlého pohybu [2].

Nésledujici vyzkumy v dané oblasti definuji spankovy cyklus jako prechod mezi fazemi
NREM - REM a ukazuji, zZe béhem jednoho cyklu se faze navzajem stiidaji v urcitém
poradi.

Béhem noci nastava 4 az 6 cykla spanku. Kazdy cyklus zac¢ina fazi NREM1 a postupné
se spanek prohlubuje, do NREM2 a poté NREM3 synchronniho spanku. Pred a po asyn-
chronnim spanku dochézi k probouzeni - fize bdélosti (angl. wake - WAKE). Probouzeni
u zdravych subjektt zpravidla trva nékolik vtefin [1]. Pro zndzornéni pribéhu spanku

se pouziva hypnogram. Schematicky priklad hypnogramu je uveden na obrézku 1.1.



l 1.1.2 Polysomnografie

Polysomnografie (angl. Polysomnography PSG) je multiparametricky medicinsky test,
ktery se provadi za ucelem analyzy spanku. PSG zahrnuje snimani hodnot z elektrod
napojenych na pokozku spiciho subjektu.

AASM poskytuje detailni instrukce jak pro napojeni elektrod, tak i pro naslednou
analyzu zdznamu [4].

Metodologie AASM definuje minimalni seznam signdli, které maji byt snimané pro

analyzu spankovych stavu [5]:

m elektroencefalografie EEG - snimani signalti generovanych z mozkové kiry;
m elektrookulografie EOG - registrace o¢nich pohybu;

m elektromyografie EMG - snimdani aktivity obli¢ejovych svalt.

Snimani hodnot dalsich signalu (naptiklad respirogram pro registraci dechu) neni
povinné, ale dané zaznamy mohou expertovi poskytnout doplnujici informace.
Schematické rozmisténi elektrod je na obrazku 1.2, kde je také zobrazeno rozmisténi

elektrod pro registraci dechu.

- > EEG
WAKE
REM
EOG
NREMI — 1>
NREM2
NREM3 Respirogram
NREM4
1 2 3 4 5 6 7 3 > EMG musculi mentalis
Obrazek 1.1. Hypnogram - celono¢ni pro- Obrazek 1.2. Lokalizace elektrod pro
fil spanku dle R&K, [1] Obr.100 s. 108 spdnkovou polysomnografii, [1] Obr.111

s. 116
l 1.1.3 Vyznam EOG v analyze spanku

Zkoumani o¢niho pohybu zac¢ina na zacatku 18. stoleti. Thomas Eggert popisuje metody,
které se pouzivaji pro nahrani zdznamu pohybu oka [6]. Prvni metody byly kontaktni,
t.j. napojeni elektrod bylo provedeno pfimo na rohovku oka. Metoda EOG, ktera umoz-
nila snimat elektropotencial bez mechanického zasahu do oka, byla popsana Elwinem

Margem v roce 1951 [7] a ma fadu vyhod:

m neohrozuje oko mechanickym poskozenim, jelikoz elektrody jsou napojené na pokozku
ve vzdalenosti cca 1 cm od zevnich o¢nich koutkt, viz obrazek 1.2;

m umoznuje nahravat charakteristiky o¢niho pohybu pti zavienych ocich;

m metoda je postavena na fyziologii lidského oka, které lze popsat jako elektricky dipdl.
EOG vyuziva skutecnost, ze tento dipdl se otac¢i pohybem oka. To zpusobuje malé
rozdily mezi elektrickym potencidlem na povrchu kiize v zavislosti na poloze oka;

m umoznuje rozlisit horizontdlni a vertikalni pohyby okem.



Hlavni vyhoda EOG pro analyzu spanku spoc¢ivd v tom, ze umoznuje snimat oc¢ni
pohyb i p¥i zavienych o¢ich [6].

Zapis a klasifikaci spankovych stavi detailné popsal Alon Y. Avidan [5]. Zpravidla
se prvnich nékolik minut kazdého PSG zaznamu plni WAKE fazi. V této fazi EOG ka-
nély zahrnuji mrkani a rychlé pohyby oci. Signaly se postupné zpomaluji ve frekvenci
a snizuje se jejich amplituda. Pokud jsou o¢i subjektu zaviené, EOG kanaly maji po-
dobné charakteristiky jako v REM fazi, coz zpusobuje potize pii manudlni klasifikaci
faze spanku.

7 faze WAKE je typicky prechod do spankové fize NREM1, ale také je mozné rychlé
prepnuti z WAKE fize do NREM2 nebo do REM.

V prubéhu upadani do spanku a fize NREM1 se o¢ni pohyb zacind zpomalovat. Sa-
motny pohyb o¢i ale nelze popsat univerzalné, jelikoz se u rtiznych subjektti projevuje
jinak: skubavy a nepravidelny, nebo naopak mirny a jemny.

Ve fazich NREM2, NREM3 a NREM4 EOG zrcadli chovani EEG. Proto také byl spanek
v téchto fazich pojmenovan ,synchronni“. Specialni kritéria, kterd by urcovala a klasifi-
kovala zminéné faze na zakladé EOG signall, nejsou definovana. Jelikoz dané spankové
faze jsou popsané EEG signdly, neni mozné analyzovat spankové stavy na zakladé sa-
motnych EOG, bez porovnani s ostatnimi PSG signaly.

Béhem ,asynchronniho* spanku prichazi sny. Subjekt zaciné rychle pohybovat o¢ima
pod zavienymi o¢nimi vicky.

Chovani EOG signalii ve fazi REM je odlisné od EEG kvili velké o¢ni aktivité a rych-
lému o¢nimu pohybu.

EOG signaly maji velkou roli pri analyze REM a WAKE fazi. Je to zptsobeno tim,
ze EEG v danych fazich mohou mit podobné charakteristiky a vizualné si byt po-
dobné [5].

I 1.2 Extrakce pFiznaku

Prvni pokusy o automatické zpracovani spankovych zadznamu vznikly pred 30 lety [8].

V soucasné dobé se pro automatické zpracovani a analyzu signaltt pouzivaji rizné
metodologie. Jedna z nich je na zdkladé mnoziny popisujicich pfiznaku (angl. feature
set).

Automaticka klasifikace muze byt provedena na zékladé extrakce popisujicich pri-
znakt ze signali a nasledujici klasifikace.

Pro automatickou klasifikaci PSG dat je pouzivana velka Skala ptiznaki. Pro razné

klinické studie v oblasti signali se pouzivaji rizné piiznaky [9]:

m priznaky ve frekvenc¢ni oblasti (angl. frequency domain features), naptiklad frekvence
vrcholt, koeficienty spektralni analyzy, energie po pouziti vinkové transformace, hod-
noty prvni a druhé derivace signdlu v segmentech;

m priznaky v ¢asové oblasti (angl. time domain features), napriklad délka krivky, pocet

lokalnich extrémi;



1.2 Extrakce priznakt

m entropické priznaky (angl. entropy based features), napiiklad spektralni entropie.

Reprezentace signalu v casové frekvencéni oblasti (angl. Time-Frequency domain)

muze byt zaroven nalezena pomoci integralni transformaci (napiiklad vinkové).

B 1.2.1 Fourierova transformace

Fourierova transformace (angl. Fourier transform - FT) je jednim ze zékladnich algoritmi
¢islicového zpracovani signélu [9]. Je to metoda, ktera transformuje signal do frekvenéni
oblasti, ¢imz transformovany signél ztraci informaci o ¢asové slozce. Jeden ze zpiisobil
vypoctu FT je algoritmus rychlé Fourierovy transformace (angl. Fast Fourier transform -
FFT).

Fourierova transformace je vyznamnd v analyze signali. V [10-13] muizeme nalézt
pouziti FT k analyze EEG a v dalsich publikacich slouzi F'T pro vybér nejvyznamnéjsich
priznaku (angl. Feature Selection - FS) [11, 14-16].

Kratkodobd Fourierova transformace (angl. Short-time Fourier transform - STFT)
je odvozena z FFT metody a je jednou z nejvice pouzivanych metod pri analyze v ¢asové
frekvenéni oblasti signdli, véetné EEG [10-11, 17]. Je to mechanizmus, ktery umozinuje
popsat spektra neboli frekvence nestacionarniho signalu v libovolny okamzik ¢asu. Sig-
nal je segmentovan na N ¢asti (oken), na které se aplikuje FFT. Schematické zndzornéni
segmentace je uvedeno na obrazku 1.3.

Frekvenéni slozka je obvykle reprezentovana v podobé spektrogramu [18].

B 1.2.2 Vinkova transformace

Vinkova transformace (angl. Wavelet transform - WT) je alternativou STFT metody.
WT lze pouzit pro analyzu nestacionarniho signalu v ¢asové frekvenc¢ni oblasti. Na roz-
dil od STFT, ktera aplikuje stejné velkou velikost okna pro transformaci celého tseku
signalu, WT pouziva kratké okno pro vysokou frekvenci a dlouhé okno pro nizké frek-
vence [19].

Prevod do casové frekvencéni oblasti je realizovan na zakladé vinkové ortonormalni
baze pomoci skalovani specializovaného vzoru viny se zménou prislusnych vah a postup-
nou aplikaci na origindlni signal (obrazek 1.4). Tak vznikd matice koeficientu, jejichz
hodnoty koresponduji s hodnotou pro pfislusné méritko odpovidajictho vzoru [20].

Existuji dva hlavni typy WT, prvni je spojita vinkova transformace (angl. Continuous
Wavelet Transform - CWT), druhd je diskrétni vinkova transformace (angl. Discrete
Wavelet Transform - DWT) [20].

Vyuziti WT pro analyzu EEG je dnes velice popularni. V ¢lanku Olivera Fausta [21]
najdeme seznam publikaci z oblasti analyzy EEG, které pouzivaji F'S zalozeny na CWT
a DWT (vice nez 50 publikaci mezi roky 2003 a 2014).

WT je lépe prizpisobena pro analyzu rychlych zmén signalu diky transformaci v rtz-
nych frekvenénich pasmech. Publikace Amjeda S. Al-Fahouma porovnava rtizné metody
FS pro EEG signély. Provadi klasifikaci na zédkladé riiznych piiznak a porovnava vy-

sledky. Ukazuje, ze klasifikace nestacionarniho signalu na zdkladé priznakt vybranych
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Obrazek 1.3. Casové frekvenéni rozlozeni Obrazek 1.4. Casové frekvenéni rozlozeni
definované STFT [19] Obr. 2 a) s.16 definované WT [20] Obr. 1.6 s.20

z WT poskytuje lepsi klasifikac¢ni vysledky nez klasifikace na zakladé priznakt vybra-
nych z FFT [16].

I 1.3 Segmentace signalu

Nestacionarni biologické signdly je nutné pred zpracovanim rozdélit do tseku kratsi
délky. Nasledné se provadi klasifikace danych tsekii.

V literature se rozlisuji dva druhy segmentace [9]:

m segmentace do useku konstantni délky;
m adaptivni segmentace, v niz se délka segmentti méni na zakladé detekce zmény sta-

cionarity a odhadu presného okamziku zmény.

Segmentace do tseku konstantni délky se nedoporucuje pro detekci grafoelementii
(tvarovych charakteristik signdlu), jelikoz hranice segmentti mohou rozdélit grafoele-
ment do dvou segmentu.

Segmentace do useku konstantni délky se pouziva pii vybéru priznaki z frekvenéni
oblasti (napiiklad STFT) nebo casové frekvenéni oblasti (napriklad CWT).

I 1.4 Selekce pfiznaki

Vybér nejvyznamnéjsich priznakt je provadén za icelem snizeni dimenzionality prostoru
vybérem nejrelevantnéjsi informace z originalnich dat.
F'S je tloha vyhleddvani (angl. a search problem), v niz se hleda optimalni nebo

suboptiméalni podmnozina m priznaku z M puvodnich pomoci ztratové funkce.

B 1.4.1 Sekvenéni dopiedny vybér priznaki

Jednim z algoritmi na FS je sekvencéni dopredny vybér priznaku (angl. Sequential
Forward Selection - SFS).
Pouziti SF'S pro vybér nejlepsi sady priznakt ve vyzkumu epileptickych EEG signali

umoznuje doséhnout vysoké presnosti (angl. accuracy) klasifikace [22].



1.4 Selekce priznakt

SFS je iteracni algoritmus, ktery ma grafovou reprezentaci, naptiklad schéma, které

je znazornéno na obrazku 1.5.

1,0,1,0 0,1,1,0 1,0,0,1 0,1,0,1 0,0,1,1

1,1,1,0 1,0,1,1 0,1,1,1

Obrazek 1.5. Grafova reprezentace SFS algoritmu [23]. Hodnoty uzl reprezentuji vektor
priznaki, kde 1 oznacuje priznak, ktery byl vybran v jedné z pfedchozich iteraci.

Na zac¢atku prvni iterace se nastavi seznam vyznamnych priznaki na prazdny.

V prvnim kroku se provede klasifikace tiid pro kazdy priznak zvlast. Vypocte se chyba
klasifikace. Priznak, pro ktery je chyba klasifikace nejmensi, je povazovan za nejlepsi
v této iteraci a je pridan na seznam vybranych pfiznaki.

V kazdé dalsi iteraci se provadi klasifikace na zakladé sady jiz vybranych priznakt
s priddnim jednoho nového. Piiznak, jehoz pridanim se chyba klasifikace zmensi nejvice,
bude pridan na seznam.

Algoritmus se zastavi, pokud nastane jeden ze t¥i pripadu:

m pridanim dalsiho priznaku se nezmensi chyba;
m byl dosazen nastaveny pocet maximéalnich iteraci;

m byly vybrany vSechny piiznaky.

Bl 1.4.2 PCA provizualizaci dat

Rozvoj podle hlavnich komponent (angl. Principal Component Analysis, PCA) je jedna
z metod, ktera se pouziva pro redukci dimenzionality.

Cilem PCA je odvozeni hlavnich komponent, které nesou maximélni informaci o pti-
vodnich proménnych. PCA je optimalizacni tloha hledani linearniho podprostoru di-
menze ¢ k pavodnimu prostoru dimenze 7, ktery minimalizuje soucet ¢tvercu vzdale-
nosti k danym bodtm v pivodnim prostoru.

Jelikoz ve vysokych dimenzich jsou data tézce reprezentovatelnda, PCA se pouziva
jako zpusob vizualizace podobnosti a odlisnosti dat pomoci redukce dimenze.

Metoda je zalozena na reprezentaci bodii a1, as, ..., a,, v prostoru dimenze n. Dale ma-

tice A = [ajay...a,,|T € R™™.



1. Uvodni rozbor zadané problematiky

Spektralni rozklad matice A se vypocita dle vzorce ATA = VAVT kde A je diago-
néalni matice vlastnich ¢isel serazenych podle velikosti a V odpovida vlastnim vektorim
matice A.

Dle véty o spektralnim rozkladu matice poslednich ¢ sloupct tvori ortonormalni bazi

linedrniho podprostoru dimenze ¢ [24].

I 1.5 Klasifikace

Klasifika¢ni tlohy patii k dlohdm strojového uceni. Algoritmy strojového uceni se déli

podle zptisobu uceni do nésledujicich kategorii [9]:

m uceni s ucitelem (angl. supervised learning) - uceni, pii kterém se systém trénuje
z vnéjsku. ,Ucitel“ zadava vstupni a vystupni vektory dat, vyhodnocuje vysledky
a provadi zmény;

m uceni bez ucitele (angl. unsupervised learning) - uéeni, pri kterém systém nedostéva
informace z vnéjsku. Uceni je zalozeno pouze na informacich, které systém ziskal
béhem samotného uceni;

m posilené uceni (angl. reinforcement learning) - zpisob uéeni pomoci zpétné vazby.

B 1.5.1 k-NN klasifikator

Algoritmus k-nejblizsich sousedu (angl. k-Nearest Neighbours - k-NN) patii ke skupiné
klasifikatort s ucitelem. Nastavitelny parametr klasifikdtoru k urcuje pozadovany pocet
sousedu, ktery ridi prifazeni vzorku do jedné z moznych tiid.

Definice klasifika¢ni ulohy v obecném tvaru:

m mnozina t¥id: Y = {y;},j € M;

m mnozina vzorktw: X = {z;},i € N;

m trénovaci mnozina: T = {(z1,11), (z2,92), ..., (N, yn)}, kde kazdy prvek z X byl
jednoznac¢né ohodnocen jednou z trid Y;

m metrika pro vypocet vzdalenosti mezi prvky: d.

Rada vyzkumi pouziva k-NN klasifikitor pro praci s biologickym signalem. Ukazuje
se, ze je vhodny i pro klasifikaci spankovych stavii na zakladé EEG, jelikoz poskytuje

vysokou presnost klasifikace [25].

B 1.5.2 K¥izova validace

Krizova validace (angl. cross-validation) je jedna ze zdkladnich metod strojového uceni.

Princip metody spoc¢iva v rozdéleni vstupni mnoziny dat na podmnoziny, které se po-
vazuji za trénovaci a testovaci, kde testovaci podmnozina je doplinkem trénovaci pod-
mnoziny v mnoziné vstupnich dat. Klasifika¢ni tloha vyuzije trénovaci podmnozinu
pro uceni klasifikatoru a vyhodnoti presnost klasifikatoru pomoci testovaci podmno-

ziny. Rozdéleni vstupni mnoziny a vyhodnoceni klasifikatoru se opakuje nékolikrat.



Pro rozdéleni vstupni mnoziny na podmnoziny se pouzivad nékolik pristupu. Jeden

z nich je princip zaloZeny na vynechani jednoho vzorku z dat (angl. Leave-One-Out -

LOO), ktery predstavuje testovaci mnozinu.

Kiizova wvalidace umoznuje zabranit vzniku problému preuceni (angl. over-

fitting) [26].

B 1.5.3 Hodnoceniklasifikatoru

Hodnoceni binarniho klasifika¢niho systému lze provést pomoci ROC analyzy (angl. Re-

ceiver Operating Characteristic - ROC). ROC umoznuje vyhodnotit klasifikaéni metody.

Princip ROC analyzy detailné popsal Tom Fawcett [27].
Pro binarni klasifikaci spankovych stavi WAKE a REM lze definovat ROC metriky:

Skute&né REM faze (angl. true REM - T_REM) - vzorek nalezi fazi REM a je klasi-
fikovan jako REM;

Falesné REM faze (angl. false REM - F_REM) - vzorek nélezi fazi WAKE, ale je
klasifikovan jako REM,;

Skute&né WAKE faze (angl. true WAKE - T_-WAKE) - vzorek nélezi fazi WAKE a je
klasifikovan jako WAKE;

Fale3né WAKE faze (angl. false WAKE - F_.W AKE) - vzorek nélezi tridé REM, ale je
klasifikovan jako trida WAKE;

Senzitivita (angl. sensitivity) - je pravdépodobnost ohodnoceni jako REM fézi pro
skutecnou REM fazi

T_REM ‘
T_REM + F WAKE’

sensitivity =

Specificita (angl. specificity) - je pravdépodobnost ohodnoceni jako WAKE fazi pro
skutecnou WAKE fazi

TWAKE
T WAKE + F_REM’

speci ficity =

Pomér spravné& ohodnocenych REM fazi (angl. true REM rate - T_REM _RATE) -

je pomeér spravné ohodnocenych vzorkti REM fazi viic¢i celkovému poctu vzorku REM
T_REM_RATE = sensitivity;

Pomér 3patné& ohodnocenych WAKE fazi (angl. false REM rate - F_.REM_RATE)
- je pomér Spatné ohodnocenych vzorki WAKE fazi vici celkovému poctu vzorkt
WAKE

F_REM _RATE =1 — speci ficity;

Pfesnost (angl. accuracy) - je pravdépodobnost, s jakou klasifikdtor poskytuje
spravné vysledky. Odhadujeme ji pro n vzorku jako
T REM +T WAKE

accuracy = - ;




m Prediktivni hodnota WAKE faze (angl. predictive value WAKE) - je pravdépodobnost,
ze faze je skutecné WAKE, kdyz byla klasifikovana jako WAKE

T WAKE ‘
T WAKE + F WAKE'’

WAKE_PRED VALUE =

m Prediktivni hodnota REM faze (angl. predictive value REM) - je pravdépodobnost,
ze faze je skutecné REM, kdyz byla klasifikovana jako REM

T_REM

REM_PRED VALUE = T REM + FREM

Uvedené piipady se reprezentuji v podobé 2x2 matici zamén (angl. confusion matrix),
obecny tvar je nastinén v tabulce 1.1.

REM WAKE
Odhadnuta REM | T_REM F_REM

} Ohodnoceno expertem

hodnota WAKE F_WAKE T_WAKE

Tabulka 1.1. Obecny tvar matice zamén

l 1.5.4 ROCprostora ROCkiivka
ROC prostor je dvoudimenzionélni graf. ROC prostor je zobrazen na obrazku 1.6, kde

m T_REM_RATE se zobrazi na ose Y;
m F_ REM_RATE na ose X;

m diagonala Y=X reprezentuje strategii ndhodného klasifikatoru.

1
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False Positive Rate

Obrazek 1.6. Nahodny klasifikdtor v ROC prostoru

ROC kiivka (angl. Receiver Operating Characteristic Curve) slouzi ke grafickému
znazornéni chovani klasifikdtoru v zavislosti na ménicim se parametru pouzitém pro bi-
narni klasifikaci. Klasifikator ma nejlepsi klasifikacni schopnost pro parametry, které

maji nejmensi vzdélenost k bodu [0,1] ROC prostoru.
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Kapitola 2
Popis FeSeni zadaného ukolu

Tato kapitola obsahuje popis praktické c¢asti zavéreéné prace. Schematické znazornéni
kroki, které byly provedeny v ramci implementacni ¢asti, je predstaveno v priloze B.

ZaveéreCna prace je zamérena na rozliSovani mezi dvéma fazemi - REM a WAKE na za-
kladé EOG signali: EOG1 a EOG2. Useky signali, které nepatii k jedné z téchto fazi
byly ignorovany. Metody, které byly pouzity, se stanou soucasti Sirsitho reseni pro roz-
poznani vsech spankovych fazi.

Kapitola 2.1 popisuje data set, ktery byl pouzit pro analyzu EOG signali zazname-
nanych béhem spanku.

Kapitola 2.2 zahrnuje popis provedené spektralni analyzy. Na zakladé vysledka spek-
tralni analyzy bylo rozhodnuto pouzit pro extrakci priznakti metodu CW'T.

Kapitola 2.3 popisuje dvoutrovinovou segmentaci signalii a zahrnuje popis algoritmu.
Algoritmus v prvni trovni najde v signalu 30s tseky spankovych stavi WAKE a REM,
docasné je doplni o dalsi tseky signalu, aby vypocital koeficienty CWT pro EOG1
a EOG2. V druhém kroku algoritmus rozdéli matice koeficienti na mensi segmenty,
které dale budou pouzity pro extrakci priznaki.

Kapitola 2.4 popisuje selekci priznakii pomoci algoritmu SFS. Kapitola obsahuje
redukci dimenze prostoru pomoci PCA provedenou s cilem vizualizace dat v tfidimen-
zionalnim prostoru.

Kapitola 2.5 poskytuje vysledky provedené k-NN klasifikaci. Ukazuje, ze algoritmus
k=NN poskytuje velkou klasifika¢ni presnost pti klasifikaci WAKE a REM fazi na za-
kladé zvolenych priznakii.

Kapitola 2.6 obsahuje popis programu zévére¢né praci.

I 2.1 Dataset

Pro analyzu a klasifikaci spankovych stavii byla pouzita online databaze celonoc¢nich
spankovych PSG zaznami The DREAMS Subjects Database [28]. Vybrand databdze
obsahuje PSG data 20 zdravych subjekti ve véku od 20 do 65 let. 16 z nich jsou Zeny,
4 jsou mufi.

Kazdy zaznam obsahuje alespon dva EOG kandly (P8-A1, P18-A1), alespon tii EEG
kanédly (CZ-Al nebo C3-Al, FP1-Al a O1-Al) a alespon jeden z musculus mentalis
na bradé EMG. Pro ukladani dat je pouzit standard European Data Format (EDF).

Pro signal EOG, sniméany z kandlu P8-A1 dile se pouziva zkratka EOG1, snimany
z kanalu P18-Al - zkratka EOG2.
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2. Popis feseni zadaného ukolu

On-line databaze poskytuje také hodnoceni spankovych stavii na zakladé vizualniho
hodnoceni expertem laboratore podle obou R&K a AASM metod [28]. Dané ohodnoceni
experta na zdkladé metody AASM bylo pouzito pro uéeni klasifikdtoru a pro ovéreni
kvality klasifikaci.

B 22 spektriinianalyza

V ramci této price byla provedena spektralni analyza EOG signalt za tcelem vybéru
metody, kterd bude pouzita pro selekci priznaku.
Na obrazcich 2.1 a 2.2 jsou vizualizace, které znazornuji ukazky vystupu provedenych

analyz. Dalsi priklady jsou uvedeny v priloze C a v ptiloze D.

EOG1 EOG2
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-40 -40

2735 2740 2745 2750 2755 2760 2735 2740 2745 2750 2755 2760

a) originalni signal, [s]

Magnitude Scalogram

d) originalni signal, [s]
Magnitude Scalogram
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c) spectrogram, [s] f) spectrogram, [s]

WAKE

REM |-
NREM1
NREM2
NREM3
unknow | | | | | |

2735 2740 2745 2750 2755 2760

g) hypnogram AASM, [s]

Obrazek 2.1. Casové frekvencni analyza WAKE fize

Vizualizace prubéhu signalu v ¢asovém okné 30 s je zndzornéna na obrazcich 2.1.a),
2.2.a) pro signdl EOG1 a 2.1.d), 2.2.d) pro signdl EOG2 pro WAKE a REM zvlast.

Obréazky 2.1.g) a 2.2.g) odpovidaji hypnogramu ptislusného ¢asového okna ohodno-
ceného metodou AASM.
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2.2 Spektralni analyza

Transformace prislusnych tseki signala byla provedend pomoci Matlab funkei ze Sig-

nal Processing Toolbox:

m cwt, kterd pouziva spojitou 1-D WT, je vizualizovdna na obréazcich 2.1.b), 2.2.b)
pro EOGL1, a na 2.1.e), 2.2.e) pro EOG2;

m spectrogram, kterd pouzivdi STFT, je zndzornéna na obrazcich 2.1.c), 2.2.c)
pro EOG1, a na 2.1.f), 2.2.f) pro EOG2.

Na zékladé vizualniho vjemu nelze snadno posoudit, které z tisekll odpovidaji REM
fazi a které WAKE fazi.

EOG1 EOG
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20 20
- 0 - 0
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-40 -40
1.35051.3511.35151.352 1.3525 1.353 1.35051.351 1.3515 1.352 1.3525 1.353

a) originalni signal, [s]

«10% d) originalni signal, [s]
Magnitude Scalogram
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c) spectrogram, [s] f) spectrogram, [s]
WAKE |-
REM
NREM1
NREM2 |-
NREM3 |-
| | | | | |
unknow
1.3505 1.351 1.3515 1.352 1.3525 1.353
g) hypnogram AASM, [s] x10*

Obrazek 2.2. Casové frekven¢ni analyza REM faze

EOG signaly v porovnavanych fazich mohou mit priblizné stejné rozmezi frekvenc-
nich hodnot (napriklad obrazky 2.2.a) a 2.1.a)). AvSsak v REM fazi muze mit signal
vétsi amplitudu a mensi frekvenéni hodnoty nez ve fazi WAKE. Napriklad obrazky
D.11.a) a D.11.d) znazornuji rychlou aktivitu v malém frekvenénim pasmu pro REM
fazi. Pro WAKE fézi tak malé padsmo neni charakteristické (naptiklad priloha D).

Velic¢ina vinkovych koeficienti vracenych cwt funkei je barevné kédovana. Teplé barvy

maji vetsi hodnoty magnitudy nez studené barvy. Z uvedenych piikladu 2.2.b) a 2.1.e)
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je vidét, ze rozmezi hodnot koeficientt magnitudy pro zkoumané spankové faze WAKE
a REM mohou byt ve stejném rozsahu.

Matlab metoda spectrogram rozdéli signal na kratké tuseky, na kterych se provadi
STFT pro nalezeni frekvencniho spektra kazdého tseku. Nalezend spektra jsou rozlo-
zend vedle sebe a konvertovana do podoby obrazku, na kterém jsou nizké amplitudy
vigualizovany chladnymi barvami a vysoké amplitudy teplymi barvami.

Vizualizace tiseku signdlu EOG1 v ¢asové oblasti ukazuje, ze signal méa dvé odlisné
oblasti zvyraznéné na obrazku 2.1.a). Podobnd aktivita je pfitomna i na ptislusném ca-
sovém tseku EOG2. Analyza dané oblasti metodou spectrogram ukazuje, ze dané ak-
tivity jsou témeér neodlisitelné. Ze spektrogramu lze urcit, ze zména probéhla v nizkych
frekvencénich hodnotéch, ale pfesnou lokalitu je tézké urcit. Analyza vystupu Matlab
metody cwt ukazuje, Ze obé aktivity se nachazeji ve stejném frekvenénim pasmu a ze
maji podobné hodnoty magnitudy.

Na obrazku 2.2.b) jsou zvyraznény dvé aktivity, které metoda cwt detekovala pii
aplikaci transformace v ruznych frekvencnich pasmech, viz obrazek 1.4. Hodnoty mag-
nitud jsou pro dané oblasti blizké maximu. Na vystupu metody spectrogram ale neni
mozné rozpoznat pritomnost téchto dvou udalosti.

Na obrazku 2.2.d) jsou zvyraznény useky, které detekovala metoda cwt v rtznych
frekvencnich pasmech. Na spektrogramu nejsou az tak zrejmé.

Na zékladé provedené spektralni analyzy je vidét, ze matice koeficienti Matlab me-

tody cwt ma fadu vyhod oproti matici koeficientis Matlab metody spectrogram:

m lepsi lokalizace vyznamnych oblasti;
m dokéZe rozpoznat zmény pro ruzna frekvenéni pasma;

m vhodnéjsi pro nestacionarni a aperiodicky signél, jimz je EOG.

Po provedeni spektralni analyzy bylo rozhodnuto extrahovat priznaky pouze za vy-
uziti koeficientit CWT.

I 2.3 Transformace signalu

Pro ucely klasifikace piivodni signél je rozdélen na segmenty konstantni délky. Dané seg-
menty jsou transformovany pomoci CWT. Z koeficientii transformace jsou extrahovany
priznaky.

Tento proces je realizovan pomoci dvoutroviiové segmentace s transformaci.

B 2.3.1 Segmentace signald

Po dohodé s vedoucim prace nebyla provedena adaptivni segmentace EOG signalu,
kterd byla definovana v zadani bakalarské prace, ale dvoutiroviiova segmentace do tisekil

konstantni délky:

m 1. Groven - rozdéleni signalu na segmenty konstantni délky 30 s. Vypocet matice

CWT koeficientii pro vzniklé segmenty.
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m 2. Uroven - rozdéleni matice koeficientii z 1. irovné segmentace na segmenty o délkach

5s, 10 s, 15 s, 30 s. Vypocet matice priznaki pro kazdy uvedeny segment.

Provedeni dvoutroviiové segmentace pripravi vzorky pro klasifikaci.

B 2.3.2 Prvniirovei dvouiiroviiové segmentace signalii

Prvni droven dvoutdroviiové segmentace je provedena za Ucelem extrahovani ze signalu
30s segmenti, které odpovidaji jednomu z hledanych spankovych stavi: WAKE nebo
REM.

Pro dané segmenty jsou vypocitany koeficienty CWT pomoci Matlab funkce cwt.

Matlab funkce cwt pro doplnéni matice koeficient aproximuje signal v obou smérech
pro nizk4 frekvenéni pasma. Danou chybu je vidét na obrazku 2.2.b), na kterém je ozna-
Cena Sedou barvou. V ramci oblasti ,kuzelu vlivu® jsou odhady koeficientd spolehlivé.
Mimo oblast , kuzelu vlivu® jsou koeficienty dopocitavany z aproximovaného signélu.

Dany signal nelze spolehlivé aproximovat kvili nahlym frekvenénim zménam. Apro-

ximace by mohla zpusobit velkou chybu klasifikace.

1. Nastavit spankovy stav:
S = REM / WAKE
2. Nastavit délku hlavniho okna:

WM = 30s

3. Nastavit délku pomocného okna:
WH = 10s

4. Nastavit index na délku pomocného okna:
idx = WH

5. WHILE neni konec signalu
5.1. V hypnogramu najit dalsSi usek o délce WM, v némz
se vyskytuje pouze stav S:
h_I = [idx ; idx+WM-1]
5.2. Roz8irit interval o délku pomocného okna:
h_I’ = [idx-WH ; idx+WM-1+WH]
5.3. FOR EACH EOG signal e
5.3.1. Ze signdlu e extrahovat segment odpovidajici
intervalu h_TI’
e I’ =e_I’(1) : h_I°(2) - h_I°(1) + 1)
5.3.2. Vypocitat CWT pro e_I’
5.3.3. Ze ziskané matice odstranit submatice koeficienti
o délce pomocnych oken z obou stran
5.3.4. Ulozit segment pro nésledujici zpracovéani

END FOR

5.4. Posunout index o délku hlavniho okna:
idx += WM

END WHILE

Vypis 2.1. Algoritmus vypoc¢tu matice CWT koeficient pro 1. Groven segmentace
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2. Popis reseni zadaného ukolu

Subject's 1 hypnogram AASM

WAKE
REM
NREM1
pomocné hl i okni pomocné
NREM2 . avnl okno okno
NREM3
unknow | I 1
12675 12685 12695 12705 12715 12725 12735 12745 |12755|12765 12775 12785 12795
Seconds
a) Subject's 1 EOG1
100
50
g o
[
-50
-100 | -
12675 12685 12695 12705 12715 12725 12735 12745 (12755 (12765 12775 12785 12795
b) Seconds

hdow

Subject's 1 CWT for a full wi

Frequency (Hz)
Magnitude

Subject's 1 CWT for a cutted window

)]
o

|
N
o

~N

T ©
3 30 3
C c
g 10° 20 &
=3 =
C 10

Seconds

Obrazek 2.3. Algoritmus provedeni 1. irovné dvoudroviiové segmentace: a) oznaceni hlav-
niho a pomocnych oken v hypnogramu, b) rozsifeny segment EOG signdlu, ¢) matice CWT
koeficientt rozsifeného segmentu, d) vysledny segment

Za ucelem zmenseni této chyby byla provedena CWT nad del$imi segmenty, na které
byl aplikovan algoritmus pfedstaveny ve vypisu 2.1

Koeficienty hlavniho okna byly dale zpracovany v 2. irovni dvouturoviové segmen-
tace signali. Nepresnosti okrajovych koeficienti vzniklé po aplikovani algoritmu jsou
zanedbatelné.

Koeficienty pomocného okna byly déle ignorovany.

Pocet nalezenych hlavnich oken pro délku hlavniho okna 30s je uveden v tabulce 2.1.
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2.3 Transformace signali

Subjekt REM WAKE Subjekt REM WAKE
1 113 229 11 212 120
2 122 146 12 87 391
3 212 121 13 89 179
4 155 91 14 163 206
S 196 83 15 123 112
6 187 177 16 147 257
7 131 392 17 162 65
8 162 179 18 166 167
9 131 214 19 162 128

10 146 70 20 153 196
Celkem: 3019 3523

Tabulka 2.1. Pocet 30s oken pro jednotlivé subjekty
Kazda matice CW'T koeficientt v 1. drovni ma velikost 105x6000, kde

m 105 je pocet frekvencnich pasem, ve kterych byla provedena CWT;
m 6000 je pocet vzorku zavisly na frekvenci, pti které byl signdl nahrédn (200Hz), a délce
hlavniho okna (30 s).

Vizualizace prvni irovné segmentace je znazornéna na obrazku 2.3.

S5s I5s
a) délka segmentu 5 s c) délka segmentu 15 s

10s 30s
b) délka segmentu 10 s d) délka segmentu 30 s

Obrazek 2.4. Provedeni 2. trovné dvoutroviiové segmentace: a) segment 5 s, b) seg-
ment 10 s, ¢) segment 15 s, d) segment 30 s.
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2. Popis feseni zadaného ukolu

Il 2.3.3 Druhadroven dvoutiroviiové segmentace signali

Druha troven dvoutroviové segmentace je provedena za uc¢elem piipravy sady priznak,
na zakladé kterych se dédle bude provadét klasifikace.

Segmenty z predchoziho kroku byly postupné rozdéleny do mensich segmentt o délce
58, 10 s, 15 s a 30 s. Rozdéleni na segmenty je znadzornéno na obrazku 2.4 pro segmenty
rizné délky.

V kazdém frekvenénim pasmu byla vypoctena hodnota priznaku (angl. feature va-
lue) jako prumeér koeficientt pro dany segment. Schematické zndzornéni provedeného
vypoctu je zachyceno na obrazku 2.5, na kterém je naznacen vypocet pro 15s segment.
Submatice C; ;) ma velikost 105x2.

Pro segmenty jiné délky je vypocet analogicky. Pro 5s segment ma submatice C; ;)

rozmeéry 105x6, pro 10s segment - 105x3 a pro 30s segment - 105x1.

> 2, Tay ]
2 T (2,1 2,2)
107 L To7,1)  T(107,2)

15s
Obrazek 2.5. Vypocet hodnoty priznaku na piikladé 15s segmentu

I 2.4 Selekce pfFiznaku

Pro vybér nejvyznamnéjsich priznaka byl aplikovan algoritmus SFS popsany v kapi-
tole 1.4. Matice My, kde [ € {5,10,15,30} je délka segmentu. M, se sklddd ze vsech
pifznakil a byla sestavena ze submatic Cy; j), kde i € {1, ..., P} odpovida indexu hlav-
niho okna, j € {1,2} odpovidd EOG1 nebo EOG2.

Schematické zndzornéni matice M; je uvedeno na obrazku 2.6.
Ci,1) C2,1) « « ¢ Cr
M, =
Ci1,2 Cr2) « ¢« Cp2
Obrazek 2.6. Matice priznaki sestavend ze submatic
sfs funkce Matlab byla aplikovidna na matici M; pro kazdé [ zvlast. Metoda vzdy
vybirala ze seznamu 210 priznaki.

Porovnani vysledkiit SFS pro segmenty riznych délek je znidzornéno v tabulce 2.2.

Detailni prehled SFS je uveden v priloze E.
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Pocet Dosazena Doba

Délka segmentu nejlepsich nejmensi trvani
priznaku chyba SFS [s]

5s 29 0,05450 39364

10's 22 0,04210 9656

15 s 12 0,03965 1586

30 s 15 0,03172 917

Tabulka 2.2. SFS vysledky pro segmenty rizné délky

Nejlepsi priznaky pro kazdou délku segmentu formuluji mnozinu vybranych pri-
znaku F. Kardinalita |F'| = w, kde w se rovnd poc¢tu nalezenych ptiznaku pro danou
délku.

Jednotlivé segmenty pri klasifikaci je mozno chépat jako body v prislusném Z di-
menzionalnim prostoru. Dimenze prostoru také odpovida kardinalité mnoziny ptiznaki

Z = |F|. Pro 5s segment dimenze prostoru Z = |F| = 29.

Bl 2.4.1 Vizualizace pfiznakového prostoru

Pro vizualizaci vypoctenych priznaki byla pouzita transformace PCA. Algoritmus PCA
byl aplikovan na vsSechny priznaky pro vsechny segmenty dat patricich jednomu sub-
jektu. Teoretické zdklady metody jsou uvedeny v kapitole 1.4.2.

Mnozina 5s segmentil predstavuje body v prostoru dimenze 7 = 29 viz tabulka 2.2.
Dany prostor byl prolozen podprostorem dimenze ¢ = 3 tak, aby soucet kvadrati
vzdélenosti puvodnich a promitnutych bodi byl minimélni. Nasledné promitnuté body
byly zobrazeny v soufadnicich béze nalezeného afinniho podprostoru [24]. Body v novém

prostoru jsou zobrazeny na obrazku 2.7.a).

Stejny postup byl proveden pro mnozinu:

m 10s segmentt, které predstavuji body v prostoru dimenze Z = 22 viz tabulka 2.2.
Body v novém prostoru jsou zobrazeny na obrazku 2.7.b);

m 15s segmentt, které predstavuji body v prostoru dimenze Z = 12 viz tabulka 2.2.
Body v novém prostoru jsou zobrazeny na obrazku 2.7.c);

m 30s segmentu, které predstavuji body v prostoru dimenze 7 = 15 viz tabulka 2.2.

Body v novém prostoru jsou zobrazeny na obrazku 2.7.d).

Dle vizuédlniho hodnoceni obrazki 2.7 1ze pfedpokladat, ze klasifikace metodou k-NN
bude na zakladé delSich segmentt poskytovat lepsi vysledky. Priznaky pro segmenty
délky 5 s se seskupi na vizualizaci podle typu spankového stavu WAKE nebo REM.
Existuje ale velkd ¢ast prostoru, kterd sdili vzorky jak WAKE faze, tak i REM faze.
Bude tedy tézké klasifikovat vzorky, které se rozmisti do dané ¢asti prostoru.

Zvyseni délky segmentu zlepsuje rozdéleni spankovych stavi. Obrézek 2.7.d) znazor-
nuje, ze mnoziny vzorku jsou dobre rozlisitelné a ze klasifikace podle nejblizsich sousedu

by méla poskytnout dobré vysledky.
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2. Popis feseni zadaného ukolu

Sample diversity for the subject No. 16 len 5 Sample diversity for the subject No. 16 len 15
O WAKE O WAKE
O REM O REM
3+
R0
2.5+ 6
- 27 ¢ = 4
g 154 3
= i c 2
g | % 2
s o §o
5 054 0o © ®,
S @ o ™ -
-4
-0.5
5
-1 4 5 <> o
5
-5 .\0\\\//0/(
5 10 S 20
15 -10 1st component 2nd component
1st component 2nd component
a) délka segmentu 5 s c) délka segmentu 15 s
Sample diversity for the subject No. 16 len 10 Sample diversity for the subject No. 16 len 30

O WAKE O WAKE
o O REM
[

3rd component
o
s -
s

3rd component
o

)
o
s

'
N
]

2nd component = 1st component 1st component 2nd component

b) délka segmentu 10 s d) délka segmentu 30 s

Obrazek 2.7. Vizualizace nejvyznamnéjsich piiznaki: a) segment 5 s, b) segment 10 s,
c) segment 15 s, d) segment 30 s

B 25 K-NNasifikace

Formulace klasifika¢ni tlohy pro odliseni REM a WAKE spankovych stavi:

m mnozina t¥id: ¥V = {WAKE, REM };

m mnozina vzorkw: X = {z;},i € N;

m trénovaci mnozina: 1" = {(z1,y1), (z2,92),.... (xn,yn)}, kde kazdy prvek z X byl
jednoznacéné ohodnocen jednou ze tiid Y;

m metrika pro vypocet vzdalenosti mezi prvky: d - Euklidova vzdalenost.

Pro ohodnoceni kvality klasifikdtoru z trénovaci mnoziny byla ,schovana“ data dvou

subjekt. Mnozina vzorku patfici subjektim 19 a 20 byla definoviana jako testovaci
mnozina.
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Délka Trénovaci Pocet, Pocet Testovaci Pocet, Pocet
segmentu subjekty REM WAKE subjekty REM WAKE

5s 1-18 16224 19194 19-20 1834
10 s 1-18 8112 9597 19-20 917
15s 1-18 5408 6398 19-20 611
30 s 1-18 2704 3199 19-20 306

Tabulka 2.3. Obsah data setu pro segmenty ruzné délky

1652
826
551
275

Celkové pocty vzorku pro uceni (trénovaci mnozina) a ovéreni kvality klasifikdtoru

(testovaci mnozina) jsou uvedeny v tabulce 2.3.

Pro kazdou délku segmentu byla nalezena optimalni hodnota k pomoci algoritmu,

ktery pouzivd LOO kiizovou validaci. Dany algoritmus je predstaven ve vypisu 2.2.

Indexy testovacich subjektt byly vygenerovany pomoci Matlab funkce crossvalind.

1. Nastavit iteracni proménnou k_set
k_set = 1:20 // 1 je minimdlni pocet sousedd a 20 je maximalni
2. Nastavit velikost trémovaci mnoZiny, dle poltu trénovacich
subjektu:
M =18
3. Vygenerovat indexy testovacich subjekti
za pouzitim LOO k¥iZové validace:
tst_idxs = crossvalind(’Kfold’, M, M)
4. Nastavit pole validacnich chyb pro k_set:
err = []
5. FOR EACH k_cur v k_set:
5.1 Nastavit pole validacénich chyb pro k_cur:
err_ k_cur = []
5.1 FOR EACH tst v tst_idxs:
5.1.1. Nastavit indexy trénovacich subjektu:
trn = [1:(tst_ind-1) (tst_ind+1):M]
. Naucit klasifik&tor na trénovaci mnoZiné& trn
. Vyhodnotit klasifikadtor na testovaci mnoZiné tst
. Ulozit chybu klasifikace do err_k_cur
na prislusny index
END FOR
5.2 Ulozit pruimérnou chybu pole err_k_cur
err(k_cur) = mean(err_k_cur)
END FOR
6. Najit optim&lni k jako index minima&lniho prvku z pole err

o o1 O,
e
DSw N

Vypis 2.2. Algoritmus nalezeni optiméalni hodnoty &

Nalezené optimalni hodnoty & jsou uvedeny v tabulce 2.4.

Vysledky klasifikace pro rizné dlouhé segmenty jsou uvedeny v tabulce 2.5.

Pro klasifika¢ni ilohu byly vypocitany ROC metriky. ROC kiivka byla prolozena

ROC prostorem pro kazdy klasifikator zvlast. ROC kfivka pro bs segmenty je znézor-

néna na obrazku 2.8, ROC krivka pro 10s segment je na obrazku 2.9, ROC kfivka pro
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2. Popis feseni zadaného ukolu

Délka segmentu

Optimélni pocet
sousedu
k-best

58
10 s
15 s
30 s

15
15
7
13

Tabulka 2.4. Optimélni hodnoty parametru k pro k-NN klasifikator

Okno Okno Okno Okno

Hodnota parametru 5 s 10's 15 s 30 s
sensitivity 0,95638 0,95965 0,91489 0,96078
specificity 0,90860 0,93099 0,91470 0,93091
accuracy 0,93373 0,94607 0,91480 0,94664
REM predictive value 0,92073 0,93917 0,92244 0,93930
WAKE predictive value 0,94940 0,95409 0,90647 0,95522

Tabulka 2.5. Hodnoceni k-NN klasifikdtoru pro testovaci subjekty 19, 20

15s segment je na obrazku 2.10 a pro 30s segment je na obrazku 2.11. Matice zdmén

jsou uvedeny v priloze F:

m pro 5s segmenty je uvedena v tabulce F.1;

m pro 10s segmenty je uvedena v tabulce F.2;

m pro 15s segmenty je uvedena v tabulce F.3;

m pro 30s segmenty je uvedena v tabulce F.4.

Subjects:[19 20] k=15 ROC

False REM rate
o o 1 o o o o o
Ny © IS o > S ® ©
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Subjects:[19 20] k=15 ROC
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o
o

o
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o
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o
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L L L L L L
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0.3 0.4 0.5

L L
0.7 0.8

True REM rate

Obrazek 2.8. ROC kiivka pro klasifikaci
vzorkid o délce 5 s
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True REM rate

Obrazek 2.9. ROC kiivka pro klasifikaci
vzorkil o délce 10 s



Subjects:[19 20] k=7 ROC Subjects:[19 20] k=13 ROC
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Obrazek 2.10. ROC krivka pro klasifikaci Obrazek 2.11. ROC krivka pro klasifikaci
vzorkli o délce 15 s vzorkil o délce 30 s

I 2.6 Popis programu

Program pro analyzu EOG a klasifikaci segmentii signalii do dvou spankovych stavii

byl implementovan v prostiedi Matlab R2018a.

Kompletni program je k dispozici na prilozeném disku. Adresérova struktura disku

je predstavena v priloze G.

Na disku je také k dispozici soubor thesis.pdf, ktery predstavuje kopii dané zave-
recné prace.

Program je umistén do slozky program a obsahuje tii Matlab skripty:

m program/main_time_frequency_analysis.mzahrnuje spektrdlni analyzu, popsanou
v kapitole 2.2. Skript ukladé vysledky analyzy na disk do slozky
program/data/internal/time_frequency_analysis.

program/main_train.m pfipravuje data pro klasifikdtor k-NN. Vysledky kazdého
kroku jsou ukladédny na disk do slozky program/data/internal/matlab. Skript pro-
vadi transformaci signalu (viz kapitola 2.3), selekci priznaku (viz kapitola 2.4), pti-
pravu trénovacich a testovacich podmnozin (viz kapitola 2.5) a nalezeni optimdlni
hodnoty % pro k-NN klasifikator (viz kapitola 2.5).

program/main_test.m klasifikuje segmenty 5 s, 10 s, 15 s nebo 30 s pomoci k-NN
klasifikatoru. Skript pouziva data ze slozky program/data/internal/matlab, kterd

byla ulozena pomoci skriptu program/main_train.m.

Vsechny funkce, které jsou potfebné pro spravny béh programu, jsou k nalezeni ve
slozce program/functions. Dand slozka obsahuje implementované metody pro zaveé-

recnou praci a také slozku program/functions/3rd_party, kterd obsahuje metody

implementované tretimi stranami.
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Program je funkéni bez dat subjekti (popsanych v kapitole 2.1), na kterych byl nau-
¢en klasifikator. Slozka program/data/db obsahuje pripravenou adresafovou strukturu,

se soubory ../README.txt, které popisuji pripadné pridani dat.
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Kapitola 3
Zaveér

V bakalarské praci byly zanalyzovany celono¢ni EOG zaznamy, které byly méreny beé-
hem spanku. Nad EOG signaly byla provedena spektralni analyza. Ze dvou analyzova-
nych metod pro extrakci priznakia (STFT a CWT) byla zvolena CWT jako vhodnéjsi
pro nestacionarni signal.

Signal EOG byl rozdélen na segmenty konstantni délky pomoci dvoutiroviiové seg-
mentace. Tento pristup se ukézal jako vhodny pro ucely této prace a umoznil provést
sérii nezavislych klasifikaci pro segmenty o riuznych délkach (5 s, 10 s, 15 s, 30 s).

Segmenty signali ziskané z 1. irovné segmentace byly transformovany pomoci CW'T.
Pro kazdy segment 2. drovné segmentace (5 s, 10 s, 15 s, 30 s) byla vypocitana sada
popisujicich priznaki jako primérnd hodnota koeficientit CW'T. Pomoci algoritmu SFS
byly zvoleny pro kazdy segment zvlast nejvyznamnéjsi priznaky pro nasledujici klasifi-
kaci.

Klasifikace segment do dvou spankovych stavii (WAKE a REM) byla provedena
pomoci k-NN algoritmu. Pro kazdy z definovanych segmentti mél implementovany kla-
sifikdtor na testovaci sadé prumérnou presnost klasifikace 93,53 %. Klasifikdtor pro
segment o délce 30 s poskytuje nejpresndjsi vysledek klasifikace 94,66 %.

Presnost klasifikace by mohla byt zvysena, pokud by bylo pouzito vice presnéjsich
priznaktu. Bylo by naptiklad mozné zahrnout do klasifikace dalsi priznaky, které jsou
extrahovany z jinych PSG signalu. Presnost klasifikace by dale mohla byt zlepSena na-
priklad pomoci odstranéni nezadoucich artefakt. To by mohlo byt provedeno naptiklad

pomoci sady vhodnych filtra.
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Priloha A
Zkratky

AASM = American Academy of Sleep Medicine, také metodologie hodnoceni span-

kovych stavi

CWT = Continuous Wavelet Transform
DWT = Discrete Wavelet Transform

EEG m Elektroencefalografie

EMG m Electromyografie

EOG m Elektrookulografie

EOG1 = EOG signél, snimény z kanalu P8-A1
EOG2 = EOG signél, snimény z kanalu P18-A1
FFT m Fast Fourier Transform

FS m Feature Selection

FT m Fourier Transform

k-NN m k-Nearest Neighbours algoritmus
LOO m Leave-One-Out

NREM = Non Rapid Eye Movement
NREM1 m 1. faze NREM spanku

NREM2 m 2. faze NREM spanku

NREM3 m 3. faze NREM spanku

NREM4 m 4. faze NREM spanku

PCA m Principal Component Analysis
PSG m Polysomnografie

REM m Rapid Eye Movement faze spanku
ROC m Receiver Operating Characteristic
R&K m Rechtschaffena a Kalese

SFS m Sequential Forward Selection
STFT wm Short-time Fourier Transform
WAKE = Féaze bdélosti

WT m  Wavelet Transform
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P¥iloha B
Schematické znazornéni implementacni casti
zavérecné prace
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Obrazek B.1. Schematické zndzornéni implementacni ¢asti zavéreéné prace
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Priloha C
Casové frekvenéni analyza WAKE faze

EOG1
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Obrazek €.2. Subjekt ¢.1, faze spaAnku WAKE, délka segmentu 30 s
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C Casové frekvenéni analyza WAKE faze

EOG1 EOG2
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Obrazek C.3. Subjekt ¢.1, faze spanku WAKE, délka segmentu 30 s

EOG1 EOG2

40 40

20 20
- 0 - 0

-20 -20

-40 -40

3755 3760 3765 3770 3775 3780 3755 3760 3765 3770 3775 3780
a) originalni signal, [s] d) originalni signal, [s]
Magnitude Scalogram 1 Magnitude Scalogram
16
12 14
12
F10 10 T10
= ) = 10 g
I 8 ¢
El 6 g El g
g, = s, 6 =
w 'S
4 4
2 2
3751 3756 3761 3766 3771 3776 3751 3756 3761 3766 3771 3776
b) cwt, [s] e) cwt, [s]

102 B 102 g
= 205 3 20 @
T o 2 T 0 2
IS 20 3 = oy
3 ) 20 £
< 40 5§ E
z 60 g 40§
i B F L 005

10' H 10 80 3

3751 3780 o 3751 o
c) spectrogram, [s] f) spectrogram, [s]

WAKE

REM -
NREM1 -
NREM2 -
NREM3 -
unknow L L L L L L

3755 3760 3765 3770 3775 3780

g) hypnogram AASM, [s]

Obrazek €.4. Subjekt ¢.1, faze spanku WAKE, délka segmentu 30 s
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Obrazek C.5. Subjekt ¢.1, faze spanku WAKE, délka segmentu 30 s
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Obrazek €.6. Subjekt ¢.1, faze spanku WAKE, délka segmentu 30 s
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Piiloha D
Casové frekvenéni analyza REM faze
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Obrazek D.7. Subjekt ¢.1, faze spanku REM, délka segmentu 30 s
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Obrazek D.8. Subjekt ¢.1, faze spanku REM, délka segmentu 30 s
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Obrazek D.9. Subjekt ¢.1, faze spanku REM, délka segmentu 30 s
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D Casové frekvenéni analyza REM fize
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Obrazek D.10. Subjekt ¢.1, faze spanku REM, délka segmentu 30 s
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Obrazek D.11. Subjekt ¢.1, faze spanku REM, délka segmentu 30 s
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P¥iloha E
SFS pro segmenty riuzné velikosti

I E.1 Prubéh SFS pro 5s segment

Start forward sequential feature selection:
Initial columns included: none

Columns that can not be included: none

Step 1, added column 117, criterion value 0.142572

Step 2, added column 137, criterion value 0.120813
Step 3, added column 143, criterion value 0.100652
Step 4, added column 13, criterion value 0.0907554
Step 5, added column 40, criterion value 0.0813203
Step 6, added column 125, criterion value 0.0785236
Step 7, added column 136, criterion value 0.0750814
Step 8, added column 12, criterion value 0.073176

Step 9, added column 24, criterion value 0.0709939
Step 10, added column 14, criterion value 0.0691192
Step 11, added column 154, criterion value 0.0685967
Step 12, added column 116, criterion value 0.0672752
Step 13, added column 10, criterion value 0.0658
Step 14, added column 49, criterion value 0.0646629
Step 15, added column 11, criterion value 0.0638945
Step 16, added column 29, criterion value 0.0632799
Step 17, added column 8, criterion value 0.0618047
Step 18, added column 120, criterion value 0.0606368
Step 19, added column 187, criterion value 0.0599914
Step 20, added column 34, criterion value 0.0578708
Step 21, added column 130, criterion value 0.0567644
Step 22, added column 119, criterion value 0.0563341
Step 23, added column 15, criterion value 0.0558731
Step 24, added column 118, criterion value 0.0553507
Step 25, added column 23, criterion value 0.0546745
Step 26, added column 158, criterion value 0.0545731
Step 27, added column 17, criterion value 0.0545168
Step 28, added column 56, criterion value 0.0545052
Step 29, added column 121, criterion value 0.0544982
Final columns included: 8 10 11 12 13 14 15 17 23 24 29 34 40 49

56 116 117 118 119 120 121 125 130 136 137 143 154 158 187
sfs completed, took 39364.32 seconds
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I E.2 Pribéh SFS pro 10s segment

Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step

Initial
Columns that can not

1,

b
b
b
b
b

b

O ~NO Ok WN

b

9,

10,
11,
12,
13,
14,
15,
16,
17,
18,
19,
20,
21,
22,

Start forward sequential feature selection:

columns included: none

added
added
added
added
added
added
added
added
added
added
added
added
added
added
added
added
added
added
added
added
added
added

column
column
column
column
column
column
column
column
column
column
column
column
column
column
column
column
column
column
column
column
column
column

Final columns included:

be included: none

117, criterion value 0.134673
152, criterion value 0.107444
137, criterion value 0.0908476
144, criterion value 0.0795992
12, criterion value 0.0703792
35, criterion value 0.0650317
22, criterion value 0.0615895
9, criterion value 0.0585162
119, criterion value 0.0560575
127, criterion value 0.0539062
115, criterion value 0.0519393
29, criterion value 0.0504641
13, criterion value 0.0486815
131, criterion value 0.0472063
49, criterion value 0.0461614
27, criterion value 0.0448706
126, criterion value 0.0445018
171, criterion value 0.0435798
118, criterion value 0.0430881
155, criterion value 0.0427193
116, criterion value 0.0425963
15, criterion value 0.0421046

I E.3 Pribéh SFS pro 15s segment

Step
Step
Step
Step
Step
Step
Step
Step
Step
Step

1,

b
b
b
b
b

b

O ~NO Ok WN

b

9,

that c
added
added
added
added
added
added
added
added
added

an not
column
column
column
column
column
column
column
column
column

Start forward sequential feature selection:
Initial columns included: none

Columns be included: none

117, criterion value 0.13286

147, criterion value 0.100406
136, criterion value 0.0772635
139, criterion value 0.0668449
12, criterion value 0.0596533
24, criterion value 0.0530149
49, criterion value 0.0494191

157, criterion value 0.0454545
123, criterion value 0.0437027

10, added column 10, criterion value 0.0420431
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Step 11, added column 13, criterion value 0.0408446

Step 12, added column 115, criterion value 0.039646

Final columns included: 10 12 13 24 49 115 117 123 136 139 147 157
sfs completed, took 1585.65 seconds

I E.4 Prubéh SFS pro 30s segment

Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step
Step

Initial
Columns that can not

1,
b
b
b
b
b

b

O NO O WN

9,

10,
11,
12,
13,
14,
15,

Start forward sequential feature selection:

columns included: none

added
added
added
added
added
added
added
added
added
added
added
added
added
added
added

column
column
column
column
column
column
column
column
column
column
column
column
column
column
column

be included: none
117, criterion value 0.113037
150, criterion value 0.0859303
136, criterion value 0.0626959
138, criterion value 0.0547667
12, criterion value 0.0512631
39, criterion value 0.0438871
127, criterion value 0.039646
13, criterion value 0.0379864
10, criterion value 0.035958
115, criterion value 0.0346672
22, criterion value 0.034114
135, criterion value 0.0335608
15, criterion value 0.03227
11, criterion value 0.0320856
131, criterion value 0.0317168

Final columns included: 10 11 12 13 15 22 39 115 117 127 131 135
136 138 150
sfs completed, took 916.90 seconds
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Piiloha IF
Matice zamén pro klasifikaci segmentu rizné
velikosti

‘ Ohodnoceno expertem

REM WAKE
Odhadnuté REM 1754 151
hodnota WAKE 80 1501

Tabulka F.1. Matice zdmén k-NN klasifikace 5s segmentt

‘ Ohodnoceno expertem

REM WAKE
Odhadnuté REM 880 57
hodnota WAKE 37 769

Tabulka F.2. Matice zadmén k-NN klasifikace 10s segmentt

‘ Ohodnoceno expertem

REM WAKE
Odhadnuta REM 559 47
hodnota WAKE 52 504

Tabulka F.3. Matice zamén k-NN klasifikace 15s segmentu

‘ Ohodnoceno expertem

REM WAKE
Odhadnuté REM 294 19
hodnota WAKE 12 256

Tabulka F.4. Matice zamén k-NN klasifikace 30s segmentt
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Priloha G
Adresarova struktura DVD disku

|  thesis.pdf
|
\---program

| main_test.m

|  main_train.m

| main_time_frequency_analysis.m

|

+---data
+---db
| | DREAMS _databases_License.txt
| |
|  +---hypnogram_AASM
I I README. txt
| |
| \---subjects
I README. txt
|
\

-——-internal
|
+---matlab
| k_best_b5.mat
| k_best_10.mat
| k_best_15.mat
| k_best_30.mat
| main_features_ids_5.mat
| main_features_ids_10.mat
| main_features_ids_15.mat
| main_features_ids_30.mat
| test_data_set_5.mat
| test_data_set_10.mat
| test_data_set_15.mat
| test_data_set_30.mat
| train_data_set_b5.mat
| train_data_set_10.mat
| train_data_set_15.mat
| train_data_set_30.mat
|
\

|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
| ---time_frequency_analysis

| +---R

| | 012061_012090_R_1.pdf
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S — e — — — — — —

027751_027780_R_1.pdf

000001_000030_W_1.pdf
028801_028830_W_1.pdf

-——functions

| calculate_cwt.m
calc_k _best.m
classification_quality.m
classify_knn.m
collect_data.m
extract_eog_signals.m
extract_main_features.m
extract_signal_part.m
feature_extracting.m
get_seconds.m
get_start_indices_hypno.m
labels_compression.m

I

I

I

I

I

I

I

I

I

I

I

|  labels_extracting.m

|  plot_cwt.m

|  plot_main_components.m
| plot_time_frequency_analysis.m
| prepare_test_data.m
| prepare_train_data.m
| read_edf_hypnogram_data.m
I

\---3rd_party

edfread.m
fprintf_r.m
panel.m
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