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3.3.1 Analýza hlavńıch komponent . . . . . . . . . . . . . . . . . . . . . . 31
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4.5 Klasifikace př́ıznakového prostoru pomoćı k-means . . . . . . . . . . . . . . 57
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4.6 Procenta zachováńı informaćı při redukci . . . . . . . . . . . . . . . . . . . 54
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Abstrakt

Pomoćı elektroencefalografu zaznamenáváme elektrickou aktivitu mozku. Aby nám EEG

signál poskytl užitečné informace o funkci mozku, je nutné jej předzpracovat, segmen-

tovat a u segment̊u vypoč́ıtat př́ıznaky. K analýze EEG signálu jsou použ́ıvány r̊uzné

př́ıznaky. Počet vypoč́ıtaných př́ıznak̊u odpov́ıdá počtu dimenźı výsledného př́ıznakového

prostoru. Protože vysokodimenzionálńı prostory jsou náročné na poč́ıtačové zpracováńı,

je vhodné dimenze př́ıznakového prostoru redukovat. Analyzovala jsem vlastnosti reálného

př́ıznakového EEG prostoru pomoćı boxplotových graf̊u a pravděpodobnostńıch hustotńıch

funkćı. V programovém prostřed́ı MATLAB byla vytvořena funkce k simulaci př́ıznakového

prostoru EEG. Reálný i simulovaný př́ıznakový prostor jsem redukovala lineárńı technikou

analýzy hlavńıch komponent (PCA), metodou kovariance a metodou singulárńıho roz-

kladu, a nelineárńı technikou t-distributed Stochastic Neighbor Embedding (t-SNE). Re-

dukované prostory jsem klasifikovala shlukovaćım algoritmem k-means a následně provedla

statistické hodnoceńı této klasifikace ROC analýzou. Byla vytvořena metodika na simulaci

př́ıznakového prostoru na základě vlastnost́ı reálného prostoru, která je využitelná k tes-

továńı klasifikačńıch algoritmů. Epileptickou aktivitu je vhodněǰśı klasifikovat do dvou

tř́ıd. Algoritmus t-SNE dokáže lépe separovat jednotlivé tř́ıdy EEG signálu, můžeme tedy

předpokládat, že v př́ıznakovém prostoru maj́ı segmenty nelineárńı vztahy. K-means se

nejev́ı jako vhodný klasifikačńı algoritmus pro EEG př́ıznakové prostory.

Kĺıčová slova

EEG, k-means, PCA, př́ıznaky, redukce dimenze, simulace př́ıznakového prostoru EEG,

t-SNE



Abstract

We record electrical activity of the brain using electroencephalograph. The preproces-

sing is necessary to provide useful information about brain function. We segment sig-

nal and calculate features. A variety of features are used to analyse the EEG signal.

The number of computed features corresponds to the number of dimensions of the resul-

ting feature space. It is advisable to reduce the size of the feature space because the large-

dimensional spaces are difficult to computer processing. I analysed the properties of a real

EEG feature space by using box-plot graphs and probability density functions. It has

been created the function to simulation EEG feature space in the MATLAB. I redu-

ced real and simulated feature space by linear techniques Principal Component Analy-

sis (PCA), by method covariance and singular value decomposition, and nonlinear tech-

nique t-distributed Stochastic Neighbor Embedding (t-SNE). I have classified the reduced

spaces with the clustering algorithm and then performed a statistical evaluation of this

classification by ROC analysis. A methodology has been developed to simulate the fe-

ature space based on the real space properties. It can be used to test the classification

algorithms. Epileptic activity is more appropriate to classify into two classes. The t-SNE

algorithm is better to separate the clusters. We can assume that segments have non-linear

relationships in the feature space. K-means does not appear to be a suitable classification

algorithm for EEG feature spaces.

Key words

EEG, features, k-means, PCA, reduction dimension, simulation feature space of EEG,

t-SNE
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1 ÚVOD

1 Úvod

Mozkové neurony při své aktivitě produkuj́ı a š́ı̌ŕı elektrický potenciál. Při běžném nein-

vazivńım vyšetřeńı elektroencefalografie (EEG) z povrchu skalpu nejsme schopni zachytit

jednotlivé akčńı potenciály, ale jsme schopni sńımat sumačńı elektrický signál z celého

mozku. Tento signál nám dává představu o funkci mozku a jeho aktivitě. EEG vyšetřeńı

je tedy funkčńım vyšetřeńım mozku.

Aby nám EEG signál mohl poskytnout užitečné informace, muśıme ho umět analy-

zovat. Analýza signálu prob́ıhá v několika kroćıch. Jelikož je sńımaný signál velice slabý

a obsahuje pro nás i ned̊uležité frekvence, muśı se signál ześılit, převést do digitálńıho

tvaru a filtrovat. Takto předzpracovaný signál následně segmentujeme (děĺıme na kratš́ı

úseky se stejnou nebo podobnou charakteristikou), extrahujeme př́ıznaky a klasifikujeme.

Př́ıznak je veličina, která popisuje konkrétńı vlastnost jednotlivých segment̊u EEG

signálu. Př́ıznak̊u si můžeme vymyslet teoreticky neomezené množstv́ı, ale prakticky

by měly být schopny signál popsat jak z amplitudového, tak z frekvenčńıho hlediska.

Č́ım v́ıce př́ıznak̊u zvoĺıme, t́ım v́ıce-dimenzionálńı prostor vznikne. Segmentace a výběr

př́ıznak̊u ovlivňuj́ı klasifikaci signálu.

Pro svou práci jsem si vybrala systém 23 př́ıznak̊u aplikovaných v programu Wave-

Finder (WF), jehož autorem je doc. Ing. Vladimı́r Krajča, CSc., a který je využ́ıván

v klinické praxi. Jak jsem uvedla výše, n př́ıznak̊u vytvoř́ı n-dimenzionálńı prostor. V mém

př́ıpadě se bude jednat o 23-dimenzionálńı prostor (23D). Neńı v lidských možnostech si

v takto dimenzionálńım prostoru představit rozložeńı jednotlivých segment̊u, aby byla

možná jejich optická separace na základě bĺızkosti (shluk̊u v prostoru), a také s rostoućı

dimenzionalitou prostoru rostou nároky na výpočetńı techniku a na čas zpracováńı signálu.

Proto existuj́ı snahy o redukováńı dimenze př́ıznakového prostoru ještě před klasifikaćı

signálu.
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1.1 Přehled současného stavu 1 ÚVOD

Analyzovala jsem metody redukce dimenźı použ́ıvané při zpracováńı EEG signál̊u.

Rozhodla jsem se porovnat lineárńı analýzu hlavńıch komponent (PCA), jako nejv́ıce

použ́ıvanou metodu redukce dimenze v EEG prostoru, s nelineárńı t-distributed Stochas-

tic Neighbor Embedding (t-SNE). Toto porovnáńı lineárńı a nelineárńı techniky nám

poskytne lepš́ı představu o vztaźıch mezi segmenty užitečných signál̊u a artefakt̊u v EEG

prostoru. Daľśı možnost́ı, která nám může poskytnout informace o EEG prostoru, jsou

boxplotové grafy a pravděpodobnostńı hustotńı funkce. Oboj́ı jsem využila k analýze

vlastnost́ı reálného př́ıznakového prostoru.

Ve vědě a výzkumu se kvalita vyv́ıjených programů a algoritmů nejprve testuje na si-

mulovaných signálech (datech). Simulovaný EEG signál se i přes vysokou snahu nesho-

duje s reálným. Simulaćı signálu je tedy zaneseno zkresleńı dat. Proto jsme společně

s Ing. Markem Pioreckým, Ing. Václavou Pioreckou, doc. Ing. Vladimı́rem Krajčou, CSc.

a Ing. Vlastimilem Koudelkou, Ph.D. na základě znalost́ı o reálném př́ıznakovém prostoru

vyvinuli algoritmus na simulaci tohoto prostoru. Tento algoritmus jsme implementovali

do programového prostřed́ı MATLAB a vytvořili tak program, který může pomoci daľśım

student̊um a vědc̊um.

Vytvořenou funkci jsem použila k simulaci 23D př́ıznakového prostoru. Tento simu-

lovaný i reálný 23D prostor jsem redukovala na 2D prostory a následně je klasifikovala

shlukovaćım algoritmem k-means. Klasifikaci jsem statisticky zhodnotila ROC analýzou.

1.1 Přehled současného stavu

Existuj́ı r̊uzné metody, jak redukovat dimenze prostoru EEG. Autoři v [1] se zabývali po-

rovnáváńım metod redukce dimenze a metod výběru př́ıznak̊u pro detekci Event Related

Potential (ERP). Redukovali dimenze analýzou hlavńıch komponent (PCA), Sparse PCA

(SPCA), Empirical Mode Decomposition (EMD), a Local Mean Decomposition (LMD).

Redukovaná EEG data klasifikovali lineárńı diskriminačńı analýzou (LDA) a seřadili

použité kanály EEG na základě klasifikačńıho výkonu. Autoři v [2] porovnávali PCA,

14



1 ÚVOD 1.2 Ćıle práce

analýzu nezávislých komponent (ICA) a lineárńı diskriminačńı analýzu (LDA) jako me-

tody použ́ıvané ke sńıžeńı rozměru dat. Pomoćı podp̊urných vektorových stroj̊u (SVM) re-

dukovaný prostor klasifikovali do dvou diskrétńıch skupin: epileptická aktivita a normálńı

aktivita. Redukćı dimenze se také zabývali autoři v [3] kv̊uli analýze mozkových oscilaćı.

Jejich myšlenkou je použit́ı redukce dimenzionality s prostorově-spektrálńım rozkladem

(SSD) namı́sto běžně a téměř výlučně použ́ıvané metody PCA. V práci [4] autoři použili

t-distributed Stochastic Neighbor Embedding (t-SNE) pro nelineárńı redukci dimenze.

Zvolený p̊uvodńı počet př́ıznak̊u sńıžili pomoćı analýzy hlavńıch komponent autoři v [5]

na 2D prostor a ten klasifikovali pomoćı algoritmu k-nejbližš́ıch soused̊u (k-NN). V článku

[6] autoři použili ke klasifikaci EEG dat metodu PCA a metodu k-means.

Nenalezla jsem žádnou dostupnou literaturu, která by se zabývala simulaćı EEG

př́ıznakového prostoru.

1.2 Ćıle práce

Ćılem práce je zhodnotit matematické vztahy př́ıznak̊u v prostoru, ověřit použit́ı metod

redukce dimenze s ohledem na linearitu a nelinearitu vztah̊u v př́ıznakovém prostoru EEG.

Zkoumané př́ıznaky byly vybrány s ohledem na použit́ı u dat pacient̊u s podezřeńım na epi-

lepsii. Chceme navrhnout metodiku pro simulaci př́ıznakového EEG prostoru a implemen-

tovat ji jako funkci v programovém prostřed́ı MATLAB. Vlastnosti a vztahy př́ıznak̊u

ověř́ım na reálném i simulovaném př́ıznakovém prostoru. Klasifikačńımi algoritmy ověř́ım

distribuci shluk̊u v redukovaném reálném i simulovaném př́ıznakovém prostoru. Výsledky

vyhodnot́ım pomoćı ROC analýzy.
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2 TEORETICKÁ ČÁST

2 Teoretická část

2.1 Elektroencefalogram

Elektroencefalogram (EEG) je záznam elektrické aktivity mozku. Má náhodný charakter

a obsahuje užitečné informace o stavu mozku. Mnoho poruch mozku je diagnostikováno

vizuálńı kontrolou EEG signál̊u. U zdravých dospělých se měńı hodnoty amplitudy a frek-

vence takových signál̊u během změny jednotlivých stav̊u, jako je bděńı a spánek. Cha-

rakteristiky jednotlivých vln se také měńı s věkem. Signál jako celek je nestacionárńı,

ale můžeme jej rozdělit do úsek̊u stacionárńıch pr̊uběh̊u. Můžeme tedy tvrdit, že EEG

signál je kvazistacionárńı (po částech stacionárńı). Tento předpoklad usnadňuje vyhod-

nocováńı záznamů. Amplitudový rozsah EEG je 2 - 100 µV (při epileptických záchvatech

až 300 µV) a frekvenčńı rozsah standardně do 100 Hz. Největš́ı část výkonu se nacháźı

mezi 0,5 a 30,0 Hz. [7, 8, 9]

Jedńım z kritéríı pro popis EEG signálu jsou v něm obsažené frekvence. Tyto frekvence

se rozděluj́ı do čtyř základńıch frekvenčńıch pásem označovaných ṕısmeny řecké abecedy,

jak je vidět na obrázku 2.1. [10]

Delta rytmus

Delta vlny lež́ı v rozmeźı 0,5 až 4,0 Hz. Nacháźı se převážně u kojenc̊u do 1 roku

a u hlubokých spánkových stádíı dospělých. Delta vlny jsou primárně spojeny s hlu-

bokým spánkem. Nacháźı-li se v EEG záznamu dospělého ve stavu bděńı, vždy se jedná

o patologický projev. Č́ım je delta vlna spektrálně čistš́ı a má vyšš́ı amplitudu, t́ım je jej́ı

patologický význam větš́ı. Vlny delta se vyskytuj́ı i v transu a hypnóze. Ve spánku maj́ı

amplitudu i 100 µV. [8, 10]

16



2 TEORETICKÁ ČÁST 2.1 Elektroencefalogram

Obrázek 2.1: Čtyři typické dominantńı mozkové rytmy [8].

Theta rytmus

Theta vlny lež́ı v rozmeźı 4,0-7,5 Hz. Objevuj́ı se při uśınáńı, hraj́ı d̊uležitou roli

v dětstv́ı. Změny v rytmu theta vln jsou zkoumány v emočńıch studíıch. Theta vlny

se objevuj́ı v centrálńı, temporálńı (spánkové) a parietálńı (temenńı) oblasti. Jestliže je

amplituda theta vlny dvakrát vyšš́ı než amplituda alfa vlny (př́ıpadně 30 µV, jestliže alfa

aktivita chyb́ı), jedná se o patologický stav (proto jsou obvyklé u nižš́ıch stupň̊u kómatu).

[8, 10]

Alfa rytmus

Alfa vlny maj́ı frekvenčńı rozsah od 8 Hz do 13 Hz. Amplituda je většinou menš́ı

než 50 µV. V bdělém stavu bez duševńı činnosti a při fyzické relaxaci se maximum alfa

vln nacháźı nad zadńımi oblastmi mozkových hemisfér (nejlépe při zavřených oč́ıch). Alfa

rytmus je předevš́ım aktivitou optického analyzátoru. Alfa aktivita je sńıžena nebo eli-

minována otevřeńım oč́ı, slyšeńım neznámých zvuk̊u, úzkost́ı nebo duševńı koncentraćı

a pozornost́ı. Původ a fyziologický význam alfa vln je stále neznámý. [7, 10, 8]
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Beta rytmus

Beta rytmus je elektrická aktivita mozku, která se pohybuje v rozmeźı 14-26 Hz (ačkoli

v některé literatuře neńı uvedena žádná horńı hranice). Beta rytmus je obvyklý bdělý

rytmus mozku spojený s aktivńım myšleńım, aktivńı pozornost́ı, zaměřeńım na vněǰśı

svět nebo řešeńım konkrétńıch problémů a nacháźı se u normálńıch dospělých. Vysoká

amplituda beta vln se může vyskytovat, když je člověk v panickém stavu. Rytmická beta

aktivita se vyskytuje hlavně v čelńıch a centrálńıch oblastech. Beta rytmus se obvykle

netlumı́ zrakovým vjemem. Amplituda je nejčastěji 10-30 µV. [8, 10]

Artefakty

V záznamu EEG se kromě užitečného signálu (signálu vhodného k analýze) také obje-

vuj́ı rušivé signály, tzv. artefakty. Artefakty mohou být zp̊usobeny samotným pacientem,

v tom př́ıpadě hovoř́ıme o biologických artefaktech. Technické artefakty jsou zp̊usobeny

okoĺım pacienta. Typickými artefakty jsou: rušeńı śıt’ovým kmitočtem o frekvenci 50 Hz,

artefakt ze špatné elektrody (koĺısáńı isolinie, ztráta kontaktu), svalové artefakty, poceńı

pacienta apod. Typické signály některých artefakt̊u jsou uvedeny na obrázku 2.2. [10, 9]

Obrázek 2.2: Artefakty vyskytuj́ıćı se v EEG záznamech [10].
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2.2 Zpracováńı EEG signálu

EEG data se zaznamenávaj́ı na digitálńıch (č́ıslicových) EEG př́ıstroj́ıch [9]. Předzpraco-

váńı EEG signálu prob́ıhá ještě v př́ıstroji. Signál se ześıĺı, převede do digitálńıho tvaru

a filtruje. Takto předzpracovaný signál můžeme použ́ıt k analýze. Analýza EEG signálu

prob́ıhá v několika kroćıch. Nejprve signál segmentujeme, abychom źıskali interval, kde je

signál stacionárńı. Poté provád́ıme extrakci př́ıznak̊u a dle těchto př́ıznak̊u signál klasifi-

kujeme.

2.2.1 Segmentace

EEG signál nemá stacionárńı charakter. Segmentace je proces, při kterém se signál rozděĺı

do úsek̊u o menš́ı délce. V intervalech těchto úsek̊u neboli segment̊u předpokládáme, že je

signál stacionárńı.

Obecně existuj́ı dva druhy segmentace - fixńı a adaptivńı. Fixńı segmentace rozděluje

záznam do úsek̊u konstantńı délky, ale hranice těchto úsek̊u nerespektuj́ı charakter signálu.

Proto je mnohem lepš́ı rozdělit signál do po částech stacionárńıch úsek̊u variabilńı délky

v závislosti na výskytu úsek̊u stacionarit v signálu. To provád́ı adaptivńı segmentace

signálu. [9]

Adaptivńı segmentace funguje lépe než fixńı. To potvrzuje použ́ıváńı adaptivńıch seg-

mentačńıch metod při zpracováńı nestacionárńıch signál̊u jako je EEG. [11]

Některé metody adaptivńı segmentace dokáž́ı pracovat jen se signály z jednoho kanálu,

např. adaptivńı segmentace na základě lineárńı predikce nebo adaptivńı segmentace na zá-

kladě autokorelačńı funkce. Nevýhodou těchto metod je jejich výpočetńı složitost a zejména

nemožnost nezávisle segmentovat v́ıce kanál̊u současně. [9]
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Naproti tomu existuje metoda adaptivńı segmentace na základě dvou spojených oken

a jednoduché mı́ry diference, která umožňuje segmentaci v́ıcekanálových signál̊u v reálném

čase. Segmentace každého kanálu je nezávislá na segmentaci ostatńıch kanál̊u. [12]

2.2.2 Výpočet př́ıznak̊u

Tabulka 2.1: Př́ıznaky použ́ıvané pro klasifikaci [13]
Pořad́ı Př́ıznak Popis př́ıznaku

1 SIGM variabilita signálu v daném segmentu
2 APOS maximálńı pozitivńı amplituda v daném segmentu
3 ANEG maximálńı negativńı amplituda v daném segmentu
4 DELT1 FFT hodnota v 1. části delta frekvenčńıho pásma (0,5 - 1,5 Hz)
5 DELT2 FFT hodnota v 2. části delta frekvenčńıho pásma (2 - 3,5 Hz)
6 THET1 FFT hodnota v 1. části theta frekvenčńıho pásma (4,0 - 5,5 Hz)
7 THET2 FFT hodnota v 2. části theta frekvenčńıho pásma (6,0 - 7,5 Hz)
8 ALPH1 FFT hodnota v 1. části alfa frekvenčńıho pásma (8 - 10 Hz)
9 ALPH2 FFT hodnota v 2. části alfa frekvenčńıho pásma (10,5 - 12,5 Hz)
10 SIGMA FFT hodnota signálu v sigma frekvenčńım pásmu (18 - 29 Hz)
11 BETA FFT hodnota signálu v beta frekvenčńım pásmu (13,5 - 17,5 Hz)
12 MAX1D maximálńı hodnota prvńı derivace v segmentu
13 MAX2D maximálńı hodnota druhé derivace v segmentu
14 mf hodnota středńı frekvence v segmentu
15 MD1 středńı hodnota prvńı derivace v segmentu
16 MD2 středńı hodnota druhé derivace v segmentu
17 mob Hjorth̊uv parametr mobility
18 comp Hjorth̊uv parametr komplexity
19 act Hjorth̊uv parametr aktivity
20 LOfC délka křivky v segmentu
21 NlinE nelineárńı energie segmentu
22 ZC počet pr̊uchod̊u signálu nulou
23 Peaks frekvence dominantńı složky výkonu spektra

Ve své práci využ́ıvám př́ıznaky implementované v programu WF. Tyto př́ıznaky

byly ověřeny v lékařské praxi pro klasifikaci záznamů pacient̊u s podezřeńım na epilep-

sii. Všechny př́ıznaky źıskané z programu WF jsou následně normovány. Normalizace je

provedena na základě maxima-minima. Př́ıznaky tak nabývaj́ı hodnot od 0 do 1. [9]
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Seznam těchto př́ıznak̊u je uveden v tabulce 2.1. Na základě těchto 23 př́ıznak̊u vy-

tvoř́ım simulovaný 23D př́ıznakový prostor.

Pozitivńı část signálu znač́ı záporné hodnoty amplitudy a negativńı část signálu zna-

mená kladné hodnoty. Maximálńı pozitivńı amplituda (APOS) je nejnižš́ı hodnota napět́ı

v daném segmentu, od které je odečtená stejnosměrná složka napět́ı, viz vzorec 1. [9]

APOS = Amax −

L∑
i=1

xi

L
, (1)

kde L je délka segmentu a xi je hodnota amplitudy i vzorku segmentu.

Maximálńı negativńı amplituda (ANEG) je nejvyšš́ı hodnota napět́ı v daném seg-

mentu, od které je odečtená stejnosměrná složka napět́ı, viz vzorec 2. [9]

ANEG = Amin −

L∑
i=1

xi

L
, (2)

kde L je délka segmentu a xi je hodnota amplitudy i vzorku segmentu.

Maximálńı hodnota prvńı derivace v segmentu (MAX1D) určuje sklon křivky a vypoč́ıtá

se dle vztahu 3. [9]

MAX1D = max(xi+1 − xi), (3)

kde xi je hodnota amplitudy i vzorku segmentu.
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Maximálńı hodnota druhé derivace (MAX2D) určuje špičatost křivky v segmentu

a vypoč́ıtá se dle vztahu 4. [9]

MAX2D = max(xi+4 − 2xi+2 − xi), (4)

kde xi je hodnota amplitudy i vzorku segmentu.

Hjorth̊uv parametr aktivita (act) je definována jako rozptyl signálu, který představuje

jeho energii. Vzhledem k tomu, že směrodatná odchylka je definována jako [14]

σ(x) =

√√√√√ N∑
i=1

(xi − x̄)2

N − 1
, (5)

kde N je počet vzork̊u, xi je hodnota amplitudy i vzorku segmentu a x̄ je aritmetický

pr̊uměr, může být aktivita zapsána jako [14]

act = σ(x)2, (6)

kde σ(x) je směrodatná odchylka.

Hjorth̊uv parametr mobility (mob) představuje středńı hodnotu frekvence v segmentu

a vypoč́ıtá se dle rovnice 7 [14]

mob =
σ(xdx

dt
)

σ(x)
, (7)

kde σ(xdx
dt

) je směrodatná odchylka prvńı derivace signálu v segmentu a σ(x) je směrodatná

odchylka signálu v segmentu.

Hjorth̊uv parametr komplexity (comp) představuje porovnáńı signálu v segmentu s

harmonickým sinusovým signálem. Vypoč́ıtá se dle rovnice [14]
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comp =
mob(xdx

dt
)

mob(x)
, (8)

kde mob(xdx
dt

) je Hjorth̊uv parametr mobility derivace signálu v segmentu a mob(x) je

Hjorth̊uv parametr mobility.

Délku křivky v segmentu si můžeme představit tak, že bychom změřili délku křivky

nataženou jako nit’. Matematicky se vypoč́ıtá dle rovnice [9]

LOfC =
N∑
i=1

abs[x(i)− x(i− 1)], (9)

kde N je počet vzork̊u, x(i) je hodnota amplitudy i vzorku segmentu.

Nelineárńı energie segmentu se vypoč́ıtá dle vztahu [9]

NlinE = x2(i)− x(i− 1) · x(i+ 1), (10)

kde x(i) je hodnota amplitudy i vzorku segmentu.

Počet pr̊uchod̊u signálu nulou ZC poč́ıtáme ze signálu, ze kterého je odečten pr̊uměr.

Jako nula je definována velikost napět́ı 0,01 µV. Počet pr̊uchod̊u nulou se během epilep-

tického záchvatu měńı. [9]

Frekvence dominantńı složky výkonu Peaks spektra je frekvence dominantńıho vrcholu

spektra signálu (frekvence spektra s největš́ım výkonem). [9]

2.2.3 Klasifikace

Klasifikace je zařazováńı objekt̊u do r̊uzných tř́ıd. Slouž́ı k rozdělováńı EEG segment̊u

podle podobnosti jejich charakteristik. Jej́ım ćılem je pomoc lékař̊um při diagnostice.

Klasifikace se v základu děĺı na dvě hlavńı metody, učeńı s učitelem a učeńı bez učitele.
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Učeńı s učitelem

Učeńı s učitelem znamená poskytnout klasifikátoru informace o charakteristikách seg-

ment̊u a o jejich zařazeńı do tř́ıd. Takové segmenty považujeme za etalony. Klasifikátor

poté rozděluje neznámé segmenty na základě podobnosti s etalonem. Mezi metody učeńı

s učitelem patř́ı k-nearest neighbors (k-NN), fuzzy k-nearest neighbor (fuzzy k-NN).

Velkou výhodou uč́ıćıch se klasifikátor̊u je možnost on-line klasifikace. Naopak jejich

nevýhoda spoč́ıvá v nutnosti předchoźıho trénováńı klasifikátor̊u. [9]

Učeńı bez učitele

Metody učeńı bez učitele nepotřebuj́ı trénovaćı množinu v podobě etalon̊u. Tř́ıděńı seg-

ment̊u EEG prob́ıhá matematicky na základě podobnosti. Mezi metody učeńı bez učitele

patř́ı shluková analýza (cluster analysis) a fuzzy množiny.

Shlukové analýzy hledaj́ı přirozenou strukturu dat. S velkou výhodou je použ́ıváme

ke klasifikaci neznámých objekt̊u. Jejich nevýhodou je nemožnost on-line klasifikace. [9]

Jednou z nejznáměǰśıch metod shlukových analýz je klasifikace k-means. Tato metoda

se v klinické praxi použ́ıvá při klasifikaci EEG signálu, proto se j́ı budu v́ıce věnovat

v podkapitole 3.4 K-means.

2.3 Redukce dimenze

Existuj́ı dva r̊uzné př́ıstupy k řešeńı problému s vysokými rozměry v signálech EEG, výběr

kanál̊u, redukce dimenze. Pro svou práci jsem si zvolila druhý z uvedených př́ıstup̊u.

Výběr kanál̊u

Tyto techniky vyb́ıraj́ı účinnou podmnožinu p̊uvodńıch kanál̊u. Nemuśı být vždy

účinné, zvláště pokud existuje obrovský počet funkćı extrahovaných ze šumového prostřed́ı,

jakým je EEG na pokožce hlavy. [15]
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Redukce dimenze

Vědci zkoumali, jak mapovat p̊uvodńı prostor funkce do menš́ıho reprezentativńıho

prostoru, aby se sńıžil ohromný počet funkćı. [15]

Techniky redukce dimenze umožňuj́ı vizualizaci dat ve dvou nebo třech dimenźıch

pro jejich lepš́ı porozuměńı a zlepšeńı přesnosti klasifikačńıch model̊u. Jednou metodou je

promı́táńı velkých rozměrových dat do nižš́ıho euklidovského prostoru pomoćı tradičńıch

lineárńıch model̊u jako je analýza hlavńıch komponent (PCA), singulárńı rozklad (SVD)

a lineárńıch i nelineárńıch model̊u jako je analýza nezávislých komponent (ICA). Na dru-

hou stranu, nelineárńı algoritmy redukce dimenze jsou schopny rozvinout rozmanité části

dat distribuovaných ve velkém rozměru źıskáńım významné struktury dat založených

na sousedńıch vzorćıch. Zástupcem nelineárńıch algoritmu je t-Distributed Stochastic Ne-

ighbor Embedding (t-SNE). Je široce použ́ıván k vizualizaci vysoce dimenzionálńıch bi-

ologických dat, minimalizuje rozd́ıl mezi vysokým rozměrem a distribućı dat v malých

rozměrech. T́ımto zp̊usobem jsou kĺıčové vztahy mezi datovými body zachovány. [4]
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3 Metody

3.1 Analýza reálného př́ıznakového prostoru

Data, použitá v této práci, jsou normované hodnoty 23 př́ıznak̊u z tabulky 2.1 rozdělené

do 4 tř́ıd dle tabulky 3.1. Tato data pocházej́ı z měřeńı pacient̊u ve Fakultńı nemocnici

Bulovka v Praze a byla zaznamenána pomoćı př́ıstroje Brain-Quick od firmy Micromed.

Data jsem źıskala na základě návrhu projektu, který byl schválen etickou komiśı Fa-

kultńı nemocnice Bulovka dne 28. června 2011. Jednalo se o klinické vyšetřeńı trvaj́ıćı 15

až 40 minut. Měřeńı bylo provedeno u 10 pacient̊u, 6 muž̊u a 4 žen ve věku od 26 do 60

let, s podezřeńım na epilepsii.

Pro zpracováńı źıskaných dat od těchto pacient̊u byl použit software C ++ a MATLAB

R2015a. Vzorkovaćı frekvence v záznamu byla 128 Hz. Jako filtr byla použita pásmová

propust 0,4 Hz a 70,0 Hz. Byla použita montáž se společnou elektrodou (average mon-

tage) a adaptivńı odhad středńı hodnoty. Po filtraci byla použita v́ıcekanálová adaptivńı

segmentace na základě dvou spojených oken a jednoduché mı́ry diference. Adaptivńı seg-

mentace je současně zpracována pro všechny kanály. Parametry adaptivńı segmentace

byly: délka okna - 128 vzork̊u, délka okna pro lokálńı identifikaci maxima - 30 vzork̊u,

pohyblivý krok dvou připojených oken - 1 vzorek, minimálńı délka segmentu - 70 vzork̊u.

Tabulka 3.1: Seznam klasifikačńıch tř́ıd
Č́ıslo tř́ıdy Název tř́ıdy Zkratka v algoritmu

1 Fyziologická aktivita PHYSIO
2 Epileptická aktivita EPI
3 Elektromyografické artefakty EMG
4 Artefakty ze špatné elektrody WRONGEL

K analýze reálného př́ıznakového prostoru jsem použila čisté (bez technického šumu

či pohybových artefakt̊u) i zašumělé segmenty všech čtyř tř́ıd. Čisté segmenty se hod́ı

jako etalony k učeńı klasifikátor̊u. Počty analyzovaných čistých segment̊u jsou uvedeny

v tabulce 4.1. Počty analyzovaných zašumělých segment̊u jsou uvedeny v tabulce 4.2.
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K simulaci př́ıznakového prostoru jsem použila pouze zašumělé segmenty, z d̊uvodu

větš́ı reálnosti simulovaného prostoru (protože povrch hlavy, ze kterého je EEG sńımáno,

je šumové prostřed́ı).

Ze všech př́ıznak̊u všech tř́ıd (čistých i zašumělých) jsem v programovém prostřed́ı

MATLAB vytvořila boxplotové grafy, uvedené v kapitole 4.1 Reálný př́ıznakový prostor.

Výhoda boxplotových graf̊u spoč́ıvá v tom, že dolńı okraj každého boxu představuje dolńı

kvartil, horńı okraj představuje horńı kvartil a v každém boxu je označen medián. Pomoćı

’+’ symbol̊u jsou jednotlivě vykreslovány odlehlé hodnoty. Tyto odlehlé hodnoty jsme

ze simulace vyřadili z d̊uvodu možné chybné klasifikace segmentu.

3.2 Metoda simulace př́ıznakového prostoru

Na základě znalost́ı reálného př́ıznakového prostoru jsme vytvořili a do programového

prostřed́ı MATLAB implementovali kód pro simulaci př́ıznakového prostoru. Simulovaný

př́ıznakový prostor obsahuje normované hodnoty 23 př́ıznak̊u z tabulky 2.1 rozdělené

do 4 tř́ıd dle tabulky 3.1. Na tvorbě této metody se pod́ılel Ing. Marek Piorecký, já,

Ing. Václava Piorecká, doc. Ing. Vladimı́r Krajča, CSc. a Ing. Vlastimil Koudelka, Ph.D.

Ke generováńı simulovaného př́ıznakového prostoru jsme použili jádrový odhad pravdě-

podobnostńı hustoty (kernel density estimation) každé tř́ıdy a př́ıznaku očǐstěného od

odlehlých hodnot. Odlehlé hodnoty jsme ze simulace vyřadili z d̊uvodu možné chybné

klasifikace segmentu.

Jádrový odhad je neparametrická reprezentace funkce hustoty pravděpodobnosti náhod-

né proměnné. Distribuci jádra můžeme použ́ıt, pokud parametrická distribuce nemůže

správně popsat data, nebo pokud se chceme vyhnout předpoklad̊um o distribuci dat.

Jádrový odhad je klouzavý vážený pr̊uměr, u kterého nastavujeme š́ı̌rku vyhlazovaćıho

okna. [16]
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Jádrový odhad hustoty f(x) je definován vztahem

f̂h(x) =
1

n · h
·

n∑
i=1

K · (x− xi
h

), (11)

kde (x1, x2, . . . , xn) je náhodný výběr, n je počet vzork̊u, K je jádro a h je š́ı̌rka vyhlazo-

vaćıho okna. [16]

Jako hodnotu š́ı̌rky vyhlazovaćıho okna jsme použili výchoźı š́ı̌rku vyhlazovaćıho okna

funkce fitdist v programovém prostřed́ı MATLAB, která je teoreticky optimálńı pro odhad

hustoty pro normálńı distribuci. [17]

Poté jsme dle tohoto jádrového odhadu náhodně generovali data mezi lower adjacent

value a upper adjacent value každého př́ıznaku a tř́ıdy, viz algoritmus 1.

Data: reálný př́ıznakový prostor

Result: simulace př́ıznakového prostoru

for 1:počet tř́ıd do

for 1:počet př́ıznak̊u do

a = dolńı přilehlá hodnota;

b = horńı přilehlá hodnota;

data = data ≥ a a data ≤ b;

pd = jádrový odhad pravděpodobnostńı hustoty data;

trida = simulace př́ıznak̊u mezi a a b, rozložeńı dle pd;

end

SimulovanyProstor = trida;

end

Algoritmus 1: Simulace př́ıznakového prostoru pro jednu tř́ıdu
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V př́ıpadě simulace ”celého záznamu”(všechny tř́ıdy najednou) doporučujeme poměr

tř́ıd 1 : 14 : 242 : 6 - EMG : EPI : PHYSIO : WRONGEL. Segment̊u tř́ıdy artefakt̊u

ze špatné elektrody je v porovnáńı s EMG segmenty v́ıce, protože do tř́ıdy WRONGEL

řad́ıme artefakty zp̊usobené odpojenou elektrodou, špatným kontaktem elektrody s k̊už́ı

d́ıky potńım artefakt̊um, nebo jakékoliv technické problémy s elektrodami.

3.3 Metody redukce dimenze

Na základě analýzy metod snižováńı dimenźı a současného stavu této problematiky jsem

si pro svou práci zvolila dvě metody redukce dimenze. Analýzu hlavńıch komponent

(PCA) jako zástupce lineárńıch technik a t-Distributed Stochastic Neighbor Embed-

ding (t-SNE) jako zástupce nelineárńıch technik. Metodu PCA jsem zvolila, protože

je jednou z nejv́ıce využ́ıvaných metod redukce dimenze, zvláště v EEG prostoru [1].

Výpočet PCA metodou kovariance jsem implementovala do prostřed́ı MATLAB a na si-

mulovaném př́ıznakovém prostoru EEG jsem ověřila jeho funkčnost porovnáńım s ori-

ginálńı funkćı PCA v MATLAB, která jako výchoźı metodu výpočtu využ́ıvá singulárńı

rozklad (SVD). Algoritmus t-SNE nemá MATLAB implementován, nicméně jeho autoři,

Laurens van der Maaten a Geoffrey Hinton, ho poskytuj́ı na svých webových stránkách

https://lvdmaaten.github.io/tsne/ jako bezplatný a otevřený zdrojový software, dis-

tribuovaný pod licenćı FreeBSD.

3.3.1 Analýza hlavńıch komponent

Analýza hlavńıch komponent (PCA) je lineárńı technika redukce dimenze, kterou vyvinul

a pojmenoval Harold Hotelling v roce 1933. V [18] je PCA detailně popsána, zde vysvětĺım

základńı principy výpočtu hlavńıch komponent, které jsem ke své práci použila.

Hlavńı myšlenkou analýzy hlavńıch komponent (PCA) je sńıžit dimenzi datové sady,

která se skládá z velkého množstv́ı vzájemně propojených proměnných, a současně zacho-
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vat co největš́ı možnou odchylku v množině dat. Toho je dosaženo přeměnou na novou sadu

proměnných, hlavńıch komponent (PC), které nejsou korelovány a které jsou uspořádány

tak, že prvńıch pár hlavńıch komponent zachovává většinu odchylek př́ıtomných ve všech

p̊uvodńıch proměnných. [19]

Analýza hlavńıch komponent je hojně využ́ıvanou metodou snižováńı dimenze. PCA

hledá lineárńı kombinace multivariačńıch dat, které zachycuj́ı maximálńı množstv́ı roz-

ptylu. Projekce, které PCA hledá, však nemuśı nutně souviset s klasifikačńımi tř́ıdami,

proto nemuśı být pro problémy s klasifikaćı optimálńı. [1]

Existuj́ı tři r̊uzné zp̊usoby, jakými lze vypoč́ıtat hlavńı komponenty [20]:

1. Metoda kovariance (EIG)

2. Metoda singulárńıho rozkladu (SVD)

3. Algoritmus alternuj́ıćıch nejmenš́ıch čtverc̊u (ALS)

3.3.2 Analýza hlavńıch komponent metodou kovariance

Výpočet PCA metodou kovariance sestává z několika krok̊u. Pro jednoduchost tuto me-

todu vysvětĺım na dvoudimenzionálńım prostoru. Předpokládejme, že máme matici X

o rozměrech (n×p). Řádky matice X představuj́ı jednotlivá pozorováńı a sloupce ma-

tice X představuj́ı jednotlivé dimenze. V našem př́ıpadě to budou dvě dimenze - x a y.

V následuj́ıćım textu vycháźım z [21], neńı-li uvedeno jinak.

Postup výpočtu hlavńıch komponent metodou kovariance:

1. Normalizace dat

2. Výpočet kovariančńı matice

3. Výpočet vlastńıch vektor̊u a vlastńıch č́ısel kovariančńı matice
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4. Výběr komponent a vytvořeńı matice vlastńıch vektor̊u

5. Odvozeńı nových dat

Normalizace dat

Aby PCA fungovala správně, muśıme odeč́ıst pr̊uměr každé dimenze z každého prvku

př́ıslušné dimenze. Takže od všech hodnot dimenze x odečteme x̄ (pr̊uměr všech hodnot

dimenze x) a od všech hodnot dimenze y odečteme ȳ (pr̊uměr všech hodnot dimenze y).

Výsledkem je normalizovaná datová sada, jej́ıž pr̊uměr je v každé dimenzi nula. [21]

x̄ =
1

n
·

n∑
i=1

xi (12)

Výpočet kovariančńı matice

Kovariance je mı́rou toho, jak se dvě veličiny vzájemně měńı. Pokud je hodnota ko-

variance kladná, znamená to, že obě dimenze společně rostou. Je-li hodnota kovariance

záporná, pak jedna dimenze roste a druhá klesá. V posledńım př́ıpadě, je-li kovariance

nulová, znamená to, že obě dimenze jsou na sobě nezávislé. Kovariance mezi 2 dimenzemi

x a y je definována v rovnici 13. [21]

cov(x, y) =
1

n− 1
·

n∑
i=1

(xi − x̄) · (yi − ȳ) (13)

Užitečný zp̊usob, jak źıskat všechny možné hodnoty kovariance mezi všemi r̊uznými

rozměry, je vypoč́ıtat všechny kovariance a dát je do matice. Vzhledem k tomu, že naše

myšlená data jsou dvourozměrná, bude mı́t kovariančńı matice C velikost 2×2. [21]

C =

cov(x, x) cov(x, y)

cov(y, x) cov(y, y)

 (14)
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Výpočet vlastńıch vektor̊u a vlastńıch č́ısel kovariančńı matice

V matematice označuje vlastńı vektor (anglicky eigenvector) dané transformace ne-

nulový vektor, jehož směr se při transformaci neměńı. Koeficient, o který se změńı ve-

likost vektoru, se nazývá vlastńı č́ıslo (anglicky eigenvalue). Vlastńı vektory lze nalézt

pouze pro singulárńı matice. Všechny vlastńı vektory matice jsou ortogonálńı (kolmé),

bez ohledu na to, kolik rozměr̊u matice má. Naše kovariančńı matice je velikosti 2×2, má

tedy 2 vlastńı vektory. [22]

det(C − λE) = 0 (15)

V rovnici č́ıslo 15 představuje λ vlastńı č́ıslo a E jednotkovou matici, což lze rozepsat

rovnićı 16. [22]

∣∣∣∣∣∣cov(x, x)− λ cov(x, y)

cov(y, x) cov(y, y)− λ

∣∣∣∣∣∣ = 0 (16)

Vlastńı vektor vypoč́ıtáme dle

Cu = λu, (17)

kde λ je vlastńı č́ıslo a u je vlastńı vektor [22].

Výběr komponent a vytvořeńı matice vlastńıch vektor̊u

Vlastńı vektor s nejvyšš́ım vlastńım č́ıslem je hlavńı složkou dat a ten, který prezen-

tuje nejvýznamněǰśı vztah mezi rozměry dat. Obecně plat́ı, že jakmile jsou z kovariančńı

matice nalezeny vlastńı vektory, je daľśım krokem jejich uspořádáńı podle vlastńıho č́ısla,

od nejvyšš́ıho až po nejnižš́ı. To nám řad́ı komponenty podle jejich významu. Pokud vy-

necháme některé vlastńı vektory, konečná data budou mı́t menš́ı rozměry než p̊uvodńı.
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Nyńı je třeba vytvořit matici vlastńıch vektor̊u, jej́ıž sloupce budou vlastńı vektory

seřazené sestupně dle klesaj́ıćıho vlastńıho č́ısla.

Odvozeńı nových dat

To je posledńı krok v PCA. Jakmile jsme si vybrali komponenty (vlastńı vektory),

které si přejeme uchovat v našich datech a vytvořili jsme matici těchto vlastńıch vektor̊u,

jednoduše tuto matici transponujeme a násob́ıme j́ı vlevo od transponovaných p̊uvodńıch

normalizovaných dat. T́ım źıskáme matici nových dat. [21]

NewData = MatrixEigenV ectorsT ×NormalizedOriginalDataT , (18)

kde NewData je matice nových dat, ve které nyńı řádky matice představuj́ı jednotlivé di-

menze a sloupce matice představuj́ı jednotlivá pozorováńı. MatrixEigenVectors je ma-

tice vlastńıch vektor̊u, jej́ıž sloupce jsou vlastńı vektory seřazené sestupně dle klesaj́ıćıho

vlastńıho č́ısla a NormalizedOriginalData je matice normalizovaných p̊uvodńıch dat.

Data: př́ıznakový prostor

Result: redukce dimenze př́ıznakového prostoru

for 1:počet př́ıznak̊u do

normX = X - mean;

end

CovX = kovariančńı matice normX ;

výpočet vlastńıch č́ısel a vlastńıch vektor̊u CovX ;

PC = výběr vlastńıch vektor̊u jako hlavńıch komponent ;

redukovaný prostor = PC * normX ′ ;

Algoritmus 2: Redukce dimenze PCA metodou kovariance
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3.3.3 Analýza hlavńıch komponent metodou singulárńıho rozkladu

PCA určuje množinu ortogonálńıch vektor̊u nazvaných hlavńı komponenty, které jsou de-

finovány lineárńı kombinaćı p̊uvodńıch proměnných a seřazeny podle množstv́ı rozptylu

vysvětleného ve směrech komponent. Koeficienty proměnných pro určeńı hlavńıch kom-

ponent jsou uloženy v loading matici. Vzhledem k množině I vzork̊u a J proměnných

uspořádaných ve dvourozměrné matici X (I×J) se význam hlavńıch komponent vypoč́ıtá

singulárńı rozkladem (SVD) kovariančńı matice C [23]:

C =
XTX

I − 1
= LS2LT = ZΛZT , (19)

kde Z (J×J) je ortogonálńı matice, S (J×J) je diagonálńı matice s nenulovými sin-

gulárńımi hodnotami na jej́ı diagonále, L (J×J) je loading matice, jej́ıž každý j slou-

pec je vlastńı vektor, koeficienty J proměnných pro definici j-té hlavńı komponenty

a Λ je diagonálńı matice, která obsahuje nezáporná vlastńı č́ısla v sestupném pořad́ı

(λ1 ≥ λ2 ≥ ...λJ ≥ 0). Každé vlastńı č́ıslo kóduje rozptyl týkaj́ıćı se př́ıslušné hlavńı kom-

ponenty. Z vlastńıch č́ısel lze vypoč́ıtat množstv́ı rozptylu (EV) a kumulativńı množstv́ı

rozptylu (CEV) přidružené ke každé m-té složce [23]:

EVm =
λm
J∑
j=1

λj

(20)

CEVm =

m∑
j=1

λj

J∑
j=1

λj

(21)

Vzhledem k tomu, že v modelu PCA jsou zachovány pouze významné komponenty

M , pak se rozměr loading matice L snižuje z (J×J) na (J×M) a vzorky se promı́taj́ı
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do ńızkodimenzionálńıho prostoru definovaného významnými hlavńımi komponentami

t́ımto zp̊usobem [23]:

T = XL, (22)

kde T (I×M) je matice skóre, která shromažd’uje na každém m sloupci souřadnice

I vzork̊u do m hlavńı komponenty.

3.3.4 t-Distributed Stochastic Neighbor Embedding

Technika nazvaná t-Distributed Stochastic Neighbor Embedding (t-SNE) přeměňuje roz-

sáhlý soubor dat do matice dvojic podobnost́ı a následně tyto podobnosti vizualizuje. Me-

toda t-SNE je schopna velmi dobře zachytit velkou část mı́stńı struktury velkokapacitńıch

dat a také odhalit globálńı strukturu, jako je př́ıtomnost klastr̊u v několika měř́ıtkách. [24]

Ćılem t-SNE je zaujmout řadu bod̊u ve velkorozměrovém prostoru a naj́ıt věrnou

reprezentaci těchto bod̊u v nižš́ım rozměrovém prostoru, typicky 2D rovině. Tento algo-

ritmus je nelineárńı, přizp̊usobuje se podkladovým dat̊um a provád́ı r̊uzné transformace

v r̊uzných oblastech. [25]

Algoritmus t-SNE provád́ı následuj́ıćı obecné kroky při redukci dimenźı [26]:

1. Výpočet párových vzdálenosti mezi daty ve velkém rozměru.

2. Výpočet směrodatné odchylky σi pro každý vysoce rozměrný bod i tak, aby perple-

xita každého bodu byla na předem stanovené úrovni.

3. Výpočet matice podobnost́ı. To je společné rozděleńı pravděpodobnosti P definované

rovnićı 24.

4. Vytvořeńı počátečńı sady ńızkorozměrných bod̊u (typicky 2D [25]).
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5. Iterativně aktualizovat body s ńızkým rozměrem, aby se minimalizovala Kullback-

Leiblerova divergence mezi Gaussovou distribućı ve vysokodimenzionálńım prostoru

a studentovou t-distribućı v ńızkodimenzionálńım prostoru. Tato optimalizace je

nejv́ıce časově náročná část algoritmu.

V následuj́ıćım textu vycháźım z [24], kde byla metoda t-SNE představena autory,

a [15, 4], kde byla technika t-SNE použita při zpracováńı signálu EEG.

Technika t-SNE zač́ıná převedeńım velkokapacitńıch euklidovských vzdálenost́ı mezi da-

tovými daty na podmı́něné pravděpodobnosti, které představuj́ı podobnosti. Podobnost

datového bodu xj s datovým bodem xi je podmı́něná pravděpodobnost pj|i, že xi si

vybere xj jako svého souseda, pokud sousedé byli vybráni v poměru k jejich hustotě

pravděpodobnosti pod gaussovským středem xi. Pro bĺızké datové body je pj|i poměrně vy-

soká, zat́ımco u velice oddělených datových bod̊u bude pj|i téměř nekonečně malá (pro ro-

zumné hodnoty rozptylu Gaussovy funkce, σi). Matematicky je podmı́něná pravděpodob-

nost pj|i daná rovnićı 23. [24]

pj|i =
e−‖xi−xj‖

2/2σ2
i∑

k 6=i
e−‖xi−xk‖

2/2σ2
i

, (23)

kde σi je odchylka Gaussovy funkce, která je soustředěna na datovém bodu xi. Neńı

pravděpodobné, že existuje jediná hodnota σi, která je optimálńı pro všechny datové

body v datovém souboru, protože hustota dat se pravděpodobně bude lǐsit. V hustých

oblastech je obvykle nižš́ı hodnota σi vhodněǰśı než v proř́ıdlých oblastech. Konkrétńı

hodnotu σi nepř́ımo určuje sám uživatel prostřednictv́ım perplexity.

Perplexita ř́ıká (volně), jak vyvážit pozornost mezi lokálńımi a globálńımi aspekty

našich dat. Parametr je v jistém smyslu odhadem počtu bĺızkých soused̊u, které má každý

bod. [25].

V tomto př́ıpadě to znamená, že č́ım vyšš́ı počet soused̊u, t́ım vyšš́ı hustota shluk̊u.

Výkonnost t-SNE je poměrně robustńı v̊uči změnám v perplexitě a typické hodnoty jsou
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mezi 5 a 50. Protože se zaj́ımáme pouze o modelováńı párových podobnost́ı, nastav́ıme

hodnotu pi|i na nulu.

Hodnoty pi,j jsou definovány jako symetrické podmı́něné pravděpodobnosti, viz rov-

nice 24. [15, 4]

pi,j =
pj|i + pi|j

2 · n
(24)

U ńızkodimenzionálńıch protěǰsk̊u yi a yj velkokapacitńıch datových bod̊u xi a xj

je možné vypoč́ıtat pravděpodobnost, kterou označujeme qi,j. Hodnoty qi,j jsou źıskány

pomoćı studentovi t-distribuce s jedńım stupněm volnosti. [24]

qi,j =
(1 + ‖yi − yj‖2)−1∑

k 6=l
(1 + ‖yk − yl‖2)−1

(25)

Použ́ıváme studentovu t-distribuci s jediným stupněm volnosti, protože jeho vlastnost́ı

je, že (1+‖yi−yj‖2)−1 klesá se čtvercem vzdálenosti pro velké párové vzdálenosti ‖yi−yj‖

v ńızkodimenzionálńı mapě. Toto dělá mapové znázorněńı společných pravděpodobnost́ı

(téměř) invariantńı ke změnám v měř́ıtku mapy pro body map, které jsou daleko od sebe.

Jelikož se opět zaj́ımáme pouze o modelováńı párových podobnost́ı, nastav́ıme hodnotu

qi,i na nulu.

Pokud mapové body yi a yj správně modeluj́ı podobnost mezi vysokodimenzionálńımi

datovými body xi a xj, pravděpodobnosti pi,j a qi,j budou stejné. Motivováno t́ımto

zjǐstěńım, t-SNE usiluje o nalezeńı ńızkodimenzionálńı reprezentace dat, která minima-

lizuje nesoulad mezi pi,j a qi,j. Př́ırodńım měř́ıtkem věrnosti, s ńıž qi,j modeluje pi,j, je

Kullback-Leiblerova divergence. Minimalizujeme jedinou Kullback-Leiblerovu divergenci

mezi společným rozděleńım pravděpodobnosti P , ve velkokapacitńım prostoru a společným

rozděleńım pravděpodobnosti Q v ńızkorozměrovém prostoru. [24]
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KL(P‖Q) =
∑
i

∑
j

pi,j · log
pi,j
qi,j

(26)

Minimálńı hodnota Kullback-Leiblerovi divergence KL je poč́ıtána pomoćı gradi-

entu. [24]

δKL

δyi
= 4 ·

∑
j

(pi,j − qi,j) · (yi − yj) · (1 + ‖yi − yj‖2)−1 (27)

Algoritmus t-SNE přizp̊usobuje sv̊uj pojem ”vzdálenost”regionálńım změnám hustoty

v datové sadě. Výsledkem je, že přirozeně rozšǐruje husté clustery a uzav́ırá spletité clus-

tery. Vyrovnáváńı hustoty se děje podle předpokladu a je předv́ıdatelnou vlastnost́ı t-SNE.

Špatnou zprávou je, že vizualizace globálńı geometrie (vzdálenost́ı mezi clustery) vyžaduje

doladěńı. Neexistuje žádná hodnota perplexity, která by zachytila reálné vzdálenosti mezi

všemi clustery. Oprava tohoto problému může být zaj́ımavou oblast́ı pro budoućı výzkum.

Základńı zpráva je, že vzdálenosti mezi dobře oddělenými skupinami v grafu t-SNE nemuśı

mı́t pro náš výzkum význam. [25].

3.4 K-means

Po redukci dimenze reálného i simulovaného př́ıznakového prostoru použiji shlukovaćı

metodu k-means ke klasifikaci redukovaných 2D prostor̊u. Tuto metodu jsem si vybrala

z d̊uvodu jej́ıho běžného klinického využit́ı při analýze EEG signál̊u.

K-means patř́ı mezi nehierarchické metody shlukové analýzy. Tyto metody iterativně

hledaj́ı optimálńı rozděleńı dat, kterým minimalizuj́ı určitou kriteriálńı funkci. [9]

Je to metoda kvantifikace vektoru a je velmi populárńı metodou clusterové analýzy.

Hlavńım ćılem metody k-means je rozděleńı n rozd́ılných pozorováńı do k skupin cluster̊u.

Datový prostor tak může být rozdělen do mnoha užitečných buněk nazvaných jako Vo-
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roného diagramy. K-means má vždy sklon nalézat shluky, které maj́ı v́ıce nebo méně

srovnatelný prostorový rozsah. [6]

Vstupńım parametrem k-means je počet shluk̊u k, do kterých maj́ı být data rozdělena.

Shluky jsou definovány svými centroidy (těžǐsti), což jsou středy shluk̊u (každý shluk má

své těžǐstě). [27]

Obrázek 3.1: Demonstrace algoritmu k-means. Č́ısla obrázk̊u odpov́ıdaj́ı č́ısl̊um krok̊u
v postupu výpočtu [27].

Postup výpočtu k-means se skládá z několika krok̊u [6] jak je vidět na obrázku 3.1 [27]:

1. Náhodná iniciace center shluk̊u.

2. Přǐrazeńı každého bodu xi k nejbližš́ımu centru clusteru Ck nejčastěji pomoćı výpočtu

euklidovské vzdálenosti.

3. Každé centrum clusteru Ck je přepoč́ıtáno tak, aby se nacházelo v těžǐsti clusteru

(v mı́stě pr̊uměru všech bod̊u xi, které ke clusteru patř́ı).

4. Kroky 2-4 se opakuj́ı do konvergence algoritmu (dokud se centra cluster̊u Ck nesta-

nou stabilńı a všechny body xi budou nejbĺıže k těžǐsti, které ke shluku patř́ı).
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3.5 Statistické zhodnoceńı

Statisticky jsem zhodnotila rozd́ıly v klasifikaci pomoćı k-means na redukovaném reálném

i simulovaném př́ıznakovém prostoru. K tomuto zhodnoceńı rozd́ıl̊u jsem využila ROC

(Receiver operating characteristics) analýzy.

ROC analýza je technika pro vizualizaci, organizaci a výběr klasifikátor̊u na základě

jejich výkonu. ROC křivky jsou běžně použ́ıvány v lékařstv́ı i v oboru strojového učeńı. [28]

ROC analýza je využ́ıvána i při zpracováńı signál̊u EEG. Autoři v [29] testovali

účinnost permutačńı entropie jako užitečného algoritmu pro detekci epileptických událost́ı

v EEG. Využili ROC analýzu při hodnoceńı oddělitelnosti amplitudových rozděleńı per-

mutačńı entropie vyplývaj́ıćı z preiktálńı a interiktálńı fáze.

ROC analýza, stejně jako mnoho statistik použ́ıvaných k vyhodnoceńı výkonnosti kla-

sifikátor̊u, se nejlépe zobrazuje v konfuzńı matici, viz 3.2. Tato matice porovnává výsledky

testu s výsledky testu referenčńı klasifikace, v ideálńım př́ıpadě poskytuje skutečné zařazeńı

objektu do tř́ıdy. [30]

Obrázek 3.2: Konfuzńı matice porovnávaj́ıćı výsledky referenčńıho klasifikátoru a testo-
vaného klasifikátoru.
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True positive (TP)

Jako true positive je označen takový segment, který je klasifikátorem klasifikován

jako pozitivńı a reálně je také pozitivńı. Např́ıklad pokud k-means klasifikuje segment

do tř́ıdy epileptické aktivity a tento segment skutečně do této tř́ıdy patř́ı.

False positive (FP)

Jako false positive je označen takový segment, který je klasifikátorem klasifikován

jako pozitivńı, ale reálně je negativńı. Např́ıklad pokud k-means klasifikuje segment

do tř́ıdy epileptické aktivity, ale tento segment ve skutečnosti patř́ı do jiné tř́ıdy.

False negative (FN)

Jako false negative je označen takový segment, který je klasifikátorem klasifikován

jako negativńı, ale reálně je pozitivńı. Např́ıklad pokud k-means klasifikuje segment do jiné

tř́ıdy než je tř́ıda fyziologické aktivity, ale tento segment ve skutečnosti do fyziologické

aktivity patř́ı.

True negative (TN)

Jako true negative je označen takový segment, který je klasifikátorem klasifikován

jako negativńı a reálně je také negativńı. Např́ıklad pokud k-means klasifikuje segment

do jiné tř́ıdy než je tř́ıda fyziologické aktivity a tento segment ve skutečnosti také do jiné

tř́ıdy patř́ı.

Specificita

Specificita je schopnost klasifikátoru identifikovat true negative segmenty. Nı́zké množ-

stv́ı FP segment̊u indikuje vysokou specificitu klasifikátoru. Je to pod́ıl všech TN seg-

ment̊u, které klasifikátor odhaĺı, v̊uči součtu TN a FP segment̊u. [28, 31]
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Pokud má klasifikátor 100% specificitu znamená to, že dokáže odhalit všechny true

negative segmenty a ani jeden segment nebude false positive.

Specificita =
TN

TN + FP
(28)

Sensitivita

Sensitivita je schopnost klasifikátoru identifikovat true positive segmenty. Nı́zké množ-

stv́ı FN segment̊u naznačuje vysokou sensitivitu (citlivost) klasifikátoru. Je to pod́ıl všech

TP segment̊u, které klasifikátor odhaĺı, v̊uči součtu TP a FN segment̊u. [28, 31]

Pokud má klasifikátor 100% sensitivitu, znamená to, že dokáže odhalit všechny true

positive segmenty a ani jeden segment nebude false negative.

Sensitivita =
TP

TP + FN
(29)

Pozitivńı prediktivńı hodnota

Pozitivńı prediktivńı hodnota (PPV) je pod́ıl true positive segment̊u a všech pozi-

tivńıch segment̊u. PPV indikuje preciznost klasifikátoru a má pro nás spolu se sensitivitou

nejv́ıce vypov́ıdaj́ıćı hodnotu. [28, 30]

PPV =
TP

TP + FP
(30)
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4 Výsledky

4.1 Reálný př́ıznakový prostor

Ukázky signál̊u použitých klasifikačńıch tř́ıd jsou uvedeny na obrázćıch ńıže. Na obrázku

4.1 je pro názornost uvedena ukázka segment̊u epileptické aktivity. Epileptická aktivita

je z klinického hlediska nejd̊uležitěǰśı tř́ıda. Na obrázku 4.2 je uvedena ukázka segment̊u

svalových artefakt̊u. Svalová aktivita zcela zkresluje p̊uvodńı signál. Na obrázku 4.3 jsou

segmenty artefakt̊u ze špatné elektrody. Tyto artefakty se většinou vyskytuj́ı jen v jednom

kanálu, protože bývaj́ı zp̊usobeny jen jednou elektrodou. Na obrázku 4.4 jsou segmenty

fyziologické aktivity. Ze segment̊u těchto tř́ıd jsem analyzovala reálný př́ıznakový prostor.

Obrázek 4.1: Ukázka segment̊u epileptické aktivity, zobrazeno ve WF [32].

Obrázek 4.2: Ukázka segment̊u elektromyografických artefakt̊u, zobrazeno ve WF [32].

Obrázek 4.3: Ukázka segment̊u artefakt̊u ze špatné elektrody, zobrazeno ve WF [32].

Obrázek 4.4: Ukázka segment̊u fyziologické aktivity, zobrazeno ve WF [32].
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Obrázek 4.5: Boxplotové grafy př́ıznak̊u čistých segment̊u tř́ıd fyziologická aktivita, epi-
leptická aktivita, elektromyografické artefakty a artefakty ze špatné elektrody.

Obrázek 4.6: Boxplotové grafy př́ıznak̊u zašumělých segment̊u tř́ıd fyziologická aktivita,
epileptická aktivita, elektromyografické artefakty a artefakty ze špatné elektrody.
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Ze źıskaných dat jsem vytvořila boxplotové grafy zvlášt’ pro čisté segmenty a zvlášt’

pro zašumělé segmenty. Boxplotové grafy př́ıznak̊u čistých segment̊u tř́ıd fyziologická ak-

tivita, epileptická aktivita, elektromyografické artefakty a artefakty ze špatné elektrody

jsou uvedeny na obrázku 4.5. Boxplotové grafy př́ıznak̊u zašumělých segment̊u tř́ıd fyzi-

ologická aktivita, epileptická aktivita, elektromyografické artefakty a artefakty ze špatné

elektrody jsou uvedeny na obrázku 4.6. Počty použitých čistých segment̊u a jejich od-

lehlých hodnot jsou uvedeny v tabulce 4.1. Počty použitých zašumělých segment̊u a jejich

odlehlých hodnot jsou uvedeny v tabulce 4.2.

Tabulka 4.1: Velikost př́ıznakového prostoru čistých segment̊u

Tř́ıda Počet segment̊u Počet př́ıznak̊u
Počet odlehlých
hodnot

Fyziologická aktivita 200 4 600 124
Epileptická aktivita 1 492 34 316 591

Elektromyografické artefakty 1453 33 419 1366
Artefakty ze špatné elektrody 483 11 109 411

Tabulka 4.2: Velikost př́ıznakového prostoru zašumělých segment̊u

Tř́ıda Počet segment̊u Počet př́ıznak̊u
Počet odlehlých
hodnot

Fyziologická aktivita 19 763 454 549 13 755
Epileptická aktivita 2200 50 600 584

Elektromyografické artefakty 1 239 28 497 1 572
Artefakty ze špatné elektrody 495 11 385 450

Porovnala jsem boxplotové grafy každého př́ıznaku čistých segment̊u např́ıč všemi

tř́ıdami. Nejv́ıce se překrývaj́ı boxy 4. př́ıznaku u všech 4 tř́ıd, viz obrázek 4.7 vlevo

nahoře. Naopak u př́ıznaku č́ıslo 12 se nepřekrývaly boxy ani jedné z tř́ıd, viz obrázek 4.7

vlevo dole.

Při porovnáváńı boxplotových graf̊u každého př́ıznaku zašumělých segment̊u např́ıč

všemi tř́ıdami jsem zjistila, že nejv́ıce se překrývaj́ı boxy 5. př́ıznaku u všech 4 tř́ıd, viz

obrázek 4.7 vpravo nahoře. Nenalezla jsem žádný př́ıznak, u kterého by se nepřekrývaly

žádné tř́ıdy. Ale u př́ıznaku č́ıslo 19 (Hjorth̊uv parametr aktivity) se oddělil box tř́ıdy
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Obrázek 4.7: Vlevo jsou boxplotové grafy př́ıznaku č́ıslo 4 a př́ıznaku č́ıslo 12 všech tř́ıd
čistých segment̊u. Vpravo jsou boxplotové grafy př́ıznaku č́ıslo 5 a př́ıznaku č́ıslo 19 všech
tř́ıd zašumělých segment̊u.

epileptická aktivita, zat́ımco boxy ostatńıch tř́ıd se překrývaly, viz obrázek 4.7 vpravo

dole.

Tabulka 4.3: Porovnáńı kvartil̊u Hjorthova parametru aktivity mezi čistými a zašumělými
segmenty všech tř́ıd

Tř́ıda Dolńı kvartil Medián Horńı kvartil

Fyziologická aktivita
čistá 0,4820 0,5262 0,5848

zašumělá 0,2947 0,3463 0,4004

Epileptická aktivita
čistá 0,3605 0,3736 0,3886

zašumělá 0,0902 0,1305 0,1874

Elektromyografické artefakty
čisté 0,6784 0,7366 0,7855

zašumělé 0,2964 0,4474 0,5686

Artefakty ze špatné elektrody
čisté 0,8104 0,8226 0,8437

zašumělá 0,4694 0,5191 0,6051

Porovnala jsem odpov́ıdaj́ıćı př́ıznaky mezi čistými a zašumělými segmenty. Kv̊uli

nezávislosti změn hodnot kvartil̊u na počtu segment̊u jsem v rámci tř́ıdy použila shodný

počet segment̊u. Př́ıznak č́ıslo 19 Hjorth̊uv parametr aktivity je ovlivňován šumem nejvý-

razněji ze všech př́ıznak̊u. Na obrázku 4.8 jsou vidět rozd́ıly v boxech mezi čistými
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Obrázek 4.8: Boxplotové grafy př́ıznaku č́ıslo 19 Hjorth̊uv parametr aktivity všech tř́ıd

Tabulka 4.4: Procentuálńı rozd́ıl mezi kvartily př́ıznaku Hjorth̊uv parametr aktivity
čistých a zašumělých segment̊u

Tř́ıda Dolńı kvartil Medián Horńı kvartil
Fyziologická aktivita 18,73 % 17,99 % 18,44 %
Epileptická aktivita 27,03 % 24,31 % 20,12 %

Elektromyografické artefakty 38,02 % 28,92 % 21,69 %
Artefakty ze špatné elektrody 34,10 % 30,35 % 23,86 %

a zašumělými segmenty. V tabulce 4.3 jsou vidět rozd́ıly v hodnotách všech kvartil̊u a v ta-

bulce 4.4 jsou vypoč́ıtané procentuálńı rozd́ıly v kvartilech mezi čistými a zašumělými

segmenty. U všech tř́ıd došlo k poklesu hodnot kvartil̊u tohoto př́ıznaku.

Na obrázku 4.9 jsou pravděpodobnostńı hustotńı funkce (PDF) reálné epileptické ak-

tivity vybraných př́ıznak̊u. Na křivkách jsou jasně patrné dvě špičky (peaky). V tabulce

4.5 jsou vypsány všechny př́ıznaky, u kterých PDF tvoř́ı dva peaky. Z 23 použ́ıvaných

př́ıznak̊u v programu WF se jedná o 15 př́ıznak̊u.
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Obrázek 4.9: Pravděpodobnostńı hustotńı funkce reálné epileptické aktivity vybraných
př́ıznak̊u.

Tabulka 4.5: Př́ıznaky reálné epileptické aktivity, u kterých křivka pravděpodobnostńı
hustotńı funkce tvoř́ı dvě špičky

Pořad́ı Př́ıznak
1 variabilita signálu v daném segmentu
3 maximálńı negativńı amplituda v daném segmentu
5 FFT hodnota v 2. části delta frekvenčńıho pásma (2,0 - 3,5 Hz)
6 FFT hodnota v 1. části theta frekvenčńıho pásma (4,0 - 5,5 Hz)
8 FFT hodnota v 1. části alfa frekvenčńıho pásma (8 - 10 Hz)
9 FFT hodnota v 2. části alfa frekvenčńıho pásma (10,5 - 12,5 Hz)
10 FFT hodnota signálu v sigma frekvenčńım pásmu (18 - 29 Hz)
11 FFT hodnota signálu v beta frekvenčńım pásmu (13,5 - 17,5 Hz)
12 maximálńı hodnota prvńı derivace v segmentu
13 maximálńı hodnota druhé derivace v segmentu
15 středńı hodnota prvńı derivace v segmentu
17 Hjorth̊uv parametr mobility
18 Hjorth̊uv parametr komplexity
20 délka křivky v segmentu
21 nelineárńı energie segmentu
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4.2 Simulovaný př́ıznakový prostor

Na základě vědomost́ı o reálném př́ıznakovém prostoru jsme vytvořili algoritmus v progra-

movaćım prostřed́ı MATLAB pro simulaci př́ıznakového prostoru. Tato metoda je popsána

v kapitole 3.2 Metoda simulace př́ıznakového prostoru. Následně jsem s jeho pomoćı simu-

lovala př́ıznakový prostor pro všechny aktivity a artefakty z tabulky 3.1. K této simulaci

jsem využila všechny př́ıznaky z tabulky 2.1. Simulovala jsem u každého př́ıznaku z každé

tř́ıdy stejný počet segment̊u, jako měl velikostně odpov́ıdaj́ıćı reálný př́ıznakový prostor.

Boxplotové grafy simulovaného př́ıznakového prostoru všech tř́ıd jsou uvedeny na obrázku

4.10

Obrázek 4.10: Boxplotové grafy př́ıznak̊u simulovaných segment̊u tř́ıd fyziologická akti-
vita, epileptická aktivita, elektromyografické artefakty a artefakty ze špatné elektrody.

Jedńım z mých úkol̊u bylo porovnat reálný př́ıznakový prostor a př́ıznakový pro-

stor simulovaný pomoćı naš́ı metody. Z tohoto d̊uvodu jsem vytvořila boxplotové grafy,

viz obrázek 4.10, a také grafy pravděpodobnostńıch hustotńıch funkćı. Pro každou tř́ıdu

jsem vytvořila graf s histogramem náhodně vybraných simulovaných segment̊u a s pravdě-

podobnostńımi hustotńımi funkcemi pro reálné segmenty i simulované segmenty. Graf
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Obrázek 4.11: Histogram náhodně vybraných simulovaných segment̊u
a pravděpodobnostńı hustotńı funkce reálné i simulované fyziologické aktivity př́ıznaku
č́ıslo 2.

Obrázek 4.12: Histogram náhodně vybraných simulovaných segment̊u
a pravděpodobnostńı hustotńı funkce reálné i simulované epileptické aktivity př́ıznaku
č́ıslo 5.

pro fyziologickou aktivitu př́ıznaku č́ıslo 2 je vidět na obrázku 4.11, pro epileptickou akti-

vitu př́ıznaku č́ıslo 5 na obrázku 4.12, pro elektromyografické artefakty př́ıznaku č́ıslo 17

na obrázku 4.13 a pro artefakty ze špatné elektrody př́ıznaku č́ıslo 12 na obrázku 4.14.
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Obrázek 4.13: Histogram náhodně vybraných simulovaných segment̊u
a pravděpodobnostńı hustotńı funkce reálných i simulovaných elektromyografických
artefakt̊u př́ıznaku č́ıslo 17.

Obrázek 4.14: Histogram náhodně vybraných simulovaných segment̊u
a pravděpodobnostńı hustotńı funkce reálných i simulovaných artefakt̊u ze špatné
elektrody př́ıznaku č́ıslo 12.
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4.3 Redukce dimenze reálného i simulovaného př́ıznakového pro-

storu pomoćı analýzy hlavńıch komponent

Nejprve jsem redukovala dimenze reálného zašumělého př́ıznakového prostoru a simulo-

vaného př́ıznakového prostoru o stejném počtu a stejném poměru segment̊u. Při redukci

dimenze reálného i simulovaného př́ıznakového prostoru pomoćı mnou implementované

metody PCA jsem se zaměřila na 2 aspekty. T́ım prvńım jsou procenta zachováńı informaćı

při redukci na 2-dimenzionálńı (2D) prostor, viz tabulka 4.6. A druhým je velikost redu-

kovaného př́ıznakového prostoru při zachováńı minimálně 95% informaćı, viz tabulka 4.7.

Stejné aspekty mě zaj́ımaly při redukci dimenze reálného i simulovaného př́ıznakového

prostoru pomoćı originálńı PCA, která je jednou z funkćı MATLAB, viz tabulka 4.6 a 4.7.

Mnou implementovaná metoda PCA využ́ıvá k výpočtu hlavńıch komponent metodu ko-

variance. Originálńı PCA v MATLAB k výpočtu hlavńıch komponent využ́ıvá algoritmus

singulárńıho rozkladu (SVD).

Tabulka 4.6: Procenta zachováńı informaćı při redukci př́ıznakového prostoru na 2D pros-
tor

Př́ıznakový prostor Mnou implementovaná PCA Originálńı PCA v MATLABu
Reálný 56,96 % 56,96 %

Simulovaný 66,91 % 66,91 %

Tabulka 4.7: Velikost redukovaného př́ıznakového prostoru při zachováńı minimálně 95%
informaćı

Př́ıznakový prostor Mnou implementovaná PCA Originálńı PCA v MATLABu
Reálný 12 D 12 D

Simulovaný 11 D 11 D

Jedńım z d̊uvod̊u redukce dimenze př́ıznakového prostoru na 2D nebo 3D prostor

je ten, že se můžeme pod́ıvat na rozložeńı jednotlivých segment̊u r̊uzných klasifikačńıch

tř́ıd v př́ıznakovém prostoru. Graf redukovaného reálného př́ıznakového prostoru pomoćı

mnou implementované PCA na 2D prostor je uveden na obrázku 4.15. Graf redukovaného

reálného př́ıznakového prostoru pomoćı originálńı PCA v MATLAB na 2D prostor je uve-

den na obrázku 4.16. Graf redukovaného simulovaného př́ıznakového prostoru o stejném
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Obrázek 4.15: Rozložeńı klasifikačńıch tř́ıd po redukci dimenze reálného př́ıznakového
prostoru na 2D prostor pomoćı mnou implementované PCA

Obrázek 4.16: Rozložeńı klasifikačńıch tř́ıd po redukci dimenze reálného př́ıznakového
prostoru na 2D prostor pomoćı originálńı PCA v MATLAB

počtu segment̊u jako reálný prostor pomoćı mnou implementované PCA na 2D pros-

tor je uveden na obrázku 4.17. Graf redukovaného simulovaného př́ıznakového prostoru

o stejném počtu segment̊u jako reálný prostor pomoćı originálńı PCA v MATLAB na 2D

prostor je uveden na obrázku 4.18.
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Obrázek 4.17: Rozložeńı klasifikačńıch tř́ıd po redukci dimenze simulovaného př́ıznakového
prostoru na 2D prostor pomoćı mnou implementované PCA

Obrázek 4.18: Rozložeńı klasifikačńıch tř́ıd po redukci dimenze simulovaného př́ıznakového
prostoru na 2D prostor pomoćı originálńı PCA v MATLAB
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4.4 Redukce dimenze reálného i simulovaného př́ıznakového pro-

storu pomoćı t-Distributed Stochastic Neighbor Embedding

Při redukci dimenze pomoćı nelineárńı metody t-SNE uživatel na vstupu funkce zadává

hodnotu perplexity. Perplexita může být interpretována jako efektivńı počet soused̊u.

Typické hodnoty perplexity jsou mezi 5 a 50. [24]. Kód t-SNE má v MATLAB nasta-

venou výchoźı hodnotu perplexity na hodnotu 30, kterou jsem při redukci také použila.

Na obrázku 4.19 je 2D redukovaný reálný př́ıznakový prostor. Na obrázku 4.20 je 2D

redukovaný simulovaný př́ıznakový prostor. Oba grafy jsou zobrazeńım po 200 iteraćıch

t-SNE.

Obrázek 4.19: Rozložeńı klasifikačńıch tř́ıd po redukci dimenze reálného př́ıznakového
prostoru na 2D prostor pomoćı t-SNE

4.5 Klasifikace př́ıznakového prostoru pomoćı k-means

Redukovaný reálný př́ıznakový prostor jsem klasifikovala pomoćı shlukovaćıho algoritmu

k-means. Výchoźı počet shluk̊u k jsem nastavila na hodnotu 4, protože v př́ıznakovém pro-

storu máme 4 klasifikačńı tř́ıdy, viz tabulka 3.1. Klasifikovaný reálný př́ıznakový prostor
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Obrázek 4.20: Rozložeńı klasifikačńıch tř́ıd po redukci dimenze simulovaného př́ıznakového
prostoru na 2D prostor pomoćı t-SNE

redukovaný pomoćı originálńı PCA v MATLAB je uveden na obrázku 4.21. Klasifikovaný

reálný př́ıznakový prostor redukovaný pomoćı t-SNE je uveden na obrázku 4.22.

Obrázek 4.21: Klasifikovaný reálný př́ıznakový prostor redukovaný pomoćı originálńı PCA
v MATLAB

Také jsem pomoćı k-means klasifikovala simulovaný redukovaný př́ıznakový prostor.

Klasifikovaný simulovaný př́ıznakový prostor redukovaný pomoćı originálńı PCA v MAT-
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Obrázek 4.22: Klasifikovaný reálný př́ıznakový prostor redukovaný pomoćı t-SNE.

LAB je uveden na obrázku 4.23. Klasifikovaný simulovaný př́ıznakový prostor redukovaný

pomoćı t-SNE je uveden na obrázku 4.24.

Obrázek 4.23: Klasifikovaný simulovaný př́ıznakový prostor redukovaný pomoćı originálńı
PCA v MATLAB.

Pomoćı k-means jsem klasifikovala reálný neredukovaný (23D) př́ıznakový prostor. In-

dexy znač́ıćı č́ıslo tř́ıdy jsem poté použila na obarveńı segment̊u redukovaných 2D reálných
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Obrázek 4.24: Klasifikovaný simulovaný př́ıznakový prostor redukovaný pomoćı t-SNE.

př́ıznakových prostor̊u. Na obrázku 4.25 je vidět klasifikovaný reálný prostor redukovaný

PCA a na obrázku 4.26 je zobrazený prostor po redukci t-SNE.

Obrázek 4.25: Klasifikovaný reálný 23D př́ıznakový prostor zobrazený po redukci PCA
na 2D prostor.

Pomoćı k-means jsem klasifikovala i simulovaný 23D př́ıznakový prostor. Indexy znač́ıćı

č́ıslo tř́ıdy jsem opět použila na obarveńı segment̊u redukovaných 2D simulovaných př́ızna-
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Obrázek 4.26: Klasifikovaný reálný 23D př́ıznakový prostor zobrazený po redukci t-SNE
na 2D prostor.

kových prostor̊u. Na obrázku 4.27 je klasifikovaný simulovaný prostor po redukci PCA

a na obrázku 4.28 je prostor po redukci t-SNE.

Obrázek 4.27: Klasifikovaný simulovaný 23D př́ıznakový prostor zobrazený po redukci
PCA na 2D prostor.
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Obrázek 4.28: Klasifikovaný simulovaný 23D př́ıznakový prostor zobrazený po redukci
t-SNE na 2D prostor.

4.6 Statistické zhodnoceńı klasifikace

Statisticky jsem zhodnotila klasifikaci redukovaného reálného i simulovaného př́ıznakového

prostoru. Porovnala jsem klasifikaci na prostoru redukovaném pomoćı originálńı PCA

v MATLAB a pomoćı nelineárńı techniky t-SNE. Nejprve jsem vytvořila konfuzńı matice

źıskané klasifikaćı k-means tř́ıdy epileptické aktivity reálného př́ıznakového prostoru re-

dukovaného pomoćı originálńı PCA v MATLAB, viz tabulka 4.8, a reálného př́ıznakového

prostoru redukovaného pomoćı t-SNE, viz tabulka 4.9. Tř́ıdu epileptické aktivity jsem

si vybrala z d̊uvodu jej́ı nenahraditelnosti z hlediska diagnostiky epilepsie.

Tabulka 4.8: Konfuzńı matice źıskaná klasifikaćı k-means tř́ıdy epileptické aktivity
reálného př́ıznakového prostoru redukovaného pomoćı originálńı PCA v MATLAB

Skutečný stav
Pozitivńı Negativńı

k-means
Pozitivńı TP = 1129 FP = 651
Negativńı FN = 1071 TN = 20846

Dále jsem vytvořila konfuzńı matice źıskané klasifikaćı k-means tř́ıdy epileptické akti-

vity simulovaného př́ıznakového prostoru redukovaného pomoćı originálńı PCA v MATLAB,
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Tabulka 4.9: Konfuzńı matice źıskaná klasifikaćı k-means tř́ıdy epileptické aktivity
reálného př́ıznakového prostoru redukovaného pomoćı t-SNE

Skutečný stav
Pozitivńı Negativńı

k-means
Pozitivńı TP = 993 FP = 4020
Negativńı FN = 1207 TN = 17477

viz tabulka 4.10, a simulovaného př́ıznakového prostoru redukovaného pomoćı t-SNE, viz

tabulka 4.11.

Tabulka 4.10: Konfuzńı matice źıskaná klasifikaćı k-means tř́ıdy epileptická aktivita simu-
lovaného př́ıznakového prostoru redukovaného originálńı PCA v MATLAB

Skutečný stav
Pozitivńı Negativńı

k-means
Pozitivńı TP = 1598 FP = 0
Negativńı FN = 602 TN = 21497

Tabulka 4.11: Konfuzńı matice źıskaná klasifikaćı k-means tř́ıdy epileptické aktivity simu-
lovaného př́ıznakového prostoru redukovaného pomoćı t-SNE

Skutečný stav
Pozitivńı Negativńı

k-means
Pozitivńı TP = 679 FP = 6065
Negativńı FN = 1521 TN = 15432

Vypoč́ıtala jsem sensitivitu, specificitu a pozitivńı prediktivńı hodnotu (PPV) klasi-

fikace k-means pro všechny čtyři klasifikačńı tř́ıdy reálného př́ıznakového prostoru redu-

kovaného pomoćı originálńı PCA v MATLAB, viz tabulka 4.12, a reálného př́ıznakového

prostoru redukovaného pomoćı t-SNE, viz tabulka 4.13.

Tabulka 4.12: Sensitivita, specificita a pozitivńı prediktivńı hodnota klasifikace k-means
reálného př́ıznakového prostoru redukovaného pomoćı originálńı PCA v MATLAB

Název shluku Specificita Sensitivita PPV
Elektromyografické artefakty 0,4152 0,1178 0,0110

Epileptická aktivita 0,9697 0,5132 0,6343
Fyziologická aktivita 0,6004 0,0108 0,1193

Artefakty ze špatné elektrody 0,7058 0,5250 0,0038
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Tabulka 4.13: Sensitivita, specificita a pozitivńı prediktivńı hodnota klasifikace k-means
reálného př́ıznakového prostoru redukovaného pomoćı t-SNE

Název shluku Specificita Sensitivita PPV
Elektromyografické artefakty 0,7240 0,0056 0,0011

Epileptická aktivita 0,8130 0,4514 0,1981
Fyziologická aktivita 0,9792 0,3497 0,9883

Artefakty ze špatné elektrody 0,7847 0,9899 0,0893

Dále jsem vypoč́ıtala sensitivitu, specificitu a pozitivńı prediktivńı hodnotu klasifikace

k-means pro všechny čtyři klasifikačńı tř́ıdy simulovaného př́ıznakového prostoru reduko-

vaného pomoćı originálńı PCA v MATLAB, viz tabulka 4.14, a simulovaného př́ıznakového

prostoru redukovaného pomoćı t-SNE, viz tabulka 4.15.

Tabulka 4.14: Sensitivita, specificita a pozitivńı prediktivńı hodnota klasifikace k-means
simulovaného př́ıznakového prostoru redukovaného pomoćı originálńı PCA v MATLAB

Název shluku Specificita Sensitivita PPV
Elektromyografické artefakty 0,7012 0,0065 0,0012

Epileptická aktivita 1,0000 0,7264 1,0000
Fyziologická aktivita 0,9878 0,6867 0,9965

Artefakty ze špatné elektrody 0,9454 1,0000 0,2811

Tabulka 4.15: Sensitivita, specificita a pozitivńı prediktivńı hodnota klasifikace k-means
simulovaného př́ıznakového prostoru redukovaného pomoćı t-SNE

Název shluku Specificita Sensitivita PPV
Elektromyografické artefakty 0,7396 0,0000 0,0000

Epileptická aktivita 0,7179 0,3086 0,1007
Fyziologická aktivita 0,9990 0,2859 0,9993

Artefakty ze špatné elektrody 0,7651 0,0000 0,0000
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5 Diskuze

Ze źıskaných dat jsem vytvořila boxplotové grafy 23 př́ıznak̊u všech tř́ıd čistých segment̊u

i zašumělých segment̊u. Mediány jednotlivých př́ıznak̊u tř́ıdy fyziologická aktivita čistých

segment̊u jsou kromě čtyř př́ıznak̊u všechny pod hodnotou 0,2. K analýze této tř́ıdy jsem

měla k dispozici pouze 200 segment̊u, proto je možné, že při vyšš́ım počtu segment̊u by

vzrostl počet př́ıznak̊u s hodnotou mediánu vyšš́ı než 0,2 a také by se mohlo objevit v́ıce

odlehlých hodnot.

Naopak mediány jednotlivých př́ıznak̊u tř́ıdy epileptická aktivita čistých segment̊u jsou

kromě tř́ı př́ıznak̊u všechny nad hodnotou 0,2. Data této tř́ıdy obsahuj́ı větš́ı množstv́ı

odlehlých hodnot, což mohlo být zp̊usobeno t́ım, že k analýze epileptické aktivity jsem

měla k dispozici nejv́ıce segment̊u ze všech 4 tř́ıd čistých segment̊u.

Pro analýzu př́ıznakového prostoru fyziologické aktivity zašumělých segment̊u jsem

měla k dispozici nejvyšš́ı množstv́ı segment̊u. Z celkového množstv́ı př́ıznak̊u jsem z poz-

děǰśı simulace př́ıznakového prostoru vyřadila 3,02 % odlehlých hodnot. Odlehlé hodnoty

ze simulace vyřazuji z d̊uvodu možné chybné klasifikace segmentu. Pouze 2 př́ıznaky maj́ı

hodnotu mediánu nad 0,3: př́ıznak č́ıslo 22 a 23. Pouze u osmi př́ıznak̊u je horńı přilehlá

hodnota vyšš́ı než 0,5. Je to logický d̊usledek vlastnost́ı fyziologické aktivity mozku.

Aby byl signál označen jako fyziologický, muśı se jeho frekvenčńı i amplitudové vlast-

nosti pohybovat v meźıch hodnot, které jsou odbornou literaturou a lékaři považovány

za fyziologické. Proto jsou normalizované hodnoty př́ıznak̊u ńızké a rozpět́ı přilehlých

hodnot př́ıznak̊u malé.

Zašumělé segmenty epileptické aktivity maj́ı největš́ı možné rozpět́ı hodnot př́ıznak̊u,

tedy 1, u 4 př́ıznak̊u: př́ıznak č́ıslo 3, 8, 9 a 10. U těchto př́ıznak̊u jsem tud́ıž nezazname-

nala žádné odlehlé hodnoty. Nejmenš́ı rozpět́ı hodnot př́ıznak̊u má př́ıznak č́ıslo 4. Tento

př́ıznak je také jediný, jehož nejvyšš́ı hodnota př́ıznaku se nacháźı pod 0,2. Z celkového

počtu hodnot př́ıznak̊u jsem pro simulaci př́ıznakového prostoru odstranila pouze 1,15 %

odlehlých hodnot.
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S ohledem na množstv́ı analyzovaných segment̊u čistých i zašumělých elektromyo-

grafických artefakt̊u jsem v této tř́ıdě zaznamenala největš́ı množstv́ı odlehlých hodnot.

Toto velké množstv́ı mohlo být zp̊usobeno amplitudovými a frekvenčńımi vlastnostmi

svalových artefakt̊u. Pro simulaci př́ıznakového prostoru elektromyografických artefakt̊u

jsem vyřadila celkem 5,52 % odlehlých hodnot. Celkem 4 př́ıznaky maj́ı hodnotu mediánu

nad 0,5: př́ıznak č́ıslo 14, 18, 22 a 23. Jak je vidět na obrázku 4.2, tyto hodnoty jsou

naprosto v souladu s t́ım, jak artefakt EMG v záznamu vypadá. Tento artefakt plně zkres-

luje p̊uvodńı signál, proto je nutné jej před analýzou EEG signálu detekovat a z analýzy

vyřadit.

Artefakty ze špatné elektrody zašumělé segmenty maj́ı největš́ı možné rozpět́ı hodnot

př́ıznak̊u, tedy 1, u př́ıznaku č́ıslo 14. Z boxplotových graf̊u je patrné, že nejvyšš́ıch hodnot

medián̊u dosahuj́ı př́ıznak č́ıslo 2, 12 a 13. Vysoké hodnoty medián̊u u těchto př́ıznak̊u

jsou logickým d̊usledkem vlastnost́ı tohoto artefaktu: velmi vysoké hodnoty amplitudy,

velice strmý vzestup a pokles amplitudy s téměř bodovým hrotem. Z celkového počtu

hodnot všech př́ıznak̊u jsem odstranila 3,95 % odlehlých hodnot.

U př́ıznaku č́ıslo 19 Hjorth̊uv parametr aktivity došlo k poklesu všech kvartil̊u u všech

tř́ıd zašumělých segment̊u oproti čistých segment̊um, nejv́ıce to bylo zřetelné ve tř́ıdě

artefakty ze špatné elektrody. Z výsledk̊u je patrné, že šum nejv́ıce ovlivňuje právě tento

př́ıznak. Dále šum výrazně ovlivňuje př́ıznak č́ıslo 9 a 10. Mediány těchto dvou př́ıznak̊u

tř́ıd fyziologická aktivita a elektromyografické artefakty jsou u čistých segment̊u nižš́ı

než u zašumělých segment̊u. U tř́ıdy epileptická aktivita jsou naopak mediány u čistých

segment̊u těchto dvou př́ıznak̊u vyšš́ı než u zašumělých segment̊u.

Porovnala jsem boxplotové grafy každého př́ıznaku zašumělých segment̊u např́ıč všemi

tř́ıdami. Nejv́ıce se překrývaj́ı boxy př́ıznaku č́ıslo 5 u všech 4 tř́ıd. Nenalezla jsem žádný

př́ıznak, u kterého by se nepřekrývaly žádné tř́ıdy. Ale u př́ıznaku č́ıslo 19 se oddělil box

tř́ıdy epileptická aktivita, zat́ımco boxy ostatńıch tř́ıd se překrývaly. Př́ıznaky č́ıslo 2 a 13

dokáž́ı účinně separovat tř́ıdu artefakty ze špatné elektrody. Důsledkem překrýváńı box̊u

v r̊uzných tř́ıdách může být chybná klasifikace segmentu. Proto ke klasifikaci segment̊u
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použ́ıváme v́ıce př́ıznak̊u. Př́ıznaky muśı popsat signál jak z amplitudového, tak z frek-

venčńıho hlediska. Naopak zbytečně velký počet př́ıznak̊u vytvář́ı vysocedimenzionálńı

př́ıznakové prostory, které je technicky a časově náročněǰśı zpracovat.

Při analýze reálného př́ıznakového prostoru jsem se samostatně zaměřila na tř́ıdu

epileptická aktivita. Pravděpodobnost́ı hustotńı funkce 15 př́ıznak̊u této tř́ıdy má zřetelné

dvě špičky (peaky). Z 23 použ́ıvaných př́ıznak̊u v programu WF se tedy jedná o 65 %

př́ıznak̊u.

Vytvořila jsem boxploté grafy i simulovaného př́ıznakového prostoru. Rozložeńı hod-

not jednotlivých př́ıznak̊u všech tř́ıd simulovaného prostoru koṕıruje rozložeńı reálného

prostoru, ze kterého byly odstraněny odlehlé hodnoty. To je dáno t́ım, že jsme rozložeńı

hodnot př́ıznak̊u nesimulovali náhodně a rovnoměrně, ale použili jsme k tomu jádrový od-

had pravděpodobnostńı hustoty. Abych potvrdila správný postup naš́ı simulace, porovnala

jsem histogramy náhodně simulovaných bod̊u s pravděpodobnostńımi hustotńımi funk-

cemi (PDF) reálného i simulovaného př́ıznakového prostoru. Z tohoto porovnáńı vyplývá,

že PDF simulovaného prostoru koṕıruje svým pr̊uběhem PDF reálného prostoru.

Při redukci dimenze reálného i simulovaného př́ıznakového prostoru EEG jsem po-

rovnávala analýzu hlavńıch komponent metodou kovariance, kterou jsem implementovala

do programovaćıho prostřed́ı MATLAB, s analýzou hlavńıch komponent metodou sin-

gulárńıho rozkladu, která je originálńı funkćı MATLAB. Použit́ı obou těchto metod vedlo

ke stejným výsledk̊um. Velkou výhodou metody PCA je možnost výpočtu procent za-

chovaných informaćı po redukci dimenźı. Toho jsem využila při porovnáńı redukćı oběma

metodami. Při redukci dimenze reálného př́ıznakového prostoru na 2D prostor z̊ustalo

u obou metod zachováno stejné procento p̊uvodńıch informaćı, u simulovaného prostoru

taktéž. Pro lékaře je velmi d̊uležité zachováńı co největš́ıho procenta p̊uvodńıch informaćı,

v praxi je to většinou 95 %. S podmı́nkou zachováńı 95 % informaćı jsem redukovala reálný

př́ıznakový prostor u obou metod na 12 D a simulovaný na 11 D. U reálného př́ıznakového

prostoru to znamená redukce o 11 dimenźı, tedy o 52 %.
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Analýza hlavńıch komponent metodou kovariance a metodou singulárńıho rozkladu

redukuje reálné i simulované př́ıznakové prostory stejně a zobrazené prostory se shoduj́ı.

Tedy obě metody PCA jsou shodné. Na obrázćıch redukovaných prostor̊u je tř́ıda epilep-

tické aktivity rozdělena do dvou shluk̊u, protože v PDF simulovaného prostoru epileptické

aktivity jsou také vidět dvě špičky.

Zobrazila jsem 2D reálný př́ıznakový prostor redukovaný pomoćı t-SNE. Na obrázku

4.19 jsou jasně vidět oddělené shluky tř́ıd. Tř́ıda fyziologické aktivity obsahovala 19 763

segment̊u, jednalo se tedy o poměrně hustý shluk. Jak bylo uvedeno v metodách, přirozenou

vlastnost́ı t-SNE je to, že rozšǐruje (”zoomuje”) husté clustery. Epileptická aktivita je opět

separována do dvou shluk̊u.

Při zobrazeńı redukovaného simulovaného př́ıznakového prostoru o velikosti 2D pomoćı

t-SNE je jasně vidět pět oddělených shluk̊u odpov́ıdaj́ıćı čtyřem použitým tř́ıdám, přičemž

epileptická aktivita je opět separována do dvou cluster̊u.

Epileptická aktivita tvoř́ı v reálném redukovaném 2D př́ıznakovém prostoru dva shluky

a pravděpodobnostńı hustotńı funkce 15 př́ıznak̊u této tř́ıdy tvoř́ı dva peaky. Z těchto

d̊uvodu se domńıvám, že klasifikaćı epileptické aktivity do dvou tř́ıd by se mohla zlepšit

klasifikace a detekce epileptické aktivity.

Analýza hlavńıch komponent je rychlá a účinná metoda redukce dimenźı. Nicméně je

to metoda lineárńı a jej́ı daľśı nevýhodou je neschopnost účinně opticky separovat shluky

jednotlivých tř́ıd. T-SNE je velice účinná metoda redukce dimenźı v EEG prostoru. Dokáže

opticky separovat všechny shluky, rozšǐruje velmi husté clustery, kde dále hledá vnitřńı

struktury. Jedná se o nelineárńı metodu. Nevýhodou t-SNE je časová náročnost algoritmu

a vyšš́ı nároky na výpočetńı techniku. EEG záznam o velikosti deśıtek tiśıc segment̊u se

může redukovat i několik hodin. Proto neńı vhodný k běžnému použit́ı na ambulantńı

EEG záznamy. Při porovnáńı lineárńı a nelineárńı metody redukce dimenze jsem zjistila,

že mnohem lepš́ı na redukci dimenze v EEG prostoru je nelineárńı metoda t-SNE. Z toho

vyplývá, že segmenty v EEG př́ıznakovém prostoru zřejmě maj́ı mezi sebou nelineárńı
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vztahy. Domńıvám se, že tento algoritmus by se dal využ́ıt jako klasifikátor vysokodimen-

zionálńıch dat.

Tř́ıda fyziologická aktivita reálného př́ıznakového prostoru obsahovala nejvyšš́ı počet

segment̊u a po redukci lineárńı metodou PCA byla klasifikována k-means minimálně

do dvou shluk̊u. Fyziologická aktivita simulovaného př́ıznakového prostoru po redukci

lineárńı metodou PCA vytvořila malý hustý cluster. K-means shluk klasifikoval jako dva.

Metoda redukce dimenze t-SNE rozšǐruje husté shluky, proto simulovaná i reálná fyzi-

ologická aktivita v 2D prostoru zauj́ımá největš́ı procento plochy. Přestože t-SNE dokáže

opticky separovat shluky tř́ıd, k-means fyziologickou tř́ıdu klasifikuje do všech 4 tř́ıd. Je

to zp̊usobeno t́ım, že metoda k-means rozděluje klasifikačńı prostor od středu do přibližně

srovnatelných rozsah̊u.

Algoritmem k-means jsem klasifikovala neredukovaný (23D) reálný a simulovaný př́ı-

znakový prostor. Indexy klasifikace segmentu do určité tř́ıdy jsem poté použila k obarveńı

segment̊u v redukovaném 2D prostoru. Ve všech př́ıpadech byla tř́ıda fyziologické aktivity

klasifikována minimálně do dvou shluk̊u.

Statistické zhodnoceńı klasifikace jsem provedla pomoćı ROC analýzy. U reálného

i simulovaného př́ıznakového prostoru tř́ıdy epileptická aktivita redukovaného pomoćı

PCA dokázal algoritmus k-means označit v́ıce true positive i true negative segment̊u

než u prostoru redukovaném pomoćı t-SNE.

U redukované simulované epileptické aktivity metodu PCA nebyl pomoćı k-means

označen ani jeden segment jako false positive. Následkem toho je specificita klasifikátoru

a jeho pozitivńı prediktivńı hodnota rovna 1. Simulovaná tř́ıda artefakt̊u ze špatné elek-

trody redukovaná pomoćı PCA měla sensitivitu rovnou 1. U tř́ıdy artefakt̊u ze špatné

elektrody a elektromyografických artefakt̊u redukovaných pomoćı t-SNE byla sensitivita

a pozitivńı prediktivńı hodnota nulová.
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Z výsledk̊u klasifikace a jej́ıho statistického zhodnoceńı vyplývá, že metoda k-means

lépe klasifikuje prostor redukovaný PCA než t-SNE. Je to očekávaný výsledek, protože

PCA i k-means jsou metody lineárńı. Nicméně obecně se k-means nehod́ı ke klasifikaci

reálného i simulovaného 2D př́ıznakového prostoru a nejev́ı se ani jako vhodný klasifikátor

na neredukované prostory, protože je možné, že EEG segmenty př́ıznakových prostor̊u

mezi sebou maj́ı nelineárńı vztahy. Řešeńım problému klasifikace by mohlo být využit́ı

jiné metody, např. hustotně založené metody DBSCAN či některé jej́ı modifikace.
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6 Závěr

Ćılem práce mé práce bylo redukovat dimenze př́ıznakového prostoru EEG a extraho-

vat nové informace z př́ıznakového prostoru EEG záznamu 10 pacient̊u s podezřeńım

na epilepsii. Na jej́ım začátku jsem analyzovala metody redukćı dimenźı a současný stav

této problematiky. Jako vhodné metody redukce dimenze v EEG prostoru jsem zvolila

analýzu hlavńıch komponent (PCA), jako zástupce lineárńıch metod, a t-distributed Sto-

chastic Neighbor Embedding (t-SNE), jako zástupce nelineárńıch metod. PCA metodou

kovariance jsem implementovala do programovaćıho prostřed́ı MATLAB.

Z porovnáńı boxplotových graf̊u všech tř́ıd čistých a simulovaných segment̊u je patrné,

že šum nejv́ıce ovlivňuje př́ıznak Hjort̊uv parametr aktivity. Medián tohoto př́ıznaku je

všech tř́ıd čistých segment̊u zřetelně vyšš́ı (minimálně o 23 %) než u zašumělých segment̊u.

Dále šum výrazně ovlivňuje př́ıznak FFT hodnota v 2. části alfa frekvenčńıho pásma

(10,5 - 12,5 Hz) a FFT hodnota v sigma frekvenčńım pásmu (18 - 29 Hz).

Z výsledk̊u mé práce dále vyplývá, že je vhodněǰśı klasifikovat epileptickou aktivitu

do dvou tř́ıd, protože v reálném př́ıznakovém prostoru tvoř́ı dva velmi mı́rně se proĺınaj́ıćı

shluky a křivka pravděpodobnostńı hustotńı funkce 15 př́ıznak̊u z 23 tvoř́ı dvě špičky.

Na základě analýzy reálného př́ıznakového prostoru jsme spolu s Ing. Markem Pio-

reckým, Ing. Václavou Pioreckou, doc. Ing. Vladimı́rem Krajčou, CSc. a Ing. Vlastimi-

lem Koudelkou, Ph.D. vyvinuli algoritmus na simulaci tohoto prostoru. Tento algoritmus

jsme implementovali do programového prostřed́ı MATLAB. Výsledky naš́ı práce budou

předneseny na konferenci World Congress on Medical Physics and Biomedical Engineering

2018 v Praze a bude publikován článek Simulation, modification and dimension reduction

of EEG feature space.

PCA a t-SNE metoda redukce dimenze byla ověřena na simulovaných a reálných EEG

př́ıznaćıch. Při porovnáńı lineárńı a nelineárńı metody redukce dimenze jsem zjistila, že
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mnohem lepš́ı na redukci dimenze v EEG prostoru je nelineárńı metoda t-SNE. Z toho

vyplývá, že segmenty v EEG př́ıznakovém maj́ı mezi sebou nelineárńı vztahy.

Z výsledk̊u klasifikace redukovaných i neredukovaných reálných i simulovaných př́ızna-

kových prostor̊u a jejich statistického zhodnoceńı vyplývá, že metoda k-means se nehod́ı

ke klasifikaci 2D př́ıznakového prostoru a nejev́ı se ani jako vhodný algoritmus na klasifi-

kaci neredukovaných EEG prostor̊u. Řešeńım tohoto problému by mohlo být využit́ı jiné

metody klasifikace, např. hustotně založené metody DBSCAN či některé jej́ı modifikace.
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Použitá literatura

[1] Lan, T.; Erdogmus, D.; Black, L.; aj.: A comparison of different dimensionality re-

duction and feature selection methods for single trial ERP detection. In 2010 Annual

International Conference of the IEEE Engineering in Medicine and Biology, IEEE,

2010, ISBN 978-1-4244-4123-5, s. 6329–6332, doi:10.1109/IEMBS.2010.5627642. Do-
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USA, ročńık 51, č. 52, 2002: str. 65.

73

http://link.springer.com/10.1007/978-3-319-44188-7_7
http://linkinghub.elsevier.com/retrieve/pii/S0010482517300185
http://linkinghub.elsevier.com/retrieve/pii/S0010482517300185
https://onlinelibrary.wiley.com/doi/pdf/10.1111/sjos.12255
https://onlinelibrary.wiley.com/doi/pdf/10.1111/sjos.12255
https://onlinelibrary.wiley.com/doi/abs/10.1111/sjos.12255
https://onlinelibrary.wiley.com/doi/abs/10.1111/sjos.12255
https://www.mathworks.com/help/stats/pca.html
https://www.mathworks.com/help/stats/pca.html
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03-31]. Dostupné z: https://en.wikipedia.org/wiki/K-means_clustering

[28] Fawcett, T.: An introduction to ROC analysis. Pattern Recognition Letters, ročńık 27,
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[32] Piorecký, M.: Automatická klasifikace EEG segment̊u metodou DBSCAN. Diplomová
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Abstract. An automate classification of EEG time segments is fre-
quently used technique across many neuro-scientific fields. Generally,
segment classification results in labeled EEG time segments (e.g. phys-
iological brain activity, epileptic activity, muscle artifacts or electrode
artifacts). However, currently used methods are usually tested on arti-
ficial surrogate data and more general validation approach is needed.
Here, a generalized statistical model of commonly used discriminating
features obtained from real EEG data is presented for the first time.
Multivariate probability density functions (PDFs) of classes are fitted
on more than twenty thousand of testing segments from human EEG.
An unique testing set is designed using a recent non-linear dimension re-
duction technique. Parametric and non-parametric PDF estimators are
applied and compared in sense of feature space model.

Keywords: EEG, dimension reduction, feature space

1 Introduction

Electroencephalography (EEG) is most commonly used method of examining
of the electric brain activity. Records are examined in the time and frequency
domain [4]. Signal preprocessing and automatic segmentation and classification
help expert to recognize the pathological segments in EEG records [7].

Adaptive segmentation creates segments containing one kind of characteristic
waveform and so it helps to make the classification easier [10, 6].

Features are counted for each segment of the EEG record. EEG segments are
classified into the same classes based on similarity of their features.

There are many features, some of them are typically used to determine con-
cretely waveform [4, 8].

Automatic methods were used for the classification of segments as well as
learning methods, which required user’s intervention [4]. Generally, learning
methods require usage of etalons, which describe the typical content of the class.

Dimension reduction helps to speed up the data processing and brings a new
perspective on them.
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Principal component analysis (PCA) is one of most commonly used linear
method, which can be applied on EEG. t-Distributed Stochastic Neighbor Em-
bedding (tSNE) is a nonlinear method, which constructs a probability distribu-
tion over pairs of high-dimensional objects in such way that high probability is
assigned to similar objects, while low probability is connected with dissimilar
points [9].

2 Methods

2.1 Data

The data comes from the measurement of patients from Bulovka Hospital in
Prague. The data was recorded by using the Brain-Quick (Micromed). It was
obtained on the basis of the project proposal, which was approved by the ethics
committee of Bulovka Hospital on June 28 2011. These are clinical examinations
lasted from 15 to 40 minutes. Test data were measured on patients who had been
diagnosed with suspected epilepsy disease. Patients were 6 men and 4 women
aged between 26 and 60 years.

2.2 Segmentation

Our software in C++ and Matlab R2015a were used to process the data. The
sampling frequency in the record was 128 Hz. The filter was set on a bandpass
(0.4 Hz and 70 Hz). Computational operations were applied in the average mon-
tage. We used an adaptive estimation of mean value described by Grießbach [3].
Multichannel adaptive segmentation [10] was used after the filtration. The Varri’s
adaptive segmentation method is based on two joint windows sliding along the
signal and detecting local maxima in the total difference if the measurement
calculated from the amplitude and the frequency difference (eqs. in [10, 6]). The
adaptive segmentation is simultaneously processed for all the channels.

Adaptive segmentation parameters were: the window length - 128 samples,
the window length for local maxima identification - 30 samples, the moving step
of the two connected windows - 1 sample, minimum segment length - 70 samples.
The fluctuation eliminating threshold varied from patient to patient.

2.3 Features

23 features based on time and frequency domain were used in practice. The
features were: (1) signal variability, (2) maximal positive and (3) negative value
(amplitude) in segment, delta (4, 5) band as square root of power spectral density
(PSD) in band 0.5 Hz − 2.0 Hz as delta 1 and 2.0 Hz − 3.5 Hz as delta 2. The
same partition was in (6, 7) theta (4.0 Hz − 6.0 Hz, 6.0 Hz − 7.5 Hz) and (8,
9) alpha (8.0 Hz − 10.5 Hz, 10.5 Hz − 12.5 Hz) band. Sigma (10) was in 18.0
Hz − 29.0 Hz and beta (11) in 13.5 Hz − 29.0 Hz. To estimate the spectrum
was used Welch method [11] of averaged modified periodograms instead of single

78



B PUBLIKOVANÝ ČLÁNEK
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periodogram (by FFT) to get a better estimation of the spectra. Next features
were maximum of the first (12) and second derivation (13), medium frequency
(14), medium of the first (15) and second derivation (16), Hjorths parameter
[8]: mobility (17), complexity (18) and activity (19), length of the curve (20),
nonlinear energy (21), number of the passes by zero (22) and the maximum peak
frequency in the spectrum (23). [4, 5].

2.4 Training set development

We obtained 23D space after feature computation. The goal is to separate four
classes distributed within the feature space: physiological activity (PHYSIO),
epileptic activity (EPI), EMG artifacts (EMG) and wrong electrode contact
artifacts (WRONGEL), see Fig. 1.

Fig. 1. A sample of segments of each created class, from the top: epilepsy activity,
EMG artifacts, physiological activity and wrong electrode contact.

At first, a homogenous cluster was selected by using DBSCAN and k-means
algorithm. Further processing can be summarized in following 4 points [12, 7]:

1. When DBSCAN ranked point (segment described by 23 features) as a center
in the specific cluster and the k-means included this segment near the center
of the same cluster, the segment was selected as a representative of that
cluster (class).

2. Classes across patients and across measurements were merged and created
one big class of specific segments of EEG signal.

3. The expert discarded segments whose character did not match the specific
class.

4. Final classified dataset consisted of 335 segments of EMG, 1239 EMG and
noise, 2200 epileptic activity, 17390 physiological activity, 19763 physiologi-
cal activity with noise, 495 wrong electrode contact segments. The dataset
with noise was created for realistic simulation feature space of EEG.

Pleas note that each feature was normalized by its minimum and maximum
values within each class. We had to use normalization was necessary to use
because of the different ranges of the original features.
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2.5 Training set validation

At first, a linear PCA method based on singular-value decomposition was applied
to visually inspect testing dataset in two dimensional space, see Fig. 2.

Since PCA method was sufficient for our purpose, we further investigated
tSNE dimension reduction technique in order to depict the data structure. tSNE
is a non-linear projection technique developed by van Maaten and Hinton [9].
2D space was created by using parameters of tSNE: perplexity = 30 and initial
dimension = 23.

Fig. 2. EEG feature space reduced by the nonlinear and linear method. Left: Feature
space after tSNE dimension reduction, 700 iteration steps. Right: Reduced space after
PCA. Axes are modified features by dimension reduction.

Fig. 3. Left: fitted kernel distribution on segments of epilepsy activity of feature 20
(white circles) and histogram shows the distribution of randomly generated dataset
from the fitted function (dark bars); Right: Fitted kernel distribution on EMG artifacts,
epilepsy and physiological activity and wrong electrode contacts segments.

2.6 Feature space modeling

In order to show all feature distributions, we calculated and depicted BOX plots.
This is a standard approach to data analysis in EEG studies [1, 2]. Based on
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tSNE map, data points lying out of the interquartile span were rejected from
the training set. The cleaned dataset was than used in fitting the PDF function.
Both normal distribution and kernel density estimator were fitted to the training
set. Finally, obtained probability distributions (kernel and normal) were used to
simulate general feature space.

3 Resuts and Discussion

The investigated EEG segments were randomly selected from various datasets,
subjects, and events (e.g. EPI, PHYSIO, EMG, etc.). This way an appropriate
generalization of the model could be obtained.

Physiological activity has the most outliers, see Fig. 4. More segments with a
wider range of the features (e.g. freq. wave spectrum) are assigned to the physi-
ological activity. Medium frequency and second derivation features separate well
physiological activity and EMG artifacts. Hjorth parameter activity effectively
isolates Epilepsy from all others classes, see Fig. 4.

Fig. 4. Boxplot shows the distribution of features. The bottom and top of the box are
the first and third quartiles, and the band inside the box is the second quartile - the
median. The ends of the whiskers are the minimum and maximum of all of the data.
Red markers represent outliers.

Nonlinear methods create 2D feature space separated from clusters created
separable classes. From this point of view, DBSCAN seems to be a better option
(opposite k-means) as it is able to distinguish interlacing clusters. Physiologi-
cal segments match normal distribution, see Fig. 3. Kernel distribution has 2
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local maximum in EMG class, Epilepsy class and wrong electrode class, see Fig.
3. There are two possibilities to use the simulation. Interquartile span enables
its users to create clear etalons for learning classifiers. The use of the entire
span offers the creation of an infinite number of segments that can be used as
a simulated realistic feature space to test algorithms. The user can simulate
any number of segments of the selected activity. In the case of simulation of
the ”whole record” (all classes at once), the recommended ratio of classes is
1:14:6:242 - EMG:EPI:WRONGEL:PHYSIO.

We assume that EEG records contain also noise from the recording device.
In order to compare data across the device, it was appropriate to deduce general
technical noise. General noise was subtracted from each feature. In our case
segment white noise (power 75%) was of the same length as EEG segment.

4 Conclusion

A methodology for simulation feature space has been developed. The database
of physiological, epileptic and artifact segments was created together with this
work. Segments database offers the possibility to examine other features. We
assume that nonlinear methods are better for examining EEG space dimension
reduction as they maintain segments class separability. The simulation of feature
space is needed to test the effectiveness of the selected features and to verify the
classification methods. The Kernel distribution could be used for simulation
EMG and Epileptic activity feature space because we do not want to suppress
the second local maximum that occurs in this activity.
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