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Abstract
Home health care scheduling problem is a task from the NP hard complexity class that

combines aspects of both travelling salesman problem and nurse rostering problem. The goal
is to create individual schedules for medical assistants that perform demanded services in
the client's home environment while also considering any potential constraints.

The aim of this master's thesis is to analyze the problem and to design and implement
an algorithm that �nds a suboptimal schedule for given input data. The services may also be
speci�ed in a �exible way by a time window, or can have certain constraints (soft or hard).
The solution is found by a two-phase algorithm that initially creates a partial schedule for
all assistants and subsequently iteratively improves it by applying two types of heuristics
(insertion and removal). During the designing of the algorithm, an emphasis was put on
its extensibility, easy con�gurability and independence of all individual components, which
facilitates any potential changes, such as altering the objective function or using di�erent
heuristics for schedule improvement. Benchmarking of the e�ciency of the algorithm was
measured on a set of both real and generated instances and the usability of the individual
heuristics was evaluated based on analysis of the results.

Keywords: Home care, scheduling, NP hard, heuristics

Abstrakt
Problém rozvrhování domácí pé£e je úlohou ze t°ídy NP hard problém·, která kombinuje

aspekty problému obchodního cestujícího a plánování sm¥n zdravotních sester, známý jako
nurse rostering problem. Cílem je vytvo°it rozvrhy pro zdravotní asistenty, kte°í vykonávají
objednanou pé£i v domácím prost°edí klient·, se zohledn¥ním p°ípadných omezení.

Cílem této diplomové práce je provést analýzu problému a navrhnout a implementovat
algoritmus, který najde suboptimální rozvrh pro daná vstupní data. Objednané asistence
mohou být navíc zadány �exibiln¥ pomocí £asového okna, nebo mohou mít ur£itá omezení
(soft constraints £i hard constraints). �e²ení je hledáno dvoufázovým algoritmem, který
nejprve vytvo°í £áste£ný rozvrh pro v²echny sestry a následn¥ jej iterativn¥ vylep²uje pomocí
dvou typ· heuristik (insertion a removal). P°i návrhu algoritmu byl kladen velký d·raz na
roz²i°itelnost, snadnou kon�guraci a nezávislost jednotlivých komponent, díky £emuº jej lze
velice jednodu²e upravovat, nap°íklad zm¥nit kriteriální funkci nebo pouºít jiné heuristiky
pro hledání výsledného rozvrhu. M¥°ení efektivity algoritmu prob¥hlo na °ad¥ reálných i
generovaných dat a na základ¥ analýzy výsledk· byla vyhodnocena vyuºitelnost pouºitých
heuristik.

Klí£ová slova: Domácí pé£e, rozvrhování, NP hard, heuristiky
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Kapitola 1

Úvod

Stárnutí populace, spo£ívající ve zvy²ování podílu starých lidí v populaci, je demogra�cký
jev, se kterým se v sou£asné chvíli potýkají vysp¥lé státy v Evrop¥ i ve zbytku sv¥ta. Tento
fenomén souvisí s demogra�ckými zm¥nami, mezi které pat°í zejména pokles úmrtnosti,
porodnosti a zvy²ování st°ední délky ºivota [43], a má mnoho ekonomických a sociálních
implikací. Podle �eského statistického ú°adu byl v �R v roce 2016 mediánový v¥k 41,5 let,
coº p°edstavuje od roku 2000 nár·st o 4,2 roky a podíl obyvatel star²ích 65 let byl 18,3% [44],
p°i£emº v budoucnosti je o£ekáván je²t¥ dal²í nár·st t¥chto hodnot.

Jedním z d·sledk· tohoto jevu je zvy²ování nárok· na zdravotní pé£i. Její vykonávání
v²ak jiº není limitováno pouze na nemocnice a zdravotnická za°ízení. V posledních letech
se pom¥rn¥ výrazn¥ rozr·stá sektor domácí pé£e [27], kdy pacienti z·stávají v domácím
prost°edí a zdravotní asistenti za nimi dojíºd¥jí a vykonávají pot°ebnou pé£i na míst¥. �as-
tým p°ípadem vyuºití je nap°íklad paliativní pé£e, tedy pé£e o (v¥t²inou) star²í pacienty s
nevylé£itelnou nemocí v terminálním stádiu, nicmén¥ senio°i nejsou jedinými klienty; £asto
tuto sluºbu vyuºívají také osoby se zdravotním postiºením. Jednou z hlavních výhod tohoto
zp·sobu pé£e o nemocné pacienty je psychologický aspekt, který je d·leºitý zejména práv¥
pro seniory, kte°í £asto preferují pobyt v domácím prost°edí s rodinou, p°i£emº kvali�kované
úkony provád¥jí dojíºd¥jící sestry.

Typy pé£e se li²í na základ¥ pot°eb pacienta. Pro n¥která speciální o²et°ení je pot°eba
p°ítomnost sestry s ur£itými kvali�kacemi £i certi�kací; v jiných p°ípadech je pacientem vy-
ºadována konkrétní sestra £i jedna z vybraných sester. Tak je tomu £asto u star²ích osob,
kte°í pé£i objednávají pravideln¥ a jsou zvyklí na konkrétní asistenty, kte°í k nim dojíºd¥jí.
Asistence mohou být objednány na konkrétní £as, nebo mohou být zadány voln¥ji pomocí
£asového okna � nap°íklad dvouhodinová asistence, která m·ºe být provedena kdykoliv mezi
8:00 a 15:00. Z pohledu zdravotních sester je t°eba splnit smluvený pracovní úvazek a re�ek-
tovat vybrané dny volna a dovolené. A jelikoº pé£e o pacienty není vykonávána na jednom
konkrétním míst¥, jak je tomu v p°ípad¥ hospitalizace, je do pracovní doby zdravotního asi-
stenta t°eba zapo£ítat také p°esun mezi jednotlivými klienty, ke kterým asistent v daný den
jede.

Problematika rozvrhování domácí pé£e se zabývá tvorbou rozvrhu pro zdravotní asistenty
na základ¥ jejich dostupnosti a asistencí objednaných jednotlivými klienty. Tento rozvrh po-
pisuje p°i°azení objednaných asistencí zdravotním sestrám v konkrétní £as a popisuje po°adí
klient·, za kterými bude sestra v daný den cestovat. P°ípadné speciální pot°eby klient· jsou

1



KAPITOLA 1. ÚVOD

vyjád°eny formou omezení, která mohou být poru²itelná (soft constraints), £i neporu²itelná
(hard constraints). Kvalita výsledného rozvrhu je posuzována na základ¥ n¥kolika r·zných
kritérií, mezi které pat°í po£et p°i°azených asistencí, po£et poru²ených soft constraints £i
efektivita vyuºití pracovní doby sestry (tj. doba, kdy daná sestra vykonává pé£i u klienta
nebo je na cest¥ ke klientovi).

Samotný proces tvorby výsledného rozvrhu je v²ak náro£ný, jelikoº problém rozvrhování
domácí pé£e zahrnuje dva podproblémy ze t°ídy NP hard � nurse rostering problem (NRP)
a vehicle routing problem with time windows (VRPTW), který je roz²í°ením problému ob-
chodního cestujícího (TSP). Z toho d·vodu není moºné °e²it tento problém pomocí exaktních
algoritm·, které hledají optimální rozvrh; místo toho je vhodné zvolit heuristický p°ístup,
kterým bude vytvo°en suboptimální rozvrh.

Cílem této práce je provést analýzu problému a stávajících °e²ení a implementovat al-
goritmus pro °e²ení problému rozvrhování domácí pé£e. Navrºený algoritmus je rozd¥len
do dvou fází � v první fázi je vytvo°en po£áte£ní, £áste£ný rozvrh a seznam nep°i°azených
asistencí a ve druhé fázi je tento rozvrh iterativn¥ vylep²ován za cílem dosaºení lep²í hod-
noty kriteriální funkce. Druhá £ást algoritmu je inspirována metaheuristikou ALNS (adaptive
large neighborhood search [22]), která vyuºívá dvou typ· heuristických metod � odebírání ne-
vhodn¥ umíst¥ných asistencí z rozvrhu a p°idávání nových asistencí ze seznamu nep°i°azených
do rozvrhu. Pro posouzení efektivity algoritmu je provedena analýza výsledk· r·zných typ·
implementovaných heuristik na r·zných mnoºinách vstupních dat a dosaºené výsledky jsou
porovnány s literaturou.

Struktura této práce je následující: v kapitole 2 je p°edstaven a formalizován °e²ený
problém spolu s analýzou jeho sloºitosti a obecných p°ístup· k °e²ení problém· ze t°ídy
NP hard. Kapitola 3 je zam¥°ena na re²er²i konkrétních p°ístup· pro °e²ení problému roz-
vrhování domácí pé£e v literatu°e a vyhodnocení jejich efektivity. Návrhem frameworku pro
°e²ení p°edstaveného problému, který je následn¥ pouºit pro implementaci vlastního algo-
ritmu, se zabývá kapitola 4; samotná implementace je popsána v kapitole 5. Popis testovací
strategie a typ· implementovaných test· pro ov¥°ení správnosti navrºeného konceptu je ob-
saºen v kapitole 6. Kapitola 7 se v¥nuje analýze výsledk· experiment· pro m¥°ení efektivity
algoritmu na mnoºinách generovaných a reálných dat. Nakonec, v kapitole 8 je provedena
diskuse dosaºených výsledk· a pouºitelnosti algoritmu spolu s r·znými moºnostmi budoucí
práce.
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Kapitola 2

Analýza

2.1 De�nice problému

Cílem této práce je navrhnout algoritmus pro zdravotnickou �rmu poskytující domácí
pé£i (HHC � home health care), jenº by m¥l slouºit k efektivnímu rozvrhování sm¥n pro
zdravotnické asistenty (dále také sestry).

Sm¥ny jsou plánovány na následující m¥síc, tvorba rozvrhu tedy probíhá typicky na konci
m¥síce a v sou£asné chvíli je provád¥na ru£n¥. P°ed za£átkem období obdrºí �rma poºadavky
od klient· speci�kující datum, poºadovaný typ pé£e a £as, kdy má být vykonávána. Krom¥
klientských poºadavk· je také známa £asová dostupnost zdravotních sester � ta je ur£ena
typem úvazku, ale nemusí být totoºná pro kaºdé plánovací období, jelikoº re�ektuje nap°íklad
£erpání dovolené £i jiný typ volna.

Klientské poºadavky obsahují n¥kolik typ· informací. Nejd·leºit¥j²í z nich je doba asi-
stence - ta je bu¤ �xní (nap°. 8:00 � 12:00), nebo klouzavá, tedy zadána pomocí £asového
okna (nap°. dvouhodinová pé£e kdykoliv mezi 10:00 a 17:00); n¥kte°í klienti ale také vyu-
ºívají asistenty pouze na doprovod k léka°i. Po£et poºadavk· na den není nijak omezen a
v praxi se £asto stává, ºe si klient objedná nesouvislou pé£i ve stejný den na dopoledne i
odpoledne.

V n¥kterých p°ípadech m·ºe pé£e o klienta vyºadovat speci�cké dovednosti; takovou asi-
stenci pak mohou provád¥t jen n¥které zdravotní sestry, které mají poºadovanou kvali�kaci.
�asto je také preferováno (nikoliv v²ak vyºadováno), aby dostával klient p°i°azeného stejného
asistenta jako v minulosti z d·vodu osobních preferencí.

D·leºitým aspektem je doba p°ejezdu mezi jednotlivými klienty £i bydli²t¥m asistenta,
která nem·ºe být v reálném prost°edí zanedbána. Dv¥ asistence po sob¥ nemohou být p°i°a-
zeny stejnému asistentovi, pokud by byla doba p°esunu od jednoho klienta k druhému del²í,
neº doba mezi koncem první sm¥ny a za£átkem druhé. V sou£asné chvíli je snahou, aby byly
p°esuny p°i tvorb¥ rozvrh· co nejmen²í a aby sestra jezdila za klienty z okolí jejího bydli²t¥.

Vzhledem k povaze problému nelze povaºovat za jediné p°ípustné °e²ení takový rozvrh,
který p°i°adí zdravotním sestrám v²echny objednané asistence, jelikoº vstupní data nezaru-
£ují, ºe bude v kaºdou chvíli k dispozici dostate£ný po£et sester a ºe mohou být spln¥na
v²echna omezení, jako nap°. poºadovaná kvali�kace. Z toho d·vodu musí být algoritmus
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schopen vytvo°it i £áste£ný rozvrh, kde budou p°i°azeny pouze n¥které asistence, které ne-
poru²ují ºádnou z nutných podmínek. Ostatní asistence, které nelze p°i°adit bez poru²ení
takových omezení budou zaznamenány jako nep°i°aditelné. Tato data mohou být následn¥
dále analyzována a na jejich základ¥ m·ºe dojít k úprav¥ údaj· � nap°íklad ke zkrácení
n¥kterých asistencí po komunikaci s klientem, k prodlouºení sm¥ny sestry, k odebrání n¥-
kterých omezení apod. Preferovaným (optimálním) výsledkem je v²ak pochopiteln¥ rozvrh,
který maximalizuje po£et p°i°azených sm¥n a minimalizuje po£et poru²ených omezení.

P°i návrhu algoritmu je d·leºitý d·raz na jeho modi�kovatelnost a schopnost adaptace p°i
zm¥n¥ podmínek � nap°íklad je moºné, ºe v budoucnu vyvstanou nová omezení £i preference.
Algoritmus by m¥l být p°ipraven na takové situace a integrace t¥chto zm¥n by m¥la být
snadná bez nutnosti v¥t²ího zásahu. Modulární návrh je tedy z tohoto hlediska velice d·leºitý.

2.2 Formalizace problému

Pro exaktní popis problému bude v této práci vyuºito formulace omezení a invariant po-
mocí soustavy lineárních rovnic a nerovnic, coº je technika, která je pouºívána nap°íklad pro
programování s omezujícími podmínkami (CP � constraint programming) nebo celo£íselné
lineární programování (ILP � integer linear programming). Oba tyto p°ístupy jsou p°íkla-
dem deklarativního programování, coº je paradigma, které se soust°edí na popis °e²eného
problému a ne na zp·sob jeho °e²ení, jak je tomu u imperativního zp·sobu programování.
Obecn¥, lineární programování (LP) umoº¬uje formalizovat problém jako soustavu lineár-
ních rovnic a nerovnic, p°i£emº hodnoty prom¥nných mohou mít libovolné hodnoty z oboru
reálných £ísel. Pokud je jejich de�ni£ní obor omezen, je moºné LP dále rozd¥lit na celo£í-
selné lineární programování, kdy jsou v²echny pouºité prom¥nné celá £ísla, nebo smí²ené
lineární programování (MILP � mixed integer linear programming), kdy mohou být de�ni£-
ním oborem prom¥nných jak celá, tak reálná £ísla. Problém rozvrhování domácí pé£e m·ºe
být alternativn¥ formulován vytvo°ením soustavy lineárních rovnic a nerovnic, popisující
jednotlivá pravidla a omezení, a de�nicí ú£elové funkce, vyjad°ující kritérium, které má být
optimalizováno (nap°. minimalizace nep°i°azených asistencí, minimalizace doby, kdy sestra
není u klienta ani na cest¥ apod.) [13].

Omezení pro úlohu rozvrhování domácí pé£e (HHCS ) lze rozd¥lit do dvou skupin � hard
constraints a soft constraints. Hard constraints jsou taková omezení, která musí být spl-
n¥na pro kaºdý výsledný model rozvrhu � pokud by bylo n¥které z nich poru²eno, je model
povaºován za nesplnitelný (infeasible) [3]. Do této skupiny omezení pat°í nap°íklad nutná
specializace sestry pro provedení asistence, minimální doba p°ejezdu mezi dv¥ma místy nebo
nep°ekro£ení za£átku a konce dostupnosti dané sestry.

Soft constraints vyjad°ují spí²e ideální hodnoty, kterých by m¥lo být dosaºeno, neº ome-
zení. Výsledný rozvrh m·ºe být povaºován za validní (feasible), p°estoºe do²lo k poru²ení
n¥kterých soft constraints, nicmén¥ pokud se dva validní rozvrhy budou li²it pouze po£tem
t¥chto poru²ených omezení, je povaºován za lep²í ten rozvrh, který jich poru²uje mén¥. Ta-
kového chování lze dosáhnout zavedením penaliza£ních konstant pro kaºdé z t¥chto omezení.
Pro výsledný model je pak vypo£ítáno, která omezení jsou poru²ena, a suma penaliza£-
ních konstant pro poru²ená omezení je sou£ástí ú£elové funkce. Kon�gurací t¥chto konstant
lze také rozli²it závaºnost poru²ení jednotlivých soft constraints � pokud by bylo poru²ení
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Tabulka 2.1: Seznam pouºitých parametr·

Parametr De�ni£ní obor Popis
N N ∈ N Mnoºina asistent· (sester)
C C ∈ N Mnoºina klient·
J J ∈ N Mnoºina objednaných asistencí
jnstart jnstart ∈ J ;n ∈ N Pomocná asistence, první vrchol cesty asistenta n ∈ N
jnend jnstart ∈ J ;n ∈ N Pomocná asistence, poslední vrchol cesty asistenta n ∈ N
sj sj ∈ N; j ∈ J Za£átek £asového okna asistence j ∈ J 1

ej ej ∈ N; j ∈ J Konec £asového okna asistence j ∈ J 1

lj lj ∈ N; j ∈ J Délka £asového okna asistence j ∈ J
S S ∈ N Mnoºina soft constraints
ps ps ∈ Z; s ∈ S Penalizace za poru²ení omezení s ∈ S
pu pu ∈ Z Penalizace za nep°i°azenou asistenci
di,j di,j ∈ N; i, j ∈ J Doba cesty mezi asistencemi i, j ∈ J
wn
s wn

s ∈ N;n ∈ N Za£átek dostupnosti asistenta n ∈ N
wn
e wn

e ∈ N;n ∈ N Konec dostupnosti asistenta n ∈ N

Tabulka 2.2: Seznam pouºitých prom¥nných

Prom¥nná De�ni£ní obor Popis

vjs
vjs ∈ {0, 1}
s ∈ S, j ∈ J

{
1, pokud je omezení s ∈ S poru²eno pro asistence j ∈ J
0, jinak

xni,j
xni,j ∈ {0, 1}
n ∈ N , i, j ∈ J

{
1, pokud je asistence j ∈ J p°i°azena práv¥ p°ed i ∈ J
0, jinak

nj
nj ∈ {0, 1}
j ∈ J

{
1, pokud asistence j ∈ J není p°i°azena

0, jinak

ynj
ynj ∈ N
n ∈ N , j ∈ J �as, kdy sestra n ∈ N za£ne vykonávat asistenci j ∈ J

omezení c1 závaºn¥j²í neº poru²ení omezení c2, musí pak platit p1 > p2, kde p1 a p2 jsou
penaliza£ní konstanty pro c1, respektive c2.

V tabulce 2.1 je popsán seznam parametr·, které popisují vstupní data, de�nice prom¥n-
ných pak v tabulce 2.2. Vytvo°ený model popisuje p°i°azení objednaných asistencí sestrám
v jeden konkrétní den � je tedy pouze £ástí celkového modelu. Jelikoº jsou v²ak rozvrhy pro
jednotlivé dny disjunktní mnoºiny, je moºné model pro celé plánovací období dekomponovat
na dny, pro které sta£í pouze m¥nit p°íslu²né parametry (objednané asistence, dostupnost
sester apod.). D·vodem pro takovou dekompozici je zejména zvý²ení p°ehlednosti rovnic a
nerovnic � mnoho z nich by pro celkový model obsahovala navíc sumu p°es v²echny dny,
jelikoº vybrané parametry by m¥ly o index více (vyjad°ující den). Mezi takové parametry
pat°í nap°. objednané asistence, jejich délka, za£átek a konec dostupnosti sester apod.

1Za£átek a konec £asového okna m·ºe být reprezentován nap°íklad jako po£et minut od p·lnoci daného
dne. V takové podob¥ lze pak s t¥mito parametry zacházet jako s £ísly a aplikovat na n¥ standardní aritmetické
operace.
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Model dále také popisuje mnoºinu nep°i°azených asistencí, zaji²´uje dodrºování hard con-
straints a minimalizuje penalizaci za poru²ené soft constraints. Formulace problému vypadá
následovn¥:

min(
∑

j∈J

∑
s∈S

vjs · pi) +
∑

j∈J
uj · pu (2.1)

Rovnice 2.1 popisuje ú£elovou funkci. První £ást udává celkovou penalizaci modelu za
poru²ené soft constraints, pro kaºdou asistenci je p°i£tena hodnota penaliza£ní konstanty pro
kaºdé poru²ené omezení. Druhá £ást rovnice vyjad°uje penalizaci za nep°i°azené asistence.

(
∑

n∈N

∑
i∈J

xni,j) + uj = 1 , ∀j ∈ J (2.2)

ynjnstart = wn
s ,∀n ∈ N (2.3)

∑
j∈J

xnjnstart,j = 1 ,∀n ∈ N (2.4)

∑
i∈J

xni,jnend
= 1 ,∀n ∈ N (2.5)

di,jnend
= 0 ,∀i ∈ J , ∀n ∈ N (2.6)

∑
j∈J

xnj,i =
∑

j∈J
xni,j ,∀i ∈ J \ {jnstart, jnend}, ∀n ∈ N (2.7)

(
∑

i∈J
xni,j · ynj ) ≥ wn

s ,∀n ∈ N , ∀j ∈ J (2.8)

(
∑

j∈J
xni,j · yni ) + li ≤ wn

e , ∀n ∈ N ,∀i ∈ J (2.9)

(
∑

i∈J
xni,j · ynj ) + lj ≤ (

∑
k∈J

xnj,k · (yk + dj,k)) ,∀n ∈ N ,∀j ∈ J (2.10)

Fakt, ºe je kaºdá asistence p°i°azena práv¥ jednou n¥které sest°e, nebo je v mnoºin¥
nep°i°azených asistencí, zaji²´uje rovnice 2.2. Prom¥nná xni,j slouºí ke dv¥ma ú£el·m � v
první °ad¥ udává po°adí asistencí pro danou sestru, lze ji v²ak také vyuºít jako indikátor,
zda je n¥která asistence p°i°azena, nebo ne. Hodnota výrazu

∑
n∈N

∑
i∈J xni,j vyjad°uje,

zda existuje sestra n, která má p°i°azenou asistenci j po n¥jaké jiné asistenci i. Kaºdou
asistenci j ∈ J lze totiº také vnímat jako vrchol orientovaného grafu, p°i£emº mnoºina
J obsahuje také pomocné asistence jnstart a jnend, které reprezentují po£áte£ní a kone£ný
vrchol cesty grafem pro sestru n. Tato cesta popisuje posloupnost asistencí, které sestra
v daný den vykoná. Jelikoº se sestra na za£átku pracovní doby nachází na adrese svého
bydli²t¥, musí platit rovnice 2.3, 2.4 (pomocná asistence jnstart je p°i°azena práv¥ p°ed jednou
jinou asistencí), 2.5 (pomocná asistence jnend je p°i°azena práv¥ po jedné jiné asistenci). Na
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konci pracovní doby se sestra nemusí nacházet na adrese svého bydli²t¥, tedy konec poslední
p°i°azené asistence m·ºe být roven konci dostupnosti sestry (wn

e ). Toto pravidlo je pokryto
rovnicí 2.6.

Rovnice 2.7 zaji²´uje, ºe do kaºdého vrcholu cesty povede práv¥ jedna vstupní a práv¥
jedna výstupní hrana. Jelikoº asistent nemusí kon£it v míst¥ svého bydli²t¥, neplatí toto
omezení pro pomocné asistence jnstart a jnend.

Dal²í dv¥ nerovnice zaru£ují, ºe ºádná asistence nebude p°i°azena sest°e n ∈ N d°íve, neº
za£íná její dostupnost (2.8), nebo pozd¥ji, neº kon£í její dostupnost (2.9). Nakonec, nerovnice
2.10 o²et°uje korektní re�exi dojezdových vzdáleností � pokud jsou jedné sest°e p°i°azeny
dv¥ asistence j1 a j2 za sebou, musí být sou£et konce j1 a dojezdové vzdálenosti d1,2 men²í
nebo roven za£átku asistence j2. Jelikoº v prom¥nných modelu není explicitn¥ ukládán konec
p°i°azené asistence, je dopo£ítán jako za£átek asistence plus její délka.

2.3 Modelový p°íklad

Pro lep²í ilustraci problému zde bude formulován minimalistický modelový p°íklad, který
bude demonstrovat v²echny poºadavky problému rozvrhování domácí pé£e zmín¥né v kapitole
2.1. P°edpokládejme dostupnost sester viz tabulka 2.3 � k dispozici jsou dv¥ sestry, p°i£emº
Radmila Luke²ová je dostupná pouze 1. 12. od 8 do 17 hodin (ve²kerá jména byla automaticky
vygenerována a slouºí pouze pro snadnou identi�kaci). Eli²ka Ne²porová má pracovní den 1.
12. rozd¥lený do dvou £asových interval·: od 10 do 13 hodin a po dvouhodinové pauze od
15:00 do 18:00. 2. 12. je dostupná v souvislém intervalu 8:00 � 12:00. Navíc má také kvali�kaci
pro provád¥ní peritoneální dialýzy, tedy m·ºe být p°i°azena ke klient·m, kte°í poºadují
takový typ o²et°ení. Tato kvali�kace je zde uvedena pro demonstraci r·zných dovedností,
které tvo°í hard constraints vybraných asistencí.

Radmila Luke²ová
Datum Dostupnost

1.12.2017 8 : 00− 17 : 00

Eli²ka Ne²porová
Datum Dostupnost

1.12.2017 10 : 00− 13 : 00
15 : 00− 18 : 00

2.12.2017 8 : 00− 12 : 00

Specializace: per. dialýza

Tabulka 2.3: Dostupnost sester

Poºadované asistence klient· jsou zobrazeny v tabulce 2.4. Formát je stejný jako popis
dostupnosti sester; n¥které £asy asistencí jsou navíc speci�kovány £asovým oknem, jak je
tomu nap°. 2. 12. u Tomá²e Suka � hodinová pé£e kdykoliv mezi 8. a 12. hodinou. Informace
v závorkách popisují soft, £i hard constraints, konkrétn¥ preferovanou/poºadovanou sestru
(Vít¥zslav Kudela £i Mojmír Vladyka, popsáno v závorce iniciály sestry), nebo poºadovanou
dovednost (Tomá² Suk, popsáno op¥t v závorce zkratkou dovednosti � PD = peritoneální
dialýza, OS = o²et°ování stomií). Pro úplnost by m¥ly tabulky obsahovat je²t¥ bydli²t¥
klienta £i sestry; p°edpokládejme v²ak pro jednoduchost, ºe jakýkoliv p°esun mezi lokacemi
trvá 30 minut.
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Mojmír Vladyka
Datum Asistence

1.12.2017 9 : 00− 12 : 00
14 : 00− 15 : 00
15 : 30− 16 : 30

2.12.2017 8 : 30− 9 : 30 (poº. EN)

Vít¥zslav Kudela
Datum Asistence

1.12.2017 12 : 30− 13 : 30 (pref.RL)
15 : 30− 16 : 30 (pref.RL)

2.12.2017 9 : 00− 15 : 00 1h (pref.EN)
11 : 00− 12 : 30

Tomá² Suk
Datum Asistence

1.12.2017 11 : 00− 13 : 00 (dov.PD)
14 : 00− 15 : 00 (dov.OS)

2.12.2017 8 : 00− 12 : 00 1h

Tabulka 2.4: Poºadované asistence klient·

Obrázek 2.1: P°íklad výsledného rozvrhu

P°íklad výsledného rozvrhu je znázorn¥n na obrázku 2.1. Kaºdý °ádek vyjad°uje rozvrh
dané sestry, p°i£emº modrá £ást indikuje její p·vodní dostupnost, jejíº za£átek a konec je
zvýrazn¥n tu£nou vertikální £arou. Jednotlivé asistence jsou znázorn¥ny bílými bloky s inici-
ály pacienta. Z celkových 11 objednaných asistencí jich lze p°i°adit 8 � první nep°i°aditelná
asistence je 2. 12. objednaná Vít¥zslavem Kudelou, 11:00 � 12:30 � zde je o£ividné, ºe nem·ºe
být s aktuální dostupností p°i°azena, jelikoº ºádná sestra není dostupná do p·l jedné. Dal²í
nep°i°aditelná asistence je 1. 12. 14:00 � 15:00, Tomá² Suk � není dostupná ºádná sestra,
která by m¥la kvali�kaci na o²et°ování stomií. Poslední je asistence 2. 12. objednaná op¥t
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Tomá²em Sukem, hodinová pé£e v rozmezí od 8:00 do 12:00. Ta na první pohled p°i°adit
lze, nicmén¥ doba pé£e se p°ekrývá s dal²ími objednanými asistencemi. P°estoºe je udána
£asovým oknem, nelze ji umístit tak, aby bylo moºné stihnout v²echny asistence objednané
na 2. 12. a jelikoº mají v²echny stejnou délku (1h), nezáleºí z hlediska kriteriální funkce na
tom, která bude vybrána. V celém výsledném rozvrhu není poru²ena ºádná soft constraint a
navíc jsou v²echny sestry v pr·b¥hu celého dne efektivn¥ vyuºity � tráví £as bu¤ u klienta,
nebo na cest¥. Výjimkou je £as p°ed první a po poslední p°i°azené asistenci, nicmén¥ o tento
£as jim m·ºe být zkrácena pracovní doba.

2.4 Související problémy

Problematika hledání optimální cesty (routing problem) je disciplína z oblasti teorie graf·
a kombinatorické optimalizace, která získala na popularit¥ zejména díky velkému mnoºství
aplikací v reálném sv¥t¥. V pr·b¥hu posledního století, zejména ve druhé polovin¥, bylo
tomuto problému v¥nováno mnoho pozornosti odborník· nejen z oblasti matematiky, ale
také informatiky £i fyziky a na toto téma vzniklo mnoho studií.

Jedním z prvních a pravd¥podobn¥ nejznám¥j²ích problém· z této oblasti je problém
obchodního cestujícího (TSP � travelling salesman problem). Jeho po£átky nejsou p°esn¥
známy, ale za první zmínku je povaºován £lánek n¥meckého obchodního cestujícího z roku
1832 [5]. Ten sice nemá odbornou podobu, av²ak pomohl p°ilákat v¥deckou pozornost k
tomuto problému. První odborná práce byla vytvo°ena Karlem Mengerem aº ve 30. letech
ve Vídni; ve stejné dekád¥ se obdobnému problému v¥noval Hassler Whitney z Harvardovy
univerzity a také Merrill Flood z Kolumbijské univerzity, který hledal optimální cestu pro
²kolní autobusy [11].

De�nice problému obchodního cestujícího je velice jednoduchá a tvo°í základ pro proble-
matiku rozvrhování domácí pé£e, její podoba zní následovn¥:

De�nice 2.4.1 Nech´ G = (V,E) je graf, kde V je mnoºina n vrchol· a E je mnoºina hran,
a nech´ C = ci,j je matice vzdáleností. Najd¥te hamiltonovskou kruºnici H v grafu G, jejíº
cena

∑
e∈E(H) c(e) je minimální. [25]

Pro úplnost je t°eba dode�novat dva pojmy z de�nice 2.4.1. Za prvé, pro kaºdý prvek
ci,j ∈ C platí, ºe ci,j je cena hrany z vrcholu i do vrcholu j; i, j ∈ V . V¥t²ina aplikací
problému obchodního cestujícího spl¬uje podmínky metrického TSP, které vychází z t°í
p°edpoklad· [11]:

• Graf G je úplný

• Graf G je neorientovaný, tedy platí ci,j = cj,i (matice C je symetrická)

• Vzdálenosti v grafu G spl¬ují trojúhelníkovou nerovnost: ci,j + cj,k ≥ ci,k,∀i, j, k ∈ V

Za druhé, je t°eba de�novat hamiltonovskou kruºnici:

De�nice 2.4.2 Hamiltonovská kruºnice v grafu G je kruºnice, která obsahuje kaºdý vrchol
grafu G. [4]
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Pokud jsou reálné aplikace optimaliza£ních problém· formulovány jako problém obchod-
ního cestujícího, velice £asto spl¬ují podmínky metrického TSP v p°ípad¥, ºe jsou popsány
v euklidovském prostoru � nap°. pokud matice vzdáleností C popisuje vzdálenost vzdu²nou
£arou mezi dv¥ma m¥sty; nicmén¥ i neeuklidovské prostory mohou spl¬ovat podmínky me-
trického TSP za p°edpokladu, ºe je spln¥na trojúhelníhová nerovnost. Tak je tomu i pro
formulaci rozvrhování domácí pé£e. V mnoha ohledech se v²ak problematika HHCS li²í od
vý²e zmín¥né de�nice TSP. V první °ad¥ jsou plánovány cesty pro vícero sester, nikoliv pouze
pro jednu. Tato modi�kace je v literatu°e známa jako m-TSP � multiple travelling salesman
problem, které je zobecn¥ním klasického problému obchodního cestujícího. Ani ta v²ak ne-
pokrývá poºadavky rozvrhování domácí pé£e, jelikoº pro m-TSP se p°edpokládá, ºe v²ichni
obchodní cestující za£ínají a kon£í ve stejném bod¥ [2]. Mimo to je ve v²ech formulacích TSP
velkým omezením hledání hamiltonovské kruºnice, které by analogicky v problému HHCS
znamenalo, ºe ºádný z klient· nesmí být nav²tíven vícekrát, neº jednou [27], coº je v praxi
pom¥rn¥ £astým p°ípadem.

Dal²í modi�kací TSP, která se p°ibliºuje problému rozvrhování zdravotní pé£e, je problém
obchodního cestujícího s £asovými okny � TSPTW . Ten p°idává temporální omezení pro
kaºdé m¥sto, které musí být nav²tíveno pouze v p°edem speci�kovaném £asovém okn¥ [26].
Tato omezení sice £áste£n¥ zahrnují poºadavky pro rozvrhování domácí pé£e zmín¥né v
kapitole 2.1, av²ak nap°íklad jiº neuvaºují dobu strávenou samotným vykonáváním pé£e;
navíc má TSPTW stejné nedostatky jako v²echny ostatní modi�kace TSP, jak je popsáno
vý²e.

Mezi varianty, respektive generalizace problému obchodního cestujícího, pat°í také vehicle
routing problem (VRP), do £e²tiny ob£as p°ekládáno jako úloha okruºních jízd. VRP vychází
z problému m-TSP; cílem je naplánovat cesty váºeným grafem, které budou hamiltonovské
kruºnice, tak, ºe jejich cena bude minimální. Místo obchodník· zde �gurují vozidla, která
rozváºí zboºí nebo jiný náklad zákazník·m. Tento problém byl poprvé p°edstaven v roce
1959 [38] americkými matematiky G. B. Dantzigem a J. H. Ramserem, kte°í °e²ili problema-
tiku rozvozu benzínu do £erpacích stanic [14]. Oproti m-TSP zavádí VRP omezení vztahující
se konkrétn¥ k dopravní problematice, v nejjednodu²²í formulaci je to kapacita vozidla a sa-
moz°ejm¥ vý²e poptávky pro kaºdý vrchol grafu [24]. Navíc je také v kaºdém vrcholu p°edem
de�nována doba trvání vykládání zboºí, £ímº se VRP p°ibliºuje problematice rozvrhování
domácí pé£e. V ostatních ohledech je v²ak totoºný s problémem obchodního cestujícího, tu-
díº se ze stejných d·vod· li²í od HHCS. Stejn¥ jako u vý²e zmi¬ovaných problém· existují i
u úlohy vehicle routing problem r·zné modi�kace a roz²í°ení � nap°íklad heterogennost vo-
zidel (jednotlivá vozidla se li²í kapacitou), zavedení více druh· nákladu nebo £asových oken
(VRPTW).

Jiným typem problému, který nevychází z problému obchodního cestujícího, ale velice
úzce souvisí s HHCS, je nurse rostering problem (NRP), problém rozvrhování sm¥n zdra-
votních sester (v literatu°e známý také jako nurse scheduling problem). Ten pat°í do kate-
gorie scheduling problém·, které jsou významnou disciplínou kombinatorické optimalizace
s ²irokou aplikací v reálném sv¥t¥. Navzdory velice podobnému názvu se v²ak zásadn¥ li²í
od rozvrhování domácí pé£e, jelikoº popisuje problematiku rozvrhování sm¥n v nemocnici,
tedy v·bec neobsahuje problém obchodního cestujícího � zdravotnický personál za pacienty
nemusí cestovat. Na druhou stranu v²ak zahrnuje mnoho d·leºitých aspekt· problematiky
HHCS, které naopak chyb¥ly v TSP. Jedním z nich je speci�kace dostupnosti sester � ta je
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p°edem známa, stejn¥ jako speci�kace sm¥n (£as, délka apod.). Mimo to také NRP pracuje
s pojmy soft a hard constraints [35], viz kapitola 2.2. Konkrétní podoba obou typ· omezení
je odli²ná pro kaºdý konkrétní problém, tudíº je sloºité NRP generalizovat, av²ak v¥t²inou
mezi hard constraints pat°í nutnost spln¥ní v²ech poºadavk· sm¥ny a nutnost p°i°azení v²ech
sm¥n sestrám [35]. První zmi¬ované omezení je analogické k hard constraints pro asistenci v
HHCS (nap°. poºadované dovednosti nebo poºadovaná konkrétní sestra); druhé omezení je
v de�nici v kapitole 2.1 relaxováno do podoby soft constraint. Oproti problému rozvrhování
domácí pé£e se NRP snaºí p°i°adit zdravotní sestry ke konkrétním sm¥nám, které jsou p°e-
dem známy a sestra má v¥t²inou p°i°azenu nejvý²e jednu sm¥nu za den, p°i£emº u HHCS
jsou p°i°azovány sestry k jednotlivým asistencím, jejichº posloupnost ve výsledném rozvrhu
teprve de�nuje sm¥nu.

Jak je patrné z p°edchozí analýzy, problém rozvrhování domácí pé£e obsahuje prvky r·z-
ných jiných problému z oblasti kombinatorické optimalizace. Z hlediska prost°edí je nejvíce
p°íbuzným nurse rostering problem, který pokrývá poºadavky na soft a hard constraints,
pomocí nichº lze modelovat sloºité situace reálného prost°edí a vyjád°it ur£ité preference,
jejichº nespln¥ní neznamená neplatnost výsledného rozvrhu, ale pouze zhor²ení jeho kvality.
Co v²ak NRP pokrýt nedokáºe, je prostorová lokalita klient·. Na tu se zam¥°uje problém
obchodního cestujícího, konkrétn¥ jeho modi�kace PVRPTW � periodic vehicle routing pro-
blem with time windows [36]. Samotný VRP zahrnuje standardní poºadavky m-TSP, tedy
vícero sester, které cestují ke klient·m, a zachování doby p°ejezdu mezi jednotlivými lokali-
tami a navíc také dobu trvání jednotlivých asistencí. Modi�kace with time windows pokrývá
poºadavky £asových oken, kdy si klient m·ºe objednat asistenci nap°íklad v podob¥ "dv¥ ho-
diny dopoledne mezi 7. a 12. hodinou". Nakonec, modi�kace periodic poukazuje na horizont
plánování sm¥n pro sestry na následující m¥síc.

Z vý²e zmín¥ných d·vod· lze povaºovat problém HHCS jako kombinaci NRP (nurse ros-
tering problem) a PVRPTW (periodic vehicle routing problem with time windows) [36, 22].
Ne v²echny p°edpoklady jsou sice spln¥ny, nap°íklad VRP p°edpokládá, ºe vozidla vyjíºd¥jí
z a vracejí se na stejné místo, nicmén¥ problémy takového typu lze £asto vy°e²it úpravou
vstupního grafu p°idáním nových vrchol· £i hran s vhodn¥ zvolenou cenou.

2.5 T°ída sloºitosti

Jedním z hlavních d·vod·, pro£ je problém·m z oblasti rozvrhování £i hledání optimální
cesty v grafu v¥nováno tolik pozornosti v posledních n¥kolika dekádách, je jejich sloºitost.
Neº v²ak ur£íme, do které t°ídy sloºitosti spadají, je t°eba nejprve de�novat n¥kolik pojm·
a p°edstavit ²ir²í kontext problematiky.

V teorii sloºitosti se pracuje zejména s rozhodovacími úlohami, tedy s takovými pro-
blémy, jejichº °e²ení je odpov¥¤ ano, nebo ne [16]. Vý²e popsané problémy v²ak pat°í do
kategorie optimaliza£ních úloh (hledání p°ípustného °e²ení, které je podle ur£itých kritérií
optimální), nicmén¥ tyto úlohy lze transformovat na ekvivalentní rozhodovací úlohy [12]. Na-
p°íklad rozhodovací verze problému obchodního cestujícího m·ºe znít následovn¥: "Je dán
graf G = (V,E) s váhami hran ci,j ∈ N a £íslo K. Existuje minimální kostra, jejíº délka je
nejvý²e K?" [16].

Dále, t°ídy sloºitosti udávají bu¤ £asovou, nebo pam¥´ovou sloºitost. Pro jejich popis je
vyuºívána Landauova notace (neboli omikron notace, angl. big O notation) O, která popisuje
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asymptotické chování funkcí a omezuje jejich funk£ní hodnoty shora (obdobn¥ existují také
Ω notace pro omezení zdola a Θ notace pro omezení shora i zdola zárove¬). Pokud je zkou-
mána £asová sloºitost algoritmu, je popisován £as, který algoritmus pot°ebuje pro vy°e²ení
instance o velikosti n. Pochopiteln¥, velikost instance není jediný indikátor, který ovliv¬uje
dobu b¥hu algoritmu � uvaºme nap°íklad úlohu °azení £ísel algoritmem bubble sort. Doba
b¥hu algoritmu se bude výrazn¥ li²it, pokud bude vstupní pole jiº se°azeno, nebo pokud bude
se°azeno sestupn¥, p°estoºe tato pole budou mít stejnou velikost. Proto je nej£ast¥ji vyuºí-
vána Landauova notace, která omezuje funkci shora, neboli analyzuje nejhor²í p°ípad pro
danou instanci. �asová jednotka m·ºe být milisekunda, ale nap°íklad také instruk£ní cyk-
lus procesoru, díky £emuº z·stane funkce nezávislá na výkonnosti stroje. Nejlep²í vstupní
instancí pro bubble sort je práv¥ jiº se°azené pole, v tom p°ípad¥ sta£í pro vy°e²ení úlohy
o velikosti pole n pouze n porovnání; naopak, pokud bude pole se°azeno sestupn¥, je t°eba
provést n2 porovnání. Po£ítání pam¥´ové sloºitosti probíhá analogicky. Formální de�nice
Landauovy notace zní následovn¥:

De�nice 2.5.1 Je dána nezáporná funkce g(n). Nezáporná funkce f(n) pat°í do t°ídy O(g(n)),
pokud existuje kladná konstanta c a n0 ∈ N tak, ºe f(n) ≥ c · g(n) ∀n ≥ n0. [16]

De�nice 2.5.1 popisuje vztah funkcí. V následujícím textu bude pro zjednodu²ení pouºí-
ván obdobný vztah i pro sloºitost problém·, nap°. Problém °azení pat°í do t°ídy O(n·log(n)),
coº vyjad°uje fakt, ºe Existuje algoritmus, který °e²í problém °azení, jehoº funkce popisující
dobu b¥hu pat°í do t°ídy O(n · log(n)).

Pomocí vý²e de�novaných prost°edk· je moºné formulovat t°ídy sloºitosti, které popisují
mnoºinu problém· majících stejnou sloºitost. První a pravd¥podobn¥ nejroz²í°en¥j²í je t°ída
P, sdruºující rozhodovací úlohy, které lze vy°e²it v polynomiálním £ase [12], tedy takové
problémy, které pat°í do t°ídy O(nk) pro n¥jaké nezáporné k. Formáln¥ lze t°ídu P de�novat
následovn¥:

De�nice 2.5.2 Rozhodovací úloha U leºí ve t°íd¥ P, pokud existuje deterministický Turing·v
stroj, který rozhodne jazyk LU v polynomiálním £ase. [16]

Do této t°ídy pat°í mnoho problém·, mj. nap°. jiº vý²e zmi¬ované °azení pole, hledání
minimální kostry v grafu, nejkrat²í cesta v acyklickém grafu a mnoho dal²ích. Nutno zmínit,
ºe do t°ídy P pat°í také problémy sloºitosti O(nk) pro libovoln¥ velké k, jejichº °e²ení je
prakticky nerealizovatelné pro velké vstupní instance.

Dal²í, velice významnou t°ídou sloºitosti, je t°ída NP, do které pat°í takové problémy,
jejichº °e²ení lze ov¥°it v polynomiálním £ase [12]. Formáln¥ lze tuto t°ídu de�novat obdobn¥
pomocí Turingova stroje:

De�nice 2.5.3 Rozhodovací úloha U leºí ve t°íd¥ NP, pokud existuje nedeterministický
Turing·v stroj, který rozhodne jazyk LU v polynomiálním £ase. [16]

Jak je patrné z de�nice, P ⊆ NP, jelikoº kaºdý deterministický Turing·v stroj je triviáln¥
také nedeterministický. Zajímavá otázka v²ak je, zda P = NP, tedy d·kaz opa£né inkluze:
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NP ⊆ P. Odpov¥¤ na ni je v²ak jiº n¥kolik desítek let nezodpov¥zená a otázka je jedním z
problém· tisíciletí, které vyhlásil v roce 2000 Clay·v matematický ústav 2.

Poslední dv¥ t°ídy sloºitosti, které zde budou uvedeny, jsou t°ídy NPC a NP hard. P°ed
jejich de�nicí je v²ak t°eba zavést pojem polynomiální redukce:

De�nice 2.5.4 Rozhodovací úloha U se redukuje na rozhodovací úlohu V tehdy, jestliºe exis-
tuje algoritmus, který pro kaºdou instanci I úlohy U sestrojí instanci I ′ pro úlohu V tak, ºe
I je ANO-instance U práv¥ tehdy, kdyº I ′ je ANO-instance V. Pokud reduk£ní algoritmus
b¥ºí v polynomiálním £ase, je redukce nazývána polynomiální. [16]

NPC, neboli t°ída NP úplných úloh popisuje, neformáln¥ °e£eno, ty nejt¥º²í problémy
z t°ídy NP. Formáln¥ je popsána následovn¥:

De�nice 2.5.5 Rozhodovací úloha U leºí ve t°íd¥ NPC, pokud U pat°í do t°ídy NP a kaºdý
problém ze t°ídy NP lze polynomiáln¥ redukovat na U . [40]

Obdobným zp·sobem je formulována de�nice t°ídy NP hard, neboli NP obtíºné úlohy:

De�nice 2.5.6 Rozhodovací úloha U leºí ve t°íd¥ NP hard, pokud existuje n¥jaká úloha ze
t°ídy NPC, která se polynomiáln¥ redukuje na úlohu U . [40]

Vztahy t°íd sloºitosti P, NP, NPC a NP hard za p°edpokladu, ºe P 6= NP jsou
zobrazeny na obrázku 2.2.

Obrázek 2.2: Vztahy t°íd sloºitosti, pokud P 6= NP

Porozum¥ní vztah·m mezi t¥mito t°ídami sloºitosti je nutné k pochopení sloºitosti pro-
blému rozvrhování domácí pé£e. Jak je zmín¥no v kapitole 2.4, HHCS je kombinace problém·
NRP (nurse rostering problem) a PVRPTW (periodic vehicle routing problem with time win-
dows). Druhý zmi¬ovaný je generalizací problému VRP, který vychází z m-TSP, coº je op¥t

2http://www.claymath.org/millennium-problems
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roz²í°ení klasického problému obchodního cestujícího. Jiº v²ak samotné hledání existence
hamiltonovské kruºnice, které je základem problému obchodního cestujícího, je problémem
ze t°ídy NPC [16]. Z toho d·vodu je z°ejmé, ºe i rozhodovací verze TSP musí být NP úplná,
protoºe se ptá, zda existuje hamiltonovská kruºnice ur£ité ceny v daném grafu [5]. Jelikoº
standardní, optimaliza£ní verze problému obchodního cestujícího je alespo¬ stejn¥ náro£ná
jako rozhodovací verze, která pat°í do t°ídy NPC, pat°í optimaliza£ní verze TSP do t°ídy
NP hard (viz obr. 2.2). D·kaz faktu, ºe je stejn¥, nebo více náro£ná neº rozhodovací verze,
je triviální, jelikoº v rozhodovací verzi sta£í najít pouze jednu hamiltonovskou kruºnici, která
bude mít stejnou nebo niº²í cenu, neº je dáno, kdeºto v optimaliza£ní verzi je nutno nalézt
v²echny hamiltonovské kruºnice a následn¥ vybrat tu nejlevn¥j²í. Navíc, optimaliza£ní verze
TSP pat°í mezi ty NP hard problémy, které nepat°í do t°ídy NPC, tedy nejsou ani ve t°íd¥
NP, protoºe ta obsahuje pouze rozhodovací problémy.V této formulaci navíc není moºné
ov¥°it °e²ení algoritmu v polynomiálním £ase. Pro d·kaz správnosti °e²ení TSP je nutno
dokázat, ºe nalezená hamiltonovská kruºnice má nejniº²í moºnou cenu. To je v²ak moºné
zjistit jedin¥ tak, ºe nalezneme v²echny moºné hamiltonovské kruºnice a nenajdeme ºádnou,
která by byla levn¥j²í, £ímº v²ak problém obchodního cestujícího vy°e²íme a jak je zmín¥no
vý²e, °e²ení nelze nalézt v polynomiálním £ase.

Druhou sou£ástí problému rozvrhování domácí pé£e je NRP z kategorie scheduling pro-
blém·, které (v jejich obecné form¥) pat°í do t°ídy NPC [15]. Oproti TSP se NRP li²í tím,
ºe zahrnuje celou mnoºinu problém·, které se výrazn¥ li²í skladbou soft a hard constraints,
tudíº nelze jednozna£n¥ ur£it, do kterých t°íd sloºitosti pat°í a do kterých ne. V litera-
tu°e je v²ak tento problém v¥t²inou uvád¥n jako NP obtíºný [15, 37], ob£as ale také jako
NP úplný [35, 17] � záleºí na skladb¥ omezení. Ob¥ kategorizace v²ak nejsou v kontradikci,
viz obr. 2.2 a de�nice 2.5.6.

Problém HHCS, jakoºto kombinace problému obchodního cestujícího a úlohy nurse ros-
tering problem, pat°í do t°ídy NP hard [18, 23], jelikoº oba podproblémy do této t°ídy pat°í
také. Intuitivn¥ lze °íci, ºe je jedním ze sloºit¥j²ích problém· z této t°ídy, jelikoº vyºaduje
navíc n¥kolik modi�kací oproti p·vodním verzím t¥chto NP hard podproblém·. Ty jsou
popsány v kapitole 2.4, pro p°ipomenutí je to nap°íklad vícero obchodních cestujících (zdra-
votních sester), £asová okna, nebo výb¥r omezení. Zajímavé je tvrzení týkající se omezení,
které °íká, ºe pokud je problém VRP s n¥jakou hard constraint NP obtíºný, z·stane ve
stejné t°íd¥ sloºitosti, i pokud by bylo ono omezení nahrazeno jeho soft verzí [17].

2.6 Aproxima£ní algoritmy a heuristiky

Mnoho optimaliza£ních problém· z reálného sv¥ta pat°í do t°ídy NP hard. Vzhledem k
jejich sloºitosti je £asto prakticky nereálné nalézt optimální °e²ení pro velké instance, a to
i p°es stálý r·st výpo£etního výkonu, který p°edpovídá Moore·v zákon. N¥které problémy
mají navíc omezený £as pro výpo£et, po jehoº p°ekro£ení pak nemají výsledky ºádnou hod-
notu. Tak je tomu i u problému rozvrhování domácí pé£e � plánování probíhá zpravidla na
následující m¥síc a poºadavky klient· a sester jsou dostupné pouze s omezeným p°edstihem.
Pokud by algoritmus nalezl °e²ení aº po za£átku daného m¥síce, nebylo by moºné rozvrh
aplikovat, by´ by byl jakkoliv kvalitní.

Z tohoto d·vodu se pro °e²ení reálných problém· v¥t²inou vyuºívá aproxima£ních £i
heuristických algoritm·. Pokud existuje aproxima£ní algoritmus k °e²ení n¥jakého optima-
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liza£ního problému, zaru£uje, ºe nalezne suboptimální °e²ení, p°i£emº kvalitu °e²ení udává
faktor aproxima£ního algoritmu. Formáln¥ jej lze de�novat následovn¥:

De�nice 2.6.1 Aproxima£ní algoritmus A optimaliza£ního problému P se nazývá
k-aproxima£ní, pokud existuje konstanta k ≥ 1 taková, ºe pro v²echny vstupní instance x
problému A platí A(x) ≥ 1

k · P (x) (pokud je kriteriální funkce problému P maximalizo-
vána). [1]

Jinými slovy, de�nice 2.6.1 °íká, ºe k-aproxima£ní algoritmus najde °e²ení, které bude
nejh·°e k-krát hor²í neº optimální hodnota. Nap°íklad 3

2 -aproxima£ní algoritmus problému
obchodního cestujícího zaru£uje, ºe nalezená hamiltonovská kruºnice bude mít nejh·°e o
polovinu vy²²í cenu neº optimální3.

Oproti tomu heuristiky nezaru£ují kvalitu °e²ení, ani rychlost výpo£tu. Heuristické algo-
ritmy jsou £asto zaloºeny na domn¥nce získané analýzou problému £i vstupních dat a nalezení
ur£itých vzor·. Není ani výjimkou, ºe heuristický algoritmus je pouºitelný pouze pro ur£ité
kategorie vstupních dat £i po relaxování n¥kterých omezení, tedy ne°e²í problém univerzáln¥,
av²ak pro reálné pouºití m·ºe být mnohdy dosta£ující. Jejich £astým nedostatkem a hlavním
rizikem je uvíznutí v lokálním optimu, coº omezuje kvalitu výsledku. P°íkladem heuristik je
nap°. hladový (greedy) algoritmus, lokální prohledávání nebo dynamické programování [19].
Pojmy heuristika a aproxima£ní algoritmus jsou v²ak v literatu°e £asto zam¥¬ovány a pou-
ºívány obecn¥ pro pojmenování algoritmu, který hledá suboptimální °e²ení.

Velice silným nástrojem pro °e²ení sloºitých problém· z oblasti kombinatorické opti-
malizace jsou metaheuristiky. Na rozdíl od heuristik nejsou závislé na °e²eném problému �
obsahují mnoºinu heuristik, které jsou vnímány jako black box, a ur£ují zp·sob, kterým bude
prohledáván prostor °e²ení, nap°íklad mohou v pr·b¥hu adaptivn¥ m¥nit parametry pod°aze-
ných heuristik. Jinými slovy, metaheuristika je iterativní proces, který °ídí chování heuristik,
ze kterých se skládá, za cílem nalezení kvalitn¥j²ího °e²ení [19]. Mezi typické p°íklady pat°í
evolu£ní algoritmy, simulated annealing nebo iterativní lokální prohledávání.

Je²t¥ vy²²í úrove¬ abstrakce nabízejí hyperheuristiky. Ty, stejn¥ jako metaheuristiky, ope-
rují nad mnoºinou (meta)heuristik, av²ak neprohledávají prostor °e²ení, ale prostor heuristik,
a umoº¬ují jejich výb¥r, kombinaci apod. Díky tomu se konkrétní hyperheuristika nemusí
vztahovat k jednomu konkrétnímu problému, ale k celé t°íd¥ problém· [6]. Navíc také umoº-
¬ují vhodnou kombinaci r·zných p°ístup· v r·zných fázích algoritmu � nap°íklad zpo£átku
lze pouºít genetické programování a následn¥ p°ejít ke zcela odli²né (meta)heuristice, nap°.
simulated annealing. Tento výb¥r m·ºe být °ízen dynamicky na základ¥ aktuálního stavu
algoritmu.

Jak je jiº napsáno na za£átku této kapitoly, heuristické algoritmy jsou £asto voleným p°í-
stupem k °e²ení problém· z oblasti kombinatorické optimalizace a NRP a VRP/TSP nejsou
výjimkou. Mezi pouºívané techniky pro °e²ení NRP pat°í jiº zmi¬ovaný simulated annea-
ling, genetické algoritmy nebo tabu search [7]; pro °e²ení vehicle routing problemu je pak
vyuºíván nap°íklad algoritmus nejbliº²ích soused· (nearest neighbour), nebo Clarke-Wright
algoritmus [31]. Podrobné analýze pouºitých heuristik pro °e²ení problému rozvrhování do-
mácí pé£e se v¥nuje kapitola 3.

3Christo�d·v algoritmus pro metrické TSP [9]
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2.7 Shrnutí

Rozvrhování domácí pé£e je náro£nou úlohou, která v sob¥ zahrnuje dva NP obtíºné
problémy � nurse rostering problem, který pouºívá soft a hard constraints, jeº jsou d·leºitou
sou£ástí tohoto problému, a PVRPTW � generalizace jedné z nejpopulárn¥j²ích a nejstar²ích
NP hard úloh, problému obchodního cestujícího. Standardním p°ístupem k °e²ení t¥chto slo-
ºitých úloh jsou aproxima£ní, nebo heuristické algoritmy, jelikoº pro velká vstupní data je
z d·vodu jejich asymptotické sloºitosti prakticky nemoºné nalézt optimální výsledek. �asto
pouºívanou technikou jsou metaheuristiky, které umoº¬ují kombinaci více r·zných heuristic-
kých algoritm·.

V konkrétní formulaci problému HHCS pro tuto práci je cílem vytvo°it rozvrh p°i°azených
asistencí na následující m¥síc. Objednané asistence lze speci�kovat £asovým oknem, nebo
mohou být omezeny prost°ednictvím soft nebo hard constraints, kterými jsou v sou£asné
dob¥ preferovaná sestra, poºadovaná sestra a nutná kvali�kace/dovednost. P°i návrhu je
v²ak nutno mít na pam¥ti, ºe tato omezení se mohou v budoucnu zm¥nit, £i m·ºe dojít k
p°idání nových.
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Kapitola 3

Re²er²e

V kapitole 2 byla analyzována problematika úlohy rozvrhování domácí pé£e, její de-
kompozice a obecné p°ístupy k °e²ení podobných problém·. Cílem této kapitoly je provést
d·kladnou re²er²i konkrétních stávajících p°ístup· k °e²ení HHCS, porovnat typy poºadavk·
a omezení, které pokrývají, a popsat jejich efektivitu. Jednotlivé p°ístupy budou sdruºeny
do podkapitol podle typu pouºitého algoritmu.

3.1 Celo£íselné lineární programování

Celo£íselné lineární programování (ILP) je pom¥rn¥ populárním p°ístupem k °e²ení opti-
maliza£ních problém· a rozvrhování domácí pé£e není výjimkou � v literatu°e je tento p°ístup
£asto volen pro porovnání s jinými, heuristickými algoritmy. D·vodem pro volbu celo£ísel-
ného programování je zejména deklarativní zp·sob °e²ení problému, na rozdíl od ostatních
algoritm·, které jsou v¥t²inou imperativní. Pro vy°e²ení problému rozvrhování domácí pé£e
pomocí ILP sta£í pouze formulovat problém a ve²kerá omezení pomocí soustavy rovnic a
nerovnic a následn¥ vyuºít n¥kterého z existujících solver· pro výpo£et. Ten slouºí jako uni-
verzální nástroj pro °e²ení lineárního programování � vstupem je ILP formulace libovolného
problému a výstupem jsou optimální hodnoty v²ech prom¥nných. Mezi populární solvery
pat°í nap°íklad Gurobi1, nebo GLPK 2.

Pro velké instance s velkým po£tem prom¥nných a omezení je v²ak výpo£et pomocí
ILP náro£ný, jelikoº dokonce i pouhá rozhodovací verze celo£íselného programování pat°í do
t°ídy NP úplných problém· [16], na rozdíl od standardního lineárního programování, které
je ze t°ídy P. Optimaliza£ní verze je NP hard úlohou, jelikoº t°ída NP popisuje pouze
rozhodovací úlohy. Vzhledem k tomu, ºe ILP formulace problému rozvrhování domácí pé£e
pracuje s celo£íselnými prom¥nnými a kriteriální funkce popisuje optimaliza£ní kritérium,
vztahují se k HHCS práv¥ vý²e zmín¥ná rizika.

V £lánku od D. Guericke a kol. [22] je problém formulován pomocí smí²eného lineárního
programování, p°i£emº je umoºn¥no speci�kovat £as asistencí pomocí £asových oken, je zo-
hledn¥na doba p°esunu mezi jednotlivými klienty apod. Mimo základní atributy problému
je dále také po£ítáno s pracovními regulacemi, mezi které pat°í nap°íklad typ sm¥ny (ranní,

1https://www.gurobi.com
2GNU Linear Programming Kit, https://www.gnu.org/software/glpk
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no£ní), rotace nepopulárních sm¥n (práce o víkendu nebo o svátcích) tak, aby byly rozd¥leny
spravedliv¥ mezi v²echny sestry, pauzy b¥hem pracovní doby nebo omezení, která se vztahují
k typu úvazku (nap°. pokud by sestra na £áste£ný úvazek mohla slouºit pouze denní sm¥ny
apod.). Tyto regulace lze chápat jako mnoºinu soft a hard constraints, pokud by byl problém
popsán podle de�nice v kapitole 2.1.

Kriteriální funkce pouºitá v této formulaci jednodu²e minimalizuje délku v²ech cest,
jelikoº tato verze po£ítá s tím, ºe kaºdá asistence musí být p°i°azena práv¥ jedné sest°e.
Ostatní vlastnosti problému a vý²e zmín¥né regulace jsou popsány pomocí omezení ve form¥
rovnic a nerovnic. Problém je v²ak jejich po£et � t¥ch je v této verzi uvedeno 36, coº výrazn¥
zvy²uje komplexitu a zp·sobuje praktickou nepouºitelnost algoritmu pro v¥t²í vstupní data. Z
analýzy v £lánku vyplývá, ºe pro mnoho instancí nebyl nalezen výsledek, p°estoºe algoritmus
b¥ºel 12 hodin; pro vybraná vstupní data algoritmus nena²el °e²ení v tém¥° polovin¥ p°ípad·.
Pouze pro instance s nejvý²e patnácti klienty byl nalezen optimální rozvrh. Proto by v
reálném prost°edí, kdy mohou být sester a klient· desítky aº stovky, tento p°ístup nemohl
být vyuºit. Navíc v p°ípad¥, ºe by byla p°idána dal²í omezení, by se výkonnost algoritmu
je²t¥ více zhor²ila.

Podobné výsledky m¥°ení popisuje ve svém £lánku i D. S. Mankowska et al. [27]. Formu-
lace problému, kterému se v¥nuje, obsahuje stejn¥ jako vý²e zmi¬ovaný £lánek £asová okna,
li²í se ale zejména °adou omezení, mezi která pat°í nap°íklad poºadované kvali�kace pro vý-
kon asistence, nutnost ú£asti dvou a více sester (nap°. u postiºených, nebo obézních pacient·)
a dal²í. Efektivita algoritm· byla m¥°ena na generovaných instancích, které se li²ily velikostí
(10 � 300 pacient· a 3 � 40 sester) a doba b¥hu pro MILP solver byla omezena na 10 hodin.
Optimální výsledek pro instanci, která obsahovala 10 pacient· a 3 sestry, zvládl solver najít
b¥hem 20 sekund, nicmén¥ jiº pro druhou nejmen²í (25 klient· a 5 sester) nebylo optimální
°e²ení nalezeno v limitu deseti hodin. Pro tuto instanci v²ak je²t¥ byl nalezen alespo¬ n¥jaký
p°ípustný výsledek � na ºádné z v¥t²ích instancí (více, neº 50 klient· a 10 sester) se to jiº
nepoda°ilo. Záv¥rem m¥°ení bylo doporu£ení pouºití heuristických algoritm· jiº pro instance
s více neº 25 klienty a 5 sestrami. Nutno zmínit, ºe oproti vý²e analyzovanému £lánku bylo
pro ILP formulaci pouºito pouze 13 omezení.

Pozornost v tomto £lánku si také je²t¥ zaslouºí parametrizovatelná kriteriální funkce. D.
S. Mankowska sice po£ítá s £asovými okny, av²ak jejich poru²ení je povoleno za cílem p°i°azení
více asistencí i za cenu, ºe budou ve výsledném rozvrhu mírn¥ zkráceny. Tyto pozdní p°íchody
jsou zahrnuty v kriteriální funkci. �lánek popisuje t°i r·zná kritéria � délka cesty sestry, suma
pozdních p°íchod· a maximální zpoºd¥ní, jaké ve výsledném rozvrhu m¥la n¥která ze sester.
V²echny tyto skute£nosti jsou zohledn¥ny v kriteriální funkci; navíc jsou je²t¥ vynásobeny
konstantou, která m·ºe být p°ed spu²t¥ním algoritmu nastavena uºivatelem. Díky tomu lze
snadno udat priority jednotlivých kritérií.

Odli²nou strategii pro formulaci ILP pouºil ve svém £lánku Zhi Yuan a kol. [42]. Ten
se v¥noval tvorb¥ rozvrhu na následující týden, p°i£emº jednotlivá data asistencí nemusí
být �xní, av²ak klient m·ºe mít ur£ité preference (analogie s penalizací poru²ených soft
constraints). Mezi omezení pat°í nap°íklad minimální po£et dn· mezi o²et°eními u jednoho
klienta pro ur£itý typ asistencí, maximální délka sm¥ny sestry nebo preferovaný pracovní den
(£asové moºnosti sester jsou tedy udány voln¥ji neº v této práci). Formulace celo£íselného
lineárního programování není zaloºena na problému obchodního cestujícího, jak je tomu v
p°ípadech popsaných vý²e, ale je popsána pomocí modelu multikomoditních tok· a obsahuje
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12 omezení. Transformaci TSP na tento model popisuje C. E. Miller ve svém £lánku [28].
Kriteriální funkce je formulována tak, aby prioritou bylo vyuºití co nejmen²ího po£tu sester
pro vykonání v²ech poºadovaných asistencí a v druhé °ad¥ aby byly sm¥ny sester co nejkrat²í.

Záv¥ry z výsledk· m¥°ení jsou velice podobné jako záv¥ry v obou £láncích popisovaných
vý²e. Jako vstupní instance byla tentokrát pouºita reálná data obsahující 99 pacient·, 9
sester a 460 objednaných asistencí. Jelikoº experimenty ukázaly, ºe takto velká data nejsou
spo£itatelná pro ILP solver, byla z této instance extrahována data a vytvo°eny men²í in-
stance. Jediný p°ípad, kdy byla nalezena optimální hodnota, byla instance s p¥ti pacienty,
dv¥ma sestrami a 22 asistencemi; pro v¥t²í data sice bylo nalezeno °e²ení, av²ak jiº ne op-
timální. Instance, které obsahovaly více neº 75 asistencí, nebyly vy°e²eny v £asovém limitu
²esti hodin, navrhovaným °e²ením je op¥t heuristický algoritmus. Zajímavé je porovnání ve-
likosti vygenerovaných ILP model· pro nejmen²í instanci (22 asistencí) a nejv¥t²í instanci
(460 asistencí): nejmen²í model obsahoval 5300 prom¥nných, 8400 omezení a 4300 nenulo-
vých koe�cient· v matici omezení, zatímco nejv¥t²í byl sloºen z 8.5 milionu prom¥nných, 8.9
milionu omezení a 69.8 milionu nenulových koe�cient·. Toto srovnání dob°e ilustruje prak-
tickou nepouºitelnost lineárního programování k °e²ení problému rozvrhování domácí pé£e,
jelikoº reálné instance jsou £asto je²t¥ mnohem v¥t²í, neº s jakými bylo po£ítáno v tomto
£lánku.

3.2 Heuristiky

V kapitole 2.6 je uvedeno, ºe pro °e²ení problému rozvrhování domácí pé£e, stejn¥ jako
pro v¥t²inu dal²ích úloh ze t°ídy NP, se v praxi vyuºívá zejména heuristických algoritm·.
Tento fakt dokazují i v²echny £lánky zmi¬ované v kapitole 3.1, ve kterých auto°i analyzovali
efektivitu solver· °e²ící HHCS pomocí celo£íselného programování a ve v²ech p°ípadech p°ed-
stavili heuristiky, pomocí kterých bylo nalezeno dostate£n¥ kvalitní °e²ení pro výrazn¥ v¥t²í
instance, neº tomu bylo pro ILP. Následující kapitoly se budou v¥novat jednotlivým katego-
riím heuristických algoritm·, které jsou v literatu°e pouºívány k °e²ení problému rozvrhování
domácí pé£e.

3.2.1 Evolu£ní algoritmy

Prvním typem pouºívaných metaheuristik jsou evolu£ní algoritmy (EA), které jsou in-
spirovány reálnou biologickou evolucí a vyuºívají stejných princip·, mezi které pat°í výb¥r
nejsiln¥j²ích jedinc·, jejich k°íºení, mutace apod. Evolu£ní algoritmus je, jakoºto metaheu-
ristika, iterativní proces, který prohledává prostor °e²ení tak, aby maximalizoval hodnotu
kriteriální funkce, nazývané �tness. Obecné schéma evolu£ního algoritmu je popsáno pseu-
dokódem 3.1.

EA jsou zaloºeny na iterativním vylep²ování populace, která je sloºena z jednotlivých
jedinc·, p°i£emº kaºdý jedinec popisuje jedno moºné °e²ení. Na za£átku je vytvo°ena po£á-
te£ní generace; ta m·ºe sestávat z náhodných jedinc·, nebo m·ºe být vygenerována so�sti-
kovan¥j²ím algoritmem, nap°. lokálním prohledáváním. V obou p°ípadech v²ak musí jedinci
reprezentovat p°ípustné °e²ení; velice d·leºitá je také diverzita populace, jelikoº v opa£ném
p°ípad¥ hrozí riziko konvergence do lokálního optima. Následn¥ je spu²t¥n iterativní proces,
který je ukon£en podmínkou � tou m·ºe být nap°íklad minimální hodnota �tness funkce
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Algoritmus 3.1 Schéma evolu£ního algoritmu
P ← initializePopulation();
evaluateF itness(P );
BSF ← updateBSF (P ); . best so far
while not terminationCondition() do

Ps ← selection(P );
Pc ← crossover(Ps);
Pm ← mutation(Pc);
evaluateF itness(Pm);
BSF ← updateBSF (Pm);
P ← replacement(P, Pm);

end while
return BSF ;

(dostate£ná kvalita °e²ení) za p°edpokladu, ºe je známa, nebo po£et iterací (£asové omezení
algoritmu). V kaºdé iteraci probíhají t°i základní procesy [32]:

• Selekce � Výb¥r nejlep²ích jedinc· z populace. Strategií m·ºe být nap°íklad turnajová
selekce, nebo ruletová selekce.

• K°íºení � K°íºení vybraných jedinc· a vytvá°ení nových. Typickými p°íklady jsou
single point crossover nebo uniform crossover ; zvolená strategie udává, které geny
budou vybrány od rodi£· k tvorb¥ potomka. Po£et rodi£· nemusí být omezen pouze
na dva.

• Mutace � Mírná randomizovaná zm¥na gen· nových jedinc·. Jejím cílem je zachovat
diverzitu populace, p°ípadn¥ nabízí ²anci k tvorb¥ nových gen·, které v populaci nejsou
zastoupeny.

Pomocí kombinace t¥chto proces· je vytvo°ena nová generace. Její kvalita je po kaºdé
iteraci vyhodnocena výpo£tem hodnoty �tness funkce a následn¥ je aktualizován nejlep²í
nalezený jedinec (BSF � best so far). Nakonec je aplikován rekombina£ní operátor na p·vodní
a novou generaci � dv¥ma základními typy jsou genera£ní strategie, kdy je p·vodní populace
kompletn¥ nahrazena, a steady-state strategie, kdy je nahrazena pouze £ást populace novými
jedinci.

Výhodou pouºití evolu£ních algoritm· k optimalizaci rozvrhování domácí pé£e je, stejn¥
jako u ILP, deklarativní p°ístup k °e²ení problému. P°i psaní programu sta£í pouze popsat,
jakým zp·sobem bude po£ítána �tness funkce (ta m·ºe být identická s kriteriální funkcí v
ILP) a jaké evolu£ní operátory budou pouºity. Na druhou stranu, p°i neefektivní implemen-
taci t¥chto funkcí nebo p°i nevhodném zvolení parametr· je u evolu£ních algoritm· velké
riziko uvíznutí v lokálním optimu.

Y. Shi a kol. ve svém £lánku [34] pouºívá k °e²ení HHCS genetický algoritmus (GA, pod-
mnoºina evolu£ních algoritm·). Verze problému, kterou popisuje, se více podobá klasickému
VRP s £asovými okny, jelikoº sestry vyráºejí ze stejného místa a v²echny kon£í v labora-
to°i, navíc vozidlem rozváºí také léky a ostatní pot°eby k jednotlivým pacient·m. Kapacita
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vozidla je omezena a pokud sestra zjistí, ºe nemá dostatek prost°edk· k vykonání poºado-
vané pé£e, musí se vrátit do nemocnice a chyb¥jící léky vyzvednout. Problém se v²ak li²í od
standardního VRP tím, ºe vý²e poptávky není známa dop°edu a sestra ji vºdy zjistí aº u
pacienta. V ostatních ohledech je problém stejný, jako standardní HHCS.

Genotyp jedince, tedy vnit°ní reprezentace °e²ení, kterou kaºdý jedinec vyjad°uje, je se-
znam pacient· (vrchol· grafu) v po°adí, ve kterém je daná sestra nav²tíví. Jelikoº musí
sestra za den zpravidla vícekrát nav²tívit nemocnici, aby doplnila léky, obsahuje genotyp
seznam cykl·, které jsou odd¥leny t¥mito zastávkami v nemocnici. V po£áte£ní populaci je
£ást jedinc· vygenerována náhodn¥ (av²ak tak, aby byl rozvrh validní) a £ást pomocí metody
konstrukce cest, kterou autor popisuje v £lánku a která je zaloºena na iterativním vylep²o-
vání £áste£né cesty. Jedinci vytvo°eni touto metodou jsou jiº pom¥rn¥ kvalitním °e²ením,
jejich pom¥r v·£i náhodn¥ vygenerovaným jedinc·m v populaci lze nastavit parametrem, v
experimentech provád¥ných autorem byla jeho hodnota 0.9 (90% jedinc· je náhodn¥ vyge-
nerovaných), aby byla zachována dostate£ná diverzita v populaci.

Po£ítání hodnoty �tness funkce je ztíºeno tím, ºe skute£ná poptávka lék· pro jednotlivé
klienty není dop°edu známa. K jejímu odhadu je pouºita iterativní stochastická metoda;
následn¥ je simulována celá cesta sestry a jsou vypo£ítány indikátory popisující míru zpoº-
d¥ní a dodate£né cesty do nemocnice, které jsou jsou zp·sobeny nedostatkem prost°edk· ve
vozidle. Cílem modelu je minimalizovat délku cest v²ech sester.

Co se tý£e selekce, nepopisuje autor pouºitou techniku, pouze, ºe jsou vybíráni siln¥j²í
jedinci s lep²í hodnotou �tness funkce; nicmén¥ podotýká, ºe je algoritmus elitistický � tedy
ºe malé mnoºství nejlep²ích jedinc· z p°edchozí generace je v nezm¥n¥né podob¥ p°esunuto
do nové generace bez aplikování genetických operátor·. Ke k°íºení jsou pouºiti dva jedinci,
p°i£emº z kaºdého je náhodn¥ vybrán jeden cyklus (posloupnost vrchol·, která za£íná v
nemocnici a kon£í v laborato°i, kde sestra vyzvedává léky) a tyto cykly jsou následn¥ mezi
jedinci navzájem prohozeny. Jelikoº ostatní cykly mohou obsahovat nov¥ p°idané vrcholy,
jsou v²echny p°ípadné duplicity odstran¥ny ze v²ech ostatních cykl· jedince. Operátor· mu-
tace bylo pouºito n¥kolik; jsou zaloºeny na principu vým¥ny vrchol· v rámci jedné cesty/mezi
cestami, nebo na vkládání vrchol· na jiná místa. U v²ech je v²ak riziko, ºe výsledný rozvrh
nebude platný, nebo´ m·ºe být poru²ena platnost £asového okna � proto je t°eba po kaºdém
aplikování mutace zkontrolovat splnitelnost rozvrhu. Po mutaci autor navíc je²t¥ aplikuje
operátor lokálního vyhledávání na dva vybrané jedince a snaºí se p°esunout n¥které z vr-
chol· podobn¥, jako je tomu u mutace, av²ak s tím rozdílem, ºe hledá nejlep²í moºné místo
v cest¥, kam m·ºe být vrchol vloºen a zm¥nu aplikuje pouze tehdy, pokud vylep²í hodnotu
�tness funkce.

Efektivita algoritmu byla m¥°ena na r·zn¥ velkých instancích s 25 � 200 pacienty rozd¥le-
ných do t°í kategorií: klasické instance VRPTW pouºívané i v rámci jiných £lánk·, instance
HHCS s deterministickou poptávkou a instance HHCS s nedeterministickou poptávkou. V
prvním zmi¬ovaném p°ípad¥ bylo dosaºeno tém¥° stejn¥ kvalitních výsledk· jako nejlep²í
zve°ejn¥né hodnoty v literatu°e, a to pro v²echny velikosti instancí. V p°ípadech HHCS byl
algoritmus testován na upravených instancích (25 a 100 klient·); co se tý£e kvality, výsledky
pro vstupy s deterministickou poptávkou byly porovnávány s optimálními výsledky vypo£í-
tanými pomocí ILP, av²ak pouze pro men²í instanci, protoºe exaktní výsledek instance se
100 klienty nebyl nalezen v £asovém limitu. Hodnota nejlep²ího °e²ení GA byla v²ak stejná
jako výsledek nalezený ILP solverem. Pro instance s nedeterministickou poptávkou autor
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popisoval kvalitativní kritéria výsledných rozvrh· speci�ckých pro tento typ problému, které
v²ak nejsou d·leºité pro pot°eby této práce. Významné v²ak je, ºe pomocí p°edstaveného ge-
netického algoritmu bylo moºné vy°e²it problémy v²ech velikostí; °e²ení pro nejv¥t²í instanci
VRPTW s 200 pacienty nalezl algoritmus za necelých 9 minut. P°i porovnání s velikostmi
nejv¥t²ích instancí, které byly vy°e²eny ILP solvery (viz kapitola 3.1), je patrné, pro£ jsou
k °e²ení problému rozvrhování domácí pé£e pouºívány heuristické algoritmy místo výpo£tu
pomocí ILP.

3.2.2 Neighborhood search

Mezi jedny z nejpopulárn¥j²ích metaheuristik pouºívaných k °e²ení problému rozvrhování
domácí pé£e pat°í algoritmy zaloºené na prohledávání okolí (neighborhood search). Jejich sta-
vebním kamenem je lokální vyhledávání (local search) � heuristická metoda, která prohledává
prostor kandidátních °e²ení tím zp·sobem, ºe aplikuje lokální zm¥ny na aktuální °e²ení, které
je p°ijato, pokud zlep²uje hodnotu kriteriální funkce. Schéma algoritmu lokálního prohledá-
vání popisuje pseudokód 3.2 [32]. Algoritmus má tendenci se pohybovat ve sm¥ru gradientu,
coº pochopiteln¥ p°iná²í riziko konvergence do lokálního optima. Tento problém je °e²en
r·znými technikami, mezi které pat°í nap°íklad adaptivní úprava velikosti kroku nebo op¥-
tovné spou²t¥ní algoritmu z jiných výchozích bod·. Okolí bodu o velikosti d lze de�novat
jako v²echna °e²ení, jejichº vzdálenost od aktuálního bodu je men²í neº d. Samotné m¥°ení
vzdálenosti m·ºe mít r·zné podoby, které závisí na typu °e²eného problému, nap°íklad eukli-
dovská/Manhattonská vzdálenost pro reálné prostory, Hammingova vzdálenost pro °et¥zce
nebo rozdíl hodnoty kriteriální funkce pro HHCS a ostatní optimaliza£ní problémy.

Algoritmus 3.2 Schéma lokálního prohledávání
BSF ← initialize(P ); . best so far
while not terminationCondition() do

x← perturb(BSF );
if betterThan(x,BSF ) then

BSF ← x;
end if

end while
return BSF ;

Jedním z p°íklad· °e²ení problému rozvrhování domácí pé£e pomocí prohledávání okolí
je p°edstaven v £lánku od D. S. Makowské et al. [27], který je jiº zmi¬ován v kapitole 3.1,
kde je rozebírána její ILP formulace problému a analýza výsledk·. Pomocí metaheuristic-
kého p°ístupu prohledávání okolí se poda°ilo získat mnohem kvalitn¥j²í °e²ení za výrazn¥
krat²í dobu, navíc na v¥t²ích instancích. Algoritmus je rozd¥len do dvou fází; v první je vy-
generováno po£áte£ní °e²ení, které je p°ípustné. To probíhá iterativním procesem, kdy jsou
jednotlivé asistence se°azeny podle priority, tedy konce £asového okna, a následn¥ p°i°azeny
na základ¥ poºadavk· pacient·. Ve druhé fázi je zaveden pojem okolí, které je popsáno ty-
pem operace, která je aplikována na aktuální °e²ení � t¥mi jsou posun asistence na pozd¥j²í
termín se stejnou sestrou, prohození dvou asistencí dané sestry, p°esunutí asistence k jiné
sest°e ve stejný £as, nebo p°esun k jiné sest°e v jiný £as. V £lánku jsou zmi¬ována je²t¥ dal²í
£ty°i okolí pro analogické operace týkající se sm¥n, k jejichº vykonání je nutná p°ítomnost
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dvou sester najednou; ta jsou zde pro p°ehlednost vynechána, jelikoº takový p°ípad není v
de�nici problému pro tuto práci uvaºován. Jednotlivá okolí jsou sekven£n¥ prohledávána a
pokud jiº nelze najít zlep²ení v rámci jednoho okolí, p°esune se hledání do dal²ího, dokud
nebudou prohledána v²echna okolí.

Jak je patrné, pr·b¥h algoritmu siln¥ závisí na po°adí, ve kterém budou okolí prohle-
dávána. Pro sníºení tohoto vlivu jsou v²echna £ty°i okolí spojena do jednoho, nazývaného
spojené okolí (merged neighborhood) a analogická operace je provedena pro okolí týkající se
asistencí vyºadujících dv¥ sestry. Zárove¬ je v²ak p°edstaven alternativní p°ístup pro °e²ení
tohoto problému, který je nazýván adaptive variable neighborhood search (AVNS), adaptivní
prohledávání ²irokého okolí. P°i této metod¥ jsou jednotlivá okolí nejprve ohodnocena � v
kaºdém z nich je provedeno n¥kolik krok· algoritmu a podle optimality je ur£ena pozice
daného okolí. Následn¥ je spu²t¥no samotné prohledávání, p°i kterém jsou procházena tato
okolí v ur£eném po°adí a v kaºdém z nich je hledán nejlep²í soused aktuálního °e²ení. Pokud
je tento soused kvalitn¥j²í, bude p°ijat jako sou£asné nejlep²í °e²ení a hledání bude pokra£o-
vat v prvním okolí, v opa£ném p°ípad¥ se p°esune do následujícího. Algoritmus je ukon£en
v p°ípad¥, ºe není nalezeno dal²í zlep²ení nebo po vypr²ení £asového limitu.

Výsledky obou t¥chto p°ístup· byly m¥°eny, stejn¥ jako ILP formulace, na instancích
o velikosti 10 � 300 pacient· a 3 � 40 sester. Zatímco pomocí ILP solveru nebylo v limitu
deseti hodin nalezeno °e²ení pro instance v¥t²í neº 25 pacient·, kaºdou ze t°í implemento-
vaných metod se poda°ilo vy°e²it v²echny testovací instance. T¥mito t°emi metodami jsou
lokální prohledávání (LS), spojené okolí a adaptivní prohledávání ²irokého okolí. Nejlep²ím
p°ístupem na nejv¥t²ích instancích a i na v¥t²in¥ men²ích instancí bylo AVNS, av²ak v²echny
metody p°iná²ely pom¥rn¥ kvalitní °e²ení, nejvý²e o 15% hor²í neº nejlep²í nalezené. Na n¥-
kterých instancích s 50 pacienty a v jednom p°ípad¥ se 100 pacienty bylo efektivn¥j²í hledání
ve spojeném okolí, výsledek AVNS byl v²ak pouze maximáln¥ o 3% hor²í. Výsledk· blíºe
optimu v²ak bylo dosaºeno prost°ednictvím AVNS po del²í dob¥ (kdyº byl stanoven £asový
limit 2 hodiny); pokud bylo prohledávání zastaveno po stejné dob¥, jako b¥ºelo hledání ve
spojeném okolí, byly výsledky mírn¥ hor²í. Co se obecn¥ tý£e doby b¥hu, v²echny algoritmy
b¥ºely pro instance do 50 klient· mén¥ neº 1 sekundu. Na nejv¥t²í instanci b¥ºelo LS i vy-
hledávání ve spojeném okolí 40 minut, AVNS pak 116 minut, aby nalezlo °e²ení o necelých
5% lep²í oproti LS (o 8% lep²í oproti výsledku AVNS po £ty°iceti minutách b¥hu). Jak je
vid¥t, prohledáváním okolí lze nalézt pom¥rn¥ kvalitní výsledky pouºitelné i pro reálná data,
a to kaºdou z testovaných metod.

Jinou verzi algoritmu zaloºeného na prohledávání okolí zvolila ve svém £lánku také jiº
zmi¬ovaná D. Guericke a kol. [22]; tímto algoritmem je metaheuristika adaptive large nei-
ghborhood search (ALNS), která byla poprvé p°edstavena pro °e²ení VRP [33]. Jejím prvním
krokem je, stejn¥ jako u AVNS, inicializace po£áte£ního °e²ení, nicmén¥ na zp·sobu jeho
generování p°íli² nezáleºí. Následn¥ je spu²t¥n iterativní proces, p°i kterém je v kaºdé iteraci
vybrán jeden operátor ni£ení (destroy) a jeden operátor opravy (repair). Ob¥ tyto heuris-
tiky modi�kují aktuální °e²ení; destroy operátor m¥ní °e²ení tak, ºe není p°ípustné (nap°.
odebráním asistencí) a repair operátor ho následn¥ zm¥ní zp¥t do p°ípustné podoby (nap°.
vloºením nové asistence). Výb¥r konkrétních heuristik probíhá metodou ruletové selekce,
která je známa z evolu£ních algoritm·, viz kapitola 3.1. Kaºdý destroy i repair operátor
má svou váhu, p°i£emº tyto hodnoty jsou na za£átku inicializovány na stejnou hodnotu a
v pr·b¥hu algoritmu jsou upravovány � pokud aplikování vybrané heuristiky vylep²ilo °e-
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²ení, je váha zvý²ena, v opa£ném p°ípad¥ dojde k jejímu sníºení. V kaºdé iteraci je vybrána
jedna heuristika z kaºdé kategorie a platí, ºe £ím v¥t²í váha, tím v¥t²í pravd¥podobnost
výb¥ru. Zárove¬ v²ak mají v²echny heuristiky v kaºdé fázi nenulovou pravd¥podobnost, ºe
budou vybrány. Díky tomuto mechanismu algoritmus £ast¥ji pouºívá takové destroy a repair
operátory, které v d°ív¥j²ích iteracích nejvíce zlep²ily °e²ení.

P°i p°ijímání nového °e²ení je moºné s malou pravd¥podobností p°ijmout i °e²ení hor²í
kvality, neº je aktuální, za ú£elem diverzi�kace a sníºení pravd¥podobnosti konvergence do
lokálního optima. Tato pravd¥podobnost je udána teplotou algoritmu (temperature) a funguje
obdobn¥ jako v metod¥ simulovaného ºíhání (simulated annealing) [39]. Celý proces ALNS je
spu²t¥n paraleln¥ s r·znými váhami heuristik, p°i£emº po kaºdé iteraci je upraveno aktuální
°e²ení � pokud je nejlep²í globální °e²ení lep²í neº nejlep²í °e²ení sub-heuristiky, dojde k
jeho nahrazení, v opa£ném p°ípad¥ algoritmus pokra£uje se sou£asným °e²ením. Úprava vah
probíhá lokáln¥.

Auto°i implementovali n¥kolik r·zných typ· destroy operátor·, mezi které pat°í nap°íklad
odebírání náhodných asistencí, odebírání v²ech asistencí objednaných jedním konkrétním kli-
entem, odebírání asistencí p°i°azených sestrám s kvali�kacemi, které jsou °ídce zastoupené,
nebo odebírání sm¥n o víkendu £i ve svátek. Implementované repair operátory p°idávaly
nep°i°azené asistence do £áste£ných rozvrh· sester, a to prost°ednictvím hladového (gre-
edy) konstruk£ního algoritmu, nebo metodou vkládání (insertion heuristic). Konstruk£ní
algoritmus byl vyuºíván pro tvorbu nových rozvrh· (den, kdy sestra nemá p°i°azené ºádné
asistence), nebo pro p°idávání nových asistencí na konec existujících cest. P°i vkládání více
asistencí záleºí na jejich po°adí, tudíº byl jejich seznam nejprve se°azen r·znými zp·soby
podle aktuáln¥ d·leºitých kritérií. Insertion heuristiky slouºí ke vkládání jednotlivých asis-
tencí; zde auto°i implementovali náhodný hladový algoritmus a look-ahead heuristiku, která
po£ítala negativní vliv vloºení asistence na dané místo a vybrala takovou pozici, která jej
minimalizovala.

M¥°ení výsledk· ALNS probíhalo porovnáním s nejlep²ími nalezenými výsledky MILP
solveru; pro paralelní verzi algoritmu byla pouºita 4 vlákna. Na instancích, které byly vyge-
nerovány autorem, dosáhla metaheuristika lep²ích výsledk· v tém¥° polovin¥ p°ípad·, zbytek
byl hor²í o maximáln¥ 5%. Sm¥rodatná chyba byla navíc pouze 0.5%, tudíº algoritmus vyka-
zuje srovnatelné výsledky v kaºdém b¥hu. Na druhé mnoºin¥ instancí byly výsledky ALNS
hor²í o nejvý²e 10% v polovin¥ p°ípad·, na men²ích instancích pak nejvý²e 2%. Na po-
slední mnoºin¥, která obsahovala mén¥ pracovních regulací a ve které chyb¥la £asová okna,
se výsledky heuristiky li²ily maximáln¥ o 3%. Hlavním p°ínosem je v²ak rozdíl doby b¥hu
algoritmu, který £iní pouhých 5 minut (oproti MILP, které bylo pou²t¥no s £asovým omeze-
ním 12h). Lze tedy °íci, ºe pomocí ALNS lze najít srovnateln¥ kvalitní °e²ení za 0.7% doby
b¥hu MILP solveru.

3.2.3 Hyperheuristiky

Jelikoº pouºití metaheuristik k °e²ení rozvrhování domácí pé£e m·ºe být efektivní pouze
pro vybrané instance £i v ur£itých fázích tvorby rozvrhu, není výjimkou jejich kombinace do
hyperheuristických algoritm· (viz kapitola 2.6). Tímto zp·sobem lze r·zné metaheuristiky
nap°íklad skládat sekven£n¥ za sebou podle jejich efektivity v dané fázi, nebo je pou²t¥t
paraleln¥ a vybírat nejlep²í výsledky. Proto lze paralelní verzi ALNS z £lánku D. Guericke [22]

24



3.2. HEURISTIKY

popsanou v kapitole 3.2.2 povaºovat za hyperheuristiku, jelikoº jsou sou£asn¥ spu²t¥ny verze
algoritm· s r·zným nastavením vah a po kaºdé iteraci m·ºe být upraveno jejich sou£asné
°e²ení, pokud n¥který algoritmus na²el nový nejlep²í rozvrh.

Hyperheuristický p°ístup, který adaptivn¥ m¥ní pouºité metaheuristiky v pr·b¥hu výpo-
£tu, ve svém £lánku popsal M. Misir et al. [29]. Jím formulovaný problém HHCS je charakte-
rizován n¥kolika modi�kacemi standardní verze, mezi které pat°í nap°íklad rozdílný zp·sob
p°esunu mezi klienty (autem, na kole, p¥²ky), rozdílná startovní lokace zdravotních sester,
£asová okna, kvali�kace sester £i preferovaná sestra pro jednotlivé klienty. P°i poru²ení n¥-
které ze soft constraints je °e²ení p°íslu²n¥ penalizováno. Kriteriální funkce zahrnuje tuto
penalizaci, navíc minimalizuje celkovou dobu strávenou na cest¥ a nevyuºitý £as sester (idle
time) � doba, kdy sestra není ani na cest¥, ani u klienta.

Výb¥r heuristiky probíhal dv¥ma zp·soby. Prvním, primitivním z nich, je metoda simple
random, která jednodu²e vybere náhodnou heuristiku. Tento p°ístup dává stejnou pravd¥po-
dobnost výb¥ru v²em heuristikám a p°i analýze výsledk· vykazoval pom¥rn¥ dobré hodnoty,
proto byl autorem £lánku pouºit. V ostatních publikacích autora byla pro výb¥r pouºita také
adaptivní dynamická mnoºina heuristik (adaptive dynamic heuristic set) [30], která v kaºdé
iteraci vypo£ítá skóre pro jednotlivé heuristiky podle jejich efektivity a v²echny heuristiky,
jejichº skóre je men²í neº pr·m¥r, jsou na n¥kolik iterací suspendovány (do£asn¥ odebrány z
mnoºiny). Pro jakoukoliv zm¥nu rozvrhu je aplikována jedna ze t°í heuristik, která rozhodne,
zda bude zm¥na p°ijata, nebo ne:

• Improving or equal (IE) � °e²ení je p°ijato, pokud je lep²í nebo stejn¥ kvalitní jako
sou£asné

• Iteration limited threshold accepting (ILTA) � kaºdé lep²í nebo stejn¥ kvalitní
°e²ení je p°ijato, navíc je p°ijato i hor²í °e²ení, pokud nedo²lo k jeho zlep²ení za po-
sledních k ≥ 0 iterací

• Adaptive ILTA (AILTA) � adaptivní verze ILTA, hodnota prahové hodnoty k je
dynamicky upravována v pr·b¥hu algoritmu

Samotné upravování rozvrh· probíhá prost°ednictvím vybrání jedné z ²esti nízkoúrov-
¬ových heuristik (low level heuristics), které aplikují primitivní zm¥ny na sou£asný rozvrh.
Tuto mnoºinu tvo°í následující heuristiky:

1. Prohození asistencí mezi sestrami

2. Prohození po°adí asistencí pro jednu sestru

3. P°esun asistence na nejlep²í pozici v rozvrhu jiné sestry

4. Výb¥r nejhor²í sm¥ny a její p°esun na nejlep²í pozici v rozvrhu jiné sestry

5. Výb¥r nejhor²í sm¥ny a její p°esun na nejlep²í pozici v rozvrhu jiné sestry tak, ºe dojde
k nejv¥t²ímu zlep²ení

6. Výb¥r nejhor²í sm¥ny a její p°esun do nejprázdn¥j²ího rozvrhu

25



KAPITOLA 3. RE�ER�E

M¥°ení výsledk· probíhalo na ²esti instancích, které obsahovaly 7 � 15 sester, 30 � 74
klient· a 61 � 154 asistencí. Testováno bylo n¥kolik r·zných hyperheuristik: SR-AILTA,
SR-ILTA a SR-IE, p°i£emº m¥°ení prvních dvou jmenovaných probíhalo v n¥kolika r·zných
kon�guracích, které se li²ily hodnotami parametr·. Nejlep²ích výsledk· bylo dosaºeno ve
v²ech p°ípadech hyperheuristikou SR-AILTA. Co se tý£e monitorování vyuºití nízkoúrov¬o-
vých heuristik, nej£ast¥ji suspendovanými byly heuristiky £. 4 a 5 a nejvhodn¥j²í hodnota
parametru udávající délku suspendování byla 1 � 4 iterace. Kvalitu výsledného rozvrhu lze
v²ak bohuºel t¥ºko posoudit, jelikoº ve £lánku je uvedena pouze nejlep²í hodnota kriteriální
funkce a heuristiky jsou porovnávány pouze mezi sebou.

G. Hiermann a kol. [23] provedl ve svém £lánku porovnání £ty° r·zných heuristik; jednou z
nich je hyperheuristika zaloºená na konceptu simulated annealing (SA). Formulace problému
zahrnuje krom¥ standardních poºadavk· HHCS také kvali�kace sester, odmítané atributy
(nap°. sestra s alergií na ko£ky nem·ºe provád¥t asistenci u klienta, který má ko£ku, n¥-
které klientky mohou odmítat asistenta, který je muº apod.), multimodalitu (rozdílné váhy
hran v grafu vyjad°ující r·zné zp·soby transportu, nap°. autem £i ve°ejnou dopravou) a
p°ed-alokované asistence (5% asistencí je �xn¥ p°i°azeno vybraným sestrám p°ed spu²t¥ním
algoritmu). Kriteriální funkce vyjad°uje eliminaci poru²ených hard constraints, minimalizaci
poru²ených soft constraints a minimalizaci doby strávené p°esunem a p°es£asy (jelikoº jsou
vypláceny s vy²²í hodinovou sazbou).

Hyperheuristický algoritmus SA probíhá ve svou fázích, stejn¥ jako v¥t²ina algoritm· z
£lánk· popsaných vý²e � tvorba po£áte£ního rozvrhu a jeho následné iterativní zlep²ování. V
první fázi je °e²ení generováno bu¤ náhodným konstruk£ním algoritmem, nebo pomocí pro-
gramování s omezujícími podmínkami (constraint programming � CP). Ve druhé fázi je rozvrh
iterativn¥ vylep²ován; prvky hyperheuristiky jsou tvo°eny výb¥rem jedné z ²esti nízkoúrov-
¬ových heuristik, vytvo°ených kombinací t°í typ· úpravy rozvrhu � p°esun jedné asistence
na nejlep²í pozici v rozvrhu jiné sestry, p°esun asistence na nejlep²í moºné místo v rámci
téºe sestry a kompletní prohození rozvrh· dvou sester. Pravd¥podobnost výb¥ru heuristiky
se dynamicky m¥ní na základ¥ úsp¥²nosti v p°edchozí iteraci. Prvky SA jsou zastoupeny
zavedením teploty algoritmu, která ovliv¬uje, zda bude nov¥ vygenerované °e²ení p°ijato,
nebo ne. Zm¥na teploty je popsaná funkcí tak, aby na za£átku algoritmu bylo p°ijímáno cca
5% °e²ení a na konci prohledávání 0.5%.

Výsledky v²ech £ty° autorem p°edstavených algoritm· (variable neighborhood search,
memetický algoritmus, scatter search a SA) byly testovány na instancích s pr·m¥rn¥ 500
sestrami a cca 700 asistencemi. Nejlep²ích výsledk· bylo dosaºeno pomocí memetického
algoritmu, zatímco simulated annealing hyperheuristika na²la °e²ení v pr·m¥ru o 15% hor²í,
co se tý£e hodnoty kriteriální funkce. K nejv¥t²ímu zlep²ení rozvrhu do²lo u v²ech algoritm·
b¥hem prvních 100 � 300 sekund, p°estoºe byl £asový limit doby b¥hu stanoven na 75 minut.

3.3 Shrnutí

P°estoºe je problematika HHCS pom¥rn¥ novým problémem, existuje mnoho £lánk·,
které se jím zabývají a p°edstavují ²irokou ²kálu p°ístup· k jeho °e²ení. Konkrétní formulace
problému se vºdy li²í, av²ak v¥t²inou jsou uvaºována £asová okna, r·zné podoby soft a hard
constraints (nej£ast¥ji preference klient· a kvali�kace sester) a £asto také stejný výchozí a
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koncový bod sester (nemocnice, laborato° apod.). Cílem algoritmu, který je vyjád°en pro-
st°ednictvím kriteriální funkce, je tém¥° vºdy minimalizace doby cestování (tj. sou£et cen
pouºitých hran v grafu), dále pak také minimalizace penalizace za poru²ené soft constraints
a eliminace poru²ených hard constraints. Mén¥ £asto je pak brán z°etel na po£et vyuºitých
sester, nevyuºitý £as (idle time) £i pracovní regulace.

Co se tý£e konkrétních algoritm·, tém¥° vºdy je k °e²ení pouºita heuristika nebo n¥jaká
forma aproxima£ního algoritmu. Auto°i £asto nejprve formulují problém jako (M)ILP, který
p°edloºí solveru a výsledky následn¥ porovnávají s jejich heuristickým algoritmem. V²echny
p°ípady pouºití ILP k °e²ení problému rozvrhování domácí pé£e p°edstavené v kapitole 3.1
dosahovaly v²ak velice slabých výsledk· a °e²ení bylo nalezeno pouze pro velice malé in-
stance. D·vodem je po£et omezení a po£et prom¥nných, které £iní problém p°íli² sloºitým,
aby byl vy°e²en v p°ijatelném £ase pro objem vstupních dat, který je b¥ºný v praxi. Pro
hledání suboptimálních rozvrh· auto°i zpravidla pouºívají metaheuristiky, jejichº výhodou
je jejich schopnost adaptace na aktuální stav °e²ení, nap°íklad p°izp·sobením parametr·
nebo výb¥rem pouºité heuristiky. Jednou z nej£ast¥j²ích metod je prohledávání okolí, mezi
které pat°í nap°íklad AVNS, nebo ALNS, p°edstavené v kapitole 3.2.2. Nejv¥t²ím rizikem
tohoto p°ístupu je uvíznutí v lokálním optimu; to je °e²eno r·znými zp·soby, nap°. adaptací
velikosti kroku, op¥tovným spu²t¥ním algoritmu z jiného startovního bodu nebo paralelním
spu²t¥ním více instancí stejného algoritmu s r·znými po£áte£ními hodnotami parametr· a
pr·b¥ºným porovnáváním díl£ích výsledk·.

Dal²í pouºívanou metaheuristikou jsou evolu£ní algoritmy, jejichº nejv¥t²í výhodou je
deklarativní zp·sob °e²ení problému. Riziko konvergence do lokálního optima je °e²eno im-
plementací evolu£ních operátor·, zejména mutace, nebo nastavením parametr· algoritmu
(které mohou být m¥n¥ny i dynamicky). Mén¥ £astým, ale velice silným nástrojem pro °e-
²ení HHCS jsou hyperheuristiky, které kombinují r·zné heuristické p°ístupy a dynamicky
vybírají nejvhodn¥j²í algoritmy, které nejvíce zlep²í aktuální °e²ení. Jejich hlavní výhodou
je malá závislost na °e²eném problému, jelikoº vyuºívají nízkoúrov¬ové heuristiky jako black
box a pouze hodnotí jejich efektivitu; lze je tedy pouºít k °e²ení ²iroké ²kály problém·, £ehoº
lze docílit pouhou vým¥nou t¥chto heuristik.

V²echny popisované metaheuristické p°ístupy byly na rozdíl od ILP schopny nalézt subop-
timální °e²ení pro instance reálných velikostí, navíc za zlomek £asu a proto jsou vhodným
kandidátem k °e²ení problému. Pro stanovení d·leºitosti jednotlivých soft constraints a ostat-
ních kritérií auto°i vyuºívají kon�gurovatelné parametry, které jsou sou£ástí kriteriální funkce
a s jejichº pomocí lze nastavit priority bez nutnosti zm¥ny algoritmu. Mezi tyto hodnoty pat°í
zejména penaliza£ní konstanty (za nep°i°azenou asistenci, poru²ení omezení apod.), ale také
parametry jednotlivých heuristik. Jejich nespornou výhodou je schopnost adaptace algoritmu
na zm¥ny priorit a obecn¥ v¥t²í volnost co se tý£e úprav optimaliza£ního kritéria; na druhou
stranu v²ak s sebou p°ítomnost parametr· p°iná²í problémy související s jejich po£áte£ním
£i optimálním nastavením.
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Kapitola 4

Návrh

Kapitola 3 byla zam¥°ena na re²er²i stávajících p°ístup· k °e²ení problému rozvrhování
domácí pé£e v literatu°e. Pro kaºdý algoritmus byl popsán °e²ený problém, p°ístup, který byl
vyuºit k nalezení suboptimálního rozvrhu, a byla provedena analýza efektivity. Cílem této
kapitoly je navrhnout vlastní algoritmus, pomocí kterého bude °e²en problém HHCS, jenº byl
de�nován v kapitole 2.1. Návrh algoritmu bude vycházet ze znalostí získaných p°i analýze
stávajících °e²ení, které budou p°izp·sobeny poºadavk·m pro formulaci problému v této
práci. Tato kapitola je zam¥°ena spí²e na p°edstavení abstraktního frameworku pro °e²ení
HHCS pomocí metaheuristik, jeho architekturu a popis komponent; konkrétní implementaci
nízkoúrov¬ových heuristik a jednotlivých komponent se bude v¥novat kapitola 5.

4.1 Architektura

Jedním z poºadavk· zmín¥ných v kapitole 2.1 je p°ipravenost algoritmu na p°idávání
nových omezení £i úpravu stávajících. Proto je p°i jeho návrhu kladen d·raz na modi�ko-
vatelnost a nezávislost komponent, a to nejen co se tý£e soft a hard constraints, ale v²ech
£ástí algoritmu v souladu se základními principy objektového návrhu � high cohesion a loose
coupling [8]. Ty odkazují práv¥ na stupe¬ závislosti jednotlivých komponent, který by m¥l být
co nejniº²í, a na sdruºování funkcionality do logických celk· zam¥°ených na °e²ení jednoho
problému. Cílem této práce je nejprve vytvo°it abstraktní framework pro °e²ení HHCS, ne-
závislý na pouºitém algoritmu, a následn¥ implementovat konkrétní (meta)heuristiky, které
bude tento framework vyuºívat.

P°ehled struktury frameworku je zobrazen na diagramu 4.1. Celý proces je rozd¥len do
t°í £ástí � £tení uºivatelského vstupu a transformace na vnit°ní reprezentaci dat, samotné
spu²t¥ní heuristiky tvo°ící výsledný rozvrh a zpracování výstupu. Implementace kaºdého z
proces· (které jsou znázorn¥ny obdélníkem) m·ºe být snadno nahrazena (za p°edpokladu
zachování stejného rozhraní) bez nutnosti zásahu do kódu ostatních komponent. Vstupními
daty algoritmu je seznam zdravotních sester a jejich dostupnost na plánovací období (tím
je v této práci následující m¥síc, av²ak algoritmus je schopen plánovat na libovoln¥ dlouhé
období) a dále seznam klient· a jimi objednané asistence. Spolu se vstupními daty jsou
speci�kována v²echna omezení, £asová okna apod. Komponenta Reader je zodpov¥dná za
£tení t¥chto dat a jejich transformaci do vlastního modelu, který je popsán v kapitole 4.2.
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Obrázek 4.1: P°ehled struktury frameworku

V druhé £ásti frameworku dochází k samotné tvorb¥ rozvrhu, která probíhá pomocí dvou-
fázového algoritmu, jenº je jedním z nejpouºívan¥j²ích p°ístup· v literatu°e (viz kapitola 3.2).
První fází je tvorba po£áte£ního rozvrhu, jejímº výstupem je £áste£ný rozvrh sester a seznam
nep°i°azených asistencí. Druhou fází je metaheuristika, která iterativním procesem aplikuje
zm¥ny na rozvrh, dokud není spln¥na ukon£ovací podmínka. Výstup je ve stejném formátu
jako v p°edchozí fázi. Poslední £ást frameworku je zodpov¥dná za zpracování výsledku a
transformaci vytvo°eného rozvrhu a seznamu nep°i°azených asistencí do ur£ité formy vý-
stupu. Ten m·ºe mít libovolnou podobu, jako nap°íklad výpis do konzole, vytvo°ení tabulky,
nebo gra�cká reprezentace výsledného rozvrhu.

Framework v²ak není pouze omezen na dvoufázový typ algoritm· pouºitých v této práci
a lze snadno pouºít také na jednofázové algoritmy � implementace po£áte£ního rozvrhu m·ºe
totiº vytvo°it pouze prázdný rozvrh a v²echny asistence p°esunout do seznamu nep°i°azených.
Stejn¥ tak je moºné vyuºití algoritm·, které nejsou zaloºeny na iterativním p°ístupu, pomocí
vhodné implementace nízkoúrov¬ových funkcí, mezi které pat°í ukon£ovací podmínka, nebo
samotná heuristika. Struktura této £ásti frameworku, tedy solveru, bude blíºe p°edstavena v
kapitole 4.3.
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Obrázek 4.2: Class diagram modelu

4.2 Model

Struktura modelu, který je napln¥n komponentou Reader a ve kterém jsou reprezento-
vány ve²keré údaje o asistencích, dostupnosti klient·, sou£asném rozvrhu a nep°i°azených
asistencích, je znázorn¥na class diagramem 4.2. Nejvýznamn¥j²ími entitami jsou Client a
Nurse, které reprezentují klienty, respektive zdravotní sestry. Unikátním identi�kátorem je v
obou p°ípadech jméno; dále je vºdy uvedena adresa, která slouºí ke zji²t¥ní vzdálenosti mezi
dv¥ma body z matice vzdálenosti (její vytvo°ení je popsáno v kapitole 5). Kaºdá sestra m·ºe
mít navíc libovolný po£et kvali�kací, které m·ºou být vyºadovány pro n¥které objednané
asistence.

Dostupnost sester a objednané asistence jsou v modelu popsány vazbami Nurse-Interval
a Client-Treatment, p°i£emº ob¥ de�nují atribut speci�kující datum, ke kterému se vzta-
hují. Dostupnost sester je popsána entitou Interval, která vºdy obsahuje unikátní identi�ká-
tor pro snadnou referenci, za£átek a konec intervalu, jeho délku a p°íznak, zda jde o interval
de�novaný £asovým oknem. Pokud je jeho hodnota true, m·ºe být hodnota atributu length

men²í, neº je doba trvání mezi za£átkem a koncem intervalu, v opa£ném p°ípad¥ musí být
roven této dob¥. Asistence objednané klienty jsou reprezentovány tém¥° stejným zp·sobem,
pouze jsou vyjád°eny entitou Treatment, která d¥dí od entity Interval a pouze p°idává ne-
povinnou vazbu na omezení. Ta jsou popsána abstraktní t°ídou Constraint, která obsahuje
pouze údaj, zda jde o soft, nebo hard constraint. Informace vztahující se ke konkrétnímu
omezení jsou obsaºeny v potomcích této entity; v diagramu jsou znázorn¥na t°i omezení asi-
stencí pouºívaná v této práci, tj. preferovaná sestra, vyºadovaná sestra a nutné kvali�kace
pro provedení o²et°ení. Díky tomuto abstraktnímu modelu lze snadno vytvo°it nové typy
omezení, nebo modi�kovat stávající. Zp·sob transformace vstupních dat do tohoto modelu
je popsán v kapitole 5.
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4.3 Solver

Jak jiº bylo zmín¥no vý²e, algoritmus je rozd¥len do dvou fází, p°i£emº v první z nich je
vytvo°en £áste£ný rozvrh a ve druhé je iterativním procesem vylep²ován. Jelikoº pro vstupní
data nelze zaru£it, ºe bude vºdy moºné kaºdou asistenci p°i°adit n¥které sest°e, je v pr·b¥hu
upravován krom¥ výsledného rozvrhu také seznam nep°i°azených prací.

Pro kaºdou sestru jsou ukládány p°i°azené asistence, jejich identi�kace je ur£ena da-
tem, na které je objednána, klientem, který si danou asistenci objednal, £asem, kdy sestra
ke klientovi dorazí a unikátním identi�kátorem asistence (atribut id, který je vygenerován
pro kaºdý Interval). Díky této struktu°e lze snadno reprezentovat jak asistence s �xním
intervalem, tak s de�novaným £asovým oknem; zárove¬ lze pomocí id získat informace o
omezeních a dále také o klientovi (nap°. bydli²t¥ pro výpo£et vzdálenosti). Nep°i°azené asi-
stence jsou ukládány obdobným zp·sobem jako trojice datum asistence, její identi�kátor a
klient, kterým byla objednána.

4.3.1 Tvorba po£áte£ního rozvrhu

Vstupními daty pro tvorbu po£áte£ního rozvrhu je seznam sester a seznam klient· (tj.
entit Nurse a Client), které obsahují objednané asistence a dostupnost sester. Konkrétní
implementace této fáze algoritmu m·ºe mít libovolnou podobu, pouze musí zachovat kon-
trakt speci�kovaný frameworkem, tedy musí objednané asistence p°i°adit vybraným sestrám
a zbytek uloºit do seznamu nep°i°azených asistencí. Tímto zp·sobem lze implementovat li-
bovolné poºadavky, nap°íklad je moºné i zcela vynechat tuto fázi � sta£í pouze v²echny
objednané asistence p°esunout do seznamu nep°i°azených prací.

Výhodou rozd¥lení algoritmu a abstrakce obou fází je jejich tvárnost � vhodnou im-
plementací lze snadno pokrýt mnoho dal²ích nových poºadavk· bez nutnosti zásahu do
jakékoliv £ásti existujícího kódu. Nap°íklad v literatu°e je £asto vyºadovanou funkcionali-
tou schopnost op¥tovného spu²t¥ní algoritmu s £áste£ným rozvrhem nebo de�nice mnoºiny
p°ed-p°i°azených asistencí ke konkrétním sestrám. Oba poºadavky lze ve fázi tvorby po£áte£-
ního rozvrhu snadno implementovat nap°íklad na£tením t¥chto údaj· ze souboru, p°ípadn¥
p°idáním omezení pro vyºadovanou sestru pro p°ed-p°i°azené asistence.

4.3.2 ALNS

Druhá fáze algoritmu slouºí k implementaci metaheuristiky, jejímº prost°ednictvím bude
vylep²ován rozvrh vytvo°ený v první fázi. Jednotlivé kroky algoritmu jsou popsány pseu-
dokódem 4.1. První £ást, která je sou£ástí frameworku, spo£ívání v iterativním zlep²ování
rozvrhu, které je vyjád°eno procedurou enhance(), jejíº implementace m·ºe být op¥t libo-
volná a pro jejíº zm¥nu není nutné modi�kovat kód mimo tuto proceduru. Iterativní proces
probíhá do té doby, neº je spln¥na ukon£ovací podmínka; její podoba je op¥t ponechána
na uºivateli. Mezi jednoduché p°íklady implementace pat°í £asový limit, po£et iterací nebo
nap°íklad stanovení prahové hodnoty kriteriální funkce, která m·ºe být interpretována jako
"nejniº²í p°ijatelná kvalita °e²ení". Tento zp·sob m·ºe být uºite£ný, pokud je známa opti-
mální hodnota kriteriální funkce (nikoliv v²ak podoba výsledného rozvrhu) a cílem je nalézt
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Algoritmus 4.1 Druhá (iterativní) fáze algoritmu
schedule, unassignedJobs; . output of the �rst phase
while not terminationCondition() do

enhance(schedule, unassignedJobs);
end while

procedure enhance(schedule, unassignedJobs) . ALNS implementation
for each day ∈ planningHorizon do

newSchedule, newUnassignedJobs← copy(schedule, unassignedJobs);
removalHeuristic(newSchedule, newUnassignedJobs);
insertionHeuristic(newSchedule, newUnassignedJobs);
if wasObjectiveFunctionImproved() then

schedule = newSchedule;
unassignedJobs = newUnassignedJobs;

end if
end for

end procedure

°e²ení, které je nap°íklad alespo¬ z poloviny tak kvalitní. Pochopiteln¥ je v²ak zárove¬ t°eba
stanovit £asový limit, jelikoº heuristiky nezaru£ují, ºe rozvrh dané kvality bude nalezen.

T¥lo procedury enhance() je p°íkladem moºné implementace, která je inspirována heuris-
tikou adaptive large neighborhood search, jeº byla p°edstavena v kapitole 3.2.2. Tento p°ístup
byl zvolen pro °e²ení problému v této práci; i samotný proces ALNS je v²ak také napsán
dostate£n¥ abstraktn¥, aby bylo moºné snadno zm¥nit pouºité nízkoúrov¬ové heuristiky.
T¥mito heuristikami jsou operátory ni£ení (destroy) neboli removal heuristics a operátory
opravy (repair) neboli insertion heuristics. B¥hem kaºdé iterace ve druhé fázi jsou pro kaºdý
den z plánovaného období aplikovány na aktuální °e²ení ob¥ heuristiky a poté je spo£ítána
nová hodnota kriteriální funkce. Pokud je nový rozvrh blíºe optimu neº p·vodní, je tato
zm¥na p°ijata, v opa£ném p°ípad¥ algoritmus pokra£uje dále beze zm¥n v rozvrhu � jedná
se tedy o greedy algoritmus. Jednou z výhod tohoto procesu je moºnost paralelizace vnit°-
ního cyklu p°es v²echny dny, nebo´ rozvrhy a objednané asistence pro jednotlivé dny tvo°í
disjunktní mnoºiny, a tudíº mohou být zpracovávány ve stejný moment bez rizika soub¥ºné
modi�kace.

Operátor ni£ení, který je aplikován na rozvrhy v²ech sester v jeden konkrétní den, je prv-
ním krokem v této fázi. Zodpov¥dností konkrétních implementací, které budou p°edstaveny v
kapitole 5, je analýza aktuálního rozvrhu a výb¥r asistencí, které budou odebrány a p°idány
do seznamu nep°i°azených asistencí. Ne nutn¥ v²ak musí dojít v kaºdé iteraci k odebrání
asistence (aby nedocházelo k destrukci kvalitních rozvrh·); stejn¥ tak jich ale m·ºe být ode-
bráno více najednou. Kritérium pro odebírání, priorita i po£et iterací jsou vºdy speci�cké
pro konkrétní implementaci.

Druhý krok této fáze algoritmu je inverzní k p°edchozímu procesu, tedy dochází k p°esunu
nep°i°azených asistencí k jednotlivým sestrám. Stejn¥ jako operátory ni£ení je tato heuristika
ve frameworku pouºita abstraktn¥ a konkrétní implementace m·ºe mít libovolnou podobu,
pouze by m¥la zachovat speci�kovaný kontrakt (tedy ºe se bude snaºit p°i°azovat asistence ze
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seznamu jednotlivým sestrám). D·leºitou vlastností tohoto zp·sobu implementace procesu
ALNS je záruka splnitelnosti kaºdého rozvrhu � jinými slovy, není p°ijata ºádná zm¥na, ve
které je p°i°azena asistence tak, ºe dojde k poru²ení n¥které hard constraint. Stejn¥ tak
je zachována pracovní doba sester, dojezdová vzdálenost apod. Na druhou stranu jiº ale
není zaru£eno, ºe budou v²echny asistence p°i°azeny; to v²ak ale nemusí být moºné ani v
optimálním rozvrhu.

4.4 Interpretace výsledk·

Poté, co bude spln¥na ukon£ovací podmínka (v pseudokódu 4.1 reprezentována funkcí
terminationCondition()) se algoritmus p°esune do poslední fáze, ve které dochází ke zpra-
cování výsledného rozvrhu a nep°i°azených asistencí. D·vodem pro abstrakci i tohoto pro-
cesu je moºnost adaptace na p°ípadné budoucí zm¥ny v poºadavcích na výstup algoritmu �
transformace výstupu není ºádným zp·sobem vázán na algoritmus, pouze o£ekává na vstupu
seznam nep°i°azených asistencí a výsledný rozvrh. Navíc lze také snadno pouºít vícero r·z-
ných parser·, coº je v praxi £asto poºadováno � nap°íklad tvorba samostatných soubor·
pro kaºdou sestru, ve kterých bude pouze její rozvrh, dále stejná analogie s klientskými sou-
bory (kdy dorazí která sestra, coº je vhodné zejména v p°ípad¥ asistencí s £asovými okny) a
nakonec jeden velký soubor, kde bude celkový p°ehled v²ech sester a naplánovaných sm¥n.
Ten obsahuje v²echna data a m·ºe významn¥ zjednodu²it proces manuálních ad hoc úprav
rozvrhu, nap°íklad v p°ípad¥ nemoci sestry, zru²ení/p°esunutí asistence apod.

4.5 Shrnutí

Návrh frameworku pro °e²ení problému rozvrhování domácí pé£e probíhal p°edev²ím s
d·razem na modularitu, aby bylo moºné snadno m¥nit implementaci jednotlivých kompo-
nent. Jejich vzájemné závislosti jsou minimalizovány v souladu s principy objektového návrhu
(high cohesion, loose coupling), tudíº lze zm¥ny provád¥t bez zásahu do existujícího kódu.
Konkrétním zvoleným p°ístupem pro hledání suboptimálního rozvrhu sester v této práci
je metaheuristika zaloºená na principu ALNS, av²ak její vým¥na za jiný p°ístup je díky
p°edstavenému návrhu velice snadná.

Výsledný rozvrh, dostupnost sester, objednané asistence a v²echny ostatní informace
jsou reprezentovány interním modelem, do kterého jsou transformována vstupní data. Jeho
d·leºitým aspektem je abstrakce soft a hard constraints, které se vztahují k objednaným asi-
stencím, díky £emuº je algoritmus p°ipraven na snadnou integrací nových typ· omezení, coº
bylo jedním z poºadavk· speci�kovaných v kapitole 2.1. Transformace dosaºeného výsledku
algoritmu do £itelné podoby probíhá �exibilním procesem, s jehoº pomocí lze jednodu²e
m¥nit formát výstupu, p°ípadn¥ vytvo°it více r·zných výstup·.

Samotná metaheuristika pro iterativní úpravu rozvrhu vyuºívá dvou typ· nízkoúrov¬o-
vých operátor· (removal a insertion heuristiky), které ze sou£asného rozvrhu odebírají, nebo
do n¥j p°idávají asistence za ú£elem jeho optimalizace. N¥kolik konkrétních heuristik bude
p°edstaveno v kapitole 5; jejich zm¥na £i nahrazení novou implementací je, stejn¥ jako u
ostatních komponent, velice snadná, jelikoº i kostra ALNS metaheuristiky je navrºena velice
abstraktn¥.

34



Kapitola 5

Implementace

Framework p°edstavený v kapitole 4 tvo°í modulární kostru pro °e²ení problému rozvrho-
vání domácí pé£e. V této kapitole bude popsána implementace konkrétních heuristik, jejichº
cílem je optimalizovat rozvrhy sester vzhledem k omezením asistencí a poºadavk·m, které
byly formulovány v kapitole 2.1. Algoritmus je rozd¥len do t°í hlavních modul· � £tení vstup-
ních dat, tvorba rozvrhu a transformace výsledk·; v této kapitole budou postupn¥ popsány
r·zné zp·soby implementace t¥chto £ástí, na kterých bude demonstrována modi�kovatelnost
algoritmu.

5.1 Pouºité technologie

Knihovna je implementována v programovacím jazyce Java, díky £emuº je program p°e-
nositelný mezi b¥ºnými platformami. Pro spu²t¥ní je vyºadováno JRE (Java Runtime En-
vironment) minimáln¥ verze 8, jelikoº v kódu je hojn¥ vyuºíváno funkcionalit, které nejsou
dostupné ve star²ích verzích (zejména Stream API a lambda funkce [21]). Pro správu zá-
vislostí a sestavení (build) aplikace je vyuºito nástroje Apache Maven1, pomocí kterého lze
snadno p°idávat nové knihovny £i upravovat jejich verze.

Mnoho komponent algoritmu vypisuje velké mnoºství údaj·, a to jak informativních,
slouºící spí²e pro debugování, tak statistických, které jsou velice d·leºité pro m¥°ení efek-
tivity algoritmu, a díky nimº mohla být získána data pro kapitolu 7. K tomu je vyuºita
knihovna pro logování Logback2, která poskytuje snadno kon�gurovatelné API (application
programming interface � aplika£ní programové rozhraní). Ve²kerá kon�gurace knihovny, jako
nap°. úrove¬ logování £i typ výstupu (konzole £i soubor) m·ºe být upravena v souboru
src/main/resources/logback.xml.

Mimo samotný algoritmus byla v rámci této práce také implementována °ada pomocných
skript·, které slouºí nap°íklad ke generování testovacích instancí nebo pro transformaci dat z
reálného prost°edí do poºadovaného formátu vstupu, který algoritmus o£ekává. Implementace
t¥chto skript· je realizována v jazyce Python 3 a k jejich spou²t¥ní spolu s dal²í logikou je
vyuºito také bash skript· 4.

1https://maven.apache.org
2https://logback.qos.ch
3https://www.python.org
4https://www.gnu.org/software/bash
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5.2 Na£ítání vstupních dat

Pro vytvo°ení interního modelu reprezentujícího konkrétní instanci problému je t°eba
p°edat algoritmu t°i parametry � seznam zdravotních sester a jejich dostupnost v pláno-
vaném období, seznam klient· a asistencí, které jimi byly objednány (spolu s p°ípadnými
omezeními), a matici vzdáleností, která reprezentuje váhy hran mezi bydli²ti sester a klient·.

Jako formát pro první dva parametry byl zvolen .zip soubor, který obsahuje seznam
.csv soubor· (comma separated values), p°i£emº kaºdý z t¥chto soubor· reprezentuje jednu
sestru, p°ípadn¥ klienta s objednanými asistencemi. Aby byl formát .csv soubor· co nejvíce
adaptibilní, jsou v²echny informace uvád¥ny dvojicí <klí£><hodnota>, kde klí£ udává vý-
znam dat, které následují ve zbytku °ádku a které tvo°í hodnotu. Hodnota m·ºe být dále
rekurzivn¥ strukturována stejným zp·sobem, pomocí £ehoº lze reprezentovat nap°. omezení u
objednaných asistencí. Klí£e jsou implementovány pomocí enumu a k transformaci t¥chto dat
do interního modelu slouºí p°íslu²né t°ídy vyuºívající Builder pattern [41] (ClientBuilder,
NurseBuilder). Ty mimo jiné také speci�kují, jaké klí£e mohou být pouºity pro danou entitu
a provád¥jí validaci vstupních dat. Mnoºina top-level klí£· je de�nována enumem PersonData

a vypadá následovn¥:

• NAME � jméno sestry £i klienta

• ADDRESS � adresa bydli²t¥ sestry £i klienta

• SKILLS � mnoºina kvali�kací/dovedností sestry

• AVAILABILITY � dostupnost sestry (následuje datum a interval, ve kterém m·ºe
být dané sest°e p°i°azena n¥jaká asistence)

• JOB � asistence objednaná klientem (následuje datum a interval, který m·ºe být
speci�kován £asovým oknem, a voliteln¥ mnoºina omezení)

Mnoºinu omezení popisuje enum ConstraintData, jenº deleguje parsování omezení na
p°íslu²nou t°ídu podle hodnoty klí£e. Aktuáln¥ implementovaná omezení jsou následující:

• PREFERRED_NURSE � mnoºina preferovaných sester (soft constraint)

• REQUIRED_NURSE � mnoºina sester, kterým m·ºe být asistence p°i°azena (hard
constraint)

• REQUIRED_SKILLS � mnoºina kvali�kací, které musí mít sestra, aby jí mohla
být asistence p°i°azena (hard constraint)

Díky tomuto odd¥lení je moºné nejen snadno p°idávat nová omezení, k £emuº sta£í pouze
p°idání nového klí£e a implementace odpovídajícího parseru, ale také jakýchkoliv dal²ích
atribut· sester £i klient·. Samotné £tení ze .zip a .csv soubor· zaji²´ují t°ídy ZipReader a
CsvReader, které lze samotné povaºovat za knihovnu, jelikoº nabízejí abstraktní kostru pro
£tení soubor· v libovolné podob¥. ZipReaderu sta£í p°edat lambda funkci, která udává, jaká
akce bude provedena s kaºdým souborem ve vstupním .zip archivu a jaká je návratová hod-
nota; stejn¥ tak CsvReader p°ijímá funkci, která bude zavolána pro kaºdou °ádku vstupního
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souboru. Kompozicí t¥chto dvou t°íd lze transformovat vstupní soubor do výsledného mo-
delu pouze pomocí volání dvou metod. Univerzální pouºitelnost t¥chto dvou t°íd podtrhává
pouºití generických parametr· a lambda funkcí.

Posledním parametrem je matice vzdáleností. Jelikoº jsou ve formulaci problému pro
tuto práci váhy hran statické, je o£ekávána na vstupu matice o velikosti n2, kde n je po£et
vrchol· (tj. sjednocení mnoºin bydli²´ sester a klient·). Matice je p°edávána ve formátu
.csv, ve kterém má kaºdý °ádek podobu <A><B><cost>, kde A a B jsou jednotlivé vrcholy a
cost je vzdálenost mezi nimi. V modelu je matice reprezentována t°ídou DistanceMatrix,
která provádí základní validace, nap°. jestli platí, ºe vzdálenost A → A = 0, nebo zda jsou
hodnoty ekvidistantní (tj. vzdálenost A→ B = B → A). K vytvo°ení této matice lze vyuºít
softwaru t°etích stran, který m·ºe pouºívat nap°. euklidovskou vzdálenost nebo pr·m¥rnou
denní dobu cesty vybraným dopravním prost°edkem.

5.2.1 Transformace ze stávajícího formátu

Jelikoº stávajícím formátem pro speci�kaci dostupnosti a objednaných asistencí byly
.xlsx soubory, bylo nutné vytvo°it transforma£ní skripty pro testování algoritmu na reálných
datech. Kaºdý klient je aktuáln¥ reprezentován jedním .xlsx souborem popisujícím objednané
asistence spolu se sestrami, které byly k daným asistencím p°i°azeny, jelikoº rozvrhování bylo
provád¥no manuáln¥. Soubor pro sestry zase udává jména klient· a £asy, ve které se má sestra
ke klientovi dostavit.

Pro ú£el transformace byl vytvo°en skript transformXlsx.py, který z p·vodního .xlsx
souboru vytvo°í .csv ve formátu popsaném vý²e, jenº je pouºitelný pro implementovaný
algoritmus. Pro zabalení do .zip soubor· slouºí bash skript transformData.sh, který volá
vý²e zmi¬ovaný Python skript a vytvo°í .zip soubory, obsahující .csv pro v²echny sestry a
klienty. Tyto skripty jsou umíst¥ny v adresá°i scripts v ko°eni projektu.

5.3 Solver

Druhou a nejvýznamn¥j²í fázi algoritmu za²ti´uje t°ída AssignmentScheduler. Schéma
proces· a závislostí jejích komponent je zobrazeno na obr. 5.1. �ed¥ zvýrazn¥né t°ídy zna£í
konkrétní implementaci, která m·ºe být snadno nahrazena; plná £ára zna£í závislosti kom-
ponent a p°eru²ovaná £ára se ²ipkou zna£í d¥di£nost. V¥t²ina rozhraní je deklarována jako
funk£ní rozhraní (functional interface) [21], coº umoº¬uje pouºití lambda funkcí místo im-
plementace t°ídy.

5.3.1 Tvorba po£áte£ního rozvrhu

Základními kroky druhé fáze algoritmu jsou tvorba po£áte£ního rozvrhu (rozhraní
InitialAssignmentFunction) a iterativní vylep²ování rozvrhu (t°ída ScheduleEnhancer).
Výstupem první £ásti je seznam nep°i°azených asistencí a £áste£ný rozvrh, který zaru£uje, ºe
asistence v n¥m p°i°azené neporu²ují ºádnou z hard constraints. Aktuáln¥ je implementováno
n¥kolik strategií; první z nich je t°ída NoInitialAssignment, která pouze vytvo°í prázdný
rozvrh a v²echny objednané asistence p°esune do seznamu nep°i°azených. Vyuºití této t°ídy
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Obrázek 5.1: Diagram závislostí t°ídy AssignmentScheduler

je zejména pro m¥°ení efektivity druhé fáze algoritmu za cílem vhodného nastavení hodnot
parametr·.

Druhá, reáln¥ pouºitelná implementace je t°ída FirstAvailableInitialAssignment, je-
jíº logika je popsána pseudokódem 5.1. Ta vytvá°í rozvrh tím zp·sobem, ºe pro kaºdý den
iteruje p°es seznam objednaných asistencí a snaºí se najít první sestru, která je dostupná
v daném termínu. Pokud je nalezena, je zkontrolováno, zda jiº nemá ve stejný £as p°i°aze-
nou jinou kolidující asistenci a je provedena validace, zda nedochází k poru²ení doby cesty z
p°edchozí lokace, stejn¥ tak jako doby cesty k dal²ímu klientovi. Pokud lze i p°esto asistenci
p°i°adit a není poru²ena ºádná hard constraint, je asistence umíst¥na do rozvrhu a sma-
zána ze seznamu nep°i°azených. V p°ípad¥ asistencí s £asovými okny je v²ak více moºností,
kam lze danou asistenci do rozvrhu umístit; v takovém p°ípad¥ algoritmus najde nejd°ív¥j²í
moºný termín a p°i°adí asistenci tam. V p°ípad¥, ºe z n¥kterých uvedených d·vod· nelze
asistenci p°i°adit nebo pokud není nalezena ºádná sestra, která by byla v objednaném ter-
mínu dostupná, je asistence p°idána do seznamu nep°i°azených asistencí. Aby mohly být
vý²e popsané funkce pouºitelné i v ostatních algoritmech, je ve²kerá funkcionalita slouºící k
p°i°azování asistencí extrahována do t°ídy AssignmentService.

T°etí zp·sob implementace první £ásti tvorby rozvrhu je realizována t°ídou
RigidFirstInitialAssignment, jejímº cílem není p°i°adit maximum moºných asistencí v
první fázi, ale soust°edit se na p°i°azování t¥ch asistencí, které jsou co nejvíce omezovány
a mají minimum míst v rozvrhu, na která mohou být umíst¥ny. V rámci testování bylo vy-
zkou²eno n¥kolik r·zných p°ístup· k implementaci tohoto poºadavku, nicmén¥ nakonec se
ukázal jako nejlep²í zp·sob pokusit se p°i°adit pouze ty asistence, které nejsou objednány s
£asovým oknem (tedy jejich £asová pozice v rozvrhu je �xní) a navíc jsou omezeny alespo¬
jednou hard constraint (tudíº i mnoºina sester, kterým m·ºe být p°i°azena, je men²í). Jelikoº
ostatní asistence, jejichº £as je �exibilní nebo které nemají hard constraint, mají více moº-
ností umíst¥ní do rozvrhu, dává smysl pokusit se o umíst¥ní rigidních asistencí v první fázi
do prázdného rozvrhu. Pokud by jejich umíst¥ní nebylo ideální, stále mohou být odebrány
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Algoritmus 5.1 Tvorba po£áte£ního rozvrhu t°ídou FirstAvailableInitialAssignment
schedule, unassignedJobs, nurses . schedule is empty
for each day ∈ planningHorizon do

unassignedOnDay = unassignedJobs.get(day)
for each unassignedJob ∈ unassignedOnDay do

for each nurse ∈ nurses do
if canBeAssigned(nurse, unassignedJob) then

unassignedJobs.remove(unassignedJob)
schedule.add(unassignedJob, nurse)

end if
end for

end for
end for

ve druhé fázi algoritmu removal heuristikou.

Aby byla implementace co nejvíce znovupouºitelná pro p°ípadné dal²í metody tvorby
po£áte£ního rozvrhu, byla v¥t²ina logiky RigidFirstInitialAssignment p°esunuta do abs-
traktní t°ídy PredicateChainInitialAssignment, díky níº má implementace potomka pouze
jediný °ádek. My²lenka za touto abstrakcí byla vytvo°it kostru pro iterativní tvorbu £ás-
te£ného rozvrhu na základ¥ prioritizovaného seznamu vlastností asistencí, p°i£emº v kaºdé
iteraci by byla p°i°azována pouze podmnoºina nep°i°azených asistencí. P°íkladem m·ºe být
nap°íklad následující poºadavek � nejprve jsou p°i°azeny asistence bez £asových oken, které
mají alespo¬ jednu hard constraint, následn¥ jsou (jiº do £áste£ného rozvrhu) umíst¥ny zbý-
vající asistence bez £asových oken (které jiº nemusí mít omezení) a aº nakonec v²echny
ostatní asistence. Implementace je zaloºena na p°edání se°azeného seznamu predikát· (t°ída
Predicate z Javy 8), který je postupn¥ procházen a pro kaºdý predikát je vy�ltrován seznam
nep°i°azených asistencí, jeº jsou následn¥ p°id¥lovány dostupným sestrám. Poté, co je zpra-
cována celá mnoºina, je celý proces opakován s následujícím predikátem s tím, ºe £áste£ný
rozvrh i seznam nep°i°azených asistencí se jiº mohl zm¥nit. Tento proces je vyuºit práv¥ t°í-
dou RigidFirstInitialAssignment, av²ak v tomto p°ípad¥ se ukázalo jako nejvýhodn¥j²í
°e²ení pouºít pouze jediný predikát popsaný vý²e a nechat zbytek asistencí na zpracování
pro heuristiky ve druhé fázi algoritmu.

5.3.2 Ukon£ovací podmínka

Ve druhé fázi algoritmu je metaheuristický proces opakován tak dlouho, dokud nedojde
ke spln¥ní ukon£ovací podmínky, která je reprezentována rozhraním TerminationCondition.
Její dv¥ implementace, které jsou v této práci pouºívány, jsou IterationBasedTermination,
která stanovuje �xní po£et iterací, po jehoº p°ekro£ení bude algoritmus ukon£en, a
TimeBasedTermination, pomocí níº je moºno p°edem zadat maximální dobu b¥hu programu.
Dal²ími moºnými implementacemi by mohla být nap°íklad hodnota kriteriální funkce (tj.
kvalita rozvrhu), po£et nep°i°azených asistencí nebo procento poru²ených soft constraints.
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Obrázek 5.2: Diagram závislostí t°ídy ALNS

5.3.3 ALNS

Samotné volání konkrétní metaheuristiky je iterativn¥ vykonáváno t°ídou
ScheduleEnhancer (dokud není spln¥na ukon£ovací podmínka). Pro °e²ení problému HHCS
v této práci byla za implementaci zvolena metaheuristika inspirovaná procesem ALNS, která
je reprezentována stejnojmennou t°ídou, p°ehled jejích závislostí je zobrazen na diagramu
5.2. Kon�gurace této t°ídy je moºná nastavením t°í parametr·, kterými jsou implementace
kriteriální funkce, heuristiky pro p°idávání asistencí a heuristiky pro odebírání asistencí z
rozvrhu. V samotném t¥le funkce, která je volána kaºdou iteraci, je pro kaºdý den zkopíro-
ván rozvrh v²ech sester a na tuto kopii je aplikována nejprve removal heuristika a následn¥
insertion heuristika. Poté je spo£ítána hodnota kriteriální funkce, a pokud je po provedených
zm¥nách kvalita rozvrhu blíºe optimu, je zm¥na p°ijata. V opa£ném p°ípad¥ je výsledek ig-
norován a algoritmus pokra£uje s dal²í iterací.

Jelikoº kaºdá konkrétní implementace removal a insertion heuristiky se m·ºe soust°edit
na vylep²ování rozvrhu z hlediska r·zného kritéria, m·ºe být v ur£itých p°ípadech vhodné
kombinovat vícero heuristik dohromady, aby bylo dosaºeno suboptimálního výsledku z hle-
diska více protich·dných kritérií. Z toho d·vodu m·ºe být v kon�guraci ALNS uvedeno více
removal i insertion heuristik s tím, ºe v kaºdé iteraci je vybrána jedna heuristika, která bude
pouºita. Pro výb¥r heuristiky je vyuºita ruletová selekce, která je známa z evolu£ních al-
goritm· � pravd¥podobnosti výb¥ru jednotlivých heuristik lze speci�kovat v kon�gura£ním
souboru viz kapitola 5.4.
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Tabulka 5.1: Prom¥nné pro kriteriální funkci

Prom¥nná Popis
N Mnoºina v²ech sester
J Asistence p°i°azané vybrané sest°e v daný den
S Mnoºina soft constraints
H Mnoºina hard constraints
U Mnoºina nep°i°azených asistencí
lj Délka asistence j

ps Penalizace za poru²ení soft constraint s
pu Penalizace za nep°i°azenou asistenci
vjs 1, pokud p°i°azená asistence j poru²uje soft constraint s, jinak 0
vjh 1, pokud p°i°azená asistence j poru²uje hard constraint h, jinak 0
i Idle time � po£et minut, kdy daná sestra není ani u klienta, ani na cest¥
pi Penalizace za idle time
fa (Kladný) faktor za p°i°azenou asistenci

5.3.3.1 Kriteriální funkce

Jednou z nejd·leºit¥j²ích £ástí algoritmu ur£ujících jeho kvalitu je kriteriální funkce. Její
podoba je kritická mj. pro implementaci protich·dných kritérií, kterými je nap°íklad vyváºení
po£tu nep°i°azených asistencí a poru²ených soft constraints. Z matematického pohledu je to
zobrazení, které kaºdému rozvrhu p°i°adí jednu hodnotu (v¥t²inou £íslo), které vyjad°uje
jeho kvalitu. Rozhraní ObjectiveFunction umoº¬uje speci�kovat, zda je funkce rostoucí,
nebo klesající � tedy zda vy²²í hodnota kriteriální funkce vyjad°uje kvalitn¥j²í rozvrh, nebo
naopak.

Pro ú£ely této práce byla implementována t°ída PenalizingFunction, jejímº cílem je
ohodnotit rozvrh a penalizovat v²echny poru²ené soft constraints £i jiné negativní aspekty.
Tento p°ístup je v literatu°e pom¥rn¥ standardní, zejména je vyuºíván ve formulaci pro-
blému rozvrhování domácí pé£e pomocí ILP. PenalizingFunction je rostoucí funkce, která
je kon�gurovatelná n¥kolika parametry.

Fn =
∑

j∈J
lj · fa +

∑
s∈S

vjs · ps +
∑

h∈H
vjh · −∞+ i · pi (5.1)

Fu =
∑

u∈U
lu · pu (5.2)

min(
∑

n∈N
Fn) + Fu (5.3)

Kriteriální funkce pro vybraný den (5.3) se skládá ze dvou £ástí. První £ást (5.1) udává
hodnotu kritéria pro p°i°azené asistence, p°i£emº druhá £ást (5.2) penalizuje nep°i°azené
asistence. Kon�gurovatelné parametry z tabulky 5.1 jsou fa, pi, ps a pu. Hodnotu funkce
zvy²ují p°i°azené asistence, p°i£emº £ím je asistence del²í, tím více zvý²í hodnotu funkce;
faktor zvý²ení lze ovlivnit nastavením parametru fa. Ke sníºení hodnoty dojde p°i nep°i°azení
asistence (parametr pu), p°i£emº op¥t platí, ºe £ím del²í je nep°i°azená asistence, tím více
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bude hodnota sníºena. Dále je také po£ítán idle time, tedy £as, kdy sestra není ani u klienta,
ani na cest¥. Tento £as není efektivn¥ vyuºit, a proto je podle délky penalizován s faktorem pi.
Nakonec hodnotu kriteriální funkce sniºuje poru²ení omezení � v p°ípad¥ soft constraints je
to faktor ps, který lze nastavit zvlá²´ pro kaºdý typ omezení; v p°ípad¥ hard constraints je to
hodnota −∞ (v implementaci je pouºito vysoké záporné £íslo, tento parametr je v ILP známý
jako big M ). Ta v²ak slouºí spí²e jako bezpe£nostní kontrola, jelikoº heuristiky by nem¥ly
vytvá°et rozvrhy, ve kterých jsou poru²eny hard constraints. Hodnoty v²ech penaliza£ních
faktor· s výjimkou fa mají zpravidla zápornou hodnotu.

5.3.3.2 Removal heuristiky

Prvním krokem ALNS metaheuristiky je odebrání p°i°azených asistencí ze stávajícího
rozvrhu, k £emuº slouºí funk£ní rozhraní RemovalHeuristic. První, p°ímo£ará implementace
je odebírání náhodných asistencí, které je realizováno t°ídou RandomRemovalHeuristic. Ta z
rozvrhu kaºdé sestry odebere n náhodných p°i°azených asistencí (pokud je rozvrh dostate£n¥
dlouhý), p°i£emº tento po£et lze kon�gurovat. Odebrané asistence jsou p°idány do seznamu
nep°i°azených asistencí, odkud jsou následn¥ vkládány zp¥t do rozvrhu insertion heuristikou.
P°estoºe se m·ºe jevit tento p°ístup pon¥kud naivním, v literatu°e je obdobný princip £asto
pouºíván a p°iná²í pom¥rn¥ uspokojivé výsledky [22].

Druhou, so�stikovan¥j²í removal heuristikou je t°ída ViolatedRemovalHeuristic. Ta
odebírá taktéº n asistencí, av²ak po°adí odebrání je dáno mírou poru²ení omezení. Ji-
nými slovy, asistence jsou odebírány v po°adí od té, která je nejvíce penalizována. Vyuºití
této heuristiky je vhodné, pokud je primárním cílem minimalizovat po£et poru²ených soft
constraints. Tato skute£nost je jiº zahrnuta v implementaci kriteriální funkce, av²ak t°ída
ViolatedRemovalHeuristic aktivn¥ mí°í k dosaºení tohoto cíle.

5.3.3.3 Insertion heuristiky

Dal²ím, inverzním krokem k p°edchozímu je p°esouvání asistencí ze seznamu nep°i°aze-
ných do sou£asného rozvrhu. První z implementací rozhraní InsertionHeuristic je t°ída
LongestFittingInsertionHeuristic, jeº je popsána pseudokódem 5.2 a jejímº cílem je
minimalizovat idle time zdravotních sester. Ta nejprve identi�kuje v²echna £asová okna, ve
kterých sestry nemají p°i°azenou ºádnou asistenci, a následn¥ se je snaºí vyplnit n¥kterou
ze seznamu nep°i°azených asistencí. Pokud je nalezena taková asistence, která m·ºe být na
dané místo p°i°azena, dojde k p°epo£ítání £asu p°ejezdu a uloºení nového po£tu idle minut,
coº je ta £ást identi�kovaného £asového okna, která nebyla tímto p°i°azením zapln¥na. Tento
proces je opakován pro v²echny sestry a celý seznam nep°i°azených asistencí a následn¥ je p°i-
°azena taková asistence, která danou mezeru v rozvrhu nejlépe vypl¬uje. Nutno podotknout,
ºe taková asistence nemusí být nejdel²í � pokud by bylo rozhodováno mezi dvouhodinovou
asistencí, po jejímº p°i°azení z £asového okna z·stane sest°e je²t¥ p·l hodiny idle time, nebo
mezi hodinovou asistencí, která na dané místo pasuje perfektn¥, tj. po dokon£ení p°edchozí
asistence vyrazí sestra rovnou k dal²ímu klientovi, bude preferována druhá moºnost. Celý
tento proces je, stejn¥ jako u removal heuristik, opakován n krát.

Alternativní zp·sob vkládání asistencí do £áste£ného rozvrhu sester nabízí t°ída
ConstrainedInsertionHeuristic, která se, podobn¥ jako RigidFirstInitialAssignment
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Algoritmus 5.2 Insertion heuristika LongestFittingInsertionHeuristic
assignedJobs, unassignedJobs, nurses . assigned and unassigned jobs on a speci�c day
nurseToAssign, jobToAssign, idleMinutes =∞
for each nurse ∈ nurses do

assignedOnDay = assignedJobs.get(nurse)
idleWindows = assignedOnDay.getIdleWindows() . available for new assignment
for each unassignedJob ∈ unassignedJobs do

windowLength = idleWindows.getForJob(unassignedJob)
if canBeAssigned(unassignedJob, nurse) then

newIdleMinutes = windowLength− unassignedJob.length
if newIdleMinutes < idleMinutes then

idleMinutes = newIdleMinutes
nurseToAssign = nurse
jobToAssign = unassignedJob

end if
end if

end for
end for
if idleMinutes <∞ then

unassignedJobs.remove(jobToAssign)
assignedJobs.add(jobToAssign, nurseToAssign)

end if

v p°ípad¥ tvorby po£áte£ního rozvrhu, soust°edí na p°i°azování mén¥ �exibilních asistencí.
Konkrétn¥ jsou p°i°azovány ty sm¥ny, jeº jsou omezeny alespo¬ jednou hard constraint, p°i-
£emº je aktivn¥ vyhledáváno vhodné místo v rozvrhu a není pouze spoléháno na hodnotu
kriteriální funkce. Ze seznamu nep°i°azených asistencí jsou nejprve vy�ltrovány ty, které mají
alespo¬ jednu hard constraint, a následn¥ je nalezena mnoºina zdravotních sester, kterým by
mohla být asistence p°i°azena � tedy sestry, které jsou v dob¥ asistence dostupné a spl¬ují
de�novaná omezení (pat°í mezi poºadované sestry dané asistence, p°ípadn¥ mají v²echny
nutné kvali�kace pro výkon pé£e). Z t¥chto sester je následn¥ vybrána ta, která ve stejnou
dobu jiº nemá p°i°azenou jinou asistenci, která by £asov¥ kolidovala s asistencí, jeº je práv¥
zpracovávána, a pokud je taková sestra nalezena, dojde k p°idání asistence do jejího rozvrhu
pro daný den.

Pokud v²ak nebude nalezena ºádná sestra, které by mohla být p°i°azena n¥která asis-
tence s hard constraint, m·ºe být vynuceno nahrazení stávající asistence v p°ípad¥, ºe byl
pro heuristiku nastaven parametr replace na hodnotu true (ten lze nastavit v kon�gura£-
ním souboru viz kapitola 5.4). Pokud je tento parametr aktivován, prob¥hne nejprve vý²e
popisovaný proces a pouze v p°ípad¥, ºe touto cestou nelze asistenci p°i°adit ºádné ze sester,
které spl¬ují podmínky omezení, dojde k odebrání asistence, která £asov¥ koliduje a místo
ní bude p°i°azena nová. Zp·sob výb¥ru asistence k odebrání probíhá následovn¥: pro kaºdou
sestru spl¬ující podmínky je analyzován její rozvrh v daném dni a pokud s novou asistencí
£asov¥ koliduje pouze jedna asistence, je uloºena jako kandidát na odebrání. Pokud je nalezen
dal²í kandidát u jiné sestry, jsou porovnány délky asistencí a v p°ípad¥, ºe by byla nalezena
krat²í asistence k odebrání, je kandidát nahrazen. Tímto zp·sobem je nalezena nejkrat²í
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asistence, po jejímº odebrání bude moºné validn¥ p°i°adit novou asistenci � díky tomu je
minimalizován negativní vliv této zm¥ny na hodnotu kriteriální funkce.

5.4 Kon�gurace

Jelikoº mnoho £ástí algoritmu je siln¥ závislých na hodnotách parametr·, je nutné, aby je
bylo moºné m¥nit bez nutnosti zásahu do kódu. Proto je ve²kerá kon�gurace implementova-
ných t°íd p°esunuta do .properties soubor· 5, které jsou logicky odd¥leny podle komponenty,
ke které se vztahují. Kon�gurovatelnými hodnotami nejsou pouze £íselné konstanty, ale také
samotné pouºité implementace v celém algoritmu. Díky tomuto �exibilnímu zp·sobu lze bez
nutnosti zásahu do kódu m¥nit nejen penaliza£ní konstanty v kriteriální funkci, ale také
nap°íklad vym¥nit implementaci pouºité removal heuristiky £i ukon£ovací podmínky. V sou-
£asné chvíli jsou v adresá°i resources t°i kon�gura£ní soubory:

• csv.properties � Zde je umíst¥na kon�gurace r·zných typ· odd¥lova£· pro .csv sou-
bory £i formáty data a £asu.

• scheduler.properties � V tomto souboru se nachází kon�gurace pouºité implemen-
tace pro tvorbu po£áte£ního rozvrhu, ukon£ovací podmínky a iterativní metaheuristiky
(ALNS) spolu s poºadovanými parametry t¥chto t°íd (nap°. po£et iterací £i délka b¥hu
pro ukon£ovací podmínku).

• alns.properties � Poslední ze soubor· je speci�cký pro metaheuristiku ALNS a obsa-
huje nejv¥t²í mnoºství parametr·. Na tomto míst¥ lze kon�gurovat pouºité implemen-
tace pro kriteriální funkci, removal a insertion heuristiky s pravd¥podobnostmi jejich
výb¥ru p°i ruletové selekci a dal²ími souvisejícími parametry. Mezi ty pat°í nap°. pe-
naliza£ní konstanty (pro poru²ení jednotlivých soft constraints, nep°i°azené asistence
apod.) £i po£et iterací jednotlivých heuristik.

Pro p°idání moºnosti kon�gurace nov¥ vytvo°ené implementace z .properties soubor·
sta£í pouze de�novat konstruktor, který bude volán v p°íslu²ném rozhraní v metod¥ createX
(nap°. createTerminationCondition, createRemovalHeuristic apod.). Zbytek toku programu
jiº zaji²´uje framework; tento zp·sob implementace je charakterizován návrhovým vzorem
Inversion of Control [20].

5.5 Zpracování výsledk·

Poslední fází algoritmu je zpracování výsledného rozvrhu a seznamu nep°i°azených sm¥n
a p°ípadná transformace do formátu pouºitelného pro cílové uºivatele. K tomuto ú£elu
slouºí t°ída ResultParser, která jako parametr p°ijímá objekty typu ResultTransformer.
Ty deklarují £ty°i základní metody � before(), která je zavolána jednou p°ed za£átkem
zpracování výsledku, transformAssignedJobs(), která slouºí k transformaci rozvrhu jed-
notlivých sester, transformUnassignedJobs(), která transformuje nep°i°azené asistence a

5Standardn¥ vyuºívaný formát v jazyce Java pro externí nastavování prom¥nných, p°ístup pomocí t°ídy
java.util.Properties
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after(), jeº je volána poté, co jsou zpracována v²echna data. Díky této struktu°e je po-
m¥rn¥ snadné implementovat parser do libovolného výsledného formátu. V konstruktoru
t°ídy ResultParser je parametrem p°edán seznam transformátor·, který udává po°adí, v
n¥mº se mají na výsledek aplikovat.

Pro ú£ely testování algoritmu byl nejprve implementován jednoduchý
ConsolePrintingTransformer, který výsledný rozvrh pouze vypisuje do konzole. Pro re-
álné pouºití je v²ak vyuºívána implementace CsvTransformer, která vytvo°í jeden .csv sou-
bor, ve kterém je p°ehled v²ech sester a jim p°i°azeným asistencí v p°ehledném kalendá-
°ovém formátu. Seznam nep°i°azených asistencí je vypsán na konec souboru k p°íslu²ným
dn·m a u kaºdé asistence je také poznamenáno jméno klienta pro snadnou identi�kaci. Vy-
uºití transformátor· v²ak není limitováno pouze na tvorbu r·zných formát· výsledného
rozvrhu � nap°íklad t°ída ValidatingTransformer slouºí k ov¥°ení správnosti výsledku a
ke kontrole, zda nedo²lo k poru²ení n¥jakého invariantu. Pouºívání tohoto transformátoru
výrazn¥ zjednodu²ilo detekci chyb p°i vývoji algoritmu a úpravách heuristik; jeho detailn¥j-
²ímu popisu se v¥nuje kapitola 6. Jiným p°íkladem alternativního vyuºití transformátor· je
StatisticsTransformer, pomocí kterého jsou získávány a vypo£ítávány relevantní statis-
tiky z výsledk· algoritmu. Mezi ty pat°í nap°íklad analýza nep°i°azených asistencí za ú£elem
zji²´ování d·vod·, pro£ nemohly být umíst¥ny do rozvrhu, poru²ené soft constraints nebo
m¥°ení utilizace zdravotních sester (pom¥r efektivn¥ stráveného £asu v·£i celkové dostup-
nosti). Tento transformátor byl hojn¥ vyuºíván nejen p°i testování, ale zejména p°i m¥°ení
efektivity algoritmu (viz kapitola 7).
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Kapitola 6

Testování

Návrh frameworku pro °e²ení problému rozvrhování domácí pé£e a jeho následné pouºití
pro implementaci metaheuristiky ALNS byl p°edstaven v kapitolách 4 a 5. Cílem této kapitoly
je popsat strukturu a typy test·, které byly pouºity pro ov¥°ení funk£nosti algoritmu.

6.1 Pouºité technologie

Jelikoº je algoritmus implementován v jazyce Java, byl pro testování zvolen nástroj
JUnit 1, který je standardn¥ vyuºíván pro implementaci jednotkových (unit) a integra£ních
test·. Framework JUnit umoº¬uje tvorbu test· pomocí Java objekt· a anotací a posky-
tuje pomocné metody pro ov¥°ování predikát·, chybových stav· a p°ípravu testovacích dat.
V jednotkových testech je hojn¥ vyuºívána knihovna Mockito 2, jeº slouºí k tvorb¥ mock
objekt·. Ty simulují funkcionalitu reálných objekt· a lze kontrolovat jejich chování p°i de-
�novaných interakcích (nap°. volání metody s konkrétním parametrem, nastavení návratové
hodnoty apod.). Pokud jsou t¥mito objekty nahrazeny závislosti testované t°ídy, je funk£nost
výkonného kódu ov¥°ována izolovan¥ a výsledky testu nejsou ovlivn¥ny p°ípadnou chybou v
implementaci t°íd, na kterých je testovaný objekt (object under test) závislý.

K automatizaci spou²t¥ní test· je vyuºíván nástroj Travis 3 pro continuous integration(CI).
Kon�gurace této sluºby se nachází v souboru .travis.yml, spou²t¥ní jednotkových a inte-
gra£ních test· je provád¥no pomocí nástroje Apache Maven. Po p°idání nových zm¥n do
repozitá°e, ve kterém je verzován zdrojový kód projektu, jsou automaticky spu²t¥ny v²echny
testy a o p°ípadných chybách je autor informován emailem nebo p°ímo ve webovém rozhraní
nástroje Travis, kam je moºné p°istoupit také pomocí ikony (badge) v souboru README.md.

6.2 Jednotkové testy

Záruka korektního chování základních komponent algoritmu je kritická pro celkovou
funk£nost frameworku a jeho dal²í vývoj. Granularita algoritmu výrazn¥ usnad¬uje testo-
vání prost°ednictvím unit test·, nebo´ závislosti t°íd mohou být nahrazeny mock objekty;

1https://junit.org
2http://site.mockito.org
3https://travis-ci.com
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z toho d·vodu je v¥t²ina test· jednotkových, coº je souladu s doporu£ením, které ilustruje
testovací pyramida [10]. Díky intenzivnímu testování na nejniº²í úrovni je snadné detekovat,
lokalizovat a opravit chyby jak p°i po£áte£ní implementaci, tak p°i pozd¥j²ích úpravách, kdy
tyto testy slouºí k odhalení regrese. Z celkových 3159 °ádk· zdrojového kódu (SLOC � source
lines of code) je pokryto 62%, £ehoº je docíleno 2936 °ádky jednotkových test·. U kritic-
kých komponent, mezi které pat°í nap°íklad t°ída AssignmentService, pomocné metody
pro parsování vstupu, heuristiky, kriteriální funkce a tvorba po£áte£ního rozvrhu, se pokrytí
jednotkovými testy pohybuje mezi 80-100%. Pro výpo£et pokrytí zdrojového kódu byl pouºit
integrovaný nástroj ve vývojovém prost°edí Intellij IDEA4, statistiky po£tu °ádk· pak byly
získaný pomocí pluginu Statistic5.

Univerzální pomocné metody a konstanty jsou de�novány v abstraktní t°íd¥
AbstractTest, od které d¥dí v¥t²ina test·. Mezi její metody pat°í nap°íklad vytvá°ení kli-
enta, zdravotní sestry nebo objektu objednané asistence, spolu s vytvo°ením mock metody
pro t°ídy TreatmentRepository a AssignmentService. Soubory s testovacími daty a kon�-
gurací se nachází v adresá°i /src/test/resources; ty jsou vyuºívány zejména pro testování
£tení .csv a .zip soubor·, nicmén¥ mají vyuºití i p°i testování efektivity algoritmu na ge-
nerovaných a testovacích instancích viz kapitola 7. Struktura jednotkových test· odpovídá
struktu°e balík· (package) testovaných t°íd, p°i£emº t°ídy test· mají stejný název se su�xem
Test.

Intenzivní testy rozsáhlých a kriticky d·leºitých t°íd, mezi které pat°í nap°íklad
AssignmentService, jsou navíc rozd¥leny do kategorií. Jednotlivé metody mají anotaci
@Category, jejímº parametrem je libovolné rozhraní speci�kované v balíku
cz.cvut.suite.category. Toto rozd¥lení umoº¬uje nejen ozna£it testy a shlukovat je do
logických celk· podle funkcionality, kterou testují, ale hlavn¥ je moºné tyto testy pou²t¥t
izolovan¥ pouze pomocí reference na kategorii i v p°ípad¥, ºe by jednotlivé testy byly umíst¥ny
ve více t°ídách. K tomu m·ºe být vyuºita integrovaná podpora vývojového prost°edí (nap°.
Intellij IDEA tuto funkci umoº¬uje), nebo nástroj Apache Maven Sure�re6, pomocí kte-
rého lze spustit testy z vybrané kategorie p°íkazem mvn test -Dgroups="${category}", kde
${category} je pln¥ kvali�kované jméno (FQN � fully quali�ed name) t°ídy dané kategorie.
Poslední moºností je vytvo°ení test suite, která bude pomocí anotace
@Categories.IncludeCategory pou²t¥t testy z vybrané kategorie. Tyto t°ídy jsou umís-
t¥ny v balíku cz.cvut.suite.

6.3 Integra£ní testy

Pro ov¥°ení funk£nosti komunikace mezi jednotlivými komponentami byla implemento-
vána sada integra£ních test·. V nich je aplikován black-box p°ístup, tedy ke komponentám
je p°istupováno jako k £erné sk°í¬ce bez znalosti zdrojového kódu a je ov¥°ována korektnost
výstupu na základ¥ vstupních dat. Tento p°ístup v²ak nem·ºe být aplikován na v²echny
procesy algoritmu, jelikoº n¥které jeho £ásti jsou zaloºeny na nedeterministických procesech
(nap°. removal heuristika RandomRemovalHeuristic, která odebírá náhodné asistence z roz-
vrhu). Proto je integra£ními testy pokryt nap°íklad proces £tení vstupního souboru t°ídou

4https://www.jetbrains.com/idea
5https://plugins.jetbrains.com/plugin/4509-statistic
6https://maven.apache.org/sure�re
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ZipReaderIntegrationTest, která intenzivn¥ testuje £tení .zip soubor· s r·zným obsahem,
nebo proces tvorby po£áte£ního rozvrhu, pro který je ov¥°ován výsledek první fáze algoritmu
na bohaté sad¥ vstupních dat pokrývající moºné kombinace dostupnosti sester, dovedností,
omezení objednaných asistencí a £asových oken.

6.4 Testovací scéná°e

Validaci správného fungování implementovaného algoritmu a jeho jednotlivých kompo-
nent zaji²´uje 29 testovacích t°íd, které obsahují celkem 139 test·. Jelikoº bylo v rámci
testovací strategie vytvo°eno mnoho scéná°·, jsou v tabulce 6.1 vybrány jen nejd·leºit¥j²í z
nich.

6.5 End-to-end testy

Krom¥ jednotkových a integra£ních test· byly také pr·b¥ºn¥ provád¥ny end-to-end testy,
které slouºí pro validaci celého procesu od za£átku, tj. £tení vstupních dat do konce, tedy
vytvo°ení výstupu z výsledného rozvrhu. Zpo£átku m¥ly tyto testy p°eváºn¥ manuální po-
dobu, kdy byl algoritmus spou²t¥n nad malou mnoºinou testovacích dat, nicmén¥ tento
p°ístup není aplikovatelný na velká reálná data. Z toho d·vodu byla implementována t°ída
ValidatingTransformer, která vyuºívá abstraktního návrhu parseru výsledku a moºnosti
vyuºití více transforma£ních proces· najednou. Tento validátor iteruje nad výsledným roz-
vrhem a seznamem nep°i°azených asistencí a kontroluje, zda je výsledek v korektním stavu
a nedo²lo k poru²ení ºádného invariantu. Kontrolované podmínky jsou následující:

• Id p°i°azené/nep°i°azené asistence je uloºeno ve t°íd¥ TreatmentRepository

• �ádná z p°i°azených asistencí neporu²uje hard constraint

• �as p°i°azené asistence souhlasí s objednaným £asem (zejména pro kontrolu £asových
oken)

• Asistence není p°i°azena sest°e v £as, ve který není dostupná

• Doba p°ejezdu mezi klienty ve výsledném rozvrhu odpovídá hodnotám v matici vzdá-
leností

• Kaºdá sm¥na je p°i°azena práv¥ jednou, nebo je v seznamu nep°i°azených asistencí

• V²echny objednané asistence byly uvaºovány p°i tvorb¥ výsledného rozvrhu

Díky strukturovanému p°ístupu k testování algoritmu a vhodné skladb¥ r·zných tes-
tovací strategií je významn¥ redukována pravd¥podobnost výskytu chyby. V p°ípad¥, ºe
by v novém kódu byla do systému zanesena chyba, která by poru²ila validitu výsledku, je
pom¥rn¥ pravd¥podobné, ºe bude okamºit¥ objevena díky automatickému spou²t¥ní inten-
zivních jednotkových a integra£ních test·, p°ípadn¥ na základ¥ end-to-end testu v podob¥
ValidatingTransformeru.
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Tabulka 6.1: P°ehled vybraných testovacích scéná°·

Testovaná metoda Popis scéná°e
ZipReader

#unzip

Ze vstupních .zip soubor· jsou korektn¥ vytvá-
°eni klienti a sestry

ClientBuilder

#build

Ze vstupních dat je korektn¥ vytvo°en klient, v
p°ípad¥ nevalidních dat je vyhozena výjimka

NurseBuilder

#build

Ze vstupních dat je korektn¥ vytvo°ena sestra, v
p°ípad¥ nevalidních dat je vyhozena výjimka

AssignmentService

#assignIfPossible

Asistence je sest°e p°i°azena jen tehdy, pokud
není poru²eno ºádné omezení

AssignmentService

#getAssignableOption

Pouze pokud není poru²eno ºádné omezení je na-
lezen £as, ve který m·ºe být asistence dané sest°e
p°i°azena

AssignmentService

#selectFeasibleNurses

Jsou nalezeny pouze dostupné sestry, které mo-
hou pokrýt asistenci bez poru²ení omezení

AssignmentService

#replaceJob

Nejkrat²í p°i°azená asistence dostupné sestry je
nahrazena pouze tehdy, pokud nedojde k poru-
²ení ºádného omezení

FirstAvailableInitialAssignment

#apply

Asistence je p°i°azena dostupné sest°e na nejd°í-
v¥j²í moºný termín, pokud není poru²eno ºádné
omezení

RigidFirstInitialAssignment

#apply

Pouze asistence speci�kované £asovým oknem a
omezené hard constraints jsou p°i°azeny

PenalizingFunction

#evaluateAllForDate

Rozvrh v daný den je korektn¥ ohodnocen vzhle-
dem k penaliza£ním konstantám

PenalizingFunction

#penalizeIdle

Penalizace je výsledkem sou£inu penaliza£ní
konstanty a po£tu idle minut dané sestry

LongestFittingInsertionHeuristic

#insert

Asistence je p°i°azena na takové místo v rozvrhu
sestry, na kterém nejvíce vyplní £asové okno a
nebude poru²eno ºádné omezení

ConstrainedInsertionHeuristic

#insert

Pouze asistence s hard constraints jsou p°i°azeny

RandomRemovalHeuristic

#remove

n náhodných asistencí je p°esunuto z rozvrh·
sester do seznamu nep°i°azených asistencí

ViolatedRemovalHeuristic

#remove

Prvních n asistencí je p°esunuto z rozvrh· sester
do seznamu nep°i°azených asistencí po se°azení
od nejvíce penalizované asistence

ALNS

#enhance

Pouze rozvrh s vy²²í hodnotou kriteriální funkce
nahradí stávající °e²ení
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Kapitola 7

Benchmarking

V kapitole 5 byly p°edstaveny konkrétní zp·soby implementace jednotlivých modul·
algoritmu a heuristik, které jsou pouºity v metaheuristice ALNS (viz obr. 5.1). Cílem této
kapitoly je zm¥°it efektivitu algoritmu a jednotlivých heuristik a porovnat výsledky podle
relevantních kritérií, vyhodnotit pouºitelnost heuristik pro r·zné mnoºiny vstupních dat a
analyzovat vliv hodnot parametr· na výsledný rozvrh.

7.1 Vstupní instance

M¥°ení efektivity algoritmu probíhalo na n¥kolika sadách vstupních dat, které se li²ily
nejen po£tem zdravotních sester, klient· a objednaných asistencí, ale také skladbou omezení,
po£tem sm¥n s £asovými okny, délkou sm¥ny sestry a mnoha dal²ími aspekty.

První instancí jsou reálná data získaná od tuzemské �rmy poskytující domácí pé£i; plá-
novací horizont je v jejich p°ípad¥ následující m¥síc. Dostupnost zdravotních asistent· a
pochopiteln¥ i poºadavky klient· se pro kaºdé plánovací období m¥ní. V získaných datech
bohuºel nejsou rozepsány tyto po£áte£ní údaje; místo toho je dostupný pouze výsledný roz-
vrh na jeden konkrétní m¥síc. I p°esto je v²ak moºné získat alespo¬ £áste£ná data a otestovat
efektivitu algoritmu na instanci, která reprezentuje reálnou situaci. K této transformaci slouºí
skripty transformXlsx.py a transformData.sh, které jsou zmi¬ovány a £áste£n¥ popsány
v kapitole 5.2.1. Jelikoº není známa p·vodní dostupnost sester, je skriptem dopo£ítána z
výsledného rozvrhu jako souvislý interval za£ínající £asem p°íjezdu k prvnímu klientovi a
kon£ící odjezdem od posledního klienta, jehoº asistenci má sestra v daný den p°i°azenou.
Aby mohla být také zohledn¥na doba strávená p°esunem, je za£átek dostupnosti posunut
o 30 minut d°íve. Dal²ími informacemi, které jiº z výsledného rozvrhu nejde získat, jsou
rozsah £asových oken a p°ípadná omezení asistencí. Z toho d·vodu jsou u této instance
vynechány a analýza efektivity algoritmu z hlediska t¥chto kritérií je m¥°ena na ostatních
sadách vstupních dat. Reálná instance obsahuje 26 zdravotních sester, 68 klient· a celkem
678 objednaných asistencí r·zných délek, p°i£emº nejv¥t²í zastoupení mají hodinové (175
p°ípad·) a dvouhodinové asistence (282 p°ípad·).

Vzhledem k chyb¥jícím informacím v mnoºin¥ reálných dat probíhalo dal²í testování algo-
ritmu na um¥le vytvo°ených instancích. K tomuto ú£elu byl vytvo°en skript
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Tabulka 7.1: Parametry skriptu pro generování vstupních instancí

Parametr Datový typ Výchozí hodnota
num_nurses int -
num_clients int -
full_half_time_ratio float 1
assistance_probability float 1
time_windowed_probability float 0
preferred_nurse_constraint_probability float 0
required_nurse_constraint_probability float 0
nurse_constraint_lb int 1
nurse_constraint_ub int 4
required_skills_constraint_probability float 0
max_skills int 3
skill_probability float 0

instanceGenerator.py umíst¥ný adresá°i scripts, pomocí kterého jsou na základ¥ p°i-
jatých parametr· vygenerována vstupní data v poºadovaném formátu. Kon�guraci lze m¥nit
pomocí parametr· p°edávaných z p°íkazové °ádky � jejich p°ehled a výchozí hodnoty jsou
popsány v tabulce 7.1. P°edávání parametr· probíhá standardním zp·sobem, jak je zvykem v
unixových systémech, tedy pro vygenerování vstupních dat s deseti sestrami a t°iceti klienty
sta£í zavolat p°íkaz python instanceGenerator.py --num-nurses 10 --num-clients 30

z adresá°e, ve kterém je skript umíst¥n. P°ehled dostupných parametr· a jejich popis lze
zobrazit zavoláním skriptu s parametrem --help, nebo -h.

Jedinými povinnými parametry jsou num_nurses a num_clients, které udávají po£et
zdravotních sester a klient·; pokud bude n¥který z ostatních parametr· chyb¥t p°i spou²-
t¥ní skriptu, bude automaticky nastaven na výchozí hodnou, která je uvedena v tabulce.
Dostupnost sester je závislá na hodnot¥ parametru full_half_time_ratio � ten ur£uje, ko-
lik procent sester bude dostupných na plný úvazek (tj. jejich dostupnost bude kaºdý den
od 9:00 do 17:00) a kolik bude zam¥stnáno na polovi£ní úvazek (tedy budou dostupné
kaºdý den, ale pouze v intervalech 9:00 � 13:00 £i 13:00 � 17:00, p°i£emº bude vybrán
náhodn¥ jeden z t¥chto dvou interval·). Pokud bude mít tento parametr hodnotu nap°.
0.3, znamená to, ºe 30% sester bude pracovat na plný úvazek a zbylých 70% na polo-
vi£ní. Jelikoº jsou asistence generovány náhodn¥ a jejich po£et není deterministický, není
tato hodnota zahrnuta v parametrech, nicmén¥ mnoºství vytvo°ených asistencí lze ovliv-
nit parametrem assistance_probability, který udává pravd¥podobnost, se kterou bude
klientem objednána asistence v jeden konkrétní den. Pro generování asistencí s £asovým
oknem slouºí parametr time_windowed_probability, pomocí n¥jº lze speci�kovat, jaké
procento asistencí bude objednáno s £asovým oknem (jeho rozsah je náhodný). P°idávání
soft a hard constraints je moºné nastavením pravd¥podobnosti výskytu t°em parametr·m
preferred_nurse_constraint_probability, required_nurse_constraint_probability

£i required_skills_constraint_probability. Velikost mnoºiny sester, které m·ºou být
klientem udány jako poºadované £i preferované je náhodné £íslo v intervalu daným hodno-
tami parametr· nurse_constraints_lb a nurse_constraints_ub. Parametr max_skills

udává maximální po£et kvali�kací, které m·ºe sestra mít, p°ípadn¥ kolik m·ºe být vyºa-
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Tabulka 7.2: Výsledky m¥°ení na reálných datech s dobou p°esunu 30 minut

Metrika Hodnota
Po£et asistencí 678
Sou£et délek v²ech asistencí (v minutách) 109 738
Po£et nep°i°azených asistencí po první fázi 111
Délka nep°i°azených asistencí po první fázi 34 318
Po£et nep°i°azených asistencí po druhé fázi 85
Délka nep°i°azených asistencí po druhé fázi 28 504
Celková utilizace sester 68.86%
Procentuální vyjád°ení p°i°azených asistencí 87.46%
Procentuální vyjád°ení p°i°azených minut 74.03%
Doba b¥hu algoritmu 3000 ms

dováno pro p°i°azení asistence s tímto omezením a nakonec, parametr skill_probability
slouºí ke speci�kaci pravd¥podobnosti, se kterou bude mít n¥které z t¥chto kvali�kací.

Pomocí skriptu instanceGenerator.py byla vygenerována sada instancí, které jsou v
této kapitole vyuºity pro m¥°ení efektivity algoritmu dle r·zných kritérií. Kompletní p°ehled
pouºívaných instancí a jejich atribut· je uveden v p°íloze B.

7.2 Výsledky m¥°ení

Pro vyhodnocování kvality výsledk· algoritmu je t°eba brát v potaz r·zná kritéria, podle
kterých bude výsledný rozvrh hodnocen. Jedním z nejd·leºit¥j²ích kritérií je mnoºství p°i°a-
zených asistencí; dále lze v²ak výsledek hodnotit také z hlediska utilizace zdravotních sester
(vyuºití pracovní doby), po£tu poru²ených soft constraints a °ady dal²ích indikátor·. Z toho
d·vodu byly provád¥ny experimenty nejen na r·zných sadách vstupních instancí, ale také
byly testovány r·zné kon�gurace algoritmu, na jejichº základ¥ byla následn¥ provedena ana-
lýza za cílem výb¥ru nejvhodn¥j²í kon�gurace pro maximalizaci vybraného kritéria. P°ehled
hodnot jednotlivých parametr· pouºitých kon�gurací je uveden v tabulkách v p°íloze C.

V²echny experimenty byly provád¥ny v p¥ti opakováních a výsledná data byla zpr·m¥-
rována za cílem zvý²ení spolehlivosti. Výsledky v²ech jednotlivých m¥°ení v£etn¥ výpo£t·
relevantních statistik jsou uvedeny v souboru benchmarking/benchmarking.ods, ze kterého
jsou £erpána data uvedená v této kapitole. Pouºité vstupní instance a vybraná kon�gurace
zde budou referencovány jejich názvem, který je uveden v prvním °ádku tabulky v odpo-
vídající p°íloze. V neposlední °ad¥ je t°eba zmínit, ºe výsledky algoritmu jsou závislé na
hodnotách v matici vzdáleností, která udává dobu p°esunu mezi bydli²ti jednotlivých klient·
a sester; z d·vodu absence t¥chto údaj· v testovacích datech byly pro ú£ely m¥°ení genero-
vány a to bu¤ randomizovan¥, nebo nastavením �xních hodnot. Pro kaºdé m¥°ení bude v
textu vºdy uvedeno, jakými hodnotami byla matice vzdáleností napln¥na.

V²echny výsledky uvedených experiment· byly nam¥°eny na procesoru Intel Core i7-
3632QM se £ty°mi 2.2GHz CPU s pouºitím 8GB RAM.

První experiment byl proveden na reálných datech (instance real), která byla dopo£í-
tána z výsledného rozvrhu viz kapitola 7.1, p°i£emº hodnoty v matici vzdáleností byly �xn¥
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Tabulka 7.3: Výsledky m¥°ení na reálných datech se zanedbáním doby p°esunu

Metrika Hodnota
Po£et asistencí 678
Sou£et délek v²ech asistencí (v minutách) 109 738
Po£et nep°i°azených asistencí po první fázi 34
Délka nep°i°azených asistencí po první fázi 10 590
Po£et nep°i°azených asistencí po druhé fázi 14
Délka nep°i°azených asistencí po druhé fázi 5 976
Celková utilizace sester 72.18%
Procentuální vyjád°ení p°i°azených asistencí 97.88%
Procentuální vyjád°ení p°i°azených minut 94.55%
Doba b¥hu algoritmu 2557 ms

nastaveny na 30 minut pro p°esun mezi libovolnými lokacemi. Pro algoritmus byla vyuºita
kon�gurace conf_1, tedy 100 iterací s rovnom¥rným rozd¥lením pravd¥podobnosti výb¥ru
v²ech heuristik. Podstatné výsledky m¥°ení jsou uvedeny v tabulce 7.2 � z celkového po£tu
678 asistencí se poda°ilo p°i°adit 593, coº znamená 87.48%. Pro relevantn¥j²í výsledky je v²ak
t°eba zohlednit také délky p°i°azených a nep°i°azených asistencí a po£ítat pom¥r z t¥chto
údaj·, z výsledných dat vyplývá, ºe z celkových 109 738 minut objednaných klienty byly do-
stupným sestrám p°i°azeny tém¥° t°i £tvrtiny. Pro tuto instanci se ukázal jako nejefektivn¥j²í
zp·sob tvorby po£áte£ního rozvrhu pouºití t°ídy FirstAvailableInitialAssignment; jak
je patrné z tabulky, v¥t²ina asistencí byla p°i°azena jiº v první fázi algoritmu (567 asistencí).

Co se tý£e druhé fáze algoritmu, byl zkoumán zejména efekt r·zných heuristik na výsledky
algoritmu, v tomto konkrétním p°ípad¥ jde o jediná relevantní kritéria po£et p°i°azených
asistencí (minut) a utilizaci sester, jelikoº na asistencích nejsou de�nována ºádná omezení.
Tato statistika byla získána následujícím zp·sobem � pro v²echny pouºité heuristiky byla
vytvo°ena mapa £etnosti pouºití, p°i£emº po£áte£ní £etnost byla nastavena na hodnotu 0. V
p°ípad¥, ºe do²lo ke zvý²ení hodnoty kriteriální funkce a tedy nalezení lep²ího rozvrhu, do²lo
k inkrementaci £etností insertion a removal heuristik, které byly v dané iteraci pouºity.

Pro instanci real byl rozvrh ve dvou t°etinách p°ípad· zlep²en removal heuristikou
RandomRemovalHeuristic, v jedné t°etin¥ pak ViolatedRemovalHeuristic. To je zap°í£i-
n¥no vlastnostmi vstupní instance, konkrétn¥ absencí omezení, tudíº druhá zmi¬ovaná heu-
ristika m·ºe odebírat asistence pouze na základ¥ jejich délky, £ímº se její efektivita sniºuje. Co
se tý£e insertion heuristik, v podobném pom¥ru (68.5%) byla efektivn¥j²í
LongestFittingInsertionHeuristic oproti ReplacementInsertionHeuristic a to ze stej-
ných d·vod· � první zmi¬ovaná heuristika se soust°edí na vyhledávání asistencí, které lze
umístit do volných £asových oken v rozvrzích sester tak, aby bylo co nejefektivn¥ji vypln¥no
a následn¥ pouze vyhodnotí, jestli není poru²ena n¥jaká z hard constraints, místo aby byly
aktivn¥ vyhledávala pouze sestry, které toto omezení spl¬ují. To se ukázalo jako nejvhodn¥j²í
zp·sob, ve zbytku p°ípad· byla pouºita ReplacementInsertionHeuristic, díky které mohl
být naru²en stávající rozvrh a neefektivn¥ p°i°azené asistence mohly být nahrazeny vhod-
n¥j²ími. Krom¥ kritéria po£tu p°i°azených asistencí také stojí za pozornost celková utilizace
sester, tedy pom¥r doby strávené u klienta a na cest¥ v·£i celkové dostupnosti. Hodnota
tohoto kritéria je 68.86%.
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Tabulka 7.4: Výsledky m¥°ení na instanci 10_30 s kon�gurací conf_1

Metrika Hodnota
Po£et asistencí 930
Sou£et délek v²ech asistencí (v minutách) 118 455
Po£et nep°i°azených asistencí po první fázi 249
Délka nep°i°azených asistencí po první fázi 31 890
Po£et nep°i°azených asistencí po druhé fázi 246
Délka nep°i°azených asistencí po druhé fázi 26 517
Celková utilizace sester 75.56%
Procentuální vyjád°ení p°i°azených asistencí 73.46%
Procentuální vyjád°ení p°i°azených minut 77.61%
Doba b¥hu algoritmu 5007 ms

Jelikoº byly hodnoty v matici vzdáleností nastaveny �xn¥ na 30 minut, coº nere�ektuje
reálnou situaci (nap°. je vhodné, aby sestry jezdili za pacienty primárn¥ v okolí svého byd-
li²t¥), byly výsledky pro porovnání zm¥°eny na stejné instanci s identickou kon�gurací, pouze
byla zanedbána doba p°esunu (tj. v²echny hodnoty v matici vzdáleností byly nastaveny na
0). Nam¥°ené výsledky jsou popsány v tabulce 7.3. Nejvýrazn¥j²ího zlep²ení bylo dosaºeno
z hlediska po£tu p°i°azených asistencí, tedy z nejd·leºit¥j²ího kritéria � pouhých 14 asis-
tencí, tedy 2.12% nebylo po 100 iteracích algoritmu p°i°azeno; p°i zohledn¥ní jejich délek
se ukázalo, ºe bylo p°i°azeno celkem 94.44% objednaných minut. Zlep²ení utilizace nebylo
tolik výrazné (necelá 4%), nicmén¥ to je zap°í£in¥no práv¥ zanedbáním doby p°esunu, jeli-
koº ta se také zapo£ítávala do efektivn¥ stráveného £asu sestry. I p°esto v²ak bylo n¥kolik
sester utilizováno na 100%. V neposlední °ad¥ byl také zkoumán vliv a efektivita jednot-
livých heuristik na výsledky algoritmu; ty v²ak byly ze stejných d·vod· tém¥° identické s
výsledky popsanými vý²e. Nejvhodn¥j²í dvojice heuristik byla RandomRemovalHeuristic a
LongestFittingInsertionHeuristic (frekvence pouºití obou heuristik v·£i ostatním heu-
ristikám stejného typu byla zhruba 70%).

Dal²í m¥°ení probíhalo na generované instanci 10_30 s identickou kon�gurací conf_1 a
�xní t°icetiminutovou dobou cesty mezi libovolnými klienty; výsledky lze nalézt v tabulce
7.4. Parametry skriptu pro vytvo°ení této instance byly zvoleny tak, aby pom¥r sester v·£i
pacient·m a délce objednaných asistencí v·£i celkové dostupnosti byl co nejvíce podobný
hodnotám reálné instance, p°i£emº asistence budou moci být navíc zadány £asovým oknem
nebo mít omezení. Výsledné statistiky jsou z hlediska procenta p°i°azených asistencí po-
dobné hodnotám nam¥°ených na reálné instanci � 77.61% p°i°azených objednaných minut,
av²ak pokud není rozli²ována délka asistencí, je tato hodnota niº²í (73.46%), neº na reálných
datech. D·vodem je fakt, ºe v reálných datech p°evaºovaly zejména hodinové a dvouhodi-
nové asistence; v instanci 10_30 byly délky rovnom¥rn¥ji rozd¥leny a analýza nep°i°azených
asistencí ukázala, ºe nejvíce nep°i°azených asistencí m¥lo práv¥ délku do hodiny a p·l. Na-
opak utilizace sester byla zvý²ena na 75% s tím, ºe i utilizace nejmén¥ vytíºené sestry vºdy
p°esahuje hodnotu 60%.

Na této instanci vstupních dat jiº lze navíc analyzovat také výsledná data z hlediska ome-
zení � co se tý£e soft constraints, z celkových 119 asistencí s omezením preferované sestry
bylo do rozvrhu umíst¥no 87, p°i£emº pouze necelých 30% z nich bylo spln¥no. To je v²ak
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Tabulka 7.5: Výsledky m¥°ení na instanci 10_30_tw s kon�gurací conf_1

Metrika Hodnota
Po£et asistencí 930
Sou£et délek v²ech asistencí (v minutách) 108 705
Po£et nep°i°azených asistencí po první fázi 139
Délka nep°i°azených asistencí po první fázi 17 895
Po£et nep°i°azených asistencí po druhé fázi 123
Délka nep°i°azených asistencí po druhé fázi 13 008
Celková utilizace sester 80.58%
Procentuální vyjád°ení p°i°azených asistencí 86.77%
Procentuální vyjád°ení p°i°azených minut 88.03%
Doba b¥hu algoritmu 4211 ms

zap°í£in¥no nízkou penalizací za poru²ení tohoto omezení viz p°ehled kon�gurace conf_1

v p°íloze C. Procento p°i°azených asistencí s hard constraints RequiredNurseConstraint

je 60% a pro RequiredSkillsConstraint 43%, ostatní asistence s t¥mito omezeními z·-
staly nep°i°azeny. V této kon�guraci v²ak kriteriální funkce spí²e up°ednost¬uje v¥t²í mnoº-
ství p°i°azených asistencí p°ed zohled¬ováním jejich omezení (samoz°ejm¥ v²ak nemohou
být poru²eny hard constraints). Efektivita jednotlivých heuristik je podobná, jako v p°í-
pad¥ reálné instance � nejvhodn¥j²ími implementacemi jsou RandomRemovalHeuristic a
LongestFittingInsertionHeuristic s podobnou £etností vyuºití.

Pro analýzu zp·sobu zlep²ení rozvrhu z hlediska r·zných kritérií byl algoritmus s vý²e
zmín¥nými daty spou²t¥n opakovan¥ s mírnými zm¥nami ve vstupních datech i v kon�gu-
raci a byl zkoumán vliv jednotlivých aspekt· na kvalitu výsledného rozvrhu. V první °ad¥
byla vygenerována nová data se stejnými parametry, pouze asistence byly u£in¥ny více �e-
xibilními (pravd¥podobnost £asového okna byla zvý²ena z hodnoty 0.3 na 0.8, jeho délka je
náhodn¥ velká), díky £emuº mají asistence více moºností, kam mohou být umíst¥ny v roz-
vrhu. Atributy této instance lze nalézt v p°íloze B pod názvem 10_30_tw, výsledky m¥°ení
pak v tabulce 7.5. Díky tomuto relaxování £asových poºadavk· se poda°ilo o polovinu zmen-
²it nep°i°azené asistence a to jak z hlediska jejich po£tu, tak celkového sou£tu jejich délky.
Procentuáln¥ vyjád°eno bylo dosaºeno zlep²ení o 15% na celkových tém¥° 87% p°i°azených
asistencí a utilizace sester navíc stoupla na 80%.

Pokud je v²ak d·leºit¥j²ím kritériem spln¥ní soft constraints, nebylo pouhým p°idáním £a-
sových oken výrazn¥ zlep²eno. Proto byl algoritmus spu²t¥n navíc s pozm¥n¥nou kon�gurací
conf_2, ve které byla zvý²ena penalizace za poru²ení tohoto typu omezení (viz tabulka C.2 v
p°íloze C). Procento p°i°azených asistencí se spln¥ným omezením PreferredNurseConstraint

bylo zvý²eno tém¥° dvojnásobn¥ s tím, ºe celkový po£et p°i°azených asistencí byl sníºen
pouze o 5% a utilizace sester klesla o 4%. Z t¥chto výsledk· je patrné, ºe vliv penaliza£-
ních konstant v kriteriální funkci má výrazný vliv na vlastnosti výsledného rozvrhu, p°i£emº
není vyºadován ºádný zásah do samotného algoritmu £i vým¥na pouºitých heuristik. Za
zmínku stojí také zm¥na statistik pouºitých heuristik � zna£n¥ stoupl po£et úsp¥²ných pou-
ºití ViolatedRemovalHeuristic (dosáhl stejné £etnosti, jako RandomRemovalHeuristic) a z
insertion heuristik vynikla ReplacementInsertionHeuristic, která byla dokonce pouºívána
£ast¥ji, neº LongestFittingInsertionHeuristic.
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Tabulka 7.6: Výsledky m¥°ení na instanci 50_150 s kon�gurací conf_1

Metrika Hodnota
Po£et asistencí 4650
Sou£et délek v²ech asistencí (v minutách) 596 805
Po£et nep°i°azených asistencí po první fázi 786
Délka nep°i°azených asistencí po první fázi 101 475
Po£et nep°i°azených asistencí po druhé fázi 772
Délka nep°i°azených asistencí po druhé fázi 99 522
Celková utilizace sester 82.48%
Procentuální vyjád°ení p°i°azených asistencí 83.40%
Procentuální vyjád°ení p°i°azených minut 83.32%
Doba b¥hu algoritmu 216 954 ms

Aby mohla být efektivita algoritmu zm¥°ena i na velkém objemu vstupních dat, byla
vygenerována instance 50_150, která je zhruba p¥tkrát v¥t²í, neº vý²e zmi¬ovaná instance z
hlediska po£tu sester, klient· a asistencí. Její ostatní atributy jsou popsány v tabulce B.4 a
výsledky m¥°ení v tabulce 7.6; kon�gurace pouºitá pro tento experiment byla conf_1, aby
mohly být výsledky porovnány s p°edchozím m¥°ení instance 10_30_tw. Z hlediska po£tu
p°i°azených asistencí a utilizace sester jsou výsledky srovnatelné s touto instancí � ob¥ tato
kritéria p°esahují 80%, stejn¥ jako procentuální vyjád°ení po£tu p°i°azených minut objed-
naných asistencí. Za pozornost v²ak stojí £etnost heuristik, které byly pouºity v p°ípad¥, ºe
do²lo ke zlep²ení hodnoty kriteriální funkce; co se tý£e removal heuristik, tak jediná efektivní
implementace byla ViolatedRemovalHeuristic, p°i£emº RandomRemovalHeuristic nebyla
vybrána ani v jednom p°ípad¥. To je zásadní zm¥na oproti men²ím instancím, kde byla jedno-
zna£n¥ nejefektivn¥j²í práv¥ druhá zmi¬ovaná, coº nazna£uje, ºe pro komplexn¥j²í rozvrhy je
vhodn¥j²í vybírat asistence k odebrání informovaným zp·sobem, spí²e neº náhodn¥. Podobný
rozdíl je i v insertion heuristikách, kde LongestFittingInsertionHeuristic sice byla v pár
p°ípadech úsp¥²ná, av²ak ReplacementInsertionHeuristic byla efektivn¥j²í tém¥° ²estkrát
£ast¥ji.

7.2.1 Analýza doby b¥hu algoritmu

Co se tý£e doby b¥hu algoritmu, men²í instance (real a 10_30) byly v kon�guraci conf_1,
tedy s ukon£ovací podmínkou IterationBasedTerminationCondition se 100 iteracemi spo-
£ítány do 5000 ms. V¥t²ina £asu byla pochopiteln¥ strávena ve druhé fázi algoritmu, kdy je
iterativn¥ vylep²ován £áste£ný rozvrh, jelikoº heuristiky musí procházet p°i°azené asistence
a vybírat nejvhodn¥j²ího kandidáta na smazání, nebo nejvhodn¥j²í místo na vloºení nové
asistence. Po£áte£ní p°i°azování do prázdných rozvrh· je výrazn¥ snaz²í, proto se doba b¥hu
první fáze pohybovala mezi 40 � 70 ms. Na p¥tkrát v¥t²í instanci 50_150 trvalo vykonání 100
iterací 217 sekund, p°i£emº první fáze algoritmu byla dokon£ena po 786 ms. Velikost této
instance v²ak výrazn¥ p°evy²uje velikost reálných dat nejen v instanci real, ale i ve v¥t²in¥
reálných instancí uvád¥ných v literatu°e.

Za ú£elem m¥°ení vývoje kritéria po£tu nep°i°azených asistencí, respektive po£tu nep°i-
°azených minut, které je p°esn¥j²í, byl algoritmus spu²t¥n s kon�gurací conf_3 na instanci
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Obrázek 7.1: Vývoj po£tu nep°i°azených minut v £ase

10_30_tw s tím, ºe po kaºdých 100 iteracích byla zkoumána hodnota m¥°eného kritéria. Na
výsledném grafu vývoje po£tu nep°i°azených minut v pr·b¥hu £asu 7.1, který za£íná hod-
notou 17895 (výsledek po dokon£ení tvorby po£áte£ního rozvrhu) lze vid¥t, ºe prvních 100
iterací m¥lo nejv¥t²í vliv na zm¥nu kvality rozvrhu. Po£et nep°i°azených minut se sníºil o
4470, p°i£emº po£et nep°i°azených asistencí z·stal stejný. To znamená efektivn¥j²í výb¥r
a preference del²ích asistencí p°ed krátkými, díky £emuº je zvy²ována utilizace zdravotních
sester. B¥hem dal²ích 900 iterací bylo m¥°ené kritérium zlep²eno je²t¥ o p°ibliºn¥ 1500 minut,
av²ak tempo se výrazn¥ zpomalovalo v pr·b¥hu £asu, jelikoº krat²í asistence byly postupn¥
p°esouvány do seznamu nep°i°azených. Ve zbývajících 9000 iterací se po£et nep°i°azených
minut sice stále sniºoval (výsledná hodnota byla 11685 nep°i°azených minut), av²ak z glo-
bálního hlediska je jiº toto zlep²ení pom¥rn¥ zanedbatelné.

7.3 Porovnání s výsledky v literatu°e

V kapitole 3 byla p°edstavena a analyzována °ada r·zných p°ístup· v literatu°e pro °e²ení
problému rozvrhování domácí pé£e, v£etn¥ vyhodnocení publikovaných výsledk·. Jejich po-
rovnání s výsledky nam¥°enými v této práci je v²ak velice problematické z n¥kolika d·vod·
� za prvé, formulace °e²eného problému se li²í, stejn¥ jako kritérium, podle kterého probíhá
optimalizace rozvrhu; problém °e²ený v této práci nap°íklad nepo£ítá s p°i°aditelností v²ech
asistencí a i £áste£ný rozvrh je povaºován za platný, hlavní optimalizovaná kritéria jsou práv¥
po£et p°i°azených asistencí a utilizace sester, p°ípadn¥ poru²ená omezení. V £lánku D. Gue-
ricke a kol. [22] je °e²ený problém nap°íklad zaloºen na pracovních regulacích, mezi které
pat°í rotace sluºeb, víkendových sm¥n £i nutné p°estávky v pr·b¥hu dne; genetický algorit-
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mus p°edstavený v £lánku Y. Shi a kol. [34] zase zohled¬uje rozvoz lék· a p°ípadné návraty
do laborato°e v p°ípad¥, ºe jich sestra nemá dostatek k dispozici. I p°esto by v²ak bylo moºné
£áste£n¥ porovnat atributy výsledných rozvrh·, pokud by byly autory popsány; to je v²ak
druhým problémem, pro£ je porovnání problematické. Ve výsledcích m¥°ení v publikovaných
£láncích je tém¥° vºdy uvád¥na pouze hodnota kriteriální funkce, ze které je zp¥tn¥ nemoºné
dopo£ítat relevantní atributy rozvrhu a slouºí pouze k vzájemnému porovnání výsledk· v
rámci publikace, p°ípadn¥ auto°i porovnávají rozdíl kritérií v·£i výsledk·m nalezeným ILP
solverem na velmi malých instancích.

Výsledky algoritmu v²ak mohou být alespo¬ £áste£n¥ porovnány z hlediska velikosti
vy°e²ených instancí a dob¥ b¥hu algoritmu. Oproti publikovaným výsledk·m ILP solver·
bylo heuristické °e²ení v této práci dle o£ekávání schopné nalézt °e²ení pro výrazn¥ vy²²í
instance za zlomek £asu � ILP solver v £lánku D. Guericke a kol. [22] nalezl optimální °e²ení
pouze pro instance do patnácti klient·, na v¥t²ích datech nebyl ve v¥t²in¥ p°ípad· schopný
nalézt jakékoliv p°ípustné °e²ení v limitu dvanácti hodin. Stejn¥ tak pomocí ILP p°ístupu z
£lánku D. S. Mankowské et al. [27] nebylo moºné nalézt ºádné °e²ení pro instance s více, neº
dvaceti p¥ti klienty b¥hem deseti hodin.

Publikované heuristické p°ístupy v²ak byly schopné °e²it výrazn¥ v¥t²í instance. Algo-
ritmus D. S. Mankowské et al. [27] byl testován mj. na instancích o velikostech 100, 200 a
300 klient· a 20, 30 a 40 sester, p°i£emº po£et asistencí auto°i neuvádí. �e²ení nejmen²í in-
stance bylo nalezeno do £ty°iceti sekund, st°ední do p·l hodiny a v p°ípad¥ nejv¥t²í instance
do dvou hodin. Výsledk· na instanci 50_150 bylo dosaºeno b¥hem 217 sekund, coº se jeví
po interpolaci hodnot jako mírn¥ lep²í výsledek, av²ak jak jiº bylo °e£eno na za£átku této
kapitoly, není moºné objektivn¥ porovnat kvalitu výsledného rozvrhu t¥chto dvou °e²ení.
Výsledky genetického algoritmu prezentovaného v £lánku Y. Shi a kol. [34] byly m¥°eny na
r·zných instancích o velikosti 25 klient·, na kterých se doba výpo£tu pohybovala mezi 200
a 600 sekundami; dále na instancích se 100 klienty, které byly vy°e²eny v rozmezí deseti aº
dvaceti p¥ti minut a nakonec dvakrát tak velké instance, pro které trvalo nalezení výsledného
rozvrhu t°i £tvrt¥ hodiny aº hodinu a £tvrt. Podle t¥chto výsledk· je p°edstavené °e²ení vý-
razn¥ rychlej²í, nicmén¥ stejn¥ jako v p°edchozím p°ípad¥ bohuºel není moºné kvali�kovan¥
porovnat výsledné rozvrhy. Výsledky m¥°ení p°edstavené v ostatních £láncích v kapitole 3
bohuºel nemohou být porovnány, nebo´ neuvád¥jí dobu b¥hu algoritmu, nebo pro porovnání
pouºívají pouze hodnotu kriteriální funkce. Podle vý²e popsaných kritérií se tedy zdá, ºe
doba výpo£tu strávená hledáním suboptimálního rozvrhu algoritmem p°edstaveném v této
práci nijak výrazn¥ nep°evy²uje výsledky publikované v literatu°e.

7.4 Shrnutí

Výsledky m¥°ení efektivity algoritmu v této kapitole byly m¥°eny na °ad¥ vygenerovaných
instancí s r·znými parametry a na reálné instanci, p°i£emº byly pouºity r·zné kon�gurace a
byl zkoumán vliv nastavených parametr· na kvalitu výsledného rozvrhu. Po£et p°i°azených
asistencí byl ve v²ech p°ípadech vy²²í, neº t°i £tvrtiny celkov¥ objednaných asistencí. Co se
tý£e reálných dat, ukázalo se, ºe výrazný vliv na výsledek mají hodnoty v matici vzdáleností,
které popisují £as cesty mezi jednotlivými lokacemi. Pokud byly zanedbány, byl algoritmus
schopen p°i°adit tém¥° v²echny objednané asistence; to sice není reálná situace, av²ak v
p°ípad¥, ºe by ve vstupních datech byly uvedeny reálné adresy klient· a sester a matice byla
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napln¥na odpovídajícími hodnotami, bylo by moºné pouºít heuristik, které se budou aktivn¥
snaºit p°i°azovat sestrám do rozvrhu primárn¥ ty klienty, kte°í se nacházejí v okolí bydli²t¥
sestry. Díky tomu by byla doba p°esun· minimalizována a mohlo by být moºné p°i°adit více
asistencí.

Z hlediska efektivity pouºitých implementací pro tvorbu po£áte£ního rozvrhu a heuristik
pouºívaných ve druhé fázi se ukázalo, ºe nejlep²ím p°ístupem je pouºít
FirstAvailableInitialAssignment v první fázi; efektivita heuristik se v²ak jiº li²ila v zá-
vislosti na atributech vstupních dat a kritériích, kterých má být dosaºeno. Pokud je hlavním
cílem maximalizovat po£et p°i°azených minut objednaných asistencí, vyplatí se na men-
²ích datech více pouºít removal heuristiku RandomRemovalHeuristic a insertion heuristiku
LongestFittingInsertionHeuristic. Na v¥t²ích datech v²ak jiº nebyla tato removal heuris-
tika v·bec ú£inná, proto je lep²í vyuºít ViolatedRemovalHeuristic, stejn¥ tak pro vkládání
asistencí heuristiku ReplacementInsertionHeuristic. Ve v²ech p°ípadech je v²ak vhodné
nakon�gurovat algoritmus tak, aby pouºíval v²echny zmi¬ované heuristiky a nastavit prav-
d¥podobnosti jejich výb¥ru v závislosti na typu vstupní instance, jelikoº nap°íklad ob¥ in-
sertion heuristiky se velice dob°e dopl¬ují. ReplacementInsertionHeuristic dokáºe naru²it
existující rozvrh a nahradit p°i°azené asistence vhodn¥j²ími, coº m·ºe vytvo°it nová volná
okna, která jsou následn¥ vypln¥na LongestFittingInsertionHeuristic. Pokud je moºné
zasahovat do vstupních dat, ukázalo se, ºe zvý²ením �exibility klient· p°idáním £asových
oken k asistencím lze výrazn¥ zlep²it výsledný rozvrh p°i zachování stejného po£tu a délky
objednaných asistencí.

V poslední °ad¥ je také t°eba v¥novat dostatek £asu kon�guraci kriteriální funkce, zejména
nastavení penaliza£ních konstant pro jednotlivá kritéria. Toto je velice �exibilní zp·sob
zm¥ny chování algoritmu bez nutnosti úpravy zdrojového kódu a jak ukázaly výsledky m¥-
°ení, mají výrazný dopad na kvalitu výsledného rozvrhu. Co se tý£e ukon£ovací podmínky, z
výsledk· m¥°ení zm¥n hlavního kritéria (viz obr. 7.1) se jeví jako vhodný pom¥r doby b¥hu
algoritmu a kvality rozvrhu ukon£it algoritmus po 1000 iteracích. K drobným zlep²ením sice
docházelo i v následujících iteracích, av²ak vzhledem k celkovému po£tu p°i°azených minut
byly tyto zm¥ny zanedbatelné.
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Kapitola 8

Záv¥r

Domácí pé£e, jejíº poskytování je v posledních letech umoº¬ováno £ím dál £ast¥ji, je
alternativní zp·sob zdravotní pé£e cílený zejména na seniory a osoby se sníºenou schopností
pohybu £i jiným postiºením. Pobyt v domácím prost°edí má pozitivní vliv na psychiku a
redukuje £asto problematický transport pacienta do nemocnice.

Cílem této práce bylo analyzovat problematiku rozvrhování domácí pé£e a navrhnout a
implementovat algoritmus, který vytvo°í rozvrh na základ¥ speci�kovaných nárok· sester,
objednaných asistencí a jejich p°ípadných omezení. Tento problém pat°í do t°ídy NP hard
problém·, jakoºto kombinace problému obchodního cestujícího a nurse rostering problému.
Vhodným p°ístupem k °e²ení podobných úloh z této t°ídy sloºitosti jsou heuristiky, které se
snaºí najít suboptimální °e²ení, na rozdíl od exaktních algoritm·, pro které jsou jiº pom¥rn¥
malé instance nevy°e²itelné v p°ijatelném £asovém limitu.

Re²er²e byla zam¥°ena na sou£asné p°ístupy k °e²ení problému rozvrhování domácí pé£e,
zejména na analýzu formulace °e²eného problému, konkrétního algoritmu pro hledání roz-
vrhu a vyhodnocení výsledk·. V²echny analyzované £lánky popisovaly algoritmy zaloºené na
heuristickém p°ístupu, p°i£emº v n¥kterých byl navíc problém formulován také jako úloha pro
celo£íselné programování a výsledky na malých vstupních instancích byly porovnány s °e²e-
ním nalezeným ILP solverem. Auto°i navíc následn¥ demonstrovali vlastní implementovanou
heuristiku, pomocí které byli schopni vy°e²it n¥kolikanásobn¥ v¥t²í instance v p°ijatelném
£ase. �asto pouºívaným p°ístupem je pouºití metaheuristických algoritm·, coº se na základ¥
publikovaných výsledk· ukázalo jako vhodný nástroj.

Na základ¥ provedené analýzy a re²er²e byl v rámci této práce nejprve navrºen abstraktní
framework pro °e²ení problému, p°i£emº byl kladen velký d·raz na kon�gurovatelnost a mo-
dularizaci, díky které jsou jednotlivé komponenty algoritmu na sob¥ nezávislé, coº umoº¬uje
snadné úpravy £i nahrazení jednotlivých £ástí. Komponenta Solver, která je zodpov¥dná
za samotnou tvorbu rozvrhu je rozd¥lena do dvou fází � nejprve je vytvo°en £áste£ný roz-
vrh a ten je poté iterativním procesem vylep²ován greedy algoritmem. Tento framework
byl následn¥ vyuºit pro implementaci n¥kolika heuristik, pomocí kterých byl °e²en problém
formulovaný na za£átku analýzy v této práci. Ten zahrnoval krom¥ standardních atribut·
problému rozvrhování domácí pé£e také asistence s £asovými okny a °adu omezení. Ta byla
rozd¥lena do dvou kategorií; první jsou soft constraints, tedy omezení, jejichº poru²ení ne-
ovliv¬ují platnost rozvrhu (nap°. sestra preferovaná klientem), av²ak p°i jejich spln¥ní je
zvý²ena hodnota kriteriální funkce. Druhou kategorií jsou hard constraints, tedy omezení,
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která musí být p°i umíst¥ní asistence do rozvrhu spln¥na, v opa£ném p°ípad¥ nebude rozvrh
platný. P°íkladem tohoto typu omezení je poºadovaná sestra nebo poºadované kvali�kace pro
výkon pé£e. Ve²kerá kon�gurace algoritmu, která zahrnuje nap°íklad penaliza£ní konstanty
pro poru²ená omezení pouºité v kriteriální funkci, ale také pouºité implementace heuristik
£i zp·sob tvorby po£áte£ního rozvrhu, jejich parametry a mnoho dal²ích je striktn¥ odd¥-
lena od zdrojového kódu. Velké mnoºství zm¥n chování algoritmu m·ºe být tedy upraveno
a p°izp·sobeno konkrétním poºadavk·m pouze úpravou t¥chto kon�gura£ních soubor·.

Implementovaný algoritmus byl následn¥ testován na n¥kolika sadách vstupních dat (re-
álných i generovaných) a na základ¥ nam¥°ených výsledk· byla vyhodnocena jeho efektivita.
P°i experimentech byly pouºity nejen r·zné vstupní instance s rozdílnými atributy, ale také
r·zné kon�gurace algoritmu. Po analýze výsledných dat bylo nakonec ur£eno, které heuristiky
jsou vhodné k pouºití na konkrétní vstupní data a jaká je nejvhodn¥j²í kon�gurace parame-
tr· algoritmu. Na generovaných datech bylo dosaºeno více neº 80% p°i°azených asistencí na
malých i velkých instancích, na reálných datech pak 75 � 95% v závislosti na hodnotách v
matici vzdáleností. Správnost implementace algoritmu je kontrolována intenzivními jednot-
kovými a integra£ními testy a °adou validací, které jsou provád¥ny nad výslednými rozvrhy,
jeº jsou výstupem algoritmu.

8.1 Budoucí rozvoj

Cílem implementovaného algoritmu bylo nalézt rozvrh pro úlohu rozvrhování domácí
pé£e, který by vyhovoval objednaným poºadavk·m a neporu²oval ºádná omezení a ostatní
invarianty. Jak je ukázáno v kapitole 7, výsledky m¥°ení efektivity algoritmu jsou pom¥rn¥
uspokojivé na v²ech testovaných vstupních instancích, nicmén¥ je zde dostatek prostoru pro
budoucí rozvoj algoritmu v r·zných ohledech.

Jedním z moºných krok· je p°idání podpory nových typ· omezení, která by u£inila algo-
ritmus aplikovatelný na v¥t²í mnoºství reálných problém·. Jelikoº byl p°i návrhu algoritmu
brán z°etel na budoucí roz²i°itelnost, p°idávání nových omezení je výrazn¥ usnadn¥no � pouze
posta£uje implementovat zp·sob na£ítání tohoto omezení ze vstupního souboru, logiku vy-
hodnocování, zda do²lo k jeho poru²ení, £i nikoliv, a p°ípadn¥ p°idat penalizaci do výpo£tu
kriteriální funkce. P°íkladem omezení, které by roz²í°ilo pouºitelnost algoritmu, m·ºe být mi-
nimální a maximální utilizace sestry, která by umoºnila zaru£ení pln¥ní smluveného úvazku a
zlep²ila by predikovatelnost výsledného rozvrhu z pohledu sester. Tento aspekt je v literatu°e
£asto zmi¬ován a v¥noval se mu nap°. £lánek D. Guericke a kol. [22].

Jinou oblastí pro zlep²ení kvality algoritmu je implementace nových insertion a remo-
val heuristik, díky kterým by bylo moºné ve druhé fázi lépe identi�kovat místa v rozvrhu,
na která by m¥ly být umíst¥ny nep°i°azené asistence, p°ípadn¥ kam p°esunout asistence,
které jsou jiº n¥které sest°e p°i°azeny. Jak se ukázalo p°i m¥°ení efektivity, algoritmus ve-
lice dob°e funguje p°i kombinaci n¥kolika heuristik s pouºitím ruletové selekce. Díky tomu
lze logiku nových heuristik zam¥°it na uº²í skupinu asistencí, nap°íklad pouze pro asistence
s omezením s tím, ºe bude poté pouºita v kombinaci s dal²í, obecn¥j²í heuristikou (nap°.
LongestFittingInsertionHeuristic). Jednou z moºností je implementace heuristiky, která
by byla schopná efektivn¥ji zacházet s asistencemi s £asovým oknem, jelikoº v sou£asnosti
je hlavní snahou jejich p°i°azení na nejd°ív¥j²í moºný termín, coº nemusí být vºdy ideální
postup.
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Dal²í vhodnou úpravou, která by výrazn¥ zlep²ila reálnou pouºitelnost algoritmu, je vy-
tvo°ení gra�ckého rozhraní, které by usnadnilo zadávání vstupních dat, p°ípadn¥ kon�guraci
parametr· algoritmu pro koncové uºivatele, kterými budou zam¥stnanci zdravotnických �-
rem odpov¥dní za tvorbu rozvrhu. Jelikoº je pravd¥podobné, ºe alespo¬ £ást objednaných
asistencí se nebude mezi jednotlivými m¥síci m¥nit, bylo by uºite£né nap°íklad ukládat po-
slední vloºená data £i jiným zp·sobem usnadnit kon�guraci. Formát výsledného rozvrhu by
také mohl mít gra�ckou reprezentaci, coº by mohlo zjednodu²it p°ípadné manuální zm¥ny v
rozvrhu, nap°íklad v p°ípad¥ nemoci £i p°i zm¥n¥ poºadavk·.

8.2 Shrnutí

Cílem práce bylo analyzovat problematiku rozvrhování domácí pé£e a navrhnout, imple-
mentovat a otestovat algoritmus pro °e²ení tohotoNP hard problému. Pro hledání °e²ení bylo
implementováno n¥kolik r·zných heuristik, jejichº efektivita byla následn¥ m¥°ena na °ad¥
vstupních instancí a podle vlastností vstupních dat a m¥°eného kritéria bylo vyhodnoceno,
kterou z heuristik £i jakou jejich kombinaci je nejvhodn¥j²í pouºít. Pomocí implementova-
ného algoritmu se poda°ilo najít výsledný rozvrh jak pro reálná data, tak pro generovaná
data v °ádu vte°in, v p°ípad¥ v¥t²ích dat pak v °ádu minut, coº je £as srovnatelný s výsledky
publikovanými v literatu°e. V²echny cíle, které byly stanoveny pro tuto práci, byly spln¥ny.
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P°íloha A

Seznam pouºitých zkratek

AILTA Adaptive iteration limited threshold accepting

ALNS Adaptive large neighborhood search

API Application programming interface

AVNS Adaptive variable neighborhood search

CI Continuous integration

CP Constraint programming

EA Evolu£ní algoritmus

FQN Fully quali�ed name

GA Genetický algoritmus

HHCS Home health care scheduling

HHC Home health care

IE Improving or equal

ILP Integer linear programming

ILTA Iteration limited threshold accepting

JRE Java Runtime Environment

LP Lineární programování

LS Local search

m-TSP Multiple travelling salesman problem

MILP Mixed integer linear programming

NRP Nurse rostering problem
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PVRPTW Periodic vehicle routing problem with time windows

SA Simulated annealing

SLOC Source lines of code

TSPTW Travelling salesman problem with time windows

TSP Travelling salesman problem

VRPTW Vehicle routing problem with time windows

VRP Vehicle routing problem
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P°íloha B

P°ehled vstupních instancí

Testování algoritmu a m¥°ení efektivity (viz kapitola 7) probíhalo na n¥kolika sadách
vstupních instancí. V této p°íloze jsou popsány v²echny pouºité reálné i generované instance,
spole£n¥ s relevantními statistikami, jako je nap°. po£et asistencí s omezením, celková délka
objednaných asistencí apod.

Tabulka B.1: Atributy reálné instance

Atribut Hodnota
Název instance real

Po£et sester 26
Po£et klient· 68
Po£et asistencí 678
Celková délka asistencí (min) 109 738
Celková dostupnost sester (min) 143 758
Po£et asistencí s omezením pref. sestra 0
Po£et asistencí s omezením poº. sestra 0
Po£et asistencí s omezením poº. kvali�kace 0
Po£et asistencí s £asovým oknem 0

Tabulka B.2: Atributy generované instance 1

Atribut Hodnota
Název instance 10_30

Po£et sester 10
Po£et klient· 30
Po£et asistencí 930
Celková délka asistencí (min) 118 455
Celková dostupnost sester (min) 148 800
Po£et asistencí s omezením pref. sestra 119
Po£et asistencí s omezením poº. sestra 152
Po£et asistencí s omezením poº. kvali�kace 49
Po£et asistencí s £asovým oknem 253
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Tabulka B.3: Atributy generované instance 2

Atribut Hodnota
Název instance 10_30_tw

Po£et sester 10
Po£et klient· 30
Po£et asistencí 930
Celková délka asistencí (min) 118 705
Celková dostupnost sester (min) 148 800
Po£et asistencí s omezením pref. sestra 122
Po£et asistencí s omezením poº. sestra 143
Po£et asistencí s omezením poº. kvali�kace 67
Po£et asistencí s £asovým oknem 750

Tabulka B.4: Atributy generované instance 3

Atribut Hodnota
Název instance 50_150

Po£et sester 50
Po£et klient· 150
Po£et asistencí 4650
Celková délka asistencí (min) 596 805
Celková dostupnost sester (min) 744 000
Po£et asistencí s omezením pref. sestra 566
Po£et asistencí s omezením poº. sestra 672
Po£et asistencí s omezením poº. kvali�kace 327
Po£et asistencí s £asovým oknem 3672
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P°íloha C

P°ehled kon�gurací algoritmu

V kapitole 7 jsou analyzovány výsledky m¥°ení efektivity algoritmu na r·zných instancích
a s r·znými hodnotami parametr· algoritmu. P°ehled v²ech pouºitých kon�gurací a hodnot
relevantních parametr· je zobrazen v následujících tabulkách. V tabulkách v²ak nejsou uve-
deny v²echny pouºité parametry, jelikoº °ada z nich byla stejná ve v²ech p°ípadech � nap°í-
klad ukon£ovací podmínka je vºdy zaloºena na po£tu iterací, nebo pouºívaná implementace
kriteriální funkce je ve v²ech p°ípadech PenalizingFunction. Kopie kon�gura£ních soubor·
s kompletním p°ehledem v²ech parametr· lze nalézt v adresá°i benchmarking/config v ko-
°enovém adresá°i projektu.

Tabulka C.1: Kon�gurace 1

Atribut Hodnota
Název kon�gurace conf_1

Tvorba po£áte£ního rozvrhu FirstAvailableInitialAssignment

Po£et iterací 100

Pravd¥podobnosti removal heuristik
RandomRemovalHeuristic � 0.5
ViolatedRemovalHeuristic � 0.5

Pravd¥podobnosti insertion heuristik
LongestFittingInsertionHeuristic � 0.5
ReplacementInsertionHeuristic � 0.5

Po£et odebraných asistencí
(RandomRemovalHeuristic) 2
Po£et odebraných asistencí
(ViolatedRemovalHeuristic) 2
Po£et iterací
(LongestFittingInsertionHeuristic) 50
Po£et iterací
(PredicateInsertionHeuristic) 3
Nahrazování asistencí
(PredicateInsertionHeuristic) true

Faktor penalizace za nep°i°azenou asistenci -5
Faktor penalizace za idle time -1
Faktor penalizace pro omezení pref. sestry -2

73



P�ÍLOHA C. P�EHLED KONFIGURACÍ ALGORITMU

Tabulka C.2: Kon�gurace 2

Atribut Hodnota
Název kon�gurace conf_2

Tvorba po£áte£ního rozvrhu FirstAvailableInitialAssignment

Po£et iterací 100

Pravd¥podobnosti removal heuristik
RandomRemovalHeuristic � 0.5
ViolatedRemovalHeuristic � 0.5

Pravd¥podobnosti insertion heuristik
LongestFittingInsertionHeuristic � 0.5
ReplacementInsertionHeuristic � 0.5

Po£et odebraných asistencí
(RandomRemovalHeuristic) 2
Po£et odebraných asistencí
(ViolatedRemovalHeuristic) 2
Po£et iterací
(LongestFittingInsertionHeuristic) 50
Po£et iterací
(PredicateInsertionHeuristic) 3
Nahrazování asistencí
(PredicateInsertionHeuristic) true

Faktor penalizace za nep°i°azenou asistenci -5
Faktor penalizace za idle time -1
Faktor penalizace pro omezení pref. sestry -50

Tabulka C.3: Kon�gurace 3

Atribut Hodnota
Název kon�gurace conf_3

Tvorba po£áte£ního rozvrhu FirstAvailableInitialAssignment

Po£et iterací 10000

Pravd¥podobnosti removal heuristik
RandomRemovalHeuristic � 0.5
ViolatedRemovalHeuristic � 0.5

Pravd¥podobnosti insertion heuristik
LongestFittingInsertionHeuristic � 0.5
ReplacementInsertionHeuristic � 0.5

Po£et odebraných asistencí
(RandomRemovalHeuristic) 2
Po£et odebraných asistencí
(ViolatedRemovalHeuristic) 2
Po£et iterací
(LongestFittingInsertionHeuristic) 50
Po£et iterací
(PredicateInsertionHeuristic) 3
Nahrazování asistencí
(PredicateInsertionHeuristic) true

Faktor penalizace za nep°i°azenou asistenci -5
Faktor penalizace za idle time -1
Faktor penalizace pro omezení pref. sestry -2
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P°íloha D

Obsah p°iloºeného CD

|-- home-health-care/ zdrojové kódy algoritmu

| |-- benchmarking/ výsledky benchmarkingu

| |-- config/ konfigura£ní soubory

| |-- generator-params.txt parametry pouºité pro generování instancí

| |-- benchmarking.ods výsledky m¥°ení

| |-- dist/ zkompilované zdrojové kódy

| |-- docs/ dokumentace

| |-- javadoc/ dokumentace zdrojového kódu v HTML

| |-- scripts/ pomocné skripty (Python a Bash)

| |-- src/ zdrojové kódy

| |-- test/ zdrojové kódy test·

| |-- resources/ vygenerované instance

| |-- README.md návod k instalaci

|

|-- text/ text diplomové práce

| |-- src/ zdrojové kódy pro LaTeX

| |-- master.pdf soubor s textem diplomové práce

|

|-- README.txt tento obsah CD
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