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Abstrakt

Tato práce se zabývá možnostmi klasifikace temporálních dat. V práci imple-
mentuji agregační model, který je schopen pracovat s relačními daty, jejichž
záznamy jsou pro určitou entitu ve vztahu n:1 pro daný čas predikce třídy a
pomocí agregačních funkcí – průměr, minimum a maximum – agreguje hod-
noty atributů na jeden záznam pro každou entitu. Dále se v práci zabývám
možnostmi optimalizace použité délky historie v agregaci pro zlepšení kvality
predikce z důvodu, že nedávná data mohou být relevantnější než ta starší. Zá-
vislost mezi agregací atributů zdrojových dat v určité délce historie a cílovou
třídou v čase poté hodnotím pomocí měr Chi2, vzájemné informace a Co-
henova Kappa po aplikaci klasifikátoru Gaussovský Naivní Bayes. Výsledné
nejlepší dosažené hodnoty Kappa poté porovnávám, tam, kde to je možné,
s již existujícími klasifikačními algoritmy pro časové řady – se skrytým Mar-
kovovým modelem a algoritmem ARIMA. Nejlepší zjištěné délky historie jsou
nakonec aplikovány v klasifikačním algoritmu náhodný les a zjištěn jejich efekt
na úspěšnost klasifikace. Provedeným výzkumem jsem zjistil, že výsledky kla-
sifikace pomocí optimalizované délky historie na šesti z deseti testovaných
datasetů dosahují lepší hodnoty Kappa v průměru o 33.57% vyšších oproti
klasifikace pomocí agregace přes celou délku historie. Pro zbylé čtyři testované
datasety pak nedochází k žádné výrazné změně. Agregační model dosahoval
v porovnání s algoritmy ARIMA a skrytý Markovův model lepších výsledků,
testy ale nebyly příliš rozsáhlé, protože většina datasetů použitých v práci ne-
obsahuje více historických bodů ke klasifikaci pro jednu entitu a tedy nejsou
přiliš vhodné pro standardní algoritmy časových řad. Závěrem práce tedy je,
že agregační model ve většině případů nabízí lepší výsledky v optimalizované
délce historie, než na historii celé.

Klíčová slova klasifikace, temporální data, relační data, vícerozměrná data,
extrakce příznaků, optimalizace, historie, Chi2, vzájemná informace, Cohe-
novo Kappa, naivní Bayes, náhodný les
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Abstract

This thesis describes options of classification of temporal data. In this thesis
I implement aggregation model, which is able to work with relational data
which have attributes of certain entity in n:1 relation to the predicted clas-
ses in certain time of prediction and using aggregation functions – average,
minimum and maximum – aggregates the values of attributes into one record
for each entity. The thesis further describes the ways of optimization of used
history length for prediction quality increase, because recent data might be
more relevant than the older data. Then, I calculate the similarity between ag-
gregated attribute values and the predicted class of the entity using measures
Chi2, mutual information and Kappa after applying the Gaussian Naive Bayes
classifier. The best obtained values of Kappa are then compared to existing
time series algorithms, hidden Markov model and ARIMA, on the datasets
that allow it. The best lengths of history are then used in random forest clas-
sificator to find how the optimization affects the classification success. The
results of testing are that on six out of ten tested datasets the Kappa values
of the classifier using the optimized lengths of history are on average 33.57%
better than when using the aggregated values over the whole history. There
is no significant change for the four remaining datasets. Aggregation model
achieved better results in comparison to time series algorithms ARIMA and
hidden Markov model, the tests weren’t very extensive however, because da-
tasets used in the thesis usually do not contain more than one classification
record in time and therefore are not suitable to standard time series algori-
thms. The conclusion is that the aggregation model presented in this thesis
in most cases achieves better results in optimized history length than on the
history as a whole.

Keywords classification, temporal data, relational data, multivariete data,
feature engineering, optimization, history, Chi2, mutual information, Cohen
Kappa, naive Bayes, random forest
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Úvod

Temporální data, nebo-li data obsahující časovou složku, jsou častou součástí
různých data miningových problémů. Základním stavebním kamenem těchto
dat je právě ona informace o čase a existuje řada algoritmů zaměřených právě
na časové řady, tzv. time series algoritmy, které se právě o časovou informaci
opírají a dokážou z časové posloupnosti získat informace užitečné například
pro prediktivní analýzu.

Problém nastává, pokud temporální data nedávají možnost time series al-
goritmy na daný problém použít. Prvním příkladem můžou být situace, kde jde
o predikci třídy na základě historických dat pro více entit zároveň, což napří-
klad populární time series algoritmus ARIMA nebere v potaz a údaje o každé
entitě považuje za vlastní případ. Dalším problémem algoritmu ARIMA je
například situace, kde k predikci chceme místo údajů o časovém vývoji třídy
využít příznaky vázané na danou entitu. Tyto příznaky pak mohou být ve
vztahu n:1 vůči predikovanému bodu v čase dané entity. Standardní time se-
ries algoritmy narazí také v situaci, kde existuje pouze jeden záznam v čase
o třídě určité entity, protože jako zdroj dat využívají pouze vývoj této třídy
v čase. Právě v těchto případech je vhodné použít agregační model prezento-
vaný v této práci.

Agregační model aplikuje agregační funkce průměru, minima a maxima
na numerické atributy relačních temporálních dat v záznamech vázaných na
entitu a redukuje je díky tomu na jeden záznam pro každou entitu. Efektivně
tedy dokáže zredukovat několikanásobně objemnější data a na základě nich
poté provést predikci třídy dané entity v čase.

Otázkou pak zůstává, zda je skutečně třeba využívat celou délku histo-
rie, nebo ji nějakým způsobem omezit. Může taková úprava vést ke zlepšení
výsledků modelu? A pokud ano, jakým způsobem je nejlepší optimální délku
historie zjistit?

V první kapitole práce prezentuji shrnutí základních vlastností dat a al-
goritmů, kterých se tato práce týká. Druhá kapitola pak popisuje metodiku
práce, předpoklady z kterých vycházím a jednotlivé použité míry a klasifi-
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Úvod

kátory. V kapitole třetí se zabývám strukturou použitých dat a rozebírám
vlastnosti každého datasetu využitého v této práci včetně testovaného cíle a
některých specifik pro daný problém. V kapitole čtvrté pak prezentuji výsledky
prováděných experimentů – popisuji použitý hardware a software, nastiňuji
strukturu agregačního modelu a poté popisuji výsledky optimalizace délky
historie na jednotlivých datasetech. Poté prezentuji výsledky time series al-
goritmů na datech, kde je lze použít a srovnávám jejich výkon s agregačním
modelem. Na závěr kapitoly se pokouším aplikovat získané výsledky z před-
chozích běhů agregačního modelu pro klasifikaci a srovnávám získané hodnoty
s hodnotou při použití celé historie. Kapitola pátá obsahuje tři základní otázky,
které si v práci pokládám a mé odpovědi na ně.
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Kapitola 1
Rešerše

1.1 Temporální data

Temporálnímí daty jsou nazývána taková data, která se mění v čase. Samotný
způsob reprezentace časové složky dat může být různý, například může jít
o přesné datum a čas nebo o časovou řadu s konstantním intervalem snímko-
vání. [1]

1.2 Relační data

Relační data jsou formou uchovávání většího množství dat v pevně dané struk-
tuře nazývané relační databáze. Ta se vyznačuje strukturou tabulek, kde řádek
tabulky je nazýván n-ticí a sloupec tabulky atributem. Výhodou relačních dat
je jejich pevně daná struktura a jednoduchá manipulace, často pomocí dota-
zovacího jazyka SQL. [2] Za autora principu relačních databází i jazyka SQL
je považován Edgar F. Codd, který své myšlenky formuloval ve svých pracích,
dostupné jsou například zde. [3] [4]

1.3 Time series a rozdíl oproti této práci

Data ze třídy time series (česky časová řada) jsou temporální data, která jsou
vzorkována v nějaké časové posloupnosti. Častou vlastností je vzorkování po
pevně daných časových jednotkách, například každý den nebo každou hodinu.
Data pak tvoří jednoznačnou časovou řadu. Time series data jsou spojená
s metodami a algoritmy na jejich analýzu a případně i pro predikci vývoje
(například algoritmus ARIMA později testovaný v této práci nebo metoda
simple moving average, nebo-li jednoduchý klouzavý průměr).

V této práci některé z použitých dat odpovídají definici time series dat, ale
není naším primárním cílem je takto interpretovat. Základním rozdílem je, že
temporální data v použitých datasetech jsou vázaná k určité entitě, která je
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1. Rešerše

pak v určitém čase zařazena do určité třídy. Často se pak stává, že pro danou
entitu nemáme více vzorků tříd v čase, případně jich je velmi málo. Klasické
time series algoritmy nám tedy v tomto případě nepomohou a je třeba hledat
jiný přístup, jak měřit souvislost délky historie temporálních dat entity a její
třídy v daném časovém okamžiku.

1.4 Time series algoritmy
Time series algoritmy slouží například k analýze minulých dat v časové řadě
nebo k predikci budoucích dat na základě těch minulých. Jeden z často po-
užívaných modelů pro time series data je ARIMA 1, který je schopen ana-
lýzy i predikce. Používá tři parametry – počet předchozích vzorků použitých
v modelu, počet diferencí daného vzorku předchozími daty a velikost okna
plovoucího průměru minulých chyb. Bohužel, není standardně používaný pro
klasifikaci, ale k regresi, a není tedy pro použití v této práci úplně vhodný.
Pro další informace o modelu ARIMA lze najít například zde. [5]

Řešení time series pro klasifikaci se nabízí více, v této práci jsem pro po-
rovnání výsledků s naším přístupem zvolil hidden Markov model, česky skrytý
Markovův model. Přívlastek „skrytý“ zde znamená, že stavy a přechody mezi
nimi jsou pro pozorovatele skryté, ale parametry a výstupy modelu jsou známé.
Základními operacemi skrytého Markovova modelu je podobnost – určení prav-
děpodobnosti emise daného řetězce z daného modelu, dekódování – nalezení
ideálního nastavení skrytých stavů pro daný řetězec v modelu a učení – nasta-
vení parametrů modelu na základě předloženého množství řetězců. V našem
případě je pro naučení podobného modelu využita určitá část časové řady.
Na základě nich je poté schopný posoudit pravděpodobnost emise zadaného
řetězce z modelu. Tuto vlastnost lze využít pro klasifikaci v určitém bodě
v čase a z tohoto důvodu je pro tuto práci model zajímavý, protože se zde za-
býváme klasifikačními problémy. Více informací o skrytém Markovovu modelu
lze nalézt například zde. [6]

V práci jsou dva výše zmíněné algoritmy testované na třech datasetech,
kde to bylo vhodné – Rossmann, Mosquito a Basketball. Důvodem netestování
na jiných je zejména to, že data nejsou pro tyto time series algoritmy vhodná
nebo jejich interpretace v této práci jejich použití vylučuje. V tabulce 3.1
jsou pak ve sloupci Průměrný lag shrnuté průměrné hodnoty lag pro použité
datasety.

Pro více informací o analýze time series dat obecně lze najít například zde.
[7]

1autoregressive integrated moving average – přeloženo jako autoregresní integrovaný
klouzavý průměr
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Kapitola 2
Metodika

V této kapitole popisuji metodiku práce, předpoklady z kterých vycházím a
jednotlivé použité míry a klasifikátory.

2.1 Zjednodušující předpoklady

2.1.1 Předpoklad nezávislosti atributů

V práci jsem předpokládal nezávislost atributů, jinými slovy že každý atribut
je nezávislý na všech ostatních. Tento předpoklad umožnil jednodušší testování
různých dat a použitých měr tak, že jsem měření prováděl vždy na kombinaci
jednoho atributu a predikované třídy. Důsledkem je menší výpočetní nároč-
nost a srozumitelnější porovnání jednotlivých výsledků, na druhé straně ale
zanedbáváme interakce mezi příznaky.

2.2 Míry

2.2.1 Chi2

Míra Chi2, konkrétně celým názvem Pearsonův Chi2 test, značí míru shody
mezi předpokládanou pravděpodobností hodnot náhodné proměnné a skuteč-
nou četností sledovanou z dané množiny. Hodnota Chi2 je vždy nezáporná, kde
hodnota 0 značí naprostou shodu mezi očekávanou a skutečnou frekvencí dané
třídy. Tato míra slouží pouze k porovnání dvou diskrétních náhodných pro-
měnných, pro spojité hodnoty není definována. Vzorec pro výpočet hodnoty
Chi2 o celkovém počtu n tříd je:

χ2 =
n∑

i=1

(Oi − Ei)2

Ei
, (2.1)

kde Oi je pozorovaný počet výskytů třídy i a Ei je očekávaný počet výskytů
třídy i.
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2. Metodika

Pearsonův Chi2 test je běžně využíván k ověření shody mezi předpoklá-
danou a skutečnou pravděpodobností náhodné proměnné nebo k ověření sta-
tistické nezávislostí dvou různých tříd. Nevýhodou této míry je, že při velmi
malých očekávaných frekvencích tříd vrací nepřesné výsledky. V této práci a
kontextu jde o případ ověření nezávislosti. Všechny agregované atributy v této
práci tvoří spojité data a bylo třeba je před výpočtem diskretizovat. Implemen-
tace v použité knihovně sklearn počítá s tím, že uživatel použije pole obsahující
frekvence jednotlivých testovaných tříd (agregované hodnoty po diskretizaci)
a pole cílových tříd (predikované třídy). Z těch se poté vytvoří kontingenční
tabulka a z ní vypočtou hodnoty Chi2. Implementace předpokládá rovnoměrné
rozdělení testovaných tříd mezi cílové. [8] Více informaci o Pearsonově Chi2
testu lze nalézt například zde. [9]

2.2.2 Mutual Information

Mutual information (zkráceně MI ) nebo česky také vzájemná informace je
míra vzájemné závislosti dvou náhodných proměnných. Může nabývat pouze
nezáporných hodnot, kde MI je rovno 0 tehdy a jen tehdy, pokud jsou dané
proměnné nezávislé.

Pro samotnou definiciMI je nutné zmínit pojem entropie. Entropie, v tomto
kontextu někdy také nazývána Shannonovou entropií, je míra neurčitosti ná-
hodné proměnné, jinými slovy také množství informace obsažené v dané pro-
měnné. Hodnotu entropie proměnné X pak obvykle značíme H(X). Podmíněná
entropie proměnné X na Y (obvykle značíme H(X|Y)) je pak množství infor-
mace obsažené v proměnné X pokud známe hodnotu proměnné Y.

Vzájemná informace dvou náhodných proměnných X a Y je pak defino-
vána jako:

I(X,Y ) = H(X)−H(X|Y ) (2.2)

Všechny agregované atributy, s kterými v práci operuji jsou spojité. Z tohoto
ohledu je potřeba, aby použitá implementace vzájemné informace dokázala
s tímto faktem operovat a spojité hodnoty co nejpřesněji interpretovat jako
diskrétní proměnné. Implementace v použité knihovně sklearn používá metodu
nejbližších sousedů, pomocí kterého zařadí každý vzorek do určitého košíku na
základě určitého počtu stejně klasifikovaných sousedů na souvislé ose. Další
často používanou metodou je binning, která pouze rozdělí souvislou osu do více
různých košíků(bins) s určitým počtem obsažených diskrétních vzorků. Pro
konzistentnější srovnání měr Chi2 aMI jsem se rozhodl použít metodu binning
před výpočtem hodnot vzájemné informace a diskretizovat tak hodnoty sám.

Podrobný popis metody nejbližších sousedů a srovnání s binning metodou
lze najít například zde. [10] Další obecné informace o MI a entropii lze najít
například zde. [11]
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2.2. Míry

2.2.3 Kappa

Kappa, celým názvem také Cohenovo Kappa, je míra shody mezi dvěma mno-
žinama diskrétních hodnot. Jde o velmi podobnou míru přesnosti, která ale
bere v úvahu i pravděpodobnost náhodné shody. Nabývá nejvyšší hodnoty 1
v případě perfektní shody a hodnoty 0 při náhodném výběru. Může nabývat
i záporných hodnot v případě, že je shoda horší než u náhodného výběru.
Vzorec pro výpočet hodnoty Kappa je:

κ = po − pe

1− pe
, (2.3)

kde po je pozorovaná míra shody mezi množinami a pe je míra shody
náhodného výběru.

Míra Kappa má oproti přesnosti výhodu lepšího zohlednění struktury dat
tím, že bere v potaz rozdělení cílové množiny. Příkladem může být situace,
kde v datech existují dvě nevyrovnané třídy v poměru 9:1. Pokud by v ta-
kovém případě klasifikátor všude predikovat majoritní třídu, bude přesnost
90%, Kappa ale toto zohlední. Nevýhodou Kappy je na druhé straně nejasná
interpretace výsledků, kde není na první pohled jasné, jaké hodnoty mohou
být považovány za dobré. [12]

Více informací o míře Kappa lze nalézt například zde. [13]

2.2.4 AUC

Celým názvem Area under curve, zkráceně AUC, je oblast pod křivkou ROC 2

pro daný klasifikátor. Tato křivka slouží k vykreslení efektivity klasifikátoru
na binárních datech. Klasifikátor obvykle vrací spojitou hodnotu pravděpo-
dobnosti měřených hodnot spadajících do jedné ze dvou tříd a na základě
předem určeného dělícího bodu je vyhodnoceno, do které třídy danou hod-
notu zařadí. Dvě třídy jsou v tomto kontextu nazývány pozitivní a negativní,
graf pak má na ose x hodnotu četnosti špatně zařazených pozitivních prvků
(tzv. false positive rate), na ose y pak četnosti správně zařazených pozitivních
prvků (true positive rate). Samotná ROC křivka pak vyjadřuje hodnoty s tím,
jak se pohybuje dělící bod klasifikátoru.

AUC pak vyjadřuje plochu grafu vytyčenou touto křivkou. Hodnoty AUC
se pohybují od 0.5 do 1, kde 0.5 značí výsledek rovný náhodnému výběru a
1 výsledek nejlepší. Častá interpretace významu AUC je šance, že náhodně
vybraná hodnota z pozitivní třídy bude mít větší pravděpodobnost zařazení
mezi pozitivní než náhodně vybraná hodnota z negativní třídy. Výhodou této
míry je necitlivost na rovnoměrnost rozdělení tříd, nevýhodou funkčnost pouze
na binárních třídách. Více informací o míře AUC lze nalézt například zde. [14]

2ROC – Receiver operating characteristic
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2. Metodika

2.2.5 Validace

Při výpočtu hodnoty Kappa byla využita k-fold křížová validace. Proměnná
k značí počet skupin na které se množina vzorků rovnoměrně rozdělí, poté je
každá z těchto skupin jednou označena za testovací s tím, že zbylé skupiny
jsou trénovací. V práci jsem používal k rovno 10.

2.2.6 Klasifikátory ve validaci

V práci jsem použil dva klasifikátory, Gaussian Naive Bayes pro klasifikaci
na základě jednotlivých nezávislých atributů ve fázi hledání optimální délky
historie a random forest k testování nalezených výsledků přes všechny atributy.

2.2.6.1 Gaussian Naive Bayes

Jako klasifikátor v křížové validaci při hledání optimální délky historie byl
využit Gaussian Naive Bayes. Jde o algoritmus ze třídy Naive Bayes, které
vycházejí z Bayesovy věty o podmíněné pravděpodobnosti. Zde jde o podmíně-
nou pravděpodobnost daného záznamu patřící do určité třídy na základě jeho
atributů. Gaussian poté značí předpoklad, že jsou jednotlivé třídy rozděleny
podle normální (Gaussovy) distribuce. Slovo naive v názvu vychází z předpo-
kladu nezávislosti jednotlivých atributů, který tento klasifikátor využívá.

O pravděpodobnosti zařazení konkrétní hodnoty v do určité třídy c v GNB
platí:

P (v|c) = 1√
2πσ2

c

exp(−(v − µc)2

2σ2
c

), (2.4)

kde μc je průměr a σ2c rozptyl hodnot daného atributu pro třídu c, pozo-
rovaný na trénovacích datech.

Více informací o Naive Bayes klasifikátoru i použitém Gaussovském včetně
částí kódu v jazyce Python lze najít například zde. [15]

2.2.6.2 Random forest

Na závěr práce byl k ověření vypočtených výsledků použit v křížové validaci
algoritmus random forest, v překladu náhodný les. Jde o jednu z technik kom-
binací více modelů, tzv. ensemble methods, používající metodu bagging3, kde
jde o spuštění více paralelních běhů určitého klasifikačního nebo regresního al-
goritmu a kombinování jeho výsledků. Jednotlivé běhy jsou spuštěny na různé
podmnožiny trénovacích dat. random forest při svém běhu generuje a skládá
výsledky rozhodovacích stromů a na základě nich pak určí výslednou třídu

3Bagging – bootstrap aggregating
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jako modus výsledných predikovaných tříd mezi jednotlivými stromy. K dosa-
žení diverzity mezi generovanými rozhodovacími stromy navíc ještě pro každý
strom omezuje množství atributů, které uvažuje při rozdělení uzlu.

Na rozdíl od algoritmu Naive Bayes nepředpokládá nezávislost atributů
a kombinace atributů při učení plně využívá. Je tedy vhodný pro ověření
celkových výsledků při aplikaci dílčích nejlepších délkách použité historie na
jednotlivých atributech a použitých agregačních metodách. Další informace
o random forest lze nalézt například zde. [16]
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Kapitola 3
Data

Struktura dat použitých v práci je vždy velmi podobná a je znázorněná na
obrázku 3.1. Nazvěme levou tabulku target table, pravou pak background table.

Každá entita v target table může mít jeden nebo více záznamů, pro každý
záznam pak je dané datum (označené jako Date A) datem, ke kterému se
dělá predikce a od kterého se odvozuje délka historie agregovaných atributů.
Celkový počet záznamů v target table označme n.

Background table pak obsahuje veškeré záznamy a atributy, přes které
probíhá agregace. Datum označené jako Date B, v kontextu temporálních dat
nazývané časem transakce, je chvíle, kdy se o daném záznamu dozvíme a
je použito k posouzení jeho stáří vůči Date A a tedy výpočtu délky historie.
Sloupce označené jako Attr 1 až Attr k jsou pak numerické atributy, které jsou
agregovány pomocí funkcí průměru, minima a maxima v dané délce historie.
Celkový počet záznamů v background table označme m.

Pro všechna použitá data platí, že číslo m je mnohem větší, než číslo n.
Pro většinu dat pak platí, že agregace probíhá na záznamech, kde je Date
B menší než Date A, jinými slovy na záznamech starších než je predikovaný
bod v čase. Struktura některých dat toto nedovoluje a provádíme na nich
tedy místo prediktivní analýzy explorační analýzu ve smyslu souvislosti třídy
v daném okamžiku Date A s budoucími záznamy Date B.

3.1 Přehled použitých dat
Níže uvedená tabulka 3.1 uvádí základní údaje o jednotlivých použitých da-
tasetech. Uvedené údaje přimo popisují, jak byla data použita v testování.

Sloupec Dataset úvádí pracovní název použitého datasetu. Kardinalita la-
belu uvádí celkový počet unikátních tříd v datasetu. V případech, kde šlo
v datasetu původně o regresní problém, který byl převeden na klasifikační
výpočtem mediánu predikovaných hodnot a rozdělení na dvě třídy – větší a
menší než vypočtený medián – je v této kolonce uvedeno, že jde o medián.
Počet řádků v agregované tabulce značí celkový počet predikovaných instancí,
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3. Data

17.5.2000

8.9.2004

ID Date A Label
101 7.11.2001 B

102 12.9.2000 B

102 4.12.2002 C

104 6.6.2006 A

11850 1.2.1999 C

11847 15.3.2003 C

n

105 9.12.2005 A

109 4.7.2003 B

112 17.5.2002 A

11845 14.5.1998 B

11845

11845

1.10.2000

20.7.2001

A

B

C

11838

ID Date B Attr kAttr 1 Attr 2
102 1.5.2001 1151 0.49 722

102 7.5.2001 0.77132 780

271 24.5.1998 651 4.1 502

105 19.7.2005 203 3.7 861

11847 9.2.2003 1784 0.2 408

11847 9.2.2003 1699 0.2 364

m

102 9.6.2001 2047 1.2 808

125 1.5.2001 1844 0.5 747

102 20.2.2000 845 0.44 560

701

322

0.95

11520 14.5.1999 7800

11702

11520

18.9.2001

15.5.1999

2144

7103 3.3

8.9

490

Obrázek 3.1: Grafické znázornění struktury použitých dat

pro které probíhá agregace historických hodnot. Průměrný lag pak značí prů-
měrnou hodnotu lag pro různé entity v predikci. Pokud dataset pro každou
entitu obsahuje pouze jednu predikci, je hodnota označena jako X, protože
nemá v tom případě smysl, konkrétní vysvětlení je pak u každého takového
datasetu zmíněno ve vlastní sekci.

Dataset Kardinalita
labelu

Počet řádků
v agregované tabulce

Průměrný
lag

Financial 4 682 X
FNHK 2 (medián) 5956 X *
Stats 2 (medián) 37048 X
Dota 2 2 50000 X
Japan 6 7154 X *
Rossmann 3 1115 912
Mosquito 2 (medián) 95 95 *
Walmart 2 4995 X *
KDD14 2 52347 X
Basketball 2 3832 13.4

Poznámka: Hvězdička ve sloupci Průměrný lag labelu značí lag v testované
formě datasetu, pro jinou interpretaci dat je hodnota jiná.

Tabulka 3.1: Seznam použitých datasetů
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3.2. Financial

3.1.1 Motivace pro volbu dat

Výběr datasetů probíhal pouze z veřejných repozitářů, konkrétně z repozitáře
relačních datasetů [17] a stránek kaggle zaměřenými na soutěže v prediktiv-
ním modelování. [18] Zásadní podmínkou výběru bylo, zda dataset obsahuje
časovou složku, pomocí které se dá určit stáří položky v agregaci a na základě
toho omezovat délku použité historie. Dalším kritériem byla samotná existence
vhodných numerických atributů k agregaci. Výhodou pak byly kompletnější
data, dostatečná délka historie a vyšší počet položek k predikci.

3.2 Financial
Financial je základním datasetem, na kterém byl problém diplomové práce
formulován. Obsahuje informace o proběhlých úvěrech a souvisejících okol-
nostech, například o účtech, žadatelích o úvěr, jejich transakcích a kartách.
Z datasetu jsem použil dvě tabulky, které obsahují pro tuto práci podstatnou
časovou složku – tabulku trans obsahující proběhlé transakce na účtech, a ta-
bulku loan obsahující údaje o poskytnutých úvěrech. Dataset je k dispozici na
stránkách repozitáře relačních datasetů FIT. [19]

V práci jsem predikoval stav splatnosti poskytnutého úvěru (tabulka loan,
sloupec status) na základě údaju o předešlých transakcích na účtu. Data ob-
sahují jak transakce před, tak po poskytnutí úvěru a je třeba je tedy náležitě
filtrovat, aby obsahovaly jen transakce proběhlé na daném účtu před poskyt-
nutím úvěru. Údaje použité z transakcí jsou velikost transakce a zůstatek na
účtu (tabulka transaction, sloupce amount a balance). Celkem se v datasetu
objevují čtyři třídy, které reprezentují úspěšné a neúspěšné splácení a zda je
úvěr už po konci smlouvy nebo stálě běží. Třídy datasetu nejsou vyrovnané,
úspěšně splácených úvěrů je zde valná většina (zhruba 90%).

3.2.1 Cíl a specifika problému

Cílem u tohoto datasetu bylo zjistit, zda pro predikci úspěšnosti splacení úvěru
danému účtu je vhodné zaměřit se na údaje ze všech transakcí v historii daného
účtu nebo jen na některé z nedávné doby.

3.3 FNHK
FNHK (zkratka Fakultní Nemocnice Hradec Králové) je dataset obsahující
anonymní informace o pacientech, případech a výkonech ve zmíněné nemoc-
nici. Údaje jsou ve třech tabulkách, kde pro náš případ jsou stěžejní dvě z nich
– tabulka pripady obsahující informace o jednotlivých hospitalizacích daného
pacienta a tabulka vykony obsahující údaje o jednotlivých provedených výko-
nech v rámci každé hospitalizace. Dataset je k dispozici na stránkách repozi-
táře relačních datasetů FIT. [20]
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3. Data

V práci predikuji délku poslední hospitalizace daného pacienta, konkrétně
zda je délka větší nebo menší než medián všech posledních délek hospitali-
zací (hodnot tabulky pripady, sloupce Delka_hospitalizace filtrovaného pro
poslední hospitalizaci daného pacienta). Údaje o pacientech s pouze jednou
hospitalizací jsou ignorovány. Agregace je prováděna na čtyřech atributech
z tabulky vykony – typ_polozky, Kod_polozky, Pocet a Body. Popis jednotli-
vých atributů není u datasetu k dispozici. Vzhledem k použití mediánu pro
vytvoření tříd jsou třídy vyrovnané.

Dataset nativně obsahoval lag hodnoty – šlo dělat predikci pro každou
hospitalizaci, místo toho jsem ale dělal pouze tu poslední, tedy hodnota lag
v této interpretaci problému je 0. Důvodem byl zejména velmi různý počet
hospitalizací pro každého pacienta a už takto poměrně komplikovaný SQL
dotaz použitý k zisku potřebných dat.

3.3.1 Cíl a specifika problému

Cílem u FNHK datasetu bylo zjistit, zda na základě údajů ohledně úkonů
u předchozích hospitalizací lze zhodnotit délku té poslední. U datasetu chybí
podrobnější popis významu jednotlivých agregovaných atributů.

3.4 Stats

Dataset Stats je exportem dat z řetězce stránek Stack Exchange. Obsahuje
rozsáhlá data o uživatelích, příspěvcích, jejich hodnoceních a další. Zde se
zaměřuji jen na dvě tabulky – posts obsahující informace o jednotlivých ma-
teřských příspěvcích a comments týkajících se komentářů u daných příspěvků.
Dataset je k dispozici na stránkách repozitáře relačních datasetů FIT. [20]

Predikuji zde délku původního příspěvku (tabulka posts, délka sloupce
Body). Délku klasifikuji na základě poměru vůči mediánu délek všech pří-
spěvků do dvou tříd – delší a kratší. Agregace pak probíhá přes všechny ko-
mentáře na daném příspěvku, agregované údaje o komentářích jsou jejich skóre
a délka (tabulka comments, sloupce Score a délka sloupce Text). Dataset je
rozsáhlý a obsahuje přesný čas, komentáře pak většinou přichází v prvních
pár dnech od umístění příspěvku. Z těchto důvodů jsem agregaci prováděl na
základě jemnějšího vzorkování po 15 minutách a pouze týden od umístění pů-
vodního příspěvku. Vzhledem k použití mediánu pro vytvoření tříd jsou třídy
vyrovnané.

3.4.1 Cíl a specifika problému

Cílem u datasetu Stats bylo zjistit, zda na základě vlastností komentářů (skóre
a délky) lze predikovat obsáhlost mateřského příspěvku. Vzhledem k podstatě
problému, kde komentáře přicházejí až po odeslání mateřského příspěvku je
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3.5. Dota 2

třeba zde vnímat historii jako dobu od odeslání příspěvku. Jinými slovy, nej-
kratší historie komentářů zahrnuje ty, co byly poslány nejkratší dobu od ode-
slání mateřského příspěvku. V některých situacích komentáře přišly dříve než
samotný příspěvek, tato situace zřejmě vzniká změnou původně jiného komen-
táře v plnohodnotný příspěvek, což se na Stack Exchange občas stává, pokud
to moderátor uzná za vhodné.

3.5 Dota 2

Dota 2 dataset je založen na údajích nasbíraných z padesáti tisíc online zápasů
ve hře Dota 2. Ve hře jde o boj dvou soupeřících týmů po pěti hráčích, kde
jedna hra typicky trvá kolem čtyřiceti minut, ale striktně délka trvání ome-
zená není. Dataset obsahuje poměrně bohaté údaje o jednotlivých zápasech a
jejich účastnících. V práci jsem použil dvě tabulky z datasetu – match, která
obsahuje údaje o jednotlivých zápasech a jejich výsledky a player_time obsa-
hující údaje o jednotlivých hráčích v každé minutě každého zápasu. Dataset
je volně k dispozici na stránkách kaggle. [21]

Ze všech přítomných údajů v datasetu jsem se rozhodl predikovat to nejvíce
intuitivní – vítězný tým (tabulka match, sloupec radiant_win) na základě
toho, jak si oba týmy vedou v jednotlivých minutách hry. Dobrou vlastností
tohoto datasetu je, že všechny informace o týmech jsou relevantní, protože
zápas končí predikovaným výsledkem a žádné další průběžné záznamy z něj už
nejsou. Tabulka player_time obsahuje údaje o zlatých, zkušenostech a last hits
(zjednodušeně množství poražených nepřátel) pro každého hráče účastnícího
se daného zápasu v danou minutu (sloupce gold_t_x, xp_t_x, lh_t_x, kde
x je číslo pozice hráče v daném zápase). Všechny tyto hodnoty jsou obecně
rostoucí v čase. Pro zjednodušení a zřejmě i lepší predikci jsem agregace těchto
hodnot prováděl přes všech pět hráčů jednotlivých týmů. Predikované výsledky
připouštějí pouze dva možné výsledky – výhru týmu jedna (zvaný Radiant a
signalizovaný hodnotou True v položce radiant_win) nebo týmu dvě. Dota 2 je
poměrně vyrovnaná hra co se týče stran a třídy jsou proto poměrně vyrovnané
(zhruba 45 ku 55%).

3.5.1 Cíl a specifika problému

Cílem u datasetu Dota 2 bylo ověřit, jak se mění role jednotlivých agregova-
ných hodnot týmů s kratší délkou historie od konce hry – zda zahrnutí údajů
z dřívějších fází zápasu má pozitivní či negativní vliv na schopnost predikce
vítěze.

15



3. Data

3.6 Japan

Dataset Japan obsahuje informace o japonském mezinárodním obchodu za
posledních 28 let. Údaje v datasetu zahrnují popis jednotlivých obchodních
komodit a obsah importu a exportu dané komodity do všech zemí s kterými
v ní v daném roce Japonsko obchodovalo. Dataset je velmi rozsáhlý, ale nemá
vyloženě žádnou smysluplnou třídu k predikci. Dataset je volně k dispozici na
stránkách kaggle. [22] Dataset je stále aktualizovaný novými daty, v této práci
jsem použil jako cílová data rok 2016 a předchozí všechna dostupná k agregaci.

Pro predikci jsem si tedy zkonstruoval na datech vlastní problém. Pro
omezení všech dostupných dat na nějakou smysluplnou podmnožinu jsem vy-
bral jen šest zemí, které jsou nejčastějšími obchodními partnery v roce 2016
– Čína, Hong Kong, Korea, Itálie, Taiwan a USA – z tabulky ym_2016. Jako
relevantní komodity jsem vybral jen ty, v kterých těchto šest zemí s Japon-
skem obchoduje. Nakonec jsem agregoval hodnoty posledních až 28 let pro
jednotlivé komodity – konkrétně hodnotu obchodu a celkové množství (ta-
bulka year_1988_2015, sloupce QY2 a VY ). Predikovanou třídou pak byla
země, s kterou v dané komoditě Japonsko obchodovalo nejvíce v roce 2016,
tedy celkem šest možností. Predikci provádím pouze pro údaje z roku 2016,
hodnoty lagged jsou tedy v této interpretaci rovno 0. Kromě toho jsem nepro-
váděl agregaci hodnot minimem – hlavním důvodem byly paměťové problémy
při výpočtu na které jsem takto narazil a z uvažovaných agregačních metod mi
minimum přišlo nejméně zajímavé, protože v minulých 28 letech může velmi
často docházet k tomu, že v nějakém roce je objem obchodu v dané komoditě
nulový. Výpočet i pro takto velmi omezený dataset byl stále značně pomalý.

Dataset nativně obsahoval lag hodnoty – údaje o komoditách šlo vyhod-
notit v každém roce, ne jen v roce 2016, ale rozhodl jsem se tyto případy kvůli
redukci doby běhu ignorovat a predikovat jen poslední bod.

3.6.1 Cíl a specifika problému

U Japan datasetu jsem se snažil zjistit, jak velkou roli ve velikosti mezinárod-
ního obchodu mají obsahy obchodů jednotlivých zemí za minulou řadu let.
Důležité zde je, že hodnoty jsou agregované vždy pro obchod v dané komoditě
určité země, tedy bez vazby na obchody ostatních zemí.

3.7 Rossmann

Dataset Rossmann je součástí jedné ze soutěží proběhlých na stránkách kag-
gle. Účelem bylo na základě historických údajů o prodeji v jednotlivých ob-
chodech predikovat prodej na příštích šest týdnů. K dispozici je pak historie
ohledně velikosti prodeje, počtu zákazníků a zda v daný den bylo otevřeno,
případně zda probíhala nějaká promoční akce za minulého zhruba dva a půl
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roku. Kromě toho jsou k dispozici podrobné informace o jednotlivých obcho-
dech jako například typ nabídky nebo vzdálenost od konkurence. [23]

V práci jsem napodobil původní problém ze soutěže a pro predikci jsem
se rozhodl zvolit, zda jsou prodeje v dané prodejně v poslední den datasetu
vysoké nebo nízké, konkrétně jsem pro určení třídy rozdělil velikost prodeje
pomocí mediánu přes všechny prodejny. Jako datum predikce jsem zvolil pro
všechny obchody stejné datum – první den po konci trénovací sady, tedy
1.8.2015. V agregaci jsem pak používal údaje o prodeji a počtu zákazníků
v jednotlivých obchodech (tabulka train, sloupce Sales a Customers). Data-
set obsahuje pro každý obchod kompletní historii, některé obchody ale nemají
otevřeno o svátcích a víkendech. Dny, v kterých byl daný obchod zavřený jsem
ignoroval a v agregaci tedy nefigurovaly. Ze tří tříd datasetu je třída b velmi
vzácná a zastupuje pod 1% vzorků, třídy a a c pak po řadě 53 a 46%.

3.7.1 Cíl a specifika problému

Cílem bylo zjistit souvislosti mezi velikostí prodeje v určitý den a agregovanými
hodnotami prodejů a zákazníků v historii daného obchodu.

3.8 Mosquito

Mosquito je dataset pocházející původně z soutěže na stránkách kaggle, v které
šlo o predikci výskytu západonilského virusu, běžně přenášeného komáry, ve
městě Chicago. Obsahuje informace o jednotlivých komářích pastech rozmís-
těných po městě, množství a typ komárů naměřený v daném dni a lokalitu
pasti. Měření probíhá vždy v období vyšší aktivity komárů – od konce května
do začátku října. Kromě toho obsahuje informace o počasí od agentury NOAA
(National Oceanic and Atmospheric Administration) ze dvou blízkých měří-
cích stanic. [24]

V práci predikuji, zda byl za daný den v pastích naměřený vysoký počet
komárů. Zda se počet komárů vysoký nebo nízký rozhoduji na základě porov-
naní s mediánem přes všechny měřené dny v datasetu. Z informací o stavu
pastí jsem použil tedy pouze počet chycených komárů v daný den (tabulka
train, sloupec NumMosquitos). Ten jsem agregoval přes všechny pasti a typy
komárů, bez ohledu na jejich infekci. Na závěr jsem z nich spočetl medián a
rozdělil tím jednotlivé dny do dvou tříd – s nadprůměrným a podprůměrným
počtem komárů. Třídy jsou kvůli použití mediánu vyrovnané. Pro jednotlivé
dny jsem poté agregoval historická data týkající se počasí. Ty jsou měřeny ze
dvou stanic, ale není jasné, která stanice patří ke které pasti a vyhodnoco-
vat blízkost na základě GPS souřadnic jsem se rozhodl nedělat. Místo toho
hodnoty z obou stanic průměruji a agreguji pak tyto hodnoty. Pro agregaci
jsem se z údajů o počasí rozhodl zvolit tři varianty měření teplot – standardní
teplotu, teplotu rosného bodu a teplotu vlhkého teploměru (tabulka weather,
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sloupce Tavg, DewPoint, WetBulb). Pro některé dny hodnoty teplot měřících
stanic chybí, důvody u datasetu nejsou uvedeny.

Dataset nativně obsahoval lag hodnoty – množství komárů šlo vyhodnotit
v dané pasti v kterýkoliv den, z důvodu nejasného přiřazení pasti k datům
o počasí jsem se ale rozhodl údaje ze všech pastí sjednotit.

3.8.1 Cíl a specifika problému

Cílem bylo zjistit, jak dlouhá historie je vhodná pro přesnější odhad počtu
komárů v daném dni. Dataset obsahuje skoky v délce historie způsobené vý-
padkem hodnot z jiných měsíců, než jsou ty měřené z období vysoké aktivity
komárů. Zároveň jsou použity data s ročnimi mezerami (jen liché letopočty),
protože struktura dat rozdělila liché roky do trénovací množiny a sudé do
testovací.

3.9 Walmart

DatasetWalmart je dalším ze soutěžních datasetů na stránkách kaggle. V tomto
případě v soutěži šlo o predikci prodeje některých výrobků souvisejících s po-
časím, například deštníků nebo opalovacího krému, v závislosti na počasí.
Dataset obsahuje údaje z čtyřiceti pěti obchodů a v každém obchodu pak
o počtu prodaných kusů sto desíti výrobků, které ale nemají pevně dané ID a
není k ním popis, o jaký výrobek jde. Pro každý den jsou pak, podobně jako
u mosquito datasetu, k dispozici data o počasí z NOAA. Je zde zachyceno větší
množství měřících stanic a pro každou z nich je ve zvláštní tabulce určeno,
která pobočka obchodu patří ke které měřící stanici. [25]

Neznámý vztah konkrétního produktu a prodaného množství pro mě půso-
bilo problém pro agregaci, rozhodl jsem se tedy uchopit problém jako predikci
kterého produktu se prodá v daném obchodě aspoň jeden kus na základě po-
časí v posledních dnech. Samotná data prodeje výrobků jsou poměrně řídká a
většinu z nich tvoří nuly (tabulka story, sloupec units), rozhodl jsem se proto
pro každou pobočku vybrat jako bod predikce pouze den s největším počtem
různých prodaných výrobků. Pro ten jsem pak našel konkrétní měřící stanici,
která se dané pobočky týkala v tabulce key. Agregace pak probíhala pro každý
obchod zvlášť podle relevantní měřící stanice, agregované hodnoty byly tep-
lota – standardní teplota, teplota rosného bodu a teplota vlhkého teploměru
– a množství srážek (tabulka train, sloupce tavg, dewpoint, wetbulb, precipto-
tal). Třídy jsou vlivem malého počtu prodaných výrobků značně nevyrovnané
(zhruba 5% prodaných ku 95% neprodaných).

Dataset nativně obsahoval lag hodnoty – šlo predikovat prodej v každý
den datasetu na základě počasí v minulosti, ale z důvodu velmi řídkých dat
prodeje jednotlivých výrobků jsem se rozhodl vybrat jako bod predikce pouze
den, kdy daný obchod prodal nejvíce různých výrobků.
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3.9.1 Cíl a specifika problému

UWalmart datasetu jsem se pokusil zjistit, jak dlouhá historie počasí hraje roli
při prodeji některých produktů souvisejících s počasím. Zvláštním případem
v tomto datasetu je, že predikované třídy odpovídají různým produktům mezi
jednotlivými pobočkami.

3.10 KDD14
KDD14 je pracovní název datasetu použitého v pravidelné soutěži KDD cup
na stránkách kaggle v roce 2014. Dataset obsahuje informace o studentských
projektech a příspěvcích na ně, cílem soutěže pak bylo predikovat, které pro-
jekty budou vyhodnoceny jako zajímavé pro investory. O jednotlivých projek-
tech a příspěvcích obsahuje poměrně bohaté informace, pro účely této práce
ale obsahuje zejména informace o čase vytvoření projektů a čase jednotlivých
příspěvků. [26]

Dataset obsahoval příliš velké množství údajů a při výpočtu jsem na-
rážel na výrazné problémy s paměti. V práci pracuji tedy pouze s první
desetinou všech ukončených projektů. I tak je počet predikovaných hodnot
více než padesát tisíc. Pro predikci jsem zvolil samotnou úspěšnost projektu
(tabulka outcomes, sloupec fully_funded). Pro agregaci pak využívám údaje
o velikostech příspěvku (tabulka donations, sloupce donation_to_project, do-
nation_optional_support a donation_total). Příspěvky na projekt jsou částky
určené konkrétním projektem, ty mohou být doplněny o dobrovolnou částku
navíc. Časové údaje zde obsahují i podrobnější informace – kromě data i o kon-
krétním čase. Tyto informace jsem se pro jednoduchost rozhodl nepoužít a
granularita času je stále den. Třídy nejsou vyrovnané, úspěšně ukončených je
v použitých datech výrazně více (poměr je zhruba 20% neúspěšných ku 80%
úspěšných).

3.10.1 Cíl a specifika problému

Cílem bylo zjistit, jak dobře lze pomocí jednotlivých příspěvků rozložených
v čase predikovat úspěšné ukončení projektu. Vzhledem k podstatě problému,
kde zahájení projektu probíhá vždy před jednotlivými příspěvky je třeba zde
vnímat historii jako dobu od zahájení projektu. Jinými slovy, nejkratší historie
příspěvků zahrnuje ty, které přišly nejdříve po zahájení projektu.

3.11 Basketball
Dataset Basketball je dalším ze soutěžních datasetů ze stránek kaggle. V tomto
případě šlo o predikci výsledků slavného amerického turnaje v košíkové mezi
vysokými školami nazvaným NCAA Division I Men’s Basketball Tournament,
častěji nazývaným jako March Madness. Turnaj má jednokolový vyřazovací
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formát. Pro predikci výsledků jsou k dispozici podrobné údaje o jednotlivých
utkáních a hráčích po dobu minulých sezón i minulých turnajů. [27]

Pro predikci jsem využil kompaktní verzi dat s omezeným množstvím infor-
mací (tabulky regular_season_compact_results a tourney_compact_results).
Časová složka je zde vyjádřena pouze číslem kola v sezóně, případně v turnaji,
a rokem. Časy jsem proto převedl do jednoho čísla vzniklého kombinací roku
sezóny a kola. Jednotlivá utkání jsou vyjádřena pouze jednou se sloupci pro
vítěze a poraženého a jejich body. V práci jsem predikoval výsledek daného
zápasu v turnaji. Pro tento přístup bylo navíc potřeba jednotlivé turnajové
utkání rozdělit a vytvořit jednu instanci pro vítěze a jednu pro poraženého.
Jako agregované hodnoty jsem pak zvolil počet bodů v utkání a rozdíl bodů
oproti soupeři – kladný v případě vítězství, záporný při prohře. Do historie
jsem poté počítal všechny předchozí výsledky daného týmu. Protože jde o vy-
řazovací turnaj, kde v každém kole jeden tým vyhraje a jeden prohraje, jsou
třídy vyrovnané.

3.11.1 Cíl a specifika problému

Pokusil jsem se zjistit, jak lze predikovat výsledky každoročního turnaje vy-
sokoškolské košíkové na základě předchozích utkání jednotlivých týmů v uply-
nulých sezónách. Specifikem datasetu je absence konkrétního data v časové
složce a jednotlivé časové údaje pouze tvoří posloupnost utkání.
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Kapitola 4
Experimenty

4.1 Použitý hardware a software

Pro veškeré experimenty v této práci byl využit stolní počítač s procesorem
Intel Core i5-8400 obsahujícím 6 jader běžících na frekvenci 2.8 GHz, v módu
Turbo Boost4 na frekvenci 4 GHz. Paměť počítače je 16 GB DDR4 na frekvenci
3200 MHz.

Používaný operační systém byly Windows 10 Education, veškerý kód byl
psán v jazyce Python verze 2.7. Použité nestandardní knihovny jsou pan-
das, numpy a sklearn – základní stavební kameny většiny skriptů, využívány
k zpracování dat a spuštění samotných data miningových algoritmů, dále pak
MySQLdb – pro načítání dat v případech, kde datasety byly ve formě data-
báze, statsmodels – pro implementaci algoritmu ARIMA a hmmlearn – pro
implementaci algoritmu skrytého Markovova modelu. Skripty byly spouštěny
v Pythonu verze 2.7.14, 64 bit. Grafy byly vykresleny pomocí gnuplot verze
5.2.2.

Doba běhu algoritmu byla velmi různá mezi jednotlivými datasety v závis-
losti na jejich velikosti a struktuře dat. Zároveň u některých datasetů (KDD14,
Stats) bylo velmi snadné narazit na paměťová omezení, proto bylo třeba data
nějakým způsobem upravit (v případě KDD14 omezení velikosti datasetu po-
užitím jen malé části záznamů, pro Stats dvěma rundama výpočtu pro dva
různé atributy).

4.2 Agregační model

Na všech zmíněných datasetech byl testován agregační model navrhovaný
v této práci. Tento model využívá při predikci, na rozdíl od standardních
time series algoritmů, i background table, podrobnější popis struktury dat lze
najít v sekci 3 a rozdíly oproti time series v sekci 1.3.

4Turbo Boost – mód vysokého výkonu využívaný procesory Intel při vysoké zátěži

21



4. Experimenty

4.2.1 Popis agregačního modelu

Agregační model se skládá ze tří částí – přípravy dat, agregace a vyhodnocení.

4.2.1.1 Příprava dat

Testovaná data byla vždy v jedné ze tří forem – lokální CSV5 soubory, lokální
nebo online databází. V každém případě bylo potřeba data k agregaci načíst do
paměti a předzpracovat tak, aby obsahovala pouze potřebné informace, tedy
údaje z target table a background table. Toho je dosaženo zejména pomocí
metod knihoven pandas a numpy díky nimž se potřebná data uloží do numpy
polí a v této formě je pak s nimi dále pracováno. Jde o formu vhodnou jak
pro rychlé výpočty a filtrování, tak i pro následný vstup do data miningových
algoritmů knihovny sklearn.

4.2.1.2 Agregace

Potřebná data jsou připravena do struktur numpy polí a poté je provedena
hlavní část algoritmu – agregace. Během této části jsou pro každou entitu v tar-
get table provedeny agregace zvolených numerických atributů z background
table postupně pro všechny délky historie od nejdelší po nejkratší. Pro kaž-
dou entitu prvně proběhne filtrace času a poté agregace hodnot. Hodnoty jsou
uloženy do 3D pole o rozměrech počet_entit x (počet_agregovaných_atributů
* počet_agregačních_metod) x celková_délka_historie. V této fázi je použito
několik metod zrychlení výpočtu, zejména omezujících počet spočtených agre-
gací.

První metodou je pamatování si předchozího množství agregovaných hod-
not pro danou entitu. Užití je takové, že v případě, že se počet agregovaných
hodnot nezmění po zkrácení délky historie, tak nedochází v agregaci k žádné
změně a není nutné ji tedy provádět. V této situaci je pak pouze použita
předchozí spočtená hodnota.

Druhou metodou je přeskakování entit, pro které už historie nelze více
zkracovat, jinými slovy v daném okně historie už neexistuje žádná hodnota
k agregaci pro danou entitu a je možno ji tedy ignorovat. Oproti předchozí
metodě je tomto případě k určení hodnoty agregace použita hodnota NaN. Ta
je v současné implementaci před spuštěním fáze vyhodnocení doplněna prů-
měrem pro danou entitu, agregační metodu a atribut přes všechny agregace
stejného typu, zejména z důvodu použitých algoritmů nezvládajících hodnoty
NaN. Dalším rozdílem oproti prvnímu bodu je pak zrychlení, kde tato metoda
zastaví výpočet pro danou entitu na úplném počátku, zatím co v první me-
todě se vždy filtruje současná délka historie pro danou entitu, což je poměrně
náročné.

5CSV – comma separated value, soubor s hodnotami oddělenými čarkami
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Třetí metodou je samotný způsob filtrování záznamů podle času. Naivní
přístup byl pro každou entitu vždy filtrovat záznamy v daném časovém okně,
velké urychlení výpočtu ale nastalo, pokud jsem si pro každý záznam v bac-
kground table předpočítal, jak je v historii vzdálený od bodu predikce, jinými
slovy od času pro danou entitu v target table. Tím je získáno pole vzdáleností
jednotlivých záznamů, které je později filtrováno podle současné testované
délky historie – vzdálenost záznamu musí být menší, než je současná délka
historie, ale větší než 0 (záznamy se zápornou hodnotou se odehrávají až po
bodu predikce a jsou irelevantní). Tímto odpadá obrovské množství časově
náročných filtrování času pro každou entitu. Nevýhodou této metody je, že
lze použít jen v případě, že jsou entity v target table unikátní (pro každou
entitu existuje právě jeden label). Pokud nejsou, nelze jednoznačně určit stáří
záznamu vůči bodu predikce.

Čtvrtým a posledním způsobem zrychlení výpočtu je upravená verze prv-
ních dvou metod a spočívá ve vytvoření slovníku entit, pro které se v dané délce
historie mění počet záznamů. Tento slovník vzniká průchodem background
table na počátku výpočtu a pro každou délku historie si algoritmus uloží en-
tity, jejichž záznamy se v dané délce vyskytují. Později při průběhu samotné
agregace se při změně délky historie nezkouší opět všechny entity, ale jen ty,
které v dané délce mění počet záznamů. Tímto způsobem se úplně přeskočí
délky historie, kde nedojde ke změně u žádné entity a urychlí se výpočet u těch,
kde se mění entit jen málo. Po skončení běhu se jednoduchou funkcí naplní
mezery v nepočítaných hodnotách jednoduše vždy hodnotou nejbližší kratší
délky historie. Nevýhodou zde je přidaná doba běhu způsobena vytvářením
slovníku a taky závislost na formě dat – pro některé datasety jako například
Dota 2 nebo Walmart je změna počtu záznamů v každém bodě historie. V tom
případě tento přístup nepomůže a je lepší jej nepoužít.

Metody 3 a 4 nebyly u každého datasetu vhodné použít a navíc byly imple-
mentovány až v pozdější fázi, je tedy možné, že některé z dřívějších datasetů
by mohly být urychleny, ale v současné verzi nejsou.

Na konci agregace je vráceno pole vyplněno agregovanými hodnotami pro
všechny délky historie. Jak už bylo zmíněno při popisu metody 2, hodnoty NaN
jsou poté nahrazeny pro danou entitu, agregační metodu a atribut průměrem
přes všechny délky historie.

4.2.1.3 Vyhodnocení

Posledním krokem je samotné vyhodnocení vztahu jednotlivých agregovaných
hodnot vůči predikovaným třídám v target table. Pro výpočet Chi2 a MI nej-
prve probíhá diskretizace spočítaných spojitých hodnot pomocí metody bin-
ning. Diskretizuji vždy do 10 košíků stejné výšky a vždy přes všechny agre-
gované hodnoty dané agregační metody a atributu pro určitou délku historie.
Poté jsou použity algoritmy knihovny sklearn a hodnoty výstupu jsou uloženy
do výstupních souborů.
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4.2.1.4 Možnosti další optimalizace modelu

Model aplikuje algoritmus hrubé síly pro získání agregací přes všechny délky
historie, na základě nich pak získá informace o mírách pro každou z nich a
najít nejlepší body už je poté snadné. Výhodou tohoto přístupu je jistota
konzistentního nejlepšího výsledku pro dané trénovací data, problémem je, že
model i po aplikaci optimalizací zmíněných výše v sekci 4.2.1.2 má pro některé
rozsáhlé datasety problémy s rychlostí výpočtu.

Kromě drobných úprav výpočtu podobných těm zmíněným výše nebo na-
příklad změně algoritmu k využití více výpočetních jader se nabízí řešení hle-
dání optimální délky pomocí algoritmu pro optimalizaci parametrů. K tomuto
účelu jsem chtěl pro porovnání využít algoritmus differential evolution, nebo-
li diferenciální evoluci. Jde o metodu zaměřenou na optimalizaci parametrů
funkce pomocí evoluce a opakovaného testování. Později jsem si ale uvědomil,
že algoritmus není možné pro porovnání použít, neboť pro situace, kde verze
modelu používající hrubou sílu nenajde žádný záznam naplní tyto hodnoty
průměrem všech historických hodnot pro danou entitu6. V tomto případě to
ale není možné, protože algoritmus testuje jen určité body v historii a po
agregaci hned vyhodnocuje výsledky. Pro porovnání tedy není tento přístup
možný a pro použití podobných optimalizačních algoritmů by bylo třeba změ-
nit funkci modelu či zpřísnit podmínky datasetů tak, aby obsahovaly pouze
kompletní historická data bez mezer.

Algoritmus differential evolution jsem poté zkusil použít aspoň pro nale-
zení délky historie, v které bude mít daná míra nejlepší hodnotu, s využitím
dat dříve již agregovaných hrubou silou. Očekáváním bylo, že by mohlo do-
jít k malému zrychlení oproti procházení všech spočtených hodnot. Stabilních
výsledků blížících se skutečným nejlepším dosahoval při počtu iterací zhruba
50, ale i při tomto počtu měl výrazně větší runtime na datasetu Financial, než
hrubá síla7, v porovnání to bylo zhruba 7.2 sekund pro evoluční metodu ku
0.8 sekund pro hrubou sílu. Je ale možné, že pro datasety s delší historií by
si vedl lépe. Více informací o testovaném algoritmu differential evolution lze
najít například zde [28].

4.2.2 Financial

Dataset Financial byl prvním datasetem, na kterém byl agregační model tes-
tován. Predikován byl stav úvěru ke dni začátku úvěru, celkem byly možné
čtyři stavy. Agregace probíhala na minulých transakcích pro daného uživatele,
kterému byl úvěr poskytnut, konkrétní agregované atributy pak byly velikost
transakce a zůstatek na účtě. Podrobnější popis datasetu lze najít v sekci 3.2.

6jde například o situaci, kde se počítá délka historie 100 dní, ale nejmladší záznam pro
danou entitu je 150 dní

7zde spočtení a kontrola všech hodnot délek historie a nalezení nejlepší z nich
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Obrázek 4.1: Financial – Chi2, průměrná transakce a zůstatek

Výsledky jsou znázorněny na grafech v sekci 6.1. Jak hodnoty MI, tak
hodnoty Chi2 se s délkou historie poměrně výrazně mění – při délce kratší
než 100 začínají růst, nejlepších hodnot dosahují kolem délky historie 60 dní a
na kratších hodnotách opět klesají, příkladem může být například Chi2 prů-
měrné velikosti transakce a zůstatku znázorněné na grafu 4.1. Obecně dosahují
lepších výsledků agregované hodnoty zůstatku na účtu. Co je oproti jiným da-
tasetům specifikem je, že agregované hodnoty nemají žádné společné minimum
ani maximum a i grafy pro tyto metody agregací vypadají poměrně zajímavě,
například nejlepší hodnota Chi2 pro minimální zůstatek na účtě dosahuje při
délce historie zhruba 220 dní. Hodnoty Kappa nejsou příliš zajímavé a uka-
zují pro většinu délek historie i agregovaných atributů přesnost kolem úrovně
náhodného výběru. Nejlepší hodnoty Kappa pak dosahuje minimální zůstatek
na účtu pro délku historie 95, ale i ten je velmi nízký na úrovni 0.055 a hned
poté opět klesá. Zdá se tedy, že Gaussian Naive Bayes pro tento dataset není
dobrou volbou ke klasifikaci.

Výsledky potvrdily můj dřívější předpoklad, že souvislost mezi staršími
záznamy o transakcích a zůstatku na účtu bude menší, než hodnoty z nedávné
doby.

4.2.3 FNHK

FNHK dataset se zabývá souvislostí mezi jednotlivými úkony předchozích
případů a délkou posledního případu. Délka posledního případu je převedena
na třídy rozdělením na dvě pomocí mediánu. Agregované údaje o jednotlivých
úkonech předchozích případů jsou počet provedení daného úkonu, body za daný
úkon, typ úkonu a kód úkonu. Podrobnější popis datasetu lze najít v sekci 3.3.
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Obrázek 4.2: FNHK – Chi2, maximální počet provedení úkonu a maximální
počet bodů za úkon

Výsledné hodnoty jsou znázorněny na grafech v sekci 6.2. Většina atributů
není v datasetu přesně popsána, proto bylo otázkou, které z nich mohou být
užitečné. Nejlepších hodnot na těchto datech dosahuje model kolem délky
historie 50 dní s nejlepšími hodnotami u agregaci pomocí maxima na počet
úkonů a body, znázorněné na grafu 4.2. Na stejných hodnotách a agregovaných
hodnotách dosahuje nejlepší přesnosti i Gaussian Naive Bayes s hodnotami
Kappa dosahujícími 0.2.

Výsledky ukazují pro některé agregační metody drobný růst hodnot, zejména
výše zmíněné maximum je v grafech výrazné, ale obecně nelze říci, že by na
hodnotách byl vidět nějaký výrazný trend. Pro některé z agregačních funkcí a
atributů, například minimum bodů a počtu úkonů, je trend pak přesně opačný
a klesá s klesající délkou historie. Jako nejlepší a asi jediné správné zdají atri-
buty počtu úkonů a počtu bodů, které mají větší smysl agregovat, výsledky
zde ale nejsou výrazně lepší než zjevně kategorický atribut kód. Hodnoty zá-
vislé na atributu typ jsou pak všude 0 nebo NaN, proto je tento atribut pro
využití v modelu neužitečný. Naivně bych očekával, že oba kategorické atri-
buty nebudou mít v agregaci smysl, ale atribut kód si vede poměrně dobře.
Nejsem si ale jistý, zda by z hlediska významu atributů by na ně měl být
brán ohled, protože kategorie mohou být libovolně přeházené, například úkon
s kódem 1, který nejvíce figuruje v hodnotách minimálního kódu, by mohl
mít hodnotu mnohem vyšší, význam by se nezměnil, ale výsledky ano. Toto
je ještě umocněno diskretizací, kterou na datech před výpočtem provádím.
Z druhu dat a nedostatečného popisu atributů jsem předem žádný konkrétní
výsledek neočekával, minimálně obrovský rozdíl mezi kvalitou atributů kód a
typ byl pro mě ale překvapením.
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Obrázek 4.3: Stats – Kappa, minimální délka a minimální skóre komentáře

4.2.4 Stats

V datasetu Stats provádím testování souvislosti mezi třídou – délkou původ-
ního příspěvku na stránkách Stack Exchange a atributů komentářů daného
příspěvku, konkrétně délkou komentářů a jejich hodnocení. Vzhledem k po-
vaze problému zde provádím místo prediktivní analýzy explorační analýzu –
komentáře vždy následují až po umístění původního příspěvku. Podrobnější
popis datasetu lze najít v sekci 3.4.

Výsledky jsou znázorněny na grafech v sekci 6.3. Z výsledných hodnot
je patrné, že obecně většina agregovaných atributů komentářů umístěných
v krátkém časovém horizontu po původním příspěvku příliš nesouvisí s jeho
délkou. Jedinou výjimkou je minimální délka komentáře, která dosahuje po-
měrně dobrých výsledků během prvního dne, příklad je viditelný na grafu
4.3 pro hodnoty Kappa agregovaných minimem. Pro ostatní atributy platí, že
hodnoty Chi2, MI i Kappa se zlepšují s časem, i když u spousty z nich jen
nepatrně. Je pravděpodobné, že pokud by model byl testován jako plovoucí
okno historie, ne pouze jako délka okna od umístění příspěvku, v některých
místech by výsledné hodnoty mohly růst. Agregační funkce ale tyto rozdíly
na větším počtu vzorků rozmělní (v případě průměru) nebo vyloženě ignorují
(v případě minima a maxima) a na výsledném grafu pak nejsou příliš vidět.
Hodnoty Kappa pro Gaussian Naive Bayes zde dosahují v nejlepších případech
0.14 pro maximální délku příspěvku.

Výsledky napovídají, že údaje o komentářích z prvních hodin po přidání
příspěvku nejsou pro určení délky původního příspěvku až tak vhodné. Vý-
jimkou jsou pak hodnoty agregované pomocí minima, které zřejmě nejlépe
vystihují délku původního příspěvku – například se dá předpokládat, že na
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Obrázek 4.4: Dota 2 – Kappa, průměrný počet zlatých jednotlivých týmů

delší otázky jsou delší reakce a naopak. Minimum poté opět klesá na významu
s delším časovým oknem, protože ho mohou zastínit některé velmi krátké pří-
spěvky nevztahující se přímo k původnímu problému. Výsledky může do velké
části také ovlivnit fakt, že největším serverem ze stránek Stack Exchange je
Stack Overflow zaměřený na IT, který často obsahuje v původním příspěvku
dlouhé výňatky z kódu i přesto, že reakce mohou být velmi jednoduché nebo
naopak na jednoduchý dotaz bývají velmi rozsáhlé reakce.

4.2.5 Dota 2

V Dota 2 datasetu jsem testoval predikci vítězného týmu v zápasu na základě
tří herních metrik –množství zlatých, zkušeností a tzv. last hits – agregovaných
v přicházejí až po samotném příspěvku, délka historie je zde tedy měřena jako
čas, který uběhl mezi umístěním příspěvku a komentáře. Podrobnější popis
datasetu rámci jednotlivých týmů přes určitou délku historie od konce hry.
Podrobnější popis datasetu lze najít v sekci 3.5.

Výsledky jsou znázorněny na grafech v sekci 6.4. Většina grafů ukazuje
poměrně jasný trend, kde jsou statické hodnoty pro délku historie kolem ho-
diny a delší, protože překonat dobou zápasu hodinu je spíše výjimečné. Pro
dobu kratší než hodina jde prvně o pokles z důvodu analýzy celého zápasu,
později pak růst čím více se zápas blíží ke konci, příkladem může být graf
4.4 hodnot Kappa na základě průměrného množství zlatých obou týmů. Tento
trend není příliš překvapivý, protože všechny agregované hodnoty jsou obecně
rostoucí s časem hry (velmi výjimečně nemusí být rostoucí množství zlatých).
Dalším efektem této vlastnosti jsou nepříliš zajímavé grafy pro hodnoty ma-
xim, které vždy odpovídají hodnotě z konce zápasu, která figuruje ve všech
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Obrázek 4.5: Japan – Chi2, průměrné množství a hodnota obchodu s Čínou

délkách historie.
Co je na výsledcích vidět na první pohled a je z pohledu datasetu zajímavé

je rozdíl mezi jednotlivými atributy obou týmů. Většina grafů kopíruje stejný
tvar křivky pro hodnoty obou týmů, ale absolutní hodnoty týmu 2 jsou vždy
výrazně vyšší. Třídy jsou poměrně vyrovnané a rozdíly ve hře samotné nejsou
tak velké, proto jsem pro jistotu ověřil hodnoty sta náhodně vybraných zá-
pasů ručně a výsledky byly podobné – hodnota Chi2 byla skoro dvojnásobná
pro hodnoty týmu 2 oproti týmu 1. Porovnání na vzorku s vyrovnanými tří-
dami dopadlo stejně, rozdíl v průměrné délce zápasů podle vítězného týmu
jsou velmi malé (výhry týmu 2 jsou v průměru o 100 sekund delší). Zdá se
tedy, že výkony týmu 2 jsou skutečně lepším příznakem pro predikci vítěz-
ného týmu. Vývoj se zkracující se délkou historie je ale u obou týmu velmi
podobný. Predikce pomocí Gaussian Naive Bayes dostávají pro kratší délky
historie poměrně dobré výsledky, kde hodnoty Kappa dosahují až 0.45 pro prů-
měrný počet zlatých týmu 2. Obecně nejlepších výsledků dosahují agregované
hodnoty počtu zlatých, což z herního hlediska dává smysl, protože v závěru hry
standardně vítězný tým obdrží poměrně velkou sumu.

4.2.6 Japan

V datasetu Japan testuji souvislost atributů týkajících se obchodu v jednotli-
vých komoditách s různými zeměmi za poslední roky s tím, která země v dané
komoditě v roce 2016 obchodovala nejvíce. Konkrétní agregované atributy jsou
množství a hodnota dané obchodované komodity mezi Japonskem a určitou
zemí. V datasetu neprovádím agregaci minimem hodnot. Podrobnější popis
datasetu lze najít v sekci 3.6.
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Obrázek 4.6: Rossmann – Chi2, průměrná hodnota prodeje a počet zákazníků

Naměřené hodnoty jsou znázorněny na grafech v sekci 6.5. Hodnoty Chi2
jsou pro příznaky všech zemí velmi podobné a všechny jsou rostoucí s klesající
délkou použité historie, například na grafu 4.5 znázorněný vývoj hodnot Chi2
v závislosti na průměrných hodnotách množství a hodnot obchodu s Čínou.
Naopak vývoj MI se poměrně hodně liší mezi jednotlivými zeměmi, u zemí
s větším podílem obchodu jsou grafy rostoucí s klesající délkou historie (USA,
Čína, Itálie), u ostatních je vývoj velmi nepravidelný. Hodnoty Kappa pro
Gaussian Naive Bayes se velmi různí mezi zeměmi, ale převážně se pohybují
v setinách a přesnost je tedy blízká náhodnému výběru. Podobné použití GNB
ke klasifikaci zde tedy není příliš vhodné.

Výsledky částečně odpovídaly mým předpokladům – hodnoty Chi2 odpo-
vídají tomu, co jsem očekával s postupným růstem se zkracující se délkou
historie. Očekával jsem, že se mezinárodní obchod během let příliš nemění
a vývoj tedy bude spíše pozvolný. Různé hodnoty MI pro různé země mým
předpokladům příliš neodpovídají, ale tento rozdíl zřejmě pramení z podstaty
výpočtu MI, kde figuruje entropie proměnných oproti Chi2, které lze spočíst
jednoduše z kontingenční tabulky, podrobnější popis měr lze najít v sekci 2.2.

4.2.7 Rossmann

Dataset Rossmann obsahuje informace o prodeji v jednotlivých pobočkách ob-
chodního řetězce Rossmann. Testuji zde souvislost mezi dvěma agregovanými
numerickými atributy – výdělek a počet zákazníku za daný den a tím, zda v po-
slední den datasetu je výdělek nad nebo pod hodnotou mediánu. Podrobnější
popis datasetu lze najít v sekci 3.7.

Výsledky jsou viditelné na grafech v sekci 6.6. Pro všechny míry i agre-
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Obrázek 4.7: Mosquito – Chi2, průměrné informace o teplotách (standardní,
rosného bodu, vlhkého teploměru)

gační metody vychází lépe atribut výdělku. Obecně pak ve všech grafech lze
vidět různě velkou rostoucí tendenci se zkracující se délkou historie, napří-
klad v grafu 4.6 je vidět pozvolné zlepšení hodnot Chi2 pro průměrné hodnoty
prodejů a počtů zákazníků. Za zmínku zde stojí velmi dobré výsledky Gaus-
sian Naive Bayes při klasifikaci, kde hodnoty Kappa dosahují až 0.8. Je tedy
zřejmé, že by jako klasifikátor na těchto datech byl velice vhodný.

Výsledky v tomto datasetu nejsou příliš překvapivé – hodnoty prodejů a
zákazníků se zřejmě v rámci jedné prodejny za skoro tři roky, které dataset
obsahoval, příliš nezmění. Zároveň se dalo očekávat, že atribut výdělků bude
v predikci třídy nejlepší, protože je třída predikovaného záznamu na tomto
atributu přímo závislá – je z něj vypočtena. Na datasetu byly v trochu upra-
vené formě problému (predikce posledních 10% záznamů pro každou prodejnu)
otestovány kromě agregačního modelu i time-series algoritmy ARIMA a skrytý
Markovův model, výsledky jsou shrnuté v tabulce 4.5.

4.2.8 Mosquito

V Mosquito datasetu testuji souvislost mezi počtem komárů v daném dni
a počasím z dní minulých. Počet komárů je reprezentován dvěma třídami,
které vzniknou rozdělením počtu komárů přes všechny dny pomocí mediánu.
Konkrétní agregované atributy ohledně počasí jsou teplota, teplota rosného
bodu a teplota vlhkého teploměru.Podrobnější popis datasetu lze najít v sekci
3.8.

Výsledky jsou znázorněny na grafech v sekci 6.7. Grafy jednotlivých agre-
govaných atributů jsou si poměrně podobné, protože princip různých teplot-
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Obrázek 4.8: Walmart – Chi2, průměrné informace o teplotách (standardní,
rosného bodu)

ních hodnot se liší jen v metodě měření, ale vyvíjí se velmi podobně. Na gra-
fech jde vidět jistý vývoj, zejména na hodnotách Chi2, ale ne stabilně rostoucí
s klesající délkou historie. Nejlepších hodnot a výrazného růstu pak dosahují
délky historie s rozpětím zhruba 400 dní, viditelné například na grafu 4.7 a
znázornění Chi2 pro průměrné hodnoty typů teplot. MI je méně vypovídající,
růst hodnot jde ale vidět kolem stejných délek historie jako pro Chi2. Hodnoty
Kappa se pak pohybují spíše kolem nuly, nejvyšších hodnot kolem 0.3 pak do-
sahuje pro agregaci průměru opět ve stejných hodnotách délky historie jako
u ostatních měr.

Výsledné hodnoty splnily má očekávání. V grafech jde vidět struktura dat,
kde trénovaná data mají vždy trvání zhruba čtyři měsíce s rozestupem jed-
noho roku (v původních datech byly roky střídavě trénovací a testovací data).
Krátká historie (první skok) je pak z informací o počasí z nedávné doby, další
dvě pak platí pro data z minulých let. Dá se předpokládat, že počasí i počet
komárů se mezi lety ve stejném období a oblasti příliš nemění a tedy i starší
data mohou být pro predikci vypovídající. Hodnoty MI a Kappa nejsou až tak
názorné, přisuzuji to struktuře dat, kde jsem po agregaci neměl jak přiřadit
data ze stanic měřících počasí k jednotlivým pastem a agregované hodnoty
tedy byly často totožné pro více různých predikovaných bodů.

4.2.9 Walmart

Walmart dataset je principem velmi podobný předchozímu Mosquito datasetu
– testuji zde závislost prodeje produktů souvisejících s počasím na historic-
kých informacích o počasí, konkrétně na teplotě, teplotě rosného bodu, teplotě
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vlhkého teploměru a množství srážek. Prodej produktů je realizován jako třída,
kde 1 znamená aspoň jeden prodaný kus daného produktu za daný den, 0 pak
žádný prodaný kus. Podrobnější popis datasetu lze najít v sekci 3.9.

Výsledky lze najít na grafech v sekci 6.8. Podobně jako v případě datasetu
Mosquito je vývoj hodnot jednotlivých forem měření teplot velmi podobný,
protože jde skutečně jen o jinou formu měření stejné veličiny a hodnoty těchto
atributů spolu v čase velmi souvisí. Množství srážek pak vykazuje jiný vývoj
v čase. Na výsledných hodnotách Chi2 lze vidět poměrně jasný trend rostou-
cích hodnot se zkracující se délkou historie, kde nárůst začíná kolem délky
historie 200 dní a maxim dosahuje kolem 100 dní, znázorněno na grafu 4.8.
Pro hodnoty MI tento trend vidět není a žádný stabilní vývoj v grafech vidět
není. Rozmezí, v kterém se hodnoty MI pohybují je velmi malé a dá se říct,
že hodnoty stále oscilují kolem stejných hodnot. Kappa pro Gaussian Naive
Bayes je pro valnou většinu hodnot 0, což je způsobeno tím, že stejné agrego-
vané hodnoty jsou použity pro predikci všech produktů daného obchodu. Pro
takto formulovaný problém tedy GNB nemá smysl používat.

Výsledky Chi2 splnily má očekávání, hodnoty MI a Kappa pak už méně.
Na vývoji Chi2 lze skutečně vidět, že informace o krátkodobém nedávném
počasí maj9 na prodej určitých produktů větší vliv než informace dlouhodobé.
Efekt ve velmi malém časovém okně – například růst prodeje deštníků, protože
předchozí den pršelo – příliš vidět není, to ale přisuzuji metodě agregace třídy,
kde jeden prodaný kus produktu daného typu je reprezentován stejně jako
prodaných kusů tisíc. Časové okno, v kterém jsou hodnoty nejlepší, odpovídá
spíše dlouhodobějším informacím jako například ročnímu období. Hodnoty MI
se pohybují v příliš malém rozsahu na to, aby se z nich dalo cokoliv soudit
o nějakém vývoji v čase, hodnoty Kappa jsou pak pro valnou většinu dat rovny
0. Oba tyto výsledky přisuzuji metodě agregace hodnot a tomu, že stejné
agregované hodnoty jsou použity pro predikci všech 110 produktů každého
obchodu. Tyto míry tedy pro tento agregační model nejsou příliš průkazné.

4.2.10 KDD14

V datasetu KDD14 hledám souvislost mezi tím, zda určitý projekt byl úspěšně
dotován na základě jednotlivých příspěvků, konkrétně celkové velikost pří-
spěvku, dobrovolné části příspěvku a příspěvku na projekt. Vzhledem k povaze
problému zde provádím místo prediktivní analýzy explorační analýzu – výsle-
dek projektu není nutně vázaný na nějaký určitý bod v čase a tak jsem jej
vázal na bod kdy byl projekt spuštěn. Podrobnější popis datasetu lze najít
v sekci 3.10.

Výsledné hodnoty jsou znázorněny na grafech v sekci 6.9. Vývoj hodnot
se poměrně hodně liší mezi jednotlivými atributy, vesměs všechny ale ukazují
stagnaci po délce historie kolem zhruba 250 dní. Nejlepší vývoj je vidět pro
hodnotu Chi2 a průměr atributu dobrovolná část příspěvku, kde hodnota po
prvních 100 dnech od počátku projektu výrazně klesá, viz graf 4.9. Maximum
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Obrázek 4.9: KDD14 – Chi2, průměrné informace o příspěvcích (část na pro-
jekt, dobrovolná část, celková částka)

ze stejného atributu pak vykazuje podobný trend, minimum naopak roste
s délkou okna. Ostatní atributy ale celkově nevykazují jasný klesající nebo
rostoucí trend. Hodnoty MI pak spíše oscilují kolem velmi malých hodnot a
pak opět stagnují na různých úrovních, zde průměrné hodnoty příspěvku na
projekt dosahují nejjasnějšího vývoje, kde s časem rostou. Rozdíly v absolut-
ních hodnotáchMI jsou ale velmi malé. Hodnoty Kappa Gaussian Naive Bayes
klasifikátoru pro převážné množství hodnot dosahují hodnoty 0, tedy přesnosti
náhodného výběru. GNB zde tedy není pro klasifikaci dobrou volbou.

Výsledky mě překvapily žádným stabilním vývojem ani v jedné metrice.
Stagnující hodnoty za délkou okna 250 dní se dají z hlediska podstaty projektů
očekávat – větší množství projektů už touto dobou může být hotové a další
hodnoty jsou spíše výjimečné. Atributy jsou na sebe z velké části vázané a
tedy bych čekal, že vývoj bude mít nějaké spojitosti, ale těch v grafech moc
nalézt nelze. Hodnoty Kappa mi konkrétně přišly natolik podezřelé, že jsem
kontroval výsledky GNB a ten skutečně predikoval ve většině případů všechny
projekty jako úspěšné, čímž se skutečně klasifikátor redukoval na náhodný
výběr. Výsledek přisuzuji tomu, že v datasetu obecně nejsou všechny projekty
rovnocenné a každý projekt vyžaduje jiné množství peněz k úspěšné dotaci.
Je tedy možné, že velké množství malých projektů naznačilo, že i velmi malé
příspěvky stačí k úspěšnému ukončení projektu. Pro dosažení lepších výsledků
by tedy bylo třeba problém jinak formulovat či alespoň předzpracovat nějakým
způsobem data a odstranit některé extrémy.

34



4.2. Agregační model

Obrázek 4.10: Basketball – MI, průměrný rozdíl v bodech, počet bodů a počet
vítězství

4.2.11 Basketball

Basketball dataset obsahuje data ohledně minulých sezón vysokoškolské bas-
ketbalové ligy a jednotlivých turnajů z konce sezón. Hledám zde souvislost
mezi výkony jednotlivých týmů v minulých sezónách a v závěrečných turna-
jích, konkrétně skóre, rozdíl ve skóre s protivníkem v jednotlivých hrách a
agregace na základě počtu výher z posledních her. Podrobnější popis datasetu
lze najít v sekci 3.11.

Výsledky jsou znázorněny na grafech v sekci 6.10. Na výsledných hodno-
tách nejsou patrné žádné větší změny s různými délkami historie. V některých
bodech lze vidět poměrně rychlý růst a pokles hodnot, což je způsobeno začát-
kem a koncem jednotlivých sezón – údaje ke konci sezóny jsou nepatrně uži-
tečnější než z dřívějších sezón, jakmile sezóna skončí, souvislost mezi třídou a
agregovanými hodnotami opět klesá, například na grafu 4.10 pro hodnoty MI
průměrů počtu bodů, rozdílu ve skóre a vítězství lze vidět skoky v hodnotách
poměrně dobře. Obecně si nejlépe z agregovaných hodnot vede rozdíl ve skóre.
Využití Gaussian Naive Bayes pro predikci zde dosahuje výsledků s hodnotou
Kappa pohybující se kolem 0.2 pro již zmiňovaný atribut rozdíl ve skóre.

Výsledky datasetu Basketball nejsou příliš překvapivé. Data se týkají vy-
sokoškolského basketbalu, kde se sestavy týmů poměrně často mění a tak se
dá očekávat, že jeden jediný tým nebude mít konzistentní výkony přes větší
množství sezón. Zároveň jde o turnaj s jednokolovým vyřazovacím systémem,
kde výsledky mohou být obecně hůř předvídatelné. Dalo se také očekávat, že
rozdíl ve skóre bude nejlepším atributem, protože v něm je víceméně zahrnut
i výsledek daného zápasu – pro vítězný tým je hodnota kladná, pro poražený
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tým záporná.

4.2.12 Porovnání

V tabulce 4.1 je shrnutí jednotlivých datasetů a atributů v nich a naznačení,
zda daný atribut v dané agregaci dosáhl lepších výsledků v optimalizované
délce historie nebo ne. Hodnotu dané míry v určitém bodě uvažuji jako okno
o velikosti 10% celkové délky historie, přes které se hodnota dané míry prů-
měruje. Neoptimalizovaná historie je pak uvažovaná jako poslední takto velké
okno v datasetu, optimalizovaná délka pak jako pohyblivé okno z kratší části
historie. Za dostatečné zlepšení považuji zlepšení o 10% na optimalizované
historii oproti neoptimalizované. V případě, že hodnota dané míry pro určitou
agregaci a atribut je na neoptimalizované historii NaN, tak tuto kombinaci
nevyhodnocuji. V případě, že hodnota na neoptimalizované délce hodnotě je
0 požaduji zlepšení atributu aspoň o 0.1. Tato hodnota se ukázala jako ideální
pro vyřazení případů, kde šlo o zaokrouhlovací chybu, ale zachování případů,
kde skutečně ke zlepšení docházelo.

Pole označené fajfkou (symbol X) značí zlepšení ve smyslu předchozího
odstavce. Neoznačená pole značí, že ke zlepšení nedošlo. Pole označená křížkem
(symbol X) značí, že daná kombinace agregace a atributu na daném datasetu
nebyla testována.

Dataset Atribut Chi2 MI Kappa
avg. min. max. avg. min. max. avg. min. max.

Financial transaction X X X X X X
balance X X X X X X X X

FNHK

type
code X X X X X
count X X X X X X
points X

Stats score X X X
text length X X X

Dota 2

gold team 1 X X X X X
last hits team 1 X X X
experience team 1 X X X X
gold team 2 X X X X
last hits team 2 X X X
experience team 2 X X X X
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Dataset Atribut Chi2 MI Kappa
avg. min. max. avg. min. max. avg. min. max.

Japan

quantity China X X X X X X X X X
value China X X X X X X X
quantity USA X X X X X X X X X
value USA X X X X X X X X X
quantity Italy X X X X X
value Italy X X X X X X X
quantity Korea X X X X X X X X X
value Korea X X X X X X X X
quantity Taiwan X X X X X X
value Taiwan X X X X X
quantity HK X X X X X X
value HK X X X X X

Rossmann sales X X X X X X X
customers X X X X X X

Mosquito
temperature X X X X X
dew point X X X X X X
wetbulb X X X X X X

Walmart

temperature X X X X
dew point X X X X
wetbulb X X X X X
precipitation X X X

KDD14
donation–project X
donation–optional X X X
donation–total

Basketball
points X X X
difference X X
wins

Tabulka 4.1: Tabulka shrnutí zlepšení hodnot měr s délkou
historie

4.3 Skrytý Markovův model

Na datasetech Basketball a Mosquito jsem využil time series algoritmus skrytý
Markovův model zmíněný v sekci 1.4 pro porovnání výsledků s agregačním
přístupem použitým v práci. Jako míru jsem použil Cohenovo Kappa v 10-
fold křížové validaci.
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V každém z deseti cyklů byl vždy vybrán trénovací a testovací vzorek
týmů. Na části historie z trénovacího vzorku byl model naučen, na testovacích
vzorcích pak otestován. Pozorovaná přesnost vzorku byla určena jako poměr:

po = pc

pc + pi
, (4.1)

kde pc je pravděpodobnost správně predikovaného řetězce v modelu a pi ne-
správně predikovaného, jinými slovy řetězce s jinou hodnotou na poslední po-
zici. Celková pozorovaná pravděpodobnost modelu byla pak určena jako průměr
z těchto přesností.

Očekávaná pravděpodobnost modelu pak byla odvozena z konfúzní matice
po diskretizaci přesností. Jako problémem se ukázalo, že vzhledem ke struktuře
dat a poměrem jednotlivých tříd vycházela očekávaná pravděpodobnost někdy
rovna 1, což způsobovalo dělení nulou při výpočtu hodnoty Kappa. Celková
hodnota Kappa pak byla rovna průměru přes všech deset cyklů 10-fold křížové
validace.

4.3.1 Postup testů

Při testech jsem porovnal využití různých délek historie, konkrétně celé his-
torie a poté posledních šesti až tří záznamů do minulosti, tedy s hodnotou
lag rovnu šesti až třemi. Jako predikované hodnoty jsem pak zkoušel údaje
z posledních pěti záznamů v datasetu. Jelikož výsledky byly velmi nekonzis-
tentní mezi jednotlivými běhy, rozhodl jsem se provést stejný test ve sto kolech
a uvést výsledky jako průměr výsledků včetně směrodatné odchylky hodnot
Kappa.

4.3.2 Výsledky

4.3.2.1 Basketball

V datasetu Basketball jsem prováděl predikci výsledku zápasu daného týmu
na základě výsledků zápasů předchozích. Použitá utkání jsou pouze z turnajů
zvaných March Madness, samotné zápasy sezóny uvažovány nejsou. Predikce
probíhala na 286 různých týmech s průměrnou délkou historie 13.4 zápasů.
Podrobnější popis datasetu lze najít v sekci 3.11.

Výsledkem je tabulka 4.2, kde na pozici i, j je průměrná hodnota Kappa
(nahoře) a její směrodatná odchylka (dole) modelu pro i-tý zápas testovaného
týmu od konce datasetu a s lagem j rovnému po řadě celé historii, šesti, pěti,
čtyřem a třemi.

Z výsledku je patrné, že hodnoty Kappa se pro všechny testované para-
metry pohybují velmi blízko nuly, tedy shoda modelu je podobná očekávané
shodě náhodného výběru. Příčinou bude nejspíše struktura datasetu, kdy na-
příklad v případě predikce posledního zápasu jednotlivých týmu platí, že pouze
jeden tým má na této pozici výhru, zatímco ostatní prohry, což tvoří velmi
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Predikovaná
pozice

Celá
historie Lag 6 Lag 5 Lag 4 Lag 3

Poslední
zápas ±

−0.003 24
0.004 37 ±

0
0 ±

0
0 ±

0
0 ±

0
0

Druhý zápas
od konce ±

0.022 13
0.021 03 ±

−0.000 36
0.003 61 ±

−0.000 26
0.002 57 ±

−0.001 32
0.005 75 ±

0
0

Třetí zápas
od konce ±

0.011 81
0.015 33 ±

−0.002 56
0.010 32 ±

−0.003 08
0.015 58 ±

−0.000 03
0.005 03 ±

0
0

Čtvrtý zápas
od konce ±

0.018 78
0.019 23 ±

0.059 06
0.044 29 ±

0.013 84
0.023 62 ±

0.007 88
0.020 69 ±

0.002 16
0.010 26

Pátý zápas
od konce ±

0.002 20
0.010 16 ±

0.009 49
0.037 80 ±

−0.008 85
0.033 42 ±

−0.000 95
0.006 27 ±

−0.000 59
0.004 61

Tabulka 4.2: Hodnoty Kappa pro skrytý Markovův model - Basketball dataset

nevyrovnané třídy. Hodnoty Kappa rovné 0 jsou zřejmě způsobeny problémy
s velmi malou nebo velmi vysokou očekávanou pravděpodobností shody po-
psanou výše v podsekci 4.3. Implementace výpočtu Kappy v knihovně sklearn
vracela v těchto místech hodnoty 0 nebo NaN8. O těchto pozicích tedy z hle-
diska míry Kappa nelze hodnotit, jak dobře dopadly.

Při zkoumání jednotlivých sledovaných pravděpodobností vzorků bylo pa-
trné, že ve většině případů se pohybovala kolem 50%. Zdá se tedy, že těmito
daty naučený skrytý Markovův model nedokázal příliš dobře zachytit správné
přechodové funkce mezi stavy. Dataset jako takový obsahuje data z většího
množství let a v každém roku, kterého se tým účastnil, má tým samé výhry
a jednu prohru nakonec. Je tedy možné, že pokud by šlo o predikci utkání
z normální herní sezóny, kde výsledky nenásledují tuto přesně danou struk-
turu, tak by výsledky byly o něco lepší. Pro tyto data se ale zdá být skrytý
Markovův model nevhodný.

4.3.2.2 Mosquito

Pro dataset Mosquito jsem prováděl predikci množství komárů v jednotlivých
pastech na základě množství v minulosti. Hodnoty komárů jsou spojité a bylo
třeba je nejprve diskretizovat, toho jsem dosáhl rozdělením spojité množiny
bodů na dvě třídy pomocí mediánu. Test proběhl na 136 pastech, průměrný
počet záznamů pro jednu past je pak 34 s tím, že počet komárů byl uvažován
bez ohledu na jejich druh. Podrobnější popis datasetu lze najít v sekci 3.8.

8NaN – not a number, nedefinovaná hodnota čísla
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Predikovaná
pozice

Celá
historie Lag 6 Lag 5 Lag 4 Lag 3

Poslední
zápas ±

0.025 56
0.060 97 ±

0.009 46
0.043 90 ±

0.009 58
0.042 00 ±

−0.009 13
0.036 17 ±

−0.003 91
0.022 15

Druhý den
od konce ±

0.037 16
0.058 00 ±

0.020 75
0.055 40 ±

0.020 83
0.046 35 ±

0.004 67
0.048 56 ±

0.007 66
0.042 36

Třetí den
od konce ±

0.096 21
0.062 74 ±

0.074 18
0.049 25 ±

0.063 70
0.043 64 ±

0.060 96
0.059 27 ±

0.060 32
0.047 52

Čtvrtý den
od konce ±

0.059 67
0.058 69 ±

0.025 11
0.049 64 ±

0.043 27
0.057 33 ±

0.037 20
0.054 95 ±

0.003 89
0.042 83

Pátý den
od konce ±

0.104 78
0.063 86 ±

0.090 58
0.056 19 ±

0.093 83
0.066 13 ±

0.087 05
0.058 34 ±

0.104 91
0.055 78

Tabulka 4.3: Hodnoty Kappa pro skrytý Markovův model - Mosquito dataset

V tabulce 4.3 jsou shrnuty výsledky testování na datasetu Mosquito. Na
pozici i, j je průměrná hodnota Kappa (nahoře) a její směrodatná odchylka
(dole) modelu pro i-tý měřený den od konce datasetu a s lagem j rovnému po
řadě celé historii, šesti, pěti, čtyřem a třemi.

Pro hodnoty vzdalující se od konce datasetu roste Kappa modelu a je
možné, že pro hodnoty vzdálenější konci dat mohou být ještě lepší. Důvodem
zlepšujících se výsledků bude zřejmě struktura dat, kde hodnoty náleží období
sezóny s větším množstvím komárů. V poslední dny sezóny pak už klesají počty
komárů, což způsobuje po diskretizaci mnohem více tříd menších než medián
pro danou past. Například poslední měřený den je poměr pastí s třídou 1
(větších než medián) vůči pastem s třídou 0 (menších než medián) zhruba 32 ku
68 procentům, zatímco o tři dny dříve je to už 80 ku 20 procentům. Narozdíl od
pokusů s datasetem Basketball zde nebyl problém s nedefinovanými hodnotami
Kappa ani žádné predikce s nulovou hodnotou.

4.3.2.3 Porovnání výsledků

Výsledky datasetu Mosquito jsou o něco lepší než datasetu Basketball, už se
nepohybují ve všech měřených případech na hranici nulové hodnoty Kappa,
nicméně také nejsou příliš přesvědčivé, zejména z důvodu rostoucí odchylky.
Určité zlepšení může být přisouzeno větší pravidelnosti dat v historii, kde
výsledky sportovních utkání, zejména pak vysokoškolského basketballu, nejsou
přes více sezón příliš podobné, ale výskyt komárů mezi jednotlivými roky
pravidelnost vykazuje.
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4.4 ARIMA

ARIMA, algoritmus krátce popsaný v sekci 1.4, pro klasifikaci nefunguje a
proto pro jeho otestování bylo třeba jiného přístupu. Pro zkoušku jsem využil
dataset Rossmann a jako predikovaný atribut hodnotu prodejů (atribut Sales)
před diskretizací.
Hodnoty modelu ARIMA byly lag – hodnoty šest až jedna, diference – jedna,
velikost plovoucího okna průměrů – nula.

4.4.1 Postup testů

Model je vždy naučen na 90% záznamů daného obchodu, zbylých 10% je
pak predikováno. Pro každý záznam z testovací množiny je posunuta tréno-
vací množina o další záznam, v každém kroku je tedy učen model na všech
předchozích hodnotách a predikován další záznam. Každá predikovaná spojitá
hodnota je poté převedená na třídu porovnáním s mediánem, stejně tak jsou
převedeny původní hodnoty testovací množiny. Nakonec jsou tyto hodnoty
porovnány a je spočtena hodnota Kappa. Jako výsledek pak uvádím průměr
a jeho směrodatnou odchylku přes všechny obchody s daným nastavením lag.
Celkový počet obchodů, pro které probíhá predikce je 1115, pro každý obchod
pak existuje průměrně 912 záznamů, nejméně pak 758.

4.4.2 Výsledky

Výsledkem je tabulka 4.4, kde je pro každou hodnotu lag uvedena průměrná
hodnota Kappa a směrodatná odchylka tohoto průměru. Testované hodnoty
lag jsou od šesti do jedné.

Testovaná
hodnota lag

Průměrná
hodnota Kappa

Směrodatná
odchylka

Lag 6 0.126 56 0.146 66
Lag 5 0.096 92 0.132 80
Lag 4 0.111 15 0.115 43
Lag 3 0.119 74 0.095 58
Lag 2 0.153 03 0.118 72
Lag 1 0.224 98 0.119 34

Tabulka 4.4: Hodnoty Kappa modelu ARIMA - Rossmann dataset

Výsledky algoritmu ARIMA pro všechny hodnoty lag byly lepší než ná-
hodný výběr. Byly ale poměrně velké rozdíly mezi jednotlivými obchody, což
ukazuje směrodatná odchylka od průměru. Také je vidět, že se výsledky po-
stupně zlepšují se zmenšujícím se nastavením lag s nejlepším výsledkem pro
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lag hodnotu 1, tedy situaci, kde model uvažuje jen předchozí záznam. To na-
značuje, že velikost prodeje má spíše krátkodobé trendy. Je ale možné, že by
model dosáhl lepších výsledků pro větší, netestované hodnoty lag, kde by se
pro hodnoty od sedmi výše mohly projevit trendy mezi jednotlivými týdny.
Výsledky předčily má očekávání, zejména z důvodu nutné diskretizace spoji-
tých hodnot na diskrétní třídy.

4.5 Srovnání time series algoritmů s agregační
metodou

Výsledky time series algoritmů ARIMA a skrytý Markovův model jsem po-
rovnal s výsledky agregační metody prezentované v této práci. Při porovnání
jsou použity hodnoty Kappa při predikci testovací množiny, která je rovna
posledním 10% cílové predikované tabulky z hlediska času pro každou entitu.
Důvodem je to, že time series algoritmy na všechny body v historii pro danou
entitu nebyly testovány. Zároveň existuje větší množství použitých datasetů,
kde podobné srovnání není možné z důvodu přítomnosti pouze jednoho zá-
znamu pro každou entitu.

V níže uvedené tabulce 4.5 pak lze nalézt nejlepší hodnoty Kappa (prů-
měrované přes všechny uvažované entity) jednotlivých algoritmů včetně jejich
směrodatné odchylky. Pod každou hodnotou jsou pak uváděny parametry,
které byly použity k dosažení daného výsledku.

Dataset Agregační model Skrytý Markovův model ARIMA

Rossmann 0.4217± 0.1216 0.0015± 0.0195 0.2250± 0.1193
Mosquito X −0.0042± 0.1756 −0.0410± 0.3949
Basketball 0.0651± 0.1334 0.0139± 0.1420 X

Tabulka 4.5: Porovnání výkonu jednotlivých testovaných time series algoritmů

Buňky s hodnotou X značí body s nemožnou predikcí pro vhodné porov-
nání. Dataset Mosquito ve své predikované variantě používá jedinou agregova-
nou hodnotu pro všechny pasti z důvodu neexistence mapování pasti k datům
o počasí, není tedy moc dobře porovnatelná, více informací viz sekce 3.8. Da-
taset Basketball obsahuje třídy, není pro něj tedy vhodné použít algoritmus
ARIMA.

Pro ostatní datasety jsou hodnoty s time series algoritmy neporovnatelné
a proto jsem je v tabulce neuváděl. Důvodem je pro datasety Financial, Stats,
Dota 2 a KDD14 existence jediného záznamu v target table pro každou entitu,
neexistuje tedy možnost učit algoritmy z předchozích lagged hodnot. Pro da-
tasety Japan, Walmart a FNHK lagged hodnoty existují, původně řešený pro-
blém s nimi ale nepočítá a agregační model tyto datasety redukoval také na
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situaci s jedinou predikovanou hodnotou pro každou entitu, podrobnější dů-
vody v sekci s popisem dat, konkrétně sekce 3.6 pro Japan, 3.9 pro Walmart,
3.3 pro FNHK.

Z tabulky jsou vidět poměrně špatné výkony na testovaných datasetech po-
mocí klasických time series algoritmů. Skrytý Markovův model se pro všechny
tři datasety pohybuje zhruba na úrovni přesnosti náhodného výběru (kolem
hodnotyKappa rovno 0). Přesnost algoritmu ARIMA dosahuje ve srovnání lep-
ších výsledků, ale také s větším rozptylem hodnot. Nakonec, agregační model
prezentovaný v této práci na stejných datech měl výsledky nejlepší, zejména
u datasetu Rossmann.

4.6 Aplikace výsledků agregačního modelu

Výsledky agregačního modelu jsem otestoval pomocí klasifikátoru random fo-
rest. Na datasetu Financial jsem vyzkoušel dva způsoby použití tohoto kla-
sifikátoru – prvním je proměnlivá délka historie, kde pro všechny atributy a
jejich agregační metody je použita stejná délka historie, jinými slovy stejný
postup jako v předchozí fázi hledání optimální délky historie, jen pomocí kla-
sifikátoru využívající všechny atributy. Druhým pak je použití nejlepších délek
historie pro jednotlivé agregační metody a atributy, které byly předpočítány
v předchozí části.

4.6.1 Financial dataset – pohyblivá historie

Agregované hodnoty pro všechny délky historie jsou v první metodě testovány
podobně jako v předchozí fázi hledání optimální délky historie – pro každou
délku je testováno, jak je na základě agregovaných hodnot pro jednotlivé atri-
buty možné predikovat třídy jednotlivých entit v target table pomocí random
forest klasifikátoru. Pro zpřesnění výpočtu byla pro každou délku historie
Kappa v 10-fold křížové validaci spočtena 500 krát a jako výsledek pak byl
požadován průměr z těchto hodnot.
Do grafu 4.6.1 pak byly vykresleny všechny průměrné hodnoty Kappa pro jed-
notlivé délky historie. Z grafu jdou vidět poměrně velké rozdíly v hodnotách
s měnící se délkou historie, kde nejlepších hodnot dosahuje délka kolem 120
dnů s hodnotami Kappa kolem 0.12. Tyto výsledky v porovnání s další částí
vycházejí o dost lépe. Problémem byl výrazně větší runtime kvůli nutnosti
spočtení hodnot pro všechny délky historie.

4.6.2 Financial dataset – optimální délky historie
jednotlivých agregací

Druhá metoda spočívá v kombinaci z různých délek historie pro různé agre-
gační metody a atributy na základě nejlepších dosažených hodnot Chi2, MI a
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Obrázek 4.11: Hodnoty Kappa pro dataset Financial po klasifikaci pomocí
random forest na proměnlivé délce historie

Dataset Nejlepší hodnota Celá historie

Chi2 0.0747± 0.0255 0.0870± 0.0251
MI 0.0784± 0.0270 0.0859± 0.0249
Kappa 0.0871± 0.0253 0.0866± 0.0250

Tabulka 4.6: Hodnoty Kappa se směrodatnou odchylkou v závislosti na tom,
která míra byla použita k určení nejlepších délek historie

Kappa pomocí Gaussian Naive Bayes. Na takto nově vytvořeném poli agrego-
vaných hodnot z různých délek historie je poté spuštěn random forest v 10-fold
křížové validaci a celkem 1000 bězích, kde se jako výsledek poté uvádí prů-
měrná hodnota Kappa jednotlivých běhů a jejich směrodatná odchylka. Ten
stejný postup je poté proveden na agregaci přes celou délku historie pro srov-
nání.
V následující tabulce 4.6 jsou pak shrnuty jednotlivé výsledky pro volbu nej-
lepších hodnot na základě jednotlivých měr a jejich srovnání s během na celé
délce historie. Jediná hodnota, která pro tento dataset vyšla lépe pro optimali-
zovanou délku historie než pro celou historii byla Kappa. I tato hodnota ovšem
vyšla hůře než nejlepší hodnoty při testování celého datasetu v předchozí části.
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Dataset Nejlepší hodnoty Celá historie
Kappa AUC Kappa AUC

Financial 0.075± 0.026 X 0.087± 0.025 X
FNHK 0.233± 0.010 0.618± 0.005 0.220± 0.010 0.611± 0.005
Stats 0.076± 0.004 0.538± 0.002 0.067± 0.004 0.534± 0.002
Dota 2 0.941± 0.001 0.971± 0.001 0.841± 0.002 0.921± 0.001
Japan 0.585± 0.005 X 0.456± 0.006 X
Rossmann 0.996± 0.001 0.998± 0.001 0.695± 0.011 0.848± 0.006
Mosquito 0.129± 0.071 0.564± 0.037 0.200± 0.074 0.603± 0.036
Walmart −0.004± 0.001 0.494± 0.001 −0.004± 0.001 0.494± 0.001
KDD14 −0.002± 0.003 0.500± 0.001 −0.001± 0.003 0.500± 0.001
Basketball 0.210± 0.011 0.605± 0.005 0.136± 0.012 0.568± 0.006

Tabulka 4.7: Hodnoty Kappa a AUC v porovnání pro nejlepší body Chi2
v historii a celé historii datasetů

4.6.3 Aplikace na ostatní datasety

Variantu 2 z předchozí části – optimální délky historie jednotlivých agregací
– jsem poté aplikoval na zbylé datasety pomocí jednotlivých měr. Na takto
vzniklém vzorku pak byl spuštěn random forest v 10-fold křížové validaci.
Stejný test pak byl proveden na agregaci celé historie. Výsledky měly pro
některé datasety poměrně velké rozdíly mezi jednotlivými běhy, spustil jsem
proto pro každý z nich pro hodnoty zvolené na základě Kappa 1000 běhů a
uvádím průměrnou hodnotu se směrodatnou odchylkou. Pro hodnoty histo-
rie zvolené na základě Chi2 a MI jsem běhů provedl méně – 100 nebo 200
na základě směrodatné odchylky naměřené na testech s Kappa. Použité míry
k vyhodnocení výkonu random forest jsou Kappa a AUC, blíže popsány v sekci
2.2.

Porovnával jsem zde dva agregované stavy modelu – první agregovaný na
délce celé historie a druhý jako výběr historických hodnot s nejlepší hodnotou
Kappa pro Gaussian Naive Bayes testovaný v předchozí části, více detailů
o jednotlivých výsledcích lze najít v sekci 4.2.

V tabulkách 4.7, 4.8 a 4.9 jsou shrnuty výsledky i se směrodatnou odchyl-
kou. Pro datasety Financial a Japan jsou hodnoty AUC proškrtnuté, protože
predikovaná třída není binární.

Výsledky jsou si pro řadu testovaných datasetů velmi podobné. To pra-
menní často z podobných nejlepších hodnot pro více různých měr, například
pro dataset Dota 2 jsou tyto hodnoty identické pro všechny míry.
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4. Experimenty

Dataset Nejlepší hodnoty Celá historie
Kappa AUC Kappa AUC

Financial 0.078± 0.027 X 0.086± 0.025 X
FNHK 0.234± 0.009 0.618± 0.005 0.219± 0.010 0.610± 0.005
Stats 0.078± 0.004 0.539± 0.002 0.068± 0.004 0.534± 0.002
Dota 2 0.941± 0.001 0.971± 0.001 0.841± 0.001 0.921± 0.001
Japan 0.572± 0.005 X 0.456± 0.005 X
Rossmann 0.997± 0.001 0.998± 0.001 0.696± 0.011 0.847± 0.005
Mosquito 0.315± 0.057 0.659± 0.031 0.201± 0.071 0.601± 0.035
Walmart −0.004± 0.001 0.494± 0.001 −0.004± 0.001 0.494± 0.001
KDD14 0.002± 0.003 0.501± 0.001 −0.001± 0.003 0.500± 0.001
Basketball 0.180± 0.011 0.591± 0.006 0.136± 0.011 0.568± 0.005

Tabulka 4.8: Hodnoty Kappa a AUC v porovnání pro nejlepší body MI v his-
torii a celé historii datasetů

Dataset Nejlepší hodnoty Celá historie
Kappa AUC Kappa AUC

Financial 0.087± 0.025 X 0.087± 0.025 X
FNHK 0.231± 0.010 0.616± 0.005 0.220± 0.010 0.611± 0.005
Stats 0.082± 0.004 0.541± 0.002 0.067± 0.004 0.534± 0.002
Dota 2 0.941± 0.001 0.971± 0.001 0.841± 0.002 0.921± 0.001
Japan 0.516± 0.005 X 0.456± 0.006 X
Rossmann 0.985± 0.002 0.992± 0.001 0.695± 0.011 0.848± 0.006
Mosquito 0.098± 0.057 0.548± 0.029 0.201± 0.070 0.603± 0.035
Walmart −0.004± 0.001 0.494± 0.001 −0.004± 0.001 0.494± 0.001
KDD14 0.002± 0.003 0.501± 0.001 −0.001± 0.003 0.500± 0.001
Basketball 0.194± 0.011 0.597± 0.006 0.136± 0.011 0.568± 0.006

Tabulka 4.9: Hodnoty Kappa a AUC v porovnání pro nejlepší body Kappa
v historii a celé historii datasetů
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Kapitola 5
Formulace otázek

5.1 Otázka 1 - je potřeba optimalizovat délku
historie?

Hlavní otázkou, kterou si v práci pokládám a chci zodpovědět je zda je třeba
délku použité historie v temporálních datech optimalizovat. Temporální data
mohou obsahovat různý počet záznamů pro každou entitu, od řádově tisíců
čítajících mnoho let či pouze jeden jediný. Maximální délka historie nemusí
být různá jen mezi různými daty, ale i pro jednotlivé entity v rámci jednoho
datasetu. Při analýze temporálních dat je možné chtít k určitému bodu v čase
predikovat stav v datasetu na základě minulých záznamů. Otázkou pak je,
zda nějaká omezená délka historie použitých temporálních dat obsahuje více
informací o daném predikovaném stavu než celý dataset.

5.2 Otázka 2 - jaký je skutečný dopad
optimalizace na přesnost modelu?

Po průběhu optimalizace parametrů navrhovaným modelem a zisku informace
o optimální délce historie vyvstává otázka, zda při použití agregovaných hod-
not v optimalizované délce historie je výsledek skutečně lepší, než při použití
všech dostupných hodnot. Často může jít o situace, kde je vhodné využít
klasifikátorů s použitím více příznaků zároveň, což je jiná situace než při op-
timalizaci, kde předpokládám nezávislost jednotlivých atributů datasetu.

5.3 Otázka 3 - jak nejlépe délku historie
optimalizovat?

Pro práci s temporálními daty existuje mnoho známých algoritmů zaměřu-
jících se na časové řady (time series algoritmy, blíže popsané v sekci 1.4).
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5. Formulace otázek

V práci prezentuji tzv. agregační model, který nepracuje pouze s historickými
hodnotami dané entity v target table, ale také s ostatními numerickými in-
formacemi v datasetu, které nějakým způsobem agreguje v rámci dané délky
historie, podrobněji v sekci 3.1. Otázkou pak je který z těchto modelů je pro
optimalizaci délky historie nejvhodnější.

5.4 Odpověď 1 - je potřeba optimalizovat délku
historie?

Z výsledků shrnutých v experimentální sekci 4.2 vyplývá, že souvislost jednot-
livých atributů v datasetech s predikovanou třídou se s délkou historie mění.
Samotný efekt je pak různý pro různé datasety, atributy i metody agregace. Ve
všech testovaných datasetech došlo aspoň pro jeden z atributů a agregačních
metod ke zlepšení v dané míře o 10% a více. Častým úkazem pak byla přednost
optimalizace pro některou konkrétní agregační metodu, například pro Dota 2
dataset optimalizace pomohla ve všech mírách pro agregaci hodnot minimem.

Změny délky historie měly většinou větší a jasnější efekt pro hodnoty Chi2.
Hodnoty MI oproti tomu byly poměrně často velmi nestabilní. To může být
způsobeno malým počtem vzorků nebo nevyrovnaností dat, kde je poměr mezi
třídami velmi nevyrovnaný. Hodnoty Kappa algoritmu Gaussian Naive Ba-
yes pro množství datasetů dosahovaly špatných výsledků, pro některé data
a atributy výsledky stabilně na úrovni náhodného výběru, například dataset
Walmart. Klasifikátor skutečně pro všechny záznamy predikoval stejnou třídu.
V těchto případech zřejmě Gaussian Naive Bayes nebyl nejlepším klasifikač-
ním algoritmem k použití. Obecně nejhezčího vývoje se zkracující se délkou
historie dosáhly datasety Financial, Dota 2 a Japan. Shrnutí jednotlivých
výsledků lze najít v tabulce 4.1.

Bez ohledu na změny hodnot pro konkrétní datasety, atributy, agregační
metody a míry lze ale s jistotou říci, že změna délky použité historie způsobila
změnu ve výsledných hodnotách měr. Odpověď na tuto otázku je tedy ano, je
potřeba délku historie optimalizovat.

5.5 Odpověď 2 - jaký je skutečný dopad
optimalizace na přesnost modelu?

Po výpočtu optimálních délek historie jednotlivých agregačních metod a atri-
butů bylo třeba otestovat, zda tyto hodnoty mají efekt i při predikci hodnot
klasifikátorem přes všechny agregované hodnoty, tedy bez předpokladu ne-
závislosti atributů. V sekci 4.6 testuji vliv těchto predikovaných hodnot na
výsledky klasifikátoru random forest.

První byla aplikace klasifikátoru random forest ve dvou variantách vy-
zkoušena na Financial datasetu, více v sekci 4.6. Z výsledků vyplynulo, že
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5.5. Odpověď 2 - jaký je skutečný dopad optimalizace na přesnost modelu?

minimálně pro dataset Financial existují body v historii, kde random forest
v klasifikaci dosahuje lepších výsledků, než použití nejlepších hodnot z před-
chozích výpočtů. Tento efekt ale nemusí být pravidlem pro všechny datasety
a z principu pouze potvrzuje fakt, že optimalizace délky historie funguje, jen
s použitím jiného algoritmu. K ověření hodnot na ostatních datasetech jsem se
ale přeci jen rozhodl využít metody druhé, kde se aplikují nejlepší vypočtené
hodnoty historie pro Chi2, MI nebo Kappu v Gaussian Naive Bayes klasifiká-
toru. Konkrétní volba pak byla Kappa, která zde dosáhla nejlepších výsledků.

Výsledné hodnoty jsou shrnuté v sekci 4.6.3. Pro datasety Stats, Dota 2,
Japan, Rossmann a Basketball došlo ke zlepšení, nejvýraznější zlepšení pro
dataset Rossmann, kde se Kappa zvýšila z 0.7 na 0.99 pro hodnoty Chi2 a
MI, což je skoro perfektní přesnost. Pro datasety Financial, FNHK, KDD14
a Walmart nedochází prakticky k žádnému zlepšení ani výraznému zhoršení,
což se nemění ani s různými volbami použité míry. Je ale pravděpodobné, že
nejlepší body pro jednotlivé míry jsou si velmi podobné a tedy tam rozdíl není
vidět i z tohoto důvodu, napovídá tomu i vývoj při použití algoritmu random
forest na Financial datasetu při pohyblivé délce historie popsané v sekci 4.6.1.
Údaje o výkonu modelu pro jednotlivé míry, atributy a agregace lze najít
v tabulce 4.1. Pro dataset Mosquito pak výsledek byl po optimalizaci výrazně
horší vyjma hodnot zvolených na základě MI.

Hlavní motivací zvolené metody bylo mít jednotný postup testu pro všechny
datasety. Je ale pravděpodobné, že způsob výběru nejlepších bodů v historii na
základě měr Chi2, MI a Kappa s použitím Gaussian Naive Bayes nemusí pro
všechny datasety najít vhodné hodnoty pro algoritmus random forest. Zároveň
se v testech vyskytují případy, kdy výsledky některé míry, často šlo o Kappu,
jsou neměnné nebo se zhoršují s klesající délkou historie. Dalším problémem
může být rozdíl v klasifikátoru použitém k optimalizaci a testování, kde se
výkony random forest a Gaussian Naive Bayes můžou na stejném datasetu
velmi lišit.

Co vůbec nebylo testováno jsou pak varianty s úplným vypuštěním ně-
kterých agregačních hodnot, které mohou přidat šum do dat, případně kom-
binování nejlepších hodnot mezi různými mírami. Tyto možnosti by mohly
přinést značné zlepšení, zejména pro případy kdy určitá míra je pro některé
atributy víceméně šum a pro jiné si vede dobře. Efektivní způsob aplikace
získaných optimálních délek v práci diskutován nebyl, ale je pravděpodobné,
že univerzálně správný existovat nebude a je třeba volbu upravit v závislosti
na konkrétních datech.

Pokud beru v úvahu tyto rozdíly, přikláním se k názoru, že vliv optimali-
zace byl převážně kladný a na přesnost modelu měl pozitivní vliv.
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5. Formulace otázek

5.6 Odpověď 3 - jak nejlépe délku historie
optimalizovat?

V práci prezentuji agregační model, kde historická data v background table
jsou agregována pomocí některých agregačních funkcí pro jednotlivé entity
v target table. Grafické znázornění a popis dat použitých v práci lze najít
v sekci 3. V experimentální sekci 4.5 porovnávám výsledky existujících time
series algoritmů s tímto modelem.

Mezi použitými datasety nebylo příliš mnoho případů vhodných pro použití
klasických time series algoritmů – takové případy vyžadují více záznamů pro
jednu entitu v target tabulce. Takové případy jsou zde 3 a i na těch z různých
důvodů není možné použít všechny tří testované metody – agregační metodu,
skrytý Markovův model a ARIMA. Porovnání tedy není úplně kompletní, ale
z porovnaných hodnot vyplývá, že agregační model dosahuje výrazně lepších
výsledků než testované time series algoritmy. ARIMA si pak vedla obstojně,
ačkoliv to z celkových výsledků nemusí tak vypadat, podrobnější výsledky
v sekci 4.4 ukazují určitý vývoj se změnou hodnot lag a dosahují poměrně
dobrých výsledků Kappa. Oproti tomu skrytý Markovův model se ve všech
testech příliš neosvědčil, více v sekci 4.3. Mé podezření je, že třídy v testova-
ných datasetech nevykazují pravidelný vývoj v čase, ale jsou spíše v náhodném
pořadí, což tomuto typu algoritmu dělá potíže. Agregační model ale predikci
vztahuje i na přidané informace z background table.

Samotný popis implementace agregačního modelu použité v této práci lze
najít v sekci 4.2.1. Jde o algoritmus agregace hodnot historie hrubou sílou s pár
zlepšujícími heuristikami. V práci nebyla uvažována možnost plovoucího okna
a hodnota tzv. blackout, kde jsou vypuštěny některé hodnoty z nejkratších
částí historie. Tyto případy by mohly být zajímavé k otestování a v kombinaci
s prováděnou optimalizací by mohly vést jen na lepší výsledky (nyní model
funguje jako model s hodnotou blackout rovnu nule). Možnosti využití jiné
metody než hrubé síly byl diskutován zběžně v sekci 4.2.1.4, závěrem bylo, že
model v současné podobě počítá s vypočtením agregací všech hodnot historie
a pro větší změny by musely být přepracovány předpoklady. Je tedy pravdě-
podobné, že další optimalizace zde prezentovaného modelu by byla možná jen
drobnými úpravami již existujícího kódu.

Porovnání na datasetech probíraných v této práci se nezdá z výše zmí-
něných důvodů příliš směrodatné a na takto malém vzorku porovnaných dat
se nedá dobře rozhodnout, která z metod je skutečně nejlepší. Data zvolená
v této práci se zdají obecně vhodnější pro agregační model a i z tohoto důvodu
byla zvolena. Je velmi pravděpodobné, že pro jiný typ dat by agregační model
nemusel být vhodný nebo vůbec použitelný. Na tuto otázku tedy v této práci
není jednoznačná odpověď.
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5.7. Limitace

5.7 Limitace
Agregační model lze použít pouze na temporální data a jen určité struktury,
viz úvod k datům v sekci 3. Navíc záleží na tom, zda data obsahují nějaký
numerický atribut vhodný k agregaci. Použitý model pak není napsaný příliš
uceleně s kvalitními vstupními a výstupními metodami, například neobsa-
huje obecný vstupní rozhraní pro načtení i z jiných zdrojů dat, jakým může
být například JSON, ale v mnoha případech obsahuje i úpravy v jádru kódu.
Tyto úpravy vznikly zejména kvůli ladění modelu na základě novějších a jinak
strukturovaných datasetů. U řady datasetů nebyly pozdější úpravy a zlepšení
kódu propagovány zpětně do předchozích instancí. Model obsahuje jen limito-
vané množství agregačních funkcí. Výpočetní a paměťové nároky jsou u řady
datasetů poměrně vysoké a bylo by možné model více optimalizovat, napří-
klad rozšířením agregace na více procesorových jader, postupným načítáním
zdrojových dat do paměti podle užitečnosti či postupným odkládáním agre-
govaných dat do souboru.
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Závěr

Výsledkem této práce je implementace agregačního modelu – algoritmu kom-
binujícího hodnoty většího množství temporálních dat pro každou entitu do
jednoho záznamu pomocí agregačních funkcí průměr, minimum a maximum.
Implementace je provedena pomocí programovacího jazyka Python verze 2.7 a
zejména knihovny sklearn, nabízející velké množství data miningových metod.

Výsledky agregačního modelu byly dále testovány na deseti různých tem-
porálních datech s cílem zjistit, zda a jakým způsobem se použité míry – Chi2,
MI a Kappa klasifikace pomocí GNB – mění při změnách délky agregované
historie. Na některých vhodných datasetech byl pak model porovnán s jinými
řešeními klasifikace temporálních dat (skrytým Markovovým modelem, algo-
ritmem ARIMA).

V práci prezentovaný agregační model je možné využít k převedení tem-
porálních dat různých struktur do vztahu 1:1 mezi predikovaným labelem
v čase a jednotlivými atributy. Tento tvar pak lze použít v mnoha konvenč-
ních klasifikačních algoritmech, například v této práci testovaném random fo-
rest klasifikátoru. V situacích, kde je predikovaný label v čase vůči atributům
v poměru 1:n, nebo v případě využití minulých hodnot labelu, model využívá
agregační funkce, kterými je převede do vztahu 1:1. V případě, že jsou data
rovnou ve vztahu labelu v čase vůči atributům 1:1, je agregační funkce jedno-
duše zachovají. Tato vlastnost je velkou výhodou oproti v práci testovaným
time series algoritmům ARIMA a skrytý Markovův model, které na datech
v poměru labelu v čase vůči atributům 1:n nejsou schopny pracovat. Závě-
rem testování optimalizace délky historie pak je, že bez pochyby hraje roli
na kvalitě výstupu agregačního modelu, jak velkou a v jakých bodech se ale
velmi liší mezi jednotlivými datasety. V porovnání s již existujícími time series
algoritmy ARIMA a skrytý Markovův model si agregační model vedl v porov-
návaných případech lépe, na všech ostatních datasetech a interpretacích nešly
tyto algoritmy použít vůbec, tedy v tomto ohledu vyšel agregační model jako
jasný vítěz. Aplikace výsledků agregačního modelu na klasifikační algoritmus
random forest vedla pro šest z deseti testovaných datasetů po optimalizaci
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Závěr

k o 33.57% lepším hodnotám Kappa a 7.62% lepší AUC, než na celé historii,
na zbylých čtyřech datasetech nebylo znatelné zlepšení.

Další rozvoj práce je možný například v implementaci plovoucího okna –
kromě omezení délky použité historie jsou vypuštěna některá data z nedávné
historie, které nemusí být pro predikci třídy natolik relevantní. Dále pak op-
timalizace výkonu algoritmu nebo zahrnutí jiných měr či agregačních funkcí.
Za velký problém jsem v práci považoval fakt, že je třeba sjednotit metodiku
pro větší množství různých dat a agregační model je v principu velmi závislý
na použitých mírách a agregačních funkcích, které na různých datech mohou
vykazovat různé výsledky.

Práce pro mě byla přínosem. Byla to má první zkušenost s prací s tem-
porálními daty a také s rozsáhlejším výzkumem problému a snahou o co nej-
věrnější srovnání výsledků. Pokud bych práci rozšiřoval, zřejmě bych zvolil
velmi odlišný přístup k metodice a snažil bych se porovnat nejlepší dosažené
výsledky na daných datech místo všech spočtených hodnot. Myslím si, že by
tato metoda byla i věrnější pro použití v reálném prostředí.
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Kapitola 6
Přílohy

6.1 Financial
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Příloha A
Seznam použitých zkratek

ARIMA Autoregressive integrated moving average

AUC Area under curve

GNB Gaussian Naive Bayes

MI Mutual information

NOAA National Oceanic and Atmospheric Administration

RF Random forest
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Příloha B
Obsah přiloženého CD

readme.txt..................................stručný popis obsahu CD
ZZP.pdf..................................................zadání práce
DP.pdf................................................tento dokument
doc......adresář se soubory potřebnými ke kompilaci tohoto dokumentu
src

agreg_model...........zdrojové kódy spojené s agregačním modelem
hmm.........zdrojové kódy spojené se skrytým Markovovým modelem
arima .................. zdrojové kódy spojené s algoritmem ARIMA
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