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Abstrakt

Cielom tejto diplomovej prace je vykonat doélezité kroky pred uvedenim odporuéacieho
systému do prevadzky internetového obchodu. Praca obsahuje analyzu ponuknutych dat
od e-shopu Kickz a navrh vhodnej metodolégie vyhodnocovania zvoleného
odporucacieho systému. Sucastou prace je aj teoreticky Uvod do problematiky
odporucacich systémov s popisom pouzivanych odporucacich metdd. Ponuka prehlad
sucasnych poskytovatelov odporucacich systémov, ako aj popis konkrétnych rieseni
danej problematiky vo vybranych e-shopoch. Okrem toho obsahuje aj prehlad
vyuzivanych vyhodnocovacich pristupov. DéleZitou castou tejto prace je analyza
vysledkov ziskanych pri navrhnutom postupe vyhodnocovania a vyber najvhodnejsieho
odporucacieho modelu pre skimané data.

Klacové slova odporucéacie systémy, vyhodnocovanie odporuéacich systémov,
Recombee, cold start problém, recall-coverage multiobjektivne vyhodnocovanie

Abstract

The aim of this diploma thesis is to take important steps before the implementation
of a recommendation system to an e-shop. The thesis is based on the data provided by
Kickz e-shop and it aims to deliver an advisable evaluation approach for a chosen
recommendation system. A theoretical introduction to the recommendation systems, as
part of the diploma thesis, contains the descriptions of used recommendation methods
and evaluation approaches. This thesis provides an overview of contemporary
recommendation system providers and offers a description of solutions applied
in chosen e-shops. The last parts of the thesis analyze achieved evaluation results and
focus on the selection of a suitable recommendation model for the researched data.

Keywords recommendation systems, recommendation system evaluation,
Recombee, Cold Start Problem, Recall-Coverage Multi-Objective Evaluation
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1 Uvod

1 Uvod

Internetovda éra so sebou priniesla rozmach e-shopov, ktoré oproti kamennym
predajniam maju moznost ponuknut zdkaznikom znaéné mnoZistvo produktov. Tato
vymozenost okrem moznosti réznorodého vyberu so sebou ale prindsa aj zahltenie
zdkaznikov velkym mnozstvom informacii. Okrem toho, pribudajuici pocet internetovych
obchodov predstavuje pre ich prevadzkovatelov rasticu konkurenciu.

Jednym z rieSeni tychto problémov predstavuje vyuZitie odporucacich systémov. Tie
jednak utuZzuju doveru zékaznika v dany obchod, a takisto mu ponukaju moznost objavit
pre neho doteraz nezndme produkty. Na dosiahnutie tohto pozitivheho vplyvu
na zakaznika je ale potrebné, aby mu bol odportcaci systém schopny ponuknut pre neho
relevantné odporucania.

Daldim vyznamnym kritériom systému je, aby bol schopny vytvarat kvalitné
odporucania aj v pripade novych zdkaznikov alebo v pripade zavedenia novych
produktov do ponuky obchodu. Této situacia referuje na jav zndmy pod ndzvom cold
start problém.

Existuje niekolko odporidcacich metdd, ktoré sa pouZivaji na generovanie
navrhovanych produktov, no ziaden znich nie je schopny spolahlivo pracovat
nad vSetkymi druhmi vstupnych dat. Preto je pri navrhu odporucacieho systému dolezita
podrobna analyza charakteru tychto dat, na zadklade ktorej je moZné nasledne vylucit
nevhodné odporucacie pristupy. Vyber vhodného spdsobu vyhodnocovania vybranych
odporucéacich modelov zohrava takisto velkd ulohu, pretoze napomaha odhalovat
nedostatky jednotlivych modelov.

Tato prdca sa zameriava na analyzu dat aodporucacich modelov v ramci
odporucacieho systému Recombee za ucelom vyberu vhodného modelu pre Sportovy
internetovy obchod Kickz. Na vyhodnocovanie jednotlivych modelov vyuZiva
recall-coverage multiobjektivne vyhodnocovanie, a tak isto sa sustreduje na schopnost
modelu vysporiadat sa s cold start problémom.

Praca je rozdelend na 6 kapitol. Prva kapitola obsahuje teoreticky uvod
do problematiky odporucacich systémov. Sustreduje sa na vymedzenie domén, popis
a definiciu tychto systémov a popis ich jednotlivych ¢asti. Dalej ponuka prehlad a popis
najpouzivanejSich metdd na generovanie odporucani. Zaver tejto kapitoly sa venuje javu
s ndzvom cold start problém.

Daldia kapitola sa venuje konkrétnym prikladom pouZitia odporucacich systémov.
Obsahuje prehlad niektorych rieseni tychto systémov vo zvolenych e-shopoch, a takisto
priklady niektorych sucasnych prevadzkovatelov odporucacich systémov s popisom
ponukanych vymoZenosti.

Kapitoly 4 a 5 vysvetluju jednotlivé kroky, podla ktorych by sa malo postupovat
pri ndvrhu odporucacieho systému, a popisuju metodoldgie vyuzivané
pri vyhodnocovani odporucacich systémov.

Zvysné kapitoly obsahuju analyticki a experimentalnu c¢ast prace, spolo¢ne
s vyhodnotenim vysledkov vyhodnocovania anavrhom vhodného odporucacieho
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modelu pre dané data. Prilohy obsahuju dodatocné grafy vysledkov vyhodnocovania
a ukdzku odporucani vygenerovanymi vybranymi modelmi.
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2 Teoreticky Uvod do problematiky odporucacich
systémov

Odporucacie systémy su v [1] definované ako softwarové ndstroje a techniky,
ktoré navrhuju pouzivatelovi také objekty, ktoré by mohli byt pre neho uzito¢né.
Sucastou generovania tychto odporucani je snaha o najdenie rovnovahy vo faktoroch
ako novota, stabilita, rozptylenost a presnost jednotlivych odporuéani [2].

2.1 Formalna definicia odporucacich systémov a popis domén

Nasledujuca formalna definicia odporucacich systémov je ¢erpana zo zdroja [3].

Majme mnozinu vsetkych pouzivatelov C a mnozinu Szahfiajucu vsetky objekty
dostupné na vytvorenie odporucani. Velkost mnoZiny vsetkych objektov S moéze
dosahovat stovky, tisicky a v niektorych pripadoch az miliony objektov, pricom tieto
rozmery moze nadobudat aj priestor mnoziny pouzivatelov C.

Majme funkciu utility u, ktora vyjadruje uzito¢nost objektu s pre pouzivatela c, a teda

u:CxS - R,

kde R predstavuje Uplnu usporiadand mnoZinu dcisel, napriklad mnozinu kladnych
prirodzenych alebo redlnych Cisel z vybraného intervalu.

Potom pre pouzivatela ¢ € C chceme vybrat taky objekt s’ € S, ktory maximalizuje
zadefinovanu utilitu. Formalne:

VcEC, se = argmax u(c,s).
SES

Utilita v odporucacich systémoch obycajne predstavuje rating alebo ohodnotenie,
ktoré vyjadruje, ako velmi sa dany objekt paci danému pouzivatelovi. Jej hodnota
vacsinou nie je definovana pre cely priestor CXS, ale len pre jeho podmnozinu. Tento
fakt predstavuje zdkladny problém v odporucacich systémoch. Znamena to teda, Ze je
nutné extrapolovat utilitu do celého tohto priestoru, ¢o moze byt dosiahnuté pomocou:

1. zavedenia heuristiky definujucej funkciu utility a empiricky validujlcej jej
vysledky,

2. odhadu funkcie utility optimalizujicej urcité kritérium (napr. stredna
kvadraticka chyba?).

2.1.1 Vymedzenie domén a zdrojov dat odportcacich systémov

Odporucacie systémy spracovavaju informacie azhromaiduju rbézne druhy dat
za Ucelom vytvorenia odporucani. Tieto informdacie a data sa primarne tykaju objektov,
z ktorych systém generuje odporucania, az pouzivatelov, ktorym su ndsledne tieto
odporucania ponuknuté.

! Mean Square Error
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Odporucacie systémy vo vSeobecnosti vyuZivaju data z troch typov domén [1]:
1. objekty,
2. pouzivatelia,
3. transakcie.
Nasledujuce informacie o jednotlivych doménach su primarne Cerpané zo zdroja [1].

2.1.1.1 Objekty

Pojem objekty, pripadne produkty, zahffia predmety alebo sluzby, ktoré odporucaci
systém vyuziva na vytvaranie odporucéani. Objekty mozu byt charakterizované svojou
zloZitostou a svojou hodnotou alebo utilitou, pricom tato hodnota méze byt pozitivna,
ale aj negativna. Pozitivna je v pripade, ak je objekt uZito¢ny pre pouzivatela a negativna
je v situacii, kedy tento objekt nie je uzitoény pre pouzivatela a znamena pre neho zlu
volbu, ak si ho vyberie.

Nadobudanie objektu pre pouzivatela zahfia urcité naklady, ktoré zahriaju jednak
kognitivnu zlozku pri hlfadani objektu pouZivatefom a takisto aj finan¢nu zlozku, ktoru
pouzivatel pri ndkupe objektu pripadne zaplati.

Tieto zlozky sa daju nazornejsie popisat na priklade navrhu odporucacieho systému
pre prevadzkovatela internetovych novin, kedy projektant systému musi okrem zlozZitosti
¢lanku, jeho struktury a jeho aktudlnosti mysliet aj na to, Ze aj ked pouZivatel neplati
za Citanie clankov v danych novinach, stale vynaklada kognitivne naklady spojené
s hfadanim a precitanim si ¢lanku.

Ak je ndjdeny clanok relevantny pre pouZivatela, ziskanie uZito¢nej informacie
dominuje nad tymito nakladmi. Naopak, ak tento clanok nie je relevantny, vysledny zisk
pre pouzivatela nadobuda negativnu hodnotu.

Pri doménach objektov obsahujucich finanéne narocné objekty (autd, domy, atd’) je
dolezitou zlozkou pri vybere odporucani pre pouzivatela prave skutocna financna
hodnota objektov.

Podla zloZitosti a hodnoty moZzeme objekty rozdelit do nasledovnych skupin:

1. objekty s nizkou hodnotou a zloZitostou — patria sem napriklad knihy,
noviny, filmy,

2. objekty s vysokou hodnotou a zloZitostou — patria sem napriklad rézne
druhy elektroniky,

3. najkomplexnejsie objekty vzhladom na hodnotu a zlozZitost — patria sem
napriklad financné investicie, cestovanie alebo pracovné pozicie.

Rozsah atribdtov a priznakov jednotlivych objektov je spravidla podmieneny
technoldgiou, ktord odporucéaci systém vyuziva. NavySe sa systém modze naudit,
ako utilita jednotlivych objektov zavisi na vybere jednotlivych priznakov danych
objektov.

Na reprezenticiu objektov moziu byt wvyuzité rozlicné informacie aformy
reprezentdcie, ktoré mozu predstavovat jednoduchy id kdéd alebo zloZitejsiu formu
v podobe mnoziny atributov, ¢i konceptu v ontologickej reprezentacii domény.

2.1.1.2 Pouzivatelia

Pouzivatelia alebo zékaznici mézu mat v kontexte odporucacich systémov rozlicné
ciele avlastnosti. Odporucaci systém skima za ucelom vytvorenia odporucani urcity

4
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ramec informécii ziskanych od pouZivatela, pricom tieto informacie mézu byt
Strukturované réznymi spdsobmi.

Model alebo profil pouzivatela predstavuje jeho preferencie a potreby. S vyuzitim
tohto pojmu moézu byt odporucacie systémy chapané ako systémy, ktoré generuju
odporucania pre pouzivatela prostrednictvom skdmania avytvdarania modelov
pouzivatelov.

Vyber dat na vytvorenie profilu pouZivatela je podobne ako pri vybere priznakov
objektov (2.1.1.1) ovplyvneny odporucacou technikou vyuZitou v danom systéme.
Napriklad v pripade kolaborativneho filtrovania (2.2.1) je pouzivatel modelovany
ako zoznam jeho hodnoteni jednotlivych objektov.

Pouzivatel mbze byt dalej reprezentovany aj urcitymi vzorcami priznaénymi pre data
ojeho spravani sa, priCom toto spravanie mozZe zahfiiat prehladavanie stranok,
¢i hlfadanie informacii o Ziadanych objektoch a sluzbach. Informdcie o pouzivateloch
mézu byt obohatené aj datami o vztahu medzi nimi v zmysle Urovne ich dovery v tento
vzajomny vztah. Tieto data moéZu byt vyuZité systémom pri vybere odporucani
pre pouzivatela nazaklade preferovanych objektov pouzivatelmi, ktorym dany
pouzivatel doveruje.

2.1.1.3 Transakcie

Transakcie su vkontexte odporucacich systémov chapané ako zaznamenané
interakcie medzi pouZivatelom a odporucacim systémom. Predstavuju v podstate
logovacie data, zdznamy, ktoré v sebe uchovavaju délezité informdacie ziskané pocas
interakcie ¢lovek-robot a ktoré su uzitocné pre odporucaci algoritmus vyuzZivany danym
systémom.

Obsahom takychto zaznamov moéze byt napriklad odkaz na objekt, ktory si pouZivatel
vybral, apopis kontextu (napr. pouzZivatelov zdmer, poziadavka), v ktorom bolo
odporuéanie vygenerované. Dalej moZu tieto zaznamy obsahovat aj data o explicitnej
spatnej vazbe pouzivatela na vybrany objekt, ako je napriklad jeho ohodnotenie tohto
objektu.

Medzi najpouzivanejSie formy transakcii patria ohodnotenia alebo ratingy,
ktoré mozu byt ziskavané implicitne alebo explicitne. Ziskavanie explicitnych ohodnoteni
moZe predstavovat napriklad poZiadanie pouZivatela o vyjadrenie svojho nazoru
na objekt v podobe skaly ohodnotenia.

Podla [4] m6Zu byt ohodnotenia vyjadrené napriklad v jednej z nasledujucich foriem:

e numerické ohodnotenie (napriklad 1-5 hviezdiciek),

e ordindlne ohodnotenie (napriklad ,velmi sihlasim, suhlasim, neutrdlne,
nesuhlasim, velmi nesuhlasim*),

e bindrne ohodnotenie, kedy sa pouzivatel rozhodne, ¢i je nejaky objekt
v jeho ponimani dobry alebo zly,

e unarne ohodnotenie, ktoré mdze vyjadrovat skutocnost, Ze si pouzivatel
pozrel dany objekt alebo si ho kupil, alebo ho pozitivhe ochodnotil.

Pouzivatelovo ohodnotenie méze mat napriklad aj formu tagov, ktoré vyjadruju jeho
asociacie s danymi objektmi.

Pri implicitnom ziskavani ohodnoteni si systém odvodzuje pouZivatelove nazory
na zaklade jeho ¢innosti. Toto odvodenie sa da ilustrovat scenarom, v ktorom pouzivatel

5
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v e-shope zada nejaky vyraz do rychleho vyhladavania avzobrazenom zozname
objektov odpovedajicim zadanému vyrazu klikne na objekt, ktory ho zaujal, a o ktorom
chce zistit viac informacii. Z takého pouzivatelovho spravania si mdze systém odvodit,
Ze sa pouZzivatel uréitym sposobom zaujima o vybrany objekt.

Dialdgovymi systémami suU oznacované také systémy, ktoré umoznuju interaktivny
proces s pouzivatefom avktorych sa poziadavky pouZivatela striedaju s akciami
systému. V pripade poutzitia takychto systémov je transakény model komplexnejsi.
Po poslani poziadavky na odporucaci systém pouzivatelom moze systém bud' vytvorit
zoznam odporucani pre tohto pouzivatela alebo si vyZiadat viac informacii tykajdcich sa
pouzivatelovych preferencii pre docielenie lepSieho vysledku. Zozbierané odpovede
na poZziadavky, ktoré pocas tohto procesu systém smeruje smerom na pouzivatela, moze
systém vyuzit pri u¢eni sa modifikacie svojej interakénej stratégie, ktoré je podmienené
vysledkom tohto odporucacieho procesu.

2.1.2 Podnet na vznik odportcacich systémov

Myslienka na vytvorenie odporucacich systémov ma svoje korene v pochopeni
prirodzenej tendencie Ccloveka spoliehat sa na odporucania inych fudi, ¢ uZ
pri kazdodennych ¢innostiach, pri vybere knihy na citanie alebo pri vybere filmu, kedy
tieto odporucania mdzu predstavovat filmové recenzie. DalSou motivaciou na vytvorenie
tychto systémov bol narastajuci trend vzniku réznych internetovych sluzieb a e-shopov
spolo¢ne s enormnym ndrastom mnoZstva informacii dostupnych na internete aich
réznorodosti.  Pre pouZivatefa to znamenalo zvySenie mnoZstva informacii,
ktoré potrebuje spracovat predtym, ako je schopny najst avybrat si objekt,
ktory potrebuje, ¢o viedlo k jeho vahavym a slabym rozhodnutiam [1][5]. Prinos vacSieho
potu moZnosti malo namiesto pozitivneho Gc¢inku negativny dopad na uzZitok
pre pouzivatela. Odporucacie systémy sa vsak v poslednych rokoch prejavili ako vhodny
prostriedok na rieSenie tohto problému [1].

Ako sa uvadza v [1], odporucacie systémy su teda primarne uréené pre pouzivatelov,
ktori nie su dostatocne kompetentni alebo nemaju dostatocné mnozstvo skusenosti
na vyhodnotenie nadmerného poctu alternativnych objektov, ktoré mu ponukaju
jednotlivé webové stranky. Pojem objekt je tu chapany ako vSeobecné pomenovanie
pre vysledok odporucacieho systému pri vytvarani odporucani pre pouZivatela, pricom
sa systém vacdsSinou sustreduje na Specificky druh objektu, ako napriklad c¢lanky
alebo knihy.

Odporucaci systém generuje odporucané objekty na zdklade pouzivatelovej
poziadavky, pricom sa pri jej spracovani berie do Uvahy aj kontext pouZivatela a jeho
potreby, s vyuZitim réznych typov znalosti a dat o pouzivateloch, dostupnych objektoch
a predoslych transakciach [1]. Tieto data su obvykle uloZené v databazach upravenych
podla potrieb prevadzkovatela e-shopov alebo internetovych sluZieb, kde je dany
odporucaci systém pouZzity.

Vyber objektov na odporucania pre pouzivatela mdze byt podmieneny napriklad
najpredavanejSimi objektmi vramci e-shopu, historickymi datami o nakupoch
pouzivatela, ktoré su pouZité na predikciu jeho buduicich nakupov,
alebo demografickymi informaciami o pouzivatelovi [1].
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2.1.2.1 Personalizované odporucania

Vzhladom na to, Ze odporucacie systémy napomadhaju e-shopom adaptovat sa
na kazdého pouzivatela, sa daju v3sirSom slova zmysle povazovat za sucast
personalizdcie v ramci e-shopu. Tieto systémy automatizuju personalizaciu na internete,
a tymto umoznuju individudlnu personalizaciu pre kazdého pouzivatela. V snahe vytvorit
pre kazdého pouzivatela personalizované odporicania su rozlicnym pouzivatelom
ponuknuté odliSné navrhy objektov. Usporiadany zoznam predstavuje najjednoduchsiu
formu reprezentacie tychto odporuacani [5].

2.1.3 Popis jednotlivych komponentov odporucacich systémov

Informacie obsiahnuté v tejto Casti prace su cerpané prevaZzne zo zdroja [6].
Podla [6] sa odporucacie systémy skladaju z piatich hlavnych komponentov
(Obrazok 2.1):
1. zbieranie a spracovanie dat,
odporucaci model,
post spracovanie odporucania,
online moduly,

vk wnN

pouzivatelské rozhranie.

Tieto komponenty mdzu byt vzhladom na navrhnutd Struktdru vyvoja vyvijané
paralelne alebo sekvencne.

Navrh komponentu na spracovanie dat je Specificky pre kaidy pripad poutzitia.
Medzi beZné procesy obsiahnuté v tomto komponente ale patri oCistenie a normalizacia
dat, ako aj generovanie priznakov a definovanie selekénych moznosti. Vzhladom na fakt,
Ze odporucaci systém je zavisly na vstupnych datach, kvalita tohto komponentu
ovplyvnuje vysledné odporucania ziskané z daného systému.

Odporucaci model ma za ulohu vytvorenie odporucani pre pouzivatela, ¢o znamen3,

Ze je hlavnym komponentom celého systému. Charakter vstupu zaleZi od typu pouZitého
odporucacieho modelu, pricom ho mozu tvorit napriklad pouzivatelove preferencie
alebo popis ponukanych objektov. Po spracovani tychto vstupnych informacii model
predikuje objekty, ktoré by mohli byt predmetom zaujmu daného pouzivatela.
V mnohych pripadoch je potrebné vysledok odporiucacieho procesu dodatocne
spracovat pred tym, ako je ponuknuty a zobrazeny pouZivatelovi. Komponent na post
spracovanie vyslednej mnoZiny odporucani zarucuje, Ze odporucané objekty budu
pre pouzivatela relevantné a nebudu vzdialené jeho preferencidam. Tento ciel sa snazi
dosiahnut filtrovanim objektov vo vyslednych odporucaniach, opatovnym hodnotenim
vybranych objektov, ¢iprostriedkami napomahajicimi zvysit diverzitu odporucanych
objektov, vdaka comu bude mat pouzivatel na vyber z roznorodejsich objektov.
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¢

a spracovanie dat

Zbieranie

Post spracovanie

odporucania

Online

moduly

Obrazok 2.1 Komponenty odporucacieho systému [6]

Okrem toho mbzie komponent na dodatocné spracovanie odporucani v sebe
obsahovat urcitl biznis logiku. Jednu zjej poddb modzZu tvorit urcité obmedzenia,
ktoré napriklad zabezpecia, aby sa isté druhy objektov neodporucali vybranym typom
pouZivatelov. U&elom takychto obmedzeni nie je zvy$enie presnosti odporuéani,
ale plnenie stanovenych biznis cielov ahlavne zabezpecdenie lepsej pouZivatelskej
skusenosti.

Tato stratégiu moZeme z praxe ilustrovat na Amazone?, ktory pouZiva pravidld,
na zaklade ktorych pouZivatelovi neodporica vypredané objekty, alebo také, ktoré si uz
kapil. Netflix® svojim pouzivatelom neodporuéa filmy, ku ktorym nemajd prava na ich
streamovanie vzhladom na ich geograficki polohu. Takisto nenavrhuje detskym
pouZivatelom filmy pre dospelych. Mendeley* pouZivatelom neodporiéa sledovanie
vyskumnikov, ktorych uZsleduju alebo ktori nemaju verejny profil, ¢i nepovoluju
sledovanie svojich prispevkov inym vyskumnikom [7].

Po vygenerovani odporiucani aich dodatocnej Uprave nasleduje zobrazenie
navrhovanych objektov danému pouZzivatelovi. Tento krok md na starosti online modul,
ktory okrem iného modzZe zahfnat aj A/B testovanie réznych odporucacich metdd.
Komponent totiZto zaznamendva informacie o interakcidach pouZivatelov
s vygenerovanymi odporucaniami a o ich pouZiti. Nasledne sa urcuje, ktoré z tychto dat
je potrebné uchovat na vyhodnotenie vykonu systému, ako aj na jeho ucenie.

Poslednym komponentom odporucacieho systému je pouZivatelské rozhranie.
Na zaklade toho, ako bol tento komponent navrhnuty, sa rozhoduje, ako akde sa
vygenerované odporucania zobrazia pouzivatelovi, ¢o vSetko sa z nich zobrazi a do akej
miery vie pouzivatel so zobrazenymi odporutc¢aniami interagovat.

2 www.amazon.com
3 www.netlix.com
4 www.mendeley.com
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2.2 Zakladné koncepty odporucacich systémov

Ako uZ bolo spomenuté na zaciatku tejto kapitoly, zdkladnou ulohou odporucacich
systémov je ndjst objekty, ktoré by mohli byt pre pouzivatela uZito¢né. Odporucaci
systém musi teda odhadnut, ktoré objekty budd vhodné na odporuidéanie. Aby to docielil,
musi byt schopny predikovat utilitu objektov alebo aspon vediet porovnat niektoré
objekty medzi sebou na zadklade ich utility a nasledne rozhodnut, ktory z nich bude
vhodny na odporucanie.

Niektoré systémy vyuzivaju okrem odhadu utility aj urcité heuristiky, ¢o je typicky
priklad pre znalostne orientované systémy®. Takéto systémy odhaduju utilitu objektov
jednak wvyuzitim Specifického algoritmu anavySe pouzivaju rozlicné znalosti
o pouzivateloch, objektoch a o samotnej funkcii utility [1].

Ako popisuje [1], niekedy je utilita uréitého objektu vzhfadom na pouZivatela
ovplyvnend aj takzvanymi kontextovymi premennymi. Pod tymito premennymi
rozumieme faktory ako napriklad pouzivatelova znalost domény objektov, ¢as, v ktorom
je toto odporucanie vygenerované alebo pouzivatelova momentdlna poloha v pripade,
ak je pre pouzivatela privybere objektu rozhodujica vzdialenost objektu od neho.
Odporucaci systém by sa mal, prirodzene, vediet adaptovat na tieto dopliiujlce
informacie, ¢o predstavuje vacSiu vyzvu prigenerovani relevantnych odporucani
pre pouzivatela.

Podla toho, nad akymi doménami jednotlivé odporuicacie systémy operujq,
aké znalosti pri generovani odporucéani vyuZivaju a ktoré odporucacie algoritmy aplikuju
na odhad utility, rozlisuje [1] Sest tried odporucacich systémov:

1. kolaborativne odporucacie systémy,
obsahovo orientované odporucacie systémy®,
demografické odporucacie systémy,
znalostne orientované odporucacie systémy,
komunitne orientované odporucacie systémy’,

o v ks wnN

hybridné odporucacie systémy.
2.2.1 Kolaborativne odporucacie systémy

Odporucacie systémy su zavislé na vstupnych datach, ktoré moéziu mat rbzny
charakter. Podla [1] je najvhodnejSie vychdadzat z kvalitnych dat ziskanych z explicitnej
spatnej vazby od pouzivatela, kedy priamo vyjadruje svoje preferencie na dany objekt.
Nie vzdy su ale tieto data postacujluce na ziskanie kvalitnych a relevantnych odporucani
pre pouzivatela. Vtomto pripade si odporucacie systémy odvodzuju pouZivatelove
preferencie z informdcii o implicitnej spatnej vazbe. Ta zahffa informacie ako historické
data o ndkupoch, histériu prehladdvania, vyhladavacie vzory ¢i pohyby ukazovatela mysi
na stranke. Tieto informdacie nepriamo odrazaju pouzivatelove preferencie na zaklade
skimania jeho spravania.

5> knowledge-based systems
6 content-based recommendation systems
7 community-based recommendation systems
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Kolaborativne odporucacie systémy vychadzaju z predpokladu, Ze ak sa dvaja
pouZivatelia zaujimali alebo si zakupili rovnaky objekt v minulosti, tak budi mat
podobné preferencie aj v budicnosti [8]. Vytvara relaciu pre dve odlisné entity — objekty
a pouzivatelov. Prigenerovani odporucani cerpa informacie =z historickych dat
o interakciach pouzivatefov, priom sa pri danom pouzivatelovi snazi najst urcité
patterny (vzorce) v jeho spravani sa [1].

Vo svojej podstate nevyzaduju a ani nevyuzivaju informacie o samotnych objektoch.
Technika vyuzivand vtomto type odporuacacich systémov sa casto nazyva
aj kolaborativne filtrovanie, kedZe vyber vhodného objektu na odporucanie podlieha
filtrovaniu z velkého mnoiZstva objektov a pouzivatelia navzdjom implicitne kolaboruju
[8]. Presnost tychto systémov zélezi na tom, ako kvalitne je definované susedstvo
pouzivatelov a na jednoznacnosti interakénych dat [9].

Na zaklade metddy, ktoru kolaborativny odporicaci systém vyuZiva, mozu byt tieto
systémy rozdelené do dvoch kategérii [10]:

1. Neighbourhood metédy
Na predikciu ohodnotenia pre novy objekt sa priamo vyuZivaju
ohodnotenia objektov jednotlivych pouZivatelov.

2. Model-based metédy
Ohodnotenia sa vyuZivajd na ucenie predikdtového modelu,
ktory ndsledne vytvara odhady pre novy objekt.

Nasledujuce definicie tychto metdd a popis ich fungovania su cerpané zo zdroja [10].

2.2.1.1 Neighbourhood metédy

Neighbourhood metddy sa podla toho, ¢i sa zameriavaji na vztahy medzi objektmi
alebo pouZivatelmi, rozlisuji na objektovo orientované metddy® alebo pouZivatelsky
orientované metédy®.

Pouzivatelsky orientované metdédy hladaju pouzivatefov s podobnymi preferenciami
ako pouzivatel, pre ktorého sa systém snaZi vygenerovat odporucania. Navrhované
objekty vybera na zaklade objektov preferovanych tymito pouZivatelmi. Systém
vyuzivajuci objektovo orientované metédy odporuca objekty podobné tym, ktoré dany
pouzivatel uZv minulosti preferoval. Podobnost jednotlivych objektov sa urluje
na zadklade spoloc¢nych vyskytov v ramci vSetkych dat — teda pouzivatel, ktory si kupil
objekt x, si kupil aj objekt y.

Sice je princip oboch metéd velmi podobny, systémy vyuZivajlce tieto metddy mézu
pre rovnakého pouZivatela generovat rozdielne odporuiéania.

2.2.1.1.1 Pouzivatelsky orientované metody

Pouzivatelsky orientované metdédy sa snazia pri generovani odporucani
pre vybraného pouzivatela najst takych pouzivatelov, ktori si mu najviac podobni.
Nasledne z objektov preferovanych tymito pouZivatelmi vybera objekty vhodné

8 item-based methods
% user-based methods
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2 Teoreticky uvod do problematiky odporucacich systémov

na odporucania, pricom mézu byt tieto objekty ovdhované na zaklade podobnosti
medzi danym pouzivateflom a ndjdenymi jemu blizkymi pouZivatelmi.

Proces na pozadi pouzivatelsky orientovanych metdéd méze byt ilustrovany s vyuzitim
matice preferencii, vktorej riadky predstavuji jednotlivych pouZivatelov a stipce
objekty. Hodnota, ktord je zaznamenana na priesecniku pouzivatela s uréitym objektom,
predstavuje jeho ohodnotenie daného objektu na vybranej skale ohodnotenia.

1 HE
3 5

ey Bleorali

Obrazok 2.2 Priklad matice preferencii [10]

Obrazok 2.2 reprezentuje ohodnotenia knih jednotlivymi pouzivatemi, pricom vsetky
ohodnotenia su na skale 1-5, kde 5 je najlepSie ohodnotenie. Ak su tieto ohodnotenia
bindrneho charakteru, napriklad ako je zakupenie objektu, tato hodnota je konstantna
pre vsetkych pouzivatelov. V pripade, ak informdcia o ohodnoteni objektu danym
pouzivatelom nie je zndma, tato hodnota je v matici preferencii prazdna (Obrazok 2.2).

v
by

>
2
»

6 0.5 0.4 0.3 0.2 0.1

o

kosinusova podobnost medzi @ a ostatnymi pouzZivatelmi

Obrazok 2.3 Priklad vyratania podobnosti medzi prvym pouzivatelom a ostatnymi pouzivatelmi
s vyuzitim kosinusovej podobnosti [10]
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Obrazok 2.4 llustrovanie vysledného odhadu ohodnotenia objektov na zaklade ohodnotenia
objektu podobnym pouzivatelom ovahovanym ziskanou hodnotou podobnosti medzi
pouzivatelmi [10]

Prvym krokom vtomto druhu metdd je vyratanie podobnosti medzi jednotlivymi
pouzivatelmi na zaklade ich preferencii objektov (Obrazok 2.3). Reprezentacia
pouzivatelov ma najcastejSie podobu vektorov alebo poli, ktoré obsahuju jednotlivé
pouzivatelove ohodnotenia objektov, a pomocou zvolenej metriky sa vyrata podobnost
medzi pouzivatelmi.

Nasledne sa pre pouzivatela, pre ktorého maju byt vygenerované odporucania,
vyberie n pouzivatelov, ktori si mu najpodobnejsi na zaklade ziskanych hodnot
podobnosti. Na vytvorenie odporucani sa pouZiju objekty z mnoZiny objektov
preferovanych najpodobnejsimi pouzivatelmi, priCom sa vyfiltruju tie, ktoré sa zhoduju
s objektmi uZ preferovanymi danym pouzivatelom. Vysledné ohodnotenie objektu sa
odhaduje nazdklade hodnoty ohodnotenia objektu podobnym pouZivatelom,
ktord moze byt ovidhovana ziskanou hodnotou podobnosti medzi danym a podobnym
pouzivatelom (Obrdazok 2.4).

2.2.1.1.2 Objektovo orientované metddy

Podobne ako u pouzivatelsky orientovanych metdd, aj u objektovo orientovanych
metdd je prvym krokom pri generovani odporucani vyratanie matice podobnosti.

1
&

@ 1
e 5 as ® o
8 & t K 8-
] “ . 1 —
e P B o
1 0.9 0.8 0.7 0.6 0.5 0.4 0.3 0.2 0.1 0
%Y
kosinusova podobnost medzi a ostatnymi knihami

Obrazok 2.5 Priklad vyratania podobnosti medzi prvym objektom a ostatnymi s vyuZitim
kosinusovej podobnosti [10]
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2 Teoreticky uvod do problematiky odporucacich systémov

Vtomto druhu metdéd sa ale podobnosti rataji medzi jednotlivymi objektmi
(Obrazok 2.5). Tie su reprezentované vektormi alebo polami pouZivatelov, ktori ich
v minulosti ohodnotili.

Po ziskani podobnosti systém pristlpi ku generovaniu odporicani pre daného
pouzivatela. Tie sa ziskavaju na zdklade objektov, ktoré v minulosti dany pouzivatel
ohodnotil. Systém postupne prechddza vsetky tieto objekty a pre kazdy vyberie také,
ktoré s mu najviac podobné. Odhad ohodnotenia najpodobnejSich objektov je
ovplyvneny hodnotou pouzZivatefovho ohodnotenia objektu, ktorému su najviac
podobné. Zo ziskanej mnoziny objektov systém wvyfiltruje tie, ktoré pouzivatel
uz v minulosti ohodnotil. Vysledné objekty eSte moézu byt ovahované na zaklade
podobnosti medzi povodnymi objektmi z dat o danom pouzivatelovi aim podobnymi
objektmi (Obrazok 2.6).

=
‘9

[

. E uz ohodnotené danym

MR pouzivatelom v minulosti

=
I _ = . .(0.8x4+0.7x5)/(0.8+0.7)=4.5
)+(3x. .)+(5x.)=

(4 x
. z uz ohodnotené danym
M poudivatelom v minulosti

T
- \ (0.7x3)/0.7 =3.0

Obrazok 2.6 llustrovanie vysledného odhadu ohodnotenia objektov na zaklade ohodnotenia
povodného objektu vybranym pouzivatefom ovahovanym ziskanou hodnotou podobnosti
medzi objektmi [10]

2.2.1.2 Model-based metédy

Vyssie popisané neighbourhood metédy pouzivaji na odhad ohodnotenia objektu
data o ohodnoteniach objektov pouzZivatelmi. Model-based metddy vyuZivaju tieto
informdacie na naucenie prediktivneho modelu. Zakladnou myslienkou tohto typu metdd
je modelovat interakcie medzi pouZivatelmi a objektmi vyuZzitim algoritmov strojového
uéenia, ktoré sa snazia najst urcité patterny v datach. Medzi tieto algoritmy mézu patrit
napriklad bayesovské siete, zhlukovanie, klasifikacia, regresia, maticova faktorizacia
i obmedzené boltzmannove stroje?®.

2.2.1.3 Popularity bias

Ako uZ bolo spomenuté v tejto Casti prace, kolaborativne systémy su zavislé len
na datach o pouziti jednotlivych objektov pouZzivatelmi.

Tato skutocnost ale spésobuje jedno z obmedzeni tychto systémov, a to fakt, ze maju
tendenciu odporucat popularne objekty, o modzZe predstavovat problém v pripade
pouzivatelov s unikatnymi preferenciami, teda pouZzivatelov, ktori sa zaujimaju o objekty

10 restricted boltzmann machines
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s malym mnoZstvom dat vyuZitia. Tento problém je zndmy pod pojmom ,popularity
bias“ [10].

2.2.2 Obsahovo orientované odporucacie systémy

Obsahovo orientované systémy spracovdvaju vyluéne historické informacie
o interakcidch vybraného pouZivatela a neberd do uUvahy ostatnych pouzivatelov [9].
Zameriavaju sa na objekty, ktoré pouzivatel v minulosti ohodnotil, priom analyzuju ich
popis a informdacie o nich a ziskavaju tak ich charakteristické znaky, na zaklade ktorych
buduju pouZivatelov profil. Tento profil predstavuje Struktlirovanu reprezentaciu
pouzivatelovych preferencii prispésobend na odporuéanie novych objektov
pre pouzivatela [1].

Objekty vhodné na odporucanie vyberd na zaklade podobnosti atribatov s objektmi,
ktoré pouzivatel v minulosti ohodnotil [1]. Od kolaborativnych odporucacich
systémov (2.2.1) sa liSia v tom, Ze podobnost objektov odvodzuju na zéklade ich obsahu,
ktory tvoria napriklad metadata, popis objektu, klasifikovanie objektu, a nie na zaklade
toho, ako s nimi pouzivatelia interaguju [11].

Obsah objektov je reprezentovany vo forme vektoru priznakov. Tieto systémy su
zalozené na dostupnosti popisu objektov, ktoré modziu byt manudlne zadané alebo
automaticky extrahované, a na pouzivatelovom profile, ktory priraduje dolezitost tymto
charakteristikdm. Vyhodou ich pouZivania je, Ze pre dosiahnutie uspokojivych vysledkov
nevyzaduju velké mnoZstvo pouZivatelov, o ktorych mda systém informdacie, a nové
objekty mozu byt sucastou odporuéani hned, ako je dostupny jeho popis a jeho atributy
[8][11].

Proces na pozadi obsahovo orientovanych odporucacich systémov méze byt opat
ilustrovany svyuZitim matice preferencii, kde jednotlivé riadky predstavuju
pouzivatelov, stipce reprezentuju objekty a hodnoty na ich priesenikoch predstavuiju
ohodnotenie konkrétneho objektu konkrétnym pouzivatefom [11]. Priklad takejto
matice zobrazuje Obrazok 2.2.

Prvym krokom na ziskanie odporucani je vyratanie podobnosti medzi jednotlivymi
objektmi na zdklade ich obsahu. Ich obsah v tomto pripade predstavuju jednotlivé
atributy objektov, ako moéze byt napriklad nazov, popis objektu alebo kategoria,
do ktorej objekt v ramci kontextu daného e-shopu patri.

Zauzivanym postupom je vyfiltrovanie takzvanych ,stop words” z obsahu, teda
najbeznejsich slov pouzivanych v prirodzenom jazyku, ako su napriklad kratke funkéné
slova (slovd ako predlozky, spojky alebo zamend, ktoré su pouZivané na vyjadrenie
vztahu medzi slovami pouZitymi vo vetel?). Takto ziskany obsah jednotlivych objektov je
reprezentovany ako vektor alebo pole slov, ktoré su v obsahu obsiahnuté, ¢o ilustruje
Obrazok 2.7, kde je obsah objektov tvoreny ich ndzvami. Tato reprezentacia je nasledne
pouzita na vyratanie podobnosti medzi jednotlivymi objektmi, ktoré si potom vyuzité
na generovanie odporucani pre daného pouzivatela.

11 definicia z dictionary.cambridge.org
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Obrazok 2.7 Priklad reprezentacie obsahu objektov

Systém prejde postupne vsetky objekty, ktoré v minulosti pouzivatel ohodnotil,
a ku kazdému objektu vyberie n takych objektov, ktoré si mu najviac podobné.
Zo ziskanej mnoZziny objektov sa vylucia tie, ktoré pouzivatel v minulosti uz ohodnotil,
a ovahuju sa na zdklade podobnosti medzi objektom z pouZivatelovych historickych dat
a jeho najpodobnejSimi objektmi, pricom sa berie do Uvahy aj hodnota ohodnotenia
tohto objektu danym pouzivatelom. Princip je podobny ako pri objektovo orientovanom
kolaborativnom filtrovani (2.2.1.1.2), ibaze v tomto pripade sa systém zameriava
na obsah jednotlivych objektov, nie na pouZivatelské data.

2.2.3 Demografické odporucacie systémy

Demografické odporucacie systémy sa usiluju o kategorizaciu pouzivatela vzhladom
na jeho individudlne atribudty a vytvaraju odporucania na zaklade demografickych tried
[12]. Vyuzivaju informacie z demografického profilu pouzivatela, v ktorom sa vyskytuju
atribdity ako jeho vek, pohlavie, vzdelanie a podobne. U tohto typu systémov sa
predpoklada, Ze pre rozlicné demografické oblasti by mali byt generované rozdielne
odporucania [1].

Demografické odporucacie systémy su v [8] popisané ako systémy, ktoré vytvaraju
kolaborativny ndvrh zaloZeny na demografickom profile pouZivatela. Demograficka
informacia mo6ze byt chapana ako dodatoc¢na zlozka znalosti o pouZivatelovi, ktora moze
byt vyuZitd na vymedzenie podobnych koncovych pouzivatelov na internete, ¢im sa
tento typ systémov da charakterizovat ako variant kolaborativneho systému.

Ako je podotknuté v [13], demografické informacie ako prijem, narodnost, vek,
pohlavie alebo povolanie su zasadné pre mnoZstvo aplikacii. Napriklad informacia o veku
méze byt uzitoéna pri odporucani filmov, pricom informacia o prijme je ddlezita na vyber
vhodného odporucania na turistické miesto. Podla [1] mnoZstvo webovych stranok
vyuziva jednoduché a efektivne personalizované rieSenia zaloZzené na demografickych
Udajoch atieto systémy su popularne hlavne v marketingovej sfére. Pouzivatelia su
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napriklad priradzovani rozlicnym webovym strankam podla ich jazyka alebo krajiny,
v ktorej sa nachddzaju. Tak isto su vacSinou muzské a Zenské poziadavky v marketingu
rozdielne, a preto je vhodné brat tento atribut do dvahy pri odporicacom procese [13].

Tento druh odporucacich systémov je vyuZivany aj pri hybridizacii niektorych inych
druhov odporucacich systémov, ako to bolo pouzité v pracach [14], [15], [16].

2.2.4 Znalostne orientované odporucacie systémy

Znalostne orientované odporucacie systémy predpokladaju detailnejSie data
o atribatoch  objektov ako druhy systémov spomenuté v predchadzajucich
podkapitolach. Generuju odporucania nezdvisle na datach o interakcidch medzi
pouzivatelmi a objektmi. Objekty vhodné na odporucania su vyberané na zaklade
podobnosti medzi pouzivatelovymi poziadavkami a danymi objektmi alebo na zaklade
explicitnych odporucacich pravidiel, pricom cely odporucaci proces je interaktivny [8].
Odporucanie urcitého objektu pouzivatelovi je zaloZzené na baze znalosti o tom, ako
urcity objekt uspokoji pouzivatelove potreby a preferencie a ako velmi ndpomocny je
tento objekt v koneénom ddsledku pre pouzivatela [1].

V rdmci kontextu e-shopov su ¢astym pripadom takzvani , jednorazovi nakupcovia®.
Pri takychto pouzivateloch sa systém nemodze spoliehat na existenciu historickych dat
o ohodnoteniach, ¢o, ako uz bolo spomenuté, je predpokladom pre kolaborativhe
filtrovanie (2.2.1) a obsahovo orientované systémy (2.2.2). V tychto pripadoch su
potrebné detailnejsie a Struktirovanejsie obsahy objektov. Dalej je potrebny systém,
ktory vyuZiva dodato¢nu a koncovo vyznamovd znalost na generovanie odpordcania [8].

Takisto v e-shopoch ponukajucich urcité druhy objektov nie su spomenuté typy
odporucacich systémov postacujuce. Pri objektoch, ktoré nie su nakupované casto,
ako napriklad auta alebo domy, nie je vaésinou mozné ziskat dostatoéné mnoizstvo dat
o ohodnoteni tychto objektov pouzivatelmi. V pripade nakupu elektroniky zase
rozhoduje aj to, ako su tieto data staré. Naroky pouZivatelov pri tomto type objektov sa
rychlo vyvijaju, preto ohodnotenia spred niekolkych rokov uz pri generovani odporucani
nie su viac ndpomocné [8].

Znalostne orientované systémy casto vyuZivaju dodatocné informdcie o danom
pouzivatelovi a dostupnych objektoch, ktoré su vo vacSine pripadov poskytované
manuadlne. V pripade komplexnejsich objektov, ako napriklad auta alebo domy, chce
pouzivatel obvykle sam definovat svoje poziadavky na objekt. Medzi takéto poziadavky
moze patrit napriklad ohranicenie ceny za objekt, ¢i konkrétne parametre [8].

Autori [1] rozliSuju dva typy znalostne orientovanych systémov:

1. case-based,
2. constraint-based.

Oba typy zhromazduju poziadavky pouZivatela, automaticky navrhuju udpravu
nekonzistentnych poziadaviek, pri ktorych systém nie je schopny najst vhodné
odporucania, a vysledky odporucania su objasnené. Hlavny rozdiel je v sp6sobe, akym su
odporucania ziskané.

V case-based systémoch funkcia podobnosti odhadne, ako velmi sa odporucané
objekty zhoduju s pouZivatelovymi poZiadavkami. Tieto objekty su uréované na zaklade
réznych metrik podobnosti. Constraint-based systémy vyuZivaju preddefinovanu bazu
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znalosti, ktora obsahuje explicitné pravidla o spajani pouZivatelovych pozZiadaviek
s priznakmi jednotlivych objektov.

Interakciu medzi pouzZivatelom a znalostne orientovanym odporucacim systémom
popisuje [8] v nasledujucich krokoch:

1. Pouzivatel 3$pecifikuje svoje prvotné poziadavky. To moie byt
dosiahnuté napriklad formularom na webovej stranke e-shopu, pricom
sa mbze vyuzivat uniformny formuldr pre kazdého pouzivatela alebo
personalizovany formuldr na zaklade situacie, v ktorej je pouzity. Dal$im
zauzZivanym spésobom je ziskanie pouzZivatelovych preferencii
prostrednictvom otazok na pouzivatela, ktoré mu mozu byt polozené
vSetky naraz alebo postupne.

2. Po ziskani dostatocnych informacii o pouzivatelovych preferencidch
nasleduje ich spracovanie systémom a generovanie odpovedajucich
odporucani, ktoré su poskytnuté pouzivatelovi. Pouzivatel si moze
zaziadat o dodatocné vysvetlenie, preco mu bol dany objekt navrhnuty.

3. Pouzivatel si mbZe upravit svoje poziadavky na objekt, ¢i uz z dévodu,
aby videl dalSie alternativy objektov alebo zuzil mnoZinu objektov
odpovedajucich jeho poziadavkam.

2.2.5 Komunitne orientované odporucacie systémy

Baza pre komunitne orientované odporucacie systémy je tvorenda datami
o preferenciach priatefov vybraného pouZivatela. Zakladnou myslienkou tohto typu
systémov je krédo: ,Povedz mi, kto su tvoji priatelia a ja ti poviem, kto si“.

Praxou sa totizto ukdzalo, Ze pouZivatelia maju vicsiu tendenciu spoliehat sa
na odporucania od svojich priatelov, ako na odporucania od podobnych, no
anonymnych pouzivatelov. Tato myslienka spolu s narastom popularity otvorenych
socialnych sieti podnietila narastajicu pozornost na komunitne orientované systémy,
ktoré sa zvyknu oznacovat aj ako socialne odporucacie systémy [1].

2.2.6 Hybridné odporucacie systémy

Podstatou hybridnych algoritmov je spojenie dvoch alebo viacerych algoritmov,
pricom sa vyuZivaju vyhody prvého algoritmu na pokrytie slabych miest toho
druhého [17].

Kazdy z vysSie uvedenych systémov operuje nad datami z rozdielnych zdrojov
a aplikuje rozdielne paradigmy pri generovani odporucani. Kolaborativne filtrovanie
(2.2.1) vyuziva data z profilu pouzivatela s datami o spolocenstve, obsahovo orientované
systémy (2.2.2) sa spoliehaju na atributy objektov aich textové opisy, znalostne
orientované metddy (2.2.4) generuju data na zaklade explicitnych znalosti [8].

Vstupy pre odporucaci systém rozdeluje [8] do Styroch kategérii (Obrazok 2.8):

1. Profil pouZivatela a parametre kontextu.
Tato kategdria obsahuje informacie o pouZivatelovi a o situdcii, v ktorej
sa pouZivatel nachadza. Profil pouzivatela predstavuju informacie
o konkrétnom pouzivatelovi, do ¢oho spada napriklad jeho doterajsie
ohodnotenie objektov, jeho odpovede ziskané pri interakcii
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s odporucacim systémom, informacie o demografickom zdzemi.
Parametre kontextu obsahuju napriklad informdacie o ro¢nom obdobi,
o aktualnej lokdcii pouzivatela alebo o tom, aki lfudia mu robia
spoloénost pri interakcii s ponukanymi objektmi.
2. Data o komunite.
3.  Atribdty objektov.
4. Znalostné modely.
Ziadna zo spomenutych metdd nie je schopnd operovat nad vietkymi kategdriami
vstupov a produkovat relevantné vysledky (Tabulka 2.1). Kazdd metdéda ma svoje
vyhody, ale aj svoje limity.

Vstup Vystup
&
Profil pouZivatela —_—
a parametre kontextu \
v

item | score

i 0.9

_—

—_— > y______ 7 5 7

Data o komunite -' ’ :3 0.3
b |

[Title T Genre TActors [ ... ] P
— Odporicact Zoznam odporaéani
f komponent

Atriblty produktov

Znalostné modely

Obrazok 2.8 Odporucaci systém ako black box [8]

Tabulka 2.1 Rozdelenie odporucacich systémov podla kategérie vstupov, ktoré spracuvaju [8]

Kategoria Profil
vstupu pouzivatela Datao Atributy Znalostné
Typ a parametre komunite objektov modely
modelu kontextu
Kolaborativne v v % %
filtrovanie
Obsahovo
orientované v X v X
systémy
Znalostne
orientované v X v v
systémy

Kolaborativne filtrovanie ma limity pri uvedeni nového objektu, kedZe tento objekt
zatial nema Ziadne vyuzitie ani ohodnotenie. Nové objekty ale nepredstavuju problém
pre obsahovo orientované systémy, kedZe ich obsahy a priznaky su vacsinou dostupné
uz pri ich uvedeni [8]. Kombinaciou tychto dvoch odporucacich technik je mozné vytvorit
odporucaci systém, ktory vie prekonat hranice jednotlivych pristupov, ako napriklad
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2 Teoreticky uvod do problematiky odporucacich systémov

cold-start problém (2.3) alebo popularity bias (2.2.1.3), ¢&im mozu byt dosiahnuté
preciznejSie odporucania a lepsie vysledky [17].
Existuje niekolko spésobov ako kombinovat dve alebo viac odporucacich technik [17]:

1.

VaZend metdda

Findlne odporucanie vznikd kombinaciou vystupov z jednotlivych
technik, ktoré maju priradené rozlicny stupen dolezitosti na zaklade
skore, ktoré predstavuje formu jednotlivych vystupov.

Prepinanie

Systém prepina medzi jednotlivymi technikami podla situdcie, v ktorej
ma vytvorit odporucania.

Mixovanie

Odporucania z niekolkych technik s prezentované poutzivatelovi
v rovnakom case.

Kombinacia priznakov

Kombindacia priznakov z réznych odporucacich zdrojov vytvdra vstup
pre jednu techniku.

Kaskadova metdda

Vystup zjednej techniky je pouzity ako vstup do druhej so snahou
o vylepsenie konecného vysledku.

Augmentdcia priznakov

Vystup zjednej techniky je pouZity ako vstupny priznak pre druhu
techniku.

Meta-level

Model nauceny jednym odporucacim systémom je pouZity ako vstup
do druhého.

Tychto sedem spbsobov méze byt podla [8] abstrahovanych do troch zakladnych

navrhov:

Vstup

Monoliticky

Spdja aspekty niekolkych odporucacich stratégii do jedného systému
(Obrazok 2.9). Takéto hybridné odporucacie systémy pouZivaju
napriklad dodato¢né vstupné data charakteristické pre iny typ
odporucacej metddy alebo su vstupné data rozsirené jednou metédou
a spracované druhou. Patri sem napriklad obsahovo orientovany systém,
ktory okrem atributov objektov skima aj ddta o komunite.

Hybridny

> odportéaci systém P \/ystup

Obrazok 2.9 Schéma monolitického hybridného odportcacieho systému [8]
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Vstup

Odportéaci systém 1

/ Hybridiza€ny krok » Vystup
\‘ Odportgaci systém n

Obrazok 2.10 Schéma paralelného hybridného odporucacieho systému [8]

Paralelny
Jednotlivé metddy pracuju nezavisle a produkuju samostatny zoznam
odporucanych objektov, pricom su tieto vysledky nasledne
kombinované do konecnej mnoZiny vyuzitim rozlicnych stratégii
(Obrazok 2.10). Rozlisuje sa vazena, zmieSana a prepinacia stratégia.
a. Vaziena stratégia
Objekty su do vyslednej mnoZiny odporucanych objektov
vybrané na zdklade sumy ovahovanych skére, ktoré ziskali
v jednotlivych odporacacich metddach, ktorymi boli
vygenerované.
b. ZmiesSand stratégia
Z vysledkov vsetkych metdd sa vyberie k najlepsich
objektov podla ich skére, ktoré v konkrétnej metdde
ziskali.
c. Prepinacia stratégia
Nad vSetkymi pouZitymi odporudcacimi metéddami existuje
systém, ktory na zaklade profilu pouzivatela a kvality
vysledkov odporucacieho procesu rozhoduje,
ktora z metdd bude pouZita.
Pipeline
Vystup z jednej odporucacej metddy sa stava vstupom pre nasledujucu,
pricom optimalne tato nasledujiuca metdda modze vyuzit na vstupe
aj niektoré originalne vstupné data (Obrazok 2.11).

——

—
/ "‘"'--___zh
[ ~
Vstup =t | Odporuéaci systém 1 --- —|Odporiéaci systém n » Vystup

Obrazok 2.11 Schéma pipeline hybridného odporucacieho systému [8]
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2.3 Cold start problém

Cold start problém odkazuje na situaciu, kedy odporucaci systém nie je schopny
vygenerovat relevantné odporidcania v dosledku nedostatoénych podiatoénych
informacii o spravani pozivatela vradmci daného e-shopu — teda nakup objektov,
ohodnotenia objektov, a podobne [2].

Podla rozdelenia v [2] sa rozliSuju tri druhy cold start problému:

1. nova komunita,
2. novy objekt,
3. novy pouzivatel.

2.3.1 Problém nového objektu

Problém nového objektu spociva v situdcii, kedy by mal odporicaci systém odporucit
novo pridany objekt, s ktorym zatial neexistuju Ziadne interakcie od pouzivatelov alebo
len velmi malo [10]. Z tohto dévodu je velmi mald pravdepodobnost, Ze sa vyskytne
medzi odporucanymi objektmi, atak sa moZe stat, Ze ho vacsina pouZivatelov
ani nepostrehne, a teda nebude v ich zaujme ho ohodnotit [2].

2.3.2 Problém nového pouzivatela

Problém nového pouZivatela predstavuje jednu z najvacsich vyziev pri navrhu
odporucacieho systému a pri jeho zavedeni do praxe. Tento problém spociva v tom,
Ze odporucaci systém nie je schopny vytvorit vhodné odporuéania pre pouzivatela,
ktory nemal Ziadnu pouZzivatelskud aktivitu alebo len velmi mald [10].

Pouzivatel po prvych ohodnoteniach vacsinou ocakava, Ze odporucaci systém bude
schopny vytvorit pre neho personalizované odporucania, ¢o v pripade niektorych metéd
nie je mozné (napr. kolaborativne filtrovanie). Takto nedostane kvalitu sluzby,
aku predpokladal, ¢o ho mdze odradit od pouzivania systému [2].

Problém nového pouzivatela sa mobze dotykat aj pouzivatelov vracajlcich sa
do e-shopu. Odporucaci systém totizto pri kazdej dalSej pouzivatelovej navsteve nemoze
vediet, ¢i sa pouzivatel stale zaujima o podobné objekty ako v pripade jeho predoslej
navstevy alebo sa jeho zaujem presunul na iny typ objektov. Preto je vhodné,
aby odporucaci systém bol schopny rozlisit aktudlny pouZivatelov zaujem po prvych
pohyboch na stranke [18].

2.3.3 Prehlad niektorych rieseni cold start problému

Ako je poznamenané v [19], vacSina navrhov odporucacich systémom ma tendenciu
rieSit tento problém ziskanim informacii od pouZivatela cez ohodnotenie vybranych
objektov na zaciatku alebo poloZzenim niektorych demografickych otazok a naslednym
pouzitim stereotypov (napr. starsi ludia maju radi klasickd hudbu). Nie je ale jednoduché
rozhodnut, aké objekty budd vhodné na pochopenie pouzivatelovych preferencii hned
na zaCiatku, zatial Co stereotypy moézu byt v niektorych pripadoch ofenzivne
a nespravne.
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Daldie rieSenie spotiva napriklad vo vyuZiti hybridnych pristupov. Prehlad tychto
pristupov obsiahnutych v [2] spomina spojenie metdd ako kolaborativne filtrovanie
s obsahovo  orientovanymi  metdédami, demograficky = orientované metddy
a kolaborativnym filtrovanim ¢i socidlne orientované kolaborativne filtrovanie.

Leung akol. vo svojej praci [20] navrhli pristup vyuZivajuci cross-level asociacné
pravidla (CLARE) prindsajuce obsahové informacie o objektoch zdomény
do kolaborativneho filtrovania. Kim akol. [21] wyuZili kolaborativne tagovanie
na pochopenie a filtrovanie pouZzivatelovych preferencii. Martinez a kol. [22] navrhli
spojenie kolaborativneho filtrovania aznalostne orientovaného algoritmu. Weng
a kol. [23] wytvorili techniku kombinujucu pouZivatelove preferencie a dopliujice
taxonomické preferencie.

Bobadilla a kol. vo svojom ¢lanku [24] prezentovali novy sp6sob merania podobnosti
medzi pouzivatelmi v kolaborativnhom filtrovani vylepsenu o optimalizdciu zaloZenu
na neurénovom uceni. Mariappan a Sobhanam [25] skombinovali asociaéné pravidla
a zhlukovanie. Cohen a Sahebi [26] vyuzZili informacie o komunitach extrahovanych
z roznych dimenzii socidlnych sieti. Zhang a kol. [27] zvolili pristup vyuzivajuci socialne
tagy.
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3 Priklady pouzitia odporucacich systémov

3.1 Pozitivny vplyv odporuéacich systémov na oblast
e-komercného predaja

Ako je popisané v [5], odporucacie systémy zvysuju e-komercény predaj niekolkymi

»Browsers into buyers”

V mnozstve pripadov sa stdva, Ze pouZzivatelia si prechadzaju jednotlivé
stranky e-shopu bez toho, aby si nieco kupili. Odporucacie systémy im
mozu pomoct najst objekty, ktoré by ich mohli zaujimat, a ktoré by si
nakoniec mohli kupit.

KriZzovy predaj?

Podla definicie uverejnenej na [28] je krizovy predaj obchodna taktika,
ktorej cielom je predat viac tovaru alebo sluzieb odporuéanim
suvisiaceho tovaru.

Odporucacie systémy napomahaju rozvijat krizovy predaj navrhovanim
dodatocnych objektov pouZivatelovi, ktoré by si eventudlne tiez chcel
kupit. Ak su tieto systémy dobre navrhnuté a produkuju dobré vysledky,
priemerna velkost objednavky sa moze zvysit.

Tato taktika moze byt vyuZitd napriklad pocas procesu dokoncovania
objednavky, kde odporucaci systém navrhne pouZivatelovi objekty
na zadklade objektov nachadzajucich sa v jeho nakupnom kosiku.

Vernost

Vzhladom na velky rozmach e-shopov dostupnych na internete
a narastajucu konkurenciu, e-shopy v sucasnej dobe bojuji o vernost
pouzivatelov. Odporucacie systémy pomdahaju vytvérat vztah medzi
pouzivatelom a internetovym obchodom, ktory ma pridand hodnotu,
a zvysuju ich vernost.

E-shopy, ale aj ini internetovi prevadzkovatelia, investuju do ucenia sa
o ich pouzivateloch a do pochopenia ich potrieb, k comu vyuZivaji prave
odporucacie systémy. SnaZia sa tak o vytvorenie rozhrania
pre pouzivatela, ktoré odraza jeho zaujmy a potreby. Cim viac pouzivatel
interaguje s odporucacim systémom avyuziva ho, ¢im ho udi,
¢o potrebuje, tym viac je verny danej stranke.

spOsobmi:
1.
2.
3.
12 cross-sell
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3.2 Konkrétne priklady pouzitia odportcacich systémov vybranymi
e-shopmi

3.2.1 Amazon.com

Ako popisuje [5], Amazon.com vyuZziva v sekcii knih hned' niekolko typov odporucacich
systémov:
1. ,Customers who Bought”
Amazon.com obsahuje informacnu stranku o kaZzdej ponukanej knihe.
Pouzivatel na nej ndjde detaily o danej knihe, informacie tykajuce sa
nakupu danej knihy, a tak isto sekciu s odporu¢aniami ,Customers who
Bought“. Tiesu tvorené dvoma samostatnymi  zoznamami
s odporucanymi objektmi.
Prvy zoznam obsahuje knihy, ktoré su ¢asto nakupované pouzivatelmi,
ktori si tak isto kupili knihu, na ktorej informacnej stranke sa dany
pouzivatel momentalne nachadza.
Druhy zoznam odporuca autorov, ktorych knihy su casto kupované
zakaznikmi, ktori si zakuapili diela autora knihy, na ktorej informacnej
stranke sa dany pouzivatel momentalne nachadza.
Obrazok 3.1 zobrazuje odporucania vygenerované po zobrazeni
informacnej stranky knihy Big Data: A Revolution That Will Transform
How We Live, Work and Think od autorov Viktor Mayer-Schonberger
a Kenneth Cukier.
2. ,Eyes”

Funkcia ,Eyes” predstavuje pre pouZivatela moZnost nechat si zasielat
upozornenia na nové produkty, ktoré boli pridané do Amazon.com
katalégu. Zakaznik zada poziadavku obsahujucu meno autora, titul knihy,
predmet, ISBN alebo informdcie o datume publikacie. Na vytvorenie
dotazu naupozornenia moZe zdkaznik pouZit jednoduché, ale aj
zloZitejSie kritérid zaloZzené na boolean logike (AND/OR). PoZiadavky
moézu byt zadané ajpriamo z ktorejkolvek stranky na vyhladavanie
vysledkov, ¢im sa vytvori trvald poziadavka zalozena na vyhladavani.

Customers Who Bought This Item Also Bought Page 1 of 20

Michael M
Paperbach
£449 0

Obrazok 3.1 Priklad odporucani vygenerovanych systémom “Customers who Bought” [29]
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Big Data: A Revolution That Will Transform How We Live, Work, and Think

$10.94 n Stock. Ships from and sold by Amazon.com. Gift-wrap available
Customer reviews

362

tar 4 Share your thoughts with other customers

14 Write a customer review

See all 362 customer reviews »

Rated by customers interested in

Artificial Intelligence Business & Economics Books
4.5 out of 5 stars 43 out of 5 stars
Is this feature helpful? | Yes || No

Top customer reviews
Great overview of what Big Data is doing today and what can be done in the future
Menon on April 3, 2014

Format: Paperback | Verified Purchase

Engineering & Transportation Books

4.0 out of 5 stars

Add to Cart

Most recent customer reviews

It will educate, surprise and even scare you about Big data
This book constantly surprised me with how computers combined with massive
amounts of data are transforming our lives in unimaginable ways. Read more »

11 days ago by Steve

Good content marred by poor or non-existent formatting and
no table of contents

The content seems pretty good, but it's marred by poor or non-existent
formatting. There is a table of contents in text form, but it's not available for
navigation using the... Read more +

P 1 th ago by Ba Hart

Okay read but verbose and subjective
Overall, the book takes a subjective and broad approach to covering the topic of
big data. It proved to be a quick read with an interesting take on the topic.

Read mor

blished 7 months a

Great!
Easy to read but more importantly the authors provide great examples to
explain he pros and cons of data usage throughout all sectors, both private and
public

Obrazok 3.2 Priklad ,,Customer reviews“ na Amazon.com

,Amazon.com Delivers”

Tato sluzba je obdobou funkcie ,Eyes”. PouZivatel si zo zoznamu
kategorii alebo zanrov vyberie tie, ktoré preferuje. Editori stranok
nasledne pravidelne posielaji odoberatelom notifikacie vo forme
emailov, v ktorom upriamia ich pozornost na posledné odporucania
vo vybranej kategorii.

,,Book matcher”

Funkcia ,Book matcher” umoinuje pouzivatelovi poskytnut priamu
spatnu vazbu o knihe, ktoru precital. Jednotlivé knihy ohodnocuje na
skale 1-5, pricom 1 znamena ,nenavidim to“ a 5 znamena ,,zboZfiujem

“«

to“. Po ohodnoteni niekolkych knih si pouzivatel mbéze vyZiadat
odporucania knih, ktoré by sa mu mohli pacit. Nasledne sa zdkaznikovi
objavi niekolko knih, ktoré koreluju s pouZzivatelovymi preferenciami
a neboli nim eSte ohodnotené. Neskér méze pouzivatel pridat spatnu
vazbu na odporucené knihy.

,Customer reviews”

Funkcia ,,Customer reviews” ponuka pouzivatelom textové odporucania,
ktoré su zaloZené na ndazore inych zdkaznikov. Na kaidej informacnej
strdnke knihy sa nachadza zoznam ohodnoteni v podobe 1 az 5
hviezdi¢iek a komentare napisané zakaznikmi, ktori si danu knihu
precitali (Obrazok 3.2). Tieto komentare su rozdelené do dvoch skupin,
ato komentare snajlepsSim ohodnotenim (Top customer reviews)
a naposledy pridané komentare (Most recent customer reviews).
Zakaznik ma teda moznost zohladnit tieto nazory pri svojom rozhodovani
o kupe knihy.
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3.2.2 eBay

Odporucaci systém v eBay'® popisuje zdroj [5]. Tento e-shop poskytuje svojim
pouzivatelom sluzbu ,Feedback Profile”, ktord umozinuje ako nakupcom, tak aj
preddvajucim prispievat do profilov spatnej vazby* inych pouZivatelov, s ktorymi
uskutoc¢nili nejaki obchodnu ¢dinnost. Tato spatna vazba pozostdva z ohodnotenia
spokojnosti na Skale ,spokojny” — ,neutral” — ,nespokojny” az komentara kinému
pouzivatelovi.

Spatné vazby su nasledne vyuzivané odporucacim systémom pre nakupujucich,
ktori maju moznost vidiet profil predavajuceho. Tento profil je tvoreny tabulkou
(Obrazok 3.3), v ktorej sa nachadza pocet kazdého typu ohodnotenia, ktoré bolo pridané
za posledny mesiac, poslednych 6 a 12 mesiacov (Recent Feedback ratings), ako aj
celkové zhrnutie (Detailed seller ratings). Zakaznik si mdze takto pocas svojej poZiadavky
prechadzat jednotlivé hodnotenia a komentare o predajcoch.

eb fQ@g!,’X/ ¥  Search for anything All Categories - Advanced

Home > Community > Feedback forum > Feedback profile

Feedback profile

Member quick links

grandeagleretail ( 596789 ﬁ) i‘ This member is a Top-rated seller Contact member
Positive Feedback (last 12 months): 99.5% « Consistently receives highest buyers' ratings \,r', View items for sale
[How is Feedback percentage calculated?] + Ships items quickly ‘ - View seller's Store
Has earned a track record of excellent A
Member since: Sep-16-10 in United States v service View ID history
View eBay My World
Learn more
eb f
Recent Feedback ratings ? Detailed seller ratings (last 12 months) ? et the item you ordered
(last 12 months) - . o g - bacik
Criteria Average rating  Number of what's ir
1month  6months 12 months 9 9 ratings earn what's included
@ Positive 8841 54123 123078 Item as described 98324
Communication 97365
@ Neutral 60 238 552 Shipping time 104130
P ) - car
. Negative 59 247 585 Shipping and handling 105086
charges
Feedback as a seller Search seller feedback Feedback as a buyer All Feedback Feedback left for others
664,931 Feedback received (viewing 1-25) Revised Feedback: 318 ?
Period: | All v
Feedback From When
@ Couldn't be happier. Thank you Buyer n™*1 (397 <% ) During past month
A Year on a Pirate Ship by Elizabeth Havercroft (English) Paperback Book (#381957591791) US §7.95 View Item
@ book received as promised AAA+++ Buyer: "y (713 gk ) During past month

Obrazok 3.3 ,Feedback Profile” predajcu grandeagleretail na ebay.com

13 www.ebay.com
14 feedback profile
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3.2.3 Netflix

Netflix je spravca a prevadzkovatel rozmernej kolekcie filmov a televiznych
programov, ktord ponuka svojim odoberatefom prostrednictvom streamovania priamo
do ich pocitaca alebo televizora. Profituje z predplatného svojich pouZivatelov, pricom
mbzu svoje predplatné kedykolvek zrusit, preto je pre Netflix klticové, aby bol pre
svojich odoberatelov stale zaujimavy a atraktivny.

Pre dosiahnutie tohto ciela vyuZiva aj odporucaci systém. Ndavrh tohto systému
v Netflix-e Uspesne kombinuje vsetky komponenty odporucacieho systému, ¢im bol
vytvoreny komeréne Uspesny produkt. Nasledujuce odseky popisuju jednotlivé
odporucania generované tymto systémom z pohladu pouZivatela Netflix-u a autora
¢lanku [30].

Ked sa prihlasi uz zaregistrovany pouzivatel, Netflix si hned po prihlaseni pyta
identifikaciu pouzivatela. Netflix totizto umoznuje, aby pod jednou domacnostou mohlo
byt vytvorenych niekolko profilov. Pre odporucaci systém je tato identifikacia velmi
napomocna, kedze rdzni pouzivatelia mézu mat odlisné preferencie.

Po identifikacii pouzivatela nasleduje presmerovanie na hlavnu stranku. Prave tato
stranka je miestom zobrazenia vacSiny odporucanych vysledkov. Podoba tychto
odporudani sa da popisat ako posuvné pdasy?®, ktoré su naplnené jednotlivymi ponukami
filmov a televiznych programov (Obrazok 3.4).

—— T

Obrazok 3.4 Ukazka odporucani prezentovanych pouzivatelovi Netflix-u [30]

15 carousels
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Because you watched The Hunger Games: Mockingjay - Part 1
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Obrazok 3.5 Odporucania filmov na Netflix zalozené na filme pozretym danym pouzivatelom

Prvy ztychto pasov obsahuje filmy, ktoré boli prednedavnom pozreté danym
pouzivatefom. Napriek tomu, Ze tieto filmy neboli vygenerované odporucacim
systémom, hraju dolezitu ulohu vo vytvarani vztahu s pouzivatelom, ¢im sa upeviiuje
jeho dovera.

Druhy pds v poradi obsahuje filmy, ktoré pouzivatel oznacil ako tie, ktoré by si rad
v buducnosti pozrel, ale momentédlne na ne nemd cas. Napriek tomu, Ze tento zoznam
opat nie je vysledkom odporucacieho systému, da sa povaZovat ako zoznam filmov,
ktoré si pouzivatel odporuca sam sebe.

Treti zoznam obsahuje filmy, ktoré su populdrne v ramci komunity odoberatelov
Netlix-u. Tento zoznam je personalizovany pre kazdého pouZivatela, takze nie vsetci
pouzivatelia vidia rovnaky vyber filmov.

Nasleduje pas, ktory odporuca tie filmy, ktoré si momentalne popularne, respektive
su v sucasnosti trendom. Tieto odporucania su tak isto personalizované. Rozdiel medzi
tymito dvoma zoznamami podla autora ¢lanku nie je Uplne jednoznaény, da sa
ale predpokladat, Ze popularne filmy maju tento privlastok na zéklade dlhsieho ¢asového
obdobia.

Dal$i zoznam obsahuje filmy, ktoré boli neddvno pridané a systém ich vyhodnoti
ako filmy, ktoré by mohli danému pouZivatelovi vyhovovat. Takyto odporucaci pristup je
vhodny pre kolekciu objektov, ktoré sa obmienaju dostatocne ¢asto na to, aby sa systém
vedel zamerat na také produkty, ktoré boli nedavno pridané.

Nasleduje zoznam podobny ako prvy opisany zoznam, ktory obsahoval nedavno
pozreté filmy. Tak isto obsahuje filmy, ktoré si pouZivatel uz pozrel, ale tieto filmy nie su
zoradené podla casovej postupnosti, v ktorej boli pozreté, ako to bolo u prvého
spomenutého zoznamu. Tieto odporucania nemusia byt nutne vysledkom
odporucacieho  systému, moziu byt zobrazované Cisto len na zaklade histdrie
pouzivatela. Autor ¢lanku sa ale domnieva, Ze ich poradie je dané urcitou zoradovacou
funkciou, ktord mobie byt napriklad sucastou post spracovacieho odporucacieho
komponentu (2.1.3), ktory prahuje filmy smerom ku neddvnym zaujmom daného
pouzivatela.

Netflix okrem uZ spomenutych typov odporicani ponuka aj odporucania zalozené
na novo vydanom obsahu, ktoré sa odliSuju od neddvno pridanych filmov tym, Ze su
oboje naraz — nedavno vydané aj nedavno pridané. Tieto odporucania su takisto
personalizované preferenciam pouzivatela.

Nasledujuci zoznam obsahuje odporucania filmov, ktoré boli vybraté na zaklade
jedného filmu, ktory si pouzivatel v minulosti uz pozrel (Obrazok 3.5). Tento zoznam je
vygenerovany pouzitim objektovo orientovaného kolaborativneho filtrovania (2.2.1.1.2).
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Visually-striking Films

ASK ME
ANYTHING

Obrazok 3.6 Odporucania filmov na Netflix zalozené na dvoch filmoch pozretych danym
pouzivatefom [30]

Daldie pasy sodporucaniami su podobné tomu predoilému, rozdiel je ale ten,
Ze odporucania su vybraté na zaklade dvoch filmov (Obrazok 3.6). Tieto dva filmy su
zobrazené na zaciatku zoznamu, aby pouzivatel vedel, na zdklade ktorych filmov mu
Netflix odporuca dalsie filmy obsiahnuté v tomto zozname. Niektoré z tychto zoskupeni
mozu byt pomenované automatickym popisom, ktory zodpoveda charakteru filmov
v danom zozname.

Netflix ponuka pre svojich odoberatefov pocetné odporucania filmov s réznym
charakterom. Kombinacia niekolkych rozlicnych odporucacich algoritmov je
rozmiestnena do niekolkych zoznamov v podobe posuvnych pasov na pouzivatelskom
rozhrani. Vacsinou si pouZivatel vybera film podla jeho aktudlnej nalady. Vzhlfadom na
to, Ze odporucaci systém nepozna momentalnu pouzivatelovu naladu, ponuka mu Siroky
vyber filmov zaloZenych na odlisnych dedukcidch, ktoré by mohli pokryt Siroké spektrum
néalad a tak dosiahnut, aby aspor jeden z vybranych filmov odpovedal momentalnej voli
pouzivatela.

3.2.4 Mendeley Suggest

Mendeley Suggest je odporucaci systém ¢lankov uréeny pre vyskumnikov.
Je vytvoreny tak, aby im napomdhal objavovat nové vyskumy na zaklade ich
kratkodobych alebo dlhodobych zaujmov a udrziavat ich zbehlych v aktualnych trendoch
tykajucich sa oblasti ich pésobenia. Odporucaci systém, ktory je v iom implementovany,
popisuje ¢lanok [31].

Tym, Ze zobrazuje odporucania, ktoré pokryvaju rozdielne pripady poufZitia, pomaha
vyskumnikom nachadzat relevantné vyskumy, ktoré su bud pre nich priamo uZitocné
pri ich praci alebo rozsiruju ich obzory.

Prva skupina odporucani je zalozenad na vsetkych clankoch, ktoré pouzivatel vloZil
do svojej osobnej kniznice v programe Mendeley. Druhy zoznam c¢lankov obsahuje
odporucania zaloZené na ¢innosti Mendeley komunity. Tieto ¢lanky su délezité v oblasti
pbsobenia daného pouZivatela, ale nemusia nutne zodpovedat jeho aktudlnym
zaujmom. Takto ma pouzivatel aktudlny prehlad o ¢lankoch, ktoré su relevantné v Sirsej
oblasti pésobenia daného pouzivatela (Obrazok 3.7).
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Mendeley Suggest AR

Suggest

Obrazok 3.7 Nahlad odporucani vygenerovanych Mendeley Suggest [32]

Tretia skupina je zalozend na neddvnej aktivite pouZivatela. Nachadzaju sa v nej
¢lanky odporucené na zaklade naposledy pridanych ¢ldankov do pouZivatelovej kniznice.
Tento typ odporucani sa viac sustreduje na pouZivatela a reaguje na jeho meniace sa
zaujmy.

Stvrtd kolekcia ¢lankov obsahuje odporicania vybrané na zaklade posledného ¢lanku,
ktory pouzivatel predital prostrednictvom Mendeley nastroja na zobrazovanie
dokumentov v pdf formate. Tieto odporutéania doplfiaju tie vy$sie spomenuté, kedze
naposledy pridany ¢lanok do kniZnice a naposledy otvoreny ¢lanok sa mézu lisit. Tato
situdcia sa da ilustrovat na scendri, v ktorom si pouZivatel najprv vloZi do kniznice
niekolko ¢lankov, ktoré bude potrebovat pri svojej nadchadzajlcej praci, a az potom
zacne s ich ¢itanim, alebo sa moze vratit ku praci, na ktorej nebol nejaky ¢as aktivny.
V tomto pripade odporucania na zaklade naposledy pridanych ¢lankov nemusia byt
pre neho relevantné, ale odporucania zaloZzené na jeho naposledy precitanom clanku
mé&zu byt napomocné.

Posledny zoznam obsahuje odporucania c¢lankov, ktoré su aktudlne populdrne
v Mendeley komunite v ramci oblasti p6sobenia daného pouzZivatela. Vyber clankov je
podobny ako v pripade zoznamu popularnych ¢lankov, avsak sa viac sustreduje
na nedavne trendy vo zvykoch Citatelov v rdmci Mendeley komunity.
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3.3 Priklady poskytovatelov odporucacich systémov
3.3.1 Fact-Finder

Podla informécii Cerpanych z [33], Fact-Finder'® ponuka pre svojich pouZivatelov
niekolko nastrojov ulahlujucich chod a manaiment internetového obchodu. Jeden
z tychto nastrojov je odporucaci systém.

Ten analyzuje data o predajoch a historické data o kliknutiach na elementy stranok,
na zaklade coho identifikuje relevantné a dopliujuce produkty, ale aj kategérie
a atributy, ktoré sa hodia k vybranému produktu. Okrem toho zohladnuje jednotlivé
interakcie konkrétneho zdkaznika s obchodom, jeho pohyby na stranke, obsah koSika
a jeho predoslé nakupy, ¢im sa snazi vytvorit zakaznikovi odporucéanie na mieru.

Pripadné zmeny v katalégu produktov alebo pridanie nového produktu je okamzite
brané do uUvahy pri generovani odporucanych produktov. Takto systém poskytuje
perspektivny predaj nového produktu uz od jeho uvedenia do ponuky.

Systém dokaze generovat odporucania nielen v situdcii, kedy vstup do odporucacieho
systému tvori len jediny produkt, ale aj pre vstup tvoreny zviacerych produktov,
napriklad z nakupného kosika. V tomto pripade generuje odporucania tak, aby doplfali
a vyhovovali produktom z celého kosika (Obrdzok 3.8). Napriklad, ked ma zakaznik
v koSiku koselu a kravatu, systém zakaznikovi nenavrhne ndkup dalsej kravaty,
ktora dopliia u? vloZenu koselu, alebo daliej ko3ele, ktord dopliia kravatu, ale vyberie
produkt doplfiajtici oba tieto produkty naraz — napriklad vestu.

3.3.2 econda

econda'’ spracovava denne biliény dat ziskanych z internetovych obchodov od svojich
zdkaznikov, uklada ich, vylepSuje a ponuka okamzité reporty. Odhaduje profily
zdkaznikov a produkuje odporucania v redlnom case. Informdcie o odporicacom
systéme poskytovanym tymto prevadzkovatelom su ¢erpané zo zdroja [34].

Cross Sell odporucaci systém berie ako vstupy online sprdvanie navstevnikov,
aktudlne produkty a interakcie s jednotlivymi webovymi strankami v ramci e-shopu.
Vysledné odporucania poskytnuté systémom mozu predstavovat pre zakaznika popud
na pridanie dalSich produktov na zaklade odporucani zobrazenych na stranke
nakupného kosika, na zaklade individudlnych odporucani vo forme newslettera (letaku)
alebo zobrazenim najnakupovanejsich produktov na Uvodnej webovej stranke e-shopu.
Prevadzkovatel internetového obchodu si mézZe prisposobovat pokrytie odporucani
na pouzivatefovom rozhrani pomocou urcitych pravidiel.

Systém vybera na odporucanie tie produkty, ktoré su najcastejSie predavané spolocne
alebo také, ktoré najvodnejsie doplfiaji u? vybrané produkty a skompletizuju outfit.
Odporucania su navrhované dynamicky na zaklade zakaznikovych interakcii s produktmi.

16 www.fact-finder.com
7 www.econda.de
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Obrazok 3.8 Priklad odporucani generovanych Fact-finder odporucacim systémom [33]

Audience Relationship Platfrom ponuka vytvorenie personalizovanych odporucani.
Platforma spracovédva data z CRM*® alebo ERP® systémov prevadzkovatela e-shopu,
z business intelligence rieSeni alebo zo skladovych dat a pomaha prevadzkovatelovi
pochopit zakaznikove preferencie a potreby. Na zdklade tejto znalosti méze
prevadzkovatel nasledne interagovat s kazdym zakaznikom na individualnej Grovni.

Personalizované odporicania su v kombinacii s Cross Sell systémom vytvarané
z informacii ziskanych zo vsetkych zakaznikovych zariadeni, z dat o jeho offline nakupoch
a ojeho preferovanych znackdch. Pomocou tejto platformy moZe prevadzkovatel
e-shopu filtrovat zdkaznikov na cielové skupiny na zdklade ich spravania sa, a toto
rozdelenie nasledne pouZzit na odporiucanie produktov a vytvorenie personalizovaného
obsahu.

3.3.3 Yoochoose

Yoochoose ponuka pre svojich pouZivatelov SaaS rieSenia (,software as service”, teda
software ako sluzba, je spO6sob poskytovania aplikacie, ktory umoZiuje pouZivatelom
pouzivat aplikacie cez internet pripojenim sa na cloudové UloZisko, kde su uloZené [35]),
ktoré im napomahaju vytvorit personalizovany pristup ku zdkaznikovi v podobe
personalizovanych odporucani, vysledkov vyhladdvania a newslettrov.

Zakladad si na niekolkoroénych skisenostiach v oblasti odporucani zalozenych
na obsahu, ktoré pramenia zo spoluprdce medzi laboratériami Deutche Telekom?

18 customer relationship management
19 enterprise resource planning
20 www.telekom.com/de
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a univerzitou Ben Gurion?. Vysledkom je rieSenie, ktoré umoZfuje zdkaznikom
jednoduché vyhladavanie Ziadanych produktov na pozadi komunikacie upravenej
zdkaznikovi na mieru. Informdacie o nom su ¢erpané zo zdroja [36].

Yoochoose poskytuje odporucéaci systém, ktory umozriuje dodavat zakaznikovi
personalizované a relevantné odporucania zaloZzené na aktualnych a historickych datach
o spravani sa zdkaznika v ramci internetového obchodu. Pomaha vytvérat prostredie
prisposobené konkrétnemu zakaznikovi tak, aby zodpovedalo jeho preferenciam
a potrebam. Prevadzkovatelovi daného e-shopu ponuka kompletnd kontrolu
nad nastaveniami odporucacieho systému. Takto si prevadzkovatel moze prispdsobit
odporucaci systém podla svojich podnikatelskych cielov.

Odporucaci systém zbiera informacie o prezerani si stranok e-shopu jednotlivymi
zdkaznikmi, ich kliknutia na konkrétne objekty. Algoritmy strojového ucenia vyuzité
vtomto systéme sa nasledne tieto data ucia a reaguju na zdkaznikove preferencie.
Systém ponuka niekolko typov odporucani:

e personalizované odporucanie produktov — systém vybera tie produkty,
ktoré by mohli byt tiez objektom zaujmu zakaznika,

e kolaborativne filtrovanie — systém vyberda produkty na zdklade
podobnosti s ostatnymi zdkaznikmi, ktoré si prezerali rovnaké produkty
ako vybrany zadkaznik,

e odporucania zalozené na zakaznikovom profile — systém vybera dalSie
produkty z urcitej znacky,

e obsahovo orientované odporuicania — systém vybera podobné produkty
ako tie, s ktorymi zdkaznik interaguje,

e automatickd segmentacia podobnej skupiny zdkaznikov ako vybrany
zakaznik,

e odporucania zaloZené na najpredavanejsich produktoch,

e odporucania zalozené na zlavnenych produktoch.

Je navrhnuty tak, aby v pripade, Ze zlyha jeden z typov odporucania, napriklad
kolaborativne filtrovanie kvéli nedostatku historickych dat o danom zdkaznikovi, vyuziju
sa odporucania iného typu ako najpreddvanejsie produkty, ¢im sa zarucuje, ze zakaznik
vidy dostane kvalitné odporucania.

Okrem toho moZe prevadzkovatel internetového obchodu vdaka prispésobitelnym
nastaveniam systému oznacit nového navstevnika stranky ako zdkaznika a aktualnych
zakaznikov ako ¢astych zdkaznikov.

2lin.bgu.ac.il/en/pages/default.aspx
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4 Navrh odporucacieho systému

Rady a kroky pri vytvarani odporucacieho systému popisané v tejto Casti su ¢erpané
zo zdroja [37].
Na zaklade tohto zdroja sa ndvrh odporucacieho systému obycajne sklada z 3 zlozZiek:
1. vytvorenie algoritmu na hodnotenie presnosti systému,
2. urcenie pristupu, ktory bude pouzivany v systéme,
3. nastavenie parametrov systému.

4.1 Urcenie presnosti odporucacieho systému

Vyhodnotenie odporucacieho systému je dblezitd cast pocas navrhu systému,
ktord napomaha doladit pristup pouzivany v systéme, pouzZivané parametre
alebo dimenzie. Vzhladom na tento fakt je délezitym krokom na zaciatku celého
vyhodnocovacieho procesu stanovit si, ako sa ohodnocovanie procesu bude
uskutocriovat, a je potrebné tento spdsob zachovat konzistentny po cely cas.

V pripade, ak vybrany odporucaci pristup pracuje s nahodne vygenerovanou
mnozinou vzoriek, je délezité tuto mnozinu pouzit niekolkokrat, ¢im sa zabezpedi,
aby zmeny v presnosti systému neboli sposobené zmenami v mnoZine testovacich
vzoriek. Tak isto je vhodné pouZit ako testovacie vzorky takych pouZivatelov, ktori tvoria
reprezentativnu vzorku v ramci celej mnoziny pouZivatelov.

Podla vzoru obchodnej logiky sa pri vyhodnoteni vygenerovanych odporucani
systémom mdze zameriavat napriklad na to, ¢i:

e sa odporucania zhoduju skategériami uz zakupenych objektov
vybraného pouzivatela,

e cena odporucenych objektov spada do intervalu uz zakupenych objektov,

e znacka odporucaného objektu sa vyskytuje medzi uz zakdpenymi
objektmi.

Tieto kritérid je moziné skombinovat, ¢im sa ziska skdore pre vygenerované
odporucania z pohladu viacerych aspektov.

Skérovanie systému je preferované v rozsahu 0 az 1 pre dané odporucanie,
¢o umoznuje vyjadrit skore ako vazenu percentualnu hodnotu. Po ziskani takychto
hodnoteni Uspesnosti systému je vhodné vybrat top n skére odporucani pre kazdého
pouzivatela v testovacej vzorke a spriemerovat vysledok. Vyber hodnoty pre parameter
n by mal byt podmieneny po¢tom océakavanych kvalitnych odporacéani vygenerovanych
systémom sohladom na dostatocny pocet odporucenych objektov, ktoré budu
prezentované pouzivatelovi.

4.2 Vyber pristupu pouzivaného odportcacim systémom

Ako odporuca autor ¢lanku [37], v prvom rade je vhodné preskimat dostupné data
a na zaklade ich vlastnosti sa pokusit vylu¢it nevhodné pristupy pre dané déta. Dalej
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odporuca po vyfiltrovani nevhodnych pristupov a dopracovani sa kvyberu dvoch
pristupov vytvorit rychly prototyp oboch systémov, ¢o napomdze porovnat presnost
odporucéani generovanych jednotlivymi systémami. Takymto spésobom je mozné ziskat
prehlad o vykone systému, jeho presnosti aotom, aké typy odporucani systém
generuje.

Odporucania generované vyuzitim jedného pristupu moziu byt velmi podobné
objektom, ktoré pouzivatel ohodnotil v minulosti, zatial ¢o odporucania vybrané inym
pristupom predstavuju Siroky vyber objektov, ktoré su stale relevantné, ale nie hned
na prvy pohlad ako v prvom pripade. llustrované na priklade pouZivatela, ktory nakupuje
vela masla, sa odporuc¢ania moézu tykat inych znaciek masla alebo objektov ako chlieb,
Sunka ¢i vajicka.

Podla tychto informécii sa na zaver vyberie pristup, ktory spifia poZiadavky a ciele
prevadzkovatela vybraného e-shopu, kde ma byt odporucaci systém zavedeny.

4.3 Nastavenie parametrov systému

Po vybere odporucacej metddy je Casto potrebné odladit parametre systému
na dosiahnutie najvacsej presnosti a najlepsieho vykonu systému. Niektoré pristupy,
ako napriklad kolaborativne filtrovanie (2.2.1) md hyperparametre, respektive
parametre, ktoré ovplyviiuju spravanie sa odporucacieho systému a jeho presnost.

Ich hodnoty je mozné ziskat testovanim presnosti systému vzhladom na rbzne
kombinacie parametrov pomocou hodnotiaceho algoritmu vybraného v prvom kroku
navrhu odporucacieho systému. Vizualizacia skére systému pri jednotlivych nastaveniach
mbéze ulahéit vyber vhodnych parametrov systému nad dostupnymi datami.
Hyperparametre systému su vacSinou nezavislé na sebe, preto méze byt ndpomocné
skimat vplyv hodnét jednotlivych hyperparametrov na vykon systému oddelene.
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5 Vyhodnotenie odporucacieho systému

V oblasti odporucacich systémov sa predpoklada interakcia pouzivatelov so systémom
atak isto aj sostatnymi pouzivatelmi. Preto je pri vyhodnocovani odporuicacich
systémov mozné pouzit mnozstvo metdd vyuzivanych vo vyskume socidlneho spravania,
ktoré umoznuju zodpovedat vyskumné otazky ako [8]:

e Vnimaju pouzivatelia interakciu s odporucacim systémom ako uzitoéna?

e Su spokojni s kvalitou prezentovanych odporucani?

e Co motivuje pouZivatefov ponuknut systému data ako ohodnotenie
odporucéani alebo komentare knim, atym zlepsit kvalitu predikcie
systému?

e Co konkrétne pouzivatel kladne vnima na ziskani odporucani? Je to miera
serendipity a novosti alebo je to len skutocnost, Ze je uSetreny
od procesu hladania odporucenych objektov?

V [38] su popisané 4 metodoldgie vyuzivané na vyhodnocovanie odporucacich
systémov:
offline vyhodnocovanie,
prieskum pouzivatelov,
studia pouzivatelov,

P wnNe

online vyhodnocovanie.

5.1 Online vyhodnocovanie

Do online vyhodnocovania odporucacieho systému su zapojeni realni pouZivatelia.
Umoznuje vyhodnotit, ako pouZivatelia realne interaguju s odporucacim systémom,
napriklad, kolkokrat si pouZivatel vyberie nejaky odporuceny objekt vzhladom na pocet
vietkych odporucenych objektov.

V tomto type vyhodnocovania sa na porovnanie dvoch odporucéacich metdd pouziva
takzvané A/B testovanie, ktoré vyZaduje rozdelenie pouzivatelov do dvoch skupin,
pricom jednej z nich sa ponuknu odporucania vygenerované systémom A a druhej
skupine odporucania ziskané od systému B [38]. Toto rozdelenie sa zvyéajne uskutocnuje
presmerovanim malého percenta prevadzky e-shopu na niektory ztestovanych
odporucacich systémov a nasledne sa zaznamenavaju interakcie pouZivatelov s nim.
Presmerovanie by malo prebiehat nahodne, aby sa zabezpedili rovnaké podmienky
pre testované systémy [39].

Tak isto je délezité uvedomit si, ktoré aspekty odporucacieho systému su
vyhodnocované. Ak sa vyhodnocovanie zameriava na presnost systému, pouzivatelské
rozhranie by malo byt zafixované pre oba systémy. Naopak, ak sa vyhodnocovanie
sustreduje na pouzivatelské rozhranie, zafixovany by mal byt odporucaci algoritmus.

Online vyhodnocovanie odporucacieho systému je obycajne velmi nakladné. Navyse,
pri navrhu odporuicéacieho systému je vacsinou snaha najst jeho slabiny predtym, ako je
zavedeny do e-shopu. V opacnom pripade sa totizto moze stat, Ze pouzivatelovi budu
prezentované pre neho nerelevantné objekty, o ho mdzZe odradit od vyuZivania
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odporucacieho systému. Ztychto dévodov je vhodné, aby bol odporucaci systém
vyhodnoteny najprv v offline podmienkach, pricom sa predpoklada, Ze vysledky ziskané
pocas offline vyhodnocovania budli odpovedat redlnemu nasadeniu systému
do e-shopu [39].

5.2 Offline vyhodnocovanie

V pripade offline vyhodnocovania je potrebné simulovat redlny proces, v ktorom
systém odhaduje, ktoré objekty by mohli byt uzito¢né pre pouzivatela av ktorom ich
pouzivatel nasledne vyuzZiva. Tieto podmienky suU obycajne dosiahnuté ziskanim
historickych dat o sprdvani existujucich pouzivatelov v ramci daného e-shopu, pricom
mozu obsahovat informacie o explicitnej alebo implicitnej spatnej vazbe.

Na vstupe do systtmu sa nachadza mnoZina vybranych profilov pouzivatelov,
ktoré obsahuju ohodnotenia objektov. Jednotlivé profily sa pocas vyhodnocovania
rozdelia na dve ¢asti, ato na ohodnotenia, ktoré budu tvorit trénovaciu mnozinu
predstavujucu vstup do systému, a ohodnotenia, ktoré budu vyuzité ako testovacia
mnoZina na vyhodnotenie odporucani vygenerovanych systémom [8][39].

V [8] st spomenuté dve metddy, ktorymi moze byt inSpirované rozdelenie profilov:

e all but N“ — je danda fixnd hodnota premennej N urlujicej velkost
testovacej mnoziny u kazdého pouzivatela.

e ,given N“ — je dana fixna hodnota premennej N uréujlicej velkost
trénovacej mnoziny u kazdého pouzivatela.

Vyhodnotenie odporucacieho systému sa podla charakteru historickych dat moze
zameriavat na predikénd alebo klasifikatni schopnost odporucacieho systému.
Predikénd uUloha sa zaoberd odhadom chybajucich ohodnoteni v matici preferencii.
V pripade klasifikacnej Ulohy sa zoberie n objektov z mnoZiny objektov, ktoré systém
povaZuje za relevantné pre pouZivatela, pricom su vyberané podla skére, ktoré im udal
samotny odporucaci systém. Naslednym vyhodnotenim tychto odporucani vzhfadom
na skryté, testovacie data, modZzeme ziskat jeden zo Styroch moZnych vysledkov
nacrtnutych v Tabulka 5.1 [8][1].

Tabulka 5.1 Klasifikacia moznych vysledkov odporucenych objektov pouzivatelovi [1]

odporucené systémom | neodporucené systémom

preferované . . . ,
. ) skutocne pozitivne (TP) falosne negativne (FN)
pouZivatelom
nepreferované . - . .
.. ) falosne pozitivne (FP) skutocéne negativne (TN)
pouZivatelom

Skutocne pozitivny vysledok sa tyka odporuceného objektu, ktory je realne
preferovany pouzivatefom, faloSne pozitivny nastdva v pripade, kedy je objekt
odporuceny systémom, ale znalost o preferovani tohto objektu vybranym pouzivatelom
nie je znama, afaloSne negativny sa tyka pripadu, kedy je objekt preferovany
pouzivatelom, ale odporucaci systém ho neodporucil [40].
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Zoznam odporucéani prezentovanych pouzivatelovi vdcSinou obsahuje tri az desat
objektov, kedZe pouzivatelia zvy¢ajne nemaju tendenciu prechadzat dlhsie zoznamy [8].

5.2.1 Metriky na vyhodnotenie odporticacieho systému na zaklade historickych
dat

V [8] je spomenutych niekolko metrik, ktoré su casto pouzZivané pri vyhodnocovani
odporucacieho systému operujuceho nad historickymi datami.

5.2.1.1 Presnost predikcie

Na vyhodnotenie schopnosti systému predikovat pouZivatelove preferencie
pre vybrany objekt sa najcastejSie pouzivaju numerické merania chyby, ako ,mean
absolute error” (MAE), ,root mean squared error” (RMSE) alebo normalizované
MAE (NMAE) [40].

MAE vyjadruje strednu odchylku medzi vypocitanymi ohodnoteniami odporucéani
rec(u,i) askutocnymi ohodnoteniami 1,; pre vietkych pouzZivatefov u €U
obsiahnutych v testovacej mnoZine testset,,. Formalne [8]:

ZuEU Zietestsetulrec(u' i) - Tu,il

MAE = (5.1)
Yueultestset,|
Okrem toho sa vyuziva aj normalizované MAE (NMAE), ktoré zohladnuje rozsah
hodnét ohodnoteni, teda
MAE
NMAE = ——, (5.2)

Tmax — Tmin

NMAE normalizuje do intervalu 0 aZ 1.

5.2.1.2 Presnost klasifikacie

Pri predikcii objektov ako relevantné alebo nerelevantné sa meni tloha odporucania
objektov na binarnu klasifikaciu. Vtomto pripade je moziné vyuzit pri ohodnocovani

III

metriky vyuZivané v ,information retrieval” (vyhladavanie informacii) ako ,precision”
alebo ,recall” [40].

Tie su prirodzenejsie v kontexte odporucacich systémov, kedZe v redlnej interakcii je
pouzivatelovi reprezentovany zoznam odporucenych objektov anie odhady ich
ohodnoteni [8].

S vyuZitim Tabulka 5.1 je v [1] precision a recall definované nasledovne:

procision — TP 53
recision = #TP n #FP .
_ _ #TP (5.4)
Recall = oo b T #FN
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Precision vyjadruje teda pomer medzi poctom spravne odporucenych objektov
a celkovym poctom odporucenych objektov, pricom recall vyjadruje pomer medzi
poctom spravne odporuéenych objektov a teoretickym maximom spravne odporucenych
objektov, zodpovedajucej velkosti testovacej mnoziny [8].

5.2.1.3 Presnost rankingu objektu

Ranking objektov odporucacim systémom sa chape ako vysledné usporiadanie
objektov vybranych na odporucanie vzhladom na ich skére, ktoré im bolo priradené
systémom pocas vypocCtového procesu. Ranking objektu teda zodpovedd pozicii
vybraného objektu v zozname odporucéani vygenerovanych systémom.

Pri vyuziti tejto metriky sa nezohladrnuje len to, ¢i objekt bol spravne odporuceny,
ale aj jeho relativna pozicia v zozname odporucani [8].

5.2.2 Recall-coverage multiobjektivne vyhodnocovanie

Autori ¢lanku [40] navrhuji na vyhodnocovanie odporucacieho systému pouZit
recall-coverage multiobjektivne vyhodnocovanie. Nimi navrhnuty pristup pouZiva
pri vyhodnocovani systému okrem metriky recall aj dodato¢né meranie zaloZené
na ,catalog coverage”, ¢im sa vyhodnocovanie systému meni na multiobjektivny
optimalizacny problém.

5.2.2.1 Catalog coverage

Catalog coverage vyjadruje, aké percento dostupnych objektov systém odporuca
pouzivatefom [41]. Je definovany ako pomer medzi poctom rbdznych objektov,
ktoré systém odporucil pouZivateflom tvoriacim testovaciu sadu, a celkovym poctom
objektov, ktoré systém mobZe pouZit na odporucanie, teda celkovy pocet réznych
objektov ponukanych v ramci daného e-shopu. Formalne [40]:

|{TOPN(mOdel' w)lu € Utest}l

5.5
] (5.5)

catalog_coverage(model) =

Pri vyuZziti metédy vyhodnocovania odporuicacieho systému, kedy sa z historickych dat
vybraného pouzivatela vyberie jeden objekt do testovacej mnoZiny a ostatné tvoria
vstup do systému ako trénovacia mnoZina, maju odporucacie systémy tendenciu
odporucdat ¢asto nakupované objekty v ramci daného e-shopu. Systém tymto spésobom
sice mo6ze dosiahnut vysokl presnost, ale hodnota coverage bude nizka a pouzivatelovi
nebudu odporucené nové alebo zaujimavé objekty, ktoré by si za normalnych okolnosti
nevsimol [40].

Navrhované recall-coverage multiobjektivne vyhodnocovanie sa skladd z mnoziny X
predstavujucej mnoZinu vsetkych testovanych modelov, napriklad model vyuZivajici
rovnaki odporucaciu metdédu srozdielnym nastavenim parametrov, azdvoch
objektivnych funkcii - fro¢ @ feop, ktoré si skimané na rovnakej sade dat.

Podla definicie v [40] sa model m oznacuje ako pareto-dominujlci modelu 7 vtedy,
ak splfia aspof jednu z podmienok:
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o froc(M) > froc(M) A froop,(m) = f.0,(M), teda model m dosahuje
vysSiu hodnotu recall ako m a jeho hodnota catalog coverage je
prinajmensom taka dobrd ako i,

*  feov(M) > feop (M) A frec(M) = frec (i), teda model m ma vyssiu
hodnotu catalog coverage ako i a jeho hodnota recall je prinajmensom
taka dobra ako 7.

Experimenty prevedené v ¢lanku navrhujicom tento pristup preukdzali, Ze na zaklade
vysledkov online testovania boli najuspesnejsie tie systémy, ktoré sa nachadzali v centre
pareto frontu vysledkov offline testovania. Na zdklade tohto zdveru navrhuju
optimalizovat parametre odporucacieho algoritmu vyuzitého v systéme vzmysle
maximalizovania harmonického priemeru recall a coverage merani, formalne:

recall - catalog_coverage

RCym = 2 (5.6)

“recall + catalog_coverage’
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6 Analyza problému a navrh metodologie rieSenia

Ako uz bolo spomenuté v Gvode, tlohou diplomovej prace je preskimat ponuknuté
data a zvolit vhodny odporuc¢aci model na generovanie odporiéani nad tymito datami.
V nasledujucich castiach bude popisand analyza ziskanych dat, zvoleny odporucaci
systém avyhodnocovaci systém pouzity na vyhodnotenie avyber odporucéacieho
modelu a jeho parametrov vhodnych pre dané data.

6.1 Analyza dat z e-shopu Kickz

Pre ucel tejto diplomovej prace boli pondknuté déata z e-shopu Kickz?%. Jednd sa
o nemecky internetovy obchod, ktory ponuka svojim zdkaznikom produkty zvacsa
Sportového charakteru. Na vykonanie experimentov bol pouzity dump produkénej
databazy vytvoreny 9.10.2017.

Strukturu tejto databazy tvori 212 tabuliek a sekvencii. Okrem aktudlnych dat sa tu
nachdadzaju aj historické data ukladané od zaciatku spristupnenia obchodu na internete.

Kickz ma niekolko verzii e-shopu diferencovanych jednak podla domén, ale aj biznis
logiky. Kazda ztychto verzii ma prideleny vlastny identifikdtor, ktory je zadany
prevadzkovatelom e-shopu.

Po registracii sa do e-shopu dostane kazdy zakaznik svoj jednoznacny identifikator,
ktory je generovany pouZitim sekvencie a vyuZivany ako cudzi kfu¢ v dalSich tabulkach
databazy.

Co sa tyka produktov e-shopu, kazdy z nich ma tri Urovne:

e product — najvSseobecnejSia abstrakcia produktu, zahffia produkt
so vSetkymi variaciami farieb a ich jednotlivych velkosti,

e product color variant — diferencuje jednotlivé farebné prevedenia
produktu a tie v sebe zahffiaju velkosti ponukané v danej farbe,
konkrétne velkosti konkrétnych farieb vybraného produktu.

Tabulka 6.1 ilustruje jednotlivé urovne produktu na konkrétnom pripade. Ked ma
zadkaznik zaujem o nejaky produkt, napriklad taky, ktory ho zaujme na zobrazenej stranke
katalégu, po kliknuti na jeho obrazok je presmerovany na stranku detailu produktu.
Na stranke sa okrem udajov odanom produkte nachadza aj zoznam obrazkov
zobrazujucich jednotlivé farebné prevedenia daného produktu — tento zoznam obsahuje
dostupné product color varianty. Dalej sa tu nachadza zoznam ponukanych velkosti.
Po vybere velkosti kliknutim na Ziadand velkost ma vybrany produkt Uroven product
variantu.

22 www.kickz.com
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Tabul'ka 6.1 llustracia abstrakcie produktu v e-shope Kickz

Produkt

Uroveii abstrakcie produktu

Tricko znacky Puma

product

Tricko znacky Puma, farba: modra

product color variant

velkost: L

Tricko znacky Puma, farba: modr3,

product variant

Informdacie o Urovniach produktov su uloZzené v samostatnych tabulkdch. Kazdy
product ma prideleny jednoznacny identifikator generovany sekvenciou, ktory je pouZity
ako cudzi klu¢ v tabulkdch ostatnych drovni, kde kazdy zaznam ma tak isto jedinecny
identifikator. Jedna sa ale len o interny identifikator v ramci databazy — pre ucely biznis
logiky e-shopu je vyuZivané SKU (stock keeping unit), skladové Cislo priradené produktu

prevadzkovatelom internetového obchodu.

Jednotlivé uUrovne produktov obsahuju aj rozliéné atributy definujuce danu Uroven.
Vyber niektorych atribdtov dostupnych priamo ztabuliek drovni produktov alebo

spojenim s inymi popisuje Tabulka 6.2.

Tabulka 6.2 Vybrané atributy jednotlivych drovni produktov

Uroveri produktu

Nazov atributu

Popis atributu

product

product_id jednoznacny identifikator
sku skladové ¢islo
brand id identifikdtor znacky

i

produktu

product color variant

product_color_variant_id

jednoznacny identifikator

sku skladové ¢&islo

shop_id variant e-shopu
pohlavie, pre ktoré je

gender L
produkt uréeny

color farebné prevedenie

material material

short_description

kratky popis produktu

long_description

dlhy popis produktu

category

kategdria produktu

product variant

product_variant_id

jednoznacény identifikator

sku skladové ¢islo
price cena

oznacuje, Ci produkt je
online momentalne ponukany

zakaznikom
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Produkty mézu patrit do niekolkych kategérii, pricom tieto kategdrie su podla miery
vSeobecnosti rozdelené do dvoch urovni.

Kickz ponuka svojim zdkaznikom nakupy ako registrovani pouzZivatelia alebo ako
anonymni pouzivatelia. Tato skutocénost je rozliSena pritomnostou jednozna¢ného
identifikatora zakaznika v tabulke obsahujicej informacie o danej objedndavke, ktord
obsahuje okrem inych atribdtov aj datum vytvorenia. Polozky obsiahnuté v jednotlivych
objednavkach su v dalSej tabulke. Zaznamy poloziek obsahuju informacie ako SKU
produktu, identifikator verzie obchodu, kde bol zakupeny, a niektoré atributy popisujuice
dany produkt.

6.2 Popis vybraného odporucacieho systému

Na generovanie odporucani nad databazou e-shopu Kickz som si vybrala odporucaci
systém Recombee?. Tento systém je vyvijany v spoluprdci s akademickymi partnermi
Ceskym vysokym u&enim technickym v Praze?* a Data Science Laboratory®.

Ku odporucaciemu systému sa pristupuje prostrednictvom RESTful API a podporuje
viacero programovacich jazykov ako Ruby, Java, Python ¢&i .NET. Odporucania su
ponukané v redlnom case, pricom Recombee dokazZe spracovat viac ako 500 odporucani
za sekundu bez ohladu na vytaZenost e-shopu jeho zdkaznikmi.

Okrem platenej verzie pontuka Recombee pre svojich pouzivatelov moznost vytvorit si
bezplatny ucet. K nemu nasledne ziska pouzivatel pristup ku svojej databdze na serveri
Recombee, ktory je tvoreny identifikditorom databdazy a tajnym pristupovym tokenom.
Tieto Udaje su vyuZivané pri komunikacii s Recombee prostrednictvom API. PouZivatel
okrem toho ziska prihlasovacie Udaje do grafického rozhrania svojej databazy, kde si
moZe zobrazit data ulozené v Recombee databdze, atakisto Statistické udaje
o odporucaniach vyZiadanych z Recombee a interakcidach vloZenych do Recombee
databazy. Umoznuje vkladat interakcie ako:

e nakup objektu (purchases),

e pozretie objektu (views),

e ohodnotenie objektu (ratings),

e pridanie objektu do kosika (cart additions),

zélozky (bookmarks).

Interakcia je definovana identifikdtorom pouZivatela, identifikdtorom objektu
a Casovou stopou definujicou cas vzniku danej interakcie. Typ interakcii je
diferencovany pri exporte dat do databdzy, kedy sa pre kazdy typ vyuziva ina metdda.

Nahlad do databazy je tvoreny klasickym tabulkovym zobrazenim, pricom je
rozdeleny na dve Casti — objekty a pouzivatelia. V oboch tabulkach je moznost rychleho
vyhladdvania, ktory umoZfuje ndjdenie objektu alebo pouzZivatela podla jeho
identifikatora. Po kliknuti na identifikator objektu sa zobrazi tabulka zobrazujlica zoznam
identifikatorov pouzivatelov, ktori interagovali stymto objektom. Pre kazdy typ

2 www.recombee.com
2 www.cvut.cz
% datalab.fit.cvut.cz
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interakcie je zobrazeny samostatny zoznam, pri¢om sa da medzi zoznamami prepinat.
Pre pouzivatelov existuje obdobnd moznost, zoznam je ale tvoreny identifikdtormi
objektov.

Recombee umoZiuje posielanie viacerych requestov naraz s vyuzitim batch requestu,
¢o ulahcuje export vacsieho mnozstva dat, napriklad pri inicialnom vkladani dat
do databazy.

Na vyber su dva typy odporucacich metéd:

e pouzivatelsky orientované odporucdania — poziadavka na odporucanie
pre vybraného pouzivatela,

e objektovo orientované odporucania — poziadavka na odporucania
objektov, ktoré si podobné vybranému objektu, pricom mézu byt brané
do uvahy ajinformacie o pouzivatelovi za Ucelom vytvorenia
personalizovanych odporucani.

Jadro celého odporucéacieho systému tvori niekolko odporucacich metdd, ktoré su
nadalej zdokonalované s vyuzitim umelej inteligencie.

6.3 Popis vybraného vyhodnocovacieho systému

Na vyhodnocovanie odporucani generovanych systémom Recombee s vyuZitim dat
e-shopu Kickz som sa rozhodla pouzit aplikaciu vyvinutd v rdmci diplomove] prace
Ing. Josefa Dvordka [42], ktord umozZiiuje offline vyhodnocovanie systému Recombee.

Tato aplikacia priamo komunikuje s APl Recombee systému a umoZnuje vytvorenie
niekolkych testov, vramci ktorych je moiné otestovat rdzne odporucacie modely
s réznymi parametrami nad vybranou sadou dat.

Testy mo6zu byt spustené bud s nahodnym vyberom vzoriek z dat pouZivatelov
uloZenych v databdze Recombee alebo s mnoZinou vzoriek vytvorenych pouZivatefom
tohto vyhodnocovacieho systému, pricom su tieto informdcie ziskavané z lokdalnej
databazy. Vzorky su tvorené parmi pouzivatel-objekt.

Testovanie prebieha tak, ako je popisané v casti 5.2. Nahodne vybrané vzorky
alebo vzorky nacitané z databazy tvoria testovaciu Cast profilov vybranych pouZivatelov.
Systém postupne prechadza jednotlivé vzorky apri kazdom pouzivatelovi vymaze
prislusné interakcie s objektom, ktory tvori testovaciu ¢ast vzorky. Zvy$né interakcie su
nasledne pouZité pri generovani odporucani pre daného pouzivatela. Ziskané
odporucdania su zapisané do databdazy a testovany objekt je naspat uloZzeny do Recombee

databazy.
Aplikacia ponika nasledujuci vyber odporutcacich modelov obsiahnutych v systéme

Recombee:
e UserkNN model — nazov tohto modelu referuje na pouzZivatelsky

orientované kolaborativne filtrovanie, ktoré wvyuZiva kosinusovu
podobnost.

e Ranking Item kNN model — model je podobny ako UserKnn, pouZiva
ale objektovo orientovany pristup.

e Token Item kNN model — vyuZiva obsahovo orientovanu odporucaciu
metddu pouZivajlucu kosinusovi podobnost medzi objektmi.
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e Asociacné pravidlda — objavuju skryté patterny v datach, urcité vztahy
medzi  jednotlivymi  objektmi, atym napomahaji  odhadndt
pouzivatelovo spravanie. Jedna sa o implikaciu vtvare X — Y, kde X N
Y = @ [43]. Sila asociacného pravidla je vo vSeobecnosti merana
v zmysle ,,support” a ,,confidence”, v Recombee systéme je vyuzivany len
»support”, ktory urcuje, ako casto je vybrané pravidlo aplikovatelné
na danej mnoZine dat.

Asocia¢né pravidlo X — Y je podporované v systéme, ak spifia

T eU|XUY €T}

|U| = Smin (61)

kde spin € [0.0,1.0] je ,minimal support”, T je transakcia a U je
mnozina vsetkych transakcii pouzivatelov.

Modely  vyuzivané v Recombee  pouzivaju takzvany  popularity-biasing
parameter [ [40], ktory reguluje odporucéanie popularnych objektov vramci daného
e-shopu. Odporucanie najcastejSie nakupovanych objektov totizto spOsobuje nizku
hodnotu coverage, no pouZitie parametra B penalizujuceho populdrne objekty dava
$ancu na odporucanie aj menej ¢asto ohodnocovanym objektom, ¢o zvySuje réznorodost
v navrhovanych objektoch, a teda aj hodnotu coverage.

Popularita urcitého objektu j v modeloch systému Recombee je vyratana ako

popularity(i) = Z(ru,i ~7) (6.2)

ueu

kde 7,; je ohodnotenie daného objektu urlitym pouZivatelom a 7, je priemerna
hodnota vsetkych ohodnoteni daného pouzivatela. Takto ziskana popularita objektu sa
pouZije pri regulovani ranku odhadnutého odporucacim systémom rank (u, i):

rank(u, i) (6.3)

rankfjs(u, 0= popularity(i)#
kde Be[0.0,1.0].

Aplikacia po prejdeni vSetkych testovanych parov umoznuje vyhodnotenie testov
s vyuzitim metriky navrhnutej v praci [40], pricom ma pouzivatel aplikdcie moznost si dat
tieto vysledky vizualne zobrazit, ¢o mu napomaha pri vybere optimalnych parametrov
vybraného modelu.

6.4 Navrh metodoldgie vyhodnocovania

V experimentalnej Casti diplomovej prace som sa rozhodla zamerat na niekolko
odporucacich modelov obsiahnutych vramci odporucacieho systému Recombee
avybrat ten, ktory bude na zdklade offline vyhodnocovania dosahovat najlepsie
vysledky.
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Experimenty budu vykonané s pouZitim nasledujicich modelov:
e UserkNN model,
e Ranking Item kNN,
e Token Item kNN.

Prvy model som si vybrala na zdklade mojich informdcii zistenych podas pripravy
teoretickej Casti tejto prace, kde som sa vo viacerych zdrojoch docitala, Ze tento model
patri medzi najpouzivanejSie odporucacie metddy. Testovanim druhého modelu chcem
zistit, ¢i sa moje vysledky budu zhodovat so skidsenostami tvorcov Recombee systému,
kde, ako sa vyjadrili v ¢lanku [44], pouZivatelsky orientované kolaborativne filtrovanie
prekonalo objektovo orientované pri viacerych databazach aj scenaroch.

Vzhladom na fakt, ze kolaborativne filtrovanie vyuziva na odporucanie historické data
o interakcidch pouzivatelov, pri spomenutych modeloch a pouzivateloch so ziadnymi
alebo iba niekolkymi takymito datami méze vzniknut cold start problém popisany v ¢asti
2.3. Vyhodnocovanie tretieho modelu ma za ulohu zistit moznosti Recombee systému
v situdcidch, kedy:

e pouzivatel nema Ziadne historické data o interakciach alebo len velmi
malo,

e vybrany objekt nema Ziadne interakcie s pouZivatelmi alebo len velmi
malo.

Vyhodnotenie vybranych modelov bude vykonané s vyuzZitim vyhodnocovacieho
systému popisaného v Casti 6.3, kde poziadavky na odporucania budd posielané
do Recombee systému s roznymi hodnotami parametrov z vopred vybraného intervalu
hodnot. Spravanie modelu bude skimané pri meniacich sa hodnotidch nasledovnych

parametrov:

e popularity-biasing parameter  — popisany v casti 6.3, parameter
regulujuci odporucanie najviac nakupovanych objektov, pre potreby
experimentov som sa rozhodla pouzit linedrne rastice hodnoty
zintervalu Be[0.0, 1.0].

e kknn — hodnota tohto parametra urluje pocet najpodobnejsich

pouzivatelov/objektov (zaleZi od typu odporicéacieho modelu), ktoré sa
vyskytna vo vybere objektov vhodnych na odporucanie pre vybraného
zdkaznika. Rozhodla som sa pouzit exponencidlne rastice hodnoty

pre otestovanie vacsieho rozsahu hodnot tohto parametru.
Vyhodnocovanie prvého modelu bude pre porovnanie vykonané na oboch Urovniach
objektov — product color variant a product. Predpokladdm, Ze Uroven product bude
vhodnejSia na odporucania, kedZze dava systému vadsiu volnost vzhladom
na vseobecnost tejto Urovne, atym padom ma aj vacsiu Sancu na spravne odhadnutie
objektu v testovacej vzorke. Podla méjho nazoru nie je dolezZité objekty diferencovat
na farby, ale délezitejsi je druh samotného objektu z pohladu atributov ako kategoria
alebo znacka. Informaciu o farbe by som napriklad pouZila v pripade, kedy by som chcela
zobrazit odpordéania nainformacnej stranke objektu. Vtedy by som vzozname
odporucani zobrazila pouzivatelovi odporucania v takej farbe, aki ma prave zobrazovany
objekt. Pri pouZiti Token Item kNN sa zase moze stat, Ze pri pouziti Urovne product color
variant oznaci odporucaci systém identicky objekt vzhladom na uroven product a tieto
objekty sa buddu lisit len vo farbe, ¢o povaZujem za neziaduce spravanie. Cielom vyuzitia
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odporucacieho systému je pouzivatelovi ponuknut nové objekty, nie ten isty objekt
v inej farbe.

Zvoleny vyhodnocovaci systém bol prispdésobeny na data z prace [42], kde interakcie
boli typu pozretia (views). Po niekolkych konzultacidch stvorcom systému Josefom
Dvordkom bol tento vyhodnocovaci systém doplneny o dalSie interakcie atestovanie
bolo prispdsobené pre potreby experimentov v rdmci tejto diplomovej prace. Vzhladom
na charakter ziskanych dat z e-shopu Kickz, kde historické data obsahuju informacie
o interakciach typu ndkup (purchases), pouZiva vyhodnocovaci systém iba tento typ
interakcie.

Ako bolo spomenuté v casti 6.3, vyhodnocovaci systém vyuZiva recall-coverage
metriku popisanu v praci tvorcov Recombee systému [40]. InSpirovand touto pracou
pouzijem pri vybere vhodného modelu rovnaky sp6sob vyberu, teda za vhodné hodnoty
parametrov modelu budem povaZovat tie, ktoré sa budl nachadzat v centre pareto
frontu vysledkov offline testovania abudd maximalizovat hodnotu harmonického
priemeru recall a coverage RCy,,, podla vztahu 5.6.

Pri modeli Token Item kNN sa okrem vhodného vyberu parametrov sustredim
aj navyber vhodnej mnoziny atribUtov objektov. Preto spustim niekolko testov
s rovnakym rozsahom hodn6t pre parametre kknn a3, ale nad rozdielnou mnoZinou
atributov objektov.

Na zdklade vysledkov obsiahnutych v praci [40] autori popisali spozorované spravanie
testovanych modelov  (pouZivatelsky orientovany k-NN a acociativne pravidld),
kedy vyssia hodnota parametru k (pocet najpodobnejsich pouzivatefov) znizZovala
hodnotu recall aj coverage. Pri vysokej hodnote k sa odporucanie produktov podoba
na odporucanie popularnych objektov, pricom recall je v pripade odporucania
najpredavanejsich objektov zvycajne vysoky. Nizke hodnoty kzase vedu k nizkym
hodnotam recall spdsobenych javu zvanému overfitting (situacia, kedy sa model prilis
presne nafituje na ponuknuté vzorky). Coverage ale s klesajuicou hodnotou k narastal.

Vplyv hodndét parametru B zaviselo na prisposobivosti modelu. Pri modeloch
s vysokou prispbésobivostou, teda modeloch s nizSou hodnotou k, B redukovala recall
a zvySovala coverage.

Popri vyhodnocovani vysledkov sa pokusim zhodnotit, ¢i sa moje zistenia budu
priblizovat vyssie popisanym pozorovaniam.
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7.1 Vyber atributov objektov a predspracovanie dat

Na zaklade analyzy dat popisanej v Casti 6.1 som sa rozhodla vybrat a otestovat
nasledujuce atributy produktov:
e identifikator
e znacka,
e kategodria,
e pohlavie,
e farba,
e material,
e kratky popis,
e dlhy popis.

S vyuzitim programu SQL Workbench a PostgreSQL drivera som si z pévodnych
tabuliek v databdze e-shopu Kickz vyextrahovala potrebné informacie a ulozila
do novych tabuliek. Tie som nasledne vyexportovala ako txt dokumenty, ktoré tvorili
zdroje pri exporte dat do databdzy Recombee.

S atributmi produktov pracuje len model Token Item kNN. Z dévodov, ktoré som
spomenula v ¢asti 6.4, pouzijem na ucely vyhodnocovania Uroven objektov product.

Ako ukazuje Tabulka 6.2, vac¢sina Ziadanych atributov je obsiahnutd na Urovni product
color variant. Ziskanie atributov pre uroven product vyZzadovalo vytvorenie viacerych
dotazov v jazyku SQL a niektoré potrebovali aj dodatocné spracovanie, ako napriklad
odstranenie zavadzajucich informacii v atriblte dlhy popis (zoznam velkosti, informacie
obsiahnuté v dalsSich atributoch, cena, atd.). Pri viacerych hodnotach kratkeho popisu
alebo dlhého popisu som sa rozhodla tieto hodnoty spojit do jedného stringu.
Ako jednoznacny identifikator produktov som zvolila identifikdtor pouZity v pévodnej
databaze.

Tabulka 7.1 Zoznam zvolenych atributov objektov turovne product a ich typov

Nazov atributu Typ atributu Poznamka
Identifikator String jednoznacny identifikator
N . kazdy produkt ma len 1
Znacka String .
znacku
L. produkt moZe patrit do
Kategoria Set . , Lo
viacerych kategorii
MozZné hodnoty:
. . M — muzské, F — Zenské,
Pohlavie String

U — univerzdlne
N — neutralne.

48



7 Experimenty

produkt méze mat viac ako
Farba Set . i .
len jeden farebny variant
zloZenie produktu sa moze
Materidl Set skladat z viacerych

materialov

Kratky popis String

Dlhy popis String

Pre pouzivatelov som zvolila jediny atribdt ato jednoznacny identifikator, ktory je
podobne ako v pripade objektov rovnaky ako v povodnej databaze.

Do databazy boli pre kazdého pouzivatela vloZzené informacie o interakciach typu
nakup, kde kazda tato interakcia sa sklada z jednoznaéného identifikatora pouzivatela,
jednoznacéného identifikatora objektu a ¢asovej stopy vzniku interakcie.

7.2 Export dat do databazy Recombee

Export dat bol vytvoreny vyuZitim APl klienta pre programovaci jazyk Java®.
Na komunikéciu som vyuZila metddy obsiahnuté v dokumentdcii koncovych bodov API?’
a v dokumentdcii Recombee klienta v jazyku Java?®. Jednotlivé dita som naditavala
z prislusnych txt siborov.

Vyhodnocovanie Token Item kNN vyZadovalo viacnasobny export dat objektov
pri meniacich sa atributoch pouZitych pri testovani. Preto som okrem sekvenéného
exportu vyskusala aj paralelny export dat.

Paralelny export dat predstavovalo odosielanie niekolkych paralelnych poZiadaviek
typu batch obsahujucich najprv atribdty pouzivatelov, potom objektov a nakoniec
interakcii typu nakup. Tento sposob sice urychlil celkovy ¢as potrebny na export dat,
ale vyskytovali sa prifiom technické problémy, ktoré ovplyviiovali vysledky testov
v podobe prazdnych odporucéani pre pouzivatelov.

Po konzultécii s vyvojarmi Recombee som sa rozhodla ostat pri sekvenénom exporte
dat, kde sa najprv odosle batch pre data pouzivatelov, po jeho spracovani pre objekty
a nakoniec pre interakcie. PouZitie rozdielnych atribatov pri modeli Token Item kNN bolo
docielené opakovanym exportom atribltov objektov, kde neZiaduce atribaty mali
prazdne hodnoty a tym padom neboli danym algoritmom brané do Uvahy.

7.3 Spo6sob vytvorenia testovacej vzorky

Histogramy zobrazené na Obrazok 7.1 a Obrazok 7.2 popisuju rozdelenie pouzivatelov
podla poctu roznych nakupenych objektov, pricom su rozdelené podla Urovne objektov.

26 dokumentécia je dostupnd na: docs.recombee.com/java_client.html
27 docs.recombee.com/api.html
28 docs.recombee.com/_static/java/index.html
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Pre obe Urovne som sa rozhodla vytvorit vybalansovanu testovaciu sadu dat s velkostou
1000 testovacich parov pouzivatel-objekt, pricom som sa rozhodla, Ze kazdy pouzivatel
sa v testovacich paroch vyskytne iba raz. Vzhladom na spbsob testovania som
do testovacej mnoZiny nezaradovala pouZivatelov s jednym zakdpenym produktom.
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Obrazok 7.1 Histogram zobrazujuci poéetnost pouzivatelov podla mnoistva zakipenych
produktov urovne product color variant z historickych dat

Testovacia sada nad uroviiou product color variant bola vytvorend pouzivatelmi
do 51 zakupenych produktov, ¢o vychadza na kazdu skupinu pouZivatelov podla poctu
produktov 20 testovacich pdrov. PouZivatelia patriaci pod urcitd skupinu pouZivatelov
budud vyberani ndhodne, tak isto ako aj objekt z ich nakdpenych produktov, ktory bude
tvorit testovaci par s danym pouzivatelom.
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Obrazok 7.2 Histogram zobrazujlci poéetnost pouzivatelov podl'a mnoistva zakupenych
produktov Urovne product z historickych dat

Pre Jdroven product som pouzila rovnaky postup s pouzitim pouZivatelov
do 41 zakupenych produktov, ¢ize 25 testovacich parov pre kazdu skupinu.
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Test modelu UserkNN model bol navySe vyhodnoteny s pouZitim testovacej mnoZiny
o velkosti 10 000 pouzivatelov, kde jednotlivé vzorky boli z dat o interakcidch vyberané
nahodne.

7.4 Vysledky experimentov

V kazdom teste sa od modelu vyZadovalo vygenerovanie 5 odporucanych objektov
a hodnoty parametru B boli vyberané z intervalu €[0.0, 1.0].

Co sa tyka hodndt coverage, celkovo sa v databdze nachadzalo 469 549 objektov
urovne product color variant (PCV). Pri testovacej vzorke 1000 pouZzivatelov a pri pocte
5 Ziadanych odporucanych objektov mohol systém celkovo odporuéit 5000 rdznych
objektov. SvyuZitim vzorca 5.5 tak dostdvame maximdlnu moznd hodnotu
coveragePCV,,,, = 0.0106.

Pri objektoch Urovne product (P) sa v databaze nachadzalo celkovo 39 514 objektov,
teda s rovnakymi podmienkami dostdvame coverageP,,,, = 0.1265.

Na ilustraciu odporucani zjednotlivych vyhodnoteni boli vybrani 3 pouZivatelia
z testovacich vzoriek s po¢tom nakupenych objektov 2, 3 a4. Popis odporucenych
objektov vygenerovanych jednotlivymi modelmi s parametrami, ktoré dosiahli najlepsi
vysledok na zéklade vyhodnotenia, sa nachadza v Priloha B .

7.4.1 UserkNN model

Najprv som spustila testy nad databazou, v ktorej sa vyskytovali objekty na drovni
product color variant. Pri nizSich hodnotach parametru kknn sa vo vysledkoch objavil
znacny pocet prazdnych odporucani pre urcité testovacie vzorky. Pri kknn = 5 sa jednalo
az 0425 testovacich vzoriek z celkovych 1000, pri kknn = 40 to bolo 179 vzoriek,
pri kknn = 427 sa zredukoval tento pocet na 12. Az pri hodnote kknn = 1171 bol
odporucdaci systém schopny vygenerovat odporucania pre cell testovaciu vzorku.

Po preskimani testovacich vzoriek, pri ktorych systém vratil prazdne odporucania,
bolo zistené, Ze sa vacsinou jednalo o pouzivatelov, pri ktorych bud neexistovali
interakcie sich zvySnymi produktmi, ktoré tvorili trénovaciu vzorku pre systém,
alebo tieto interakcie existovali, no pouzivatelia z nich mali bud” znac¢ne vyssi pocet
rozdielnych nakupenych objektov, alebo nemali interakciu sinymi objektmi
ako s porovnavanym pouzivatelom, alebo tvorili jeho podmnozZinu.

Pre porovnanie bol spusteny test s rovnakou testovacou vzorkou, ale nad datami,
kde objekty boli Urovne product. Vzhfadom na vysledky prvého testu som sa zamerala
na hodnoty kknn € [156,4500]. Systém bol schopny vtomto pripade vygenerovat
odporucania pre cell testovaciu vzorku pri kknn = 4500.

Posledny test sa tykal tak isto dat sobjektmi Urovne product, tentokrat bola
ale pouZitd vybalansovana testovacia vzorka a hodnoty kknn € [1,6300]. S prazdnymi
odporucaniami sa dokazali vysporiadat modely s kknn > 3214.
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Obrazok 7.3 Graf ziskanych hodnot recall a coverage pocas vyhodnocovania modelu UserkNN
nad datami s objektmi urovne product s vybalansovanymi testovacimi datami

Pri objektoch urovne product color variant (Obrazok A.1) dosiahol najvyssiu hodnotu
max(recall) = 0.045 model sparametrami kknn = 4500 af = 0.4, kde hodnota
coverage bola 0.00615. Najvyssiu hodnotu max(coverage) = 0.00912 dosiahol model
s parametrami kknn = 427 ap = 0.6, kde hodnota recall bola 0.014. Zo ziskanych
vysledkov povazujem za vhodného kandidata model s parametrami kknn = 1171
a B =0.4, kde recall = 0.036 a coverage = 0.00731.

Nad objektmi drovne product (Obrazok A.2) mal najvysSiu hodnotu
max(recall) = 0.056 model sparametrami kknn = 4500 aP = 0.2, kde hodnota
coverage bola 0.03547. Najvyssiu hodnotu max(coverage) = 0.10047 dosiahol model
s parametrami kknn = 837 ap = 0.8, kde hodnota recall bola 0.007. Zo ziskanych
vysledkov povaiujem za vhodnych kandidatov model s parametrami kknn = 2296
aB=0.4, kde recall =0.038 a coverage = 0.07504, model s parametrami kknn = 837
apB=0.2, kde recall=0.037 acoverage = 0.07612, a model kknn = 1171 a3 = 0.2,
kde recall = 0.04 a coverage = 0.07162.

Porovnanim vysledkov je zrejmé, Ze model dosahuje lepSie vysledky nad oboma
Urovilami od kknn > 300. Z hladiska hodnét coverage vzhladom na coverage,,,, dosaju
lepsie hodnoty modely operujice nad Uroviiou product color variant, no vyssie hodnoty

recall boli dosiahnuté nad Uroviou product.

Co sa tyka posledného testu (Obrazok 7.3), max(recall) = 0.116 mal model
s parametrami kknn = 6300 a B = -0.4, kde hodnota coverage bola 0.0083. Najvyssiu
hodnotu max(coverage) = 0.1007 dosiahol model sparametrami kknn = 837
aB=0.6, kde hodnota recall bola 0.015. Vhodnych kandidatov sich parametrami
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a ziskanymi hodnotami popisuje Tabulka 7.2. Na zaklade vysledkov bol najlepsi model
s parametrami kknn=1171a $ =0.2.

Po blizSej analyze bolo zistené, Ze tento model vygeneroval menej ako 5 Ziadanych
odporucani pre celkovo 40 pouZivatelov z 1000 v testovace] vzorke.

Tabulka 7.2 Vhodni kandidati pre UserkNN model

kknn beta recall coverage RChm

1171 0.4 0.043 0.09075 0.05835
1640 0.4 0.046 0.08412 0.05948
2296 0.4 0.056 0.07372 0.06365
1171 0.2 0.059 0.07063 0.06429
1640 0.2 0.060 0.06231 0.05988

Z vysledkov zobrazenych na Obrdzok 7.3 je zrejmé, Ze hodnota coverage najprudsie
narastala pri nizSich hodnotach kknn, kedy B € [0.2,1], teda v pripadoch penalizacie
popularnych produktov. Tento jav je podla mna prirodzeny, kedZe penalizdciou
populdrnych produktov sa systém mozZe zamerat na Sirsiu Skalu zdrojovych produktov.
Pri tychto hodnotach tak isto narastala hodnota recall, ale nie s vyraznejsimi rozdielmi
medzi jednotlivymi hodnotami.

Od hodndt kknn > 500 sa ale hodnota coverage zacala zniZovat, no hodnota recall
zacCala vyraznejsie narastat. Zvysujlicimi sa hodnotami kknn ma systém k dispozicii Sirsiu
skupinu pouzivatelov, ateda sa neupina len na mald, konkrétnu skupinu. So SirSou
skupinou pouZivatelov sa tak isto zacne viac zameriavat na castejSie nakupované
produkty. Podla mdjho nazoru narastajice hodnoty recall mohli byt esSte ovplyvnené
ajtym, Ze sa pritychto hodnotach kknn vyrazne zacal zniZovat aj pocet prazdnych
odporucani. Zaujimavé je ale spravanie modelu pri hodnotach B =1 a B = 0.8, kedy zacali
klesat aj hodnoty coverage aj hodnoty recall.

Pri postupnom preferovani populdrnych produktov, kedy B € [-1,-0.2] dosahoval
coverage omnoho nizsSie hodnoty a ndrast tychto hodnot nebol taky vyrazny, pricom sa
zacal znizovat uz priblizne pri hodnotach kknn > 21 . Modely stymito hodnotami
parametra B dosiahli ale najlepSie hodnoty recall. Z pohlfadu hodnét oboch parametrov
sa ale vysledky modelov pri meniacich hodnotach parametrov kknn nelisili tak vyrazne,
ako pri predoslych hodnotdch parametra f.

Z vysledkov mdzem usudit, Ze pre tento model st nad danymi datami najvhodnejsie
hodnoty parametrov 3 =0.2 a f = 0.4 a kknn € [500,3000].

7.4.1.1 Vyhodnotenie UserkNN modelu stestovacou mnoZinou o velkosti
10 000 vzoriek

V rdmci modelu UserkNN bol spusteny este jeden test nad datami, kde objekty boli
Urovne product, testovacia mnoZina v tomto pripade bola ale velkosti 10 000 testovacich
parov pouzivatel-objekt. Tento test slUZil na nazornejSie zndzornenie sprdvania sa
jednotlivych modelov vzhfadom na meniace sa hodnoty parametrov B a kknn.
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Obrazok 7.4 Graf ziskanych hodnot recall a coverage pocas vyhodnocovania modelu UserkNN
nad datami s objektmi trovne product s testovacou mnozinou o velkosti 10 000 vzoriek
z pohladu parametra kknn

Ako ukazuju vysledky zobrazené na Obrazok 7.4, narast hodno6t coverage a recall
pri nizkych hodnotach kknn, teda kknn € [1,5], mal rovnaky charakter pri vSetkych
hodnotach parametra . sa ale tento charakter zacali
lisSit — pri modeloch s hodnotami parametra B € [0.2,1] penalizujucimi odporucania
populdrnych objektov hodnoty coverage prudko narastali, zatial ¢o pri modeloch,
kde B € [-1,-0.2], zacali hodnoty coverage klesat.

Modely s hodnotami parametra B € [0.8;1] preukdzali opat zaujimavé spravanie
pri hodnotach kknn > 80, kedy zacali klesat hodnoty coverage aj recall.

Hodnoty recall sa po hodnotach parametra kknn > 6300 uZ vyraznejSie nemenili,
pricom najvacsiu hodnotu recall dosiahli modely s 8 € [0,0.2], kde kknn > 4500.

Na zaklade tychto vysledkov je teda zrejmé, Ze meniace sa hodnoty parametra 8
dokazali zvysovat hodnotu coverage pri nizkych hodnotach kknn alebo pri B € [0.2,1],
kedy boli odporucania populdrnych objektov penalizované. Pri hodnotach B € [-1,-0.2]
a narastajucich hodnotach kknn systém jednak zacal preferovat populdrne objekty na
zaklade B, atak isto sa zameriaval na vacsi zaber pouzivatelov, ¢im sa dostavali
do popredia ¢asto nakupované objekty, a teda sa zvySovala hodnota recall a hodnota

ZvySovanim  kknn

coverage sa nemenila alebo mierne znizovala.
Nad danymi datami je teda zhladiska kompromisu medzi hodnotami recall
skimat modely s hodnotami

a coverage podla mojho nazoru najvhodnejsie

pre parameter B z intervalu [0.2,0.6] a kknn z intervalu [10,4500].
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Obrazok 7.5 Graf ziskanych hodnot recall a coverage pocas vyhodnocovania modelu UserkNN
nad datami s objektmi trovne product s testovacou mnozinou o velkosti 10 000 vzoriek
z pohladu parametra beta

7.4.2 Ranking Item kNN model

Vyhodnocovanie modelu Ranking Item kNN bolo spustené nad datami, kde objekty
boli Urovne product a hodnoty kknn € [0,4500]. Pri tomto type modelu sa nevyskytoval
tak markantny problém s prazdnymi odporucaniami ako pri predoslom type, prazdne
odporucania boli pri meniacich sa parametroch vygenerované pre 2-4 pouZivatelov.

Zvysledkov  vyhodnocovania (Obrazok 7.6) dosiahol najvy$siu  hodnotu
max(recall) = 0.123 model s parametrami kknn = 427 a B = -1, kde hodnota coverage
bola 0.00597. Najvyssiu hodnotu max(coverage) = 0.08205 dosiahol model
s parametrami kknn = 5 a = 0.8, kde hodnota recall bola 0.027. Podla vysledkov
v Tabulka 7.3 maximalizuje hodnotu RCj,, model s parametrami kknn = 598 a 3 = 0.
Tento model vygeneroval menej ako 5 Ziadanych odporucani pre 9 pouZivatelov.
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Tabulka 7.3 Vhodni kandidati pre Ranking Item kNN model

kknn beta recall coverage RChm
2 0.2 0.040 0.06851 0.05051
11 0 0.048 0.06304 0.054501
21 0 0.053 0.06195 0.057127
57 0 0.060 0.0593 0.059648
598 0 0.069 0.05725 0.062578

Z vysledkov zobrazenych na Obréazok 7.6 mdzem usudit, Zze hodnoty coverage aj recall
sa vyraznejSie menili pri nizSich hodnotach kknn. Pri penalizovani populdrnych objektov,
teda pri hodnotach parametru B € [0.2,1], dosahoval model najvyssie hodnoty coverage,

iZSi sa vyskytla
klesat obe

podobnd situdcia ako v pripade predoslého modelu, klesat zacali

hodnoty — recall aj coverage.
Preferovanim popularnych produktov hodnotami B € [-0.4,-1] hodnota coverage

evvys

najvacsie hodnoty recall.

Podla dosiahnutych vysledkov usudzujem, Ze pre tento typ modelu nie su potrebné
také vysoké hodnoty kknn ako pri predoSlom modeli, postacujuce su hodnoty
kknn < 600. Co sa tyka parametru B, volila by som hodnoty B =-0.2 alebo B =0.

item-knn
kknn

41 256
. .

218
2296508 #4M §300
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Obrazok 7.6 Graf ziskanych hodnot recall a coverage pocas vyhodnocovania modelu Ranking
Item kNN nad datami s objektmi Grovne product

Porovnanim vysledkov ziskanych v rdmci testovania UserkNN modelu a Ranking Item
kNN model je zrejmé, Ze v prvom pripade boli dosiahnuté vysSie hodnoty coverage
aj recall, pricom prvy model dosahoval lepsSie vysledky aj z pohladu maximalizacie
hodnoty RCy,,. Nazdklade toho teda moéZem zhodnotit, Ze, podobne ako bolo

spomenuté v ¢lanku [44], model UserkNN vyuZivajluci pouZivatelsky orientované
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kolaborativne filtrovanie svojimi vysledkami prekonal model Ranking Item kNN
vyuzZivajuci objektovo orientované kolaborativne filtrovanie.

7.4.3 Token Item kNN model

Cielom vyhodnocovania Token Item kNN modelu bolo najst takd kombinaciu
zvolenych atribUtov a hodnét parametrov modelu, ktoré budld dosahovat najlepsie
vysledky vyhodnocovania, teda maximalizovat hodnotu RCy,;,.

Nad vybranymi kombindaciami atributov objektov som otestovala modely s hodnotami
parametra kknn € [0,4500]. Atributy pouzité v jednotlivych testoch popisuje Tabulka 7.4.
Modely maximalizujuce hodnotu RCy,, vramci jednotlivych vyhodnoteniach su
zobrazené v Tabulka 7.5.

Tabulka 7.4 Zoznam vyhodnoteni Token Item kNN modelu

Identifikator testu Kombinacia testovanych atribatov

znacka, kategéria, pohlavie, farba, materidl, kratky popis,

TestO1 i .
dlhy popis

Test02 znacka, kategoéria, pohlavie

Test03 znacka, kategdria, pohlavie, kratky popis

Test04 znacka, kategoria, pohlavie, farba

Test05 znacka, kategoria, pohlavie, farba, kratky popis

Test06 znacka, kategoria, pohlavie, material

Test07 znacka, kategodria, pohlavie, materidl, kratky popis

Test08 znacka, kategdria, pohlavie, farba, materidl, kratky popis

Tabulka 7.5 Parametre modelov maximalizujicich RC},, a ziskané vysledky recall a coverage
pocas testov Token Item kNN modelu

Identifikator
testu kknn B recall coverage RCy
Test01 40 -0.6 0.031 0.05568 0.03982
Test02 305 -0.2 0.036 0.03439 0.03518
Test03 8 -0.2 0.028 0.05396 0.03687
Test04 29 -0.4 0.022 0.04439 0.02942
Test05 8 -0.4 0.027 0.06856 0.03874
Test06 837 -0.2 0.042 0.04024 0.04110
Test07 8 -0.6 0.037 0.0534 0.04371
Test08 111 -0.2 0.030 0.062 0.04043
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Na prvy test som pouZila vSetky vybrané atribluty produktov, dalSimi testami som
skimala vplyv jednotlivych kombinacii produktov na hodnoty recall a coverage.

Po analyze niekolkych odporucenych produktov ztestu Test01 vzhladom
na trénovaciu vzorku vybranych pouZivatelov som si vSimla, Ze systém sa najviac
zameriaval na znacku, kategdrie, material a kratky popis. DIhy popis vzhladom na jeho
rozsah u niektorych produktov nebol vidy uZito¢ny. Systém sa niekedy upriamil na slovo,
ktoré nie uplne vystizne charakterizovalo produkt ztestovacej Casti vzorky, ateda
podobné produkty na zaklade tohto slova neboli relevantné.

Porovnanim vysledkov z testu Test0O1 zobrazenych na Obrazok A.3 a testu Test02
zobrazenych na Obrazok A.4 je zrejmé, Ze kombindcia atribUtov pouzitych v Test02
dosahovala vyssSie hodnoty recall, ale hodnoty coverage klesli takmer o polovicu.
Vyrazne lepSie hodnoty recall v pripade testu Test02 vytiahli vyslednd hodnotu
harmonického priemeru RCy,,. Pridanim atribatu krdtky popis v teste Test03
(Obrazok A.5) sa vyrazne zvysili hodnoty coverage, hodnoty recall boli o ¢osi mensie.
Spravanie modelov s meniacimi sa hodnotami kknn a 3 zostalo podobné ako v teste
Test02, jedine v pripade hodnét B € [0.2,1] sa hodnoty recall a coverage s narastajlucim
kknn znizovali.

Test04 pridal k atribitom z testu Test02 atribut farba. Vysledky zobrazené na Obrazok
A.6 ukazuju, Ze pridanim atribdtu sa mierne zvysili hodnoty coverage, hodnoty recall sa
ale naopak, mierne znizili. Pri modeloch s hodnotami parametra f € [0.2,1] a nizkych
hodnotach kknn, kknn < 25, hodnota coverage aj recall narastala, no pri dalSich
hodnotach kknn sa hodnoty uz vyraznejsie nemenili.

Kombindcia atributov z Test02 s atributom krdtky popis dosahovala lepSie vysledky
ako s atributom farba, preto som skusila oba tieto atributy pridat vteste Test05,
¢im som dosiahla zvySenie oboch hodnét, recall aj coverage (Obrazok A.7).

V teste Test06 som sa zamerala na vplyv pridania atribdtu materidl ku atribitom
pouzitym v teste Test02. Vysledky zobrazené na Obrazok A.8 ukazuju, Ze hodnoty
coverage boli o nieCo nizsie ako v pripade atribUtov farba alebo krdtky popis, hodnoty
recall boli porovnatelné ako v pripade atributu krdtky popis, vyraznejSie rozdiely sa
prejavili v spravani sa modelov s § € [-1,-0.2]. Vzhladom na maximalizaciu RCy,, dosiahla
tato kombindcia lepsie vysledky ako farba a kratky popis.

Test Test07 pridal ku materidlu kratky popis. Vysledky na Obrazok A.9 ukazuju, Ze sa
tym zvysila hodnota coverage atak isto aj recall, najma pri modeloch B € [-1,-0.8].
V pripade hodn6t B € [0.2,1] sa s narastajucim kknn hodnota coverage znizovala. Tato
kombinacia parametrov dosiahla najlepsi vysledok v ramci predoslych testov v zmysle
maximalizdcie RCyp,-

Posledny test TestO8 spaja vSetky vysSie spomenuté atribity dokopy. Pridanim
atribdtu farba sa zvysili hodnoty coverage a mierne znizili hodnoty recall. Zmenilo sa
spravanie modelov B € [0.2,1], kedy hodnoty coverage narastali do priblizne kknn < 5,
potom zacali klesat. Kombindcia tychto atributov ale neprekonala vysledky kombinacie
z predoslého testu.

Po zhrnuti vSetkych vysledkov mbzem vyhodnotit, Ze v pripade modelu Token Item
kNN dosahovali najlepsie vysledky modely s hodnotami parametra B € [-1,-0.2], ¢o je
presnym opakom predoslych dvoch testovanych modelov. Modely s niz§imi hodnotami
parametra kknn < 15 a PBE€[-1,-0.2] dosahovali najvyssie hodnoty coverage,

58



7 Experimenty

s narastajucimi hodnotami kknn sa coverage zacala znizovat. Najvyssie hodnoty recall
dosahovali modely s kknn = 4500 a B € [-1;-0.8].

Problém s prazdnymi odporucaniami, ktory sa vyskytol v pripade prvych dvoch
testovanych modelov, sa v pripade tohto modelu nevyskytol pri Ziadnej kombinacii
parametrov.

Na zdklade vysledkov zaznamenanych v Tabulka 7.5 dosiahla z hladiska maximalizacie
RCy,, najlepsi vysledok kombindacia atributov znacka, kategdria, pohlavie, materidl
a kratky popis s hodnotami parametrov modelu kknn=8a 3 = -0.6.

7.5 Diskusia vysledkov a vyber najvhodnejSieho modelu a jeho
parametrov

V ramci vyhodnocovani navrhnutych v tejto diplomovej praci som otestovala celkovo
tri modely vybraného odporucacieho systému Recombee — UserkNN model, Ranking
Item kNN model a Token Item kNN model. Tabulka 7.6 zobrazuje parametre testovanych
modelov maximalizujucich RCp,,, av Priloha B su nazorne ilustrované odporucania
vygenerované tymito modelmi.

Ako som uZ zhodnotila v ¢asti 7.4.2 , vysledky modelu UserkNN prekonali Ranking
Item kNN model. Vysledky testovania Token Item kNN modelu dokazali, Ze systém by bol
schopny generovat rozumné odporucania aj v pripade pouZivatelov so Ziadnymi
alebo len niekolkymi historickymi datami o interakcidch s objektmi. Tak isto by bol
schopny poradit si s novo pridanym objektom do e-shopu s nizkym podétom dat
o interakcidch stymto objektom. Na zdklade vysledkov mo6Zzem podla mdjho nazoru
zhodnotit, Ze atributy objektov obsiahnutych v produkénej databaze s po navrhnutych
Upravach postacujlce na ziskanie rozumnych odporucani.

Tabulka 7.6 Parametre modelov maximalizujicich RC},, a ziskané vysledky recall a coverage
pocas vsetkych testov navrhnutého vyhodnocovania

Model kknn beta recall coverage RChm
UserkNN 1171 0.2 0.059 0.07063 0.064293
Ranking
598 0 0.069 0.05725 0.062578
Item kNN
Token Item
KNN 8 -0.6 0.037 0.0534 0.04371

Na zaklade vysledkov v Tabulka 7.6 usudzujem, Ze z hladiska maximalizadcie RCy,, je
najvhodnejsi model UserkNN. Pri vysledkoch testov tohto modelu bolo ale spozorované,
Ze pri niektorych pouzivateloch systém generuje prazdne odporucania.

Aby sa predislo tomuto problému, vysledny odporucaci systém pre e-shop Kickz
by som zvolila kombinaciou modelov UserkNN a Token Item kNN, kde odporucania
zToken Item kNN modelu by doplfali situacie, kedy by UserkNN nebol schopny
vygenerovat odporucania alebo by vygeneroval nizsi pocet odporucani ako by bolo
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od neho Ziadané. Token Item kNN model by bol tak isto uZito¢ny v pripade cold start
problému. Parametre tychto modelov by som vyberala na zaklade vysledkov
v Tabulka 7.6.

Po analyze ilustrovania vygenerovanych odporucani v ¢asti Priloha B som si ale vSimla,
Ze zvoleny Token Item kNN sa az prilis upinal na jeden typ produktov. Nastala aj situacia,
kedy pre pouzivatela, ktory mal v historickych datach vylu¢ne interakcie s objektmi,
ktoré mali hodnotu atribitu pohlavie = ,M“, systém odporucil objekty, kde
pohlavie = ,,F“. Toto sprdvanie povazujem za neziaduce.

Z tychto dovodov som preskimala vygenerované odporicania najlepSieho modelu
ztestu nad atribatmi znacka, kategdria, pohlavie, materidl. Vtomto pripade boli
odporucané objekty roznorodejsie a spravne z hladiska hodnoty atributu pohlavie. Tato
rychla analyza sa tykala ale len troch vybranych pouzivatelov, preto by som si tieto
hodnoty este potvrdila na va¢Som mnoZstve pouZivatelov z testovacej mnoziny.

VyrieSenie problému s hodnotami atribUtu pohlavie by som vyrieSila bud udanim
vacSej priority tomuto atribdtu alebo by som vyuZila Recombee Query
Language (ReQL)*, ktorym by som vytvorila filtrovanie objektov na zdklade Zelanej
hodnoty atribdatu pohlavie.

2 docs.recombee.com/reql.html
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8 Zaver

Cielom tejto diplomovej prace bolo preskimat sucasné rieSenia problematiky
odporucacich systémov a ich vyhodnocovani a tieto zistenia nasledne pouzit pri navrhu
odporucacieho systému pre e-shop Kickz.

Pocas vypracovania tejto prace som si naStudovala informdcie o jednotlivych
metddach vyuzivanych v odporucacich systémoch, pricom sa zamerala na ich mozZnosti
nad jednotlivymi typmi vstupnych dat. Tak isto som preskimala aktualne pristupy
vyhodnocovania tychto systémov a zamerala som sa na metriky pouzivané v rdmci nich.
Ziskané poznatky som zhrnula v teoretickej Casti tejto prace. Do prace som taktiez
pridala prehlad konkrétnych rieseni tychto systémov vo vybranych e-shopoch spolocne
s niekolkymi prikladmi sucasnych poskytovatelov odporucacich systémov.

Ziskané teoretické poznatky som vyuZila v analytickej Casti tejto prdce, kde som
preskimala data ponuknuté od e-shopu Kickz a zhodnotila ich moZnosti v ramci
implementacie odporucacieho systému v tomto obchode. Na zaklade vysledkov tejto
analyzy som navrhla dodatocné uUpravy dat a spOsob extrahovania atributov vhodnych
na vytvorenie vstupu pre odporucaci systém.

Ako odporucaci systém som si vybrala systém Recombee. V rdmci neho som si readlne
vytvorila databazu a implementovala som export dat s vyuZitim Recombee API klienta
a metdd komunikujucimi s koncovymi bodmi APl. Pomocou tohto exportu som vlozila
vyextrahované ddata do vytvorenej Recombee databdzy a skimala som nad nimi
moznosti tohto systému.

Na zdklade informacii zistenych pocas Studovania vyuZivanych pristupov
na vyhodnocovanie odporucacich systémov som navrhla experimenty, vysledky ktorych
mi slazili na vyber vhodného modelu nad danymi datami. V navrhnutych experimentoch
som sa zamerala na rozne odporucacie modely obsiahnuté v radmci odporucacieho
systému Recombee a skdmala som ich moZnosti prostrednictvom offline
vyhodnocovania a zvolenym recall-coverage multiobjektivnym vyhodnocovanim.
Vysledky tychto experimentov som nazorne ilustrovala vygenerovanymi odporucaniami
z vybranych modelov. Sustredila som sa aj na mozZnosti vyhodnocovanych modelov
v situdcii referujucej na cold start problém.

Analyzou ziskanych vysledkov vyhodnocovania som v zdverecnej Casti tejto prace
navrhla vyber odporucacieho modelu vhodného pre dané data.
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Vd

Priloha B Ukazka vygenerovanych odporucani
pre vybranych pouzivatelov

B.1 UserkNN model s parametrami kknn =1171, = 0.2

Tabulka B.1 Popis odporucani vygenerovanych UserkNN modelom pre pouzZivatela 699251

Testovany pouzivatel 699251, pocet zakupenych objektov: 2

Trénovacia &ast vzorky:

Id Obrazok Popis

Znacka: adidas

performance
40180 Pohlavie: M
Kategodria: basketball
shoes
Vygenerované odporucania:
Id Obrazok Popis

Znacka: adidas
performance

41805 Obrazok nie je dostupny Pohlavie: M
Kategodria: basketball
shoes

Znacka: adidas
performance
Pohlavie: M
Kategdria: basketball

41809

shoes
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Znacka: nike
Pohlavie: M
Kategdria: basketball

42382

shoes

Znacka: adidas
performance
Pohlavie: M
Kategdria: basketball
shoes

38703

Znacka: nike
Pohlavie: M
Kategodria: hoodies

54803

Tabulka B.2 Popis odporucani vygenerovanych UserkNN modelom pre pouzZivatela 497661

Testovany pouzivatel 497661, pocet zakupenych objektov: 3

Trénovacia &ast vzorky:

Id Obrazok Popis

Znacka: k swiss
Pohlavie: M
Kategdria: sneakers low

24687
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27562

Znacka: Irg
Pohlavie: M
Kategodria: t-shirts

Vygenerované odporucania:

Id

Obrazok

Popis

2921

Znacka: k1x
Pohlavie: M
Kategdria: basketball
shoes; sneakers high;
sneakers low

24686

Znacka: k swiss
Pohlavie: M
Kategdria: sneakers high

24689

Znacka: k swiss
Pohlavie: M
Kategoria: sneakers low

24688

Znacka: k swiss
Pohlavie: M
Kategdria: sneakers low
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5947

Znacka: k1x
Pohlavie: M
Kategéria: sneakers low

Tabulka B.3 Popis odporucani vygenerovanych UserkNN modelom pre pouzivatela 769353

Testovany pouzivatel 769353, pocet zakupenych objektov: 4

Trénovacia &ast vzorky:

Id Obrazok Popis
=
the
Znacka: k1x wmns
secret .
2795 tohap Pohlavie: F
4 R Kategdria: t-shirts
Znacka: k1x wmns
Pohlavie: F
36718 L.
Kategdria: shorts and
bermudas
Znacka: nike
54896 _ Pohlavie: M
= Kategdria: basketball
——————— shoes
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Vygenerované odporucania:

Id Obrazok Popis
Znacka: k1x wmns
. . , Pohlavie: F
26153 Obrazok nie je dostupny

Kategdria: sleeveless
shirts; tank tops

32166

Znacka: k1x wmns
Pohlavie: F
Kategodria: sleeveless
shirts; tank tops

6003

Znacka: k1x wmns
Pohlavie: F
Kategdria: shorts and
bermudas

36730

Znacka: k1x wmns
Pohlavie: F
Kategodria: sleeveless
shirts; tank tops

36686 :
OFFENSE|

Znacka: k1x wmns
Pohlavie: F
Kategdria: sleeveless
shirts; tank tops
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B.2 Ranking Item kNN model s parametrami kknn =598, 3 =0

Tabulka B.4 Popis odporucani vygenerovanych Ranking Item kNN modelom pre pouzivatela
699251

Testovany pouzivatel 699251, pocet zakupenych objektov: 2

Trénovacia ¢ast vzorky:

Id Obrazok Popis

Znacka: adidas
performance
Pohlavie: M
Kategoria: basketball
shoes

40180

Vygenerované odporucania:

Id Obrazok Popis

Znacka: nike
Pohlavie: M
Kategdria: tank tops

33884

Znacka: adidas
performance

41805 Obrazok nie je dostupny Pohlavie: M
Kategoria: basketball
shoes

Znacka: adidas
performance
Pohlavie: M
Kategdria: basketball

41809

shoes
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Znacka: under armour
Pohlavie: M
Kategdria: basketball
shoes

40071

Znacka: adidas
performance
Pohlavie: M
Kategoria: basketball
shoes

38703

Tabulka B.5 Popis odporucani vygenerovanych Ranking Item kNN modelom pre pouzZivatela
497661

Testovany pouzivatel 497661, pocet zakupenych objektov: 3

Trénovacia &ast vzorky:

Id Obrazok Popis

Znacka: k swiss

24687 Pohlavie: M
Kategdria: sneakers low
Znacka: Irg

27562 Pohlavie: M

Kategodria: t-shirts
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Vygenerované odporucania:

Id

Obréazok

Popis

24388

Znacka: Irg
Pohlavie: M
Kategdria: t-shirts

22542

Znacka: osiris
Pohlavie: M
Kategdria: t-shirts

3384

Znacka: Irg
Pohlavie: M
Kategodria: t-shirts

24689

=

Znacka: k swiss
Pohlavie: M
Kategdria: sneakers low

24688

Znacka: k swiss
Pohlavie: M
Kategdria: sneakers low
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Tabulka B.6 Popis odporucani vygenerovanych Ranking Item kNN modelom pre pouzivatela

769353

Testovany pouzivatel 769353, pocet zakupenych objektov: 4

Trénovacia ¢ast vzorky:

Id Obrazok Popis
=
lt h {
5!!:!‘!? Znaéka‘: kix wmns
2795 tohap Pohlavie: F

Kategodria: t-shirts

Znacka: k1x wmns

Pohlavie: F

36718 .
Kategdria: shorts and
bermudas
Znacka: nike
Pohlavie: M

54896

Kategodria: basketball
shoes

Vygenerované odporucania:

Id Obrazok Popis
Znacka: k1x wmns
. . , Pohlavie: F
26153 Obrazok nie je dostupny

Kategodria: sleeveless
shirts; tank tops
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Znacka: k1x wmns

Pohlavie: F

Kategdria: training;

training pants

Znacka: k1x wmns

Pohlavie: F

Kategodria: sleeveless

shirts; tank tops

Znacka: k1x wmns

Pohlavie: F

Kategodria: sleeveless

shirts; tank tops

Znacka: k1x wmns

Pohlavie: F

Kategodria: shorts and

bermudas

33718

36730

36686

36724
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B.3 Token Item kNN model s parametrami kknn =8, B =-0.6
nad datami objektov s atributmi znacka, kategdria, pohlavie,
material, kratky popis

Tabulka B.7 Popis odporucani vygenerovanych Token Item kNN modelom pre pouzivatela
699251

Testovany pouzivatel 699251, pocet zakupenych objektov: 2

Trénovacia &ast vzorky:

Id Obrazok Popis

Znacka: adidas

performance
40180 Pohlavie: M
Kategoria: basketball
shoes
Vygenerované odporucania:
Id Obrazok Popis

Znacka: adidas
Pohlavie: M

40178 .
Kategdria: basketball
shoes
Znacka: adidas
performance

41809 Pohlavie: M

Kategoria: basketball

shoes
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Znacka: adidas
performance
Pohlavie: M
Kategdria: basketball
shoes

55477

Znacka: adidas
performance
Pohlavie: M
Kategoria: basketball
shoes

41811

Znacka: adidas
performance
Pohlavie: M
Kategdria: basketball

41812

shoes

Tabulka B.8 Popis odporucani vygenerovanych Token Item kNN modelom pre pouzivatela
497661

Testovany pouzivatel 497661, pocet zakupenych objektov: 3

Trénovacia ¢ast vzorky:

Id Obrazok Popis

Znacka: k swiss
Pohlavie: M
Kategdria: sneakers low

24687
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27562

Znacka: Irg
Pohlavie: M
Kategoria: t-shirts

Vygenerované odporucania:

Id Obrazok Popis
Znacka: k swiss
30497 Pohlavie: M
Kategdria: sneakers low
Znacka: k swiss
26672 Pohlavie: F
Kategdria: sneakers low
Znacka: k swiss
26671 ’ & Pohlavie: K
‘ _Z Kategoéria: sneakers low
Znacka: k swiss
3322 Pohlavie: M

Kategdria: sneakers low
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24688

Znacka: k swiss
Pohlavie: M
Kategéria: sneakers low

Tabulka B.9 Popis odporucani vygenerovanych Token Item kNN modelom pre pouzivatela

769353

Testovany pouzivatel 769353, pocet zakupenych objektov: 4

Trénovacia &ast vzorky:

Id

Obrazok Popis

2795

Znacka: k1x wmns
Pohlavie: F
Kategodria: t-shirts

36718

Znacka: k1x wmns
Pohlavie: F
Kategodria: shorts and
bermudas

54896

Znacka: nike
Pohlavie: M
Kategoria: basketball

R

shoes
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Vygenerované odporucania:

Id Obrazok

Popis

44144

Znacka: nike
Pohlavie: M
Kategdria: basketball
shoes

41398

Znacka: nike
Pohlavie: M
Kategdria: basketball
shoes

54895

Znacka: nike
Pohlavie: M
Kategdria: basketball
shoes

40666

Znacka: nike
Pohlavie: M
Kategodria: basketball
shoes

42382

Znacka: nike
Pohlavie: M
Kategdria: basketball
shoes
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Priloha C Obsah prilozeného CD

Z hladiska ochrany Udajov a zaviazani sa o ml¢anlivosti nie je moZné vramci tejto

prace poskytnut akékolvek data ponuknuté e-shopom Kickz. Takisto nie je mozné priloZit

zdrojové kody, ktoré by nejakym sp6sobom odhalovali Struktiru produkénej databazy

tohto e-shopu.

Struktura prilozeného CD:

1. readme.txt — popisuje obsah CD
2. /exporter/ — export dat a manipulacia s Recombee DB

a.
b.

e.

f

/exporter/src/ — zdrojové kddy

/exporter/exportData/ — prie€inok, z ktorého sa nacitavaju data
uréené na export

/exporter/config/ — konfiguraény stbor s hodnotami userld a token
Recombee DB

/exporter/query.txt — prikazy, ktoré boli pouzivané na pracu s datami
v lokalnej DB

/exporter/readme.txt — inStrukcie k exportu dat

/exporter/pom.xml

3. /text/ — text diplomovej prace vzdrojovom formate (docx) avyslednom
vytlaéenom formate (pdf)
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