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Abstrakt

Diplomová práce se zabývá aktivńı detekćı potenciálńıch lidských obět́ı na základě kame-

rových (RGB), hloubkových (D) a termovizńıch (T) dat, a to jejich klasifikaćı (segmentaćı) po-

moćı umělé neuronové śıtě. Věnuje se učeńı hlubokých neuronových śıt́ı pro segmentaci RGB-D-

T sńımk̊u. Využ́ıvá se framework Caffe pro hluboké učeńı a práci s umělými neuronovými śıtěmi.

Výsledná segmentace vstupńıho RGB-D-T sńımku je použita k detekci oběti a následně také

k ř́ızeńı pohledu termovizńı kamery, která je umı́stěna na pohyblivé jednotce, a to k upřesněńı

segmentace v mı́stech, kde nemůžeme rozhodnout a zároveň zde chyb́ı informace o teplotě

z d̊uvodu menš́ıho zorného pole termokamery. Pro tento účel byl přeučen model konvolučńı

neuronové RGB śıtě a vytvořena nástavba pro hloubkovou a teplotńı složku. Bylo sestaveno

několik modelových architektur śıt́ı, které byly vyhodnoceny. Model s nejlepš́ımi výsledky byl

vybrán k použit́ı segmentace na robotovi se systémem ROS. K tomu je navržen a implementován

algoritmus pro ř́ızeńı pohledu termokamery k upřesněńı konfidenčńı hodnoty segmentace. Na

závěr byl proveden a vyhodnocen experiment, který demonstruje celkovou funkčnost systému.

Kĺıčová slova

Poč́ıtačové viděńı, Strojové učeńı, Segmentace, Hluboké učeńı, Neuronová śıt’, Konvolučńı neu-

ronové śıtě, Caffe, ROS
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Abstract

The diploma thesis deals with active detection of the potential human victims based on camera

(RGB), depth (D) and thermal (T) data. Detection uses this data for classification (segmen-

tation) by the artificial neural network. The thesis dedicated to deep learning and working with

artificial neural networks. Output of the RGB-D-T segmentation is used to victim detection and

subsequently for segmentation clarification at indecisive locations assuming the missing tempe-

rature information due to the small field of thermal camera view. Clarification is done by view

control of the thermal imaging camera which is placed on the movable unit. For this purpose

was fine-tuned RGB model of convolutional neural network and designed extension for depth

and thermal component. Several models were created and evaluated. The RGB-D-T model with

the best results was chosen for segmentation on the robot running on ROS system. Then the

camera view control algorithm was designed for clarification of segmentation confidence value.

On a proof of concept was performed experiment with the robot.

Keywords

Computer Vision, Machine Learning, Image Segmentation, Deep Learning, Neural Networks,

Convolutional Neural Networks, Caffe, ROS
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Kapitola 1

Úvod

V Centru strojového vńımańı (CMP) na katedře kybernetiky je v rámci Evropského projektu

EU FP7 TRADR vyv́ıjen robot záchranář. Jednou z d̊uležitých funkćı je autonomńı detekce

potenciálńıch lidských obět́ı v mı́stech př́ırodńıch katastrof, haváríı a všeobecně v oblastech, kde

je předpoklad újmy člověka na zdrav́ı a kam záchranáři nemaj́ı snadný př́ıstup nebo se jedná

pro ně o př́ılǐs nebezpečné prostřed́ı. Naš́ım ćılem je takovéto oběti identifikovat a lokalizovat

v daném prostoru pomoćı robota. Robot je proto mimo jiné vybaven všesměrovou RGB kamerou,

rotačńım laserovým scannerem a termokamerou s malým zorným úhlem, která je umı́stěna na

polohovaćı ”pan-tilt”jednotce. Tyto periferie nám poskytuj́ı kamerová, hloubková a teplotńı

(RGB-D-T) data. Prostředky robota mohou sloužit k př́ıpadnému nalezeńı oběti i za velmi

špatných okolńıch podmı́nek, jako např́ıklad špatná viditelnost.

Cı́lem této práce je zpracovat RGB-D-T data a využ́ıt je ke správné identifikaci a lokalizaci

již dř́ıve zmı́něných potenciálńıch lidských obět́ı pomoćı segmentace obrazu. Tato technika se

často úspěšně využ́ıvá pro detekci přesných kontur objekt̊u na klasických obrázćıch a dokonce

se pořádaj́ı v tomto odvětv́ı i soutěže. V teto oblasti jsou v posledńı době dosahovány velmi

dobré výsledky při použit́ı hlubokých konvolučńıch neuronových śıt́ı. Proto se př́ımo nab́ıźı tuto

techniku využ́ıt pro detekci specifického objektu a tedy naš́ı potenciálńı oběti a přitom využ́ıt

i daľśıch složek jako je hloubka a teplota.

Ke splněńı ćıle práce je nutné se seznámit s hlubokými konvolučńımi śıtěmi a navrhnout

vhodnou strukturu pro segmentaci RGB, RGB-D a RGB-D-T dat. Práce se také věnuje využit́ı

segmentace k ř́ızeńı pohledu termokamery slouž́ıćı k upřesněńı detekce, jelikož ta nepokrývá

stejnou oblast jako RGB-D sńımek, za předpokladu, že teplotńı informace může pomoci. Pro

demonstraci funkčnosti jsou navržené postupy a algoritmy zaintegrovány do prostřed́ı ROS

na platformu robota. Na závěr je proveden a vyhodnocen jednoduchý experiment dokazuj́ıćı

funkčnost konceptu.

1



2 KAPITOLA 1. ÚVOD

1.1 Struktura textu

Krátký popis jednotlivých kapitol této práce.

Úvod Tato kapitola obsahuje motivaci a rozbor zadáńı.

Teoretický úvod V této části se nacháźı úvod do problematiky segmentace. Jsou zde zmı́něny

pořádané segmentačńı soutěže, a které segmentačńı př́ıstupy se umist’uj́ı na předńıch pozićıch.

Následuje popis robota, se kterým se bude pracovat a návrh řešeńı a architektury neuronové

śıtě pro segmentaci.

Učeńı Kapitola rozeb́ırá teorii učeńı neuronových śıt́ı. Následně je zde uveden postup př́ıpravy

dat. Konec kapitoly se věnuje učeńı zvolených model̊u neuronových śıt́ı a jejich vyhodnoceńı.

Implementace na robotovi Zde je popsána struktura celé implementace na platformě ro-

bota.

Experiment V závěrečné části práce je popsán a vyhodnocen provedený experiment s robo-

tem.

Závěr Na závěr jsou shrnuty a zhodnoceny dosažené výsledky. Uvedeny jsou i náměty na

zlepšeńı a pokračováńı v dané problematice.

1.2 Použité programy a pomůcky

V práci se využ́ıvá framework hlubokého učeńı Caffe, program Matlab, programovaćı jazyk

Python, C++ a robotický operačńı systém ROS. Nejsou zde uváděny žádné zdrojové kódy

nebo skripty. Ty a veškeré daľśı soubory v práci zmı́něné, se nacházej́ı na přiloženém DVD

formou př́ılohy.



Kapitola 2

Teoretický úvod

2.1 Segmentace obrazu

Segmentace digitálńıho dvourozměrného obrazu, jenž je dán funkćı f(x, y), je děleńı na podob-

razy R1, R2, . . . Rn takové, že splňuj́ı [4]:

1.
n
⋃

i=1
Ri = f(x, y),

2. Ri ∩Rj = ∅ pro i 6= j,

3. všechny pixely v Ri maj́ı alespoň jednu společnou vlastnost.

2.1.1 Segmentačńı techniky obrazu

Definice ř́ıká, že segmentaćı hledáme seskupeńı pixel̊u, které spolu soused́ı a maj́ı stejné určité

vlastnosti.

Existuje mnoho segmentačńıch technik založených na r̊uzných principech a s r̊uznými výsledky.

Jejich výčet a základńı princip je možné nalézt v [4]. Nejvýznamněǰśı z nich jsou:

• Detekce hran - jedná se o pouhé detekováńı hran objekt̊u, např́ıklad pomoćı detekce změny

jasu, barev. Mužeme využ́ıt prvńı nebo druhou derivaci obrazové funkce f(x, y) a nalézt

extrém nebo pr̊uchod nulou.

• Detekce oblast́ı - zde už se jedná o vytyčeńı homogenńıho regionu v obraze. Př́ıklad metody

Region growin.

• Statistické metody - Markov Random Fields (MRF) se shlukováńım.

• Znalostńı metody - Active Appearance Models (AAM).

• Hybridńı metody - neuronové śıtě.

3



4 KAPITOLA 2. TEORETICKÝ ÚVOD

Právě posledńı metoda segmentace s využit́ım umělých neuronových śıt́ı s rozvojem výpočetńıho

výkonu a možnost prováděńı výpočt̊u na čipech grafických karet se dostává do popřed́ı a v seg-

mentačńıch soutěž́ıch se umist’uje na prvńıch mı́stech.

2.1.2 PASCAL VOC Challenge

The PASCAL1 Visual Object Classes Challenge je soutěž v rozpoznáváńı rozpoznáváńı sady

objekt̊u v realistické obrazové scéně [5]. Prob́ıhala v letech 2005 - 2012 a měla několik kategoríı

[6]: Klasifikace, detekce, segmentace objekt̊u, klasifikace akce a rozpoznáváńı polohy člověka.

Kromě každoročńı soutěže projekt poskytuje veřejně obrazový dataset. Ve výsledćıch se tehdy

téměř ani neobjevilo využit́ı neuronových śıt́ı.

2.1.3 ImageNet Challenge

O rozš́ı̌reńı umělých neuronových śıt́ı v oblasti segmentace se zasloužila implementace AlexNet

[7] nasazená v ILSVRC 2012.

ILSVRC - Large Scale Visual Recognition Challenge [8] je podobná soutěž doplňuj́ıćı VOC

a je pořádána každoročně od roku 2010. Cı́lem je klasifikovat obsah na fotografíıch. Trénovaćı

dataset je založen na obrovské databázi ImageNet a obsahuje zhruba 10 000 000 obrázk̊u s v́ıce

než 10 000 kategoriemi [8]. Model śıtě AlexNet využ́ıval hluboké konvolučńı vrstvy neuronové

śıtě. Několik konvolučńıch vrstev bylo poskládáno za sebou následovanách pool vrstvou (viz.

2.4.1.3). Narozd́ıl třeba od populárńı śıtě LeNet [9] z devadesátých let pro rozpoznáváńı psaného

ṕısma, kdy pool vrstva následovala po každé konvolučńı vrstvě zvlášt’.

Architektura AlexNet se skládala z 5-ti skupin konvolučńıch vrstev zakončeným poolingem

a nakonec tři plně propojených vrstev slouž́ıćı k finálńı klasifikaci. Implementace v soutěži

výrazně překonala druhého v pořad́ı v TOP 5 chybě. TOP 5 chybovost znamená, že správný

label označuj́ıćı správnou tř́ıdu neńı v prvńıch 5 nejpravděpodobněǰśıch výsledćıch klasifikátoru.

V daľśı ročńıćıch se pak objevovali na v́ıtězných pozićıch převážně konvolučńı neuronové śıtě.

Např́ıklad ZFNet, GoogLeNet, VGGNet a daľśı implementace [1].

Zdá se, že dostatečná hloubka śıtě je pro tento úspěch kĺıčová. Autoři modelu AlexNet

zkoušeli odebrat vrstvy a model śıtě zjednodušit, vždy však nastalo zhoršeńı. Limituj́ıćı byla

pro trénováńı velikost paměti na tehdy dostupných grafických kartách [7].

Z výsledk̊u soutěž́ı v posledńıch letech vyplývá, že využit́ı hlubokých konvolučńıch śıt́ı má

velký potenciál. Proto tuto metodu použijeme na segmentaci RGB-D-T dat za účelem hledáńı

potenciálńıch obět́ı.

1Pattern Analysis, Statistical Modeling and Computational Learning
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2.2 Active vision

Oproti klasickému poč́ıtačovému viděńı, kdy je kamera většinou pevně umı́stěná na statickém

nebo pohyblivém objektu (automobil), se odvětv́ı aktivńıho poč́ıtačového viděńı zabývá možnost́ı

optického nebo mechanického ř́ızeńı pohledu kamery. Toto ř́ızeńı vede k optimalizaci ćıle daného

úkolu nebo zjednodušeńı strojového zpracováńı, nebot’ kamerou se nelze d́ıvat všude [10]. Př́ıklad

takového systému je právě náš úkol, s využit́ım daľśıch komponent, ř́ıdit pohled termovizńı ka-

mery do mı́st, kde je to dle určitého kritéria nejužitečněǰśı.

2.3 Robot

Práce se bude implementovat na robotu v rámci projektu EU FP7 TRADR. Ten je mimo

jiné vybaven všemi potřebnými senzory k źıskáńı RGB-D-T dat. Na robotu se nacháźı kom-

plexńı zař́ızeńı na sńımáńı pohybu Asus Xtion obsahuj́ıćı RGB kameru a hloubkový senzor.

Sńımáńı hloubkových dat toto zař́ızeńı provád́ı na základě principu infračervené laserové pro-

jekce a analýzy nasńımaných pattern̊u monochromatickou kamerou. Nevýhodou tohoto řešeńı

je nemožnost využit́ı v přesvětlených venkovńıch podmı́nkách, kdy ostré denńı světlo narušuje

rozeznáńı promı́taných vzor̊u. Přesto se jedná o vývojáři často využ́ıvané a levné řešeńı k tvorbě

prostorových dat. S využit́ım tohoto zař́ızeńı byl proveden prvńı test implementace na robotovi.

Dodaná trénovaćı data byla také vytvořena na tomto zař́ızeńı.

Pro finálńı implementaci však bude využita všesměrová RGB kamera Ladybug 3, kterou

je robot také vybaven. Obsahuj́ıćı šest 2Mpx kamer dovoluj́ıćı zachytit sńımky z 80% celého

prostoru [11]. Tato kamera nám bude poskytovat RGB data. Hloubková data budou pocházet

z rotačńıho laserového LIDAR skeneru SICK LMS-15, měř́ıćı vzdálenost až do 50m [12].

Posledńım senzorem je vysokorychlostńı 120Hz infra kamera thermoIMAGER TIM160 po-

skytuj́ıćı teplotńı data v rozsahu −20 ◦C až 900 ◦C [13]. Sńımky maj́ı rozlǐseńı 160 × 120 px.

Kamera je umı́stěna na řiditelné dvouosé pan-tilt jednotce.

2.4 Návrh řešeńı

Pro práci s neuronovými śıtěmi byl vybrán framework Caffe2 [14] vyvinutý v komunitě BVLC3.

Jedná se o C++ knihovnu s BSD-licenci poskytuj́ıćı interface pro Python a Matlab pro trénováńı

a efektivńı práci s neuronovými śıtěmi [15]. Kód frameworku je také psán s využit́ım CUDA,

2Convolutional Architecture for Fast Feature Embedding
3Berkeley Vision and Learning Center
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a je tedy možné k výpočt̊um využ́ıt kromě CPU i GPU. Dı́ky tomu je možné několikanásobně

zrychlit proces učeńı i klasický dopředný pr̊uchod śıt́ı.

Pro r̊uzné účely byly početnou komunitou vytvořeny a naučeny Caffe modely s širokým

spektrem použit́ı. Např́ıklad modely pro klasifikace nebo segmentace objekt̊u na sńımku, roz-

poznáńı scény, sportu prováděném člověkem, stanoveńı polohy člověka, určeńı věku, pohlav́ı a

mnoho daľśıch aplikaćı. Tyto modely dali vývojáři k dispozici v rámci BVLC model license ke

stažeńı z Caffe GitHub4. Jsou ve většině př́ıpad̊u naučeny z neporovnatelně větš́ıho množstv́ı

trénovaćıch dat a to např́ıklad z obsáhlé databáze ImageNet (2.1.3) tvoř́ıćı milióny obrázk̊u.

Proto se naskytla myšlenka využ́ıt jeden z těchto model̊u pro účel segmentace RGB složek a

přeučit ho na nových datech, které odpov́ıdaj́ı našemu použit́ı, tedy detekci potenciálńıch obět́ı.

2.4.1 Architektura model̊u

Framework Caffe nab́ıźı pro architekturu śıt́ı několik typ̊u vrstev. Nyńı si poṕı̌seme ty použité

v této práci.

2.4.1.1 Konvolučńı vrstva

Jedná se o vrstvu typu ”Vision Layers”, je tedy navržena pro práci prostorovou strukturou

obrázk̊u s daným počtem kanál̊u, výškou a š́ı̌rkou (c × h × w). Na rozd́ıl od ostatńıch vrstev,

které berou vstupńı data pro zjednodušeńı práce jako jednorozměrný vektor a neberou v úvahu

prostorové spojitosti.

Zde si uvedeme parametry vrstvy použ́ıvané v této práci.

• Počet konvolučńıch filtr̊u neboli hloubka śıtě num output,

• velikost konvolučńıho jádra kernel size nebo kernel h, kernel w pro každý rozměr zvlášt’,

• počet pixel̊u přidaných ke každé straně výstupu pad,

• velikost kroku posouváńı konvolučńıho filtru stride nebo zvlášt’ stride h, stride w.

Framework nab́ıźı nastaveńı daľśıch volitelných parametr̊u, jejich výčet je uveden v tutoriálu

[15].

Jako vstup lze považovat datovou dávku o rozměrech n · c · h · w, kde n je počet obrázk̊u

v jedné dávce. Výstup je pak dán zvolenými parametry n · c o · h o · w o, kde

ho = (h+ 2 · pad h− kernel h)/stride h+ 1

a podobně pak w o. Parametry je nutné volit tak, aby h o, w o byly celé č́ısla.

4https://github.com/BVLC/caffe/wiki/Model-Zoo
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Princip Při použit́ı klastické plně propojené neuronové śıtě bychom měli mnoho parametr̊u,

což by vedlo nejen k velké pamět’ově náročnosti, ale śıt’ by měla sklony k přeučeńı. Při dopředném

pr̊uchodu konvolučńı śıt́ı každý filtr ve vrstvě konvoluje vstupńı obrázek s celou hloubkou (se

všemi kanály) konvolučńım jádrem přes výšku a š́ı̌rku. Propojeńı neuron̊u je tedy lokálńı v pro-

storu výšky, š́ı̌rky vstupńıch dat a plné propojeńı přes hloubku (počet kanál̊u). Při konvoluci se

vytvář́ı 2D výstupńı aktivačńı mapa a každý prvek výstupu lze interpretovat jako výstup jed-

noho neuronu, který je propojen s lokálńı oblast́ı danou velikost́ı konvolučńıho jádra [1]. Avšak

d́ıky tomu, že sd́ılej́ı váhy s ostatńımu neurony ve stejné aktivačńı mapě (konvoluce se provád́ı

se stejným jádrem), se jedná o diskrétńı konvoluci. Proces je znázorněn na obrázku 2.1.

Obrázek 2.1: Konvoluce (převzato a upraveno z [1])

Dı́ky tomuto sd́ıleńı vah sńıž́ıme počet parametr̊u. Např́ıklad uvažujme konvolučńı vrstvu

s hloubku num output = 2, konvolučńım jádrem kernel size = 3, posunem stride = 2 a za

vstup obrázek se 3 kanály s rozměry h × w × c = 5 × 5 × 3 doplněný o pad = 1. Výstup bude

mı́t velikost h o× w o× num output, kde

w o = h o = (h+ 2 · pad− kernel)/stride+ 1 = (5 + 2 · 1− 3)/2 + 1 = 3

Bez sd́ıleńı vah bychom měli w o · h o · num output = 3 · 3 · 2 = 18 neuron̊u a každý

kernel size · kernel size · c = 3 · 3 · 3 = 27 vah, což je 18 · 27 = 486 parametr̊u. Při konvoluci

však neurony ve stejné aktivačńı mapě maj́ı stejné váhy a parametr̊u je jen

num output · kernel size · kernel size · c = 2 · 3 · 3 · 3 = 54, což je značná úspora pamět’ová a

také při učeńı časová. Znázorněńı tohoto př́ıkladu lze vidět v př́ıloze B.1.
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2.4.1.2 ReLu vrstva

Vrstva ReLU (Rectified-Linear and Leaky-ReLU) je s plným propojeńım a elementy maj́ıćı

aktivačńı funkci:

g(x) = max(0, x) (2.1)

a v př́ıpadě definovaného parametru negative slope:

g(x) =











x, pro x > 0,

negative slope · x, jinak.
(2.2)

Zavád́ı nesaturovanou nelinearitu a což je při trénováńı algoritmem SGD časově rychleǰśı než

u aktivačńıch funkćı typu tanh [7]. Podporuje in-place výpočet, pro úsporu paměti a tedy vstupńı

a výstupńı vrstva může být stejná, jak je znázorněno na celé architektuře FCN-32s modelu śıtě

př́ıloze A.1.

2.4.1.3 Pool vrstva

Vrstva zjǐst’uje v podstatě downsampling při zachováńı hloubky. Často se vkládá za několik

konvolučńıch vrstev k omezeńı velikosti a počtu parametr̊u.

Parametry vrstvy jsou podobné těm u konvolučńı vrstvy. Použité v modelu jsou [15]:

• Velikost jádra kernel size nebo kernel h, kernel w pro každý rozměr zvlášt’,

• velikost kroku posunut́ı stride nebo stride h, stride w.

Podobně jako u konvolučńı vrstvy se jádro (okno) o velikosti kernel size posouvá o krok

stride. Je možné nastavit pad a pooling metodu. Nejčastěǰśı a také defaultńı metoda je MAX,

která z každého překryvu předá na výstup maximum ze všech elementu. Je možńı taky použ́ıt

pr̊uměrováńı nebo výběr náhodné hodnoty. Jelikož princip a parametry jsou podobné jako u kon-

volučńı vrstvy (viz. 2.4.1.1) velikost vstupńıch a výstupńıch dat se ř́ıd́ı stejnými pravidly.

Obrázek 2.2: Princip pool vrstvy [1]
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K ořezáńı počtu parametr̊u je možné použ́ıt také samotnou konvolučńı vrstvu s velkým

krokem (stride) jak je uvedeno v [16].

2.4.1.4 Dropout vrstva

Vrstva využ́ıvaná k prevenci proti přeučeńı. Jedná se o plně propojenou vrstvu a podobně

jako u ReLu vrstvy umožňuje in-place výpočet. Funkce vrstvy je při učeńı náhodně odstranit

elementy v dané vrstvě včetně jejich propojeńı nastaveńım výstupu do nuly [17]. Většinou se

použ́ıvá s pravděpodobnost́ı 0.5. To znamená, že pro každý neuron je polovičńı pravděpodobnost,

že se nebude pod́ılet a jeho výstup bude nastaven na nulu.

2.4.1.5 Dekonvolučńı vrstva

V podstatě se jedná o obrácenou funkci konvolučńı vrstvy. Vı́ce méně se může zaměnit dopředný

pr̊uchod za zpětný. Je možné ji využ́ıt pro upsampling. Při velikosti jádra kernel size = 1

se bude jednat o plně propojenou vrstvu s předchoźı (kovolučńı jádro pokrývá celou vstupńı

oblast). Parametr stride udává výsledný posun jádra ve výstupu a tedy upsampling poměr.

I váhy této vrstvy lze upravovat učeńım. Pokud je necháme fixńı, jedná se čistě o upsampling

např́ıklad bilineárńı [2].

2.4.1.6 Crop vrstva

Upravuje souřadnice mezi vrstvami aby výstupńı pixely odpov́ıdaly vstupńım.

2.4.1.7 Ztrátové vrstvy

Řad́ı se mezi vrstvy prezentuj́ıćı ztrátovou funkci, která se využ́ıvá k ř́ızeńı adaptačńıho procesu

učeńı śıtě, jehož ćılem je minimalizace této ztráty. Framework Caffe nab́ıźı několik typ̊u těchto

vrstev. Během práce budeme využ́ıvat SoftmaxWithLoss, která poč́ıtá multinomickou logistickou

ztrátu 2.4 (multinomial logistic loss) funkce softmax:

p̂nk =
exnk

∑

k′ e
xnk′

. (2.3)

Vstupem je zpravidla končená vrstva śıtě obsahuj́ıćı predikci x ve tvaru N ×C ×H ×W a

datová vrstva obsahuj́ıćı správnou masku (ground truth) s K tř́ıdami ln ∈ [0, 1, . . . K − 1], kde

N je dávka při trénováńı, C je hloubka posledńı vrstvy, H a W výška, š́ı̌rka [15].

loss = −
1

N

N
∑

n=1

log(p̂nln), (2.4)



10 KAPITOLA 2. TEORETICKÝ ÚVOD

2.4.1.8 Datová vrstva

Nejčastěǰśı využ́ıvá k definici vstupńıch trénovaćıch dat při adaptaci śıtě. Jedná se o zp̊usob

jak přivést přivést exterńı data. Nejefektivněǰśı je použ́ıt dat ve formátu databáze (LevelDB,

LMDB), možné je nahrát data př́ımo z paměti nebo méně efektivně př́ımo z jednotlivých sou-

bor̊u ve formátu běžných obrázk̊u nebo struktury HDF5 [14]. Do skupiny parametr̊u vrstvy

data param je nutné zadat cestu k soubor̊um source a velikost dávky zpracovávané v jeden čas

batch size. Dále je možné specifikovat typ vstupńıch dat backend.

V této práci budeme pracovat s LMDB databázi vstupńıch dat. Pokud budeme využ́ıvat při

trénováńı i validačńı data, je nutné specifikovat i fázi. Ve skupině include se jedná o parametr

phase.

2.4.2 RGB model śıtě

K segmentaci RGB sńımk̊u byl vybrán model FCN-32s PASCAL [2]. Jedná se o model plně

konvolučńı neuronové śıtě pro sémantickou segmentaci, jeho strukturu lze vidět na obrázku 2.3.

Autoři model naučili na segmentačńım datasetu PASCAL VOC 20125 zmı́něném v 2.1.2. Ten

obsahoval 5623 trénovaćıch dat s 20 tř́ıdami a pozad́ım. Jejich ćılem bylo vytvořit plně kon-

volučńı śıt’ pro segmentaci obrázku libovolných rozměr̊u, která bude produkovat segmentačńı

výstup se stejnými rozměry. Jinak řečeno, ćılem neńı klasifikace obrazu jako tomu je např́ıklad

u śıtě AlexNet, ale ćılem je źıskat predici pro každý jednotlivý pixel. Śıt’ byla vytvořena na

základě známých naučených śıt́ıch AlexNet, VGGNet a GoogLeNet a následný fine-tuning para-

metr̊u pro segmentaci. Autoři provedli transformaci zmı́něných model̊u na plně konvolučńı śıt’

schopnou predikce pro každý pixel zvlášt’ (obrázek 2.4).

image pool4 pool5pool1 pool2 pool3conv1 conv2 conv3 conv4 conv5 conv6-7
32x upsampled

prediction (FCN-32s)image pool4 pool5pool1 pool2 pool3conv1 conv2 conv3 conv4 conv5 conv6-7
32x upsampled

prediction (FCN-32s)

led
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Obrázek 2.3: FCN-32s PASCAL [2]

5Semantic Boundaries Dataset and Benchmark:

http://www.cs.berkeley.edu/ bharath2/codes/SBD/download.html
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Obrázek 2.4: Konvolucionalizace śıtě určené pro klasifikaci [2]

Dı́ky této modifikaci dosáhli relativńıho zlepšeńı téměř o 20% [2] (62% mean IU6, přičemž

nejlepš́ı výsledek z VOC2012 byl 47.3% [5]) na datech Pascal VOC 2012.

Označeńı 32s se týká posledńı upsampling vrstvy s parametrem stride = 32, která převzorkuje

předposledńı vrstvu 32× pro doćıleńı stejné velikosti výstupńı predikce jako vstupńıho obrazu.

Ve článku [2] byly prezentovány daľśı modely FCN-16s a FCN-8s s větš́ım rozlǐseńım výstupńı

predikce využ́ıvaj́ıćı přeskočeńı několika vrstev śıtě a součtem posledńıch pool vrstev dohro-

mady. Pro RGB segmentaci byl vybrán model FCN-32s a konečným 32× zvětšeńım. Nebot’

naš́ım ćılem neńı přesnost zachyceńı kontury člověka, ale pouze přesnost detekce obět́ı samotné.

Cı́lem je naučit tento vybraný model na nových datech s inicializaćı vah z [2]. Využita byla

skutečnost, že p̊uvodńı model obsahoval mimo jiné kategorii pro pro člověka a pozad́ı. Trénovaćı

masky (segmentačńı ground truth7) byly upravena tak aby obět’ odpov́ıdala kategorii člověka a

zbytek pozad́ı. Tı́m nemuśıme zasahovat do struktury śıtě FCN-32s PASCAL.

2.4.3 Zakomponováńı D-T složek

Předpoklad této práce spoč́ıvá v myšlence informačńıho př́ınosu hloubkových a teplotńıch dat

k upřesněńı segmentace obrazu. Z toho plyne otázka jakým zp̊usobem rozš́ı̌rit zvolený RGB mo-

del 2.4.2 o D-T složky. Jednou z možnost́ı je rozš́ı̌rit celou śıt’ FCN-32s o daľśı dva vstupńı kanály.

Implementačně se nejedná o nic složitého, část vah bychom mohli zkoṕırovat z naučeného modelu

6mean Intersection over Union = 1
n

∑
i nii

ti+
∑

j(nji−nii)
, kde n je počet tř́ıd, nij je počet pixel̊u tř́ıdy i patř́ıćı tř́ıdě

j a ti =
∑

j
nij [2].

7Většinou ručně označená skutečná oblast daného objektu na sńımku.



12 KAPITOLA 2. TEORETICKÝ ÚVOD

a zbytek vah by muselo být doučeno. Učeńı téměř od nuly s takto velkou śıt́ı by nemuselo vést

k dobrému výsledku. Dokonce i autoři śıtě FCN-32s prováděli přeučeńı z již vytvořených śıt́ı.

Proto byl zvolen jiný postup, a to opět do FCN-32s śıtě, ale využ́ıt jeho výstup k vytvořeńı konfi-

denčńıho obrázku. Hodnoty jednotlivých pixel̊u budou představovat mı́ru přesvědčeńı v rozsahu

0 až 1, že daný pixel patř́ı oběti.

Tuto segmentačńı konfidence z RGB dat (označ́ıme Crgb) vytvoř́ıme z výstupu posledńı

datové vrstvy s názvem upscore viz. A.1. Jak název vrstvy napov́ıdá, je zde uloženo skóre pro

každou tř́ıdu ve formě blobu s rozměry h× w × num output, kde h, w jsou rozměry vstupńıch

RGB dat a num output = 21, což je hloubka posledńı dekonvolučńı vrstvy upsample a odpov́ıdá

počtu segmentovaných tř́ıd 0− 20. Tř́ıda 15 patř́ı člověku/oběti a 0 představuje pozad́ı.

Jelikož nás však zaj́ımá pouze zmı́něná tř́ıda člověka/obět’, budeme považovat za pozad́ı

i ostatńı tř́ıdy. Vytvoř́ıme dvě matice velikosti vstupńıho sńımku, které budou obsahovat skóre

pro obět’ scorev a pozad́ı scorebg jehož každý pixel je tvořen maximem ze stejného pixelu

ostatńıch tř́ıd:

scorev = upscore[:, :, 15],

scorebg = maxdim=3

(

upscore[:, :, 0 : 14− 16 : 20]
)

.
(2.5)

Crgb představuje softmax scorev a scorebg:

Crgb =
escorev

escorev + escorebg
. (2.6)

Vytvořili jsme tak novou konfidenčńı složku Crgb, kterou využijeme spolu s D a T jako

vstup do daľśı konvolučńı śıtě s označeńım ConvNet. Návrh celé struktury je možné vidět na

obrázku 2.5. ConvNet vytvoř́ıme a nauč́ıme od počátku pouze z našich trénovaćıch dat. Při

návrhu bylo vyzkoušeno několik r̊uzných struktur, které jsou popsány v následuj́ıćı kapitole 3

věnuj́ıćı se učeńı neuronových śıt́ı. Struktura s nejlepš́ımi výsledky bude použita k implementaci

na robotovi.

Obrázek 2.5: Návrh přidáńı D-T složek
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2.4.4 Řı́zeńı kamery

Jak už bylo řečeno, d́ıky malému zornému poli termokamery nezle źıskat teplotńı informace

v celém rozsahu všesměrové RGB kamery, dokonce ani najednou pokrýt oblast laserového scan-

neru dodávaj́ıćı hloubková data. Proto je nutné směrovat záběr termokamery pomoćı pan-tilt

jednotky do mı́st, kde je to nejužitečněǰśı. Např́ıklad do mı́st, kde teplotńı informace pomůže

upřesnit výskyt potenciálńı oběti.

Idea je ve využit́ı, k ř́ızeńı pohledu termokamery, výše rozebranou segmentaci obrazu. Na

robotu bude neustále prováděna segmentace sńımk̊u RGB-D a v mı́stech, kde bude k dispozici

i termálńı informace se provede segmentace RGB-D-T. Výsledky se ukládaj́ı do prostorové mapy

a mı́sta, kde chyb́ı teplota se analyzuj́ı. Dı́ky tomu budeme moci rozhodnout kam je výhodné

se s termokamerou pod́ıvat. Implementace tohoto algoritmu je popsána v kapitole 4.
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Kapitola 3

Učeńı

Po návrhu architektury umělé neuronové śıtě následuje proces učeńı, jehož ćılem je nalezeńı vah

a propojeńı jednotlivých neuron̊u mezi sebou. Př́ı učeńı s učitelem je požadovaná funkce śıtě

dána trénovaćı množinou dat. Proces učeńı je adaptaćı vah.

Caffe k učeńı poskytuje metodu solver řeš́ıćı obecný optimalizačńı problém nad trénovaćı

datovou množinou D. Cı́lem je minimalizace pr̊uměrné ztráty přes instance této množiny [14]:

L(W ) =
1

|D|

|D|
∑

i

fW (X(i)) + λr(W ), (3.1)

kde W je množina parametr̊u neuronové śıtě, fW (X(i)) je hodnota ztrátové funkce na datové

instanci X(i) ∈ D a r(W ) je regularizačńı term s váhou λ. V některých publikaćıch je r(w)

nazýván weight decay term jenž má za následek pokles velikosti vah a pomáhá předej́ıt přeučeńı

[18]. Velikost |D| je často velmi velká a proto se v praxi rozděluj́ı data do menš́ıch dávek m,

kde m << |D|, pro každou iteraci metody solver [14]:

L(W ) ≈
1

m

m
∑

i

fW (X(i)) + λr(W ). (3.2)

Funkce L(W ) je pak aproximována empirickým riskem [19]. Cı́lem je v každé iteraci ak-

tualizovat parametry śıtě W . Změna ∆W je odvozena od gradient̊u ∇fW , ∇r(W ) a daľśıch

parametr̊u závislých na použité metodě optimalizace.

Caffe má implementovaných několik optimalizačńıch metod: Stochastic gradient descent

dále jen SGD, Adaptive gradient, Adam, Nesterov’s accelerated gradient, RMSprop. Defaultně

Caffe využ́ıvá optimalizačńı metodu SGD.

15
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3.1 Stochastic gradient descent

Jedná se o nejrozš́ı̌reněǰśı algoritmus učeńı ve většině aplikaćı neuronových śıt́ı [20]. Algoritmus

vybere vždy náhodnou dávku z tréninkové množiny dat D, přičemž se předpokládá, že náhodný

výběr dávky se nebude vlastnostmi př́ılǐs lǐsit od ostatńıch instanćı množiny D. Váhy W jsou

nejprve inicializovány náhodně malou hodnotou bĺızkou nule a následně aktualizovány ve směru

negativńıho gradientu empirického risku ∇L(W ) definovaného rovnićı 3.2.

Vt+1 = µVt − α∇L(Wt),

Wt+1 = Wt + Vt+1,
(3.3)

kde Vt je aktualizace váhy v iteraci t. µ moment a α koeficient učeńı jsou parametry. Pokud

L(W ) neńı konvexńı funkce může SGD skončit v lokálńım minimu, v praxi ale většinou pracuje

velmi dobře [18].

Předpokládejme, že máme trénovaćı množinu

D = {X(1), . . . , X(m)} = {(x(1), y(1)), . . . , (x(m), y(m))} (3.4)

o m př́ıkladech. Pak jeden trénovaćı př́ıklad X(i) je dvojice (x(i), y(i)), kde x je vstupńı hodnota

a y výstupńı požadovaná. Pak můžeme definovat ztrátovou funkci fW (X(i)) jako:

fW (X(i)) = ‖hW (x(i))− y(i)‖2, (3.5)

kde hW (x(i)) je při dané množině vah W a vstupu x(i) śıtě jej́ı výstupńı hypotéza [18], kterou

dostaneme dopředným pr̊uchodem śıt́ı - forwardpropagation.

3.1.1 Forwardpropagation

Pro zjednodušeńı zápisu budeme uvažovat pouze jeden trénovaćı př́ıkladX = (x, y) se vstupńım

vektorem x a očekávaným výstupem y. Máme-li v́ıce vrstvou acyklickou śıt’ s počtem vrstev nl,

kde l je index vrstvy přičemž l = 1 je vstupńı a l = nl výstupńı vrstva. Rozděĺıme li množinu W

na podmnožiny vah w(l) mezi jednotlivými neurony ve vrstvě l a l + 1 a na podmnožiny biasu

b(l) spojenou s neurony ve vrstvě l + 1, pak můžeme psát [18]:

z(l+1) = w(l)a(l) + b(l),

a(l+1) = f(z(l+1)),

hW (x) = a(nl) = f(z(nl)),

(3.6)

kde a(l) je aktivace (výstup) neuron̊u ve vrstvě l (pro vstupńı vrstvu je a(1) = x), z(l) jsou

celkové vážené sumy vstupu do neuron̊u ve vrstvě l včetně bias̊u. Je zřejmé, že a(l) = g(z(l)),

kde g je aktivačńı funkce neuron̊u.

Takto lze pomoćı dopředného pr̊uchodu śıt́ı spoč́ıtat hW (x).
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3.1.2 Backpropagation

Rozeṕı̌seme 3.2 [18]:

L(W ) =
1

m

m
∑

i=1

f(w, b)(x
(i), y(i)) + λ

nl−1
∑

l=1

sl
∑

i=1

sl+1
∑

j=1

(

w
(l)
ji

)2

=
1

m

m
∑

i=1

(

∥

∥

∥
hw,b(x

(i))− y(i)
∥

∥

∥

2
)

+ λ

nl−1
∑

l=1

sl
∑

i=1

sl+1
∑

j=1

(

w
(l)
ji

)2
,

(3.7)

kde sl je počet jednotek neuron̊u ve vrstvě l a w
(l)
ji je váha na spojeńı neuronu j ve vrstvě l

s neuronem i ve vrstvě l + 1, pak gradient :

∇L(W ) = ∇L(w, b) =

(

∂L

∂w
,
∂L

∂b

)

, (3.8)

a rozepsané složky [18]:

∂

∂w
(l)
ij

L(w, b) =





1

m

m
∑

i=1

∂

∂w
(l)
ij

f(w, b)(x
(i), y(i))



+ λw
(l)
ij ,

∂

∂b
(l)
i

L(w, b) =
1

m

m
∑

i=1

∂

∂b
(l)
i

f(w, b)(x
(i), y(i)).

(3.9)

K tomu abychom mohli spoč́ıst tyto parciálńı derivace je třeba zavést zpětné š́ı̌reńı chyby -

backpropagation.

Pro jeden trénovaćı X = (x, y) je nejprve nutné provést dopředný pr̊uchod śıt́ı (Forwar-

dpropagation) 3.1.2 č́ımž dostaneme hypotézu hw, b(x). Poté pro každý neuron i ve vrstvě l

spoč́ıtat jeho př́ır̊ustek chyby δ
(l)
i . Pro posledńı (výstupńı) vrstvu je jednoduché tento př́ır̊ustek

δ
(nl)
i určit z rozd́ılu hw, b(x) a požadovaného výstupu y [18].

δ
(l)
i spočteme na základě váženého pr̊uměru chybových př́ır̊ustk̊u těch neuron̊u, které maj́ı

vstup a
(l)
i [18]:

δ
(nl)
i =

∂

∂z
(nl)
i

∥

∥y − hw,b(x)
∥

∥

2
= −(yi − a

(nl)
i ) · g′(z

(nl)
i ), (3.10)

a dále pro l = nl − 1, nl − 2, nl − 3, . . . , 2:

δ
(l)
i =





sl+1
∑

j=1

w
(l)
ji δ

(l+1)
j



 g′(z
(l)
i ). (3.11)

Hledané parciálńı derivace jsou [18]:

∂

∂w
(l)
ij

f(w, b)(x, y) = a
(l)
j δ

(l+1)
i

∂

∂b
(l)
i

f(w, b)(x, y) = δ
(l+1)
i .

(3.12)



18 KAPITOLA 3. UČENÍ

Aktivačńı funkce g s adaptačńı metodou SGD využ́ıvaj́ıćı zpětné š́ı̌reńı chyby muśı být

spojitá, diferencovatelná a monotónně neklesaj́ıćı [20].

3.1.2.1 Backpropagation u jednotlivých vrstev

Konvolučńı vrstva Využ́ıvá se výše zmı́něného řetězového pravidla. Při zpětné propagaci se

jedná opět o konvoluci s převrácenými filtry [1].

Pooling vrstva Zpětná propagace této vrstvy při funkci max je předáńı gradientu na vstup,

který měl největš́ı hodnotu při dopředném pr̊uchodu [1].

3.2 Př́ıprava dat

Pro trénováńı śıtě byla vedoućım práce dodána RGB-D-T data. Jednalo se o nasńımaná data

fiktivńıch lidských obět́ı v r̊uzném prostřed́ı. Větš́ı část dat byla vygenerována a menš́ı část

byla reálná data z kancelářského prostřed́ı. Rozlǐseńı všech dodaných sńımk̊u je 640 × 480 px.

Dı́ky užš́ımu zornému poli termokamery, jsou teplotńı data validńı pouze v malém výřezu o sta-

noveném rozlǐseńı 381 × 281 px. Vzhledem k tomu, že pamět’ová náročnost roste s rozlǐseńım

a objety zájmu jsou v pohledu termokamery, byly pro učeńı využity ty části obrazové RGB a

hloubkové D, ve kterých byla validńı termovizńı data. Všechny sńımky jsou dle toho ořezány

s výsledným rozlǐseńı 381× 281 px.

Obrázek 3.1: Př́ıklad generovaného RGB-D-T sńımku
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Obrázek 3.2: Př́ıklad reálného RGB-D-T sńımku

Data jsou rozdělena na trénovaćı, testovaćı, validačńı a reálnou množinu, s počty sńımk̊u

1445, 1524, 1453, 108. Trénovaćı sada dat je určena k adaptaci parametr̊u śıtě při procesu učeńı

a zároveň při tomto procesu využijeme i validačńı data ke kontrole během učeńı. Testovaćı a

reálná sada sńımk̊u byla využita k vyhodnoceńı modelu śıtě.

3.2.0.1 Interpolace chyběj́ıćıch dat

I po výřezu validńı části sńımané termokamerou, se mohou naskytnout v obraze části, kde tep-

lota neńı definovaná. Aby byly trénovaćı př́ıklady konzistentńı je využita k interpolaci funkce

inpaint nans ze stejnojmeného baĺıčku [21] pro Matlab. Tato funkce implementuje několik me-

tod, ze kterých je pro doplněńı využ́ıvána metoda nejbližš́ıch osmi soused̊u.

Obrázek 3.3: Ukázka interpolace chyběj́ıćıch teplotńıch dat

Na obrázku 3.3 můžeme vidět demonstraci na vybraném sńımku, kde chyb́ı větš́ı množstv́ı

dat. Stejný postup je nutné aplikovat i na hloubková data.

3.2.0.2 Převod do databáze

Pro efektivńı práci s tady v Caffe, je třeba převést sady RGB-D-T sńımk̊u na do jednotlivých

databáźı LMDB1. Databáze založená na B+ stromové struktuře je výkonná a pamět’ově efek-

1Lightning Memory-Mapped Database
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tivńı [22]. Navržená je pro mapováńı kĺıč-hodnota, což se hod́ı např́ıklad pro klasifikaci, kdy se

ukládá obrázek a hodnota tř́ıdy, do které patř́ı. U segmentace tato vlastnost neńı využ́ıvána, ne-

bot’ maska (ground truth) a obraz jsou ukládány zvlášt’ do jednotlivých databáźı. Před převodem

byla teplotńı a hloubková data byla převzorkována do stejného rozsahu jako u RGB složek. Pro

převod lze využ́ıt Python baĺıček lmdb nebo využ́ıt wrapper pro Matlab matlab-lmdb [23].

3.3 Učeńı a experimenty s architekturou śıtě

Účeńı neuronových śıt́ı prob́ıhalo na školńım výpočetńım serveru HALMOS paralelně na 3x GPU

GeForce GTX TITAN. Caffe využ́ıvá standardńı stochastický gradient descent algoritmus [15].

Pro práci se śıt́ı byly vytvořený tyto soubory:

• * deploy.prototxt architektura śıtě pro vybaveńı,

• * train.prototxt architektura śıtě pro trénováńı. Od předchoźıho popisu se lǐśı vrstvami

nav́ıc. Jedná se o vstupńı datové a finálńı ztrátovou vrstvu, která ř́ıd́ı trénováńı.

• * solver.prototxt slouž́ıćı k nastaveńı metody solve,

• *.caffemodel soubor s parametry śıtě.

Definice model̊u jsou psány jako konfiguračńı soubory pomoćı jazyka Protocol Buffer a

jednotlivé modely parametry śıtě (váhy) jsou uloženy ve formě Google Protocol Buffers2.

3.3.1 Adaptačńı parametry śıtě

Jedná se o parametry, se kterými bylo v pr̊uběhu učeńı experimentováno a které tento proces

ovlivňuj́ı. Př́ımo v testovaćı definici śıtě (* train.prototxt) můžeme pro každou konvolučńı

vrstvu zadat násobič learning rate (lr mult) a decay (decay mult) zvlášt’ pro váhy a bias zvášt’.

Tı́mto nastaveńım můžeme určit, které vrstvy se maj́ı učit rychleji a nebo učeńı zcela vy-

pnout. Např́ıklad u posledńı dekonvolučńı vrstvy učeńı modelu FCN-32s jsou parametry nulové

a vrstva zajǐst’uje pouze upsampling. Při definici popisu datových vrstev zadáme cestu k LMDB

databáźım obsahuj́ıćı trénovaćı a validačńı data a jejich ground truth. U śıtě FCN-32s zadáme

ještě středńı hodnoty jednotlivých RGB složek.

3.3.2 Solver

Metoda solver frameworku Caffe má vlastńı konfiguračńı soubor (* solver.prototxt). Umožňuje

nastavit parametry metody, pr̊uběh učeńı a je nutný k samotnému spuštěńı adaptace śıtě po-

kud nechceme všechny parametry zadávat z př́ıkazového řádku. Soubor obsahuje např́ıklad cestu

2https://code.google.com/p/protobuf/
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k definici architektury śıtě pro trénováńı (* train.prototxt). Užitečná je i možnost nastavit

četnost a cestu k ukládáńı snapshot soubor̊u, ze kterých můžeme vždy pokračovat v př́ıpadě

pád̊u nebo přerušeńı učeńı z d̊uvodu úpravy parametr̊u. Z daľśıch d̊uležitých parametr̊u uvedeme

následuj́ıćı, se kterými se experimentovalo:

• test interval: jedná se o interval ve kterém se spoušt́ı testováńı pokud jsme

v * train.prototxt uvedli cestu i k validačńı sadě a s t́ımto parametrem souviśı:

• test iter, který udává kolik iteraćı má být provedeno při testovaćım pr̊uchodu.

• lr policy je d̊uležitý parametr ovlivňuj́ıćı koeficient učeńı (learning rate) α v pr̊uběhu

iteraćı a je možné volit metodu útlumu koeficientu učeńı. Spolu se zvolenou metodou

musej́ı být definovány i výše zmı́něné parametry:

(base lr, gamma, step, stepvalue, power). Metody jsou [14]:

– fixed: při této hodnotě z̊ustává koeficient učeńı na hodnotě zadané parametrem

base lr.

– inv: base lr(1 + gamma · iter)−power.

– step: base lr · gamma⌊
iter
step

⌋

– exp: base lr · gammaitern

– daľśımi jsou multistep, poly, sigmoid. S těmito pravidly útlumu koeficientu učeńı se

neexperimentovalo a jejich popis funkce lze nalézt v soubotu caffe.proto nacházej́ıćı

se ve zdrojových kódech frameworku.

• weight decay regularizačńı váhový úbytek.

• momentum: váha µ předchoźı aktualizace vah, viz. 3.1.

• max iter: celkový počet iteraćı,

• iter size: počet voláńı funkce ForwardBackward(), ztráta se akumuluje a až poté se pro-

vede adaptace vah.

3.3.3 Hodnot́ıćı metodika

Prvotńı zhodnoceńı použitých architektur prob́ıhalo již při procesu učeńı a to z charakteristiky

jeho pr̊uběhu, zejména byl sledován výstup hodnot ztrátové vrstvy dané vztahem 2.4. U posledńı

ztrátové vrstvy typu SoftmaxWithLoss byl z tohoto d̊uvodu nastaven parametr normalize na

hodnotu false, d́ıky tomu je možné alespoň orientačně porovnávat pr̊uběh učeńı mezi jednot-

livými modely śıti.

Výstup procesu segmentace po softmax normalizaci dává hodnotu konfidence v rozsahu

0 − 1, což je mı́ra přesvědčeńı, zda se na daném pixelu nacháźı obět’ (1) nebo, zda se jedná

o pixel nálež́ıćı pozad́ı (0). Rozhodnut́ı může být dáno určitou prahovou hodnotou θ. Volbou

prahu ovlivňujeme citlivost detekce.
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Pro porovnáńı jednotlivých model̊u śıt́ı budeme využ́ıvat charakteristiky ROC3 a Recall -

Precision křivek, které se hod́ı k hodnoceńı binárńı (obět’/pozad́ı) klasifikace. Binárńı masku

vytvoř́ıme porovnáńı s prahem θ pohybuj́ıćı se v rozsahu 〈0; 1〉.

Recall udává úspěšnost detekce oběti a precision porovnává počet falešně pozitivńıch pixel̊u

v̊uči pravdivě pozitivńıch. Specificita pak v našem př́ıpadě udává úspěšnost klasifikace pozad́ı.

Recall (Sensitivity, True Positive Rate) =
TP

TP + FN
,

Precision (Positive Predictive Value) =
TP

TP + FP
,

Specificity (True Negative Rate) =
TN

FP + TN
,

(3.13)

kde TP : true positive, TN : true negative, FP : false positive a FN : false positive jsou definované

jako:

TP = GTV ∩OUTV , FP = GTBg ∩OUTV ,

TN = GTBg ∩OUTBg, FN = GTV ∩OUTBg,
(3.14)

přičemž GTV /GTBg je oblast v ground truth patř́ıćı oběti V respektive pozad́ı Bg. Podobně

OUTV /OUTBg je segmentovaný výstup a oblasti pro obět’ a pozad́ı. Dané oblasti jsou kvantifi-

kovány počtem pixel̊u.

TN

FN

TP

FP

Obrázek 3.4: Př́ıklad ground truth a výstupu segmentace.

ROC křivka ukazuje počet správně klasifikovaných (True Positive Rate, Recall, Sensitivity)

v̊uči počtu nesprávně klasifikovaných negativńıch (False Positive Rate, 1−Specificity ), v našem

př́ıpadě ,pixel̊u. Tato charakteristika může dávat velmi optimistické pohledy na klasifikačńı al-

goritmy, a to např́ıklad v př́ıpadě kdy počet negativńıch př́ıklad̊u (počet pixel̊u pozad́ı) značně

převyšuje počet těch pozitivńıch (počet pixel̊u nálež́ıćı oběti). Velká změna počtu falešně po-

zitivńıch klasifikaćı pak vede k malé změně ve False Positive Rate v ROC křivce [24]. Proto

3Receiver Operating Characteristic
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v hodnoceńı byla použita také Recall - Precision charakteristika, která v našem př́ıpadě posky-

tuje o něco lepš́ı hodnoceńı, protože podchycuje efekt nepoměru pozad́ı a oběti ve sńımćıch.

Pro klasifikátor je ćılový tvar křivky u Recall - Precision v pravém horńım rohu. To představuje

co možná nejmenš́ı falešně negativńıch (FN) a falešně pozitivńıch (FP) př́ıpad̊u. A naopak

u ROC je ideálńı pr̊uběh co nejbĺıže levému horńımu rohu. To zajist́ıme velkým počtem TN

př́ıpad̊u a malým počtem falešně negativńıch (FN).

3.3.4 Segmentačńı architektury a adaptace parametr̊u

3.3.4.1 Přeučeńı FCN-32s

Nejprve bylo nutné přeučit převzatou śıt’ FCN-32s na nových RGB datech 3.2. K vybaveńı śıtě

při trénováńı byl vytvořen definičńı soubor RGB train.prototxt, rychlost učeńı byla volena pro

všechny vrstvy stejná a pro upsampling vrstvu nulová. Metoda solver byla nastavena pomoćı

RGB solver.prototxt s lr policy : ”inv”. S parametry base lr, gamma a power bylo během

učeńı manipulováno pro postupné sńıžeńı koeficientu učeńı a jemnému doladěńı parametr̊u.

Celkový počet iteraćı byl 80000 a učeńı trvalo tři dny. Samotná segmentace pouze z RGB

kanál̊u dosahuje velmi dobrých výsledk̊u. Výsledné charakteristiky na testovaćıch a reálných

datech jsou vykresleny např́ıklad na obrázćıch 3.8 a 3.9 v podobě modrého pr̊uběhu. Tento

pr̊uběh Recall-Precision a ROC charakteristik byl použit jako srovnávaćı reference pro všechny

ostatńı śıtě.

3.3.4.2 Př́ıdáńı D-T složek

K zakomponováńı daľśıch D-T kanál̊u se nab́ıźı opětovné použit́ı FCN-32s a jej́ı přeučeńı na

vstupńıch datech s kanály CRGB-D-T, kde CRGB je segmentačńı konfidence źıskána pomoćı

vztahu 2.6. Struktura je zobrazena na obrázku 3.5:

Obrázek 3.5: Př́ıklad kaskádńıho zapojeńı dvou FCN-32s śıt́ı

Při učeńı však hodnota ztrátové funkce začala fluktuovat jak lze vidět na grafu 3.6 okolo
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relativně vysoké hodnoty 30000, což je v́ıce než u ostatńıch vyzkoušených struktur dále. Na vině

může být nedostatek trénovaćıch dat a celková složitost śıtě.
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Obrázek 3.6: Pr̊uběh učeńı

Vyzkoušeny byly také struktury vytvořené na základě FCN-32s odebráńım několika po-

sledńıch konvolučńıch vrstev. Vždy byla odebrána jedna struktura konvolučńıch vrstev následo-

vaných pooling vrstvou. Pod́ıváme-li se na podobu FCN-32s v př́ıloze A.1, tak prvńı odebraná

část byla struktura od conv5 1 až po pool5 včetně. Všechny následuj́ıćı vrstvy poč́ınaje fc6

pak změnili strukturu a bylo nutné je učit od počátku znova na nových datech. Z tohoto d̊uvodu

bylo učeńı rozděleno do dvou fáźı.

Nejprve byly použity pro nepozměněné vrstvy p̊uvodńı naučené váhy z [2] a ty byly za-

fixovány. Vrstvy, které se d́ıky zásahu změnily byly inicializovány vahami s malou hodnotou

kolem nuly Gaussovým rozděleńım. Pro tento účel byl nastaven weight filler na typ gaussian

se směrodatnou odchylkou σ = 0.1. U posledńı upsampling dekonvolučńı vrstvy pak byly na-

staveny konstantńı váhy a nenulové. Po ustáleńı hodnoty ztrátové funkce během učeńı bylo

učeńı spuštěno na všech vrstvách. Ani s postupným snižováńım parametru weightdecay, nebylo

dosaženo lepš́ıho výsledku než hodnoty ztrátové funkce pohybuj́ıćı se kolem 20000. Ani daľśı

postupné zjednodušováńı śıtě včetně odebráńı dropout vrstev u fc6 a fc7 nevedlo ke zlepšeńı

výsledk̊u.
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Daľśı pokus směřoval v postaveńı vlastńı jednodušš́ı architektury konvolučńı śıtě s využit́ım

pouze jedné konvolučńı vrstvy:

Obrázek 3.7: Spojeńı s jednou konvolučńı vrstvou

Porovnáńı jednotlivách model̊u na testovaćıch a reálných datech můžeme vidět na následuj́ıćıch

grafech 3.8 a 3.9. U testovaćıch dat bylo vidět na křivkách zlepšeńı po přidáńı D-T složek.
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Obrázek 3.8: Testovaćı data: RGB, CRGBTD FCN-32s, CRGBTD Conv1



26 KAPITOLA 3. UČENÍ

U reálných dat však křivky v́ıceméně splývaj́ı se křivkou RGB segmentace.
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Obrázek 3.9: Reálná data: RGB, CRGBTD FCN-32s, CRGBTD Conv1

K nalezeńı finálńı segmentačńı struktury śıtě pomohlo zhodnotit př́ınos jednotlivých

D-T složek. K tomuto účelu byla provedena segmentace pouze z nich 3.10. Opět pomoćı jedno-

vrstvé konvolučńı śıtě. Pro velikost konvolučńıho jádra byla zvolena velikost 5. Opět jsme źıskali

pomoćı softmax hodnotu konfidence CT (respektive CD).

Obrázek 3.10: Jednovrstvá konvolučńı śıt’

pro segmentaci pomoćı teploty
Obrázek 3.11: Śıt’ CRGBT a CRGBCT

Ke zhodnoceńı př́ınosu k RGB byla vytvořená dvoukanálová struktura 3.11 k segmentaci

pomoćı CRGB a samotné teploty T popř́ıpadě již segmentované konfidence CT. Při pohledu

na hodnot́ıćı křivky 3.12 testovaćıch dat, přesněji na Recall-Precision charakteristiku, je vidět,

že segmentace pouze z teploty T nedosahuje kvalit RGB śıtě. A překvapivě se nekonal ani
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žádný nár̊ust po přidáńı CRGB složky. Značný posun k lepš́ımu nastal ve spojeńı CRGB a CT.

Z největš́ı pravděpodobnost́ı je to dané neseparovatelnou segmentačńı úlohou pouze pomoćı

jedné konvolučńı vrstvy. Funkce softmax a přidáńı daľśı vrstvy výsledek značně vylepšilo.
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Obrázek 3.12: Testovaćı data: RGB, CRGBT, CRGBCT

Stejný experiment byl proveden i v př́ıpadě hloubkové informace. Následné spojeńı jednot-

livých verźı dohromady viz. obrázky 3.13 a 3.14.

Obrázek 3.13: Struktura śıtě CRGBCTCD Obrázek 3.14: Struktura śıtě CRGBCTD

Vyhodnoceńı těchto spojeńı na testovaćıch datech lze vidět na grafech 3.15. Překvapivý

výsledek udává segmentace pouze z hloubkové složky, který u Recall-Precision na testovaćıch
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předčil i složitou śıt pro RGB segmentaci. Přidáńı jej́ı konfidence CRGB nepomohla stejně,

jako tomu bylo u teploty. Daľśım krokem byl pokus o přidáńı složky D nebo konfidence CD

k śıti CRGBCT. Výsledek v př́ıpadě připojeńı konfidence CD z̊ustal téměř shodný jako samotná

segmentace dle CRGBCT. Po přidáńı samotné hloubky D nastalo mı́rné zlepšeńı. Tato skutečnost

může být dána charakteristikou dat. Je velká pravděpodobnost, že obět’ bude na hloubkových

datech bĺıže než pozad́ı a je možné využ́ıt velmi jednoduchého klasifikátoru s velmi dobrými

výsledky. U teploty tato skutečnost nemuśı platit, jelikož teplota oběti nemuśı být vždy větš́ı

nebo menš́ı než teplota pozad́ı.
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Obrázek 3.15: Testovaćı data: RGB, D, CRGBD, CRGBCTCD, CRGBCTD
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U struktury CRGBCT, která poskytuje relativně dobré výsledky na testovaćıch datech, bylo

provedeno mı́rné zvětšeńı konvolučńıho jádra z hodnot 3× 3 na hodnoty 5× 5. Tı́m byl źıskán

o něco lepš́ı tvar Recall-Precision křivky na testovaćıch datech 3.16.
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Obrázek 3.16: Testovaćı data: RGB, CRGBCTD kernel=3,

CRGBCTD kernel=5

U reálných dat je situace daleko horš́ı. Výsledky jednotlivých struktur jsou téměř shodné s

RGB śıt́ı 3.17. Na vině můžou být velké rozd́ıly mezi povahou generovaných dat a těch reálných.
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Obrázek 3.17: Reálná data: RGB, CRGBCTD kernel=3,

CRGBCTD kernel=5
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Pomoćı těchto výsledk̊u byla vybrána pro segmentaci RGB dat přeučená śıt’ FCN-32s. Pro

segmentaci RGB-D dat bude sloužit śıt’ CRGBD a pro trojici RGB-D-T struktura CRGBCTD s

velikost́ı jádra 5× 5.



Kapitola 4

Implementace na robotovi

Na robotovi byla implementována aktivńı detekce obět́ı s využit́ım dř́ıve rozebraných poznatk̊u

a naučených model̊u umělé neuronové śıtě pro segmentaci. Implementace je rozdělena na dvě

části: segmentačńı a na část staraj́ıćı se o ř́ızeńı polohovatelné pan-tilt jednotky a t́ım tedy ř́ızeńı

pohledu termokamery. Robot běž́ı na robotickém operačńım systému ROS, který poskytuje

framework pro jazyky C++, Python a Lisp [25]. Segmentačńı a ř́ıdićı část se spoušt́ı pomoćı

ROS launch souboru thermo view seg ctrl.launch.

V systému robota běž́ı několik podp̊urných jednotek (nodes), které zajǐst’uj́ı potřebné kame-

rové, hloubkové, teplotńı sńımky a transformace mezi souřadnými soustavami robota, popř́ıpadě

mapy obsazenosti okoĺı, kterou tvoř́ı node staraj́ıćı se o mapováńı a navigaci robota. Dále

běž́ı na robotovi potřebný ovládaćı node pan-tilt jednotky. Pro jednoduché spuštěńı těchto

podp̊urných jednotek byl vytvořen soubor thermo view control support.launch integruj́ıćı

všechny potřebné launch soubory:

• mapAndNav.launch zajǐst’uje mapováńı a navigaci,

• octomap occupancy.launch vytvář́ı mapu obsazenosti,

• ptu.launch spoušt́ı node ovládaj́ıćı pan-tilt jednotku,

• xthermo drivers.launch ovladač termokamery,

• lb crop depth.launch mapuje hloubkové data na RGB sńımky,

• thermo to lb crop.launch mapuje termosńımky na RGB,

• rgb voxels save.launch spoušt́ı node, který byl vytvořen za účelem uložit RGB obar-

venou prostorovou mapu do textového souboru. Naslouchá př́ıkazu s ukládaćı cestou na

topicu save rgb.

31
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4.1 Segmentace

Segmentačńı část a tedy i práce s neuronovou śıt́ı byla na robotovi implementována v jazyce

Python, který podporuje jak ROS tak i Caffe. K tomuto účelu byl vytvořen ROS node s názvem

caffe victim segmentation, který odeb́ırá RGB-D-T data a publikuje segmentačńı výsledek.

Jako zdroj RGB dat slouž́ı předńı dvě kamery z LadyBug III. Na tyto sńımky je namapovaná

hloubková informace z laserového skeneru a sńımek z termokamery. K tomuto účelu byl využit již

implementovaný node a d́ıky tomu je k dispozici dvojice RGB-D-T sńımk̊u. Teplotńı informace

může být z části prázdná, jelikož termokamera se nemuśı svým zorným polem překrývat

s RGB-D složkami. Stejně tak i hloubková informace nemuśı být konzistentńı.

Segmentačńı node je možné spustit zvlášt’ souborem victim segmentation 2cam.launch,

ve kterém lze zadat parametrem, zda se bude při pr̊uchodu śıt́ı využ́ıvat GPU nebo CPU. Na

robotovi neńı grafický adaptér podporuj́ıćı CUDA výpočty a je nutné využ́ıt CPU. Dı́ky tomu se

segmentace značně zpomaĺı, přičemž největš́ı časový interval zabere pr̊uchod velkou RGB FCN-

32s śıt́ı. Z tohoto d̊uvodu byla zvolena i menš́ı velikost vstupńıch RGB dat a tud́ıž i hloubkového

sńımku. Rozlǐseńı dvojice RGB-D je 200×308 px. Pro porovnáńı s touto velikost́ı sńımku prob́ıhá

segmentace na grafické kartě s využit́ım CUDA a knihovnou cuDNN1 v řádu deśıtek milisekund.

Na mobilńım procesoru Intel i7-3520M a kompilaćı Caffe s knihovnou Intel MKL2 pr̊uchod

strukturou 4.1 v pr̊uměru na jeden RGB-D-T sńımek trvá 4 s. Na robotu s procesorem

Intel i7-4860EQ a knihovnou OpenBLAS3 je to kolem 18 s, jelikož na robotovi běž́ı spoustu

daľśıch proces̊u vytěžuj́ıćı procesor.

Node spoušt́ı Python skript ros 2cam seg CrgbCTD.py. Podp̊urné funkce a konstanty jsou

importovány z support ros segmentation.py.

Pro implementaci návrh z obrázku 3.14, který se skládá z tř́ı nezávislých neuronových śıt́ı,

uprav́ıme do podoby 4.1. Tj. provést segmentaci v plném zorném poli RGB a hloubkové in-

formace. Daľśım krokem v př́ıpadě kdy termo-sńımek je v překryvu s daným RGB-D prove-

deme segmentaci RGB-D-T, ale pouze z výřezu. Velikost výřezu je dána validńı oblast́ı tep-

lotńı informace. U nezpracovaných dat se jedná o nulové hodnoty, a proto je jednoduché výřez

termo-sńımku naj́ıt. Chyběj́ıćı data u ve vnitřńı části hloubkového nebo teplotńıho sńımku jsou

interpolována podobně jako při učeńı nebo u pasivńı detekce 3.2.0.1. Segmentovaný výstup je

ve výsledku složený ze segmentace RGB-D a z výřezu RGB-D-T.

1https://developer.nvidia.com/cudnn
2https://software.intel.com/en-us/intel-mkl
3http://www.openblas.net/
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Obrázek 4.1: Implementačńı struktura RGB-D-T segmentace

V každém segmentačńım cyklu se segmentuje dvojice RGB-D-T dat a to až po př́ıjmu všech

tř́ı RGB-D-T složek. Úprava dat je před vstupem do śıtě se shoduje s př́ıpravou trénovaćı

množiny 3.2. Po pr̊uchodu śıt́ı se publikuje segmentačńı obrázek ve formě konfidence na to-

picu CrgbCTD cam1 (resp. CrgbCTD cam2 ) a dále obrázek na topicu valid T cam1 (resp. va-

lid T cam2 ), který poskytuje informaci o oblastech, kde chyběla validńı teplotńı složka, tzn.

i včetně oblast́ı doplněných interpolaćı.

4.2 Ř́ızeńı termokamery

Tato část se bude v konečném d̊usledku starat o zpracováńı segmentačńıch dat, detekci oběti ve

formě konfidenčńı mapy a ř́ızeńı termokamery. Je psána v jazyce C++ a postavená s využit́ım

upravených část́ı kódu, tř́ıd a funkćı od Ing. Tomáše Petř́ıčka, které se týkaj́ı tvorby modelu

prostorové mapy a procházeńı jednotlivých pohled̊u termokamery.

4.2.1 Mapováńı prostoru

Robotické aplikace často vyžaduj́ı prezentaci prostoru kolem sebe. Jednou z možnost́ı je využ́ıt

OctoMap framework [3], vyvinutý právě pro efektivńı mapováńı 3D prostoru. Je založený na

oktalové stromové struktuře (Octree) 4.2 a umožňuje pravděpodobnostńı reprezentaci pro mo-

delováńı nezmapovaných oblast́ı. K dispozici je open-source knihovna pro jazyk C++. Knihovnu

využ́ıvá tř́ıda OctomapUserModel od Ing. Tomáše Petř́ıčka umožňuj́ıćı vytvářet vlastńı modely



34 KAPITOLA 4. IMPLEMENTACE NA ROBOTOVI

voxelových map a poskytuj́ıćı potřebné funkce. Voxel je jednotka v prostorové (x, y, z) mř́ıžce.

Podobně jako pixel u 2D obrázku nabývá voxel i určité hodnoty. Může se jednat např́ıklad o

pravděpodobnost obsazeńı daného mı́sta v prostoru, kde se voxel nacháźı. Na rozd́ıl od výše

zmı́něné OctoMapy, založené na stromové struktuře, je voxel nedělitelný. Za voxelovou mapu

pokládáme uskupeńı voxel̊u v prostoru. Rozlǐseńı mapy je dáno objemovou velikost́ı jednotlivých

voxel̊u. Dále se pracuje s point cloud reprezentaćı. Jedná se o množinu bod̊u v prostoru.

Obrázek 4.2: Octree [3]

4.2.2 Algoritmus ř́ızeńı kamery

Fixńı poloha kamery byla zvolena pro testovaćı a experimentálńı účely. Funkce udržuje

pouze konstantńı polohu kamery.

Kontinuálńı swing kamery procháźı jednotlivé diskrétńı pohledy, např́ıklad ve vodorovném

směru.

Greedy algoritmus Jedná se o navržené ř́ızeńı polohovatelné pan-tilt jednotky na ńıž je

umı́stěna termokamera využ́ıvaj́ıćı segmentačńı konfidenci. Cı́lem tohoto algoritmu je navrhnout

pohled do mı́st, kde je to dle daného kritéria nejužitečněǰśı.

Dı́ky znalosti transformace mezi segmentačńı mapou a jednotlivými pohledy je možné určit

u každého pohledu množinu viditelných voxel̊u. K sestaveńı této množiny byla využita již ho-

tová funkce visibleVoxels. Budeme předpokládat, že konfidenčńı hodnota voxelu rovnaj́ıćı

se C(x, y, z) = 0 představuje pozad́ı a C(x, y, z) = 1 obět’. Pro experimenty stanov́ıme práh

nerozhodnosti Cth = 0.5. Muže být však být libovolný. Algoritmus vybere pohled s maximálńı

hodnotou score, která je daná sumou vzdálenostńı přes množinu viditelných voxel̊u od nadro-

viny dané t́ımto prahem. Pro každý pohled i se procháźı

Cdiff (x, y, z) =
∣

∣C(x, y, z)− Cth

∣

∣ ,

scorei =
∑

x,y,z

[

Cth − Cdiff (x, y, z)
]

.
(4.1)
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Maximálńı př́ır̊ustek je právě při hodnotě C(x, y, z) = Cth = 0.5 a nulový pro C(x, y, z) = 0

a C(x, y, z) = 1. Suma neprob́ıhá přes voxely viditelné v daném pohledu, u kterých už známe

hodnotu segmentace s využit́ım teploty. To by mělo zabránit uv́ıznut́ı ve sledováńı stále stejné

oblasti v př́ıpadě, že teplotńı složka segmentaci nikterak neupřesńı.

4.2.3 Implementace

Ke zpracováńı segmentace a ř́ızeńı termokamery slouž́ı ROS node thermo view control typu no-

delet. Spuštěńı se provád́ı pomoćı termo view control.launch a celý zdrojový kód se nacháźı

v thermo view control nodelet.cpp.

Nodelet odeb́ırá následuj́ıćı ROS topics:

• octomap - jedná se o voxelovou mapu obsazenosti poskytuj́ıćı node mapováńı a navigace.

• cloud cam1, cloud cam2 - segmentačńı informace ve formě prostorového point cloudu.

Tuto informaci publikuje node s názvem seg2points cam1 (resp. seg2points cam2 ). Node

je typu depth image proc/point cloud xyzi radial, který je součást́ı ROS. Odeb́ırá

hloubkové a segmentované obrázky publikované segmentačńı část́ı a vytvář́ı z nich prosto-

rové point cloud struktury. Dı́ky tomu se přijatý segmentačńı point cloud dá zakomponovat

do segmentačńı voxelové mapy.

• depth cam1 info, depth cam2 info - informace patř́ıćı jednotlivým hloubkovým sńımk̊um.

• thermo cam info - informace o termokameře.

• valid T cam1, valid T cam2 - obraz s informaćı o validitě teplotńıch dat. Dı́ky tomu v́ıme,

pro které body segmentace byla použita teplotńı informace.

• save signal - po přijmu informace s ćılovou souborovou cestou ulož́ı voxelové mapy do

textového souboru, který je možné nač́ıst pro daľśı zpracováńı např́ıklad v programu

Matlab.

• tf - obsahuje veškeré potřebné transformace mezi jednotlivými souřadnými systémy robota

a kamer.

Nodelet publikuje:

• control - vysláńı pan-tilt dvojice parametr̊u k polohovatelné jednotce kamery,

• marker - prostorové markery obsahuj́ıćı hodnotu segmentačńı konfidence,

• thermo marker - prostorové markery obsahuj́ıćı informaci, které oblasti jsou pokryté seg-

mentaćı s teplotńımi sńımky.

Celý ř́ıd́ıćı node pracuje v cyklu. Po přijmu mapy obsazenosti se provád́ı ”prořezáváńı”

voxelových map. Jedná se o dvě instance tř́ıdy OctomapUserModel. Prostorově jsou shodné,

jelikož jsou vytvářeny ze stejné mapy obsazenosti. Prvńı mapa obsahuje segmentačńı konfidenci
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a druhá slouž́ı k uložeńı informace, zda daná hodnota odpov́ıdá segmentaci s využit́ım teplotńı

informace.

Po každé př́ıchoźı segmentačńım point cloud struktury jsou výše zmı́něné mapy aktuali-

zovány. Hodnoty voxel̊u v segmentačńı mapě jsou dány aritmetickým pr̊uměrem staré hodnoty

a nové př́ıchoźı. V př́ıpadě aktualizace hodnoty tvořené segmentaćı s teplotou je možné využ́ıt

vážený pr̊uměr. Váhu je možné nastavit parametrem thermoUpdateWeight ve spouštěćım sou-

boru. Samozřejmost́ı je možnost zabráněńı přepisu hodnoty tvořené segmentaćı s teplotou.

Zároveň se s každou provedenou aktualizaćı publikuj́ı prostorové markery s barevnou informaćı

ve formě segmentačńı konfidence oběti.

V př́ıpadě, kdy jsou k dispozici výše zmı́něné modely voxelových map, je spuštěna ř́ıd́ıćı

smyčka kamery. Periodu, s jakou se ř́ıdićı smyčka volá, lze nastavit parametrem control hz.

Daľśım parametrem control mode se voĺı druh algoritmu ř́ızeńı, které jsou popsané v 4.2.2.

Každý algoritmus vraćı index, adresuj́ıćı jeden z diskrétńıch pohledu termokamery a jsou repre-

zentovány dvojićı kloubových souřadnic pan-tilt polohovatelné jednotky robota. Tyto jednotlivé

souřadnice jsou nahrány formou parametr̊u ze spouštěćıho souboru. Podle dvojice dané indexem

pohledu, je vytvořena zpráva pro polohovatelnou jednotku a je publikována. Zpráva je přijata

nodem ovládaj́ıćı pan-tilt jednotku a natočena do požadovaného směru.



Kapitola 5

Experiment

K ověřeńı konceptu, byl zvolen experiment s robotem a pr̊ujezdem chodbou kolem otevřených

dveř́ı, ve kterých na zemi sed́ı figurant představuj́ıćı potenciálńı lidskou obět’. Pro demonstraci

algoritmu byl proveden prvńı pr̊ujezd s fixně namı́̌renou termokamerou ve směru pr̊ujezdu robota

a druhý pr̊ujezd s greedy algoritmem ř́ızeńı kamery 4.2.2.

Obrázek 5.1: RGB sńımek zachycený během experimentu robotem.

Lze namı́tat proč nebyly zvoleny i jiné možnosti ř́ızeńı kamery, jako je např́ıklad vodorovný

swing zleva doprava, náhodný výběr pohledu nebo postupné sńımáńı celého prostoru. Důvodem

je, že tyto ostatńı metody a jejich výsledky nejsou srovnatelné jelikož záviśı na počátečńı ini-

cializaci experimentu a také na náhodě. A např́ıklad postupné sńımáńı celého prostoru muśı

být v konečném d̊usledku nakonec nejpřesněǰśı nebot’ umožňuje pokrýt teplotńı informaćı celý

rozsah RGB-D sńımk̊u, ale je časově nejnáročněǰśı z d̊uvodu segmentace v́ıce sńımk̊u a také

pohybu kamery.

Segmentace RGB-D-T sńımku byla prováděna vždy se stoj́ıćım robotem. Pohyb kolem dveř́ı

s obět́ı byl tedy diskrétńı z d̊uvodu relativně dlouhé segmentačńı doby. Při každé zastávce

proběhla segmentace čtyř RGB-D-T sńımk̊u (2 × 2 z levé a pravé kamery). Dva sńımky při

zastaveńı a po zpracováńı daľśı dva po natočeńı termokamery dle ř́ıd́ıćıho algoritmu.

Na obrázku 5.2 lze vidět výřez voxelové RGB mapy. Ačkoli byla snaha o pr̊ujezdy s totožnou

trajektoríı a zastávkami, přesto vygenerovaná voxelová mapa se může trochu lǐsit. Ze zobra-

zených map lze vidět, že počátek mapováńı neńı u obou experiment̊u shodný, jelikož mapováńı

37



38 KAPITOLA 5. EXPERIMENT

bylo spuštěno na rozd́ılných mı́stech. To však nevad́ı nebot’ vyhodnoceńı prob́ıhalo u každého

experimentu zvlášt’.
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Obrázek 5.2: Výřez RGB mapy s figurantem

Daľśı voxelové mapy jsou tvořeny voxely u kterých známe segmentačńı informaci, proto se

lǐśı od RGB mapy. Ta je tvořena obarveńım mapy obsazenosti. Na obrázku 5.3 je možné vidět

ručně označenou polohu oběti.
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Obrázek 5.3: Výřez s označeným figurantem v mapách
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Na pokryt́ı teplotńı informaćı 5.4 je dobře viditelné, že v př́ıpadě greedy algoritmu se ka-

mera otočila směrem k oběti. U fixńı kamery tato oblast nebyla při pr̊ujezdu termokamerou

nasńımána.
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Obrázek 5.4: Výřez z mapy pokryt́ı termosńımky kolem figuranta

Výřez segmentačńı konfidence mapy lze vidět na obrázku 5.5. Už na prvńı pohled je vidět

výrazněǰśıho zbarveńı v oblasti, kde se nacháźı figurant.
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Obrázek 5.5: Výřez segmentačńı mapy v okoĺı figuranta

Při vykresleńı Recall-Precision charakteristiky a ROC křivky na obrázku 5.6 je vidět zlepšeńı

u Greedy algoritmu ř́ızeńı pohledu termokamery, který zajistil teplotńı pokryt́ı oblasti s figu-

rantem.
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Obrázek 5.6: Recall-Precision a ROC křivky

Výsledky potvrzuj́ı funkčnost konceptu. V reálném experimentu se ukázal př́ınos teplotńı

složky při upřesněńı detekce oběti. K źıskáńı binárńı mapy s předpokládaným umı́stěńım oběti

je nutné zvolit rozhodovaćı práh θ. Jeho volbu nám můžou usnadnit vykreslené křivky 5.6.
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Závěr

6.1 Shrnut́ı dosažených výsledk̊u

Cı́lem práce bylo seznámeńı se s problematikou učeńı hlubokých konvolučńıch śıt́ı a s je-

jich aplikačńım využit́ım. Dále navržeńı a naučeńı śıtě pro segmentaci RGB-D-T dat. Pomoćı

výsledku pak ř́ıdit pohled kamery prováděj́ıćı sńımáńı teplotńı informace mı́st, kde selhává

RGB-D segmentace. Posledńım ćılem byla integrace celého řešeńı do prostřed́ı ROS na plat-

formu robota. Všechny tyto d́ılč́ı ćıle byly úspěšně splněny.

Po nastudováńı teorie hlubokých konvolučńıch śıt́ı a seznámeńı s implementaćı frameworku

Caffe pro učeńı a práci s neuronovými śıtěmi, se podařilo navrhnout a naučit jednotlivé archi-

tektury śıt́ı pro segmentaci z RGB, RGB-D a RGB-D-T. Jednotlivé modely dosahovaly velmi

dobrých výsledk̊u na testovaćıch datech. U reálných dat už nebyl př́ınos hloubkové a teplotńı

informace tak citelný. Na vině jsou rozd́ıly mezi generovanou trénovaćı, validačńı, testovaćı

množinou dat a reálnou množinou. S využit́ım těchto a naučených model̊u śıt́ı byl následně

úspěšně implementován segmentačńı algoritmus na robotovi. Pro ř́ızeńı pohledu termokamery

byl navrhnut Greedy algoritmus, který vybere z množiny diskrétńıch poloh kamery, umı́stěné na

pohyblivé jednotce, optimálńı pohled dle zadaného kritéria. Důkaz funkčnosti tohoto algoritmu

byl demonstrován experimentem s robotem a figurantem. Při experimentu se kamera natočila

očekávaným směrem a výsledek segmentace byl dle Recall-Precision a ROC křivek lepš́ı než v

př́ıpadě zafixovaného pohledu ve směru pohybu robota.

6.2 Návrh vylepšeńı

Rozd́ılný výsledek vyhodnoceńı na testovaćıch a reálných datech by se dal eliminovat při do-

statku reálných dat promı́cháńım s generovanými daty.

Daľśı rozvoj práce by mohl být v postaveńı vlastńı RGB-D-T hluboké konvolučńı śıtě a
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trénováńı z významně větš́ı množiny dat. K sestaveńı nové trénovaćı sady dat by bylo možné

např́ıklad využ́ıt ImageNet databázi. Výzvou pro daľśı řešeńı je źıskat hloubková, teplotńı data

a vytř́ıdit z obrovského množstv́ı RGB obrázk̊u pro tento účel relevantńı.

Nevýhodou zvoleného řešeńı je časová náročnost segmentace, která roste s velikost́ı śıtě. Seg-

mentace na procesoru robota trvala zhruba 20 s. To je velmi malá frekvence, se kterou můžeme

v reálném čase segmentovat okoĺı. Tento nedostatek se však se zvyšováńım výpočetńıho výkonu

sńıž́ı. Už nyńı na výkonných grafických kartách trvá segmentace v řádek deśıtek milisekund.

Řešeńım by bylo přidáńı právě GPU akcelerátoru do výbavy robota nebo využ́ıt při dobrém

spojeńı vzdálený výpočet na výpočetńım serveru.

Ačkoli je zvolené řešeńı dnes omezeno dostupným výkonem, využit́ı hlubokých konvolučńıch

śıt́ı bude mı́t určitě, při dynamickém r̊ustu výpočetńıho výkonu, v budoucnu velký úspěch.
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10.1007/s11263-015-0816-y.

43

http://cs231n.github.io/
http://octomap.github.com
http://octomap.github.com
http://papers.nips.cc/paper/4824-imagenet-classification-with-deep-convolutional-neural-networks.pdf
http://papers.nips.cc/paper/4824-imagenet-classification-with-deep-convolutional-neural-networks.pdf


44 LITERATURA

[9] LeCun, Y.; Bottou, L.; Bengio, Y.; aj.: Gradient-based learning applied to document reco-

gnition. Proceedings of the IEEE, ročńık 86, č. 11, 1998: s. 2278–2324.
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Př́ıloha A

Struktura śıtě FCN-32s

Podrobná architektura modelu FCN-32s.

I



II PŘÍLOHA A. STRUKTURA SÍTĚ FCN-32S

Obrázek A.1: FCN-32s PASCAL [2]



Př́ıloha B

Princip konvolučńı vrstvy

Princip konvolučńı vrstvy s hloubkou num output = 2, konvolučńım jádrem kernel size = 3 a

vstupem (obrázkem se 3 kanály) o rozměrech 7× 7× 3 doplněný o pad = 1.

III



IV PŘÍLOHA B. PRINCIP KONVOLUČNÍ VRSTVY

Obrázek B.1: Princip konvolučńı vrstvy [1]



Př́ıloha C

Obsah přiloženého DVD

K této práci je přiloženo DVD, na kterém jsou uloženy zdrojové kódy a elektronická verze práce

ve formátu pdf.

Adresářová struktura přiloženého DVD:

• .\dip prace tezkyjir.pdf

• .\zdrojove kody:

– .\learning: Adresář obsahuje skripty a funkce slouž́ıćı k úpravě dat a k učeńı jednot-

livých śıt́ı.

– .\robot: V této složce se nacházej́ı zdrojové kódy nálež́ıćı implementaci na robotovi.

– .\experiments: Adresář obsahuje skripty, který byly použity pro vyhodnoceńı expe-

riment̊u. Obsahuje také zaznamenaná data.

– .\models: Zde jsou uloženy modely jednotlivých śıt́ı a jejich definičńı soubory.
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