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Abstract

There are big goals for data science today as the importance of data growths. High
volumes of heterogeneous data are generated in many �elds including industry. A lot of
knowledge can be gained out of this data, although it can hardly be accomplished using
standard RDBMS tools. Big Data and Ontologies are technologies that help to attain these
goals. These technologies together with suitable analytic tools and framework Semantic Big
Data Historian are described and used in this thesis, which goal is to devise and implement a
way of transformation of queries for analyzing high volumes of semantically described data.
This objective is met by the implementation of an analytic component, that generates queries
for transformation of semantically described data and enables de�ning preprocessing part of
the analysis of this data. These functions distinctly simpli�es the analysis.

Abstrakt

Spolu s nár·stem d·leºitosti dat jsou dnes kladeny i velké poºadavky na jejich analýzu. V
mnoha oblastech, v£etn¥ pr·myslu, jsou generovány velké objemy heterogenních dat. Analýza
t¥chto dat m·ºe vést k získání mnoha informací, je ale sloºité tato data analyzovat pomocí
standartních RDBMS nástroj·. Koncepty Big Data a ontologie pomáhají dosaºení t¥chto
výsledk·. Práv¥ tyto technologie, spolu s vhodnými analytickými nástroji a frameworkem
Semantic Big Data Historian, jsou popsány a pouºity v této práci, jejímº cílem je navrh-
nout a implementovat zp·sob transformace dotaz· pro analýzu velkého objemu sémanticky
popsaných dat. Tohoto cíle je dosaºeno pomocí implementace analytické komponenty, která
generuje dotazy pro transformaci sémanticky popsaných dat a umoº¬uje de�nování prvotní
£ásti analýzy. Tyto funkce analýzu dat výrazn¥ zjednodu²ují.
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Kapitola 1

Úvod

1.1 Zpracování dat v pr·myslu

Odv¥tví pr·myslové automatizace se dnes potýká s pot°ebou zpracování a analýzy velkého
objemu r·znorodých dat. T¥mito daty mohou být nap°íklad senzoricky generované datové
°ady, informace z vy²²í úrovn¥ °ízení (MES/ERP systémy1) nebo data z externích zdroj·2.
Tato data jsou r·znorodá nejen z pohledu informací, které p°iná²ejí, ale také z pohledu své
reprezentace a svého významu, který m·ºe být chápán odli²n¥ v r·zných kontextech. Záro-
ve¬ se zvy²uje náro£nost na analýzu dat z hlediska £asových omezení. Analýzy, které d°íve
byly provád¥ny jednou týdn¥ £i m¥sí£n¥ je dnes zapot°ebí vykonávat v reálném nebo tém¥°
reálném £ase, protoºe jsou £asto základem pro automatické °ízení a rozhodování systém·.

Konven£ními p°ístupy ke zpracování dat bylo donedávna moºné naplnit pouze n¥které z
t¥chto poºadavk·. Zm¥nu v tomto ohledu p°inesly koncepty a nástroje obecn¥ ozna£ované
jako Big Data, které umoº¬ují zpracování takovýchto dat s ohledem na vysoké poºadavky,
které má pr·myslová automatizace.

1.2 Semantic Big Data Historian

Semantic Big Data Historian[19, 29] je stejn¥ jako b¥ºné historiany zam¥°en na zpraco-
vání a ukládání dat v podob¥ £asových °ad produkovaných zpravidla senzorickými m¥°eními.
Jeho hlavním cílem je roz²í°it moºnosti b¥ºných historian·, a to p°edev²ím umoºn¥ním po-
kro£ilých analýz nad r·znorodými daty v m¥°ítku, které doposud nebylo moºné. Zám¥rem je
roz²í°it moºnosti analýzy pomocí integrace r·znorodých datových zdroj· - krom¥ senzoricky
generovaných dat se m·ºe jednat nap°íklad o data z vy²²í úrovn¥ °ízení nebo o externí data.
Integrace t¥chto datových zdroj· a jejich následná analýza m·ºe p°inést nový pohled na
získaná data v kontextech, ve kterých zkoumání v tomto m¥°ítku doposud nebylo moºné.
Práv¥ zv¥t²ení m¥°ítka analýzy, tedy objemu analyzovaných dat, je dal²ím z cíl· Semantic
Big Data Historianu.

1Enterprise Resource Planning/ Manufacturing Execution Systems - integrované systémy pr·myslových
organizací °ídící velkou £ást provozu organizace, nap°íklad plánování, zásoby, �nance.

2P°íkladem mohou být nap°íklad data o po£así nebo kurzech m¥n.
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KAPITOLA 1. ÚVOD

Schopnost integrace heterogenních dat z r·zných datových zdroj· je základním p°ed-
pokladem pro napln¥ní de�novaných cíl·. Pro tento ú£el je zvolen p°ístup sémantického
zpracování a ukládání dat. Data jsou integrována pomocí sdílené SHS ontologie3. Ontologie
popisuje data generovaná jednotlivými senzory i data získaná z dal²ích zdroj· a slouºí jako
doménový model pro sémantickou integraci dat. Integrovaná data jsou ukládána ve form¥
trojic {subjekt, predikát, objekt} sémanticky odpovídajících ontologii, která uloºená data
popisuje.

Data jsou zpracovávána pomocí frameworku Apache Hadoop, díky £emuº je umoºn¥no
ukládání a analyzování velkého objemu dat. Jako datové uloºi²t¥ slouºí distribuovaný sou-
borový systém HDFS, který umoº¬uje tém¥° neomezené ²kálování °e²ení z pohledu objemu
dat. Obdobn¥ je zaji²t¥na také ²kálovatelnost analytických dotaz·, které jsou vykonávány
pomocí frameworku MapReduce. Data nejsou dotazována p°ímo pomocí MapReduce dotaz·
- pro p°ístup k dat·m je pouºit framework Apache Hive, který umoº¬uje dotazovat uloºená
data pomocí vlastní implementace dotazovacího jazyka SQL.

Semantic Big Data Historian tedy de�nuje zp·soby sémantické integrace datových zdroj·
a zpracování dat pomocí Big Data koncept· a nástroj·.

1.3 De�nice problému

Pro koncovou analýzu dat uloºených pomocí Semantic Big Data Historianu je pouºíván
analytický nástroj KNIME. Analytik (koncový uºivatel) má moºnost dotazovat uloºená data
pomocí Hive dotaz· a získaná data poté analyzovat s vyuºitím ²irokých moºností analytic-
kého nástroje. Tento relativn¥ p°ímo£arý p°ístup se ov²em komplikuje faktem, ºe data jsou
uloºena v sémantické podob¥ po trojicích a KNIME nemá nástroje pro analýzu dat v tako-
vémto formátu. Uºivatel tedy musí uloºená data p°ed jejich analýzou nejd°íve transformovat
pomocí Hive dotazu, transformovaná data uloºit na datové uloºi²t¥ (HDFS) a aº poté m·ºe
p°istoupit k samotné analýze. Dal²í moºnou komplikací m·ºe být objem analyzovaných dat.
Semantic Big Data Historian je koncipovaný pro efektivní zpracování velkého objemu dat, coº
umoº¬ují pouºité Big Data nástroje. Charakteristikou t¥chto nástroj· je, ºe jsou data zpra-
cována paraleln¥ za vyuºití výkonu mnoha fyzických za°ízení. Naproti tomu KNIME, který
není primárn¥ ur£ený pro paralelní zpracování dat, m·ºe mít s analýzou velkého objemu dat
výkonový problém - m·ºe vyuºívat výkon pouze jednoho fyzického za°ízení.

Cílem této práce je navrhnout zp·sob transformace dat zpracovávaných Semantic Big
Data Historianem pro efektivní analýzu t¥chto dat pomocí de�novaného analytického ná-
stroje KNIME a tuto transformaci následn¥ implementovat pomocí analytické komponenty.
Úkolem analytické komponenty je krom¥ samotné transformace sémanticky uloºených dat
také umoºn¥ní p°edzpracování transformovaných dat za pomocí Big Data nástroj·, a tím
sníºení výpo£etní náro£nosti koncové analýzy provád¥né nástrojem KNIME.

1.4 Struktura bakalá°ské práce

Práce je rozd¥lena na teoretickou a experimentální £ást.

3SHS ontologie je roz²í°ením SSN ontologie[60] - základní ontologie pro zpracování senzorických dat.
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1.4. STRUKTURA BAKALÁ�SKÉ PRÁCE

Cílem teoretické £ásti práce je popsat koncepty, technologie a nástroje, které jsou vyu-
ºívány frameworkem Semantic Big Data Historian4 nebo jsou pouºívány v práci samotné,
respektive v její experimentální £ásti. Teoretická £ást slouºí také jako znalostní základ pro
experimentální £ást práce, z toho d·vodu je zam¥°ena p°edev²ím na reprezentaci a zp·sob
zpracování dat jednotlivými nástroji.

Kapitola Big Data popisuje nástroje, pomocí kterých framework Semantic Big Data
Historian zpracovává, ukládá a dotazuje data.

Následující kapitola Analytické nástroje popisuje moºné zp·soby dotazování a analýzy
dat uloºených Semantic Big Data Historianem.

Poslední teoretická kapitola Ontologie popisuje koncepty a nástroje pouºívané p°i inte-
graci datových zdroj· a reprezentaci sémanticky uloºených dat.

Experimentální £ást práce se zabývá samotným °e²ením de�novaného problému. Sou£ástí
experimentální £ásti je implementace analytické komponenty a popi² °e²ení problému v£etn¥
popisu samotné komponenty.

Výsledky bakalá°ské práce jsou zhodnoceny v záv¥ru práce.

4Popsány jsou i n¥které nástroje, které sice v sou£asné dob¥ frameworkem pouºívány nejsou, jejich pouºití
je ale do budoucna uvaºováno (HBase, Mahout).
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Kapitola 2

Teoretická £ást

2.1 Big Data

Termín Big Data je dnes zmi¬ován v mnoha kontextech a popisován r·znými de�nicemi.
Základní a z°ejm¥ nejroz²í°en¥j²í de�nice, která popisuje Big Data pomocí t°í hlavních cha-
rakteristik1 má p·vod ve výzkumné zpráv¥ Douglase Laney [23] z roku 2001. Tato de�nice
byla roku 2012 upravena do následující podoby2: "Big Data jsou soubory dat velkého ob-
jemu, velké rychlosti a/nebo velké r·znorodosti, která vyºadují nové formy zpracování pro
umoºn¥ní lep²ího rozhodování, v¥t²ího porozum¥ní domény a optimalizace proces·.". De�-
nice popisuje Big Data z pohledu t°í hlavních dimenzí - objemu, r·znorodosti a rychlosti.

Objem dat virtuálního sv¥ta je dnes obrovský a rychle nar·stá. Se vznikem internetu se
zm¥nil zp·sob, jakým data vznikají - d°íve byla data zadávána do systém· zam¥stnanci spo-
le£ností, zatímco dnes generují data p°edev²ím sami uºivatelé internetu. Podle statistik dnes
sociální sí´ Facebook spravuje více neº 30 petabyt· uºivatelských dat. Americký obchodní
°et¥zec Walmart zpracovává milion zákaznických transakcí za hodinu a velikost jeho databází
je odhadována na 2,5 petabytu. V oblasti pr·myslu je generováno stále více senzorových dat
pot°ebných ke zdokonalování automatizace proces· a tento trend má p°edpoklad rapidn¥ na-
r·stat s rozvojem oblasti IoT3 [27], která p°iná²í automatizaci i do kaºdodenního ºivota. Na
celkovém objemu dat virtuálního sv¥ta se nepodílejí pouze velké spole£nosti, ale i uºivatelé
b¥ºným pouºíváním internetu, tvorbou fotogra�í, telefonními hovory, emailovou komunikací
atd. Podle statistiky IDC4 [16] se celkový objem dat virtuálního sv¥ta zdvojnásobuje kaºdé
dva roky. IDC odhaduje, ºe v roce 2020 bude tento objem 44 zettabyt·, coº je v bitech £íslo
blíºící se po£tu hv¥zd ve vesmíru.

Podstatné z pohledu konkrétního p°ípadu je, ºe soubor dat roste natolik rychle, ºe je
obtíºné s ním pracovat pomocí b¥ºných databázových koncept· a nástroj·.

Moºnost efektivního zpracování velkého objemu dat p°iná²í nové moºnosti pro analýzu
dat. Je moºné analyzovat data, která by za pouºití standardních metod analyzována být

1De�nice Big Data pomocí "3Vs"
2V originálním zn¥ní: "Big data is high volume, high velocity, and/or high variety information assets

that require new forms of processing to enable enhanced decision making, insight discovery and process
optimization".

3Internet of Things
4International Data Corporation
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KAPITOLA 2. TEORETICKÁ �ÁST

nemohla (náro£nost analýzy by byla p°íli² vysoká) a hledat v datech souvislosti, které by
z·staly utajeny.

Rychlost v pojetí de�nice Big Data má n¥kolik rozm¥r· - jak rychle jsou data vytvá°ena,
ukládána a zpracovávána (analyzována a vizualizována). V minulosti, p°edev²ím v oblasti
datových sklad· a Bussiness Intelligence [31], se stalo standardem dávkové ukládání, zpraco-
vávání a analyzování dat. Následkem toho byly analýzy pot°ebné pro rozhodovaní napo£ítané
nad daty den, týden £i m¥síc starými. P°estoºe jsou tato °e²ení stále hojn¥ pouºívána, na-
r·stá pot°eba data ukládat, zpracovávat a analyzovat v reálném nebo tém¥° reálném £ase.
Systémy a aplikace v oblasti automatizace (a´ uº jde o pr·myslovou automatizaci, nebo na-
p°íklad chytrá za°ízení denního pouºití spadající pod IoT) jsou kriticky závislé na zpracování
dat v reálném £ase.

R·znorodost dat, která pot°ebujeme zpracovat, stále nar·stá. Velká £ást dat generova-
ných spole£nostmi je nestrukturovaná, coº p°iná²í problémy s jejich ukládáním a zpracová-
ním. Data jsou £asto získávána z r·zných zdroj· a jejich reprezentace je rozdílná - aplika£ní
databáze, streamy senzorových dat, logovací soubory, nestrukturované textové soubory. D·-
leºitým zdrojem dat mohou být ale i fotogra�e nebo videa. P°i snaze zpracovávat, ukládat a
analyzovat takto r·znorodá data pomocí rela£ních databází nastává °ada problém· - nap°í-
klad pevn¥ de�nované schéma databáze neumoº¬uje �exibilní práci s daty. Práv¥ moºnost
analýzy a tvorby prognóz nad integrovanými daty je povaºována za jeden ze zásadních p°í-
nos· koncept· Big Data.[26]

Big Data koncepty nabízejí °e²ení t¥chto problém·, na druhé stran¥ ale £asto postrádají
vlastnosti, díky kterým jsou konven£ní RDBMS5 °e²ení dnes tak masivn¥ pouºívaná.

2.1.1 Koncepty Big Data

Nejpodstatn¥j²ím rozdílem proti konven£ním technologiím je distribuovanost datového
uloºi²t¥ a distribuované zpracování dat.[15] Není snaha ukládat data na jeden centralizovaný
server, jako je tomu u RDBMS, naopak, data jsou distribuována p°es mnoho server· pomocí
distribuovaného souborového systému (HDFS, GFS, CassandraFS, Amazon S3). Efektivita
ukládání a dotazování dat úzce souvisí s po£tem uzl· distribuovaného uloºi²t¥ a rozprost°e-
ním dat mezi uzly. Pokud je rozprost°ení dat rovnom¥rné, potom je ²kálovatelnost distribu-
ovaného uloºi²t¥ tém¥° lineární.

Masivní paralelizací je také docíleno zvý²ení rychlosti ukládání a £tení dat. Zatímco na-
vy²ovat kapacitu centralizovaného datového uloºi²t¥ dnes není velký problém, udrºet p°i zvy-
²ující se kapacit¥ konstantní p°ístupovou rychlost k dat·m (£as, za který mohou být p°e£tena
v²echna data v uloºi²ti) je komplikované. Nár·st kapacity datových uloºi²´ mezi lety 1990 aº
2010 byl více neº 700násobný, rychlost £tení dat se ale v pr·m¥ru zvý²ila "pouze"22krát.[59]
Je tedy z°ejmé, ºe centralizovaná datová uloºi²t¥ zásadní vývoj v rychlosti zpracování dat
p°inést nemohou. Nabízí se tedy °e²ení pomocí paralelizace - data je pot°eba nejen paraleln¥
ukládat, ale také paraleln¥ £íst a zpracovávat. Ve sv¥t¥ rela£ních databází se touto cestou
vydala nap°íklad Teradata. Tento databázový systém uºívaný v oblasti data warehousingu
zaru£uje lineární ²kálovatelnost nejen z hlediska kapacity, ale také z hlediska zpracování dat.
�e²ení je ov²em mnohonásobn¥ draº²í neº jsou °e²ení pouºívající Big Data koncepty (p°e-
dev²ím kv·li nutnosti zakoupit od Teradaty servery, které mají proti b¥ºným databázovým

5Relational Database Management System

6



2.1. BIG DATA

server·m hardwarová speci�ka). Big Data technologie oproti tomu vyuºívají b¥ºn¥ dostupný
hardware. Jednotlivé uzly mohou pouºívat za°ízení r·zných parametr· od r·zných výrobc·
- není nutné, aby se jednalo o speci�cké databázové servery. Dotazování dat distribuovaných
databází je £asto realizováno pomocí MapReduce algoritmu [9]. Principem je zpracování dat
na jednotlivých uzlech. Pokud je tedy spolu s objemem uloºených dat navy²ován i po£et uzl·
databáze, rychlost komplexního dotazu nap°í£ uzly v zásad¥ nenar·stá.

Konven£ní RDBMS technologie jsou postaveny na jasn¥ de�novaném databázovém sché-
matu, vazbách mezi tabulkami, primárních klí£ích a indexovaných sloupcích, coº vede k velké
efektivit¥ p°i dotazování strukturovaných dat. Jak jiº bylo nazna£eno, spolu s de�nicí Big
Data se ale roz²í°ila i de�nice dat samotných - nyní chápeme data v mnohem ²ir²ím kontextu
neº p°ed deseti £i patnácti lety. Statické datové schéma v chápání RDBMS systém· jiº není
dostate£n¥ �exibilní pro r·znorodá data, která chceme zpracovávat. Stejn¥ tak indexované
tabulky jsou pro Big Data p°eºitkem (minimáln¥ na úrovni uloºi²t¥ dat, existují analytické
nástroje, nap°íklad Solr, které indexování pouºívají), indexování je £asov¥ velmi nákladná
£innost, zvlá²t¥ v kontextu objemu dat, o kterém se bavíme v rámci Big Data. Distribuo-
vané databáze pouºívané v Big Data °e²eních jsou nazývány NoSQL (m·ºeme chápat jako
"non SQL", "not relational"nebo "not only SQL"). Data v nich jsou ukládána následujícími
zp·soby:

• klí£-hodnota struktura (Membase, Voldemort, Riak),

• sloupcová struktura (HBase, BigTable),

• dokumentová struktura (MongoDb),

• grafová struktura (Neo4j).

Kv·li snaze docílit vy²²í rychlosti a ²kálovatelnosti NoSQL databáze (aº na výjimky) po-
ru²ují transak£ní model ACID6. Vlastnosti transakcí popsané modelem ACID jsou zásadní
pro RDBMS systémy, které kladou velký d·raz na korektní vykonání v²ech operací - pro
aplikace ve �nan£ní oblasti m·ºe i jedna nekorektn¥ provedená transakce znamenat velký
problém (nap°íklad ztráta informace o bankovním p°evodu). Big Data °e²ení tuto problema-
tiku zcela neopomíjí, dávají ale v¥t²í d·raz na jiné vlastnosti, v tomto p°ípad¥ rychlost.

Ze silného zam¥°ení NoSQL databází na paralelní zpracování dat vyplývá, ºe se dle CAP
teorému7 d¥lí mezi skupiny AP8 a CP9. NoSQL databáze vºdy zaji²´uje správnou funk£nost
databáze nap°í£ jejími oddíly. Skupina CA, tedy databáze konzistentní a stále p°ístupné,
de�nuje konven£ní RDBMS systémy a není v souladu se základním Big Data principem -
paralelizace.

6ACID = Atomicity, Consistency, Isolation, Durability. Akronym popisuje £ty°i základní vlastnosti trans-
akcí v databázových systémech.

7CAP = Consistency, Availability, Partition Tolerance. Teorém °íká, ºe databáze m·ºe splnit pouze dv¥
ze t°í t¥chto základních vlastností databázových systém·.

8Tyto databáze up°ednost¬ují p°ístupnost databáze p°ed konzistencí dat, do skupina pat°í mimo jiné
databáze Apache Cassandra, Riak a Voldemort.

9Tyto databáze up°ednost¬ují konzistenci dat p°ed p°ístupností databáze, do této skupiny pat°í mimo
jiné databáze BigTable, HBase a MongoDB.
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Vý²e popsané koncepty (paralelní ukládání a zpracování dat, pouºití b¥ºn¥ dostupného
hardwaru, �exibilní schéma uloºi²t¥) umoº¬ují Big Data datovým uloºi²tím efektivn¥ pra-
covat s velkým objem r·znorodých dat, na druhou stranu ale také ukazují jejich nevýhody
oproti konven£ním °e²ením.

2.1.2 Hadoop

Jak bylo °e£eno v úvodu, Semantic Big Data Historian vyuºívá (v sou£asné dob¥) pro
ukládání a zpracování dat framework Apache Hadoop, a proto mu je v této kapitole v¥nována
d·kladn¥j²í pozornost.

Hadoop - Big Data framework, který poskytuje velice stru£n¥ °e£eno distribuované ulo-
ºi²t¥ a nástroje pro paralelní analýzu dat, vytvo°il Doug Cutting, tv·rce Apache Lucene10.
Hadoop vznikal jako sou£ást projektu Apache Nutch, open source webového vyhledáva£e,
který je sám sou£ástí Apache Lucene. Nutch byl ambiciózní a nákladný projekt, odhadovaná
cena pro vyhledáva£ s indexem £ítajícím bilion stránek byla milion dolar· za hardware a 30 ti-
síc dolar· za m¥síc provozu. Cílem projektu bylo vytvo°it otev°ený vyhledáva£ a vyhledávací
algoritmy. Projekt se po svém odstartování v roce 2002 za£al rychle rozr·stat a Doug Cutting
si uv¥domil, ºe sou£asná architektura nedovolí pot°ebné ²kálování projektu. V roce 2003 pub-
likoval Google zprávu o architektu°e sdíleného souborového systému GFS, který vyuºíval.[33]
Cutting se rozhodl pro vytvo°ení open source implementace GFS s názvem Nutch Distribu-
ted Filesystem (NDFS), která vy°e²ila jeho problémy se ²kálovatelností projektu Nutch z
hlediska objemu dat. Krátce poté, co Google publikoval zprávu, ve které sv¥tu p°edstavil
MapReduce[9], implementovali vývojá°i MapReduce pro projekt Nutch a b¥hem p·l roku
byly hlavní vyhledávací algoritmy p°esunuty na NDFS a MapReduce. NDFS a MapReduce
byly postupn¥ vy£len¥ny nejd°íve jako projekt Apache Lucene s názvem Hadoop a následn¥
jako samostatný projekt Apache Hadoop. Ve stejné dob¥ také za£al Cutting spolupracovat
na vývoji Hadoopu s �rmou Yahoo!, která v roce 2008 deklarovalo, ºe Yahoo vyhledávací
index je generovaný Hadoopovým clusterem s deseti tisíci uzly. Hadoop následn¥ za£aly vy-
uºívat dal²í spole£nosti jako Last.fm, Facebook nebo New Yourk Times. Hadoop také získal
sv¥tový rekord za se°azení terabytu dat (cluster s 910 uzly, výsledný £as 209 sekund).[59]

Hadoop dnes zahrnuje celou rodinu produkt·. V této práci jsou popsány HDFS (kapi-
tola 2.1.2.1), MapReduce (kapitola 2.2.1), distribuovaná databáze HBase (kapitola 2.1.2.2)
a analytické nástroje Mahout (kapitola 2.2.2) a Hive (kapitola 2.2.3).

2.1.2.1 HDFS

Hadoop Distributed Filesystem je distribuovaný souborový systém, jehoº ú£elem je na-
hradit kapacitu jednoho fyzického za°ízení rozd¥lením dat nap°í£ mnoha za°ízeními (uzly)
komunikujícími po po£íta£ové síti. Jeho architektura je navrºena pro ukládání soubor· ob-
rovské velikosti (stovky megabyt·, gigabyty, terabyty), streamovaných, strukturovaných i
nestrukturovaných dat za vyuºití b¥ºného hardwaru. Architektura HDFS je optimalizována
pro jednorázové nahrání a £asté £tení dat. Velký d·raz je tedy kladen na rychlost £tení dat
(analýzy nad daty vyºadují p°e£tení velké £ásti, ne-li celého souboru dat) a dávkové zpra-
cování dat. Uºivatel m·ºe £íst a zapisovat data na HDFS pomocí n¥kolika rozhraní, typicky

10Knihovna pro textové vyhledávání, v rámci projektu byl vytvo°en i dal²í analytický nástroj - Solr
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pomocí rozhraní p°íkazové °ádky (p°íkaz "hadoop fs cmd", kde "cmd"je POSIXový p°íkaz)
nebo rozhraní pro Javu.[59]

V HDFS jsou data uloºena po blocích o velikosti 64 MB, coº je °ádov¥ více neº u b¥ºných
souborových systém·. D·vodem pro tuto velikost blok· je snaha minimalizovat £as hledání
soubor· (nebo £ástí soubor·). Zavedení abstraktních blok· má také dal²í výhody:

• jeden soubor m·ºe být v¥t²í neº je kapacita kteréhokoliv pevného disku v clusteru,

• správa blok· je jednodu²²í neº správa jednotlivých soubor· - je moºné odd¥lit metadata
soubor· od dat a spravovat je separátn¥,

• bloky mohou být jednodu²e replikovány nap°í£ n¥kolika jinými fyzickými disky pro
p°ípad selhání disku.

Jiº bylo uvedeno, ºe HDFS cluster se skládá z uzl·. Tyto uzly se d¥lí na dva typy -
namenody a datanody - podle vzoru master-worker, p°i£emº namenode je master, zatímco
datanode je worker. Namenody mají na starosti adresá°ovou strukturu, udrºují metada jed-
notlivých soubor· a informaci o tom, mezi které datanody (a jejich bloky) jsou rozd¥lené
soubory, jejichº metadata udrºují. Datanody ukládají a £tou data dle pokyn· namenod·
nebo klientských poºadavk· a periodicky informují datanode o svém stavu.

HDFS uzly jsou b¥ºnými hardwarovými za°ízeními, s jejich vzr·stajícím po£tem se sice
zvy²uje efektivita clusteru, ale také pravd¥podobnost selhání namenodu nebo datanod·.
Vzhledem k tomu, ºe bez znalosti metadat, která udrºuje namenode nelze s daty uloºenými
na datanodech pracovat, je d·leºité, aby byla pat°i£n¥ o²et°ena moºnost selhání namenodu.
Toho m·ºe být dosaºeno bu¤to zálohováním dat namenodu nebo p°idáním sekundárního
namenodu (b¥ºícího na jiném fyzickém za°ízení), který je schopen data primárního namenodu
zrekonstruovat. P°esto m·ºe být v p°ípad¥ výpadku namenodu £as obnovení, respektive
uvedení v provoz nového namenodu, relativn¥ dlouhý - cca 30 minut. HDFS proto umoº¬uje
High-Availability mód, který za cenu p°idání záloºního namenodu sniºuje £as výpadku na cca
1 minutu. Pokud aktivní namenode selºe, záloºní p°evezme jeho povinnosti. Doba výpadku
je potom ur£ena p°edev²ím £asem pot°ebným k detekci selhání aktivního namenodu. Zp·sob
o²et°ení selhání datanod· je odli²ný. HDFS cluster má nastavený replika£ní faktor (výchozí
replika£ní faktor je t°i), který ur£uje kolikrát je blok replikován na r·zných nodech. V p°ípad¥
selhání datanodu jsou "ztracené"bloky rekonstruovány z ostatních replik. Replika£ní faktor
m·ºe ale slouºit je²t¥ jinému ú£elu. HDFS umoº¬uje £tení dat bloku z r·zných replik, vy²²í
replika£ní faktor tedy m·ºe navý²it míru paralelizace £tení dat a tedy i rychlost clusteru.[22]

�tení dat z HDFS klientem (klient m·ºe být nap°íklad uºivatelská aplikace nebo jeden z
datanod·) probíhá následovn¥:

1. namenode vrátí pro kaºdý blok souboru adresy v²ech datanod·, které mají repliku
bloku, seznam adres je se°azený podle vzdálenosti mezi datanodem a klientem,

2. bloky souboru jsou £teny vºdy z nejbliº²ího datanodu, pokud p°i £tení bloku dojde k
chyb¥, je blok £ten z dal²ího nejbliº²ího datanodu a datanode, u kterého do²lo k chyb¥
£tení je uloºen do pam¥ti a dal²í bloky z n¥j jiº £teny nejsou.

9
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Klient p°i £tení komunikuje p°ímo s jednotlivými datanody, p°i£emº namenode klientovi
nabízí ty nejbliº²í. Vzdálenost je v tomto p°ípad¥ de�nována ²í°kou pásma sí´ového spojení
mezi klientem a datanodem, po°adí od nejbliº²ího po nejvzdálen¥j²í datanode je ur£eno
následovn¥:

1. £tení dat uvnit° datanodu (datanode je zde v roli klienta i v roli zdroje dat),

2. £tení dat jiného datanodu ve stejném racku,

3. £tení dat datanodu v jiném racku ve stejném datovém centru,

4. £tení dat datanodu z jiného datového centra.

Celý proces £tení je z pohledu klienta nep°eru²ované £tení jednoho streamu dat.

Zápis dat na HDFS je komplikovan¥j²í neº £tení (HDFS je optimalizován pro £tení,
koncept write-once, read-many-times).

1. Namenode zkontroluje, zda soubor jiº neexistuje a zda má klient oprávn¥ní nový soubor
vytvo°it,

2. klient za£ne ukládat data pomocí streamu,

3. namenode rozhoduje, které datanody budou vyuºity pro uloºení replik blok·,

4. zápis blok· na datanody je z°et¥zený, p°i replika£ním faktoru n je tedy blok zapsán
nejd°íve na první datanode, na druhý ... aº na ntý.

Pokud n¥který z datanod· p°i zápisu dat selºe, je vy°azen z °et¥zce a nahrazen jiným vhod-
ným datanodem. Zápis dat je úsp¥²ný, pokud jsou bloky zapsány na minimální de�novaný
po£et datanod· (výchozí nastavení je jeden datanode) a po dokon£ení zápisu jsou bloky
asynchronn¥ replikovány na dal²í datanody, dokud není dosaºen poºadovaný replika£ní fak-
tor. Vhodné datanody pro ukládání replik blok· jsou vybírány namenodem tak, aby byla
vyváºena spolehlivost, rychlost zápisu a rychlost £tení. První replika je uloºena na náhodný
datanode (je snaha vybírat mén¥ napln¥né datanody), druhá a t°etí replika jsou uloºeny na
jiný rack, neº ta první, kaºdá na jiný datanode. Dal²í repliky jsou ukládány na náhodné
datanody.

Pro efektivní £tení dat je podstatné, aby byly jednotlivé uzly dob°e vyváºené. Pokud by
byla v¥t²ina replik uloºena jen na n¥kolika datanodech, byly by tyto datanody p°i £tení dat
p°etíºené, zatímco ostatní by z·staly nevyuºívané.

I p°es vysokou efektivitu a ²kálovatelnost HDFS jsou problémy, pro které se pouºití HDFS
p°íli² nehodí. Obecn¥ je HDFS nevhodný pro:

• aplikace s poºadavkem na nízkou latenci (v °ádu desítek milisekund). HDFS je optima-
lizovaný na velkou propustnost dat, tím se ale také zvy²uje latence. V p°ípad¥ pot°eby
nízké latence je lépe vyuºít jiné uloºi²t¥, nap°íklad HBase,

• ukládání velkého mnoºství malých soubor·. Omezením je zde p°edev²ím opera£ní pa-
m¥´ namenod·, které udrºují v pam¥ti v²echna metadata soubor·.
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2.1.2.2 HBase

HBase je distribuovaná sloupcov¥ orientovaná databáze vyuºívající HDFS jako souborový
systém pro ukládání dat.11 Pat°í do skupiny NoSQL databází a je vhodná p°edev²ím pro
real-timové zpracování dat a umoº¬uje náhodný p°ístup p°i zápisu a £tení velkých objem·
dat. [39]

Data jsou v HBase ukládána do tabulek, které jsou na úrovni bun¥k verzovány podle
£asového otisku v dob¥ vytvo°ení záznamu. Obsahem bun¥k i id °ádk· tabulek je pole byt· -
m·ºe jít v podstat¥ o jakákoliv data. �ádky tabulek jsou °azeny pomocí id °ádk·, které jsou
zárove¬ primárním klí£em tabulky a v²echny p°ístupy do tabulek jsou práv¥ p°es id °ádk·.
I transakce jsou v HBase atomické na úrovni °ádk·.

Sloupce tabulek jsou rozd¥leny do column families, které jsou de�novány ve schématu
tabulky a kde v²echny sloupce mají stejný pre�x. Fyzicky jsou potom v²echny sloupce jedné
column family uloºeny spole£n¥ v rámci souborového systému. I nároky na uloºení dat a dal²í
parametry jsou de�novány na úrovni column family. Je tedy vhodné, aby ke v²em sloupc·m
column family bylo p°istupováno stejným zp·sobem a z hlediska objemu m¥ly podobnou
charakteristiku. Column families mohou být tedy v jistém smyslu chápány jako vertikální
oddíly tabulky.

Tabulky jsou podle rozsahu id °ádk· horizontáln¥ rozd¥leny do oddíl· zvaných regiony.
Region je základní distribuovaná entita (stejn¥ jako u HDFS je to blok). Z toho vyplývá,
ºe výhody paralelního p°ístupu k dat·m v HBase se neprojeví u tabulek, které mají pouze
jeden region - tabulky s malým po£tem záznam·.

Architektura HBase je postavena na pracujících a koordinujících uzlech - m·ºeme chápat
jako master-slave architekturu.Master node °ídí cluster obsahující jeden nebo více regionser-
ver·, p°id¥luje nové regiony regionserver·m a vypo°ádává se s jejich výpadky. Regionservery
mají p°id¥leno nula aº n region·, zpracovávají klientské poºadavky na £tení a zápis dat a
informují master node v p°ípad¥, ºe se n¥který z p°id¥lených region· rozd¥lí na dva - master
node potom rozhodne, kterému regionserveru bude nový region p°id¥len.[7]

HBase vyuºívá aplikaci ZooKeeper12 pro kon�guraci svých server·, ZooKeeper mimo
jiné udrºuje adresu aktuálního mastera clusteru a v²ech regionserver·. P°i°azování region·
regionserver·m i °e²ení výpadk· regionserver· je také zprost°edkováno pomocí ZooKeeperu.

Vzhledem k tomu, ºe HBase vychází z HDFS, je snaha aby stejn¥ °e²ené problémy byly
v HBase implementovány stejným zp·sobem jako je tomu v HDFS. Od tohoto modelu se
HBase odklání pouze v p°ípadech, kdy je její chování speci�cké - rozdílné oproti HDFS.
Nejd·leºit¥j²í z t¥chto rozdíl· jsou uvedeny v této kapitole.

2.2 Analytické nástroje

V p°edchozí kapitole jsou uvedené zp·soby, jakými je moºné efektivn¥ ukládat data, která
povaºujeme pro jejich velký objem, rychlost a r·znorodost za Big Data. Samotná datová ulo-

11HDFS není jediný souborový systém, který HBase m·ºe pouºívat, je ale pouºíván nej£ast¥ji. Alternati-
vami mohou být nap°íklad Amazon S3 nebo KFS.

12ZooKeeper je taktéº podprojektem Hadoopu, slouºí ve jménu zaji²t¥ní konzistence kon�gurace server·
nap°í£ distribuovaným systémem
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ºi²t¥ ale nejsou dostate£ným nástrojem pro komplexní zpracování dat. Pot°ebujeme nástroje,
které nám umoºní uloºená data analyzovat a získat tak z dat pot°ebné znalosti.

Nástroj· pro analýzu Big Data je mnoho a cílem této práce je popsat pouze ty z nich,
které jsou vyuºívané (nebo je jejich vyuºití uvaºováno) ve frameworku Semantic Big Data
Historian.

2.2.1 MapReduce

MapReduce je programovací model pro zpracování dat, který m·ºe být implementován
v mnoha programovacích jazycích. Stru£ná historie MapReduce je popsána v 2.1.2.

Cílem MapReduce je efektivní analýza dat díky paralelnímu zpracování. Vstupní mnoºina
dat je rozd¥lena na men²í £ásti stejné velikosti a kaºdá £ást je potom zpracovávána samo-
statným procesem. Tím je zaji²t¥no, ºe v²echny procesy trvají p°ibliºn¥ stejn¥ dlouho13. Po
skon£ení proces· zpracovávajících jednotlivé £ásti vstupní mnoºiny dat je moºné výsledky
t¥chto proces· zkombinovat a vypo£ítat celkový výsledek. Zárove¬ musí být zaji²t¥no, ºe
pokud n¥který z proces· zpracovávajících £ást mnoºiny dat selºe, bude situace vy°e²ena - v
opa£ném p°ípad¥ by celkový výsledek nemusel být správný, nebyl by totiº vypo£ítán z celé
mnoºiny dat, ale pouze z její £ásti. MapReduce model tedy °e²í následující problémy:

• °ízení celého výpo£tu a °e²ení p°ípadných selhání proces·,

• rozd¥lení vstupní mnoºiny dat,

• zpracování jednotlivých £ástí mnoºiny dat - fáze Map,

• zkombinování díl£ích výsledk· - fáze Shu�e,

• vypo£ítání celkového výsledku - fáze Reduce.

V této práci je popsána implementace MapReduce frameworkem Hadoop.
Konkrétní analýza pomocí MapReduce je nazývána job a skládá se ze vstupních dat

jobu, samotného MapReduce programu a kon�gura£ních parametr·. Job je rozd¥len na tasky
dvou typ· - map tasky a reduce tasky. Pr·b¥h jobu je kontrolován dv¥mi typy uzl· - jedním
jobtrackerem a mnoha tasktrackery. Jobtracker koordinuje b¥h MapReduce jobu a plánuje
spou²t¥ní jednotlivých task· na tasktrackerech. Tasktracker spou²tí tasky a o jejich pr·b¥hu
a výsledcích pr·b¥ºn¥ informuje jobtracker, který v p°ípad¥ selhání tasktrackeru p°i°adí jeho
tasky jinému tasktrackeru. Tím je zaji²t¥n hladký pr·b¥h paralelního zpracování dat i v
p°ípad¥ selhání n¥kterých jeho £ástí.[18]

Vstupní mnoºinu dat MapReduce rozd¥luje na men²í £ásti stejné velikosti. Tyto £ásti
jsou zpracovávány samostatn¥ pomocí map task·. Velikost t¥chto £ástí bývá stejná jako je
velikost bloku HDFS, nicmén¥ je moºné ji nastavit jinak. Na kaºdou £ást mnoºiny dat je
vytvo°en map task, pokud je tedy velikost ur£ena jako p°íli² malá, tak je vytvo°eno velké
mnoºství map task·. Tím nar·stá £asová náro£nost reºie analýzy. Na druhé stran¥, pokud
je velikost ur£ena jako p°íli² velká, nemusí být zcela vyuºit potenciál paralelního zpracování
dat.

13Kaºdý proces zpracovává data o stejné velikosti, p°ípadný rozdíl v rychlosti zpracování je tedy dán
hardwarovou speci�kací za°ízení, na kterém je proces spu²t¥n.
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Obrázek 2.1: Vizualizace pr·b¥hu MapReduce jobu s jedním reduce taskem [59]

MapReduce je navrºen tak, aby v¥t²ina výpo£tu byla vykonána na míst¥, kde jsou uloºena
data - uplat¬uje se princip datové lokality.[20] Z toho d·vodu jsou map tasky p°i°azeny
jobtrackerem na uzly, kde je uloºena replika bloku, který obsahuje £ást mnoºiny dat ur£enou
pro daný map task. M·ºe ov²em nastat situace, ºe uzly, na kterých jsou v²echny t°i14 repliky
tohoto bloku, jiº vykonávají jiný map task. Potom se hledá jiný uzel, který m·ºe map task
provést. V takovém p°ípad¥ je poru²en princip datové lokality a task je pomalej²í - nejd°íve
je nutné p°enést data na uzel, kde bude výpo£et probíhat. Tato úzká souvislost alokace map
task· s velikostí HDFS blok· je dal²ím d·vodem, pro£ by m¥la být vstupní mnoºina dat
MapReduce jobu rozd¥lena na £ásti stejn¥ velké, jako je velikost HDFS bloku.[17]

Úkolem map tasku je zpracování £ásti vstupní mnoºiny dat tak, aby výsledné zpraco-
vání dat reduce taskem bylo co moºná nejjednodu²²í. Výsledkem map tasku jsou páry klí£-
hodnota. Po vykonání v²ech map task· jsou tyto páry set°íd¥ny podle klí£· a p°edány reduce
tasku. Reduce task potom m·ºe na základ¥ výsledk· v²ech map task· spo£ítat poºadovaný
výsledek. Pr·b¥h MapReduce jobu s jedním reduce taskem je zobrazen na obrázku 2.1.

Reduce task nedodrºuje princip datové lokality. V p°ípad¥ uºití jednoho reduce tasku
jsou výsledky v²ech map task· p°esunuty na uzel15, na kterém b¥ºí reduce task. Výsledek
reduce tasku - tedy výsledek celého MapReduce jobu je zapsaný na HDFS16.

Reduce task· nicmén¥ m·ºe být nastaveno více. Jejich po£et se neodvíjí od velikosti
vstupních dat, ale je nastaven v rámci kon�gurace MapReduce jobu. V p°ípad¥ pouºití
více reduce task· jsou výsledky map task· rozd¥leny do tolika oddíl·, kolik je de�novaných

14T°i je výchozí hodnota replika£ního faktoru HDFS, m·ºe být nastaveno jinak.
15Výsledky map task· nejsou ukládány na HDFS, jak by se moºná dalo o£ekávat, ale na b¥ºný souborový

systém. Tato data totiº není nutné udrºovat v n¥kolika replikách - nep°ineslo by to ºádné zrychlení MapReduce
jobu, spí²e by to byla zbyte£ná zát¥º pro HDFS cluster.

16Adresá° pro zapsání výsledk· MapReduce jobu se obvykle speci�kuje p°i spou²t¥ní jobu
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reduce task·. Páry se stejným klí£em jsou ale vºdy sou£ástí jednoho oddílu. P°i nastavení
více reduce task· je d·leºité brát ohled na optimalizaci rozd¥lení výsledku map task· a
jejich set°íd¥ní (shu�e fáze), protoºe se vzr·stajícím po£tem reduce task· nar·stá sloºitost
a £asová náro£nost t¥chto fází jobu. V p°ípad¥, ºe je moºné výsledek celého jobu ur£it pouze
pomocí map task·, je teké moºné nastavit po£et reduce task· na nula.[59]

2.2.1.1 Výhody a nevýhody MapReduce

MapReduce joby jsou velice efektivním zp·sobem analýzy velkého objemu dat. Uºivatel
má moºnost de�novat v²echny atributy MapReduce jobu a tím analýzu optimalizovat z
hlediska rychlosti a vyuºití zdroj·. Psaní MapReduce program· je ale zpravidla sloºit¥j²í a
£asov¥ náro£n¥j²í neº b¥ºné zp·soby analýzy dat a proto není p°íli² vhodný pro jednorázové
analýzy. Z tohoto d·vodu bývají £asto vyuºívány analytické nástroje, které sice MapReduce
vyuºívají, ale nevyºadují psaní vlastních MapReduce program· - nap°íklad Hive.

2.2.2 Mahout

Mahout je knihovna ²kálovatelných algoritm· z oblasti strojového u£ení a vyt¥ºování dat.
Algoritmy jsou implementovány nad frameworkem Apache Hadoop17 a vyuºívají MapReduce
výpo£etní model. Mahout poskytuje implementaci mnoha algoritm·18, p°i£emº n¥které z nich
jsou ur£eny pro lokální pouºití a n¥které jsou ur£eny pro pouºití v distribuovaném módu -
s pouºitím Hadoopu. Algoritmy, které implementuje Mahout, se d¥lí podle svého ú£elu do
£ty° hlavních skupin:

• Collaborative �ltering - analýza chování uºivatel· a vytvá°ení doporu£ení pro produkty,

• Clustering - rozd¥lení souboru dat na t°ídy podle vlastností jednotlivých instancí,

• Classi�cation - p°i°azování instancí do existujících kategorií na základ¥ znalosti daných
kategorií,

• Frequent itemset mining - hledání nej£ast¥j²ích skupin instancí.

Architektura jednotlivých algoritm· je obdobná. Li²í se p°edev²ím algoritmy samotné z
pohledu disciplín vyt¥ºování dat a strojového u£ení.[10] Architektura Mahout je ukázána na
algoritmu Recommender, abstraktním jádru skupiny algoritm· collaborative �ltering.

Recommender vytvá°í doporu£ení pro produkty na základ¥ voleb uºivatel·. Algoritmus
tedy pot°ebuje dva soubory dat - uºivatelské volby a produkty. Nap°íklad knihkupectví
m·ºe na základ¥ p°ede²lých transakcí analyzovat, jaké knihy je vhodné nabídnout ur£itým
zákazník·m. Samotný Recommender je implementací abstraktního jádra algoritmu a jeho

17Pro ú£ely této práce je Mahout popisován jako knihovna primárn¥ vyuºívající Hadoop - £ím Mahout
stále do jisté míry je. Vývoj Mahoutu se ale stále více zam¥°uje sm¥rem k vyuºívání jiných distribuovaných
framework· pro Big Data, p°edev²ím Apache Spark.[43] V tomto kontextu je rozdíl p°edev²ím v tom, ºe
SPARK nevyuºívá Hadoop MapReduce pro analýzu dat. Na druhou stranu m·ºe vyuºívat jiné Hadoop
technologie jako nap°íklad HDFS nebo YARN.[45]

18Seznam implementovaných algoritm· je dostupný na [40].
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Obrázek 2.2: Vizualizace architektury aplikace s vyuºitím Mahout reccomender [41]

vyuºití vyºaduje speci�kaci algoritmu19 ve smyslu implementace p°edde�novaných rozhraní
£i abstraktních t°íd.[41]

Algoritmus pracuje s datovým modelem jako rozhraním pro na£tení pot°ebných soubor·
dat. Implementací datového modelu m·ºe být teoreticky jakýkoliv zdroj, nej£ast¥ji se ale
jedná o databázový systém - a´ uº se jedná o RDBMS nebo NoSQL databáze. Mahout vyºa-
duje v rámci datového modelu identi�kaci uºivatel· a produkt· pomocí £íselného primárního
klí£e a speci�kaci vazeb mezi uºivateli a produkty ve smyslu preferencí produkt· uºivatelem.
Tato preference m·ºe být vyjád°ená numericky podle míry preference (tzv. m¥kký identi�-
kátor) nebo m·ºe být pouze speci�kováno, zda uºivatel daný produkt preferuje, £i nikoliv
(tzv. tvrdý identi�kátor). Pouºití m¥kkých a tvrdých identi�kátor· je moºné zvolit tém¥° u
v²ech algoritm·, které Mahout implementuje.

Výsledná doporu£ení jsou vytvo°ena na základ¥ datového modelu a konkrétní implemen-
tace algoritmu. Tato architektura je popsána obrázkem 2.2.

2.2.2.1 Výhody a nevýhody Mahout

Mahout p°iná²í zásadní výhody z hlediska ²kálovatelnosti analytických algoritm· vzhle-
dem k objemu dat. Stejn¥ jako mnoho jiných analytických nástroj· (nap°íklad KNIME nebo

19Alternativn¥ mohou být pouºita jiº vytvo°ená implementace. Toto °e²ení je jednodu²²í, nicmén¥ nemusí
být vyhovující z hlediska pouºití pro konkrétní problém.
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RapidMiner[32]) nabízí moºnost pouºití existujících implementací algoritm· z oblasti vy-
t¥ºování dat a strojového u£ení. Navíc ale spl¬uje poºadavky pro paralelní zpracování dat
pomocí Hadoop MapReduce. Implementace algoritm· je ale vázána na konkrétní platformy
a framework (Hadoop, Spark,...), coº v n¥kterých p°ípadech nemusí být ºádoucí.

2.2.3 Hive

Hive je frameworkem pro datové sklady vystav¥né na základ¥ Apache Hadoop. Cílem Hivu
je umoºnit analýzu dat uloºených v HDFS20 clusteru pomocí zavedeného nástroje typického
pro analýzu dat rela£ních databází - SQL. Tím se výrazn¥ roz²i°uje okruh analytik·, kte°í
mohou Hadoop a data uloºená v HDFS vyuºívat. V¥t²ina analytik· má dnes silné znalosti
SQL, ale mnohem men²í £ást z nich má programovací schopnosti odpovídající tomu, aby byli
schopni efektivn¥ psát pro své analýzy MapReduce programy. Hive umoº¬uje analyzovat data
uloºená v HDFS pomocí dotaz· jazyka Hive QL21[49] (vlastní implementace dotazovacího
jazyka SQL), a tyto dotazy následn¥ p°evádí na sérii MapReduce job·. Hive QL sice není
vhodným jazykem pro psaní komplikovaných algoritm·, nap°íklad z oblasti strojového u£ení,
pro v¥t²inu b¥ºných analýz je ale naprosto dosta£ujícím prost°edkem.

Data jsou v Hivu uloºena v tabulkách, p°i£emº jsou striktn¥ odd¥lena metadata tabulek a
data samotná. Metadata (nap°íklad databázové schéma) jsou ukládána do rela£ní databáze,
typicky Derby [38] nebo MySQL, pouºitá ale m·ºe být tém¥° jakákoliv rela£ní databáze.
Metadatové uloºi²t¥ se nazývá metastore stejn¥ jako sluºba, která metadata £te a zapisuje.
Metastore m·ºe být pouºíván v n¥kolika r·zných módech.[59]

• Embedded metastore je výchozím zp·sobem pouºití metastore v Hive. Sluºba metastore,
stejn¥ jako samotné uloºi²t¥ jsou spu²t¥ny ve stejném procesu jako samotný Hive.
Z tohoto d·vodu m·ºe v tomto módu vzniknout pouze jedna session do metastore
databáze, Hive tedy m·ºe vyuºívat sou£asn¥ pouze jeden uºivatel. V tomto p°ípad¥ je
vºdy pouºita databáze Derby.

• Local metastore uº umoº¬uje vytvo°ení n¥kolika session do metastore databáze a tím
pádem sou£asné pouºívání Hivu n¥kolika uºivateli. Rozdíl oproti embedded metastore
je v tom, ºe metastore databáze jiº není spou²t¥na stejným procesem jako Hive, ale
samostatn¥ - a´ uº na stejném za°ízení, nebo vzdálen¥. Metastore sluºba je ale stále
sou£ástí stejného procesu jako Hive. V p°ípadech, kde je metastore databáze instalována
a spou²t¥na samostatn¥ je £asto vyuºívána MySQL databáze.

• Remote metastore jde je²t¥ o krok dále, zde jsou i metastore sluºby spou²t¥ny samo-
statn¥ - pomocí samostatného metastore serveru a odd¥lené JVM. Tato architektura
p°iná²í výhody p°edev²ím v zabezpe£ení metastore databází, pro samotný Hive ale
nep°iná²í velkou zm¥nou oproti local metastore.

Samotné tabulky potom mohou být také dvou typ·.

20Hive umoº¬uje poºití v¥t²iny lokálních i distribuovaných souborových systém· pro ukládání dat, vyuºití
HDFS je ale nej£ast¥j²í.

21Hive Query Language
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• Managed tabulky jsou tabulky vytvo°ené Hivem a v souborovém systému jsou ukládány
do adresá°e warehouse.

• External tabulky jsou jiº existující soubory v souborovém systému, p°i jejich de�nici
Hive pouze ukládá metadata tabulky.

Chování obou typ· tabulek je ve v¥t²in¥ p°ípad· stejné. Rozdíl je nap°íklad u operace
delete, kdy u externí tabulky jsou mazána pouze metadata a samotný soubor v souboro-
vém systému není operací nijak zm¥n¥n. V obou p°ípadech jsou data uloºena v souborovém
systému (£asto HDFS) a dotazována jsou pomocí MapReduce job·. MapReduce joby jsou
sestaveny podle Hive QL dotazu pomocí SQL-to-MapReduce p°eklada£e. P°eklada£ má zpra-
vidla p°edde�nované MapReduce programy, které odpovídají jednotlivým operacím Hive QL
dotazu - nap°íklad select, join, agregace. Z t¥chto p°edde�novaných program· poskládá sé-
rii MapReduce job·, které odpovídají p·vodnímu Hive QL dotazu a vypo£ítají poºadovaný
výsledek. Nevýhodou tohoto p°ístupu je, ºe pokud je Hive QL dotaz komplikovan¥j²í, tak je
vytvo°ena série mnoha MapReduce job· a tím m·ºe celá analýza trvat °ádov¥ del²í £as, neº
pokud by byly MapReduce joby psány ru£n¥. To, co je schopen programátor vy°e²it jedním
MapReduce jobem, m·ºe Hive rozd¥lit do n¥kolika job·, protoºe joby jsou p°esn¥ mapované
na operace de�nované v Hive QL.[24]

Tabulky jsou v Hivu rozd¥lovány na oddíly podle hodnoty sloupc·, které jsou de�novaný
p°i vytvo°ení tabulky klauzulí partition by. V²echny záznamy tabulky pro danou hodnotu
sloupce takto ozna£eného jsou uloºeny do stejného oddílu. Na úrovni souborového systému
jsou oddíly reprezentovány jako podadresá°e hlavního adresá°e tabulky. Nap°íklad pokud by
byla tabulka do oddíl· rozd¥lena podle datumu a Hive QL dotaz by vybíral pouze záznamy s
ur£itým datumem (nebo s rozmezím datum·), byla by na£ítána pouze data z odpovídajících
poadresá°·. Tímto zp·sobem lze výrazn¥ optimalizovat rychlost Hive QL dotaz·.

Architektura Hivu je klient-server22 a Hive poskytuje n¥kolik moºností, jak m·ºe klient
se serverem komunikovat. Komunikace Hive klient· s Hive serverem je popsána na obrázku
2.3.

• Thrift klient komunikuje s Hive serverem pomocí Apache Thrift frameworku.[44]

• ODBC ovlada£ umoº¬uje p°ipojit se na Hive server pomocí ODBC protokolu. ODBC
ovlada£ vyuºívá Thrift klienta.

• JDBC ovlada£ umoº¬uje p°ipojit se na Hive server pomocí JDBC protokolu. JDBC
ovlada£ vyuºívá Thrift klienta.

• CLI - rozhraní p°íkazové °ádky opera£ního systému. P°i vyuºívání CLI aplikace není
dodrºena architektura klient-server, spou²tí se pouze jedna instance celé aplikace.

• HWI - webové rozhraní Hivu. P°i vyuºívání HWI aplikace není dodrºena architektura
klient-server, spustí se pouze jedna instance celé aplikace.

22Pro spu²t¥ní Hive serveru je pot°eba spustit sluºbu hiveserver nebo hiveserver2.
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Obrázek 2.3: Vizualizace p°ipojení Hive klient· na Hive server [59]

2.2.3.1 Výhody a nevýhody Hive

Hive je velkým p°ínosem pro vyuºitelnost frameworku Apache Hadoop (nejen) v komer£-
ním prost°edí - umoº¬uje uºivatel·m analyzovat data ukládaná v HDFS pomocí v²eobecn¥
známého a ²iroce roz²í°eného nástroje - SQL. Na druhou stranu m·ºe být analýza dat pomocí
Hive výrazn¥ pomalej²í neº analýza pomocí uºivatelsky vytvo°ených MapReduce program·.

2.2.4 KNIME

KNIME je modulární analytický nástroj, který vznikl jako výzkumný projekt na Kost-
nické univerzit¥. Zaloºený je na propojování jednotlivých algoritm· pomocí work�ow. Work-
�ow jsou sestavena z uzl· pro £tení, zpracování, vizualizaci a ukládání dat - uzly jsou tedy
základními stavebními bloky kaºdé KNIME analýzy. Sám uzel m·ºe být (a £asto také je)
implementací n¥jakého algoritmu (nap°íklad uzel Decision Tree Learner). KNIME je konci-
pován primárn¥ jako nástroj pro tvorbu analytických work�ow pomocí gra�ckého editoru.
P°esto je moºné de�novat uzly pomocí zdrojového kódu. Cílem je, aby byly algoritmy im-
plementovány za pomocí existujících uzl·, které jsou pomocí aplikace gra�cky spojeny ve
work�ow. KNIME work�ow tedy mohou upravovat a vytvá°et i analytici bez hlubokých
znalostí programování a SQL. B¥hem lét vývoje projektu23 byl KNIME vyuºíván v mnoha
r·zných oborech a sou²ástí KNIMU jsou tedy dnes rozsáhlé knihovny implementovaných
algoritm· z obor· jako jsou nap°íklad vyt¥ºování dat, strojové u£ení, statistika, integrace
dat, chemie a mnoha dal²ích. Jednou z t¥chto knihoven je knihovna KNIME Big Data Ex-

tensions[21], která umoº¬uje napojení KNIME na Big Data nástroje a uloºi²t¥ (nap°íklad
HBase, Hive).

Architektura aplikace KNIME je p°izp·sobena t°em základním princip·m.[4]

23Vývoj KNIME zapo£al roku 2004.
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Obrázek 2.4: Schéma datového toku KNIME work�ow [4]

• Vizuální framework: je snaha, aby v²echny operace p°i tvorb¥ nebo úprav¥ work�ow
bylo moºné vykonat pomocí gra�ckého editoru work�ow.

• Modularita: jednotlivé uzly a datové kontejnery by na sob¥ m¥ly být navzájem nezávislé
tak, aby bylo moºné je navzájem kombinovat p°i tvorb¥ work�ow.

• Roz²i°itelnost: aplikace je roz²í°itelná o nové uzly a algoritmy pomocí plugin·. Zp·sob
tvorby nových uzl·/plugin· je p°esn¥ speci�kován.

Pro napln¥ní t¥chto princip· jsou KNIME work�ow implementována jako z°et¥zení uzl·
navzájem propojených hranami, které mezi uzly p°ená²í data nebo modely. Kaºdý uzel zpra-
covává data a/nebo modely, které dostane p°es vstupní porty, a na sv·j výstupní port p°edává
zpracovaná data nebo vytvo°ený model. V¥t²ina uzl· také podporuje moºnost vizualizace
svého výstupu. P°íklad schématu KNIME work�ow je na obrázku 2.4.

Data p°edávaná mezi uzly jsou ve formátu tabulky, která krom¥ dat samotných uchovává
také metadata tabulky. Data mohou být £tena pouze sekven£n¥ - náhodný p°ístup pomocí
primárního klí£e není podporovaný z d·vodu zachování rychlosti £tení tabulky i p°i velkém
objemu dat. Pokud je tabulka p°íli² velká na to, aby byla zpracovávána v pam¥ti, ukládá
KNIME £ásti tabulky na pevný disk a v p°ípad¥ pot°eby je op¥t na£ítá do pam¥ti. Ukládání
dat na pevný disk a op¥tovné na£ítání do pam¥ti je °ízeno algoritmem pro správu mezipam¥ti.

Uzly mají de�nované vstupní a výstupní porty, p°es které jsou spojené hranami s dal²ími
uzly a pomocí kterých si navzájem p°edávají data a/nebo modely. Work�ow je potom acyk-
lickým grafem tvo°eným uzly a hranami. Work�ow si udrºuje informaci o stavu jednotlivých
uzl· a o tom, kdy a s jakými vstupními daty mají být uzly spu²t¥ny. Díky tomuto je moºné
spou²t¥t uzly nebo celé cesty v grafu work�ow nezávislé na zbytku grafu v samostatných
vláknech.[4, 34]

KNIME umoº¬uje také zano°ování £ástí work�ow pomocí takzvaných metanodes. Me-
tanody se v rámci work�ow chovají stejn¥ jako b¥ºné uzly s tou výjimkou, ºe sami mohou
obsahovat acyklický graf uzl· a hran - jinými slovy metanody mohou obsahovat vno°ené
work�ow. Metanody samotné je také moºné zano°ovat. Díky tomu je moºné vytvá°et kom-
plikovan¥j²í work�ow obsahující nap°íklad cykly.
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A£koliv architektura KNIME není primárn¥ ur£ena pro distribuované zpracování dat,
je moºné toho v n¥kterých situacích docílit. Jiº bylo uvedeno, ºe je moºné docílit paralel-
ního zpracování dat pomocí KNIME work�ow v r·zných vláknech jednoho procesu, a to na
následujících úrovních:

• paralelní zpracování nezávislých uzl·,

• paralelní zpracování dat jednoho uzlu,

• paralelní zpracování £ástí work�ow - metanod·.

Metanody mohou být spou²t¥ny nejen paraleln¥, ale za jistých podmínek také distribuo-
van¥. Typickým p°íkladem moºného vyuºití distribuovaného spou²t¥ní metanod· mohou být
nap°íklad cykly, ve kterých je metanode spou²t¥n opakovan¥ (s r·znými vstupními daty).
Distribuovaným spou²t¥ním metanod· je moºné docílit aº osminásobného zrychlení p°i vy-
uºití deseti pracovních stanic. P°ípad·, kdy je moºné a výhodné takovýto p°ístup zvolit ale
není mnoho. Distribuované spou²t¥ní metanod· musí být kon�gurováno explicitn¥.[34]

2.2.4.1 Výhody a nevýhody KNIME

KNIME je oproti ostatním uvedeným analytickým nástroj·m jediný, který m·ºe být vyu-
ºíván i uºivateli bez znalostí programování nebo SQL. Díky otev°enosti frameworku obsahuje
velké mnoºství knihoven a implementovaných algoritm·, °ádov¥ více neº nap°íklad Mahout.
Díky tomu je vhodný prakticky pro jakékoliv analýzy dat. Na druhou stranu je také jedi-
ným analytickým nástrojem popsaným v této práci, který není zam¥°ený na distribuované
a paralelní zpracování dat. Je sice moºné t¥chto p°ístup· v n¥kterých p°ípadech docílit, ale
jedná se spí²e o speciální p°ípady.

2.3 Ontologie

V pojetí po£íta£ových v¥d termín ontologie a s ním spojené koncepty de�nují jeden z
moºných pohled· p°ístupu k dat·m - pohled na data z hlediska jejich významu (sémantiky).
Termín samotný se ale objevuje mnohem d°íve v jiných disciplínách. Z pohledu �lozo�e, ze
které je termín p°evzatý, je ontologie oborem zabývajícím se jsoucnem a popisem reality, a
jako taková je známa jiº od dob antiky. V po£íta£ových v¥dách se termín objevuje od 70. let
minulého století. Zde je de�nice ontologie sice rozdílná od té známé z �lozo�e, p°esto má ale �-
lozo�cké chápání ontologie p°esah do po£íta£ových v¥d. V roce 1993 de�noval Thomas Gruber
ontologii následovn¥24: "Ontologie je explicitní speci�kace konceptualizace.".[14] Tato de�-
nice je potom roz²í°ena o dal²í vlastnosti[5] a v roce 1998 shrnuta do následující formulace25:
"Ontologie je formální, explicitní speci�kace sdílené konceptualizace.".[35] Pro pochopení
této de�nice je t°eba rozum¥t jednotlivým pouºitým termín·m.

Konceptualizace je abstraktním, zjednodu²eným pohledem na £ást reálného sv¥ta (do-
mény), který si p°ejeme zachytit za ur£itým ú£elem.[14] Úrove¬ detailu, kterou zvolíme pro

24V originálním zn¥ní: "Ontology is an explicit speci�cation of conceptualization."
25V originálním zn¥ní: "An ontology is a formal, explicit speci�cation of a shared conceptualization."
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vytvo°ení takového pohledu, rozhoduje o tom, zda je konceptualizace obecn¥ platná, nebo
zda se m¥ní se zm¥nami popisované domény. Konceptualizace vºdy zachycuje pouze £ást
domény s danou úrovní detailu. Z matematického pohledu m·ºe být konceptualizace po-
psána jako mnoºina objekt· domény a mnoºina relací, kde relace mohou být unární nebo
binární.[13]

Tyto elementy konceptualizace musí být zachyceny jazykem, který je de�nuje a popisuje.
P°itom ale musí být zaji²t¥no, ºe výklad symbol· takového jazyka bude interpretován vºdy
stejným zp·sobem.26 Z tohoto d·vodu musí být v²echny elementy konceptualizace (objekty
a relace) explicitn¥ de�novány. Toho m·ºe být dosaºeno dv¥ma zp·soby. Jedním z nich je
de�nování elementu pomocí vý£tu v²ech moºných hodnot. Tento p°ístup m·ºe být vhodný
pro n¥které elementy, zatímco pro jiné m·ºe být vysoce neefektivní. Zatímco de�nice po-
hlaví £lov¥ka pomocí vý£tu hodnot je velice triviální - muº/ºena27, tak de�nice automobilu
je zna£n¥ problematická - bylo by zapot°ebí sestavit seznam v²ech vyrobených automobil·.
Alternativním zp·sobem de�nování element· konceptualizace je de�nice pomocí axiom· -
významových postulát·.[8] Budeme-li se drºet p°íkladu s automobilem, m·ºeme automo-
bil de�novat jako stroj se £ty°mi koly pohán¥ný motorem. U relací konceptualizace takto
m·ºeme nap°íklad de�novat zda jsou symetrické, re�exivní a/nebo transitivní. Ontologie je
souborem takovýchto axiom· a vý£tových de�nic. Dle de�nice musí být jazyk popisující kon-
ceptualizace také formální - tedy strojov¥ zpracovatelný. Nem·ºe se tedy jednat nap°íklad o
p°irozený jazyk.[37]

P°i dodrºení vý²e zmín¥ných koncept· je ontologie formální, explicitní speci�kací kon-
ceptualizace, coº je v souladu nap°íklad s de�nicí ontologie podle Grubera[14]. S postupem
£asu se ale ukázalo, ºe sdílení ontologií (nebo alespo¬ jejich £ástí, nap°íklad významových
postulát·) je jedním ze základních poºadavk· a p°ínos· tohoto p°ístupu ke zpracování dat.
Ontologie jsou sice formální a explicitní speci�kací (jazyk popisující ontologii je jednozna£ný
a strojov¥ £itelný), pokud jsou ale stejné objekty reálného sv¥ta de�novány v r·zných ontolo-
giích r·zn¥, je kombinace t¥chto ontologií komplikovaná. Z toho d·vodu je ºádoucí nap°íklad
pouºívání standardizovaných významových postulát· pro základní entity. Pro pochopení
konceptu sdílených ontologií je také d·leºité znát motivaci, která vede k jejich vytvá°ení. Ta
m·ºe být následující:[28]

• Sdílení obecného porozum¥ní a struktury informací mezi lidmi nebo softwarovými
agenty je jedním z "vy²²ích cíl·"tvorby ontologií. Nap°íklad pokud n¥kolik organizací
pouºívá a publikuje jednotnou základní ontologii, je moºné znalosti t¥chto organizací
jednodu²e strojov¥ kombinovat, analyzovat a porovnávat.

• Umoºn¥ní znovupouºitelnosti znalosti domény. Mnoho doménových model· (v na²em
kontextu konceptualizací) sdílí stejné £ásti. Díky moºnosti kombinace mnoha ontologií
do jedné globální je moºné tento problém elegantn¥ vy°e²it. Nejen, ºe je u²et°en £as,
který by byl stráven modelováním £ásti domény, jejíº konceptualizace jiº existuje, navíc
tento p°ístup p°iná²í jednotný pohled na danou £ást domény v rámci r·zných model·.

26Nap°íklad p°i pouºití p°irozeného jazyka m·ºe být význam jednotlivých slov interpretován r·zn¥ rodilým
mluv£ím jazyka a cizincem se základní znalostí tohoto jazyka. Stejn¥ tak jedna relace m·ºe být chápána r·zn¥
v závislosti na domén¥.

27P°i výkladu dle zákon· �eské Republiky.
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• Explicitní de�nice doménových znalostí a p°edpoklad· m·ºe slouºit jako základ im-
plementace aplikací. Pokud jsou doménové p°edpoklady de�novány nap°íklad ve zdro-
jovém kódu aplikace, je velice obtíºné je dohledat £i zm¥nit. P°edev²ím pro uºivatele
bez programovacích schopností. Explicitní de�nice t¥chto p°edpoklad· m·ºe být také
uºite£ná pro nové uºivatele seznamující se s doménou.

• Odd¥lení doménových znalostí od operativních. Nap°íklad de�nice parametr· produktu
m·ºe být odd¥lená od algoritmu, který parametry produktu p°id¥luje. Stejn¥ tak tento
algoritmus m·ºe být nezávislý na produktu samotném. Pokud zm¥níme ontologii, m·ºe
stejný algoritmus nastavovat parametry naprosto rozdílných produkt·.

2.3.1 Formální reprezentace

Ontologie musí být pro ú£ely automatického zpracování de�novány formáln¥. Jiº byly
nazna£eny poºadavky na formální jazyk, kterým by m¥la být ontologie de�nována. Existuje
n¥kolik (skupin) formálních jazyk·, které jsou pro tyto ú£ely více £i mén¥ vhodné, mezi nimi
nap°íklad:[30]

• Rámcov¥ orientované modely. Tento koncept vyuºívá struktury rámc· jako entit do-
mény a slot· jako jejich vlastností. Podstatnou vlastností konceptu je moºnost d¥-
di£nosti rámc·. P°íkladem implementace rámcov¥ orientovaného modelu je nap°íklad
Open Knowledge Base Connectivity.[6]

• Sémantické sít¥ jsou grafem, kde vrcholy reprezentují entity domény a hrany relace mezi
nimi. Relace mezi entitami mohou být následující: je synonymum, je antonymum, je
sou£ástí (a inverzní relace), je typem (a inverzní relace). Sémantické sít¥ byly vytvo°eny
za zám¥rem p°ekladu p°irozených jazyk·, typickým p°íkladem je WordNet.[25]

• Konceptuální grafy jsou roz²í°ením sémantické sít¥. Skládají se z t°íd, relací, individuí
a kvanti�kátor·. Oproti sémantickým sítím mají p°ímý p°eklad do predikátové logiky,
jejíº sémantiku vyuºívají. Díky tomu je vyjad°ovací schopnost konceptuálních graf·
teoreticky stejná jako vyjad°ovací schopnost predikátové logiky.[36]

• Knowledge Interchange Format (KIF) je jazykem sémanticky zaloºeným na predikátové
logice a syntakticky na programovacím jazyce LISP[46]. Jeho zamý²leným cílem m¥ly
být p°edev²ím transformace a integrace ontologií, je ale také £asto vyuºíván pro p°ímou
speci�kaci ontologií.[12]

• Common Logic je frameworkem pro rodinu ontologických jazyk· zaloºených na logice
s cílem standardizace syntaxe a sémantiky ontologických jazyk·. Do skupiny pat°í
t°i jazyky: CLIF (Common Logic Interchange Format), CGIF - Conceptual Graph
Interchange Format a XCL /eXtended Common Logic Markup Language), v²echny t°i
standardizované ISO normou [1]. Díky standardizaci jsou jazyky mezi sebou navzájem
jednodu²e p°eloºitelné.

• Deskriptivní logika je logika slouºící primárn¥ pro formální popis koncept· a rolí (re-
lací). R·zné implementace deskriptivní logiky vznikly za ú£elem formalizace sémantic-
kých sítí a rámcov¥ orientovaných model·. Sémanticky jsou zaloºeny na predikátové
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logice, zatímco syntaxe je uzp·sobená pro pot°eby praktického modelování a výpo£etní
efektivitu.[3]

Tato kapitola dále popisuje práv¥ formální speci�kaci ontologie pomocí deskriptivní lo-
giky, protoºe práv¥ ta je vyuºívána frameworkem Semantic Big Data Historian.

Jazyky zaloºené na deskriptivní logice se skládají ze dvou komponent - TBox· a ABox·.
Tboxy popisují terminologii - tedy koncepty a role (relace) ontologie, zatímco ABoxy de�nují
p°i°azení jednotlivých instancí. Koncepty popisují mnoºinu instancí a role popisují vztahy
mezi t¥mito instancemi. Sémantika t¥chto jazyk· odpovídá sémantice predikátové logiky,
zatímco syntaxe je odli²ná. Je nicmén¥ p°ímo mapovatelná na syntaxi predikátové logiky -
koncepty odpovídají unárním predikát·m a role binárním predikát·m.[11]

Jedním z hlavních d·vod· pro nutnost formální speci�kace ontologie je moºnost dedukce
znalostí - tedy vyvozování informací, které nejsou ontologií explicitn¥ de�novány. Formální
reprezentace ontologie pomocí deskriptivní logiky je koncipována s ohledem na moºnost
automatického zpracování. Z d·vod· výpo£etní náro£nosti nebo nap°íklad úrovn¥ detailu
ontologie ov²em není dedukce moºná vºdy. P°íkladem dedukce znalostí mohou být:[30]

• ur£ení splnitelnosti konceptu (M·ºe existovat individuum, které m·ºe být instancí
daného konceptu?),

• ur£ení podmnoºin koncept· (Je jeden koncept podmnoºinou druhého?),

• ur£ení konzistence ontologie (Neporu²ují instance ABox speci�kaci de�novanou v TBox?),

• ur£ení v²ech koncept· individua (Kterých v²ech koncept· je individuum instancí?),

• ur£ení v²ech instancí konceptu.

2.3.2 Sémantický web

Internet (World Wide Web) prochází od svého vzniku neustálým vývojem. P·vodní kon-
cept nazývaný Web 1.0 je zaloºený na vým¥n¥ dokument· propojených odkazy. Tento kon-
cept se roz²í°il s p°ístupem webových aplikací umoº¬ujících sdílení obsahu. Zatímco u Webu
1.028 m·ºeme pom¥rn¥ jednodu²e rozli²it, kdo je producentem a kdo konzumentem doku-
ment·, u Webu 2.029 uº to tak jednozna£né není. Uºivatel si sice zobrazuje n¥kým vytvo°ený
obsah, £asto ho ale komentuje, dopl¬uje a publikuje vlastní obsah. Typickými webovými
aplikacemi Webu 2.0 jsou nap°íklad Facebook, Wikipedie, Twitter, LinkedIn a mnoho dal-
²ích. Stále se ov²em jedná o sdílení obsahu ve form¥ dokument·. Uºivatelé internetu mají
sice k dispozici tém¥° neomezené mnoºství zdroj· (dokument·), jejich porovnání a vyhledání
poºadovaných informací uº ale musí vykonat sami.[2]

Web 3.030 je oproti tomu zaloºený na sdílení konkrétních informací, které mají standardi-
zovanou strukturu a jsou popsány z hlediska svého významu. N¥kdy bývá Web 3.0 ozna£ován

28Ozna£ení Web 1.0 není pouºíváno od za£átk· internetu, objevuje se aº s ozna£ením Web 2.0.
29Termín Web 2.0 se za£íná objevovat v dob¥, kdy je statický obsah webových stránek postupn¥ nahrazován

sdíleným prostorem pro spole£nou tvorbu obsahu. Poprvé je termín pouºit v roce 1999, ujímá se ale aº po
roce 2002.

30Termín Web 3.0 se objevuje poprvé v roce 2006.
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také jako Sémantický Web, p°estoºe dosavadní de�nice obou pojm· se li²í. V kontextu Sé-
mantického Webu uº internet není distribuovaným systémem propojených dokument·, ale
spí²e distribuovaným systémem propojených informací.[55]

Tento koncept otevírá zcela nové moºnosti p°i pouºívání internetu. Zásadní d·raz je
kladen na to, aby byly sdílené informace strojov¥ £itelné a aby byl i jejich význam strojov¥
analyzovatelný tak, aby po£íta£e mohly sdílené informace zpracovávat, propojovat a nabízet
uºivatel·m odpov¥di na dotazy, které by jinak museli hledat uºivatelé sami.

Stejn¥ jako má kaºdý internetový dokument sv·j unikátní identi�kátor - URL31[56], musí
mít i kaºdá informace sdílená na internetu ten sv·j. Za tímto ú£elem je vyuºíván Uniform

Resource Identi�er (URI)32.[48]

Sdílené informace jsou z hlediska syntaxe reprezentovány jednotn¥ a to pomocí zna£kova-
cího jazyka eXtensible Markup Language (XML).[57] Aby byly sdílené informace pouºitelné
mezinárodn¥, je pouºíváno jednotné kódování Unicode [47].

Pro ú£ely reprezentace informací sdílených na internetu slouºí RDF, neboli Resource
Description Format [51]. RDF je primárním nástrojem pro reprezentaci sdílených informací,
informace jsou reprezentovány grafy tvo°enými trojicemi subjekt-predikát-objekt. Jednotlivé
£ásti této trojice potom mohou být URI odkazem, literálem, nebo prázdným uzlem (blank
node). Tyto £ásti se souhrnn¥ nazývají zdroje (nebo také entity).

Zdroj RDF m·ºe reprezentovat v podstat¥ cokoliv - fyzické v¥ci, abstraktní koncepty,
dokumenty, £ísla nebo textové °et¥zce. Zdroje reprezentované literály (literálové hodnoty)
mají datové typy de�nované standardy XML (nap°íklad £íslo, textový °et¥zec, datum), nebo
mohou být bez de�nice datového typu. URI odkazují na tzv. slovníky, které de�nují význam
t¥chto entit. Z principu unikátnosti URI jsou tyto entity globáln¥ platné, pokud se tedy
stejné URI objevuje v RDF grafu vícekrát, odkazuje vºdy na stejnou entitu. Struktura URI
odkazu by m¥la obsahovat odkaz na slovník, kterým je odkazovaná entita popsána. Samotný
slovník potom m·ºe být také reprezentován RDF grafem. Na rozdíl od URI odkaz·, které
mohou být pouºívány i mimo slovník, kterým jsou odkazované entity de�novány, £isté uzly
nemají charakter unikátnosti, a proto m·ºou být pouºívány pouze jako sou£ást grafu, kterým
jsou de�novány. P°esto jsou £asto uºite£né, nap°íklad p°i de�nování seznam·.[52]

Na obrázku 2.5 je XML kód ve formátu N-Tripple[53], který je pomocí RDF reprezen-
tován jako graf vizualizovaný obrázkem 2.6. Z tohoto RDF grafu m·ºeme vy£íst nap°íklad
následující informace:

• Bob, který je narozený 4. 7. 1990 se zajímá o obraz Mona Lisa,

• obraz Mona Lisa byl namalován Leonardem Da Vinci,

• Bob se zná s Alicí.

Po£áte£ní uzly hran grafu (první entity °ádk· XML) jsou objekty, hrany grafu (druhé
entity XML) jsou predikáty a koncové uzly hran (t°etí entity XML) jsou objekty, p°i£emº
predikáty jsou vlastností subjekt·, jejichº hodnotou jsou objekty.

Na tomto jednoduchém p°íkladu RDF grafu (který vyuºívá n¥kolik slovník·) je demon-
strováno, jakým zp·sobem jsou data pomocí RDF reprezentována, jak mohou být sdílena a
jak jsou £tena.
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Obrázek 2.5: P°íklad XML kódu RDF grafu ve formátu N-Tripple [52]

Obrázek 2.6: RDF reprezentovaný graf [52]
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Za ú£elem vyuºívání standardizovaných entit a slovník· m·ºe být pouºíváno RDF Schema[54]
(RDFS). RDFS je jak syntaktickým, tak sémantickým roz²í°ením RDF, de�nuje °adu stan-
dardizovaných t°íd pro speci�kaci ontologií, ne vºdy je ale dosta£ujícím nástrojem. Pro speci-
�kaci detailn¥j²ích ontologií je pouºívánWeb Ontolgy Language (OWL).[50] OWL je jazykem
zaloºeným na deskriptivní logice a nabízí více konstrukt· pro speci�kaci ontologií neº RDFS.
Syntaxe OWL je stejn¥ jako syntaxe RDFS zaloºena na RDF, OWL tedy m·ºe být pouºí-
ván jako dal²í standardizovaný slovník RDF. Sémantika jazyka OWL vychází ze sémantiky
deskriptivní logiky.

RDF datové zdroje, stejn¥ jako RDFS a OWL ontologie mohou být dotazovány jazykem
RDF Query Language (SPARQL).[58] SPARQL je dotazovacím jazykem podobným SQL,
zdrojem dat i výsledkem dotazu SPARQL jsou ale RDF reprezentovaná data. SPARQL
slouºí také jako protokol pro p°ístup k RDF reprezentovaným dat·m.

Vlastní logika aplikací Sémantického Webu je de�nována pomocí vý²e uvedených ná-
stroj·. Tyto nástroje jsou ²iroce vyuºívané v aplikacích Sémantického webu. Stejn¥ tak data
ukládaná Semantic Big Data Historianem jsou reprezentována frameworkem RDF a popsána
OWL ontologií.

31URL - Uniform Resource Locator
32URL pouºívané pro identi�kaci internetových dokument· je samo podmnoºinou URI
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Kapitola 3

Experimentální £ást

Cílem experimentální £ásti práce je navrhnout zp·sob transformace dat zpracovávaných
Semantic Big Data Historianem pro efektivní analýzu t¥chto dat pomocí de�novaného ana-
lytického nástroje KNIME a tuto transformaci následn¥ implementovat pomocí analytické
komponenty. Úkolem analytické komponenty je krom¥ samotné transformace sémanticky
uloºených dat také umoºn¥ní p°edzpracování transformovaných dat za pomocí Big Data
nástroj· a tím sníºení výpo£etní náro£nosti koncové analýzy provád¥né nástrojem KNIME.

V následujících kapitolách jsou popsána analyzovaná data, architektura Semantic Big
Data Historianu a samotná analytická komponenta.

3.1 Analyzovaná data

Data pro analýzu jsou uloºen pomocí platformy Semantic Big Data Historian, která je
ur£ena pro integraci dat r·znorodých datových zdroj· z oblasti pr·myslové automatizace za
vyuºití Big Data technologií. Typickými datovými zdroji jsou:

• senzory snímající informace o aktuálním stavu stroj·,

• ERP1 systémy,

• MES2 systémy,

• dal²í systémy z vy²²í úrovn¥ °ízení,

• externí datové zdroje.

Semantic Big Data Historian data z vý²e uvedených zdroj· transformuje a ukládá ve formátu
klí£-hodnota do indexovaných HDFS soubor·. Tato sémanticky uloºená data jsou popsána
sdílenou SHS ontologií. Proces integrace heterogenních dat je popsán v [19]. �ást SHS on-
tologie je zjednodu²en¥ vizualizována diagramem 3.1. Diagram popisuje pouze reprezentaci
uloºených dat - nezobrazuje v¥t²inu koncept· a vazeb mezi nimi.

Pro ú£ely této práce jsou pouºívána data z vodní elektrárny.
1Enterprise Resource Planning
2Manufacturng Execution Systems
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Obrázek 3.1: Zjednodu²ená vizualizace reprezentace sémanticky uloºených dat

3.2 Popis architektury

Analyzovaná data jsou uloºena na Hadoop serveru, konkrétn¥ ve sdíleném souborovém
systému HDFS ve form¥ trojic3. Na HDFS je p°ipojen Hive, který pomocí de�novaných
metadat zp°ístup¬uje data ve form¥ tabulek. Data je tedy moºné dotazovat pomocí Hive
QL4[49] dotaz·, které jsou následn¥ p°evád¥ny na MapReduce joby. P°estoºe jsou data p°í-
stupná pomocí Hive QL dotaz· nad de�novanými tabulkami, jsou data stále uloºena séman-
ticky - sloupce tabulek jsou {subjekt, predikát, objekt}. Aby mohl uºivatel takto uloºená
data analyzovat pomocí analytického nástroje KNIME, musí data nejd°íve transformovat a
transformovaná data uloºit. Pr·b¥h analýzy bez pouºití analytické komponenty je popsán
diagramem 3.2.

Analytická komponenta m¥ní tuto architekturu a zjednodu²uje pro uºivatele koncovou
analýzu. P°i spu²t¥ní jsou na£tena metadata tabulek de�novaných v Hive5 tak, aby mohl
uºivatel jednodu²e zvolit zdroj dat pro analýzu. Zárove¬ jsou na£tena existující KNIME
work�ow - uºivatel má tedy moºnost zvolit, jakou analýzu bude nad zvolenými daty spou²t¥t.
Po zvolení datového zdroje a KNIME work�ow je vygenerován transforma£ní dotaz.

Sémanticky uloºená data jsou transformována pomocí vygenerovaného Hive QL dotazu
do b¥ºného tabulkového formátu pro umoºn¥ní analýzy t¥chto dat pomocí analytického ná-
stroje KNIME. Transforma£ní dotaz je generovaný automaticky na základ¥ datového zdroje
(tabulky) zvoleného uºivatelem6.

Uºivatel má moºnost tento vygenerovaný transforma£ní dotaz upravit pro pot°eby kon-
krétní analýzy. Tímto prvním krokem analýzy dat m·ºe být �ltrování dat nebo nap°íklad
jejich agregace. Objem dat analyzovaných pomocí KNIME work�ow se tak m·ºe výrazn¥
zmen²it, a díky tomu je moºné data analyzovat efektivn¥ji - rychleji. P°edpokladem je, ºe

3Data jsou uloºena sémanticky ve form¥ trojic subjekt-predikát-objekt, trojice jsou ale reprezentovány
páry klí£-hodnota.

4Hive Query Language - vlastní implementace jazyka SQL
5Analytická komponenta je p°ipojena na Hive pomocí JDBC konektoru.
6Ontologie popisující sémanticky uloºená data je ale pevn¥ implementována v analytické komponent¥.
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Obrázek 3.2: Pr·b¥h analýzy bez pouºití analytické komponenty
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Obrázek 3.3: Pr·b¥h analýzy s pouºitím analytické komponenty

pokud je nejnáro£n¥j²í £ást analýzy vykonána pomocí Big Data nástroj·, které data zpraco-
vávají paraleln¥, bude celá analýza rychlej²í, neº pokud by byl celý soubor dat zpracováván
pomocí KNIME work�ow.

P°i spu²t¥ní analýzy je vygenerovaný (a p°ípadn¥ upravený) transforma£ní dotaz uloºen
jako sou£ást spou²t¥ného KNIME work�ow, díky £emuº m·ºe KNIME pracovat p°ímo s
dotázanými daty bez nutnosti jejich materializace. Následn¥ je spu²t¥no KNIME work�ow,
jehoº první £ástí je transformace sémanticky uloºených dat a jejich p°edzpracování dat a aº
poté samotná analýza.

Pr·b¥h analýzy s pouºitím analytické komponenty je zachycený na diagramu 3.3.

3.3 Popis funkcí analytické komponenty

Z vý²e popsané architektury analytické komponenty vyplývají základní funk£ní poºa-
davky na analytickou komponentu:

• na£tení metadat z Hivu,
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• na£tení KNIME work�ow,

• vygenerování transforma£ního dotazu,

• úprava KNIME work�ow,

• spu²t¥ní KNIME work�ow,

• uloºení výsledk· analýzy.

3.3.1 Na£tení metadat z Hivu

Vzhledem k úkolu analytické komponenty zjednodu²it analýzu dat je ºádoucí, aby uºi-
vatel mohl p°i zm¥n¥ nastavení work�ow vycházet pouze z informací, které mu komponenta
poskytuje. Nejinak je tomu p°i výb¥ru zdroje dat. Analytická komponenta dotazuje Hive o
metadata - názvy databází, názvy a strukturu tabulek, které Hive obsahuje tak, aby mohl
uºivatel jednodu²e vybrat, nad kterou tabulkou bude analýza spu²t¥na.

Komunikace komponenty s Hive serverem je moºná n¥kolika zp·soby. Jako první byla
testována komunikace pomocí p°íkazové °ádky opera£ního systému7. Tento zp·sob °e²ení je
sice funk£ní, nicmén¥ £asová náro£nost komunikace skrz p°íkazovou °ádku je neúm¥rn¥ velká
i pro velice rychle vykonatelné dotazy. Nap°íklad dotaz na názvy v²ech databází v tomto
p°ípad¥ trvá více neº dv¥ vte°iny. Z toho d·vodu bylo toto °e²ení nahrazeno p°ipojením po-
mocí ODBC konektoru. V tomto p°ípad¥ je £asová náro£nost na komunikaci s Hive serverem
zanedbatelná. P°ipojení pomocí ODBC konektoru nicmén¥ vyºaduje b¥h sluºby hiveserver2.

3.3.2 Na£tení KNIME work�ow

KNIME work�ow jsou de�nována pomocí XML soubor·, p°i£emº vlastní XML nastavení
má kaºdá komponenta (uzel) ve work�ow. I samotné work�ow má vlastní XML nastavení,
kde jsou de�novány jeho základní atributy, namapovány jednotlivé uzly work�ow a jejich
propojení. Na£tení informací o work�ow a jednotlivých uzlech je d·leºité pro dal²í funkce
analytické komponenty.

Zjednodu²ená struktura XML nastavení work�ow je následující:

• základních atribut· work�ow (verze KNIME, se kterou je work�ow kompatibilní, název
work�ow, informace o jeho autorovi),

• de�nice uzl·, ze kterých je work�ow sloºeno,

• de�nice propojení jednotlivých uzl·,

• atributy pro vykreslení work�ow v KNIME.

7P°edpokládá se, ºe Hive server b¥ºí na UNIXovém opera£ním systému, p°íkazovou °ádkou je mín¥na
n¥která z interpretací p°íkazové °ádky UNIXu, nap°íklad BASH. P°i reálném pouºití by p°íkaz byl realizován
pomocí SSH, protoºe Hive server je spu²t¥n na jiném za°ízení neº analytická komponenta. Jak je popsáno
dále, tento p°ístup ale nebyl zvolen.
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<config >

<!--basic workflow attributes -->

<config key="workflow_credentials"/>

<config key="nodes">

<config key="node_1">

<!--basic node attributes -->

<config key="ui_settings">

<config key="extrainfo.node.bounds">

<!--attributes of processed data -->

</config >

</config >

</config >

<!--more nodes -->

</config >

<config key="connections">

<config key="connection_0">

<!--edge definition -->

</config >

<!--more edges -->

</config >

<config key="workflow_editor_settings">

<!--knime editor attributes -->

</config >

</config >

Struktura XML nastavení jednotlivých uzl· se odvíjí od typu uzlu, vzhledem k velkému
mnoºství typ· uzl· zde není uvedena. Pro ú£ely na£tení work�ow není podstatná, lze vyjít
z informací o uzlech uvedených v nastavení work�ow samotného.

3.3.3 Vygenerování transforma£ního dotazu

Po zvolení datového zdroje je vygenerován Hive QL dotaz, který slouºí pro transformaci
sémanticky uloºených dat do formátu analyzovatelného pomocí aplikace KNIME. Vygenero-
vaný Hive QL dotaz m·ºe vypadat nap°íklad následovn¥:

SELECT

sensors.subject as sensor ,

regexp_replace(substr(s2.object , 2, 19), 'T', ' ') as creationDate ,

cast(s4.object as decimal (18 ,6)) as value ,

s5.object as unit

FROM bp.sample sensors

JOIN bp.sample s1

ON (s1.object = sensors.subject AND s1.predicate =

'<http :// purl.oclc.org/NET/ssnx/ssn#isProducedBy >')

JOIN bp.sample s2

ON (s2.subject = s1.subject AND s2.predicate =

'<http ://www.rockwellautomation.com /...# hasDateTime >')
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JOIN bp.sample s3

ON (s3.subject = s2.subject AND s3.predicate =

'<http :// purl.oclc.org/NET/ssnx/ssn#hasValue >')

JOIN bp.sample s4

ON (s4.subject = s3.object AND s4.predicate =

'<http ://www.rockwell ...# hasQuantityValue >')

JOIN bp.sample s5

ON (s5.subject = s3.object AND s5.predicate =

'<http ://www.rockwell ...# hasQuantityUnitOfMeasurement >')

Dotaz je vázaný na konkrétní ontologii popisující sémanticky uloºená data. Datovým
zdrojem je jedna tabulka, pro získání hodnoty kaºdého sloupce musí být tabulka napojená
sama na sebe. Transforma£ní dotaz m·ºe být chápán jako vyhledávací algoritmus grafu.

Hive dotaz p°evádí na sérii MapReduce job·, kterými jsou zpracovávána data uloºená v
HDFS.

3.3.4 Úprava KNIME work�ow

V p°ípad¥, ºe chce uºivatel m¥nit nastavení n¥kterého z uzl· work�ow nebo work�ow
samotného, je z XML souboru vytvo°en DOM Dokument, který je následn¥ moºné prohle-
dávat a upravovat pomocí XPath. Díky tomuto univerzálnímu p°ístupu m·ºe uºivatel m¥nit
hodnotu libovolného atributu uzlu nebo work�ow.

Pokud se uºivatel rozhodne provedené zm¥ny uloºit, je nejprve vytvo°ena záloha p·vod-
ního nastavení8, uºivatel tedy m·ºe provedené zm¥ny jednodu²e vrátit. Zálohována je pouze
poslední verze souboru, pokud existuje star²í záloha, je p°epsána. V opa£ném p°ípad¥ by
objem adresá°e se zálohami nar·stal a bylo by nutné jej udrºovat, a´ uº manuáln¥, nebo
automaticky.

3.3.5 Spu²t¥ní KNIME work�ow

Samotné spu²t¥ní KNIME work�ow je implementováno pomocí p°íkazové °ádky ope-
ra£ního systému, work�ow je spou²t¥no v batch módu9. P°estoºe ani v tomto p°ípad¥ není
vyuºití p°íkazové °ádky opera£ního systému p°íli² efektivní10, architektura aplikace KNIME
neumoº¬uje jinou alternativu11.

3.3.6 Uloºení výsledk· analýzy

Jednou z nevýhod spou²t¥ní work�ow pomocí batch módu je, ºe KNIME po úsp¥²ném
vykonání work�ow nevrátí výsledek analýzy. Výsledky tedy musí být získány jiným zp·so-

8Zálohovaný soubor je uloºen do sloºky "./backup"
9org.knime.product.KNIME_BATCH_APPLICATION - mód aplikace KNIME pro spou²t¥ní work�ow

pomocí p°íkazové °ádky.
10Jedinou zp¥tnou vazbou o výsledku pr·b¥hu work�ow jsou logy aplikace KNIME, ve kterých je nutné

pot°ebné informace dohledávat.
11Tedy za p°edpokladu, ºe není ºádoucí otevírat gra�cké rozhraní aplikace - coº není, analytická kompo-

nenta by tímto p°i²la o výhody, které p°iná²í z hlediska jednoduchosti spou²t¥ní analýz.
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bem, neº p°ímo pomocí analytické komponenty, protoºe takové °e²ení by bylo implemen-
ta£n¥ velice náro£né. Tento problém je moºné °e²it na úrovni samotného work�ow pomocí
uzl· exportujících výsledek do souboru (nap°íklad CSV). Je ov²em t°eba brát ohled na to,
ºe work�ow m·ºe být rozv¥tvené, potom výsledná data z kaºdé v¥tve work�ow musí být
exportována samostatn¥. Z tohoto d·vodu je zavedena následovná jmenná konvence uzl·
pro export dat "export_x.y", kde "x"je název výsledného exportovaného souboru a "y"je
jeho p°ípona. Díky této konvenci je moºné jednodu²e m¥nit cílové umíst¥ní pro exportované
soubory.

3.3.7 Rozpad £asové náro£nosti analýzy

Analýzy jsou provád¥ny nad velkým objemem dat, z toho d·vodu m·ºe být rychlost a
efektivita analýzy zásadním faktorem pro vyuºitelnost celého konceptu. Optimalizace spou²-
t¥ných analýz bude proto p°i pouºívání analytické komponenty jednou z nutných £inností. Sa-
motné optimaliza£ní nástroje budou spí²e tématem moºného budoucího roz²í°ení analytické
komponenty, nicmén¥ jako základ pro tyto nástroje je navrºena a implementována funkce
pro £asové vyhodnocování jednotlivých £ástí analýzy. Z hlediska optimalizace je zásadní, aby
bylo moºné rozli²it £as £ásti analýzy vykonávané Big Data nástroji (p°edzpracování dat) a
£as kone£né analýzy pomocí nástroje KNIME. Implementovaná funkce rozpadá £as analýzy
na úrovni jednotlivých uzl· KNIME work�ow. Tyto údaje je nicmén¥ nutné £erpat z log·,
které jsou vytvá°eny p°i spu²t¥ní KNIME work�ow, coº do budoucna nemusí být výhodný
p°ístup12.

3.4 Implementace

Analytická komponenta je implementovaná jako desktopová aplikace s gra�ckým rozhra-
ním v programovacím jazyce Java. Aplikace je ur£ena pro Linuxové opera£ní systémy13. Pro
správu knihoven je pouºit Apache Maven. [42] Architektura aplikace je vícevrstvá, skládá se
z následujících vrstev:

• model14,

• DAO15,

• services16.

Nad t¥mito vrstvami je vystav¥no gra�cké uºivatelské prost°edí. Hlavní stránka gra�c-
kého uºivatelského rozhraní je popsána obrázkem 3.4.

12Velikost vytvá°ených log· roste s objemem analyzovaných dat a zárove¬ je závislá na implementaci jed-
notlivých uzl· KNIME work�ow. Rychlost zpracování t¥chto log· m·ºe být tedy na základ¥ t¥chto parametr·
velmi r·zná.

13Aplikace byla vyvíjena a testována na opera£ním systému CentOS verze 5.5.
14Vrstva model obsahuje t°ídy odpovídající entitám, se kterými analytická komponenta pracuje.
15Vrstva DAO (Data Access Object) obsahuje t°ídy pro základní práci s entitami de�novanými t°ídami ve

vrstv¥ model.
16Vrstva services obsahuje t°ídy poskytující sluºby, které jsou volány gra�ckým uºivatelským rozhraním.

34



3.4. IMPLEMENTACE

Obrázek 3.4: Popis hlavní stránky gra�ckého uºivatelského rozhraní
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3.5 Návrh budoucího roz²í°ení

Vytvo°ená analytická komponenta poskytuje základní funkce pro analýzu sémanticky
uloºených dat pomocí analytického nástroje KNIME. Níºe jsou uvedeny návrhy na roz²í°ení
aplikace, které mohou zna£n¥ zvý²it její p°idanou hodnotu.

V kapitole Popis architektury je zmín¥na nutnost optimalizace analýz z hlediska jejich
výkonu. Tato nutnost nevznikla vytvo°ením analytické komponenty, nýbrº je dána objemem
analyzovaných dat, která jsou ukládána Semantic Big Data Historianem. Analytická kom-
ponenta nabízí moºnosti, jak tuto optimalizaci usnadnit. Sou£asná implementace umoº¬uje
uºivateli de�novat p°edzpracování analyzovaných dat pomocí Hive QL dotazu. Závisí ale na
samotném uºivatele zda se rozhodne této moºnosti vyuºít a pokud ano, tak jak velkou £ást
analýzy se rozhodne tímto zp·sobem vykonat. Moºným roz²í°ením tohoto konceptu je auto-
matické vyhodnocování toho, co je vhodné analyzovat na lokálním za°ízení pomocí KNIME
a co je vhodné analyzovat paraleln¥ pomocí Semantic Big Data Historianu. Ideální rozd¥lení
analýzy na tyto dv¥ £ásti m·ºe p°inést její velké zrychlení. Pokud bude de�nováno rozd¥lení
analýzy na ob¥ £ásti, bude také moºné uvaºovat automatické p°evád¥ní £ásti analýzy de�no-
vané pomocí KNIME work�ow na Hive QL kód a tuto £ást analýzy tedy provád¥t paraleln¥
pomocí Big Data nástroj·.

Cílem celého konceptu Semantic Big Data Historianu s pouºitím analytické komponenty
a analytického nástroje KNIME je umoºnit efektivní analyzování uloºených dat. Data jsou
analyzována r·znými algoritmy, p°i£emº velká £ást logiky analýzy je de�nována pomocí
KNIME work�ow. Analytická komponenta umoº¬uje uºivateli výb¥r z de�novaných work�ow
- tedy zvolení analýzy, která bude nad transformovanými daty spu²t¥na. Ne vºdy uºivatel
ale vysta£í s p°edde�novanými analýzami. Pokud je pot°eba data v krátké dob¥ analyzovat
zp·sobem, který neodpovídá ºádnému p°edde�novanému work�ow, musí uºivatel vytvo°it
work�ow nové. Tento p°ístup ale není dostate£n¥ pruºný pro p°ípady, kdy je poºadována ad-
hoc analýza. Pro tyto p°ípady by byl uºite£ný nástroj, pomocí kterého by bylo moºné sestavit
nové work�ow pruºn¥ji. Dal²ím z moºných roz²í°ení analytické komponenty je generovaní
nových KNIME work�ow z p°edde�novaných £ástí. Uºivatel by m¥l moºnost zvolit z jakých
algoritm· by se m¥la nová analýza skládat a analytická komponenta by dle t¥chto poºadavk·
vytvo°ila nové KNIME work�ow. Samotné algoritmy by p°itom byly jiº p°edde�novány.
Tímto zp·sobem by bylo moºné velice pruºn¥ vytvá°et nové analýzy a zkoumat data z
nových úhl· pohledu. Z informací uvedených v kapitole KNIME vyplývá, ºe by pro tento
ú£el mohlo být vhodné vyuºití speci�ckých uzl· KNIME work�ow - metanod·.

Vytvo°ená analytická komponenta je ur£ená pro práci se daty, která jsou sémanticky
uloºena podle konkrétní ontologie pouºívané frameworkem Semantic Big Data Historian.
Dal²ím z moºných roz²í°ení analytické komponenty je zobecn¥ní implementace komponenty
v tomto smyslu. Transforma£ní Hive QL dotaz by mohl být dynamicky generován na základ¥
ontologie (speci�kované n¥kterým z jazyk· RDF nebo OWL) popisující uºivatelem vybraný
datový zdroj.

Pouºívání analytické komponenty v praxi jist¥ p°inese mnoho dal²ích návrh· na její
roz²í°ení.
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Kapitola 4

Záv¥r

Cíl této práce, tedy navrºení zp·sobu transformace dotaz· pro zpracování dat ukládaných
Semantic Big Data Historianem za ú£elem efektivní analýzy t¥chto dat pomocí analytického
nástroje KNIME, byl spln¥n pomocí implementace analytické komponenty spl¬ující tyto
poºadavky.

Cílem teoretické £ásti práce byl detailní popis technologií a koncept·, které jsou pouºí-
vány, a´ uº p°ímo, nebo zprost°edkovan¥, analytickou komponentou. Velký d·raz byl p°itom
kladen na zp·soby zpracování a reprezentace dat, p°edev²ím na koncepty, jejichº pouºití
m·ºe vést k v¥t²í efektivit¥ zpracování dat.

Byly popsány charakteristiky a koncepty Big Data a nástroje frameworku Apache Hadoop,
které za pomoci t¥chto koncept· umoº¬ují efektivní zpracování velkého objemu r·znorodých
dat. Z t¥chto nástroj· je pro samotnou práci nejpodstatn¥j²í distribuovaný souborový systém
HDFS, který je vyuºíván frameworkem Semantic Big Data Historian k ukládání sémanticky
popsaných dat.

Dále byla pozornost v¥nována analytickým nástroj·m, respektive nástroj·m, které umoº-
¬ují zpracovávat data uloºená v HDFS. První z t¥chto nástroj·, framework MapReduce,
umoº¬uje paralelní zpracování dat uloºených v HDFS. Ostatní popsané nástroje vyuºívají
pro zpracování dat práv¥ MapReduce, a proto byla v¥nována velká pozornost jeho architek-
tu°e. Dále byl popsán framework Apache Hive, který je v kontextu frameworku Semantic Big
Data Historian vyuºíván jako primární nástroj pro dotazování a zpracování dat externími
aplikacemi, nebo p°ímo uºivatelem. Hive je pro tento ú£el vhodný mimo jiné proto, ºe umoº-
¬uje dotazování dat uloºených v HDFS pomocí vlastní implementace jazyka SQL - Hive QL.
Posledním £lánkem °et¥zce analytických nástroj· vyuºívaných frameworkem Semantic Big
Data Historian je KNIME - nástroj pro analýzu dat pomocí vizuáln¥ sestavovaných work-
�ow. Práv¥ KNIME je vyuºíván pro koncovou analýzu sémanticky popsaných dat ukládaných
Semantic Big Data Historianem.

V poslední kapitole teoretické £ásti práce byly popsány principy sémantického popisu
dat. Sémantickým popisem dat je chápána ontologie, která je formální, explicitní speci�kací
konceptualizace. Byly uvedeny zp·soby formální reprezentace ontologie, p°edev²ím potom
jazyky zaloºené na deskriptivní logice RDF a OWL.

Na základ¥ t¥chto informací byla navrºena architektura analytické komponenty a zp·sob
její spolupráce s existujícími nástroji, které dle zadání vyuºívá - tedy analytickým nástro-
jem KNIME a Big Data nástroji pouºívanými frameworkem Semantic Big Data Historian.
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KAPITOLA 4. ZÁV�R

Implementovaná analytická komponenta umoº¬uje mimo jiné automatické generování trans-
forma£ní dotaz· a de�nování dotaz· pro prvotní zpracování transformovaných dat.

Automatické generování transforma£ních dotaz· a následné pouºití transformovaných dat
pro analýzu de�novanou pomocí work�ow analytického nástroje KNIME p°iná²í uºivateli
zjednodu²ení analýzy sémanticky popsaných dat. Uºivatel není nucen p°ed analýzou data
manuáln¥ transformovat a m·ºe se soust°edit na samotnou analýzu dat a její výsledky.
Uºivatel také díky automatickému generování transforma£nícho dotaz· nemusí znát ontologii,
která je popisuje.

Díky moºnosti de�novat prvotní p°edzpracování dat pomocí Big Data nástroj· m·ºe také
uºivatel rozloºit výpo£etní náklady analýzy. Náklady mohou být rozloºeny mezi distribuo-
vaný Semantic Big Data Historian, respektive fyzická za°ízení pouºívaná tímto frameworkem
pro zpracování velkého objemu dat, a za°ízení, které provádí analýzu dat za pomocí analy-
tického nástroje KNIME. I v tomto p°ípad¥ p°iná²í analytická komponenta výrazné zjed-
nodu²ení práce uºivatele. Uºivatel má moºnost de�novat tuto prvotní £ást analýzy pomocí
Hive QL dotazu. Nemusí p°itom data p°edzpracovaná pro ú£el dal²í analýzy pomocí KNIME
work�ow jiº nikam p°esouvat nebo s nimi jinak manipulovat.

V práci jsou také navrºeny moºnosti dal²ího roz²í°ení analytické komponenty. Tato roz-
²í°ení by p°inesla dal²í zefektivn¥ní a zjednodu²ení analýzy velkého objemu sémanticky po-
psaných dat a to p°edev²ím z hlediska ú£elovosti a výpo£etní efektivity analýzy.
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P°íloha A

Obsah p°iloºeného CD

• analyticka_komponenta (spustitelný soubor analytické komponenty)

• bakalarska_prace (text bakalá°ské práce ve formátu PDF)

• dokumentace (dokumentace analytické komponenty)

� javadoc (vygenerovaný javadoc)

� diagramy (diagramy balí£k· a t°íd)

• vzorova_data

� datovy_zdroj (neupravený zdroj testovacích dat)

� importovatelna_data (upravený zdroj testovacích dat)

� vzorove_KNIME_work�ow (vzorové work�ow)

• zdrojove_kody

� analyticka_komponenta (zdrojový kód analytické komponenty)

� bakalarska_prace (zdrojový kód bakalá°ské práce ve formátu LaTeX)

• README.TXT (soubor de�nující poºadavky ke spu²t¥ní a korektní funk£nosti analy-
tické komponenty)
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