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Anotace

Diplomova prace seznamuje ¢tenare s problematikou vcéasné diagnostiky dyslexie
u predskolnich déti. Podava strucny piehled metod sledovani o¢nich pohybi, které jsou
dilezitou soucasti vySetieni zamérujicich se na poruchy ¢teni. Dale hleda vhodné statistic-
ké a klasifikacni metody pro analyzu dat namérenych na skupiné dyslektickych a zdravych
déti v ramci vyzkumného projektu ¢. TA 01011138: Sledovdni ocnich pohybti pro diagnosti-
ku v neurovéddch. Prakticka ¢ast je zamérena na hodnoceni kvality zaznami o¢nich pohy-
b, po niz nasleduje korekce a vybér zaznamu relevantnich pro statistické vyhodnoceni.
Ze zpracovanych dat jsou dale statickymi a klasifika¢nimi metodami analyzovany hodnoty
vybranych priznakl pro dyslektickou a kontrolni skupinu. Statistickou a klasifika¢ni ana-
lyzou dat zulohy fixacni stabilita jsou nalezeny signifikantni rozdily mezi skupinami
zejména pro priznaky hodnotici pocet patologickych ,odskoki“ zplsobenych nekontrolo-

vanymi pohyby oka vySetiovaného béhem ulohy.

Klicova slova
Dyslexie, o¢ni pohyby, statisticka analyza dat, Matlab.

Annotation
Theoretical part of the diploma thesis focuses on dyslexia diagnosis of preschool

children. General overview of eye tracking methods, which are important part of exami-
nation focused on reading disabilities, follows. In the last theoretical part appropriate sta-
tistical and classification methods for data analysis have been found. These data come
from research project n. TA 01011138: Eye tracking for diagnosis in neuroscience, where
dyslectic as well as healthy children were recorded. Practical part of the thesis focuses on
evaluation of records quality and selection of relevant records for further statistical analy-
sis. From the processed records values of selected data features are analysed by selected
statistical and classification methods. Significant diferences between dyslectic and healthy
(control) group in fixation stability task have been found for features evaluating patologi-

cal ,leaps” caused by uncontrolled eye movements during examination.
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Dyslexia, eye movements, statistical data analysis, Matlab.
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1 Uvod

Dyslexie je vrozenou ¢i ziskanou poruchou mozku, ktera pro mnoho lidi na celém své-
té predstavuje vaznou komplikaci v jejich bézném Zivoté. Proto je velmi ddlezité tuto po-
ruchu vcas odhalit a jeji mozné dlisledky kompenzovat. StéZejni metodou pri vysSetiovani
dyslektického postiZeni se v poslednich letech stava hodnoceni o¢nich pohybi. Vzhledem
k tomu, Ze hodnoceni o¢nich pohybli nemusi byt zaméreno pouze na oblast ¢teni, je mozné
vySetrovat i déti, které jeSté neumf ¢ist, tedy déti predsSkolniho véku. Pokud by bylo moZné
dyslexii vtomto véku diagnostikovat, mtize se ditéti dostat spravné odborné péce, ktera
napomiizZe predejit negativnim psychickym dasledkim, které tato porucha prinasi. Vyset-
feni oCnich pohybii by mohlo vyznamné doplnit standardni vySetfeni provadéné
v pedagogicko-psychologickych poradnach a specialnich pedagogickych centrech, a mohlo

by tak prinést presnéjsi diagnostiku dyslexie.

Nameérena data, kterd jsou v tuto chvili v ramci vyzkumného projektu ¢. TA 01011138:
Sledovdni ocnich pohybii pro diagnostiku v neurovéddch K dispozici, je nutné zpracovat
a analyzovat. Z namérenych dat budou dle zndmé metodiky vypocitany hodnoty priznakd.
Ve své praci budu hledat signifikantni rozdily v hodnotach téchto priznakt mezi dyslektic-
kymi détmi a détmi v kontrolni skupiné. Vysledkem bude doporuceni, které ptiznaky jsou

pro vySetieni dyslexie u déti signifikantni.

1.1 Cile prace

Uvodnim cilem diplomové prace je provést reser$i v oblasti diagnézy dyslexie.
V tomto ohledu je dulezité ziskat zejména blizsi povédomi o plivodu dyslexie. ReSerse
se bude dale vénovat souvislosti dyslexie s o¢nimi pohyby. Na otazku o¢nich pohybti nava-
Ze reSerSe v oblasti eye-trackingu, pricemz budou zminény zejména nejcastéjsi techniky
meéreni o¢nich pohybt. Posledni Casti reSerse je vyhledani a popsani vhodnych statistic-
kych a klasifikacnich metod, které budou v praktické c¢asti prace aplikovany na zpracovana

data.

Druhym cilem prace je provedeni vybéru reprezentativni skupiny dat pro dalsi zpra-
covani a korekce namérenych dat. Vybér dat bude zahrnovat hodnoceni kvality vSech za-
znaml a vybér relevantnich zaznami pro skupinu dyslektickych déti a pro kontrolni sku-
pinu. Predzpracovani bude zahrnovat ruc¢ni korekci signalti od artefakti za pomoci do-

stupnych metod.



Poslednim cilem prace je navrh a implementace vhodnych metod pro statistické vy-
hodnoceni naméienych dat. Zpracovana data budou podrobena prizkumové analyze
za pouziti zakladnich grafickych metod, dale popisné analyze, kde budou pouzity zakladni
statistické charakteristiky. Pred dalsSi analyzou budou data podrobena testovani na nor-
malni rozdéleni, a pokud bude nutné, budou data transformovana. Nasledné budou data
analyzovana vhodnou vybranou metodou a vysledky této analyzy budou diskutovany.
Ke statistickému zpracovani dat bude naleZet také ¢ast klasifikacni, kde budou navrzeny

zakladni metody pro klasifikaci dat.



2 ResSerse

2.1 Dyslexie

Pojem dyslexie byl v minulosti v odborné literatufe definovan riznymi zpisoby.
Cesky psychiatr a neurolog A. Heveroch jiz v roce 1904 definoval dyslexii ve svém ¢lanku
»,0 jednostranné neschopnosti nauciti se Cisti pri znamenité reCové paméti“, ktery vysel
v ¢asopise Ceska $kola, pticemz vyslovil domnénku, Ze neschopnost nauéit se ¢ist a psat
ma pri¢inu ve zménach v mozku, konkrétné v mozkové kiife. Dale vroce 1960 svétové
uznavani psychologové ]. Langmeier a Z. Matéjcek definovali vyvojovou dyslexii jako ,spe-
cificky defekt ¢teni, podminény nedostatkem nékterych primarnich schopnosti, jez sklada-
ji komplexni schopnost pro uceni za dané vyukové metody* [2], dale zminuji, Ze se obvykle
objevuje u déti od samych pocatkd vyuky. O blizsi definici dyslexie se v minulosti dale za-
sluhovali i dalsi M. B. Rawsonova ve své publikaci Development Language Disability nebo

M. Rutter a W. Yule, ktef'i pojem dyslexie nahradili pojmem ,specificka retardace ve ¢teni“.

[2]

V poslednich dvaceti letech se pojem dyslexie dostava stale na vyssi tirovei. V roce
2003 ho G. Reid Lyon ve své publikaci [11] popsal jako specifickou poruchu uceni, ktera je
neurobiologického ptlivodu. Je charakterizovana potiZemi s pfesnym a plynulym rozpo-
znavanim slov a slabou schopnosti hladskovat. Tato definice je povazZovana za platnou

i v dnesni dobé.

2.1.1 Oko a o¢ni pohyby

Anatomie lidského oka

Lidské oko propousti svétlo dovnitf skrz zornici, pomoci ¢ocky prevrati obraz
a promita ho na zadni ¢ast oka - sitnici. Sitnice je vyplnéna svétlo-citlivymi bunkami zva-
nymi Cipky a tyCinky, které prevadi prichazejici svétlo na elektrické signaly, které dale
postupuji po optickém nervu do korového zrakového centra, kde dochazi k dalsimu zpra-

covani. CipKky jsou citlivé na vysoké prostorové frekvence (zrakové detaily) a umoznuji

nam barevné vidéni. TyCinky jsou velmi citlivé na svétlo, a tak podporuji vidéni za Sera.

V zadni ¢asti oka se nachazi misto zvané fovea centralis. Fovea se nachazi uprostied
zluté skvrny (Obrazek 2.1). V této malé oblasti s rozpétim mensim nez 2°zorného pole
se nachazi extrémni mnozstvi ¢ipkl, na rozdil od periferie sitnice, kde se ¢ipky vyskytuji
jen Fidce. Diisledkem vysSe zminéného je, Ze plnou ostrost vidéni zajiStuje pouze tato mala
oblast, na kterou musi svétlo ze sledovaného ostrého objektu pfimo dopadat, chceme-li

zajistit ostré vidéni.
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Obrazek 2.1: Anatomicky popis ocni bulvy [17]

Pro méreni zaloZenych na porizovani video zaznami oc¢nich pohybt je velmi pod-
statna jiz zminénd zornice neboli pupila. Dalsi dileZitou ¢asti je rohovka. Rohovka kryje
oko z vnéjsku a odrazi svétlo. Pii snimani oka je obvykle pozadovan pouze jeden odraz,
pouziva se nejcastéji infracervené zareni porizené z jednoho nebo vice zdroji. Vysledny
odraz od rohovky je zndmy jako prvni Purkyniv odraz a je nejjasnéjsi, svétlo se dale odra-

Zi i od ¢ocky, tentokrat vSak s mensim jasem. [1]
Rizeni o¢énich pohybti

O¢ni pohyby umoznuji zrakovému ustroji ziskavat informace pozorovanim dtlezi-
tych aspektii v okolnim prostiredi. Rozpoznavani objekt(, rozliseni a dalsi informace prija-
té zrakovym ustrojim jsou uskute¢nény podvédomymi o¢nimi pohyby. K nejduleZzitéjsi

¢asti zpracovani nové informace dochazi ve chvili, kdy o¢i vykonavaji kratké pauzy. [1]

O¢ni pohyby jsou rizeny kortikdlni a subkortikdlni c¢asti mozku ve spolupraci
s hlavovymi nervy a o¢nimi svaly napojenymi na vnéjsi stranu obou oc¢nich bulev. O¢ni
fixace je Fizena Celni (frontalni) a tylni (okcipitalni) ¢asti kiiry mozku. Rizeni o¢nich pohy-
bt je prisuzovano celni ¢asti mozkové kiiry, konkrétni zasluhu ma Brodmannova oblast 8.

[1]

Dilezitost pouZzivani o¢nich pohybii jako objektivni prostredek pro studium procesu
Cteni je podloZena faktem, Ze oc¢ni pohyby jsou vykonavany podvédomé. Pohyby oci jsou
nejrychlej$imi a nejcastéjSimi pohyby, které vykonavame, a to i béhem spanku a dokonce
v kématu [3]. Pohyblivost oka v riznych smérech je dana 6 okohybnymi svaly (Obrazek

2.2). Musculus rectus superior a inferior pohybuji bulbem ve vertikalni roviné nahoru,
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respektive dolii. Musculus lateralis a medialis pohybuji okem lateralng, respektive medial-
né v horizontalni roviné. Musculus obliquus inferior a superior pohybuji o¢nim bulbem
Sikmo nahoru, respektive dold [16]. Pohyby o¢i jsou navzijem propojeny (konjugovany)
a jsou sparovany. Pri pohybu tymz smérem jde o konjugované pohyby, pii pohybu

v protisméru (divergence, konvergence) jde o disjugované pohyby. [2]

prouayds Jo burn waip

Obrazek 2.2: Svaly oka [16]

Typy oc¢nich pohybti

0c¢i se projevuji riznymi o¢nimi pohyby; pri sledovani o¢nich pohybti vsak prevlada-
ji okamziky, kdy zlstavaji oci v klidu, 1épe fecCeno jsou fixovany. Pojem ,fixace” je vSak po-
nékud zavadéjici, jelikoZ oko neni nikdy uplné nehybné, ale vykazuje tfi typy mikro-
pohybi: tremor (tfes, chvéni, pohyb o frekvenci priblizné 90 Hz), drift (pomaly o¢ni po-
hyb unasejici oko ze stfedu fixace) a mikrosakady (rychlé pohyby navracejici oko do jeho

ptivodni polohy) [4]. Dale jsou popsany zakladni o¢ni pohyby, které se nejcastéji sleduji.

Sakady

Rychlé kontrolované pohyby premistujici oko z jedné fixace na druhou. Jejich funkci
je zachytit rychle se pohybujici objekt a jeho obraz promitnout na foveu, misto nejostiejsi-
ho vidéni na sitnici oka. Sakddy maji jedinec¢ny rys: invariantni pomér mezi maximalni
rychlosti a velikosti (amplitudou). Tento pomér se nazyva ,hlavni sekvence” a byva uzivan
jakoZto identifika¢ni znak sakad u dosud neznamého oc¢niho pohybu. Sakadicky systém
kontroluje vysledek své ¢innosti, tj. dosaZeni objektu a jeho foveaci a pokud nalezne chybu,
tj. objekt neni foveovdn, vypocte novou tzv. korektivni sakddu. U velkych sakad (amplituda
>15°) je bézné tzv. podstreleni ¢i hypometrie. U malych sakad je naopak pozorovano pftile-
Zitostné tzv. prestreleni ¢i hypermetrie. Sakadicky systém je schopen se ucit ¢i se pfizpa-

sobovat zménam ve vizualnim poli. Tento adaptivni proces pritom probiha nevédomeé.



Plynulé sledovaci o¢ni pohyby

Ve srovnani se sakadami jsou plynulé sledovaci ocni pohyby urceny pro hladké, kon-
tinualni pozorovani pohybujicich se objektii. Aby tuto ilohu mohly plnit, pracuji nikoli
v rezimu vzorkovacim jako sakady, nybrz v rezimu kontinualnim: nepretrzité porovnavaji
rychlost pohybu oka s rychlosti objektu a zajist'uji jejich rovnovahu, ¢i minimalizuji tzv.
rychlostni chybu (netinosny rozdil v obou rychlostech). Tomu je podtizen druh podnétt,
na ktery plynulé sledovaci o¢ni pohyby reaguji, i reak¢ni ¢as. Plynulé sledovaci o¢ni pohy-
by ve srovnani se sakddami reaguji na podnét rychleji, v [41] je uddna normalni doba la-
tence 130 ms oproti 200 ms u sakad. Podobné jako u sakad i u plynulych sledovacich oc-
nich pohybi je pozorovana adaptacni schopnost. Jsou-li plynulé sledovaci o¢ni pohyby
vystaveny tréninku, napt. denné v pribéhu jednoho tydne sledovat kyvadlo, jejich schop-
nost hladce a plynule sledovat objekt nartista [40]. Pravdépodobné kazda funkéni rodina
navozuje - nezamérné a zcela prirozené - takovéto tréninkové situace u svého ditéte

a zlepsuje tak kvalitu jeho okulomotorického systému.

Vestibuldrni a optokinetické o¢ni pohyby

Oba druhy oc¢nich pohybia patii k reflexiim a jsou fizeny z nizsich trovni mozku,
na rozdil od plynulych sledovacich o¢nich pohybti ¢i dokonce sakad, které mizeme ovliv-
novat svou vili. Protoze jde o reflexni reakce, je latence (reakcéni doba) velmi nizka - ko-
lem 10 - 15 ms [41] oproti komplikované programovanym sakadam, jejichZ latence Cini
cca 200 ms. Je zajimavé, Ze u kongenitalné slepych byva vestibulo-okularni reflex oslaben
¢i dokonce absentuje [40]. Svédci to o tom, Ze i relativné jednoduché o¢ni pohyby mohou
byt formovany u¢enim a dokonce pro sviij normalni vyvoj uceni potirebuji.[4]

YV vaiv

Hodnoty parametra nejbéznéjsich o¢nich pohybi viz Tabulka 2.1.

Druh pohybu Trvani [ms] Amplituda Rychlost
Fixace 200 -300 - -
Sakady 30-80 4-20° 30-500°/s

Plynulé o¢ni pohyby - - 10 -30°/s

Mikrosakady 10-30 10 - 40° 15-50°/s

Tremor - <1 20/s
Drift 200-1000 1- 60 6-25/s

Tabulka 2.1: Typické hodnoty nejbéznéjsich oénich pohybti [4]

Mnoho dalsich aktualnich informaci s tématikou o¢nich pohybi Ize nalézt na [35].



2.1.2 Pivod dyslexie
Pokud chceme dyslexii u déti umét diagnostikovat a kompenzovat jiZ v raném sta-

diu, je nutné se podrobnéji zabyvat otdzkou ptivodu této nemoci. Velké poznatky v oblasti
oc¢nich pohybti a dyslexie prinesl G. Pavlidis, ktery ve své publikaci [12] vyvraci hypotézu,
Ze nekontrolované pohyby o¢i u Spatnych ¢tenari jsou disledkem potiZzi pti uceni vizual-
né-slovnich asociaci; naopak se kloni k nazoru, Ze tyto pohyby jsou primarni pri¢inou
Spatného cteni. Porovnava dyslexii s dalSimi poruchami cteni, priCemz poukazuje na fakt,
Ze vétSina téchto poruch miiZze byt predpovidina na zakladé neurologickych, inteli-
gencnich, socio-ekonomickych, vzdélavacich a psychologickych (motivacnich, emocnich)
které vykazuje problémy v jedné ¢i vice z téchto oblasti, mizeme tedy predpokladat pro-
blémy se Ctenim. Naopak dité, které tyto problémy nevykazuje, budeme povaZovat
za normalniho Ctenare. Dle [42] mUzZe byt dité povaZovano za dyslektika pouze tehdy, po-
kud jeho porucha ¢teni nemiiZze byt predikovana nedostatkem v nékterém ze zminénych
faktort. Tyto faktory, ackoli se nejedna o priciny dyslexie, mohou mit vliv na jeji zavaznost

i zlepSeni. Pric¢iny dyslexie jsou vrozené [12].

Dovednosti Cteni se rozvijeji postupné, pricemz se béhem let zlepsuje jejich presnost
arychlost. Jejich vyvoj probiha paralelné s vyvojem o¢nich pohybt. Velka ¢ast tohoto vyvo-
je probiha béhem prvnich tii az ¢tyr let, do deseti let véku ditéte dojde vyvoj ocnich pohy-
bt priblizné do dvou tfetin. Je dokazano, Ze existuje inverzni vztah mezi vékem a délkou
fixace oka a mezi doprednymi a zpétnymi onimi pohyby. Kratsi fixace je znamkou rychlej-

$tho zpracovani informace.[3]

Existuji studie, které sleduji bludné (nekontrolované) o¢ni pohyby dyslektickych dé-
ti pri Cteni vétSina jejich autord (L. C. Gilbert a dalsi) se shoduje na faktu, Ze mnoho dyslek-
tickych déti vykazuje pri ¢teni bludné o¢ni pohyby, nesouhlasi vSak s podstatou a rozsa-
hem souvislosti mezi bludnymi o¢nimi pohyby a dyslexii. Pavlidis [9] na zakladé diive
provedenych studii definuje 3 skupiny hypotéz objasnujicich souvislosti mezi o¢nimi po-
hyby a dyslexii: 1) bludné o¢ni pohyby jsou pouze dalsim projevem problémi, které maji
dyslektici s materialem, ktery ¢tou; 2) bludné o¢ni pohyby mtiZou nékdy zptisobovat dys-
lexii; 3) bludné o¢ni pohyby a dyslexie jsou priznaky poruch centralniho nervového sys-
tému. Ve své studii [9] Pavlidis dale dokazuje, Ze dyslektické déti na rozdil od normalnich
a pokrocilych ¢tenaii a déti s jinymi poruchami ¢teni vykazuji pri ¢teni textu nadmérny

pocet zpétnych ocnich pohybi a fixaci, a to i v pripadé, kdy ma text pro dyslektické déti
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Nebylo dosud prokazano, Ze by dyslexie mohla byt prisuzovana nizkému I. Q., emo-
cionalnim, vzdélavacim nebo socialnim faktorm. Naopak se ukazalo, Ze dyslexii zplsobuji
vrozené vyvojové vady [43]. Na této skuteCnosti poloZil Pavlidis [9] svou dalsi hypotézu, a
sice ze pokud je dyslexie zplisobovana Spatnou funkci mozku, pak by se méla tato nedosta-
teCnost projevovat nejen pri Cteni, ale i pri provadéni dalSich tloh, které jsou s procesem
Cteni spojeny a které jsou zpracovany stejnymi ¢astmi mozku. Pavlidis proto provedl dalsi
studii se stejnym sloZenim skupin déti — normalni a pokrocili ¢tenati, dyslektici a déti
s jinou poruchou c¢teni. Aplikovanim ulohy zaloZené na sledovani svételnych podnéti do-
kazal, Ze pocet zpétnych pohybi u dyslektikii je opét signifikantné vétsi nez u déti s jinymi
poruchami ¢teni, jejichz hodnoty se liSily pouze nevyznamné od hodnot normalnich a po-
krocilych ¢tenart. Vysledky této studie se tedy kloni k zavéru, Ze dyslektici maji na rozdil
od déti s jinymi poruchami primarni problém nezavisly na ¢teni a miiZzeme je od vySe zmi-
nénych skupin déti odlisit i prostfednictvim uloh, které nejsou zaméreny na Cteni a u kte-

rych lze analyzovat charakteristické o¢ni pohyby.

O¢nimi pohyby u dyslektiki se zabyva také [13], kde autofi zminuji, Ze prti vyzku-
mech ocnich pohybti u dyslektiki se pravidelné nachazi skupina déti s patologickymi oc¢-
nimi pohyby - nystagmus?, opsoklonus2. U téchto subjektii je pravdépodobné, Ze porucha
oc¢nich pohybi (zplisobena u nich nejcastéji strukturalni mozkovou 1ézi) mtize byt primo

zodpovédna za poruchy Cteni.

2.1.3 Dyslexie jako porucha mozku

0 pricinach dyslexie vice hovori studie [13], v niZ autofi uvadéji tri typy pricin dys-
lexie - fonologickou, magnocelularni a cerebeldrni. Fonologicka teorie vysvétluje dyslexii
v roviné neuropsychologické a za zakladni pri¢inu povaZzuje abnormalni mozkové zpraco-
vani reCové informace na rdznych urovnich. Mozeckova (cerebelarni) teorie vysvétluje
poruchu ¢teni postizenim mozecku, od kterého odvozuje jak fonologicky senzoricky defi-
cit, tak poruchu motorické koordinace projevujici se i pii hlasitém cteni. [13] Protoze dys-
lektik obtiZné rozpoznava fonémy ve zvukovych celcich slov, neni schopen se orientovat
ani v grafém-fonémové korespondenci a zdeformovanym fonologickym klicem pak nem1-
ze odemknout vstup k vyznamu, ktery je zakédovan v grafické podobé slova [14]. Magno-
celularni teorie spatruje pric¢inu dyslexie v poruSe magnocelularniho systému CNS. [13]
Magnocelularni systém je prednostné (Ci takika vyhradné) angazovan v téch c¢innostech,
které jsou slabinou dyslektiki. JelikoZ jsou oba subsystémy oddéleny uz na sitnici a jejich

oddélené vedeni pokracuje asociacnimi oblastmi kliry mozkové, miize porucha vznikat

! Nystagmus - je rytmicky konjugovany kmitavy pohyb ocnich bulbd [44]
2 . , ;v v s o
Opsoklonus — mimovolni svalovy zaskub ocnich sval( [45]
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kdekoli na této draze, takZe je téZko definovatelna psychologickymi testy. K jejich zjiSto-
vani se uzivaji metody fyziologické. Dle studie M. Livingstonové (1991) je magnotocelular-
ni systém dyslektiki o poznani vice ,desorganizovany“ neZz u ne-dyslektikli, na rozdil
od parvocelularniho systému, u kterého mezi dyslektiky a ne-dyslektiky neni rozdil. Dalsi
moZnou pricinou vyskytu dyslexie, pri¢inou genetickou, se zabyval profesor Galaburda.
Ten se domniva, Ze anomalie, které nasel v bunécnych vrstvach mozkové kiiry, nemohly
vzniknout poskozenim mozkové tkaneg, ale vytvorily se velmi pravdépodobné uz v prvnich

tydnech a mésicich vyvoje plodu.[2] To potvrzuje teorii o vrozené priciné vzniku dyslexie.

2.2 Sledovani o¢nich pohybt
2.2.1 Techniky sledovani o¢nich pohybii

Mérici zarizeni nejCastéji pouzivané k méreni ocnich pohybil je znamé jako eye-
tracker (z angl. eye - oko, to track - sledovat). Obecné existuji dva zplisoby monitorovani
ocnich pohybt: ty, které méii polohu oka vici hlavé a ty, které méri orientaci oka
v prostoru, ¢i polohu bodu, na které mérena osoba upira svou pozornost. Posledné jmeno-
vané méteni je typicky vyuZzivané pro identifikaci prvka v zorném poli, napft. v (grafickych)
interaktivnich aplikacich. Asi nejrozsifenéjSim zarizenim pro méfeni bodu pozornosti je

eye-tracker zaloZeny na detekci odrazu od rohovky na videozaznamu.

Existuji ¢tyfi obecné kategorie metod méreni ocnich pohybt: elektrookulografie

(EOG), skleralni3 kontaktni ¢ocka s mérici civkou, fotookulografie (POG) nebo videookulo-

grafie (VOG), a kombinovany odraz rohovky a detekce stiedu zornice na videozaznamu.

Elektrookulografie spoCiva v zaznamenavani rozdill elektrickych potenciali na kiizi
obklopujici ofni jamku (Obrazek 2.3). Snima potencidly 15 - 200 uV scitlivosti 20
uV/stupen pohybu oka. Tato technika méfi ocni pohyby relativné k pozici hlavy, a proto

neni vhodna pro méreni bodu pozornosti v pripadé, Ze poloha hlavy neni mérena také.

Left Right Left Right

Obrazek 2.3: Princip elektrookulografie [17]

? Skléra (bélima) — neprdhlednd, vnéjsi vrstva oka [31]
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Sklerdlni kontaktni cocka s mérici civkou je velmi presnou metodou, kterd zahrnuje
vyuziti optického nebo mechanického referencniho objektu pripevnéného na kontaktni
¢ocku, ktera je poté vpravena pifimo do oka. Proto je povazZovana za nejvice invazivni

a ne prilis komfortni metodu. Tato technika taktéz méri ocni pohyby relativné k pozici

hlavy, a proto neni vhodna pro méreni bodu pozornosti.

Fotookulografie (POG) nebo videookulografie (VOG) dohromady reprezentuje Sirokou
Skalu technik nahravani o¢nich pohybi zahrnujici méreni riiznych priznakt béhem rota-
ce/translace jako jsou sledovani tvaru zornice ¢i pozice limbu4nebo sledovani odrazl

primého blizko umisténého (nejcastéji infracerveného) zdroje svétla od rohovky.

Aby mohlo byt sledovano misto, kam mérena osoba upird svou pozornost, aniz by
byla hlava fixovana, je nutné mérit vice prvki. Témito prvky jsou odraz rohovky a stred
zornice. Odraz od rohovky (typicky infracerveného svétla) je méren relativné k umisténi

stredu zornice. [5]

Technologie ke sledovani o¢nich pohybii - 14Tracking®

Pro sledovani o¢nich pohybti bylo v poslednich letech vyvinuto mnoho zarizeni. Jed-
nim z nich je systém pro sledovani o¢nich pohybti zaloZené na videookulografické metodé
vyvijené spole¢nosti Medicton Group (Obrazek 2.4). Zdkladem této metody je kamera, ktera
snima pohyby oka. V obraze z kamery je detekovana zornice infracervenymi odlesky od-
razenymi od oka. Na zakladé téchto informaci a provedené kalibrace je poté vyhodnocen

smeér pohledu métené osoby.

) \ATracking
- '7

Obrazek 2.4: 14Tracking®

* Limbus — rozhrani rohovky a bélimy.
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2.2.2 Aplikace vyuziti sledovani o¢nich pohybii
Eye tracking ma ve svété mnoho aplikaci, ty je mozné obecné rozdélit do dvou pod-

skupin, a sice diagnostické a interaktivni. V ramci diagnostickych aplikaci poskytuje eye-

tracker objektivni a kvantitativni informace o vizualnich procesech.

Vyuziti sledovani o¢nich pohybti v psychologii a neurovédé bylo jiz nastinéno diive
v kapitole 2.1, kde se sledovani o¢nich pohybti diskutuje v souvislosti s dyslecii. Tato di-
plomova prace se pravé takovou aplikaci v oblasti psychologie zabyva. Eye-tracking se
vSak vyuziva i v dalSich oblastech, které dale stru¢né zminuji. V oblasti inZenyrstvi 1ze najit
aplikace napriklad v letectvi ¢i v automobilovém primyslu. Velké uplatnéni nachazi eye-
tracking oblasti marketingu a reklamy, kde je hlavni motivaci v oblasti marketingovych
vyzkumi pochopeni chovani a jednani zakaznikl. Pomoci eye-trackingu se hodnoti pie-
hlednost webovych stranek, ale i vzhled produktii (Obrazek 2.5). V pocitacovych védach se
eye-tracking vyuziva k tlohdam, pti kterych dochazi k interakci ¢lovéka s pocitacem pro-
strednictvim sméru jeho pohledu (tedy prostrednictvim ocnich pohybti). V této oblasti
existuje mnoho modernich aplikaci, které stale prochazeji vyvojem. Vice o aplikacich eye-

trackingu napric vSemi zminénymi oblastmi mozno najit v [5].

[ s e |
- Y ..
W
-
=

Obrazek 2.5: Tepelnd mapa jako vysledek sledovani webové stranky metodou eye tracking [19]

2.3 Metody statistické analyzy a Kklasifikace
2.3.1 Statisticka analyza dat
Statisticka analyza dat se typicky sklada ze tii hlavnich krokd: prizkum dat, popis

dat a analyza dat.

2.3.1.1 Popisnd a priizkumovd analyza dat
Ackoli je prizkumova analyza dat casto ve studiich opomijena, jedna se o velmi di-

lezitou Cast analyzy. Jejim Ucelem je blizsi seznamenti se s daty, coz umoznuje lepsi rozho-
dovani o krocich v dalSich castech analyzy. DalSim dilezitym bodem priizkumové analyzy

je kontrola vyskytu chybnych hodnot v datech. Chyby mohou byt zapri¢inény chybnym
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koédovanim dat ¢i nespravnym meérenim béhem experimentu. Postoupeni dat k dalsi ana-
lyze bez kontroly chyb muzZe vést k devastujicim nasledklim, které mohou piinést neexis-

tujici signifikantni vysledky, nebo naopak mohou spravné signifikantni vysledky skryt.

Prvnim cilem prizkumu dat je kontrola, zda je kvalita dat dostate¢nd pro dalsi vy-
hodnoceni. Dalsim hlavnim cilem je urceni rozdéleni pravdépodobnosti jednotlivych pro-
ménnych. Obvyklym pozadavkem pro statistické testy je normalita rozdéleni. Data z mno-
ha eye-tracking méreni vSak normalni rozdéleni nevykazuji. Méfeni, zahrnujici méreni
doby fixace ¢i vétSinu sakadickych méreni, mivaji Casto zeSikmené rozdéleni, kdy je jeden
konec histogramu uzsi nez druhy. Takto zeSikmena rozdéleni lze na normalni pfevést po-
moci transformace. MoZnou transformaci je prevedeni hodnot pomoci logaritmu. Pozitiv-
né zeSikmené rozdéleni tak ziska vice podobu normalniho rozdéleni. Dalsim a robustnéj-
$im reSenim pro zeSikmené rozdéleni je pouziti metod vyvinutych pro rozdéleni gam-

ma.[4]

Dal$im bodem prizkumové analyzy dat je identifikace odlehlych hodnot, tzv. outlie-
rii. Outliery mohou byt diisledkem chyb pti nahravani dat nebo pii nespravné detekci uda-
losti, ale mohou byt i skute¢nymi naméirenymi hodnotami, proto je nutné s outliery praco-
vat velmi opatrné. Pokud se jednd o chybné hodnoty, je tyto nutné opravit ¢i odstranit.
Pokud se jedna o namérené hodnoty, je potieba zvazit, zda tyto hodnoty zachovat nebo

také odstranit.

Nezbytnou soucasti dalSich kroki prizkumové analyzy je vizualni znazornéni dat.
Existuje mnoho nastrojd, pomoci kterych vykreslovani dat obvykle uskutec¢niujeme, dale

v

si uvedeme ty nejbéznéjsi z nich. [4]

Boxplot (Krabicovy graf)

Boxplot neboli krabicovy graf je uzite¢nym nastrojem, ktery poskytuje soubézné in-
formaci o rozlozeni dat, ale také informaci o potencialnich outlierech. V deskriptivni statis-
tice je krabicovy graf jednim ze zpiisobti grafické vizualizace numerickych dat pomoci je-
jich kvartild. Stredni “krabicova“ ¢ast diagramu je shora ohranic¢ena 3. kvartilem, zespodu
1. kvartilem a mezi nimi se nachazi linie vymezujici median (Obrazek 2.6). Boxploty mo-
hou obsahovat také linie vychazejici ze stfedni ¢asti diagramu kolmo nahoru a dolg,
tzv. vousy, vyjadrujici rozptyl dat pod prvnim a nad tretim kvartilem. Odlehlé hodnoty,

tzv. outliery, pak mohou byt vykresleny jako jednotlivé body.
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Boxploty zobrazuji rozdily mezi datovymi soubory bez jakychkoli predpokla-
di normalniho rozdéleni dat, jsou tedy neparametrické. Roztece mezi jednotlivymi prvky

stiedn{ ¢asti diagramu indikuji stupei disperze (rozptylu) a Sikmosti dat.[20]

—‘7 )
Q
@, = median

L @
A

3

v

Obr. 7

Obrazek 2.6: Krabicovy graf a jeho vyznam [20]

Histogram

Dal$im vyznamnym bodem prizkumové analyzy je vykresleni dat pomoci histogra-
mu (Obrazek 2.7), kde na vodorovné ose vidime hodnoty priznaku v populaci, na svislé ose
frekvence vyskytu dané hodnoty. Histogram slouzi jako nastroj pro graficky popis souboru
dat. Vizualné vyjadiuje rozloZeni hodnot, odhaluje vyznamné skoky, poskytuje informaci
o relativnich vyskytech (frekvencich) pozorovani [6]. Histogramy zobrazuji absolutni nebo
relativni Cetnost vyskytu pozorovani. Pokud chceme, aby byl histogram odhadem hustoty
rozdéleni pravdépodobnosti, je nutné pouzit histogram s relativnimi ¢etnostmi. Poté hle-

dame funkci:

ff(x)dx =1 (2.1)

Musime dale urcit poc¢atecni hodnotu pro sloupce tpa $irku sloupct h. Pomoci téchto
parametri je histogram konstruovan. Sifka sloupce ovlivituje hladkost histogramu. [6]
Histogram je dilezitou soucasti priizkumové analyzy dat, jelikoZ nam podava zakladni

informaci o rozdéleni pravdépodobnosti dané veli¢iny.
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Obrézek 2.7: Histogram [21]

Dal$im uZite¢nym nastrojem pro vykresleni dat je korela¢ni diagram nebo téZ bodo-
vy graf (scatterplot). Pouzitim vyse zminénych vykresleni Ize pti prizkumové analyze ur-
Cit priblizné rozdéleni dané populace, ¢i odhalit potencidlné odchylena méreni, ktera lze

nasledné vyloucit z dalsi analyzy.

2.3.1.2 Popisnd analyza dat
Popis dat zahrnuje vyhodnoceni souhrnnych statistik (stredni hodnota, median, ma-

ximalni a minimaln{ hodnota, smérodatna odchylka, atd.) pro stru¢né predstaveni vysled-
kt studie. Aby tyto statistiky mohly byt vyhodnoceny, musi byt data formatovana do po-
doby vhodné pro zpracovani zvolenym softwarovym prostiedkem. Volba vhodnych statis-
tik zalezi na rozsahu proménnych. Dale uvadim nékteré vyznamné statistiky a zptisob je-

jich vypoctu. [4]

Stiredni hodnota

Ma-li ndhodna veli¢ina X diskrétni rozdéleni, kde P[X = s;] = p; proi € I nejvy-

Se spocCetnou mnozinu ruznych vysledkd, pak [24]:

EX = Zsipi (2.2)

I

Odhad stredni hodnoty z namérenych dat nejcastéji pocitame z aritmetického pra-

méru:

N
1
X = NZ X (2.3)
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Rozptyl

Jedna se o charakteristiku variability rozdélen pravdépodobnosti nahodné veliciny,
ktera vyjadtuje variabilitu rozdéleni souboru ndhodnych hodnot kolem jeji stfedni hodno-

ty [23].
0% = E(X?) - [E(X)]? (2.4)
Odhadem rozptylu je vybérovy rozptyl dat a mize byt vypocitan jako:

N
1
s? =m2(xi - %)? (2.5)
i1

Smérodatni odchylka

Smérodatnou odchylku lIze vypocitat pomoci stredni hodnoty nasledovné:

o = JEX?) — (E(X))? (2.6)

Odhadem smérodatné odchylky je vybérova smérodatna odchylka téchto dat a mtze

byt vypocitana jako [22]:

N
1 _
s = m;(xi — X)? (2.7)

2.3.1.3 Testy normality a transformace dat
2.3.1.3.1 Ovéreni normality dat

Postupy statistického hodnoceni se lisi predevSim podle toho, jaké znalosti mame
o typu rozdéleni sledované ndhodné veli¢iny v zakladnim souboru. Proto je nutné provést
jako jeden z prvnich krokl pri statistickém testovani tzv. test normality, tj. zjiSténi, zda
soubor dat sledované nahodné veliciny odpovida Gaussovu normalnimu rozdéle-
ni pravdépodobnosti, ¢i nikoli (v tomto pripadé pak pracujeme s neznamym rozdélenim).
[25] Vizualni ovéreni normality se provadi naptiklad pomoci jiz zminéného histogramu
nebo normalniho pravdépodobnostniho grafu, jenz se konstruuje nasledovné: na vodo-

rovnou osu jsou vynaseny uspoiadané hodnoty x(1) < - < x(n) a na svislou osu kvantily
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kde aj = 3j-1/3n+1, ptiCemzZ j je poradi j-té uspotradané hodnoty. Pochazeji-li data
z normalniho rozdéleni, pak vSechny dvojice x(j) a ps budou leZet na ptimce.[26] (Obrazek

2.8).

Rozlozeni s kladnou Normalni rozlozeni
sikmosti
Histogram Histogram

3 NN e

Obrazek 2.8: Histogram a normalni pravdépodobnostni graf (N-P plot) normalniho rozloZeni (vpravo) a
rozloZeni s kladnou Sikmosti (vlevo) [26].

Lillieforstiv Test

Lillieforstiv test je modifikaci Kolmogorova-Smirnovova testu. Kolmogoroviiv-
Smirnoviv test je vhodny v situaci, kdy jsou parametry distribuce, na kterou hypotézu
provadime, zcela znamy. Nicmémé nékdy je tézké dopredu kompletné specifikovat para-
metry, kdyz je rozdéleni neznamé. V tomto pripadé museji byt parametry odhadnuty

na zakladé dat.
Mame-li vybér o n pozorovani, Lilliefors statistika je definovana [27] jako:

D = max,|F*(X) — S,(X)| (2.8)

Kde S,,(X) je distribu¢ni funkce vybéru a F*(X) je (kumulativni) distribu¢ni funkce
su = X, vybérovym priimérem a s?, vybérovym rozptylem, definovana s denominatorem
n-1.[27]

2.3.1.3.2 Transformace dat
Logaritmicka transformace

Nékteré proménné nebyvaji normalné rozlozené, a tak nenaplnuji predpoklady
pro parametrické statistické testy. PouZiti takovych testd jako jsou t-test, ANOVA nebo
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linearni regrese proto miize prinést mylné vysledky. V nékterych piipadech je mozné data
transformovat, aby lépe odpovidala piredpokladim. Mnoho medicinskych dat vykazuje
logaritmicko-normalni rozdéleni, takova data lze na normalni rozdéleni pievést pomoci
logaritmické transformace. Logaritmické transformace je Siroce pouzivand metoda

pro upravu vychylenych dat v biomedicinskych a psychologickych vyzkumech. [28]

Logaritmicka transformace je logaritmus kazdého pozorovani. Mizeme pouzit loga-
ritmus o zakladu 10 nebo prirozeny logaritmus. Ve statistickych testech mezi nimi neni
rozdil, jelikoZ se lis{ pouze konstantou. Pfi hodnoceni dat v zavéru je nutné uvést typ loga-
ritmu, ktery byl pii transformaci pouzit. Zpétna transformace se provadi umocnénim dat
¢islem 10 nebo e. Problémem, se kterym se p¥i pouziti logaritmické transformace mizeme
setkat, je vyskyt nulovych ¢i zapornych hodnot v datech. Vzhledem k tomu, Ze logaritmus
pro tyto hodnoty neni definovan, je nutné tyto hodnoty upravit - konvenci je pri¢teni kon-

stanty 0,5. [29]

2.3.2 Testovani dat

Princip statistického testovani je dle [4] nasledujici. U¢astnici studie tvoii vzorek
populace, jeZ nas zajima, napiiklad normalni ¢tenari, dyslektické déti apod. Takova popu-
lace je priliS velka na to, aby byli zméreni vSichni jeji ¢lenové. Vzorek je tedy nedokonaly
obraz reality, a tudiz se ve vysledcich dopoustime jistého stupné nejistoty. Tato nejistota

se zmensuje s rostouci velikosti vybéru a nazyva se ,,vybérova chyba“.

2.3.2.1 Analyza rozptylu (ANOVA)

Existuji razné typy statistické analyzy v zavislosti na proménnych zahrnutych
ve studii. Jejich vybér spociva v typech a mnozstvi proménnych. Analyza, ktera se ve studi-
ich zabyvajicich se vyhodnocovanim ocnich pohybi, pouziva [10] a bude pouZzita i v této
praci, se nazyva analyza rozptylu neboli ANOVA (anglicky Analysis of Variance). ANOVA je
zobecnénou obdobou dvou-vybérového neparového t-testuS, ktery porovnava stredni
hodnoty dvou vybéri. ANOVA umoznuje ovérit, zda na hodnotu nahodné veli¢iny pro urci-
tého jedince ma statisticky vyznamny vliv hodnota nékterého znaku, ktery se u jedince da
pozorovat. Tento znak musi nabyvat jen kone¢ného pocCtu moznych hodnot (nejméné
dvou) a slouzi k rozdéleni jedinci do vzajemné porovnavanych sku-
pin. Kvantitativni hodnota znaku pritom nema povahu miry. Je-li tfeba vzit v ivahu i kon-

krétni kvantitativni hodnotu jako miru urc¢itého znaku, pouzije se misto analyzy rozpty-

5 t-test - matematicka statistika porovnavajici sttedni hodnoty dvou vybérd.
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lu linearni model. Analyza rozptylu je pro vic neZ jeden znak znacné vypocetné narocna

metoda a je pro ni témér vzdy potieba pocitac se specialnim statistickym softwarem.

Jednofaktorova ANOVA

Jedna se o postup pro testovani hypotéz, Ze stfedni hodnota K populaci je shodna,
pricemz K > 2. Jednofaktorova ANOVA porovnava stiedni hodnoty vybért nebo skupin a
nasledné ucini zavér o strednich hodnotach téchto populaci. Jednofaktorova ANOVA sviij
nazev nese podle toho, Ze pracuje vZdy s jednou nezavislou proménnou ¢i faktorem, neboli
s jednim priznakem.

Pro testovani, zda je rozdil dvojice stfednich hodnot vétsi, nez nahodné zptlisobeny
rozdil, Ize nejprve provést sérii t-testli na K stiednich hodnot vzorki - nicméné tento po-
stup se potyka s dilezitym problémem (napi. nardst chyby I. druhu¢). Postup vyvinuty
panem R. A. Fisherem zvany ANOVA umoZiiuje testovat hypotézu rovnosti stfednich hod-
not K populaci, zatimco udrzuje chybu I. druhu na predem stanovené (apriorni) a trovni.
ANOVA pracuje pouze s jednou nezavislou proménnou. Nezavislou proménnou muizeme
u vyzkumu ridit nebo ovladat; jedna se typicky o kategorickou proménnou, coZ znamena,

Ze rozdéluje jednotlivce do dvou ¢i vice skupin.

Hypotéza pro jednofaktorovou ANOVA
Nulova hypotéza (H) pri testovani jednofaktorové ANOVA fik4, Ze stfedni hodnoty

populaci jsou si rovné.

Ho:py = pp =+ = pig (2.9)

Alternativni hypotéza (H,) tika, Ze stfedni hodnota alesporii jedné skupiny je signifi-
kantné odliSna od stfednich hodnot zbyvajicich skupin.

Hg:pi = py (2.10)
Pro néktera i, k, kde i a k zastupuji unikatni skupinu.

Predpoklady

1. Predpoklad nezavislosti rika, Ze pozorovani jsou nahodnymi a nezavislymi
vzorky populace. Nulova hypotéza rika, ze vzorky pochazeji z populaci se stejnymi stied-
nimi hodnotami. Vzorky museji byt nahodné a nezavislé, pokud maji byt reprezentativnimi

vybéry populace. Hodnota jednoho pozorovani nema souvislost s jinym pozorovanim.

6 Chyba I. druhu - chybné rozhodnuti u¢inéno poté, co test odmitne pravdivou nulovou hypotézu.

18



2. Predpoklad normality tika, Ze rozdéleni populaci, ze kterych vzorky pochazeji,
je normalni. Pro testovani predpokladu normality 1ze napriklad pouzit bézné uzivany Sha-
piro-Wilkav test, nebo Lillieforstiv test, ktery ovéruje hypotézu, Ze data byla vybrana
znormalné rozloZené populace. Z tohoto testu je porovnana p hodnota je porovnana
s apriorni hladinou « (statisticka hladina vyznamnosti) - vysledkem je zamitnuti (p < a)
nebo prijeti (p > @) nulové hypotézy. Hladinu a volime podle velikosti vzorku - bézné pou-
zivanymi hodnotami jsou 0.05 a 0.01.

3. Test homogenity rozptylu je dalSim krokem ANOVA, kde nulova hypotéza pred-
poklada, ze neexistuje rozdil v rozptylech vybéra. Pro testovani miZe byt pouzit Leventv
F-test rovnosti rozptylii. Leveniiv test pouziva pro testovani piredpokladu homogenity

rozptylu hladinu vyznamnosti nastavenou apriorné pro ANOVA (napf. a = 0.05).

Poruseni piredpokladu jednofaktorové ANOVA

Pokud je statisticky postup ovlivnén porusenim nékterého predpokladu, rika se, Ze
postup je robustni s ohledem na dany predpoklad. Jednofaktorovda ANOVA je robustni
s ohledem na poruseni predpokladl s vyjimkou pripadu nerovnosti rozptyli s odliSnou
velikosti vzorkl. To znamen3, ze ANOVA miiZe byt pouzita pro rozptyly jen priblizné stej-
né pouze, kdyz pocet subjektl ve vSech skupinach je rovny (kde rovny muze byt definovan
tak, aby vétsi skupina nebyla vétsi nez 1%zkrat nezZ mensi skupina). ANOVA je také robust-
ni v pripadé, Ze maji data pouze ptibliZné normalni rozdéleni. Miizeme tedy pouzit jedno-
faktorovou ANOVA i v ptipadé, Ze predpoklad homogenity rozptylu (pokud rozptyl vétsi
skupiny neni vice nez 4 nebo 5nasobny oproti mensi skupiné) nebo predpoklad normality
neni zcela dodrzen. Obecné poruseni predpokladii méni hodnotu chyby I. druhu. Misto
toho, abychom pracovali na stanovené hladiné vyznamnosti, miiZe byt soucasna hodnota
chyby 1. druhu mensi nebo vétsi v zavislosti na tom, ktery predpoklad byl porusen. Pokud
populace vzorku neni normalni, je efekt chyby I. druhu minimalni. Pokud se lisi rozptyly
populaci, mliZe nastat problém v piipadé, Ze velikosti vybérl nejsou stejné. Pokud veétsi
rozptyl souvisi s vétSim vybérem, pak F test priliS konzervativni. Pokud je mensi rozptyl
spojen s vétSim vybérem, F test bude prilis liberalni. (Pokud je hladina a 0.05, ,konzerva-
tivni“ znamena, Ze soucasna hodnota je mensi nez 0.05.) Pokud jsou velkosti vzorki stej-
né, efekt heterogenity rozptyli (napr. porusSeni predpokladu homogenity rozptylu)
na chybu I. druhu je minimalni. Jinymi slovy, efekt poruseni predpokladii svym zplisobem
souvisi s tim, jaky predpoklad byl porusen. Pokud jsou poruSeni extrémni - s ohledem
na normalitu a homogenitu rozptylu - je alternativnim testem misto jednofaktorové ana-
lyzy rozptylu Kruskal-Wallisiiv test. Jedna se o neparametricky test, ktery je pouzit

pro K nezavislych skupin a nepiredpoklada normalitu populace. [30]
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2.3.3 Zakladni Klasifikac¢ni techniky dat

2.3.3.1 Statistické rozpozndvani vzorti
Statistické rozpoznavani vzorl se uplatiiuje v mnoha oborech, jako jsou medicina,

pocitacové vidéni, robotika, vojenstvi, primysl a v mnohych dalSich. Prvnim krokem
v rozpoznavani vzorl je vybér priznaki, které budou pouzity pro rozliSeni trid. Spravny

vybér priznaki je nezbytny pro vytvareni presnych klasifikatort. [6]

Kdyz jsou priznaky vybrany, obdrzime vzorek téchto priznakl (features) pro rtzné
tridy. Neboli my nachazime objekty nalezici do jednotlivych tiid a mérime priznaky. Kazdy
pozorovany soubor méfeni priznaku (case, pattern, vzor) ma oznaceni tridy (class label).
KdyZ mame data, o kterych je znamé jejich prirazeni k jednotlivym tfidam, mizeme pouzit
tuto informaci k vytvoreni metodologie, kterd bude jako vstup ptijimat ndméry priznakt

a jejimz vystupem bude ttida, ke které tato méreni nalezi.

Obecné lze tici, Ze mezi ptivodni podobou matice priznakl a kone¢nym oznacenim
trid, se mize podoba této ptivodni matice nékolikrat zménit: ptiznakova matice se upravu-
je a vybérem - selekci priznakd, normalizaci priznaki (scalling), linearnim nebo nelinear-
nim mapovanim (extrakce ptiznaki), klasifikaci mnozinou Kklasifikatorti nebo kombinaci
Klasifikatort a finalnim oznacenim. V kazdém tomto kroku jsou data transformovana ma-

povanim. [39]

2.3.3.2 Vybér klasifikatoru

Aspekty, které pri vybéru Klasifikatort sledujeme, jsou apriorni pravdépodobnost,
rozdéleni dat, mnoZstvi trénovacich dat a funkce ceny. Nejprve je nutné zvolit metodu,
pomoci které hodnotime generalizacni vykon Kklasifikatoru. Jednou z moZnosti je odhad
tohoto vykonu pomoci stfednich hodnot z nezavisle vybranych testovacich dat datasetu.
Pfi porovnavani klasifikatorti miiZe tato metoda vykazovat nepredvidatelné nedostatky

(vice v [8]).

2.3.3.3 UCceni a prizpiisobeni klasifikdatoru

V nejSirSim slova smyslu kazd4d metoda, kterd obsahuje informaci z trénovacich
vzork( pii navrhu klasifikatoru, vyuziva uceni. Vytvareni klasifikatorti pak zahrnuje pouzi-
ti néjakého typu modelu nebo typu klasifikatoru a pouziti trénovacich vzorkd k nauceni ¢i
odhadu neznamych parametri modelu. Uceni je formou algoritmizace, ktera zmensuje
chybu na trénovacich datech. Uceni miiZe mit nékolik zakladnich forem - uceni s ucitelem
(supervised learning), uceni bez ucitele (unsupervised learning) a tzv. posilené uceni (rein-

forcement learning).
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Pfi uceni s ucitelem ucitel poskytne oznaceni tfid nebo cenu pro kazdy vzorek tré-
novaci mnoZziny. U¢eni bez ucitele nebo clustering vyuZziva jakési ,ptirodni seskupovani”
vstupnich vzorkl. U posledniho typu uceni (reinforcement learning) dochazi vypoctem ke
stanoveni predbéznych tiid na trénovacich datech a nasledné pouziti znamé cilové tridy

pro vylepSeni Klasifikatoru. [8]

2.3.3.4 Hodnoceni a porovndvani klasifikdtorti - Piresnost klasifika¢nich modelii
Presnost klasifika¢niho modelu vyjadifuje miru schopnosti modelu klasifikovat ne-
znama data (tzn. data, na kterd model nebyl trénovan). PouZiti trénovacich dat k vypoctu
presnosti modelu by vedlo k chybnym vysledkiim, nebot se jednad o data, na kterych byl
systém trénovan a ktera se pri redlném nasazeni klasifikacniho systému nebudou témér

vyskytovat [46].

Klasifikaci ziskame piedpokladané zarazeni jednotlivych vzorkl do trid, které pak
porovnavame se skute¢nym zarazenim, podle toho jsou vSechny klasifikované prvky zara-

zeny do 4 skupin (Tabulka 2.2).

Ptredpovidany pozitivni Predpovidany negativni
Skutec¢né pozitivni TP FN
Skutecné negativni FP TN

Tabulka 2.2: Klasifikace

TP (True Positive): spravné zarazené vzorky do pozitivni tiidy
FN (True Negative): nespravné zarazené vzorky do negativni tridy
FP (False Positive): nespravné zarazené vzorky do pozitivni tridy
TN (True Negative): spravné zarrazené vzorky do negativni tridy
Z téchto udajl poté zjistujeme nasledujici parametry:
e Presnost: Cast spravné Kklasifikovanych subjektt (TP + TN) z celkového poctu sub-
jekti v testovaci mnoziné (TP + TN + FP + FN).

e Senzitivita: Pomér spravné Klasifikovanych dyslektiki (TP) k celkovému poctu

dyslektiki v testovaci mnoziné (TP + FN).
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e Specificita: Pomér spravné Klasifikovanych subjektti kontrolni skupiny (TN)

k celkovému poctu subjektti kontrolni skupiny v testovaci mnoziné (TN + FP).

Krizova validace

KriZova validace se typicky vyuziva pro urceni miry klasifika¢ni chyby pro aplikace
vyuzivajici rozpoznavani vzora nebo pro predikci chyby pii vytvareni klasifikacnich mode-

. [6]

V jednoduché validaci nahodné rozdélime mnozinu oznacenych trénovacich vzorkl
D na dvé Casti: z nichZ jedna je pouZita jako tradi¢ni trénovaci mnoZina pro Upravu para-
metrii modelu. Druhd mnozina dat - validacni - je pouzita pro odhad generaliza¢ni chyby.
Vzhledem k tomu, Ze nasim cilem je co nejmensi generaliza¢ni chyba, trénujeme klasifika-
tor do chvile, kdy je chyba minimalni. Je nezbytné, aby valida¢ni (testovaci) mnoZina neza-
hrnovala body pouZzivané pro trénovani parametra v klasifikdtoru - metodologicka chyba

znama jako ,testovani na trénovaci mnoziné“. [8]

Jednoduché zobecnéni vySe popsané metody je m-fold cross-validace. (Pro m-fold va-
lidaci se vstupni mnoZina dat rozdéli na m podmnoZin a proces se m-krat opakuje. Limitn{
ptipad, kdy m je rovno poctu vzorki-1 se nazyvd leave-one-out.) V tomto piipadé je tréno-
vaci mnoZzina ndhodné rozdélena do m disjunktnich podmnoZin stejné velikosti m/n, kde n
je pocet vzori v D. Klasifikator je trénovan m-krat, pricemz je vzdy jedna mnozina ,drze-
na“ jako valida¢ni set. 0dhadovany vykon klasifikatoru se vypocte ze strednich hodnot m

chyb. Tato technika mtZe byt vyuzita prakticky pro kazdou klasifika¢ni metodu.

Validace je heuristicka a nemusi v kazdém piipadé klasifikatory vylepsit. Nicméné
validace je extrémné jednoducha a pro mnoho skutecnych problému vylepsuje generali-
zacCni presnost. Existuje nékolik metod pro vybeér casti y z datasetu D, ktera bude pouzita
jako valida¢ni mnozina (0 < y <1). Skoro vzdy by méla validacni mnozina predstavovat
mensi ¢ast datasetu (y < 0.5), tradi¢né se voli valida¢ni mnozina y = 0.1, tato hodnota byla

prokazana jako efektivni v mnoha ptipadech.

KriZova validace je od zakladu empiricky postup, ktery testuje klasifikator experi-
mentalné. Pokud jednou natrénujeme Klasifikator za pouziti kiizové validace, valida¢ni
chyba ndm da odhad presnosti findlniho klasifikdtoru na neznamé testovaci mnoziné. Po-
kud skute¢nd, avSak neznama mira chyby je p a pokud k z n* nezavislych, nahodné vybra-

nych testovacich vzorki je chybné klasifikovanych, poté k ma binomické rozdélent:
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P(k) = (’,1{) p*(1—p)" (2.11)

2.3.3.5 Vybeér priznakii

Vybér rozpoznavacich ptiznakil je rozhodujicim krokem a zavisi na charakteristi-
kach oblasti problému. Pristup k vzorovym datlim je jisté hodnotny pro vybér mnoziny
priznakd. Nicméné dilezitou roli hraje také apriorni védomost. [8] NejcastéjSimi metoda-
mi vybéru piiznaki je extrakce, kdy dochazi ke zvySeni poctu priznakd, dale selekce (vy-
bér) priznakl. NejbéznéjSimi piistupy k selekci priznakd jsou forward search - zacina

s prazdnym souborem ptiznaktl a backward search - za¢ind s plnym souborem piiznakd.

Vybér priznaki metodou Wrapper

V metodé wrapper je vybér mnoZiny priznakd provedena algoritmem strojového
uceni, ktery predstavuje ,Cernou skrinku®. Algoritmus pro vybér piiznakd hleda vhodnou
podmnozinu priznakil za pouZziti samotného algoritmu strojového uceni, ktery je soucasti
vyhodnocovaci funkce. Vyhodnocovaci funkce hodnoti presnost klasifikdtoru, podle niz
zvoli nejvhodnéjsi kombinaci priznakd. Touto vyhodnocovaci funkci mize byt kiizova

validace (Obrazek 2.9). [37]

I‘nput > | Feature subset scﬂrchl - Induction
features Algorithm

L

| Feature subset eva]uationl
7

| Induction Algorithm |

Obrazek 2.9: Wrapper - Algoritmus ma privlastek indukéni diky své schopnosti indukovat obecné zavéry z
konkrétnich prikladl [34]
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3 Metodika

3.1 Uvod

Na (Obrazek 3.1) jsou nastinény jednotlivé kroky ziskdvani a zpracovani zaznami
z vySetieni oCnich pohybti. Predmétem této diplomové prace jsou kroky znazornéné zele-
nou barvou, tedy hodnoceni kvality zdznami a vybér zaznam, piedzpracovani zaznami a
statistické vyhodnoceni a Kklasifikace dat. Dale se budu jednotlivymi kroky zabyvat

podrobnéji.

1. Hodnoceni kvality 4. Statistické

Ziskani zaznam( a vybér = Prtza;:lzzr:)ar;cgvam 3 ZZé!JZr:;:rc;v;m vyhodnoceni a
zaznamu zdznamu klasifikace dat
' N '
Hodnoceni Kontrola i:f:;?éarfae Statistické
Soubor kvality zéznam zaznam( tloh vyhodnoceni
dat 4 ¥ J J
~
2 3 Korekce Zpracovani Klasifikace dat
Soubor fet et ‘ zdznamu J pfiznakl
stimul( ‘

Obrazek 3.1: Proces ziskavani a zpracovani dat

3.2 Ziskani dat
V ramci vyzkumného projektu & TA 01011138: Sledovdni ocnich pohybii pro diagnos-

tiku v neurovéddch bylo zméieno 378 Zakd SZS (217 chlapcii/161 divek, niZe vidime véko-
vé rozloZeni skupiny zdravych jedincti (Obrazek 3.2) a skupiny dyslektikd (Obrazek 3.3).
ZAci podstoupili baterii sedmi diagnostickych okulometrickych testi pofizenych systé-

mem snimani o¢nich pohybi.

3.2.1 Pouzita technologie k ziskani dat

Pro ucely snimani oc¢nich pohybi byl pouzit systém 14Tracking®, ktery byl vyvinut
spole¢nosti Medicton Group s.r.o., za prispéni CVUT v Praze. Tento systém pracuje na za-
kladé videookulografické metody, ktera pouziva ke sledovani polohy oka a jeho stavu o¢ni

kameru.

Zdravé déti
w 100
9 50
: .
,3 0 | I I [ | [ | - M Chlapci
5 6 7 8 9 10 11 12 Divky
Vék

Obrazek 3.2: RozloZeni dat podle véku a pohlavi u kontrolni skupiny zdravych déti
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Dyslektici

I . B Chlapci
0 - Divky
9 10 11

Cetnost

Vék

Obrazek 3.3: RozloZeni dat podle véku a pohlavi u skupiny dyslektika

3.2.2 Popis okulometrickych testt

Diagnostika specifické vyvojové dyslexie je zaloZena na vizudlni stimulaci probanda
prostirednictvim specidlnich stimulti. Jako vizualni podnéty se pouZzivaji neverbalni tlohy
(napft. dité sleduje sekvenc¢né body ve statickém ¢i dynamickém provedeni) z diivodu dia-
gnostiky i predSkolnich déti. V ramci projektu byla v konzultaci s odborniky vytvorena
sada uloh, ktera tvori baterii okulometrickych testi. Baterie okulomotorickych uloh byla
navrzena a ovérovana tak, aby zachytila nejc¢astéjsi vyvojové poruchy uceni (dyslexie, dy-
sortografie, dysgrafie, dyskalkulie aj.), ADHD, vyvojové poruchy jazyka (dysfazie), poruchy
citové vazby, poruchy autistického spektra, intelektovou disabilitu. Zahrnuje alohy o¢nich
pohybii, které jsou kontrolovany jak z nizsich etazi CNS (reflexy), tak z vyssich etazi CNS

(voluntarni o¢ni pohyby). Jedna se predevsim o tyto dil¢i vySetieni:

Vysetreni fixacni stability predstavuje ulohu s cilem fixovat pohled na tercik upro-
stied obrazovky. Obsahuje variantu optokinetickd, stimulujici optokineticky nystagmus a
znesnadnujici fixaci. Doba tlohy opét 10 s. Prechod z jedné varianty do druhé bude plynu-
ly: s ndstupem jedenacté vteriny naskoci na obrazovce béhem jedné - dvou vtefin svislé
svétle a tmavé Sedé pruhy, které se zacnou ihned pfti svém zjevovani pohybovat ve sméru

zprava doleva. Rychlost pohybu 5°/s. [32]

Vysetreni plynulych sledovacich o¢nich pohybti (PSOP) predstavuje tulohu, u které je
cilem plynule sledovat stimul pohybujici se horizontalné na obrazovce. Vice o tiloze fixacni

stabilita dale v kapitole 3.5.1.

VySetieni sakdd I predstavuje tlohu sekvencniho sledovani, pti které se na obrazov-
ce postupné objevuji terciky a cilem je na né presunovat pohled. V ivodni, leh¢i fazi jsou
doby, kdy jsou jednotlivé terciky zobrazeny, konstantni a trvaji cca 350 ms. Rovnéz vzda-
lenosti mezi jednotlivymi stimuly jsou v tvodni fazi konstantni (ne méné nez 3°). V nava-
zujici druhé, tézsi fazi se proménuji doby podnét(, a soucasné se proménuji i vzdalenosti

mezi terciky.
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Vysetieni sakdd Il predstavuje u ulohy sekvenctniho sledovani, pri které si dité samo
urcuje tempo. Na obrazovce naskoci 6 radek tercikli po Sesti tercicich v kazdé iadce a ci-

lem je se podivat na vSechny terciky ve sméru jako by se jednalo o ¢tenf textu.

VySetieni pro-sakdd predstavuje klasickou sakadickou ulohu. VysSetfovana osoba fi-
xuje nejprve bod ve stifedu obrazovky, a jakmile se objevi sakadicky podnét na jedné ¢i
druhé strané obrazovKky, piresouva sviij pohled k nému. Strana, na které se sakadicky pod-

nét objevi, se vybira ndhodné.

VySetieni anti-sakdd predstavuje anti-ulohu ke klasické sakadické tuloze. VySetrova-
na osoba je instruovana, aby se podivala na opac¢nou stranu, neZ na které se objevil saka-

dicky podnét, a zhruba stejné daleko od fixa¢niho bodu.

Vysetieni gravitacniho stiedu ptedstavuje ilohu obdobnou klasické sakadické tloze,
ale v nékterych ¢asovych okamzicich se namisto jednoho terciku zobrazi dva terciky blizko

u sebe a zkouma se, kam mif{ prvotni sakadicka reakce. [32]

3.3 Hodnoceni kvality zaznamt a vybér zaznami
Nejprve byla vyhodnocena kvalita jednotlivych zaznamt. Toto hodnoceni bylo pro-

vedeno pomoci vyhodnocovaciho nastroje (Obrazek 3.4), ktery je soucasti programového
balicku Eye Movements Signal Analysis (EMSA, dale jen toolbox) v prostiedi Matlab. Tento
nastroj postupné prochazi zaznamy podle uZzivatelem zvolenych kritérii - vék, diagnoza,
uloha, a umoznuje ke kazdému zaznamu ptiradit hodnoceni. U kazdého jednotlivého za-
znamu byla hodnocena jeho celkova kvalita (plynulost signalu) a mnozstvi artefaktd, které
se v signalu vyskytovaly. V zaznamech se vyskytovaly artefakty technické zptisobené ne-
spravnou kalibraci, Spatnou detekci zornice nebo chybou pii samotném méreni, ale také
artefakty biologické zplisobené vétSinou mrknutim pacienta - vtomto pripadé nebyla
zornice detekovana, coz se v zaznamu projevilo chybéjicimi hodnotami (Obrazek 3.5). Né-
které zaznamy obsahovaly vice tloh za sebou, proto se pii hodnoceni muselo prihlédnout
jak k celkové kvalité zaznamu, tak ke kvalité jednotlivych uloh, které zaznam obsahoval.
Zaznamy byly na zdkladé své kvality oznaceny hodnotou 1 - 5, zaroven byly béhem hod-

noceni vyirazeny zaznamy, které byly zatiZzeny Spatnou kalibraci.

Ackoli vétSina zaznami vykazovala vysokou kvalitu, pro pouziti v diplomové praci
bylo nutné vybrat zaznamy s minimalnim poctem artefaktd, tedy zaznamy s hodnocenim 1
a 2. Nejprve byly vybrany zaznamy déti s dyslexii a déti s dyslexii v kombinaci s jinou po-

ruchou. K témto zaznamiim byla nasledné vybrana kontrolni skupina zaznamu zdravych
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déti tak, aby tento vybér svym sloZzenim odpovidal vybéru zaznami dyslektiki z hlediska
véku, typu ulohy a kvality zaznamu. Celkové bylo pro dalsi zpracovani vybrano 24 zazna-

miu dyslektickych a 48 zaznami zdravych déti.

3.4 Priedzpracovani zaznamu
Na vybranych zaznamech byla dale provedena ruc¢ni korekce artefaktli v zdznamech

za pomoci stejného vyhodnocovaciho nastroje jako hodnoceni zaznami (Obrazek 3.4).
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Obrazek 3.4: Cervend vyznatené artefakty po korekci. Fyziologické ,,odskoky* v zdznamu se vyznacuji
del$im trvanim.

Ackoli 1ze technické artefakty zpravidla v zdznamu vizualné odlisit, kazdy ,odskok*
byl pred jeho odstranénim porovnan se snimkem oka zachycenym kamerou v dany oka-
mzik. Ze snimku je ziejmé, zda k ,odskoku” polohy pupily ve skutec¢nosti doslo, ¢i nikoli.
Pokud se artefakt potvrdil, byl odstranén, pricemZ odstranéné artefakty byly v zaznamu
oznaceny Cervenou barvou, aby bylo mozné provést rychlou zpétnou kontrolu, zda byly

tyto artefakty detekovany a oznaCeny spravné.

Artefakty, které se projevuji jako ,odskoky” v signalu a jsou zptisobeny nespravnou
detekci polohy pupily v dany okamzik. Vyznacuji se zpravidla kratkym trvanim, coz je sig-
nifikantné odliSuje od , 0dskok“ zpisobenych chaotickym pohybem oka, pri kterych se
oko opravdu znatelné odchyli od predpokladané trajektorie. Tyto odskoky maji zpravidla
delsi trvani. K nespravné detekci pupily dochazi zpravidla ve chvili, kdy vySetrované dité

mrka (Obrazek 3.5).
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Obrazek 3.5: Chvile, kdy dochazi vlivem mrkani k nespravné detekci pupily. V signalu je vyznacena cer-
vend oprava tohoto artefaktu.

3.5 Zpracovani zaznami
Vsechna namérenda data byla po ru¢ni korekci dale zpracovana pomoci vysSe zminé-

ného balicku EMSA Toolbox. Toolbox umoziiuje mimo jiné automatickou Kklasifikaci ¢asti
zaznamu na sakady a fixace. Dale umoziuje vypocet obecnych priznaki, coz predstavuje
vypocet priznaki signalu, které nezavisi na prezentovanych stimulech. Jedna se o parame-
try sakad a fixaci: jejich pocet, Casy, sméry pohybi, atd. Dale toolbox umoznuje export vi-
deozaznami ¢i obrazku se stimuly a projekci pohledu oka, doby setrvani v zénach zajmu, a

dalsich priznaki specifickych pro jednotlivé stimuly.

Zaznamy byly pomoci vyse zminéného toolboxu segmentovany na jednotlivé tlohy.
V jednotlivych tlohach se vyhodnocovaly hodnoty priznaki relevantnich pro danou dlohu.
Zpracovanim dat byly ziskany hodnoty vSech priznakl pro skupinu déti s dyslexii a

pro kontrolni skupinu.

3.5.1 Fixacni stabilita

Vypocet piiznaki specifickych pro jednotlivé stimuly piredstavuje velmi Sirokou ob-
last. Riizné stimuly je vhodné hodnotit rtiznou sadou ptiznakd. Pro tucely diplomové prace
byla kdalSimu statistickému zpracovani zvolena uloha fixaéni stabilita. Proto
se v nasledujici kapitole budu touto ulohou bliZe zabyvat, dale se pak budu vénovat statis-

tické analyze hodnot priznaka z této ulohy.
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Popis dlohy: dité pozoruje bod, z kterého nema spustit o¢i. Nejprve varianta uni-
formni: tecka je Cerna a pozadi bilé (Ci svétle Sedé). Doba tlohy: 10 s. Poté varianta opto-
kineticka, stimulujici optokineticky nystagmus znesnadnujici fixaci (Obrazek 3.6). Doba
ulohy opét 10 s. Prechod z jedné varianty do druhé bude plynuly: s nastupem jedenacté
vtefiny naskocCi na obrazovce béhem jedné - dvou vterin svislé svétle a tmavé Sedé pruhy,
které se zacnou ihned pfi svém zjevovani pohybovat ve sméru zprava doleva. Rychlost

pohybu 5°/s. Po skonceni naskoc¢i prazdna obrazovka. [32]

Obrézek 3.6: Fixacni tloha. Vlevo varianta uniformnf, vpravo varianta optokineticka

Na (Obrazek 3.7) vidime porovnani idealniho a redlného pribéhu ocnich pohybt
v Case a prostoru se rovna nule. Prostorové nerozliSujeme, zda se dité odklonilo od fixova-
ného ter¢iku doprava-doleva ¢i nahoru-dolli; podstatna je velikost odklonu a jeho trvani

v Case. [32]

odchylky v fase a
I:‘ prostoru

amplitud doprava, — realny prib&h pohybd

apohybu nahoru

............ idealni prib&h pohybi

doleva, L

{stupné&)

v

Obrézek 3.7: Pribéh o¢nich pohybti v tloze ,fixace bodu” [33]

Na (Obrazek 3.8) vidime redlné namérené signaly dyslektika (vlevo) a zdravého dité-

te (vpravo). V horni casti se nachazi varianta uniformni, v dolni ¢asti optokineticka.

U vyvojovych poruch uceni, predevsim u dyslexie, dochazi k ¢astéjSim odchylkam od ide-
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alniho priibéhu, k tzv. odskoklim od bodu fixace, coz je patrné zejména na optokinetické

varianté u dyslektika. Cervené jsou znazornény fixace, Cerné sakady.
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Obrazek 3.8: Namétené zaznamy uniformni a optokinetické tlohy [33]

V uloze fixacni stabilita jsme sledovali celkem 16 priznakd, jejichZ ndzev a oznaceni

Ize nalézt v Priloze ¢. 1.

3.6 Statistické vyhodnoceni a klasifikace dat

3.6.1 Priizkumova a popisna analyza dat
Prizkumova analyza dat byla provedena v prostiedi Matlab za pouziti zakladnich
statistickych funkci a funkci navrzenych specialné pro nami zpracovavana data - funkce

boxplot features.mahistogram features.m
Boxplot features.m

Vstupem této funkce jsou hodnoty daného priznaku, indexy hodnot, které oznacuji
dyslektiky a déti z kontrolni skupiny a nazev priznaku. Funkce hodnoty priznaki rozdéli
dle index{ na dvé skupiny - dyslektiky a kontrolni skupinu, tyto dale vyhodnocuje. Vystu-
pem funkce je graf obsahujici soubézné krabicové grafy pro obé skupiny (Obrazek 3.9).
Na vertikalni ose grafu je znazornéna hodnota daného piiznaku, na horizontalni ose je
oznaceni daného krabicového grafu s po¢tem zaznamij, z nichz byl graf vyhodnocen. Cent-
ralni (Cervend) linie oznacuje hodnotu medianu daného vybéru. Hrany grafu pak oznacuji
1. a 3. kvartil. ,Vousy" grafu zndzoriiuji vzdalend data, nikoli vSak odlehlé hodnoty (outlie-
ry), tyto jsou v grafu znazornény ¢ervenymi kiizky. Ve funkci je integrovana funkce box-

plot.m
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Obrazek 3.9: Krabicovy graf znazornujici hodnoty priznaku ,Pocet odskokid“ pro obé skupiny

Histogram features.m

Funkce opét pracuje se stejnymi vstupy, tedy hodnotami daného ptiznaku, indexy
hodnot, které oznacuji dyslektiky a déti z kontrolni skupiny. Zpracovani vstupnich dat je
obdobné jako u funkce boxplot features.m. Vzhledem k odliSnym hodnotdm v obou
skupinach je nutné histogram dale normalizovat, aby byl v histogramu znazornén stejny
pocet a velikost intervall (tzv. bini). Grafické nastaveni histogramu je upraveno tak, aby
byly prehledné znazornény hodnoty obou pozorovanych skupin v jednom grafu. Na verti-
kaln{ ose vidime pocet déti spadajicich do daného intervalu. Na horizontalni pak hodnotu

daného priznaku. Ve funkci je integrovana funkce hist .m.
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Obrazek 3.10: Histogram znazornujici rozloZeni hodnot pfiznaku ,Pocet odskokii“ pro obé skupiny

Dale byly v ramci popisné analyzy vyhodnoceny zakladni statistické charakteristiky

- stiedni hodnota, median, maximalni a minimalni hodnota priznaku, smérodatna odchyl-
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ka a rozptyl, tyto charakteristiky byly opét vyhodnoceny v prostredi Matlab za pouZiti in-

tegrovanych funkci - mean, median, max, min, std, var.

Vyhodnoceni priizkumové a popisné analyzy

Pro kazdy priznak byly vyhodnoceny vySe zminéné zakladni charakteristiky
pro dyslektiky a kontrolni skupinu. Nize mtzeme vidét vystup analyzy vybranych piizna-
kil - priznak ,Pocet odskokl“, na jehoz dvojici krabicovych diagrami vidime signifikantni
rozdily mezi dyslektiky a kontrolni skupinou, rozdily jsou patrné i z hodnot charakteristik
popisné analyzy. Na druhém ptiznaku ,Primérna délka sakad“, naopak z prizkumové a
popisné analyzy nejsou rozdily mezi skupinami patrné. Hodnoty zakladnich provedenych
statistik pro vSechny priznaky lze nalézt v Priloze ¢. 1., krabicové diagramy a histogramy

pro vSechny priznaky v Priloze €. 2.

Z priizkumové analyzy vyplyva, Ze vyznamné rozdily v provedenych statistikach ne-
vykazuji priznaky: ,Pocet fixaci“, ,Primérna délka fixaci, ,PoCet sakad“ a ,Primérna délka
sakdd“. U ostatnich priznakl vétSina charakteristik rozdily mezi skupinami vykazuje.
Z histograml jednotlivych ptiznak bylo mozné priblizné odhadnout rozdéleni, které
hodnoty priznakii vykazuji. Vizualni odhad byl tvotfen pomoci Distribution Fitting Tool
v Matlab, pri¢emz priznaky vykazovaly pftibliZzné nasledujici rozdéleni: logaritmicko-
normalni - priznaky 1, 2, 3, 4, 8, 9, 10, 14, 15, 16 a exponencialni - ptiznaky 5, 6, 7, 11, 12,
13 (pro nazvy priznaki viz Priloha 1).

Vyhodnoceni priizkumové analyzy pro priznak ,,Pocet odskokii“
Z krabicového diagramu (Obrazek 3.11) je patrné, Ze skupina dyslektiki od kontrol-

ni skupiny se viditelné odliSuje hodnotou medianu (Cervena linie), ale také rozptylem

(modré hrani¢ni linie diagramu). 0dliSna hodnota medianu je patrna také z histogramu.
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Obrazek 3.11: Krabicovy graf a histogram znazornujici hodnoty ptiznaku ,Pocet odskokii“ pro obé skupiny
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Tabulka 3.1: Zakladni statistiky pro ptiznak Pocet odskoki obsahuje vysledky statis-

tik pro jednotlivé skupiny. Vyznamné rozdily jsou patrné témér ve vSech charakteristi-

kach.

Dyslektici Kontrolni skupina
Stfedn{ hodnota 491 1.19
Median 4 0
Minimalni hodnota 0 0
Maximalni hodnota 14 8
Vybérovy rozptyl 15.55 3.82
Smérodatna odchylka 3.95 1.95

Tabulka 3.1: Zakladni statistiky pro ptiznak Pocet odskoki

Vyhodnoceni priizkumové analyzy pro priznak , Priimérna délka sakad”
Na dvojici krabicovych diagrami priznaku ,Primeérna délka sakad“ (Obrazek 3.12)

je naopak zietelna podobnost téchto diagramui. Median se liSi nepatrné a rozptyly obou

skupin jsou také shodné.
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Obrazek 3.12: Krabicovy graf a histogram znazornujici hodnoty ptiznaku ,Priimérna délka sakad“ pro obé
skupiny

Hodnoty zakladnich statistik (Tabulka 3.2) pro priznak ,Primérna délka sakad“

pro skupinu dyslektikd a kontrolni skupinu nevykazuji vyznamné rozdily.

Dyslektici Kontrolni skupina
Stfedni hodnota 1,73 1,63
Median 1,66 1,47
Minimalni hodnota 0,30 0,67
Maximalni hodnota 3,70 3,96
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Vybérovy rozptyl 0,50 0,51
Smérodatna odchylka 0,71 0,72

Tabulka 3.2: Zakladni statistiky pro piiznak Primérna délka sakad

3.6.2 Statistické vyhodnoceni - ANOVA

Motivace pouziti ANOVA

ANOVA pro porovnavani stfednich hodnot dvou skupin by méla poskytnout obdob-
né vysledKky jako t-test. Jeji vyhodou je v§ak mozZné rozsiieni na testovani rozdila vice sku-
pin. Je pravdépodobné, Ze ve studiich, které budou na tuto diplomovou praci navazovat,
budou testovany i dalsi skupiny déti, a sice déti s dyslexii v kombinaci s jinou poruchou,
které jsou v tuto chvili zahrnuty do jedné skupiny s détmi s dyslexii. Pro zachovani univer-
zalniho testovani a pouZitelnost pro pripadné dalsi studie byla proto pouzita ANOVA

a nikoli t-test.

Ovéreni nezavislosti dat
Nezavislost dat ve vSech priznacich je zajisSténa navrzenim adekvatni metodiky stu-

die pied jejim zapocetim.

Ovéreni homogenity rozptyla dat

Pro ovéreni homogenity rozptylu dat byl pouzit Leventv test pro rovnost rozptylt
(v Matlabu funkce Levenetest.m) shladinou vyznamnosti « = 0,05. Tato funkce neni
integrovanou funkci v prostiedi Matlab, je vSak volné dostupna na [36]. Vystupem této
funkce je hodnota statistiky F a pravdépodobnost spojena s timto kritériem. Funkce dale
tuto pravdépodobnost porovna s ur¢enou hladinou vyznamnosti. Pokud je hodnota prav-
dépodobnosti pro F statistiku vétsi nebo rovna hodnoté hladiny vyznamnosti, pak se nulo-
va hypotéza o rovnosti rozptyli nezamitd a predpoklad homogenity rozptylt je naplnén.
Na (Obrazek 3.13) je znazornén priklad vystupu funkce Levenetest.m pro priznak

,Pocet fixaci“.

The number of samples are: 2

1 48 19290.2230
2 24 14957.4330

Levene's Test for Equality of Variances F=3.2219, dfl= 1, df2=70
Probability associated to the F statistic = 0.0770

The associated probability for the F test is equal or larger than 0.05
So, the assumption of homoscedasticity was met.

Obrazek 3.13: Ukazka vystupu funkce Levenetest.m
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Ovéreni normality dat

ANOVA je zaloZena na predpokladu normalniho rozdéleni dat a je robustni vi¢i ne-
velkym poruSenim tohoto predpokladu, pied jejim samotnym pouzitim je vSak dobré
normalni rozdéleni dat ovérit. Pro vizualni ovéfeni normality dat v prostiedi Matlab byly
vyuzity histogramy, které byly soucasti priizkumové analyzy. Dale pak byl vyuZzit normalni
pravdépodobnosti graf, ktery je v Matlabu reprezentovan funkci normplot.m. Kromé
grafického ovéreni jsem provedla také test na normalni rozdéleni, a sice Lillieforsiv test

(v Matlabu funkce 1illietest .m).

Zavéry ovéreni predpokladi

Leventv test homogenity rozptyli dat nezamitl u témér u vSech priznaki hypotézu,
Ze rozptyly v obou skupinach jsou shodné. Pouze u priznaku ,Rozptyl ve druhé ¢asti tlo-
hy“ byla nulova hypotéza o homogenité rozptylu zamitnuta, a tento piredpoklad tudiz ne-
byl naplnén.

Jiz z prizkumové analyzy dat je z histogrami patrné, Ze mnohé priznaky nevykazuji
normalni, ale spiSe logaritmicko-normalni, popripadé exponencialni rozdéleni. Lillieforsiv
test, ktery byl pro testovani normality pouzit, také ve vétSiné pripadd normalitu dat nepo-
tvrdil, a to v obou skupinach (dyslektici, kontrolni skupina). Pro zajisténi normality dat
tedy bylo nutné data transformovat. Na data jsem aplikovala logaritmickou transformaci,
za pouZiti prirozeného logaritmu. Logaritmickou transformaci na ptiznaku ,Odchylka
od idedlu v prvni ¢asti tlohy“ mizeme vidét na (Obrazek 3.14) v podobé normalnich prav-
dépodobnostnich grafii jednotlivych skupin a také na (Obrazek 3.15) v podobé histogra-
mu. Lillieforsliv test na normalni rozdéleni, které jsem poté znovu provedla, normalitu dat
pripustil jiz ve vice pripadech. V (Tabulka 3.3) vidime seznam Cisel priznakd, jejichz nor-
malita nebyla zamitnuta pfed a po transformaci. Histogramy vSech priznaki
pred a po transformaci jsou k nahlédnuti v Priloze ¢. 3.

Lilliforsiv test pted transformaci Lilliforsiv test po transformaci
Dyslektici Kontrolni skupina Dyslektici Kontrolni skupina
4,7,9 - 1,2,3,4,8,9,14, 15,16 4,15,16

Tabulka 3.3: Priznaky vykazujici normalni rozdéleni pted a po transformaci.

Dle vizualniho zhodnoceni histogramt transformovanych dat u ptiznaki 1, 2, 3, 8, 9,
14 pro kontrolni skupinu Ize usuzovat, Ze ackoli Lillieforstiv test normalni rozdéleni zami-

tl, vykazuji tato data po logaritmické transformaci alespon ptiblizné normalni rozdéleni.
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Z histogramt transformovanych priznaku (5, 6, 7 a 11, 12, 13), které pred transfor-
maci vykazovaly spiSe exponencidlni, ne logaritmicko-normalni rozdéleni, je patrné, ze
pouZiti logaritmické transformace nebylo ani vjednom pripadé ucinné. Vzhledem
k prizkumové a popisné analyze dat je vSak ziejmé, Ze se mlze jednat o signifikantni pii-
znaKy a je vhodné se i jejich statistickym zpracovanim dale zabyvat. Vzhledem k tomu, Ze
jsem v dostupnych zdrojich nenalezla efektivni zptlisob, jakym transformovat exponencial-
ni data na normalni, rozhodla jsem se pouzit analyzu ANOVA na tato data s védomim, Ze
byl poruSen predpoklad normalniho rozdéleni. ANOVA se vSak zda byt v ptipadé poruseni
normality robustni, coz doklada napt. i studie [30]. Dle [33] je ANOVA dostate¢né robustni
i pro exponencialné rozloZena data. ANOVA nebude aplikovana pouze na priznak 10 - ,Po-
Cet fixaci“ vzhledem k tomu, Ze pro néj byla zamitnuta hypotéza o homogenité rozptyla a

zaroven hypotéza o normalnim rozdélent.

Kontrolni skupina Log-kontrolni skupina
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Obrézek 3.14: Normalni pravdépodobnostni graf pro pfiznak,Odchylka od idedlu v prvni ¢asti tilohy” pted
(nalevo) a po (napravo) logaritmické transformaci
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Obrdazek 3.15: Pfiznak ,Odchylka od idedlu v prvni ¢asti tlohy“ pied (nalevo) a po (napravo) logaritmic-
ké transformaci

ANOVA

Po ovéreni vySe zminénych predpokladli jsem na datech provedla statistickou ana-
lyzu ANOVA. ANOVA byla provedena v softwarovém prostiedi Matlab pro dvé skupiny déti
(dyslektici a kontrolni skupina). Vliv faktoru (ptiznaku) byl povaZovan za signifikantni

pti hodnoté p niZsi neZ 0.05.

Testovana byla nulova hypotéza, Ze stfedni hodnoty obou skupin jsou stejné, oproti

alternativni hypotéze, Ze mezi strednimi hodnotami obou skupin existuje rozdil (3.1).

Ho:py = iy
Hytpy #

V Matlabu byla pro vypocet pouZita funkce anoval.m, kterd testuje rovnost stfed-

(3.1)

nich hodnot specifikovanych skupin, pricemz zvazuje rozdilny pocet pozorovani ve skupi-
nach. Vstupem funkce anoval.m jsou hodnoty daného priznaku a dale vektor trid, které
znaci, k jaké skupiné dana hodnota prislusi. Vystupem funkce je hodnota p, kterou nasled-
né porovnavame s hodnotou hladiny vyznamnosti a a vyslovujeme na zakladé tohoto po-
rovnani zavér, zda nulova hypotéza o shodnosti stifednich hodnot obou skupin bude ¢i
nebude odmitnuta. DalSim volitelnym vystupem funkce je tabulka hodnot ANOVA Table
(Obrazek 3.16). Poslednim vystupem je datova struktura stats, ve které jsou uchovany
statistiky dilezité pro porovnani stfednich hodnot obou skupin (Obrazek 3.17). Ke zminé-
nym vystupim funkce generuje také kontrolni krabicové diagramy obou skupin (Obrazek
3.17), ptiCemZ zatezy patrné na krabicovych grafech signalizuji hodnotu medidnu v obou

skupinach.
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ANOVA Table

Source 33 df i k] F Frobh>F
Groups 0.407 1 0.40701 0.69 0.407&
Error 41.0454 70 0.58€£42

Total 41.4564 71

Obrazek 3.16: Tabulka ANOVA jako vystup funkce anoval

stats = —_ .
5 i |

gnames: {2xl1 cell} 55 '+'

n: [48 24] . TN

source: 'anoval' /o l \ |
means: [1.1875 4.9167)] \—4

df: 70 ; !

s: 2.7701 — A

o 1

Obrazek 3.17: Struktura stats a krabickovy diagram jako vystup funkce anoval

Matematické vyjadi-eni funkce anoval

ANOVA testuje rozdil stfednich hodnot skupin rozdélenim celkové odchylky

v datech do dvou komponent:

e Rozptyl stfednich hodnot jednotlivych skupin od celkové stfedni hodnoty, y; — y.
(rozptyl mezi skupinami), kde y; je sti‘edni hodnota dané skupiny jay_je celkova
stfedni hodnota

e Rozptyl mezi pozorovanimi v kazdé skupiné od odhadi jejich strednich hodnot

(rozptyl uvnitt skupiny) [38]

Jinymi slovy ANOVA rozdéli celkovy soucet Ctverci (SST) na soucet ¢tverct vzhle-

dem k efektu mezi skupinami (SSR) a soucet ctvercovych chyb (SSE), viz rovnice (3.2).

S8y —3) =S -7) + 580y -5) (3-2)

SST SSR SSE

kde n je velikost vybéru pro j-tou skupinu, j = 1,2.

ANOVA tedy porovnava rozptyl mezi skupinami a rozptyl ve skupinach. Pokud je

pomér rozptylu uvniti skupin k rozptylu mezi skupinami signifikantné vyssi, dochazi
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k zavéru, Ze stredni hodnoty obou skupin jsou od sebe signifikantné rozdilné. To je mozné

zmérit pouzitim statistiky, ktera ma F-rozdéleni s (k - 1, N - k) stupn volnosti (3.3).

SR 1 MSR (3.3)

F= = ~F
SSE k—1,N—-k
/v« MSE

Kde MSR je primér ctverci mezi skupinami, MSE je stfedni kvadraticka chyba
(uvnitr skupin), kje pocet skupin a N celkovy pocet pozorovani (tedy soucet pozorovani
z obou skupin). Pokud je hodnota p pro F statistiku mensi nez hladina vyznamnosti a, po-
tom test zamita nulovou hypotézu, Ze stredni hodnoty obou skupin jsou si rovny. Nejbéz-
néji pouzivanou hladinou vyznamnosti pro zpracovani experimentalnich biomedicinskych
dat je 0,05 a 0,01. Pro nasSe vypocty byla zvolena hladina vyznamnosti 0.05. Na (Obrazek
3.18) je znovu znazornéna tabulka ANOVA, tentokrat vSak s vyznamem a zplisobem vy-

poctu jednotlivych hodnot, kde SS je soucet ¢tvercti a df pocet stupiiii volnosti.

Source 5§ df M5 F p-value
Group (Between) SSR k-1  MSR=SSRf{k—1] MSR/MSE  P(Fyni)=F
Error (Within) SSE M-k  MSE=SSE/(N—K)

Total S5T N-1

Obrézek 3.18: Tabulka ANOVA [38]

Vysledky ANOVA

Vysledky pro logaritmicky transformované priznaky, u nichz bylo normalni rozdéle-

ni potvrzeno nebo které se vizualné blizily normalnimu rozdélenti, jsou v (

Tabulka 3.4).
Nazev priznaku Hodnota F-statistiky Hodnotap  Vysledek hypotézy
1 Pocet fixaci 0.70 0.4056 Ho nezamitnuta
2 Primérna délka fixaci 0.64 0.4259 Ho nezamitnuta
3 Pocet sakad 0.71 0.4030 Ho nezamitnuta
4 Primérna délka sakad 0.18 0.6738 Ho nezamitnuta
8 Pomér rozptylt 0.09 0.7670 Ho nezamitnuta
9 Rozptyl v prvni ¢asti tlohy 6.72 0.0116 Ho zamitnuta
14 Odchylka od idealu v 1. ¢asti 6.08 0.0161 Ho zamitnuta

ulohy
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Odchylka od ideélu v 2. ¢asti
6.64 0.0121 Ho zamitnuta
ulohy

16 Odchylka od idealu 9.96 0.0024 Ho zamitnuta

Tabulka 3.4: ANOVA pro priznaky vykazujici normalni rozdéleni

Pro ptiznaky, u nichZ nebylo normalni rozdéleni potvrzeno ani po logaritmické
transformaci, byla provedena ANOVA na netransformovanych datech s nasledujicimi vy-

sledky (Tabulka 3.5).

Nazev priznaku Hodnota F-statistiky = Hodnotap  Vysledek hypotézy
5 Pocet odskoki v 1. ¢asti ulohy 32.55 2.5697e-07 Ho zamitnuta
6 Pocet odskoki v 2. ¢asti ulohy 7.21 0.009 Ho zamitnuta
7 Pocet odskokt 29 9.1757e-07 Ho zamitnuta
11  Doba v odskocich v 1. ¢asti ulohy 11.29 0.0012 Ho zamitnuta
12 Doba v odskocich v 2. ¢asti ulohy 7.05 0.0098 Ho zamitnuta
13 Doba v odskocich 16.71 0.0001 Ho zamitnuta

Tabulka 3.5: ANOVA pro priznaky vykazujici exponenciadlni rozdéleni

Vysledky ANOVA

ANOVA nalezla signifikantni rozdily mezi skupinami u priznaku ,,Rozptyl v prvni ¢as-
ti ulohy* (Fr1,70)=6.72, p = 0.0116), dale u priznaku ,Odchylka od idealu v prvni ¢asti dlohy“
(Fr1,700=6.08, p = 0.0161) a ,0dchylka ve druhé casti alohy“ (Ff,79)=6.64, p = 0.0121), dale
u piiznaku ,Odchylka od idealu” (Fy,709)=9.96, p = 0.0024). Jako velmi signifikantni se uka-
zaly priznaky, u nichZ nebylo potvrzeno normalni rozdéleni, a sice ,,Pocet odskoki v prvni
casti ulohy* (F1,70=32.55, p < 0.001) a ,Pocet odskokd“ (F1,70) =29, p < 0.001). Signifikantni
vSak byly také priznaky ,Pocet odskokili ve druhé Casti ulohy“ (Fp,700=7.21, p = 0.009),
,Doba v odskocich v prvni casti ulohy“ (Fy,79=11.29, p = 0.0012), ,Doba v odskocich
ve druhé casti ulohy“ (Fp70 =7.05, p = 0.0098) a ,Doba vodskocich® (Fp,709) =16.71,
p < 0.001). U dalsich ptiznakd ,Pocet sakad“, ,Primérna délka sakad“, ,Pocet fixaci“, ,Pri-
meérna délka fixaci“ a ,Pomér rozptyli“ ANOVA nepotvrdila signifikantni rozdil mezi sku-

pinami.
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3.6.3 Pouziti klasifika¢ni analyzy mean-mean a median-median
V ramci statistického vyhodnocovani dat byl navrhnut jednoduchy klasifikator, ktery

se pri urcovani tiidy daného objektu rozhoduje pomoci prahu nastaveného dle vypoctené
stfedni hodnoty (vybérového primeéru) resp. vypocteného medianu dat. V pripadé tohoto
Klasifikatoru se jedna o uceni bez ucitele, nevyuziva se trénovaci a testovaci mnoziny, ale
data se primo Klasifikuji k dané tifidé na zakladé porovnani s prahem hodnot. SpiSe nez
o klasifikaci se tedy jednd o jednoduchou metodu zhodnoceni pouzitelnosti dat

pro naslednou Klasifikaci.

Vypocet hodnoty prahu je patrny z rovnice (3.4), kde D jsou hodnoty piiznaki pro skupinu

dyslektikii a C hodnoty ptiznaki pro kontrolni skupinu.

N N N N
. 1 1 1 1 1 (3.4)
treshold = min N-zDi,N-zCi +N ZDL._N.ZCL S .
=1 =1 =1 i=1
Vypocet prahu v prostredi matlab:
prah = min ([mean (dys) mean (con)])+abs (mean (dys)- mean (con))/2;

Pomoci nastaveného prahovani byla data klasifikovana do dvou skupin.
Z Klasifikovanych dat byly vypoCteny parametry senzitivita, specificita a presnost. Obdo-
bou tohoto klasifikatoru je klasifikator vyuzivajici namisto stifedni hodnoty hodnotu medi-

anu. [ tento byl pro klasifikaci dat pouzit.

VysledKky Kklasifikatoru mean-mean a median-median

Hodnoty parametrt klasifikatoru pro vSechny priznaky pro klasifikdtor mean-mean
a median-median jsou uvedeny Ptiloze €. 4. Nejvyssi presnost mél klasifikator mean- mean
pro priznak ,Pocet odskokil v prvni ¢asti tlohy“ a ,Pocet odskoki“, a sice 78 %. Naopak
nejmensi presnost vykazal klasifikator u priznakt ,Pocet fixaci“, ,Priimérna délka fixaci®,
,Pocet sakad“ a ,Primérna délka sakad“, presnost se zde pohybovala mezi hodnotami 51 -
53 %. Presnost pro ostatni priznaky se pohybovala v 67 % - 75 %. Klasifikator median-
median Klasifikoval data obdobné, pricemz presnost byla jeSté o néco vyssi. Nejvétsi pres-
nost pro klasifikator median-median vykazal také pro priznak ,PocCet odskokt v prvni ¢asti

ulohy*, a sice 82 %.
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3.6.4 Dalsi metody Klasifikace
Pro klasifikace dat byl pouZit balicek PRTools (Matlab toolbox for pattern recogniti-

on) vyvijeny na univerzité v Delftu v Holandsku, volné dostupny pro akademické ucely

na [39].

3.6.4.1 Vybér klasifikatortii
Pro vybér priznaki a naslednou klasifikaci byly zvoleny a nasledné porovnany na-

sledujici klasifikatory (v zavorce je uveden nazev funkce v Matlab):

e Linearni Kklasifikatory: Support Vector Machine (svc), Linear Bayes Normal
Classifier (1dc), Fisher’s Least Square Linear Discriminant (fisherc)
e Kvadraticky klasifikator: Quadratic Bayes Normal Classifier (gdc),

e Neparametricky klasifikator: K-Nearest Neighbor Classifier (knnc)

3.6.4.2 Vybér priznakii
Vybér priznaki byl proveden metodou wrapper za pouziti funkce featself. Jedna

se o doprednou metodu vybéru priznaku (forward feature selection), kdy jsou priznaky
postupné piidavany a hodnoti se nejmensi chyba klasifikatoru pro danou kombinaci pfti-
znakl. Pro vyhodnoceni klasifikatoru béhem vybéru priznakt byla pouzita kiiZova valida-
ce s dvéma slozkami. Z celkového poctu priznakl byly vybirany vzdy dva nejlepsi, na kte-

rych byla nasledné provedena klasifikace.

3.6.4.3 Postup vyhodnocovani klasifikdtoru

Pred samotnou Klasifikaci byl pomoci funkce prdataset vytvoren dataset, ktery
tvorilo 48 kontrolnich subjekti a 24 dyslektiki. Dataset je tvoiren matici hodnot priznakd,
dale obsahuje oznaceni trid jednotlivych pozorovani (labels). V datasetu byla pro jednotli-
vé tridy nastavena apriorni pravdépodobnost pomoci funkce setprior, a sice 0.5 pro
obé skupiny. Dale byla pro odstranéni ptripadnych odlehlych hodnot pouzita funkce re-
moutl, kterd odstranila jednu hodnotu, kone¢ny dataset tedy tvorilo 47 kontrolnich sub-

jektl a 24 dyslektika.

Stézejni Cast klasifika¢niho skriptu tvori for cyklus, ktery prochazi jednotlivé prvky

datasetu. V kazdém kroku ,drzi“ jeden prvek jako testovaci a zbytek dat pouzije pro tréno-

vani (metoda cross-validation leave one out). Data se dale normalizuji pomoci funkce sca-
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lem. V dal$im kroku cyklu dochazi k selekci priznakd pomoci funkce featself. Vstu-
pem této funkce je trénovaci mnozina, zvoleny klasifikator (napft. 1dc), vybér pocCtu pri-
znaki. Zde je mozné vybrat fixni pocet piiznakd, nebo nechat funkci vybrat optimalni po-
Cet priznakd, pri kterém Klasifikator vykazuje nejmensi chybu Klasifikace. Poslednim
vstupnim parametrem funkce fealself je pocCet slozek kiizové validace (tzv. foldi).
Vystupem featself jeoptimalni nebo uzivatelem urceny vybér priznaku pro klasifikaci.
Trénovaci datasetu s optimalnimi priznaky natrénujeme pomoci stejného klasifikatoru,
ktery byl pouzit pro vybér piiznaki, a nasledné otestujeme na testovacich datech, tim zis-

kame pritrazeni jednotlivych subjektl do trid.

3.6.4.4 Vyhodnoceni klasifikace

Pro samotnou klasifikaci byly pouzity klasifikatory uvedené v (Tabulka 3.6) a z ma-
tice zamén (funkce confmat), jeZ byla vystupem Kklasifikace, byly dopocitany sledované
parametry (Tabulka 3.7). Pro Kklasifikatory Idc a qdc byly pouZity logaritmicky transformo-
vané priznaky, které se vice bliZi normalnimu rozdéleni, které tyto klasifikatory pro klasi-

fikaci predpokladaji. Pro dalsi klasifikatory byly pouzity netransformované priznaky.

Estimated Labels
True Labels Totals
0 1
0 41 6 47
1 8 16 24
Totals 49 22 71

Tabulka 3.6: Matice zamén confmat

Z hlediska biomediciny nas nejvice zajimaji parametry senzitivita a specificita, dale

jsme u Klasifikatoru hodnotili parametr presnost.

Klasifikitor PF(E(?/?]ost Sen[zoi/zi]vita Spe[(i)i/(f)i]cita Cisl;f'\g/rl?;ﬁg}?ch
sve 78.87 50.00 93.62 509
knnc 74.65 54.17 85.11 7,13
qdc 72.22 62.50 77.08 7,9
ldc 80.56 79.17 81.25 7,9
fisherc 81.69 54.17 95.74 7,5

Tabulka 3.7: Tabulka: Vysledky klasifikace jednotlivych Kklasifikatort
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VysledKky Kklasifikace

VSechny pouzité klasifikatory zahrnuly do svého vybéru dvou optimalnich ptiznakit

o ((

priznak 7 - ,Pocet odskok(“ nebo priznak 5 - ,Pocet odskokii v prvni casti alohy“, druhy
vybrany priznak byl u kazdého Klasifikatoru odliSny a ve vSech pripadech vsak slo o pfri-
znak, ktery byl predchozi statistickou analyzou vyhodnocen jako vyznamny. Nejvétsi
presnost vykazal linearni klasifikator fisherc (81.69 %), jeho vysokou specificitu (95.74 %)
vSak kompenzovala pomérné nizka senzitivita (54.17 %). Obdobny vysledek vykazal klasi-
fikator svc - vysoka specificita (93.62 %) a nizka senzitivita (50.00 %), tyto Kklasifikatory
by tedy spravné urcily zdravého jedince ve vétSiné piipadt, dyslektika by vsak detekovaly
pouze v poloviné pripadd. Jako nejoptimalnéjsi se zda byt vysledek Klasifikatoru Idc, ktery
klasifikoval s presnosti (80.56 %), pricemz jeho senzitivita (79.17 %) i specificita (81.25
%) byla pomérné vysoka.
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4 Vysledky a diskuze

Priizkumova a popisna analyza, stejné tak jako ANOVA, nenalezla signifikantni roz-
dily mezi dyslektickou a kontrolni skupinou u priznaki ,Pocet fixaci“, ,Primérna délka
fixaci“, ,Pocet sakad“, ,Priimérna délka sakad“ a ,Pomér rozptyli“. Naopak jako velmi sig-
nifikantni se ukazaly byt priznaky ,Pocet odskokl v prvni ¢asti ulohy“(F (,79=32.55, p <
0.001) a ,,Pocet odskoklG“ (F(1,709)=29, p < 0.001). Piiznak ,Rozptyl ve druhé casti tlohy“ byl
ze statistické analyzy ANOVA vyloucCen vzhledem k tomu, Ze u néj nebyly naplnény pied-

poklady rovnosti rozptylli a normalniho rozdéleni dat.

Vysledky analyzy Klasifikatoru mean-mean a median-median byly obdobné, Klasifika-
tor mean-mean mél nejvétsi presnost (78 %) pro priznaky ,Pocet odskokli v prvni ¢asti

ulohy“ a ,Pocet odskokii“, obdobné klasifikator median-median klasifikoval priznak ,Pocet

odskokt v prvni ¢asti tlohy“ s nejvétsi piresnosti (82 %).

Klasifikace, jez byla provedena za pomoci balicku PRTools prokazala obdobné vy-
sledky. Jako nejoptimalnéjsi byl vyhodnocen Klasifikator ldc, ktery pro svou Kklasifikaci
vybral jako optimalni dvojici priznak ,Pocet odskokid“ a ,,Rozptyl v prvni Casti tlohy*“. A
vykazoval zaroven vysokou specificitu (81.25 %) i senzitivitu (79.17 %). VSechny pouZité
klasifikatory vsak jako jeden z optimalnich priznaki pro klasifikaci zvolily ptiznak ,Pocet

odskokid”.
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5 Zavér

Prvnim ukolem v praktické ¢asti mé prace byl vybér a ru¢ni korekce dat. U vSech za-
znami dat jsem za pomoci dostupné programové metody ohodnotila kvalitu zaznam?.
Dale byly vybrany zaznamy déti s dyslexii a déti s dyslexii v kombinaci s jinou poruchou. K
témto zdznamim byla nasledné vybrana kontrolni skupina zaznami zdravych déti tak, aby
tento vybér svym slozenim odpovidal vybéru zaznamu dyslektikd z hlediska véku, typu
ulohy a kvality zdznamu. Z ptivodniho souboru dat bylo vybrano 24 dyslektickych déti a 48
zdravych déti jako kontrolni skupina. Ve vybranych zaznamech jsem poté provadéla ru¢ni
korekci artefaktti, které jsou v datech zptisobeny zpravidla mrkanim, pri kterém dochazi
k zakryti ¢asti zornice, ktera je pak obtizZné detekovatelna. Je ziejmé, Ze urcitym biologic-

kym a technickym artefaktim v datech nelze predejit, a proto je nutné je zpétné korigovat.

Vybrang, korigovana data byla podrobena zpracovani, jez nebylo soucasti mé prace.
Vystupem tohoto zpracovani byl soubor hodnot 16 priznaki, které byly zjednotlivych

zaznami vypocteny.

Mym dalsim tikolem bylo hodnoty téchto priznaki statisticky analyzovat a pomoci
nich najit signifikantni rozdily mezi dyslektiky a kontrolni skupinou déti. V ramci priizku-
mové analyzy jsem vykreslovala skupiny dat pomoci krabicovych grafii a histogramd, jiz
z této grafické interpretace byly patrné signifikantni rozdily mezi skupinami u vybranych
priznakt. Dale jsem provedla popisnou analyzu, kde jsem porovnavala hodnoty zakladnich
statistickych charakteristik - stfedni hodnota, smérodatna odchylka, rozptyl, maximalni a
minimalni hodnota v datech. I tato popisna analyza ukazala signifikantni rozdily v nékolika
ptiznacich. Pro dal$i analyzu - ANOVA - bylo nutné ovérit normalitu rozdéleni.
Z histogram{, které byly soucasti popisné analyzy, bylo patrné, Ze vétSina priznaki nor-
malni rozdéleni nevykazuje, ve vétsiné pripadl se rozdéleni jevilo spiSe jako logaritmicko-
normalni nebo exponencialni rozdéleni. Pro naplnéni predpokladu o normalité dat bylo
tedy nutné tato data transformovat na normalni. Vzhledem k zjevnému logaritmicko-
normalnimu charakteru jsem provedla logaritmickou transformaci, pticemz jsem pouzila
prirozeny logaritmus. Pro ovéfeni normality dat byl pouzit Lilliefors test. Na ovéfenych
datech byla provedena ANOVA. ANOVA prinesla nejvice signifikantn{ vysledky pro ptriznak
»Pocet odskokl v prvni ¢asti ulohy“ a ,Pocet odskokl“. Obdobné vysledky prinesla i klasi-
fikacni analyza mean-mean resp. median-median, Klasifikatory vykazaly nejvétsi presnost

pro piiznaky ,Pocet odskokl v prvni ¢asti ulohy” a ,Pocet odskokii“.

V posledni ¢asti mé prace byla provedena zakladni klasifikace dat pomoci balicku

PRTools, pricemz ke Klasifikaci bylo pouZito 5 klasifikatord. V ramci klasifikace probihala
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pomoci dvouslozkové krizové validace i selekce priznakd, piicemz byla klasifikatorem pro
Klasifikaci vzdy vybrana dvojice optimalnich pifiznaki. Vykonnost Kklasifikatort byla poté
hodnocena podle parametrl - specifita, senzitivita a presnost. Nejlepsi vysledky klasifika-
ce prokazal linearni Klasifikator Idc ktery jako optimalni zvolil dvojici piiznaki ,Pocet od-

skokl“ a ,Rozptyl v prvni ¢asti ulohy*.

Z provedenych statistickych a klasifikacnich analyz je patrné, Ze nejvétsi rozdily me-
zi skupinou dyslektikli a kontrolni skupinou jsou prokazatelné u priznaki ,Pocet odskokt
v prvni c¢asti ulohy“ a ,Pocet odskoki“. U piiznaki ,Pocet sakad”, ,Primeérna délka sakad”,
»Pocet fixaci“, ,Primérna délka fixaci“, ,Pomér rozptyli“ nebyl potvrzen signifikantni roz-
dil mezi skupinami. U zbyvajicich ptiznakli ANOVA potvrdila signifikantni rozdily mezi

skupinami.

Provedené statistické a klasifika¢ni analyzy tedy prokazaly, Ze existuji signifikantni
rozdily v hodnotach nékterych priznaki okulometrické tulohy fixacni stabilita, které by

mohly napomoct k véasné diagndze dyslexie u déti predskolniho véku.
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Piiloha 1 - Seznam piiznaki s hodnotami statistik prizkumové analyzy

Cislo Nazev priznaku Stredni hodnota Median Maximalni hodnota Minimalni hodnota Rozptyl Smérodatna odchylka
priznaku
Dyslexie Kontrolni | Dyslexie Kontrolni | Dyslexie Kontrolni | Dyslexie Kontrolni | Dyslexie Kontrolni | Dyslexie Kontrolni{
1 Pocet fixaci 200.71 191.90 182 138 514 534 28 33 14957.43  19290.22 | 122.30 138.89
2 Primérna délka 22.71 30.36 15.93 21.13 123.82 103.24 2.01 1.60 577.13 738.11 24.02 27.17
fixaci
Pocet sakad 199.96 191 181 137 514 533 27 32 14990.04 19297.15 122.43 138.92
4 Primérna délka 1.73 1.63 1.66 1.47 3.7 3.96 0.30 0.67 0.51 0.51 0.71 0.7
sakad
5 Pocet odskoki v 3 0.54 3 0 8 6 0 0 6.61 1.19 2.57 1.09
prvni ¢asti tlohy
6 Pocet odskoki v 1.92 0.65 1 0 11 6 0 0 7.21 1.81 2.69 1.34
druhé ¢asti ulohy
Pocet odskokii 492 1.19 4.5 0 14 8 0 0 15.56 3.82 3.94 1.95
Pomeér rozptyla 1.87 1.68 1.16 1.06 8.64 10.24 0.09 0.17 4.08 4.44 2.02 2.11
Rozptyl v prvni ¢asti 147.66 91.70 104.67 51.36 516.36 405.32 21.53 28.65 15383.97  9270.72 124.03 96.28
ulohy
10 Rozptyl v prvni ¢asti 129.55 73.20 73.34 56.05 510.00 381.66 28.30 22.75 17991.99  4703.78 134.13 68.58
ulohy
11 Doba v odskocich v 1.61 0.40 0.95 0.03 7.13 5.97 0 0 4.27 1.02 2.07 1.01
prvni ¢asti
12 Doba v odskocich v 1.22 0.23 0.41 0.03 11.88 1.91 0 0 6.37 0.20 2.52 0.45
druhé c¢asti
13 Doba v odskocich 2.83 0.626 1.46 0.21 11.88 5.97 0 0 11.43 1.33 3.38 1.15
14 Odchylka od idealu v 913.23 575.16 783.65 420.99 3158.05 2546.34 128.81 190.90 554427.5 234382.2 744.60 484.13
prvni ¢asti
15 Odchylka od idealuv | 1034.05 604.67 681.62 524.29 4732.01 2301.95 199.07 181.79 997074.9 161259 998.54 401.57
druhé casti
16 Odchylka od idealu 1947.27 1179.83 1434.19 985.94 5088.91 4020.73 430.93 401.90 1834659  482975.7 | 1354.50 694.96




Priloha 2 - Krabicové diagramy a histogramy priznak
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Priloha 3 - Histogramy ptiznaki pied (vlevo) a po (vpravo) logaritmické transformaci
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Priloha 4 - Vysledky Klasifikatorti median-median a mean-mean

Median-median Mean-mean
Pfesnost  Senzitivita  Specificita Pfesnost Senzitivita  Specificita
1 0.54 0.58 0.52 0.53 0.42 0.58
2 0.54 0.58 0.52 0.51 0.58 0.48
3 0.54 0.58 0.52 0.53 0.42 0.58
4 0.57 0.63 0.54 0.53 0.46 0.56
5 0.78 0.58 0.88 0.78 0.58 0.88
6 0.69 0.67 0.71 0.68 0.33 0.85
7 0.82 0.71 0.88 0.78 0.58 0.88
8 0.54 0.54 0.54 0.68 0.38 0.83
9 0.71 0.67 0.73 0.71 0.46 0.83
10 0.65 0.63 0.67 0.67 0.29 0.85
11 0.74 0.63 0.79 0.75 0.42 0.92
12 0.71 0.67 0.73 0.69 0.25 0.92
13 0.78 0.67 0.83 0.75 0.50 0.88
14 0.74 0.67 0.77 0.74 0.58 0.81
15 0.65 0.67 0.65 0.69 0.33 0.88
16 0.71 0.71 0.71 0.72 0.46 0.85




