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Poděkováńı
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Abstrakt

Náplńı této práce je obecné hrańı her prostřednictv́ım umělých neuronových
śıt́ı. Experimenty jsou prováděné na ALE, simulátoru herńı konzole Atari
2600. Problém je řešen kombinaćı autoenkodéru a rekurentńı neuronové
śıtě. Konvolučńı nebo plně propojený autoenkodér se na předem gen-
erovaných sńımćıch hry uč́ı jejich reprezentaci v nižš́ı dimenzi. Tento vek-
tor př́ıznak̊u je použit jako vjem herńıho agenta. Rekurentńı neuronová
śıt’ – herńı agent je učen evolučńı strategíı dle dosaženého skóre. Metoda
je testována na vybraných hrách. Herńı agent předevš́ım d́ıky mezerám
v designu her překonává zkušené lidské hráče.

Kĺıčová slova: Obecné hrańı her, Autoenkodér, Umělá neuronová śıt’,
Konvolučńı neuronová śıt’, Rekurentńı neuronová śıt’, Evolučńı strategie

Abstract

The content of this thesis is general game playing by means of artificial
neural networks. Experiments are done on ALE, a simulator of the Atari
2600 game console. The problem is solved by a combination of autoencoder
and recurrent neural network. A convolutional or fully connected autoen-
coder learns low dimensional representations of generated frames from the
game. This feature vector is used as a perception of the game agent. The
recurrent neural network – game agent is taught by the means of evolution
strategy following gained score. The method is tested on selected games.
The game agent is, thanks to design flaws of games, able to overcome
experienced human players.

Keywords: General game playing, Autoencoder, Artificial neural net-
work, Convolutional neural network, Recurrent neural network, Evolution
strategies
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2 Agent a prostřed́ı v RL . . . . . . . . . . . . . . . . . . . . 8
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Kapitola 1

Úvod

Hrańı her je jednou z mnoha úloh umělé inteligence. Od počátk̊u informatiky existuj́ı
snahy vyvinout poč́ıtače a programy schopné porazit člověka. Mnohé hry maj́ı poměrně
snadná pravidla, možná právě proto se zdá, že by v nich poč́ıtače, se svou enormńı
výpočetńı silou, měly excelovat. Zdáńı klame, na pohled jednoduché hry skrývaj́ı často
kombinatorickou explozi variant, tah̊u a rozhodnut́ı. Výpočet optimálńı strategie pak
naráž́ı na časovou nebo pamět’ovou bariéru. Kompletńı řešeńı nebo optimalita herńıho
postupu však neńı vždy nutná. Za pomoci specializovaných algoritmů a heuristik se
dař́ı porážet profesionálńı hráče šach, dámy a nedávno i go.

Náročněǰśı varianta je obecné hrańı her General Game Playing (GGP). Zde se
předpokládá použit́ı stejného, obecného systému pro hrańı v́ıce her. Herńı agent se
muśı přizp̊usobit pravidl̊um každé hry, to zabraňuje použit́ı vysoce specializovaných al-
goritmů. Všestranné algoritmy potřebuj́ı univerzálńı zp̊usob definice herńıch pravidel.
Za t́ımto účelem a pro pohodlné testovańı byl vyvinut např. jazyk Game Definition
Language (GDL). Každoročně se v rámci AAAI konference pořádá GGP soutěž, kde
spolu soupeř́ı univerzálńı hráči v celé řadě her popsaných GDL.

(a) (b)

Obrázek 1: a) Konsole Atari 26001, b) Logo Atari Learning Environment - ALE

Zvláštńı kapitolou v GGP jsou video hry hrané z
”
lidského“ pohledu – tedy jen

na základě vizuálńı informace. Agent si muśı z obrazu odvodit nejen pozici a význam
objekt̊u ale i pravidla a ovládáńı hry. Populárńı testovaćı platformou je herńı konzole
Atari 2600 (obr. 1) z 80. let. Hraje se ovšem na jej́ım emulátoru The Arcade Learning
Environment (ALE)[1]. Atari nab́ıźı pozoruhodné množstv́ı her s prostou grafikou v ro-

1Evan-Amos (Own work) [Public domain], via Wikimedia Commons
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1.0 ÚVOD

zlǐseńı 210 × 160 pixel̊u. Notoricky známé hry jako Pong, Breakout či Space Invaders
úspěšně hraj́ı [2][3].

Tato práce je zaměřena na video GGP s využit́ım autoenkodéru co by extraktoru
a rekurentńı neuronové śıtě jakožto kontroléru. Nejprve je předložen úvod do prob-
lematiky a teorie. Následně se krátce pojedná o dř́ıve aplikovaných metodách hrańı
her na základě videa. Posléze je detailně rozebrána zvolená metoda této práce. Dále
je uveden popis implementace nezbytných knihoven k zprovozněńı vyvinutých skript̊u
a spouštěńı použitého softwaru. V neposledńı řadě jsou předvedeny experimenty –
výsledky naučených herńıch agent̊u jednotlivých her.
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Kapitola 2

Teorie a terminologie

2.1 Neuronové śıtě

Umělé neuronové śıtě jsou inspirované biologickými neuronovými śıtěmi. Jejich základńı
vlastnost́ı je schopnost učit se. Dnes jsou známé architektury schopné klasifikovat mil-
iony obrázk̊u do stovek tř́ıd [4][5], segmentovat objekty v obrazu [6] nebo generovat
uchu libé melodie [7].

Tradičńı neuronová śıt’ Neural network (NN) se skládá z neuron̊u řazených do vrstev.
Neurony jsou propojeny jen mezi dvěma sousedńımi vrstvami, uvnitř vrstev spojeny
nejsou. Analogie s biologickým neuronem je následuj́ıćı: Neuron na jedné straně přij́ımá
signál z okolńıch neuron̊u vstupńımi hranami (dendrit), signál zpracuje (soma) a vyšle
po výstupńı hraně (axon) k daľśımu neuronu.

Matematický model neuronu je poměrně prostý. Každé vstupńı hraně př́ısluš́ı váha –
parametr laděný učeńım. Výpočet aktivace (výstupu) neuronu k napojeného na neurony
0 až m je:

yk = ϕ

( m∑
j=0

wkjxj

)
, (1)

kde wkj znač́ı váhu signálu xj z neuronu j do k. Suma znač́ı přenosovou a ϕ aktivačńı
funkci. Typicky je ϕ sigmoida:

ϕ(x) =
1

1 + e−x
, (2)

mezi daľśı aktivačńı funkce patř́ı hyperbolický tangent, skoková či lineárńı funkce.

Obvykle se ke vstupńım neuron̊um přidává jeden s konstantńım výstupem y0 = 1,
v kombinaci s př́ıslušnou vahou pak tvoř́ı tzv. bias. Bias umožňuje posunut́ı oboru
hodnot aktivačńı funkce nezávisle na vstupu śıtě.

Pokud váhy celé jedné vrstvy seskuṕıme do matice W, lze 1 zapsat jako:

yj = ϕ(Wj · xTj−1). (3)

Přičemž řádky Wj jsou váhy jednotlivých neuron̊u z vrstvy j a xj−1 je vektor signál̊u
z vrstvy j − 1. Výsledný vektor yj obsahuje signály vrstvy j.

Vstupńı vrstva je obvykle lineárńı, pouze distribuuje vstup do daľśı (skryté) vrstvy.
Posledńı vrstva śıtě se nazývá výstupńı. Je prokázáno [8], že neuronovou śıt’ s jednou
a v́ıce skrytými nelineárńımi vrstvami je schopna aproximovat libovolnou funkci, za
jistých podmı́nek. To z NN čińı atraktivńı nástroj k učeńı model̊u tzv. černých skř́ıněk.
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2.1 NEURONOVÉ SÍTĚ

2.1.1 Rekurentńı neuronová śıt’

Obecně mohou být neurony propojeny v libovolné struktuře. Pokud se v grafu śıtě
nevyskytuje žádný cyklus, jedná se o tzv. dopřednou feedforward śıt’. Vyhodnoceńı
každého vstupu je zcela nezávislé na ostatńıch. Opakem dopředné śıtě je rekurentńı
neuronová śıt’ Recurrent neural network (RNN). Ta využ́ıvá zacykleńı signálu k udržeńı
vnitřńıho stavu śıtě, což umožňuje zpracovat závislou sekvenci vstup̊u. RNN tak může
ř́ıdit auto [9] nebo skládat hudbu [7]. Výpočet aktivaćı se nijak nelǐśı od 1 a lze snadno
aplikovat 3. Vektor signál̊u xj−1 se vždy skládá z aktuálńıho vstupu a aktivaćı neuron̊u
v předchoźı iteraci.

2.1.2 Konvolučńı neuronová śıt’

Klasické NN s plně propojenými vrstvami nejsou ideálńı pro zpracováńı obrazu. Kombi-
nace obrázku s hranou o pár deśıtkách pixel̊u a prvńı skrytou vrstvou byt’ jen s deśıtkami
neuron̊u produkuje počet vah v řádech deseti tiśıc̊u. Takové množstv́ı parametr̊u vyžadu-
je velký objem trénovaćıch dat a tedy i zdlouhavé učeńı. Lineárńı vrstvy nav́ıc zcela
ignoruj́ı prostorovou korelaci pixel̊u v obrazu [10]. Každý skrytý neuron také hled́ı skrz
své váhy na celý vstup. Globálńı př́ıstup však neńı vhodný např. k detekci menš́ıch
objekt̊u na r̊uzných mı́stech.

Inspirovány poznatky v biologii o oku, konvolučńı śıtě Convolutional neural network
(CNN) zpracovávaj́ı vstup po malých lokálńıch oblastech [11]. Neurony nedostávaj́ı
vstup z celé předchoźı vrstvy, ale jen malou část danou velikost́ı konvolučńıho jádra.
Těch bývá od jednotek po stovky [4] a jsou typicky výrazně menš́ı než vstup. Nav́ıc si
data zachovávaj́ı 2D strukturu obrazu a to i ve skrytých vrstvách. Tento typ NN tak
ćıĺı na uvedené nedostatky plně propojených vrstev s obrazovým vstupem.

Výstupy neuron̊u z jedné vrstvy s v́ıce jádry (filtry) se děĺı na kanály, každý kanál
odpov́ıdá konvoluci vstupu s př́ıslušným filtrem. Filtry se sd́ıĺı v rámci celého kanálu,
t́ım je dosaženo výrazné úspory parametr̊u k učeńı. Zároveň neurony źıskávaj́ı lokáńı
pohled na vstup a podporuje se specializace filtr̊u na opakuj́ıćı se objekty (př́ıznaky)
např́ıč sadou dat. Konvolučńı princip aplikace sd́ılených vah zvyšuje pravděpodobnost
detekce objekt̊u v ostrých datech i na jiných pozićıch než v trénovaćı sadě.

Architektura CNN může nabývat rozličných tvar̊u a i na prvńı pohled stejné struk-
tury se mohou lǐsit počtem a velikost́ı jader. Typická klasifikačńı śıt’ se skládá z řady
konvolučńıch vrstev mı́sty prostř́ıdané poolingovou vrstvou (viz. ńıže). Ke konci je pár
plně propojených vrstev zakončených ztrátovou vrstvou, podle které se poč́ıtá gradient.
Velmi hluboké modely nejsou výjimkou [5], myšlenkou je hierarchické učeńı př́ıznak̊u:
Na vrcholu se uč́ı komplexńı struktury jako rysy obličeje, ńıže třeba jen pouhé hrany.
Odtud pocháźı označeńı Deep learning a Deep believe networks .

K učeńı CNN se použ́ıvá modifikovaná verze zpětné propagace Backpropagation na
základě SGD viz. [12][10]. CNN jsou s úspěchem použ́ıvány při klasifikaci obraz̊u [4][5],
rozpoznáváńı tvář́ı, dopravńıch značek nebo psaného textu [13]. Popularitu a schopnosti
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2.1 NEURONOVÉ SÍTĚ

CNN dosvědčuje jejich hojné nasazeńı v soutěži LSVRC2.

2.1.2.1 Kalkulace CNN

Velikost výstupu konvolučńı vrstvy je dána velikost́ı vstupu, filtru a kroku s jakým se ve
vstupńı matici posouvá. Vrstva se vstupem o dimenzi d, s c jádry velikosti k produkuje
výstup c× d′:

d′ =
d− k + 2p

s
+ 1, (4)

kde p znač́ı okrajové obložeńı sloupci a řádky nul a s je posun konvolučńıho jádra.
Výpočet aktivace jednoho kanálu g lze zapsat jako 2D konvoluci vstupu f a filtru h:

g(x, y) = ϕ

(
bg +

k1∑
j=1

k2∑
l=1

h(j, l)f
(
s1(x− 1) + j, s2(y − 1) + l

))
, (5)

Souřadnice x, y postupně nabývaj́ı hodnot 1, . . . , d′1 resp. 1, . . . , d′2 přičemž d′ = {d′1, d′2}
a plńı tak celý kanál. Obdobně j, l procháźı masku přes k = {k1, k2}. Kanálu g př́ısluš́ı
bias bg a s1, s2 jsou složky s.

2.1.2.2 Pooling

Vedle neuronových vrstev se v CNN použ́ıvaj́ı i tzv. Pooling vrstvy. Jejich účelem je
rapidně sńıžit dimenzi vstupu při zachováńı hlavńı informace. Pooling operuje se vstu-
pem skrze poolovaćı jádra stejným zp̊usobem jako konvolučńı vrstva postupně aplikuje
masku na celou vstupńı matici. Jádro vybere oblast, z které poolovaćı funkce vyrob́ı
jednu hodnotu výstupu. Mezi běžné varianty patř́ı výpočet maxima nebo pr̊uměru z vy-
brané oblasti. Vžilo se pro ně označeńı max-pooling a avg-pooling .

Pro pooling také plat́ı 4, pokud se uvažuje jen jeden filtr. Krok posunu jádra
se zpravidla voĺı roven jeho velikosti. Nedocháźı tak k opakováńı stejných hodnot
z překryvu sousedńıch oblast́ı a dimenze vstupu klesá nepř́ımo úměrně velikosti jádra.
Pooling s maskou 2× 2 a krokem 2× 2 sńıž́ı velikost vstupu na čtvrtinu.

2.1.2.3 ReLU

Při klasifikaci rozsáhlých obrazových dat se aktivačńı funkce Rectified linear unit (ReLU)
ukázala být výhodněǰśı než sigmoida [4][14]. ReLU je definován jako:

ϕ(x) = max(0, x). (6)

2.1.3 Dekonvolučńı neuronová śıt’

Dekonvolučńı neuronová vrstva provád́ı převrácenou konvoluci [15]. Výstup má větš́ı
dimenzi než vstup. Při stejných parametrech na sebe napojených konvolučńı a dekon-
volučńı vrstvy bude výsledek stejné velikosti jako vstup. To umožňuje vytvářet 2D

2Large Scale Visual Recognition Challenge, většina participant̊u v loňském roce (http://
image-net.org/challenges/LSVRC/2015/results) CNN využila.
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2.1 NEURONOVÉ SÍTĚ

autoenkodéry 2.2.0.1 a promı́tat př́ıznaky z ńızké úrovně hierarchie do vyšš́ı dimenze.
Dekonvolučńı vrstvy nacháźı uplatněńı při zkoumáńı chováńı CNN [16], segmentaci
obrazu [17] či trénováńı filtr̊u pro klasifikačńı śıt’e [18].

Konvoluce lineárńı kombinaćı masky a oblasti vstupu produkuje jednu hodnotu
výstupu. Dekonvoluce naopak vynásobeńım jádra jednou hodnotou vstupu vytvář́ı
př́ıspěvky do oblasti výstupu. Při zachováńı značeńı 5 (f je nyńı výstup a g vstup)
se dekonvoluce jednoho vstupńıho kanálu g a filtru h spočte:

f(x, y) = ϕ

(
bg +

d′1∑
j=1

d′2∑
l=1

g(j, l)v(i, j, x, y)

)
. (7)

Funkce v(i, j, x, y) určuje, zda hodnota vstupu na pozici j, l přisṕıvá do výstupu na
souřadnićıch x, y:

v(i, j, x, y) =


h
(
x mod s1(j − 1), y mod s2(l − 1)

)
s1(j − 1) < x < s1j∧
s2(l − 1) < y < s2l

0 jinak.

(8)

2.1.3.1 Unpooling

Pokud CNN obsahuje pooling a zrcadlově převrácená śıt’ z dekonvolučńıch vrstev má
použ́ıvat stejné parametry kernel̊u, je nutno zvrátit efekt poolingu. K tomu slouž́ı tzv.
unpooling. Analogicky k dekonvoluci je to opak pooling vrstvy.

Během poolingu je možno poznamenat pozice, kde se vyskytly maxima. Tyto tzv.
switches [16][17][18] lze následně použ́ıt k výrazně přesněǰśımu unpoolingu. Ve výstupu
jsou umı́stěny jen maxima na svých p̊uvodńıch pozićıch, zbytek je ponechán nulový.

Bez přeṕınač̊u se celý výstup plńı stejně jako v 7, ale filtr je jen jeden a plný
jedniček. Pokud je krok filtru roven jeho velikosti, max-unpooling celou oblast masky ve
výstupu zaplńı jednou hodnotou. Bez ohledu na použit́ı switches, výstup pr̊uměrového
unpoolingu je dělen velikost́ı kernelu.

2.1.4 Učeńı neuronových śıt́ı

Neuronové śıtě se nejčastěji uč́ı zpětnou propagaćı Backpropagation (BP). Jedná se
o techniku učeńı se supervizorem. Je tedy potřeba znát, jaký má být výstup śıtě
z trénovaćıch dat a śıt’ se ho snaž́ı aproximovat. Učeńı prob́ıhá postupným upravováńım
parametr̊u (vah) tak, aby výstup co nejv́ıce odpov́ıdal očekáváńı. Rozd́ıl mezi nimi měř́ı
ztrátová loss funkce. Poč́ıtá se po každém dopředném běhu – po propagaci vstupu celou
śıt́ı až k výstupńı vrstvě.

Princip BP spoč́ıvá ve výpočtu gradientu chyby śıtě vzhledem ke každé jej́ı váze.
Nejprve se urč́ı chyba každého neuronu propagaćı celkové chyby z výstupńı vrstvy zpět
na vstup. Z těchto chyb se následně urč́ı derivace loss podle všech vah. Nyńı se gradien-
tovým sestupem aktualizuj́ı váhy. Jednoduše se odečte gradient vážený rychlost́ı učeńı
learning rate.
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2.2 AUTOENKODÉR

Śıt’ je možno učit po jednotlivých pozorováńıch nebo po skupinách. Obvykle se voĺı
druhá varianta z d̊uvodu paralelizace. Celou podsadu dat jde paralelně vyhodnotit na
fixńıch vahách a chyby zkombinovat. Aktualizace vah je pak provedena jen jednou vzh-
ledem k této celkové chybě. Existuj́ı r̊uzné varianty gradientového sestupu jako Stochas-
tic Gradient Descent (SGD), AdaGrad , AdaDelta nebo RMSProp. Využ́ıvaj́ı r̊uzného
vážeńı gradientu z předchoźıch iteraćı nebo adaptivńı learning rate.

2.2 Autoenkodér

Tradičńı kompresńı algoritmy př́ımočaře vyhledávaj́ı v datech redundanci, korelaci bĺızko
lež́ıćıch hodnot či rovnou vynechaj́ı méně výrazné detaily [19]. Autoenkodér (AE) je
neuronová śıt’ s jednou skrytou vrstvou, hledaj́ıćı reprezentaci vstupńıch dat v nižš́ı
dimenzi3. Prvńı část (enkodér) vstupńı data komprimuje. Druhá polovina (dekodér)
navazuje na enkodér a komprimovaná data převád́ı zas zpět do p̊uvodńı dimenze [20].
Ztrátová funkce pak dekódovaný výstup porovná s originálem. Ćılem je naučit NN
takové váhy, aby byl výstup co nejvěrněǰśı originálu.

Rozepsáńım výpočtu aktivace 3 NN s explicitńım bias vektorem b se dostane rovnice
pro enkodér:

y = ϕ(W · xT + bT ), (9)

dekodér je obdobně:
z = ϕ(W′ · yT + b′T ). (10)

Kde x je vstup AE, y je kód a z rekonstrukce originálu. Dále W je váhová matice
enkodéru a W′ dekodéru, stejně tak bias b′. A ϕ znač́ı aktivačńı funkci, např. sigmoidu.
Váhy autoenkodéru lze

”
svázat“ jejich transponováńım:

W′ = WT , (11)

stupeň volnosti se tak sńıž́ı na polovinu. Obratem je učeńı efektivněǰśı a vliv na chybu
AE zanedbatelný [21]. Př́ıpadně lze svázáńı využ́ıt jen k předučeńı a následně váhy
samostatně doladit.

Autoenkodér se uč́ı minimalizovat ztrátovou funkci E – rekonstrukčńı chybu śıtě.
Podle charakteru dat se nejčastěji voĺı pr̊uměr kvadrát̊u rozd́ılu vzork̊u (MSE) pro
reálná data:

EMSE(X ,Z) =
1

2n

n∑
i=1

(xi − yi)
2, (12)

a Sigmoid cross-entropy (SCE) pro binárńı data:

ESCE(X ,Z) = −
n∑
i=1

(
xi log zi + (1− xi) log (1− zi)

)
. (13)

Vektor xi ∈ X znač́ı originálńı data a zi ∈ Z jejich rekonstrukci. Množina Z obsahuje
n odpov́ıdaj́ıćıch rekonstrukćı n pozorováńı v X .

3Autoenkodér může kódovat vstup i do vyšš́ı dimenze, tzv. overcomplete AE zde nemaj́ı význam,
proto se nadále neuvažuj́ı.
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2.3 POSILOVANÉ UČENÍ

2.2.0.1 CNN jako AE

Podle stejného principu lze sestavit i konvolučńı autoenkodér [22]. Enkodér tvoř́ı CNN
s př́ıpadnou pooling vrstvou a na druhé straně je dekodér z dekonvolučńı a možné un-
pooling vrstvy. Aby vstupńı a výstupńı rozměry seděly, muśı být parametry odpov́ıdaj́ı-
ćıch si vrstev stejné.

2.2.0.2 Vrstvený autoenkodér

Zat́ım byl AE popisován jen s jednou skrytou vrstvou. Nahrazeńım této vrstvy daľśım
AE vznikne tzv. stacked autoenkodér. Prostým zřetězeńım AE lze postupně snižovat
dimenzi dat stále v́ıce [23]. Každý stupeň lze přitom učit zvlášt’: naučit prvńı, váhy
zafixovat, přidat daľśı stupeň a zas učit ten. Posléze je vhodné naráz doladit váhy
celé śıtě. Postupné učeńı je efektivněǰśı než hromadné všech stupň̊u naráz. Také skýtá
větš́ı variabilitu, je možno na nižš́ıch úrovńıch zkoušet r̊uzné velikosti oproti jedné fixńı
konfiguraci.

2.3 Posilované učeńı

Posilované (zpětnovazebné) učeńı Reinforcement leaarning (RL) je technika učeńı bez
učitele. Použ́ıvá se na trénováńı systémů interaguj́ıćı s prostřed́ım, jehož model je
neznámý nebo př́ılǐs komplexńı na simulaci. Typicky se systém, agent, snaž́ı naučit
nějakou rozhoduj́ıćı strategii, sekvenci akćı, maximalizuj́ıćı odměnu distribuovanou sa-
motným prostřed́ım. Bez možnosti simulace na modelu, muśı agent trénovat př́ımou
konfrontaćı s okoĺım: provádět akce, akceptovat odměnu a učit se z dř́ıvěǰśıch rozhod-
nut́ı. Interakci agenta s prostřed́ım vystihuje obr. 2.3.

Agent

Environment

action
at

reward
rt

state
st

rt+1

st+1

Obrázek 2: Vzájemná interakce agenta a prostřed́ı, převzato z [24]

RL úlohu lze dle [24] popsat následuj́ıćım zp̊usobem: Prostřed́ı ovládané agentem
se v čase t ∈ 〈1, T 〉 nacháźı ve stavu st ∈ S, kde S je množina všech stav̊u a T finálńı
časový okamžik. Agent na základě st vybere akci at ∈ A(st), zde A(st) znač́ı množinu
právě proveditelných akćı ve stavu st. Po aplikaci at se prostřed́ı přesune do stavu st+1

a obdař́ı agenta odměnou rt+1 ∈ R. Agent se rozhoduje podle taktiky π(a|s), což je
pravděpodobnost výběru akce a = at ve stavu s = st.
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2.3 POSILOVANÉ UČENÍ

Úloha může být epizodická nebo nekonečná, v obou př́ıpadech agent ćıĺı za maxi-
malizaćı celkové odměny. Pro epizodu to může být prostá suma:

RT =
T∑
t=1

rt, (14)

jinak je třeba přistoupit ke slevováńı starš́ıch odměn koeficientem 0 < γ < 1:

Rt =
∞∑
k=0

γkrt+k, (15)

Vzhledem k π lze definovat užitkové funkce vπ(s) a qπ(s, a), které udávaj́ı celkové
očekávané odměny při sledováńı π od stavu s a dál, qπ(s, a) má nav́ıc danou akci a pro
výchoźı stav s. Označované jsou jako state-value a action-value pro taktiku π. Funkce
vπ(s) a qπ(s, a) lze aproximovat ze zkušenost́ı agenta nabytých konfrontaćı s prostřed́ım,
čehož využ́ıvá většina RL technik. Odhad qπ(s, a) se znač́ı Qπ(s, a).

Důležitým aspektem RL je vyvážeńı pr̊uzkumu a využit́ı již źıskaných znalost́ı, tedy
otázka aplikace nejslibněǰśı akce nebo nějaké jiné. Minimálńı nebo žádný pr̊uzkum by
vedl strategii do lokálńıho maxima. Naopak př́ılǐs častá explorace by učeńı výrazně
zpomalila. Toto dilema řeš́ı ε-greedy strategie: S pravděpodobnost́ı 1 − ε se voĺı akce
maximalizuj́ıćı Q a s pravděpodobnost́ı ε se použije náhodná.

2.3.1 Q-learning

Q-learning je jedna z nejvýznamněǰśıch RL technik. Iterativně aproximuje action-value
funkci a postupně konverguje k optimálńı taktice. Totiž pokud je zaručená stálá dos-
tupnost všech stav̊u. Jeden krok, aktualizace Q po přechodu ze stavu st do st+1 skrz
akci at je definován takto:

Q(st, at)← Q(st, at) + α
(
rt+1 + γmax

a
Q(st+1, a)−Q(st, at)

)
. (16)

Přičemž maxa vyb́ırá odhad optimálńı užitné funkce z nového stavu a α je rychlost
učeńı. Pro neznámé stavy vraćı Q fixńı hodnotu (např. 0). Jedině pro terminálńı stavy
se Q neaktualizuje.

Podle 16 je možno Q-learning implementovat tabulkou mapuj́ıćı s a a na Q. Ale
např. v [2] s úspěchem použili CNN učenou SGD, viz. 3.3.

2.3.2 Evolučńı algoritmy

Genetické programováńı a evoluce je kategorie sama o sobě, nicméně lze jimi efektně
řešit mnohé RL úlohy. Nepracuj́ı s jednotlivými přechody stav̊u ani s užitkovými funkcemi.
Evoluci podobnými technikami hledaj́ı rovnou celé agenty či strategie. Hledáńı prob́ıhá
na bázi generaćı, populaćı a jedinc̊u. Jedinec reprezentuje jedno řešeńı, jeho úspěšnost
hodnot́ı fitness funkce. Evoluce prob́ıhá iterativně po generaćıch, nová generace vzniká
z předchoźı populace selekćı, mutaćı a kř́ıžeńım vybraných jedinc̊u podle fitness.
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2.3 POSILOVANÉ UČENÍ

2.3.2.1 Exponential Natural Evolution Strategies

Exponential Natural Evolution Strategies (xNES) patř́ı do rodiny evolučńıch strategíı
(ES). Ty se od ostatńıch evolučńıch metod odlǐsuj́ı uplatňováńım předevš́ım selekce
a mutace. Ta je prováděna přičteńım vektoru náhodných hodnot z normálńıch rozděleńı,
jejichž parametry jsou součást́ı kódu jedince. Celá evoluce je tak ř́ızena vlastńı evolućı.
Typickým př́ıkladem evolučńı strategie je populace dvou jedinc̊u – rodiče a potomka.
Potomek vzniká mutaćı rodiče tak dlouho, dokud nemá lepš́ı fitness. V ten moment
nahrad́ı rodiče a celý proces se opakuje.

Evolučńı strategie xNES stejně jako CMA-ES4 či NES použ́ıvaj́ı k reprezentaci celé
populace v́ıcerozměrné normálńı rozděleńı. Jedinci jsou generovańı vzorkováńım, ohod-
noceni a seřazeni podle fitness. Následně jsou upraveny parametry rozděleńı tak, aby
se zvýšila pravděpodobnost výběru právě úspěšných vzork̊u.

xNES je vylepšeńım Natural Evolution Strategies (NES), evolučńı kroky poč́ıtaj́ı
podle odhadu přirozeného gradientu fitness funkce vzorkované populaćı [25]. Fitness je
maximalizována, takže se sleduje vzestup gradientu. Použit́ı přirozeného natural gra-
dientu zajǐst’uje sledováńı nejpř́ıkřeǰśıho směru bez ohledu na jeho parametrizaci. Dále
zabraňuje oscilaci a předčasné konvergenci oproti klasickému gradientu. xNES zavád́ı
exponenciálńı parametrizaci a zefektivňuje výpočet přirozeného gradientu [26].

4Covariance Matrix Adaptation Evolution Strategy.
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Kapitola 3

Hrańı video her

3.1 Extrakce p̌ŕıznak̊u obrazu

Ve strojovém učeńı plat́ı, č́ım větš́ı je dimensionalita pozorováńı, t́ım bude učeńı deľśı
a náročněǰśı. To je zřejmé, nebot’ je jednoduše potřeba v́ıce výpočetńıch prostředk̊u.
Zásadńı roli zde hraje zp̊usob reprezentace dat. Obraz je typicky tř́ıkanálový v posledńı
době až v 4K rozlǐseńı. Znát hodnotu každého pixelu je přitom většinou nepodstatné.
Obvykle stač́ı rozpoznat základńı aspekty objekt̊u jako: tvar, pozici, barvu a př́ıpadně
rychlost, aby se hra dala hrát a vyhrát. Reprezentace sńımku v této podobě má sa-
mozřejmě mnohonásobně menš́ı dimenzi. A vyjma grafických (nepodstatných) detail̊u
nepostrádá žádnou informaci originálńıho obrazu.

Např́ıklad aktuálńı obraz hry Pong všeho všudy vystihuje šest souřadnic, nepoč́ıtáme-
li velikost objekt̊u a nyněǰśı skóre. Tomu odpov́ıdá obraz 210 × 160 px (bez skóre
pak výřez 160 × 160 px). Učit agenty př́ımo na vizuálńıch datech je určitě možné,
ale výhodněǰśı je obraz předzpracovat – extrahovat př́ıznaky. Při pohledu na Pong se
př́ımo nab́ıźı ručně zkonstruovat speciálńı mechanismus detekce objekt̊u a reprezentace
celého stavu. Takovýto př́ıstup však postrádá obecnost a u některých her by byl těžko
aplikovatelný. Nehledě na časovou náročnost analýzy her, mnohdy neńı ani zcela jasné
jak u konkrétńı hry univerzálně popsat každý stav. Nezbývá než pro extrakci př́ıznak̊u
použ́ıt vhodný obecný algoritmus.

3.2 Herńı agent

GGP vyžaduje univerzálńı herńı agenty připravené takřka na cokoliv. Všestrannost má
své meze, zde se j́ı mysĺı stejná struktura a vlastnosti agenta např́ıč širokým spektrem
her, bez bližš́ı specializace na konkrétńı hru. Pokud je agent učen, muśı nejprve na dané
hře trénovat než dosáhne uspokojivých výsledk̊u.

V následuj́ıćı sekci jsou zmı́něny některé dř́ıvěǰśı práce úspěšně hraj́ıćı video hry.
Povětšinou aplikuj́ı RL techniky v kombinaci s nějakou variantou předzpracováńı obrazu.

3.3 Souvisej́ıćı práce

ALE vzniklo za účelem testováńı r̊uzných herńıch agent̊u a algoritmů. Sami autoři
v [1] uvád́ı hned několik možných řešeńı. Zaměřuj́ı se na metodu posilovaného učeńı
SARSA(λ) a porovnávaj́ı r̊uzné varianty předzpracováńı obrazu a extrahováńı př́ıznak̊u.

11/29



3.3 SOUVISEJÍCÍ PRÁCE

Také předvád́ı aplikaci klasického plánováńı – prohledáváńı stavového prostoru dle
akćı a skóre. Vyhledávaćı strom je budován postupnou evaluaćı odlǐsných akćı ve
stejném stavu. Stav ALE je dán obsahem emulované RAM Atari 2600 a je možno
ho uložit a znovu nač́ıst. Většinu testovaných her vyhrál prohledávaćı algoritmus UCT,
který preferuje expanzi slibněǰśıch uzl̊u stromu. Neporovnává se jen aktuálńı hodnota
uzl̊u, ale i jeho budoućı př́ınos na základě aplikace krátké sekvence náhodných akćı.

Prohledáváńı zaostává za naučenými agenty ve hrách, kde je skóre udělováno jen
zř́ıdka a je nutno plánovat v́ıce do předu, než je algoritmu povoleno. Velikost stromu
stav̊u je exponenciálńı vzhledem k jeho hloubce a při šedesáti sńımćıch za sekundu a až
osmnácti akcemi jsou nároky na pamět’ enormńı.

Naučit ř́ıd́ıćıho agenta pro 3D závodńı hru TORCS5 si vzali za ćıl v [9]. Použili
kombinaci konvolučńı neuronové śıtě (extraktor př́ıznak̊u), rekurentńı neuronové śıtě
(agent) a RL techniky genetické evoluce pro učeńı agenta.

Hra byla spouštěna v rozlǐseńı 64×64px. Obraz byl převeden do stupň̊u šedi konverźı
RGB barevného prostoru do HSV a ponecháńım jen saturace (S komponenta). Na takto
upravených sńımćıch učili CNN klasickým SGD se ztrátovou funkćı v podobě součtu
minima a pr̊uměru vzájemných euklidovských vzdálenost́ı všech př́ıznak̊u z aktuálńı
podsady dat. Śıt’ se tedy snaž́ı zakódovat každý sńımek co možná nejodlǐsněji od všech
ostatńıch. Použitá CNN śıt’ se skládá ze tř́ı skupin konvolučńı a poolingové vrstvy. Na
konci jsou pak dvě plně propojené vrstvy neuron̊u se sigmoidou. Počátečńı obraz 64×64
resp. 64 × 64 × 3 je zredukován na pouhé tři př́ıznaky, podle nichž agent určil akci –
brzda, plyn a zatočeńı vlevo či vpravo.

Agent, řidič nepřekonal dostupné UI v TORCS, ale testovanou trat’ zvládl projet
bez karambolu. Nutno podotknout, že soupeři měli k dipozici komplexńı vnitřńı popis
stavu auta jako je rychlost či vzdálenost od bariér vozovky.

Podobně jako [1], se i [2] zabývá RL hrańı Atari 2600 her na ALE. Mı́sto předzpra-
cováńı obrazu závislého na malém počtu barev a jednoduché grafice Atari 2600, pracuj́ı
jen s lehce oř́ıznutými černob́ılými sńımky. Herńı agenty uč́ı Q-learning algoritmem, Q-
value je poč́ıtána CNN ze vstupńıho obrazu pro každou akci naráz. Tyto śıtě označuj́ı
jako Deep Q-Networks (DQN) a v uvedených hrách překonávaj́ı RL techniku [1].

Stav hry a vstup DQN jsou čtyři posledńı sńımky hry, śıt’ tak může reagovat podle
kontextu nejbližš́ı historie. DQN každé hry sestávala ze tř́ı konvolučńıch vrstev s ReLU
neurony a dvěma plně propojenými vrstvami: jedné též s ReLU a druhé lineárńı. Velikost
posledńı vrstvy se lǐsila pro každou kru podle počtu platných akćı. Výstupem śıtě je
očekávané skóre při aplikaci dané akce v aktuálńım stavu.

DQN se jednoduše řečeno uč́ı ve dvou kroćıch: odehraje se několik her, postup je
rozdělen a zaznamenán v podobě čtveřic (výchoźı stav, provedená akce, následuj́ıćı stav
a obdržené skóre). Pokračuje se trénováńım vah CNN klasickým SGD, ztrátovou funkćı
je rozd́ıl pozorovaného skóre vybrané čtveřice a jeho odhadu dle DQN. Akce jsou voleny
ε-greedy strategíı, zajǐst’uj́ıćı exploraci hry.

5The Open Racing Car Simulator, http://torcs.sourceforge.net/
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3.3 SOUVISEJÍCÍ PRÁCE

Na [2] př́ımo navazuje [3] vylepšeným uč́ıćım algoritmem DQN. Nově CNN přidali
větš́ı počet filtr̊u a jednu konvolučńı vrstvu nav́ıc. Mı́sto černob́ılých sńımk̊u použili
luminiscenci (Y kanál z YUV barevného prostoru) z maxima odpov́ıdaj́ıćıch si pixel̊u
dvou následných sńımk̊u. Tak předcháźı problémům s blikaj́ıćımi objekty v některých
hrách. Ve většině z 49 testovaných her překonávaj́ı RL agenta z [1] a momentálně se
jedná o nejúspěšněǰśı GGP postup hrańı Atari 2600 her v reálném čase.

V daľśı práci [27] hraj́ıćı na ALE si př́ımo kladli za ćıl překonat právě zmı́něné DQN.
Zkombinovali UCT plánovač a Q-learning s CNN. Myšlenka je nechat UCT generovat
efektńı herńı strategie a podle nich učit CNN jako v DQN. UCT stále překonává RL
techniky hrańı, ale neńı schopno hrát v reálném čase. Výběr jedné akce trval UCT
v [1] přibližně 15 s, oproti tomu jeden pr̊uchod zde použitou CNN se pohyboval v řádu
10−4 s. Skutečně se podařilo skloubit výhody obou př́ıstup̊u a CNN učená podle dat
UCT překonala DQN ve všech sedmi hrách [2].

Zde použitá CNN byla stejné struktury jako v DQN, ale měla tanh neurony mı́sto
ReLU. Obraz byl též oř́ıznut a převeden na stupně šedi. K tomu nav́ıc po odečteńı
pr̊uměrných hodnot pixel̊u byly celé sńımky přeškálovaly na interval 〈−1, 1〉. Otestovali
tři varianty CNN. Dvě se učily čistě na datech UCT, prvńı byla identická s DQN
(produkovala Q-value), výstupem druhé byla akce zvolená UCT plánovačem. Třet́ı byla
předučena jen na čtvrtině čistě UCT dat. Zbylé tři čtvrtiny byly natřikrát generovány
také UCT, ale ze stav̊u navšt́ıvených rozhodnut́ım CNN. Śıt’ byla doučována vždy po
čtvrtině dat. Nejlepš́ıch výsledk̊u dosáhla varianta učená kombinovanými daty.
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Kapitola 4

Software

Implementace algoritmů může být zábava i cvičeńı, optimalizace specializovaných
výpočt̊u však neńı nic lehkého. Ve strojovém učeńı hraje doba exekuce zvlášt’ významnou
roli, každá ušetřená instrukce ve výsledku znamená rychleǰśı a kvalitněǰśı učeńı. Použit́ı
hotového a rychlého software šetř́ı výpočetńı čas a umožňuje zaměřit se na experimenty.

Jedńım z úkol̊u práce bylo vybrat vhodnou knihovnu pro akcelerované výpočty NN
na grafické kartě (GPU) a propojit ji s matematickým programem Mathematica. Po
krátké analýze dostupných řešeńı padla volba na Caffe viz. 4.1. Daľśım daným software
je již zmı́něný Atari 2600 simulátor ALE. Mathematica podporuje dynamické nač́ıtáńı
C++ knihoven, bylo tedy zapotřeb́ı naprogramovat knihovny zprostředkovávaj́ıćı ko-
munikace mezi Caffe, ALE a Mathematica.

4.1 Caffe

Caffe je otevřené rozhrańı implementuj́ıćı akcelerované výpočty umělých neuronových
śıt́ı na grafických kartách [28]. Caffe bylo vybráno pro svou velkou popularitu a rychlost
s jakou je vyv́ıjeno a rozšǐrováno o nové funkce. Důraz je kladen na modularitu a vše-
strannost. Základńım stavebńım prvkem jsou pojmenované vrstvy a datové bloby. De-
finićı vstupńıch a výstupńım blob̊u každé vrstvě, lze sestavit takřka libovolný DAG.
Dokonce i aktivace neuron̊u poč́ıtaj́ı samostatné vrstvy pro dosažeńı maximálńı vari-
ability śıt́ı. Definovat a trénovat śıtě lze bud’ př́ımo přes Protocol Buffers soubory nebo
prostřednictv́ım Python a Matlab rozhrańı.

Nevýhodou Caffe je implementace v CUDA a tedy nutnost grafických karet Nvidia.
Výpočty lze ovšem provádět i čistě na CPU, ale přijde se tak o značnou část výkonu.

4.2 Implementace

Zde jsou popsány implementované knihovny pro dynamické nač́ıtáńı v Matematica.
Je využita technologie LibraryLink 6, jej́ıž hlavńı výhoda je sd́ıleńı paměti mezi kni-
hovnou a Mathematica. Absence koṕırováńı či konverze dat výrazně zvyšuje rychlost
komunikace.

4.2.1 CaffeLink

Za účelem snadné komunikace s Caffe byla vyvinuta knihovna CaffeLink. Již tak výkonný
a univerzálńı nástroj Mathematica je rázem rozš́ı̌ren o skvělou implementaci neuronových

6http://reference.wolfram.com/language/guide/LibraryLink.html
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4.2 IMPLEMENTACE

śıt́ı. CaffeLink vedle učeńı a testováńı model̊u, umožňuje př́ımý př́ıstup k dat̊um jed-
notlivých vrstev śıtě. Po evaluaci vstupu tak lze sledovat jak se ve vrstvách postupně
transformuje až na výstup. Dále je možno měnit naučené váhy śıtě a kombinovat tak
r̊uzné modely. Specialitkou pak může být např. napojeńı web kamery na klasifikačńı śıt’

a v reálném čase sledovat odhad śıtě a obraz kamery.
Caffelink byl publikován [29] na mezinárodńım sympoziu IMS20157 v Praze a kód

je společně s ukázkami použit́ı veřejně dostupný na https://github.com/Seilim/

CaffeLink.

4.2.2 ALEPipeLink

Knihovna ALEPipeLink zajǐst’uje komunikaci mezi ALE a Mathematica. Mı́sto kla-
sického nalinkováńı ALE jako knihovny je použito pojmenovaných rour. Ty umožňuj́ı
jedńım procesem spravovat v́ıce instanćı ALE naráz, což s linkovanou knihovnou dost
dobře nelze. Paralelizace ALE je velmi d̊uležitý aspekt pro evaluaci celých generaćı
herńıch agent̊u při jejich vývoji.

Zde je také provedena úprava obrazových dat do požadovaného formátu dle 5.1.
Matematica již dostane jen ukazatel do paměti a může ho bud’ předat autoenkodéru
k zakódováńı pro agenta nebo data ulož́ı do vytvářené sady sńımk̊u. Obratem ALEPipe-
Link předává akci, již se agent rozhodl vykonat. Dále jsou zde vyř́ızeny dotazy na stav
hry jako: počet sńımk̊u, skóre, konec apod.

7The International Mathematica Symposium, http://www.ims2015.net
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Kapitola 5

Experimenty

Inspirován předevš́ım [30] a [9] rozhodl jsem se na GPP aplikovat autoenkodér v kombi-
naci s RNN. Autoenkodér má za úkol extrahovat ńızko dimenzionálńı př́ıznaky z obrazu
8-bitových her. Zkoumá se zde, zda takto automaticky naučená reprezentace obrazu
může posloužit jako podnět agenta při hrańı her. Agent je realizován malou RNN učenou
evolučńı strategíı dle dosaženého skóre ve hře.

Většina potřebné teorie je vysvětlena ve druhé kapitole. Zde jsou uvedeny provedené
experimenty. Zejména se jedná o návrh a testováńı architektur autoenkodér̊u. Zkoumány
byly plně propojené a konvolučńı autoenkodéry. Na základě experiment̊u je vybrán
formát vstupńıch dat a metoda učeńı. Schopnosti naučených AE jsou předvedeny na
vzorćıch dat jakož i na grafech pr̊uběhu učeńı.

Adekvátnost autoenkodér̊u může potvrdit až úspěšně naučený a hraj́ıćı agent. Takový
agent muśı dosáhnout lepš́ıho skóre než náhodně generovaná sekvence akćı. T́ım se
dokáže nejen použitelnost autoenkodérem produkovaných př́ıznak̊u, ale i schopnost
RNN osvojit si je a ř́ıdit se jimi.

Rozsah provedených test̊u a zkoušené metody byly koncipovány s ohledem na pou-
žitou knihovnu akcelerovaných výpočt̊u neuronových śıt́ı, Caffe. To se týká předevš́ım
prvńı fáze. Ta spoč́ıvala v určeńı finálńı podoby dat, výběru řešitele učeńı a použité
ztrátové funkce. Většina výpočt̊u proběhla na poč́ıtačových clustrech spravovných Vir-
tuálńı organizaćı MetaCentrum.

5.1 Př́ıprava dat

Základ architektur AE se odv́ıj́ı od velikosti vstupńıch dat. Všechny testy byly prove-
deny na sńımćıch hry Pong. Originálńı obraz 240× 160 px byl oř́ıznut na 160× 160 px
zachycuj́ıćıch vlastńı herńı plochu bez skóre a statického ohraničeńı. Dále byl obraz
zmenšen na polovinu lineárńım vzorkováńım. Každá sada sńımk̊u byla rozdělena v po-
měru 7 : 3 na trénovaćı a testovaćı množinu.

Trénovaćı data byla shromážděna z her náhodného hráče. Ten ovšem neńı moc
úspěšný a jen málokdy mı́ček v̊ubec tref́ı. Většina sńımk̊u se proto sestávala ze stále
opakuj́ıćı se rozehrávky, kde mı́ček let́ı po stejné dráze. Problém byl částečně vyřešen
ukládáńım pouze unikátńıch sńımk̊u a to jen z her, v nichž hráč zvládl dát alespoň jeden
gól. Tak se vždy zaznamená i nějaká zaj́ımavá situace z pozděǰśı části hry a autoenkodér
má šanci naučit se v́ıce obecný model.

V prvńı fázi testováńı prošel obraz ještě speciálńı úpravou pro rychleǰśı trénink.
Samotný mı́ček byl dilatován a celý obraz opět zmenšen na čtvrtinu: 40 × 40 px. Di-
latace mı́čku byla nutná, aby se mı́sty zcela neztrácel vlivem podvzorkováńı. Obrazový
výstup ALE je kódovaný v indexech RGB palety o 128 barvách. Je tedy nasnadě, že
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5.3 PLNĚ PROPOJENÝ AUTOENKODÉR

vhodná monochromatická reprezentace může elegantně sńıžit dimenzi při nulové ztrátě
informaćı. Nab́ıźı se hned několik variant. Zde jsou uvažovány tři: binarizace, převedeńı
do stupň̊u šedi pr̊uměrem z RGB [2] a vytažeńı S kanálu z HSB prostoru barev [9].
Binarizace je provedena nastaveńım pozad́ı na nulu (černá) a zbytek (objekty hry)
přepsán na jedna (b́ılá). Binarizace je přirozeně ztrátová a v některých hrách př́ımo
nepoužitelná, ale v jiných může být velice efektivńı. Tato speciálńı datová sada č́ıtala
devět tiśıc sńımk̊u a varianty jsou referovány jako gray (černob́ılá), bin. (binarizovaná)
a HSB (pouze S kanál).

5.2 Varianty učeńı

Aktualizaci vah, vlastńı učeńı je v Caffe realizováno jedńım z šesti řešitel̊u: Stochastic
Gradient Descent (SGD), AdaDelta, Adaptive Gradient (AdaGrad), Adam, Nesterov’s
Accelerated Gradient (Nesterov) a RMSprop. Všechny metody jsou založené na sestupu
gradientem, bližš́ı informace v [31].

Řešitel aktualizaci provád́ı na základě ztrátové funkce. Caffe nab́ıćı dvě vhodné
varianty pro autoenkodér: Sigmoid Cross-Entropy (SCE) a Mean Squared Error (MSE).

Na speciálńı zmenšené sadě dat byly otestovány všechny kombinace tř́ı reprezentaćı
dat, dvou rekonstrukčńıch chyb a šesti řešitel̊u. SCE byla pro svou charakteristiku
použita jen u binarizovaných sńımk̊u.

5.3 Plně propojený autoenkodér

V prvńı fázi byl testován jeden stupeň AE s rozměry 1600 → 400 → 1600 hodnot
pro vstupńı, skrytou a výstupńı vrstvu. Vstupńı data byly sńımky Pongu ve speciálńı
40 × 40 px podobě. Neurony skryté vrstvy měly aktivačńı funkci sigmoidu a výstupńı
vrstva byla lineárńı. Výpočet SCE sigmoidu zahrnuje, proto pro porovnáńı výsledk̊u
s MSE verźı je přidána i podvrstva sigmoidy. Schéma na obr. 3 obě situace znázorňuje.
Přidaná MSE vrstva se však na učeńı nepod́ıĺı, je jen pro pozorováńı. Modulárńı systém
tvorby NN v Caffe si s touto situaćı lehce porad́ı.

1600

400

1600

SCE

MSE

Obrázek 3: Schéma AE pro Pong 40× 40, řešeńı dvou rekonstrukčńıch chyb.

Grafy na obrázćıch 4 až 5 porovnávaj́ı pr̊uběh učeńı šesti řešitel̊u vždy na jednom
formátu dat dle SCE nebo MSE. Každá konfigurace byla spuštěna pětkrát, grafy zo-
brazuj́ı pr̊uměr ze všech běh̊u. Jelikož učeńı prob́ıhá na skupinkách třiceti dvou sńımk̊u,

17/29
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Obrázek 4: Srovnáńı pr̊uběhu MSE při učeńı dle SCE a MSE r̊uznými řešiteli. Data:
Pong 40× 40, binarizována. Redukce AE: 1600→ 400 hodnot.
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Obrázek 5: Srovnáńı pr̊uběhu MSE při učeńı r̊uznými řešiteli. Data: Pong 40 × 40,
černob́ılá vlevo a S kanál z HSB vpravo. Redukce AE: 1600→ 400 hodnot.

grafy zobrazuj́ı klouzavý pr̊uměr přes jednu epochu. Jeden běh sestával z tř́ı set epoch
učeńı. Jedna epocha znamenala dvě stě iteraćı po třiceti dvou sńımćıch. Test śıtě proběhl
každých deset epoch, grafy chyb na testovaćıch datech jsou vykresleny přerušovaně.

Parametry řešitel̊u byly ponechány na výchoźıch hodnotách, rychlost učeńı však
byla experimentálně měněna pro dosažeńı nejlepš́ıch výsledk̊u v tomto testu. Na prvńı
pohled je zřejmé, že si bin. data vedou výrazně lépe než černob́ılá a S kanál z HSB.
Přičemž pr̊uběh ř́ızený SCE má o řád nižš́ı chybu než MSE. Přes jisté nevýhody binárńı
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5.4 KONVOLUČNÍ AUTOENKODÉR

reprezentace obrazu byla pro daľśı testy zvolena tato varianta v kombinaci se SCE.

Daľśı test byl zaměřen na výběr jednoho ze čtyř řešitel̊u, kteř́ı dř́ıve dosáhli přibližně
0.1 chyby. Zde již byla použitá ostrá sada dat sestávaj́ıćı z padesáti tiśıc binarizovaných
sńımk̊u 80 × 80 px. Tentokrát se pět náhodně iniciovaných vah učilo jen pět epoch
a dál pokračoval pouze nejlepš́ı model. Experiment proběhl na dvou postupně učených
stupńıch AE: 6400→ 1600→ 800→ 1600→ 6400. Druhý stupeň (level 1) byl učen se
zafixovanými vahami prvńıho (level 0).
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Obrázek 6: Pr̊uběh MSE při učeńı r̊uznými řešiteli dle SCE. Data: Pong 80 × 80, bi-
narizováno. Redukce AE: 6400 → 1600 → 800 hodnot. Zobrazen prodloužený nejlepš́ı
běh z pěti po pěti echochách.

Pr̊uběh učeńı obou úrovńı AE zachycuje obr. 6, chyba testovaćı množiny dat je
vykreslena přerušovaně po dvou epochách. V prvńım stupni vedou Adam a AdaGrad,
dle pr̊uběhu učeńı druhého stupně byl vybrán Adam. Je pozoruhodné, že přidáńım
druhé úrovně se vylepšila chyba samotné prvńı, aniž by se jej́ı váhy upravily.

Nyńı se ve stejném duchu pokračovalo prohlubováńım započatého AE. S řešitelem
Adam, ztrátovou funkćı SCE a binarizovanými daty byl postupně naučen autoenkodér
o dev́ıti stupńıch: 6400 → 1600 → 800 → 400 → 200 → 100 → 70 → 40 → 20 → 10.
Učeńı prob́ıhalo na stejném principu jako u prvńıch dvou stupň̊u. Od šesté úrovně byly
nav́ıc váhy celého AE dolad’ovány.

Počátečńıch 6400 hodnot se podařilo zredukovat na 20 a 10 s pr̊uměrnou chybou
necelého jednoho pixelu na testové sadě dř́ıve neviděných sńımk̊u. Následuj́ıćım krokem
bylo zkusit dle této reprezentace naučit herńıho agenta.

5.4 Konvolučńı autoenkodér

Hlavńım př́ınosem konvolučńıho autoenkodéru oproti plně propojenému, by měla být
lepš́ı generalizace, tedy nižš́ı rozd́ıl rekonstrukčńı chyby na trénovaćıch a testovaćıch
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5.4 KONVOLUČNÍ AUTOENKODÉR

datech. Tyto AE se chovaj́ı poněkud odlǐsně a zopakovat s nimi prvńı fázi test̊u, vy-
brat ideálńıho řešitele, formát dat a ztrátovou funkci, bylo nutnost́ı. Postup byl stejný,
kombinace všech variant byly opakovaně spouštěny na 30 epoch a výsledné pr̊uběhy
porovnány v grafech 7 a 8.

Pokud některý z řešitel̊u neńı zobrazen, je bud’ př́ılǐs mimo rozsah anebo byl jeho běh
nestabilńı a ztrátová funkce skončila na NaN. V dané kombinaci je tedy nepoužitelný.
Týká se to SGD a Nesterova, ten se do výřezu grafu vešel jen na binarizovaných datech
se SCE. Oproti plně propojenému AE je zde použita MSE napojená za sigmoidou
i pro učeńı. Ukazuje se, že v př́ıpadě konvolučńıho AE je to při použit́ı RMSProp
nejvýhodněǰśı zp̊usob učeńı. Daľśı zaj́ımavou variantou je Nesterov se SCE též na bin.
datech. Toto jsou však údaje jen z prvńı fáze. Na ostrých datech (padesát tiśıc bin.
sńımk̊u 80× 8) se však obě varianty potýkaj́ı ze značnými pot́ıžemi. Neprojevuje se zde
efekt vylepšováńı předchoźı vrstvy jako v plně prpojeném AE, sṕı̌se naopak. Váhy jsou
také silně závislé na počátečńı inicializaci.

Konvolučńı śıt’ ve své podstatě poskytuje nepřeberné množstv́ı možnost́ı nastaveńı
parametr̊u. Počtem a velikost́ı filtr̊u poč́ınaje, r̊uzným řazeńım pooling a aktivačńıch
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Obrázek 7: Srovnáńı pr̊uběhu MSE při učeńı dle SCE a MSE r̊uznými řešiteli. Data:
Pong 40× 40, binarizována. Konvolučńı AE se 4 filtry 3× 3 a max-poolingem 2× 2.
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Obrázek 8: Srovnáńı pr̊uběhu MSE při učeńı r̊uznými řešiteli. Data: Pong 40 × 40,
černob́ılá vlevo a S kanál z HSB vpravo. Konvolučńı AE se 4 filtry 3×3 a max-poolingem
2× 2.

vrstev konče. Dle [32] neńı třeba velkých filtr̊u, bohatě má postačit v́ıce vrstev za sebou
s menš́ımi jádry. Velkými kernely je myšlena délka hran 5 px a v́ıce.

Testovaný AE měl jeden stupeň z konvolučńı, pooling vrstvy a ReLU aktivace. Kono-
volučńı a protilehlá dekonvolučńı vrstva obsahovaly čtyři filtry velikost 3×3 produkuj́ıćı
čtyři kanály dimenze 39× 39. Dále byly testovány r̊uzné počty a řazeńı filtr̊u s hranou
nejčastěji 3 a 5. Pooling se ukázal efektivńı maximálně ve dvou vrstvách. Max-pooling
sice zachovává nejvýrazněǰśı informaci, ale ne jej́ı polohu. Problém pooling je unpooling.
To by téměř geniálně mohly řešit přeṕınače, jenže pak informace o poloze z př́ıznak̊u
téměř úplně vymiźı. Autoenkodér s přeṕınači a poolingem za každou konvolućı dokázal
rekonstruovat Pong z pouhých čtyř hodnot, ale při bližš́ım zkoumáńı se ukázalo, že kód
sńımk̊u se prakticky nelǐśı od kódu stejného sńımku ale bez mı́čku. RNN také podle
takového vstupu nebyla schopná projevit jakékoliv známky učeńı.

Často se AE naučil velice dobře kódovat pálky, ale mı́ček ne. To vedlo k návrhu
autoenkodéru přij́ımaj́ıćıho dvoukanálový obraz. Herńı objekty v graficky prostých Atari
2600 hrách jsou většinou př́ımo odlǐsitelné prostřednictv́ım barev. Právě v Pongu maj́ı
pálky i mı́ček r̊uzné barvy, rozdělit je do dvou kanál̊u je tedy prosté. Nyńı bylo zapotřeb́ı
naučit dva AE. Jeden měl hledat př́ıznaky mı́čku a druhý kódovat pálky. Výhodným
vedleǰśım efektem bylo rapidńı sńıžeńı velikosti datové sady nutné pro rovnoměrný
pokryv stav̊u hry. Byly sestaveny dvě nové separátńı sady dat, každá s přibližně šesti
tiśıci sńımk̊u.

Architektury AE se nijak zvlášt’ nelǐsily. Testovány byly verze s dvěma až třemi
pooling vrstvami následované řadou šesti až sedmi konvolučńıch vrstev s ReLU. Snaha
byla dosáhnout sńıžeńı dimenze vstupu na sedmdesát až sto hodnot. Konfigurace AE
pro mı́ček a pálky jsou uvedené v tabulce 1.
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Mı́ček Pálky

Parametry Data Parametry Data

1× 802 1× 802

lvl 0
4, 3× 2 4× 782 4, 5× 2 4× 762

pooling 4× 392 pooling 4× 382

lvl 1
4, 3× 2 4× 372 4, 3× 2 4× 362

pooling 4× 192 pooling 4× 182

lvl 2
4, 3× 2 4× 172 4, 3× 2 4× 162

pooling 4× 82

lvl 3
4, 3× 2 4× 152 4, 3× 2 4× 62

pooling 4× 32

lvl 4
4, 3× 2 4× 132 4, 3× 2 4× 22

lvl 5
4, 3× 2 4× 112

lvl 6
4, 3× 2 4× 92

lvl 7
4, 3× 2 4× 72

lvl 8
4, 3× 2 4× 52

lvl 9 4, 3× 2 4× 32

Tabulka 1: Sloupec parametr̊u obsahuje velikosti a počet filtr̊u, na stejném řádku je
velikost a počet kanál̊u dat po pr̊uchodu touto vrstvou. Na označených řádćıch prob́ıhal
max-pooling 2× 2.

Modely Mı́ček A a Pálky B byly zkombinovány a výsledná śıt’ s dvoukanálovým
vstupem byla použita pro herńı test s RNN, při opakováńı stejné hry poměrně snadno
dosáhl perfektńı strategie – odpalu mı́čku na takové pozici, že protihráč nemá šanci.

5.4.1 Boxing

Daľśı testovanou hrou byl Boxing. Obrazová data byla zpracovaná stejným zp̊usobem
jako u Pongu. Z p̊uvodńıch sńımk̊u velikosti 210×160px bylo vyř́ıznuto okno 140×96px
obsahuj́ıćı veškerou dynamiku hry: dva r̊uznobarevné boxery stoj́ıćı proti sobě. Tento
výřez byl zmenšen na 70 × 48 px a binarizován. Záznamem náhodného hráče byly
vytvořeny dva soubory dat. Jeden o padesáti tiśıćıch sńımćıch pro plně propojený au-
toenkodér a druhý pro konvolučńı AE. Druhá množina dat byla vytvořena v duchu
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5.6 ZHODNOCENÍ

dvoukanálového AE pro Pong. Dle barev boxer̊u byl obraz rozdělen do dvou kanál̊u
a binarizován. T́ım je ovšem ztracena informace, kdo je který boxer, nebýt separátńıch
kanál̊u. Nyńı oba kanály zachycuj́ı stejný objekt, neńı proto problém je sloučit do jedné
sady. Ve výsledku dvoukanálový AE tud́ıž stač́ı trénovat jen s jedńım kanálem. Tento
trik nemuśı být limitován jenom na boxing. Pokud hra obsahuje množstv́ı objekt̊u
stejných nebo podobných tvar̊u a plánuje se je reprezentovat v samostatných kanálech,
pak lze využ́ıt stejný princip a ušetřit výpočetńı zdroje. Ve struktuře AE pro Boxing jsou
opět použity osvědčené malé filtry, počátečńı pooling a řada samotných konvolučńıch
vrstev.

5.5 Herńı agent

Finálńım testem autoenkodéru je jeho nasazeńı do vývoje herńıho agenta. RNN byla
zvolena pro svou snadnou implementaci a všestrannost. Plně propojená RNN (použitá
zde) má jen tři parametry: počty neuron̊u v každé z vrstev. Velikost vstupu je určena
napojeným AE. Dimenze výstupu je dána komplexnost́ı ovládáńı hry, jeden výstup
odpov́ıdá jedné akci agenta. Atari 2600 bylo ovládáno osmi směrným joystickem s tla-
č́ıtkem, umožňuj́ıćım provést až sedmnáct unikátńıch aktivńıch akćı a nav́ıc prázdnou
operaci. Většina her si vystač́ı s menš́ım počtem. Pongu stač́ı 2+1 akce, Boxing využije
8 + 1 akćı.

Agenta reprezentuj́ı jeho váhy. Počty neuron̊u ve vstupńı, skryté a výstupńı vrstvě
nin, nhid, nout udávaj́ı celkový počet vah:

nw = (nin + nhid + nout + 1) ∗ (nhid + nout), (17)

kde 1 představuje bias.
Všech nw je učeno evolučńı strategíı xNES. Na počátku je pravděpodobnostńı model

náhodně iniciován a začne prvńı iterace. Jedna iterace se sestává ze vzorkováńı popu-
lace herńıch agent̊u (přibližně dvaćıti, podle počtu vah), jejich ohodnoceńı hrańım hry
a následné aktualizace modelu. Před daľśı iteraćı je celá populace vyhlazena.

Vyhodnoceńı populace prob́ıhalo paralelně na centrálně spravovaných procesech
(Mathematica podkernelech). Každý kernel dostane skupinku agent̊u a obratem je vy-
hodnot́ı na své instanci AE a ALE hry. Samotná evoluce prob́ıhala v centrálńım ker-
nelu Mathematica. Ten skrz alePipeLink přij́ımal obraz a prostřednictv́ım CaffeLink
ho pośılal do Caffe na AE. Výsledné př́ıznaky zpracovala RNN a určila daľśı akci.
Tento proces se opakuje dokud hra neskonč́ı. Evolučńı strategie nepracuj́ı podle abso-
lutńı fitness, jen podle pořad́ı. Aby se od sebe alespoň trochu odlǐsili prohrávaj́ıćı hráči,
dostávaj́ı malý bonus na základě délky kola. Bonus je omezen jen na hráče se záporným
skóre a nemůže být větš́ı než jedna.

5.6 Zhodnoceńı

Samotné autoenkodéry se hodnot́ı lehce. Stač́ı se pod́ıvat na jejich rekonstrukčńı chybu
př́ıpadně porovnat rekonstrukce několika sńımk̊u s originálem. Důležitým aspektem je
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chyba na testovaćıch datech. To je jediné vod́ıtko naznačuj́ıćı, jak se asi AE bude chovat
v reálném nasazeńı, protože na neznámé sńımky bude nutně narážet neustále. To je
výhoda konvolučńıch AE, které zde uplatńı lokalitu filtr̊u a jsou tak imunńı v̊uči posunu
objekt̊u v obraze. Na druhou stranu se konvolučńı AE h̊uře uč́ı, jsou v́ıce náchylné na
počátečńı iniciaci vah a to zvlášt’ ve spodńıch vrstvách. Nedař́ı se s nimi tak výrazně
redukovat dimenzi jako s plně propojenými AE.

Porovnávat AE podle skóre na nich učených RNN neńı snadné, jelikož neńı zaručeno,
že se RNN dokáže naučit hrát hru z použitelných př́ıznak̊u za každých podmı́nek.
Př́ıpadně po kolika epochách. Typický si agent na začátku vede velmi špatně a až po
čase se začnou objevovat známky učeńı. V Pongu to většinou znamená nalezeńı pozice,
z které protihráče vždy

”
vyšplouchne“. Proti tomu v Boxing je skórováńı výrazně lehč́ı

a tak se dá ve vývoji RNN sledovat jisté postupné zlepšeńı.
Při pohledu na výsledky v [1] či [2] je evidentńı převaha RL metod přistupuj́ıćıch

k učeńı na bázi stav̊u a odhad̊u budoućıch zisk̊u při aplikaci konkrétńı akce. V Pongu
neńı moc prostor pro soupeřeńı, jak agent źıská maximum 21 bod̊u je hotov. I prostá
RNN tohoto byla schpná dosáhnout nalezeńım neporazitelné pozice. Tato strategie se
j́ı dařila udržet přibližně v polovině př́ıpad̊u, v pr̊uměrném skóre tedy zaostávala.

Nejlepš́ı výsledek v Boxingu dosáhl konvolučńı AE redukuj́ıćı obraz na třicet dvě
hodnoty v kombinaci s RNN o dvou skrytých neuronech. Skóre činilo 37 bond̊u, pr̊uměrné
jen kolem 10. Dokonalého výsledku sta bod̊u je v [1] dosaženo prohledáváńım, jejich
nejlepš́ı učený kontrolér źıskal 44. DQN zvládá pr̊uměrně až 77 bod̊u [3].
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Kapitola 6

Závěr

V této práci je prozkoumáno využit́ı autoenkodéru a rekurentńı neuronové śıtě k obec-
nému hrańı her. Speciálńı architektura umělé neuronové śıtě, autoenkodér (AE), byla
použita k naučeńı ńızko dimenzionálńıch vektor̊u př́ıznak̊u obrazu her. Tato redukovaná
reprezentace posloužila jako vjem herńıho agenta, rekurentńı neuronové śıtě (RNN).
Agent byl učen evolučńı strategíı snaž́ıc se dosáhnout co nejvyšš́ı skóre. Za testovaćı
platformu agent̊u bylo zvoleno ALE - simulátor herńı konzole Atari 2600.

Prozkoumány byly vlastnosti konvolučńıch i klasických, plně propojených autoenko-
dér̊u. Otestována byla jejich schopnost kódovat vstupńı data – sńımky hry v závislosti
na jejich formátu, metodě aktualizace vah śıtě a ztrátové funkci. Sńımky byly převedeny
do monochromńı podoby jedńım ze tř́ı zp̊usob̊u: černob́ılá (pr̊uměr RGB hodnot), bi-
narizace (pozad́ı černé, objekty b́ılé) a vytažeńı S kanálu z HSB barevného prostoru.
Nejlépe se osvědčily binarizované sńımky. Pro plně propojené AE se jako ideálńı pro-
jevila kombinace ztrátové funkce sigmoid cross-entropy a řešitele Adam (varianta ses-
tupu gradientem). Konvolučńı AE dosahoval nejnižš́ıch rekonstrukčńıch chyb se ztráto-
vou funkćı mean squared error a řešitelem RMSProp.

Dle těchto poznatk̊u byly naučeny AE redukuj́ıćı obraz her z p̊uvodńıch 33600 px
(předem vyř́ıznutého a zmenšeného přibližně na čtvrtinu v závislosti na hře) na pouhých
pár deśıtek hodnot. Načež byla spuštěna evolučńı strategie xNES ř́ıd́ıćı vývoj RNN
(napojené na výstup enkódovaćı části AE), jej́ımž výstupem byl vektor hodnot mapován
př́ımo na herńı akce ALE. Podařilo se naučit agenty perfektně hraj́ıćı Pong a obstojně
Boxing. Schopnost AE naučit se použitelnou reprezentaci obrazu ke hrańı her tedy byla
prokázána.

Tuto práci by nebylo možno uskutečnit bez patřičného softwarového vybaveńı. Před-
ně se jednalo o Caffe, ALE a vše zahrnuj́ıćı Mathematica. Jinak samostatné pro-
gramy byly propojeny zde implementovanými knihovnami CaffeLink (publikované na
IMS2015) a alePipeLink. Ve výsledku tak bylo možné př́ımo z Mathematica ř́ıdit učeńı
AE v Caffe, spouštět hry na ALE a evolućı vyv́ıjet agenty. Výstupem práce je vedle
rozhrańı pro práci s neuronovými śıtěmi i soustava skript̊u, umožňuj́ıćı téměř automat-
ické trénovańı autoenkodér̊u a evoluci agent̊u nejen pro ALE.
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Obsah CD

Na přiloženém CD jsou k nalezeńı:

• Elektronická verze textu v pdf.

• Zdrojové soubory implementovaných knihoven.

• Použité sady sńımk̊u k učeńı neuronových śıt́ı.

• Videa zachycuj́ıćı hrańı RNN.
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