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Abstract

This thesis first defines the graph bisection problem. It summarizes existing heuristic and
evolutionary solution methods. The most important parts of the evolutional algorithm are
described. It also describes the Kernighan—Lin heuristics for the graph bisection optimization.

New hybrid evolutionary-based algorithm for solving the graph bisection problem is
proposed and described in the thesis. It combines the evolutionary algorithm with the
Kernighan—Lin heuristics as a local optimizer. The implementation includes a user interface
that provides an environment for experimenting with the proposed algorithms and makes it
possible to visually inspect and manipulate with the solutions produced by the algorithm.

The proposed algorithm was experimentally evaluated on a set of the most frequently
used benchmark graphs found in relevant literature. Results achieved with the proposed al-
gorithm were compared to the pure Kernighan—Lin heuristic ones showing that the proposed
algorithm outperforms the Kernighan-Lin ones on all of them but one.

Abstrakt

V Gvodu préce definuje problém bisekce grafu. Shrnuje existujici heuristické a evoluéni me-
tody jeho feseni. U evoluénich metod popisuje hlavn{ sou¢asti evolu¢niho algoritmu. Popisuje
Kernighan—Lin heuristiku pro optimalizaci bisekce grafu.

V préaci je navrzen a podrobné popsan vlastni hybridni evoluéni algoritmus kombinujic{
evolu¢ni prohledavani s lokalni optimalizaci pomoci Kernighan-Lin heuristiky. Sou¢asti im-
plementace je i grafické uzivatelské rozhrani umoznujici nastaveni a spousténi experimenti.
Vysledky vypoc¢tu jsou vizualné znazornény s moznosti manuélnich tprav.

Vysledky dosazené navrZzenym algoritmem jsou experimentalné ovéfeny na casto pou-
zivanych testovacich grafech uvadénych v relevantnich publikacich. Jsou také porovnany s
vysledky dosazenymi pomoci ¢isté Kernighan—Lin heuristiky. Na v8ech testovanych grafech
kromé jediného navrzeny algoritmus dokézal pifekonat Kernighan—Lin heuristiku.
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Kapitola 1

Uvod

Problém hledéani miniméln{ bisekce grafu (PMBG) spociva v nalezeni rozdéleni grafu na dva
podgrafy tak, aby soucet vah hran vedoucich mezi jednotlivymi podgrafy byl minimalni.
Nutnou podminkou je, aby se velikosti podgrafii neligily vice nez o 1. Praktické vyuziti je
napiiklad pfi rozdéleni elektrického obvodu na dvé desky tak, aby bylo tfeba co nejméné
propojek. Déle se mtize uplatnit p¥i Fizeni toku v sitich (load balancing), detekci komunit na
socidlnich sitich, planovani uloh apod.

PMBG je NP té&zky problém [9]. Hlavnim omezenim je proto velkd ¢asova naro¢nost vy-
poctu rostouci s velikosti vstupniho grafu. Deterministické algoritmy, které ¥esi PMBG opti-
malné, jsou pouzitelné pouze pro malé instance problému. Vé&tsi instance se daji fesit pomoci
heuristickych metod, zaloZenych napf. na hladovém prohledavani prostoru feSeni. Neni vSak
zaruceno, ze nalezené feSeni bude optimélni. Prikladem takové heuristiky je Kernighan-Lin
algoritmus (K-L) popsany v kapitole [3.6]

Vzhledem k velikosti stavového prostoru je vyhodné pfi feSeni pouzit evoluéni heuris-
tiky nebo metaheuristiky. Jednim z moznych p¥istupi je Slechténi jedinci reprezentujicich
konkrétni rozdéleni vstupniho grafu. V odbornych publikacich je popséna fada technik pou-
zivanych pii evolu¢nim feseni PMBG.

Evoluéni algoritmus typicky realizuje hrubé prohledavani stavového prostoru. Na takto
evolu¢né nalezend FeSeni je mozné uplatnit jesté lokdlni optimalizaci. Takovy postup se na-
zyva hybridnim evoluénim algoritmem.

Cilem této préace je navrhnout a implementovat hybridni evolu¢ni algoritmus pro feSeni
PMBG, ktery bude rozsitenim Kernighan—Lin algoritmu. Jeho evolu¢n{ ¢ist bude provadét
globalni vzorkovani prohledavaného prostoru. Zakladnim principem bude kombinace evo-
luéntho a hladového vytvafeni sekvence prohazovani vrcholii mezi jednotlivymi podgrafy.
Jako lokalni optimalizator evolu¢né nalezenych feSeni bude pouzita varianta klasického K-L
algoritmu.

V préci bude experimentilné ovéren predpoklad, Ze toto rozsifeni bude na testovanych
grafech dosahovat lepsich vysledki nez klasicky K-L algoritmus. Bude rovnéz provedeno
srovnéni vysledkd vlastni implementace K-L s vybranou jinou implementaci. Sou¢asti vy-
hodnoceni vysledki bude i srovnani s nejlepsimi dosazenymi vysledky jinych algoritmi pre-
zentovanymi v relevantnich publikacich.
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Text je ¢lenén do nasledujicich kapitol. V kapitole 2] jsou definovany vSechny potfebné
zékladni pojmy. V kapitole [3| jsou popsany neevoluéni metody FeSeni bisekce grafu. Kapitola
upfesiiuje popis jednotlivych druhti evoluénich algoritmi. Hlavni postupy a soucésti evo-
luénich algoritmu pro feSeni PMBG jsou popsany v kapitole [5l Navrzeny hybridni evoluéni
algoritmus je popsan v kapitole [6] a popis kli¢ovych ¢asti jeho implementace je v kapitole
Nejcastéji pouzivané testovaci grafy jsou uvedeny v kapitole 8 Vybér konkrétnich grafii
pro experimenty, jejich nastaveni a vysledky obsahuje kapitola [9] Prace kon¢i zhodnocenim
vysledkii v kapitole [I0] a zavérem v kapitole



Kapitola 2

Definice problému

Problém rozdéleni grafu (graph partitioning problem) spoc¢iva obecné v rozdéleni grafu na
k podgrafi tak, aby se pocet vrcholi v zadné dvojici podgrafii neligil vice nez o 1 a aby
byl minimalizovan soucet vah hran vedoucich mezi jednotlivymi podgrafy. Bisekce grafu je
specidlni pripad pro k = 2. V této praci se budeme zabyvat vyhradné hledanim minimalni
bisekce grafu.

Méjme neorientovany graf G = (V, E), kde V je mnoZina n jeho vrcholi a E mno-
zina e jeho hran. Ukolem grafové bisekce je rozdélit graf G do dvou podgrafd A(Va, EA)
a B(Vp,Ep) o poc¢tech vrcholi nga,np. V pripadé sudého n se musi ny = np, v pfipadé
lichého n bude jeden z podgrafii obsahovat jeden vrchol navic, tedy

Ina —np| <1
Kazdy z vrcholt z V' musi byt pfifazen pravé do jednoho z téchto podgrafi, tedy musi platit

WU%:V

Va ﬂ V=10
a z toho vyplyvajici vatah ng +np = n.

Hrana, ktera spojuje vrcholy ze stejného podgrafu, se nazyva vnitini nebo interni (inter—
cluster). Hrana, kterd spojuje vrcholy z riznych podgrafi, se nazyva vnéjsi, externi nebo
hrani¢ni (intra—cluster, cut edge). Rozdéleni grafu se provede odstranénim vsech hrani¢nich
hran. Neni pfitom pozadovano, aby vysledné podgrafy A(V4, E4) a B(Vp, Ep) byly po
odstranéni téchto hran souvislé.

Kvalita rozdéleni se hodnoti sou¢tem vah hran, které je potieba odstranit. Pro kvalitu
rozdéleni se pouziva oznaceni velikost Fezu (cutsize). V p¥ipadé, Ze hrany nejsou ohodnoceny,
povazujeme jejich vahy za jednotkové a cutsize je dano pouze jejich poétem. Kvalita rozdélent
grafu je tim lepsi, ¢im mensi je cutsize. Snazime se tedy cutsize minimalizovat.
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Kapitola 3

Neevoluc¢ni metody reSeni a heuristiky

Heuristika je obecny postup feSeni problému. Nezarucuje nalezeni optimélniho FeSeni, je
v8ak snadno pouzitelna a dava rychle vysledky pro obecné vstupni data (bez zaruky jejich
optimality). Vychézi ze zkuSenosti a obecnych postupt v dané problematice.

Pokud je znamo geometrické rozlozeni vrchold grafu, je mozné pouZzit metodu prolozeni
pfimkou nebo random spheres. Ostatni popisované metody, tedy Lokalni optimali-
zace7 BFS bisekce7 Coarsening a KernighanfLin nepotiebuji geometrickou
informaci znat. Pracuji s obecnymi grafy. V této praci se budeme vénovat obecnym grafim
bez geometrické informace. V pfipadé vstupnich dat se soufadnicemi vrchold budeme tyto
soufadnice ignorovat.

3.1 ProloZeni pirimkou

Metoda je zalozena na protnuti grafu pfimkou tak, aby délila jeho vrcholy na dvé poloviny
s poC¢tem vrcholi lisicim se maximélné o 1. Prvky podgrafii budou odpovidat prvkim v
polorovinach vymezenych délici pfimkou. Parametry délici pfimky lze optimalizovat napf.
metodou nejmensich ¢tverci tak, aby vysledna velikost fezu byla co nejnizsi. Podrobnéjsi
popis v [H].

3.2 Random spheres

Tato metoda konstruuje rozdélen{ grafu na zakladé kruznic se st¥edy ve vrcholech a takovymi
poloméry, aby zadny vrchol nebyl uvnit¥ vice nez k takto vymezenych kruhi. Autofi ukazuji,
ze existuje délici kruznice protinajici definovany omezeny pocet téchto kruznic a rozdéluje
vrcholy na ¢asti uvnitf sebe a vné v definovaném poméru. Rovnéz navrhuji algoritmus pro
jeji nalezeni. Metoda pracuje obecné v d-rozmérném prostoru. Podrobnéjsi popis v [13].

3.3 Lokalni optimalizace

Obecny postup pii hledani feSeni optimalizujici néjaké kritérium. Postupné providime mengi
lokalni zmény na kandidatském teSenf. Tim prochézime jeho okoli v prostoru feseni, posou-
vame se postupné smérem k jeho nejbliz§im sousedtim. Tento postup iterativné opakujeme
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tak dlouho, dokud se neptestane zlepSovat sledované kritérium nebo dokud neni dosazeno
jeho pozadované hodnoty.

Nevyhodou této metody je velkd pravdépodobnost uviznuti v lokadlnim extrému, coz vy-
plyva ze samotného principu prohledavani nejblizs§iho okoli. Pouziti lokalni optimalizace pfi
evolu¢nim hledani bisekce grafu popisuje napt. [17].

3.4 Bisekce grafu prichodem do Sitky

Tato metoda je zaloZena na priichodu grafem do Sirky.

Algoritmus 1 BFS bisekce
Input: Graf G
Output: Bisekce grafu G
1: Zvol pocéateéni vrchol vy
2: Projdi graf do &ffky s oznacovanim nejkratsi vzdalenosti od vy
3: Nalezni vpsax jako nejvzdalenéjsi vrchol od vy
4: return Rozdéleni vrchold na poloviny blizsi k vg, resp. vprax

Problematicka je uz volba pocateéniho vrcholu. Na ni pfitom zévisi vysledna kvalita
rozd€leni. Tento algoritmus mizZe byt pouzitelny pro vytvofeni inicidlniho rozdéleni, které
bude vstupem dalstho algoritmu.

3.5 Coarsening

Néazev by se dal pfelozit jako ,zhrubnuti“. Shluknutim nékolika vhodnych vrcholi do jednoho
zastupného vrcholu se postupné zjednodusuje struktura grafu. Kdyz uz je dost jednoducha,
aplikuje se néjaky algoritmus grafové bisekce nad grafem z téchto zastupnych vrcholtd. Poté
se zastupné vrcholy expandujf do své ptivodni podoby.

3.6 Kernighan—Lin algoritmus

Kernighan—Lin algoritmus (K-L) nazyvany také K-L heuristika iterativné vylepsuje zadané
vstupni rozdéleni grafu. Jeho typické pouziti je lokalni optimalizace vystupu n&jakého jiného
algoritmu. Zlepgeni aktualniho FeSeni se hleda hladovou konstrukei sekvence prohozeni dvou
vybranych vrcholid mezi obéma podgrafy.

UvaZzujme graf G rozdéleny na podgrafy A a B. Pro kazdy vrchol se spoé¢ita soucet vah
jeho vnitinich hran I, a vné&jsich hran F,.

D,=FE, -1,

je rozdil mezi vn&jsi a vnitini hodnotou vah u tohoto vrcholu. Zisk (gain) g, kterého dosah-
neme prohozenim vrchold a, b je

Jap = Do + Dy — 2wqy
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kde wgp je vaha hrany mezi ob&ma vrcholy. Pokud takova neexistuje, w,p = 0. Vybereme
vrchol z A a z B tak, aby tento vybér maximalizoval zisk pfi jejich prohozeni. Vybrané
vrcholy vyjmeme z plivodnich mnozin a prepocitdme ostatni hodnoty D z takto zmensenych
A a B. To muzeme pro vrchol z, kde x € A — {a} jednoduse udélat tak, ze zohlednime vahy
hran w; 4 a wgp podle vztahu

D! = Dy + 2wy 0 — 2wy p

a analogicky pro druhy podgraf. Jednou prohozené vrcholy se jiz v dalSich iteracich neu-
vazuji, protoze prohozeni jiz prohozeného vrcholu neni zddnou zménou. Tato prohazovéini
iterativné opakujeme, dokud pivodni mnoziny nevyprazdnime. Nakonec spocitdme, pii pro-
vedeni kolika k > 0 prvnich prohozeni z vysledné sekvence prohozeni bude maximalizovan
vysledny celkovy zisk a tolik téchto prohozeni provedeme.

Algoritmus 2 Kernighan—Lin
Input: Graf G(V, E) a jeho inicialni rozdéleni na podgrafy A,B
Output: Optimalizované rozdéleni grafu G
1: repeat
2 Pro v8echny vrcholy z A a B spocitej jejich D
3 repeat
4 Vyber vrcholy a € A a b € B s maximélni ziskem g¢[i| pfi prohozeni
5: Premistiaz Ado X abz BdoY
6
7
8

Prepocitej hodnoty D ze zmensenych A a B
until Nejsou vyprazdnény A a B
Spotitej k tak, aby maximalizovalo zisk gain = Zfzog[i}
9: if gain > 0 then Proved prvnich k prohozeni vrcholiz X aY vAaB
10: until Je dosahovino zisku
11: return Optimalizované rozdéleni do podgrafi A a B

Algoritmus je podrobné popsan v ¢lanku autort [8] nebo v [16]. Existuje jeho optimali-
zované verze Fiduccia-Mattheyses algoritmus, kterda pomoci vylepsenych datovych struktur
zlepSuje jeho ¢asovou slozitost.

3.7 Dalsi heuristiky

Podle [§] se tyto heuristiky neosvédéily, mohou vSak poslouzit jako zdroj fragmenti pro vyvoj
novych heuristik.

e Nahodna feSeni. Rychlé, ale nedava dobré vysledky. Nizkéa pravdépodobnost tispéchu
vzhledem k velikosti prohledavaného prostoru.

e Ford - Fulkerson. (Max flow min cut) algoritmus, ktery hleda maximalni tok pfi
minimalnim fezu. Problém ale je, Ze neni nijak specifikovatelnéd velikost vyslednych
podgrafa.

e Clustering. Klasické shlukovani, i zde jsou problémy s velikosti vyslednych podgrafii.
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Kapitola 4

Evoluc¢ni metody reSeni

Tato kapitola se soustfeduje na popis evolutnich metod feeni PMGB a jejich kli¢ovych
soucasti. K feSeni PMGB je mozno pouzit fadu pFistupt z oblasti evolu¢nich algoritmi nebo
genetického programovani. Daji se kategorizovat do nasledujicich zakladnich t¥{d — klasické
evolu¢ni algoritmy, hybridni algoritmy a hyperheuristiky.

4.1 Klasické evoluc¢ni algoritmy

Jsou to klasické evoluéni algoritmy, které Slechti populaci kandidatskych feSeni. Prvotnim
vstupem je graf urCeny k rozdéleni. Jedinec v tomto p¥ipadé reprezentuje jedno konkrétni
rozdéleni vstupniho grafu. Pocatecni rozdéleni mize byt bud nahodné, nebo predpoditané
nékterou z heuristik. Fitness jedince je definovana velikosti cutsize jim reprezentovaného
rozdéleni. Evoluéni algoritius se snazi cutsize minimalizovat.

4.2 Hybridni algoritmy

V tomto piipadé je evolu¢ni algoritmus kombinovan s lokdlni optimalizaci §lechténych kan-
didatt. Ukazuje se, Ze samotny evolu¢ni{ algoritmus je vhodny pouze na hrubé prohledavani
stavového prostoru. Naopak lokédlni optimalizator ¢asto uvazne v lokdlnim extrému, protoze
primarné prohledéva nejblizsi okoli zlepsovaného kandidata. V kombinaci EA s lokalni opti-
malizaci je tak moZné zvysit jeho vykonnost.

V [9] a jim odkazovanych ¢lancich bylo zjisténo, ze lokalni optima tvoii konvexni obal
okolo globélniho optima. Je tedy vyhodné pouzit operator kiizeni jako konvexn{ vyhledavani.
Dale autofi zjistili, Ze operatory k¥izeni maji v tomto pfipadé obecnou tendenci soustiedit
se na centralni oblast prohleddvaného problému.

4.3 Hyperheuristiky

Zakladni princip je ten, Ze hyperheuristiky prohledévaji prostor heuristik, ne prostor fe-
Seni daného konkrétniho problému. Pomoci metod genetického programovani se z fragmentt
(elementérnich operaci) stavajicich heuristik, pfipadné z nové navrzenych fragmentt, §lechti
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nové heuristika fesici dany problém. Neslechti se tedy feseni zadané instance problému, ale
heuristika k jeho Feseni.

Podrobnéjsi popis hyperheuristik je na [I]. Pravidelné aktualizovany ptehled publikaci
o hyperheuristikach je na [14]. Hyperheuristikam pro feSeni grafovych problémum se vénuje

napi. [L1].



Kapitola 5

Evoluc¢ni algoritmy

Nésledujici popis je platny zejména pro evoluéni algoritmy, které Slechti jedince odpovida-
jict néjakému rozdéleni vstupniho grafu. Chromozom reprezentuje jedno konkrétni rozdéleni
vstupniho grafu. Tyto postupy a zkuSenosti bude mozné vyuZit i pfi vyvoji navrzeného (hyb-
ridniho) evoluéniho algoritmu. Souhrnny pfehled o evoluénich p¥istupech je v [9].

5.1 Reprezentace chromozomu

Genotypem nazyvame jedno konkrétni zakdédovani feseni. Fenotypem rozumime jedno kon-
krétni feSeni. Redundance nastava v pfipadé€, Ze je mozné jedno feSeni vyjadrit vice rtz-
nymi, ale ekvivalentnimi zépisy. To rozsifuje velikost prohleddvaného prostoru. Operatory
zajistujici diverzitu populace nemusi dokazat rozlisit stejné nebo jen mirné odligné jedince,
ktetf! majf zcela jiny zapis. Redundance se miize projevit riznymi poméry poc¢tu genotypt
na odpovidajici fenotypy.

1:1 ... idedlni varianta bez redundance
1:N ... nepot¥ebuje normalizaci

N:1 ... je vhodna normalizace

Redundance v8ak muze byt v nékterych specidlnich piipadech uzitecnd. Podle ¢lanku
odkazovaného v [12], ¢m vice méa dané rozdéleni vnitinich hran, tim mé i vice redundantnich
zapist. Proto se takovi kandidati lépe prosazuji. Autofi dosahli lepsich vysledkd u edge

kodovani (5.1.2)) nez u vertex—to—cluster kodovani (5.1.1]).

Slepota (blindness) nastava tehdy, kdyz kodovani neumoziiuje reprezentovat nékteré
mozné instance z prostoru feSeni. Mize se teoreticky stat i to, Ze zadné spravné feSeni
nebude moci byt danym kédovéinim reprezentovino, tedy ani nalezeno. Priklad, pii kterém
k tomuto problému miize dojit, je popsan v kapitole [5.1.2

Podrobny popis typt kodovani, redundance a slepoty je uveden v [12].

11
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5.1.1 Vertex—to—cluster ké6dovani

Kazdy vrchol mé pfifazeno &slo podle toho, do kterého podgrafu (clusteru) patii. Rozdéleni
grafu G(V, E) je tedy reprezentovano polem ¢isel délky n = |V|, jehoZz prvky mohou nabyvat
tolika hodnot, na kolik podgrafi je graf rozdélen. P¥i bisekci je pocet podgrafi k = 2, takze
prvky pole budou mit hodnotu z (0, 1) pii indexovani podgrafii od 0.

Nevyhodou tohoto kédovani je redundance. Existuje k! moznosti, jak namapovat k isel
na k clustert. Tedy existuje k! moznosti, jak zakdédovat totéz rozdéleni. To zbytecné rozsifuje
prohledavany prostor. Stejné bisekce ve dvou redundantnich zapisech jsou napf. 110000 a
001111. Vyhodou je naopak to, Ze kédovani netrpi slepotou, je mozné zakédovat do clusteri i
izolované vrcholy. Dal8i moznou vyhodou je to, Ze velikost reprezentace rozdéleni neni zavisla
na poc¢tu hran.

5.1.2 Edge kédovani

V pfipadé tohoto kddovani je rozdéleni reprezentovano informaci o tom, které hrany jsou za-
chovany a které odstranény. Typické hodnoty jsou 1...odstranéna hrana, 0...ponechana hrana.
Neboli, pro kazdou hranu urcujeme je-li inter—cluster nebo intra—cluster. Pro reprezentaci
bisekce grafu G(V, E) je tieba pole ¢isel délky e = | E|, kde hodnoty jsou z (0, 1).

Prvnim nedostatkem tohoto kédovani je fakt, Ze jeho délka miZe enormné nartstat v
grafech s velkym poc¢tem hran. Mnohem vazné&j§im nedostatkem je ale slepota, protoze v pii-
padé izolovanych vrcholi nelze zakédovat, do kterého clusteru patii. K izolovanym vrcholtim
totiz nevede zadnda hrana, o které by se dalo zaznamenat Ze je zachovina nebo pierusena.
Protoze v definici problému izolované vrcholy pfipoustime, neni toto kodovani p¥ili§ uziteéné
pro dalsi experimenty.

5.1.3 BFS usporfadani genomu

P1i této metodé jsou pii vertex—to—cluster reprezentaci ulozeny vrcholy v poli v pofadi podle
BFS prichodu grafem. Bez ni je ulozeni provedeno v poradi vrchold podle jejich o&islovani,
které muze byt zvoleno v obecném p¥ipadé libovolné. Struktura grafu se nijak neméni, pouze
se symbolicky precisluji vrcholy.

Vyhody tohoto zptisobu uloZeni se projevi pfi kiiZzeni, které potom lépe zachovava shluky
sobé blizkych vrcholi.

5.1.4 Fractional code

V [12] je popséna reprezentace rozdéleni pomoci v + 1 racionalnich &isel. V nich je prvnich v
vyhrazeno vrcholim a zbyvajici ¢islo pro pocet clusterti. Tato metoda netrpi slepotou. Trpi
oviem redundanci v oznacovini clusterd a redundanci v reprezentacich desetinného &isla
zlomkem.
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5.1.5 Multi-Attractor Gene Reordering

Autofi [[7] navrhli pFedislovani uzli pro lepsi zakodovéni tak, aby jednotlivé sekce grafu byly
v kodovani pospolu. Zacind od nahodné vybraného vrcholu (attractor). Mize byt vylep-
Seno pouzitim dvou nebo vice atraktori. Ne kazda volba atraktort je dobra. Experimenty
provadéné na grafech z [19] ukazaly zlepSeni vykonu.

5.2 Fitness

Z pozadavku na co nejmensi cutsize bisekce vyplyva prirozend definice fitness jedince i jako
velikost Fezu jim reprezentovaného rozdéleni:

Fitness(i) = cutsize
Evoluéni algoritmus tedy musi fungovat tak, aby minimalizoval fitness. Jind mozZnost je
transformovat fitness tak, aby hodnota rostla s klesajicim cutsize

. > 1
Fitness(i) = ;-

Normalizovat fitness jedince ¢ lze podle [18] pfedpisem

(cutsize,, — cutsize;) + (cutsize,, — cutsizey)

3
kde w je nejhorsi jedinec v populaci a b nejlepsi jedinec v populaci. Timto zplisobem vSak
dosdhneme pouze normalizace, dva rozdilni kandidati se stejnou fitness se tim nijak neodlisi.
Pritom je zaddouci, aby metoda vypoctu fitness dokazala rozligit vyhodnéjsiho kandidata ze
dvou se stejnym cutsize.

Fitness(i) =

5.3 KriZeni

Prti kiizeni se nejvice vyuzivaji klasické operatory
e Jednobodové (one-point)
e Vicebodové (multi-point)

e Rovnomérné (uniform)

Ukazuje se, ze je vyhodné zachovavat beze zmény tu ¢ast genotypu, kterd je obéma
kandidatim spole¢né, viz [18] a [10].

5.4 Mutace

Pouzivaji se klasické operatory
e Prohozenf hodnot na dvou ndhodnych pozicich v chromozomu
e Nahodna zména na n ndhodnych pozicich

e Inverze na n ndhodnych pozicich (pii dvouhodnotovém kédovani)
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5.5 VyvazZeni velikosti podgrafii

Hlavni p¥i¢inou obtiZnosti problému bisekce je pozadavek na stejné velké podgrafy. V piipadé,
ze by toto nebylo pozadovano, jsou k dispozici rychlejsi metody feSeni. Pokud se v8ak u
striktné definované bisekce v pribéhu evolu¢niho algoritmu vyskytne kandidat nevyhovujici
tomuto pozadavku, je nutno provést nékteré z nasledujicich opatieni.

e Nevyvazena reSen{ penalizovat
e Opravné postupy — z velkych podgrafii pfesunout nékteré vrcholy do mensich

e Prevence — navrhnout operator kfizeni tak, aby neprodukoval nevyvazena reSeni

5.6 PROBE

Heuristika PROBE (Population—Reinforced Optimization—Based Ezploration) vyuZiva prin-
cipu, pfi kterém se pii vicebodovém kiizeni zachovava ¢ast informace spole¢nd obéma, rodi-
¢im. Na potomkovi vytvofeném pomoci tohoto pravidla nasledné zkonstruuje zbytek genomu
pomoci prohledavani (napf. DiferentialGreedy) a vysledek doladi pomoci lokalniho optima-
lizétoru (nap¥. K-L). Podrobny popis je v [2].



Kapitola 6

Navrzeny algoritmus

V ramci této diplomové prace byl navrzen a implementovan hybridni evoluéni algoritmus
pro hledani bisekce grafu. Tato kapitola podrobné popisuje princip v8ech soucasti algoritmu.
Nejdulezitéjsi aspekty implementace jsou popsany v kapitole

Zikladem feSeni je evoluéni algoritmus. Jeho vstupem je graf a volitelné jeho inicidlni
rozdéleni do dvou clusterti. Toto rozdélen{ je algoritmem vylepSovano pomoci evoluéné vy-
slechténé sekvence vrcholt z jednoho clusteru, ke kterym se hladové hledajif vhodné vrcholy k
prohozeni z druhého clusteru. Hladové hledani je zaloZeno na principu pouzitém v K—L heu-
ristice. Ta v8ak hled4 hladové vrcholy z obou clusterti, zatimco navrzeny algoritmus vybira
vrcholy z prvniho clusteru evoluéné.

Tterativni evolu¢ni algoritmus je rozsifeni evolu¢niho algoritmu o moznost jeho itero-
vaného spousténi. Nejleps{ evolu¢né nalezené rozdéleni{ po definovaném poctu generaci se
pouzije jako vychoz{ pro novy béh evoluéniho algoritmu. Pokud rozdéleni dosazené na konci
aktualn{ iterace bude horsi nez rozdéleni na jejim zacatku, pouzije se do dalsi iterace to
rozdéleni, které bylo vstupem aktualni iterace. Tento postup se iterativné opakuje. Zajisti se
pii ném, Ze se na zac¢atku kazdé iterace vygeneruje nové ndhodné iniciadlni populace sekvenci
akci, tj. sekvenci vrchold z jednoho podgrafu. To sniZzuje riziko uvaznuti algoritmu v lokal-
nim extrému. Ke snizeni tohoto rizika pFispiva i to, ze dalsi iterace bude (v p¥ipadé zlepseni
rozdéleni v piedchozi iteraci) optimalizovat jiné inicidlni rozdéleni nez optimalizovala iterace
piedchozi.

Navrzeny algoritmus také obsahuje moZnost pouziti klasické K-L heuristiky jako lokal-
niho optimalizatoru. Je mozné optimalizovat vSechny jedince z generace nebo pouze nejlep-
§tho z nich. Pokud tim dojde ke zlepSeni cutsize, pouzije se pro dalsf béh algoritmu takto
optimalizované feSeni namisto horsiho evolu¢né nalezeného.

Hlavni cyklus navrzeného algoritmu je popsan v kapitole Vgechny jeho ¢asti jsou
podrobné popsany v této kapitole. Typicky piiklad pribéhu iterativniho algoritmu je zné-
zornén na obr. [6.1] Z obrazku je patrny vliv evoluce v kazdé iteraci. Na zacatku iterace
jsou zlepseni vyraznéjsi nez k jejimu konci. Déle je vidét, Ze pocdatek nové iterace je vidy
na drovni nejlepstho vysledku té pfedchozi. Dalsim pozorovanim je skutecnost, Ze pozdéjsi
iterace jiz nedokazi nachazet tak velké zlepgeni jako pocatecéni iterace.

Pocatetni rozdé€leni na vstupu algoritmu je mozné ziskat jednim z nasledujicich zpisobii:

e Zadat vlastni rozdéleni

15
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Obréazek 6.1: Prabéh 6 iteraci u grafu u500.10

e BFS rozdéleni s pocatkem ve vrcholu s nejvyssim stupném (viz
e Nihodné rozdé&leni

e Stiidavé rozdéleni vrchola do clustera

Volba inicidlntho rozdéleni mé zasadni vliv na kvalitu vysledku algoritmu. Nelze vSak
obecné stanovit, které z nich je pro konkrétni instanci problému optiméalni. Spolehlivym
voditkem neni ani niz§f hodnota cutsize vybraného inicidlnitho rozdéleni. I z horsiho rozdélent
muze algoritmus dojit k lep§imu vysledku.

V pribéhu vyvoje algoritmu se ukazalo, Ze nejlepsich vysledki dosahuje p¥i ndhodném
inicidlnim rozdéleni. P¥i pouZziti BFS rozdéleni ¢asto nastavalo uvaznuti v lokalnim extrému,
protoze takto deterministicky urcené rozdélen{ sméfovalo vypocet ptili§ tzkym smérem.

Béh algoritmu se ukonéi pii nalezeni dostate¢né dobrého FeSeni, jehoz hodnota se na-
stavuje v pocatetni konfiguraci. Pokud takového FeSeni neni dosaZeno, ukonéi se béh po
provedeni definovaného podctu iteraci.

6.1 Reprezentace

Jedinec je reprezentovin permutaci Cisel, které odpovidaji ¢islim vrcholi z jednoho podgrafu.
Délka chromozomu je tedy (%1 Musi byt zajisténo, ze kazdy vrchol z daného podgrafu je
pouzit pravé jednou. Tyto podminky musf byt splnény pt¥i ndhodné inicializaci nového jedince
i pro jedince vzniklé kiizenim a mutaci.
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6.2 Fitness

Zéklad hodnoty fitness jedince je cutsize jim daného rozdéleni, tedy pocet hrani¢nich hran
daného rozdéleni. Ukolem evolu¢niho algoritmu je fitness minimalizovat. Fitness jedince se
uréi na zékladé sekvence vrcholt z jednoho podgrafu uloZenych v chromozomu. Ke kazdému
z nich se hladové najde vrchol z druhého podgrafu s nejvéts§im ziskem pii prohozeni. Tato
sekvence akci se aplikuje na pracovni rozdéleni a sleduje se pii tom, jaky pocet K prove-
denych prohozeni dava nejlepsi vysledek. Neni nutné pii kazdém prohozeni pocitat cutsize
kompletné znovu, staéi aktualizovat fitness pracovniho rozdéleni na zakladé zisku dosazeného
provedenim jednotlivych pfesunt uzli. Cely postup je analogicky ke hledani nejvyhodnéjsiho
péaru k prohozeni tak, jak je zaveden v Kernighan—Lin heuristice . Vysledkem je celé
¢islo, které je mozné déle zjemnit postupem popsanym v kapitole [6.2.2| a jemu odpovidajici
rozdéleni, které lze jesté lokalné optimalizovat.

Pii vypoctu fitness se prohazované vrcholy a z prvniho clusteru se postupné berou z ¢isel
obsazenych v chromozomu. Ke kazdému z nich se najde ve druhém clusteru takovy vrchol b,
ktery s nim pfi prohozeni nejvice vylepsi rozdéleni. K vypodtu zisku pii prohozeni vrcholi a
a b pouzijeme vzorec

Gab = Dy + Dy — 2wa,b

kde D, = E, — I, je rozdil mezi vné&jsi a vnitini hodnotou vah vrcholu a wgp je vdha hrany
mezi obéma vrcholy. Pokud bude nalezeno vice vrcholt s nejlepsim ziskem, vybereme jeden z
nich ndhodné. Jednou vybrany vrchol uz v dalsim prohledavani neuvazujeme. Pfed hleddn{m
dalgich dvojic je nutno aktualizovat D hodnoty vrcholt sousedicich s a a b.

Je tfeba zajistit, aby kazdy vrchol byl prohozen pouze jednou. Dvoji prohozeni clusteru
u daného vrcholu znamend, Ze vrchol zistal ve svém piavodnim clusteru. Obecné, pii vyssim
poc¢tu p prohozeni u jednoho vrcholu se pfi sudé hodnoté p vrchol proti paivodnimu stavu
nepiesune.

Po prichodu celého chromozomu vybereme takovy pocéet K prohozeni, pii kterém je vy-
sledna hodnota cutsize nejnizsi. Pokud je tato hodnota stejnd jako u pocatecniho rozdélent,
budeme preferovat nové nalezené feseni. Poté na pocatecni rozdéleni aplikujeme K prvnich
prohozeni vrcholt od za¢dtku chromozomu s jejich nalezenymi proté&jsky. Zbyla ¢ast chromo-
zomu jiz nebude pro vypocet v této generaci pouzita. Chromozom v8ak zachovavame cely,
protoze ¢ast kterd neni nyni pouZita, se mize jesté uplatnit v kiiZzeni.

Miize dojit k situaci, kdy se pro algoritmus jako optimalni fefeni jevi bud neprovadét
zadné prohozeni nebo naopak provést prohozeni viech vrchold. Oboji znamené stagnaci, pro-
toze prohozeni v8ech vrcholu je jen redundantni zépis téhoz pivodniho rozdéleni (v pFipadé
bisekce existuji pravé dva redundantni zapisy téhoz rozdéleni, které se lisi pouze &islem po-
uzitym pro dany cluster). Toto chovani se ¢asto projevuje v situaci, kdy evolu¢ni algoritmus
uvazne v lokalnim extrému. Experimenty ukizaly, ze se uvaznuti da ¢elit pomoci vynuceni M
pocatecnich prohozeni a povolenim pouze maximélné prvnich N prohozeni nebo zjemnén{m
vypoctu fitness metodou popsanou v kapitole [6.2.2] Konkrétni kombinace téchto opatfeni a
volba velikosti prislusnych konstant je experimentalni zalezitosti. Empirické orientaéni hod-
noty ziskané z fady pokusti na ndhodném geometrickém grafu jsou v fadech jednotek pro M
a Fadové % z délky chromozomu pro N.
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6.2.1 Vynucené a zakizané prohozeni

Vynucen{ prvnich M prohozeni je rozsifeni metody vypoctu fitness tak, aby se vzdy provedlo
minimalng M prohozeni vrcholt mezi dvéma podgrafy. Postup hledani vrcholt z druhého
podgrafu a prohazovani se neméni. Tato prohozeni se musi uskute¢nit bez ohledu na to,
7e diky nim dojde ke zhorSeni cutsize. Cilem této techniky je vynutit vzdy alespon né&ja-
kou zménu, aby nedochézelo ke stagnaci tim, Ze algoritmus vyhodnoti jako nejvyhodné&jsi
prazdnou sekvenci prohozeni, tedy nedélat zadné prohozeni.

Analogicky je mozné definovat, kolik N prohozeni bude maximalné mozné provadét.
Délka chromozomu zistava nezménéna, ale pfi vypoctu fitness se zkousi prohazovani pouze
do této délky. Zachovani plné délky chromozomu je nutné proto, aby v ném byly obsazeny
v8echny mo#né vrcholy. Tim bude zaji$téno, ze v8echny vrcholy budou mit moZnost pomoci
kizeni a mutace byt vybrany pro vyménu. Tato technika zabranuje nezadoucimu jevu, pfi
kterém algoritmus vyhodnoti jako nejvyhodnéjsi provést v8echna prohozeni (coz znamené
pouze redundantni piepsani téhoz rozdéleni).

Kombinace obou téchto technik miize rovnéz mit pozitivni vliv na diverzitu populace.
P1i experimentech s nulovymi hodnotami M a maximélné velkym N dochéazelo v populaci
k tomu, ze se celd skladala ze stejnych jedincti. To se dafilo tspésné eliminovat vhodnou
kombinaci hodnot M a N.

6.2.2 Zjemnéni fitness

Hodnota fitness pocitana na zakladé poctu odstranénych hran je omezena pouze na cela
¢isla. Neda se podle ni uré¢it, nakolik jsou si dva jedinci se stejnou hodnotou podobni. Pfitom
je zéddouci, aby populace nestagnovala na jednom feSeni, které se jiz nevyplati pomoci pro-
hazovani zlepSovat. Zjemnéni fitness se zavadi proto, aby byla dosazena vétsi preference téch
jedincti, ktetf jsou vzdéalengjsi lokalnimu extrému. To znamen4, Ze ze dvou jedincii se sekvenc{
generujici rizna Fefeni o stejné kvalité preferujeme jedince s delsi sekvenci. Délka sekvence
prohazovanych vrcholt tedy slouzi jako zaklad vedlejsiho kritéria pro vypocet fitness.

Uprava hodnoty se provadi pfi¢tenim hodnoty nep¥imo tmérné K tak, aby delsi sekvence
znamenala lepsi (nizsi) fitness. Pfi¢itat lze pouze hodnotu v rozsahu [0, 1), aby nebyl zmé-
nén celociselny zaklad hodnoty. Tim by doslo k chybné interpretaci vysledné hodnoty jako
hodnoty s jinym poctem odstranénych hran. Vypocet probiha podle vzorce

1
itness’ = fitness + ——
/ / 3+ K
kde hodnotu konstanty je tieba volit tak, aby vzhledem ke zptisobu indexovani hodnoty K
nedos§lo k déleni nulou nebo piekroceni piipustného intervalu velikosti pfi¢itané hodnoty.
Provadéni zjemnéni fitness je mozné v konfiguraci globalné pro vSechny jedince povolit nebo
zakazat.

K fitness’
0 10,333
2 10,200
15 10,056

Tabulka 6.1: Pfiklad zjemnénych hodnot ptivodni fitness 10 s konstantou 3
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7 tabulky je patrné, ze nejlep$i hodnotu fitness bude mit jedinec s nejdelsi sekvenci
prohozeni vrchold.

6.2.3 Lokalni optimalizace K—L heuristikou

V navrzeném algoritmu je jako lokaln{ optimalizator pouzita K-L heuristika. Spousténi al-
goritmu je moZné nasledujicimi zptisoby:

e Bez lokélni optimalizace
e K-L optimalizace nejlepsiho jedince z generace

o K-L optimalizace v8ech jedinct z generace

Proces lokilni optimalizace je soucasti metody vypoctu fitness. Pokud pii ném dojde ke
zlepSeni cutsize, nastavi se danému jedinci jako fitness tato vylepSena hodnota. Zaroven se
ulozi ji odpovidajici rozdé&leni pro pifpadny pozdéjsi vypis.

Ukézalo se, ze lokaln{ optimalizace umoziuje algoritmu dosahovat lepsi vysledky. Nevy-
hodou je v8ak vyS8§i naro¢nost na vypocetni vykon (viz . Je proto umoznéno spousténi
K-L s omezujicimi parametry tak, aby nebyla doba vypoc¢tu neimérné dlouha.

Parametr maxSwapSequencelLength omezuje maximalni mozny pocet prohozeni, které
smi K-L provést ve svém hlavnim cyklu (fadky 1-10 v algoritmu . Kandidatské vrcholy na
prohozeni jsou v implementaci sefazeny sestupné podle svého ¢isla D (rozdil mezi hranami
do druhého podgrafu a hranami do vlastniho podgrafu), coz zabranuje vynechani nejvy-
hodnégjsich vrcholt. Sestavovani sekvence navic automaticky skonéi v piipadé, ze uz je diky
setfidéni podle D jisté, ze nebude nalezen vrchol s lepsim ziskem nez mél vrchol na zacatku
seznamu kandidati.

Parametr maxSearchBestGainPartnerDepth omezuje hloubku prohledavani p¥i hledani
nejvyhodnéjstho vrcholu k prohozeni. Miize se totiZz stat, Ze v seznamu kandidatskych vr-
choli k prohozeni je pfili§ mnoho téch, které maji stejné ¢islo D. To muZze byt zptisobeno bud
rozmisténim hran ve vstupnim grafu, nebo v situaci, kdy vyrazné lepsi vrcholy jiz byly sparo-
vany a zbyva velké mnozstvi vrcholi se stejnym D. Hodnota parametru omezuje maximéalni
pocet testovanych vrchold pii hledani protéjsku k prohozeni pro jeden vrchol.

Volba vhodnych hodnot parametrid je opét zalezitosti experimentt. Je potieba zvolit
kompromisni hodnoty, které naleznou dostatecné zlepSeni v rozumné dlouhém case. Vliv
omezeni délky sekvence je pro vybrané grafy zndzornén v .

6.2.4 Pseudokod

Nasledujici pseudokod podrobné popisuje vyslednou metodu vypoctu fitness za pouziti vyse
popsanych technik. Pfi vypoc¢tu je k dispozici chromozom daného jedince, inicidlni rozdé-
leni iterace i vstupni graf. konfigura¢ni parametry forceNFirstSwaps a allowNFirstSwaps
odpovidaji M a N z kapitoly o poc¢tu vynucenych a povolenych prohozeni.
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Algoritmus 3 updateFitness

1. K+ —1 >V K bude ulozen optimalnf pocet prohozenf
2: bisection < inicialni rozdéleni iterace

3: for i = 0 to force NFirstSwaps do > Prvn{ vynucena prohozeni
4: Najdi nejvyhodnéjsi vrchol Vyginpest k prohozeni s chromozomfif

5: Aplikuj prohozeni na bisection

6: VyainBest jiZ v této generaci neuvazuj

7 K+ 1

8: for i = force NFirstSwaps to allowNFirstSwaps do > Dalsi prohozeni do max. poctu
9: Najdi nejvyhodnéjsi vrchol Vyginpest k prohozeni s chromozomli

10: if Prohozeni zlepéi fitness then

11: Aplikuj prohozeni na bisection

12: VgainBest JiZ v této generaci neuvazuj

13: K<+

14: if Optimalizace pomoci K-L then > Dle konfigurace algoritmu
15: if K-L dokaze zlepsit fitness then

16: bisection < rozdéleni zlepSené pomoci K-L

17: if Zjemnovani fitness then > Dle konfigurace algoritmu
18: Fitness += ﬁ > Zjemnéni fitness viz

6.3 KriZeni

Pro operator kiizeni je dtlezité, aby poméhal spravnym zptisobem prohledavat stavovy pro-
stor problému. Je také zadouci, aby produkoval validni jedince (viz popis V. V navrzeném
algoritmu jsou pouzity dva podobné operatory ki¥iZzeni vychéazejici z téchto pfedpokladi a z
vlastnosti chromozomu jedince.

Chromozom jedince reprezentuje pole ¢isel obsahujici sekvenci vrchold z jednoho clus-
teru. PTi vypoctu fitness je nalezeno ¢islo K urcujici optimalni pocet prohozeni vrcholu od
zaCatku chromozomu. Zbyla ¢ast chromozomu nebyla v daném jedinci vyuzita. Operatory
k#izeni jsou proto navrzeny tak, aby do potomka piFednostné prenasely z rodic¢t ty ¢asti jejich
chromozom, které lezi pred pozici K.

Operator kiizeni typu copy tvoi{ ze dvou rodic¢t jednoho potomka. Zkopiruje do ného nej-
prve pocatek chromozomu prvniho rodice az do pozice K. Poté pfipoji poc¢atek chromozomu
druhého rodic¢e opét az do pozice K. Zbylé misto zaplni ¢isly dosud nepouzitych vrcholt v
poradi podle chromozomu rodiéi (viz obr. [6.2)).

Operator kifzeni typu merge tvoii ze dvou rodi¢t jednoho potomka. Do ného postupné
stfidavé umistuje vrcholy z chromozomu prvniho a druhého rodi¢e. Takto pokracuje, dokud
u obou rodi¢d nedojde na pozici K. V pfipadé, ze jeden z rodi¢it P, ma &islo K vyssi
(K7 > K3), provede se Ky piesunt st¥idavé a poté se prenesou zbylé hodnoty az do K z
rodi¢e Pj. Zbylé misto zaplni ¢isly dosud nepouzitych vrchold v pofadi podle chromozomu

rodi¢a (viz obr. [6.3)).
Pti v8ech pfenosech oba operatory kontroluji, nebylo-li jiz pravé prenasené ¢islo vrcholu
v potomkovi pouZito. Pokud ano, pfeneseni se neprovede a pokracuje se dalsim ¢islem podle
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praveé probthajici operace. To zajisti tvorbu validnich potomkd, tj. jedincd, jejichz chromozom
obsahuje kazdy vrchol z prvniho clusteru pravé jednou.

K

Rodi¢ 1 [2715] 3846910 |
K

Rodi¢ 2 | 4510138[ 2976 |

Potomek  [27 15[41038] 69 |

Obréazek 6.2: K¥izeni typu copy.

K
Rodi¢ 1 [2715] 3846910 |
K
Rodi¢ 2 |4510138[2976 |
stfidavé
z obou
Potomek |2 47511038 69 |

Obréazek 6.3: Kiizeni typu merge.

6.4 Mutace

Mutace je realizovana jako prohozeni dvou prvki v chromozomu na nahodné vybranych
pozicich. Ze stejnych divodu jako u kifizen{ zde plati pravidlo, Ze alespoii jedna tato pozice
musi byt nejvyse rovna K. To zajisti, Zze bude mutaci zménéna ta ¢ast chromozomu, ktera
byla pouzita pii prohazovan{ vrcholil (viz obr. [6.4)).

V pripadé volby obou pozic v ¢4sti chromozomu za K by klesala moZnost projeveni se
mutace ve vypoctu. Pokud by byly zvoleny az v oblasti za maximélnim poétem povolenych
prohozeni (viz [6.2.1)), nemohla by mutace mit v aktualni generaci zddny efekt (v nékteré
piisti generaci by se ovem provedend zména mohla pomoci kiiZeni pienést do aktivn{ oblasti
chromozomu).
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ChromozomIIIIIKIIIIIIIIII
< 7

K

Chromozom|||||||||||||||
X~

Obréazek 6.4: Piiklady moznych mutaci.

6.5 Elitismus

Elitismus je mechanizmus, ktery pienasi nejlepsiho jedince z aktuélni generace do generace
nésledujici. To umozihuje zachovani nejlepsiho dosazeného feSeni a muZe zefektivnit béh
celého algoritmu.

Pfi pFenosu se nejlep§imu jedinci zachovava hodnota fitness vypoctena ve staré generaci
a ji odpovidajici rozdéleni vrchold. V nové generaci se tedy jeho fitness jiZz nepfepocitava.
Pokud v nové generaci nebude nalezen jesté lepsi jedinec, bude opét pfenesen o generaci dale.
Dusledkem toho je fakt, Ze pfi zapnutém elitismu je posloupnost hodnot fitness nejlepsich
jedincti generace neklesajici.

6.6 Selekce

P1i vybéru rodi¢t pro kiiZeni je pouzita metoda deterministického turnaje s nastavitelnym
poctem n kol. Pro uplatnéni turnaje je tfeba volit n > 1, jednokolovy turnaj by odpovidal
ndhodnému vybéru. Volba probihé v n kolech, ve kterych se fitness ndhodné zvoleného jedince
porovnava s nejlepsi dosud nalezenou hodnotou. Vybran je jedinec s celkové nejlepsi fitness.
Determinismus spoéiva v pravdépodobnosti p = 1, se kterou je v kole vybran lepsi z jedinct.

6.7 Hlavni cyklus algoritmu

Hlavnim cyklem algoritmu je opakované iterativni spousténi definovaného poctu generaci.
Pocet generaci se nastavuje v parametru generationsMax. Maximalni pocet iteraci je nasta-
ven v parametru iterationsMax. Jako inicidlni rozd€leni nové iterace se bere nejlepsf fesent
dosazené v predchozi iteraci. Béh algoritmu se ukonéi po provedeni definovaného poctu ite-
rac{ nebo pfi nalezen{ dostate¢n& dobrého feSeni, jehoz hodnota se nastavuje v pocéatecént
konfiguraci.
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Algoritmus 4 Hlavni{ cyklus
Input: Graf G(V, E), Inicidlni rozdéleni grafu G
Output: Optimalizované rozdéleni grafu G

1: bisection < inicidlni rozdéleni

2: for iteration =1 to iterationsMax do

3: bisection <+ dolteration(bisection);

4: return bisection;

6.7.1 Iterace

Iterace spociva v evoluénim zlepSovan{ vstupniho rozdéleni. Na jejim zacatku se vygeneruje
zcela nova ndhodna populace. To pomdhé vyvést proces prohledavani z lokdlntho optima
dosazeného v pfedchozi iteraci. K tomu navic pfispiva i skutecnost, Ze se optimalizuje vzdy
nové rozdéleni (pokud predchozi iterace nedospéla ke zhorgeni). Pokud bylo nalezeno FeSeni
se stejnym cutsize ale jinym rozdélenim, jako vysledné bude pouZzito toto nové nalezené.

Algoritmus 5 dolteration

Input: Vstupni rozdéleni
Output: Optimalizované rozdéleni
1: procedure DOITERATION(bisection)
2 Vytvof novou ndhodnou populaci
3 Aktualizuj v8em jedinctim v populaci fitness > Viz algoritmus
4: for generation < generationsMazx do
5: doGeneration();
6 if nejlepsi nalezené FeSeni > vstupni rozdéleni then > Porovnani podle cutsize
7 return vstupni rozdéleni > Vysledek nesmi byt hor§i nez vstup
8

return nejlepsi nalezené reeni;

6.7.2 (Generace

Generace je standardni procedurou evolu¢niho algoritmu. Dochazi pfi ni k vybéru, k¥izeni
a mutaci kandidat. Po vypoctu fitness se podle nastaveni algoritmu jesté provadi lokalni
optimalizace pomoci K-L heuristiky. Viechny operace v pribéhu generace jsou realizovany
tak, jak je popsano v této kapitole podle nastaveni parametri algoritmu.
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Algoritmus 6 doGeneration

Input: Vstupni rozdéleni, populace jedinct
1: procedure DOGENERATION(bisection, population)

2: Zaloz novou prazdnou populaci newPopulation

3 if Elitismus then > Dle konfigurace algoritmu
4 newPopulation < Nejlepsi jedinec z population

5 repeat

6: Turnajové vyber rodi¢e Ry,Rs

7 if random < P, then > Nahodné s pravdépodobnosti Prep %
8 newPopulation <— Potomek D; vznikly copy kiizenim R;,R»

9: newPopulation < Potomek Do vznikly merge kifiZzenim Rp,Rs

10: else

11: newPopulation < Ry

12: newPopulation < Ro

13: if random < P,,utation then > Nahodné s pravdépodobnosti Pyutation %
14: Mutace D,

15: Mutace Doy

16: until nova generace neni naplnéna

17: population < newPopulation

18: Aktualizuj v8em jedinctm v population fitness > Viz algoritmus




Kapitola 7

Implementace

Nasledujici kapitola popisuje implementaci navrzeného algoritmu. Zabyva se predevsim kli-
¢ovymi soucastmi algoritmu v ndvaznosti na jeho obecny popis v predchozi kapitole. Jsou zde

popsany nejdilezit

N

€j8{ op

Jako platforma zvolena Java 7 ve vyvojovém prostiedi NetBeans.

7.1 Hlavni tfidy implementace

timaliza¢ni techniky pouzité pro zvyseni vykonu vysledné aplikace.

Diagram hlavnich t¥id implementace je na obr. [7.I} Kvili pfehlednosti jsou zakresleny pouze
nejpodstatnéjsi t¥idy a jejich soucésti.

BitArray

+ get(icint):bool
+ set(i: int)
+ clear(i: int)

-adjacency_matrix

Graph

- adjacency_matrix : BitArray

-graph

+ getNeighbors(v:int): List

+ getEdgeBetween(vL:int, v2:int):boolean

GraphBisection

- graph:Graph
- vertex2cluster : byte[]

+ getCutSize():int

|
|
l

-hisection

KernighanLin

+ optimize(g:Graph, bisection:byte[])

Config

+ iterationsMax:int
+ graphFile:string
+ initialBisection:byte[]
+ targetFitness:double

|
l

GBEA NN CommonRandom
- graph:Graph - seed:int
- population:Individuall] -
- bisection:GraphBisection  nextint():int
+ setSeed(seed:int)
+ run()
- dolteration()
- doGeneration() -population
>———> Individual
‘ - genome:byte[]
‘ + mutate()
. J + updateFitness()

+ getFintess():double

Obrézek 7.1: Diagram hlavnich t#id navrzeného algoritmu.
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7.1.1 Trida Graph

Reprezentace grafu v paméti. Obsahuje informace o po¢tu a vzajemném propojeni vrcholi

vvvvvv

sousedtu daného vrcholu.

7.1.2 Trida GraphBisection

Na zakladé grafu a rozdéleni jeho vrcholid do podgrafti vytvori datové struktury umoziujici
ziskat velikost Fezu, seznamy vrcholi obou podgraft a adaje o poctech vnitinich a vnéjsich
hran v8ech vrcholii. V implementaci je pouZita pouze interné,

7.1.3 Triida GBEA

Implementuje navrzeny hybridni evolu¢ni algoritmus pro feSeni PMGB. Obsahuje populaci
jedinct, ve které provadi selekci, kfizeni a mutaci. Provadi hlavni iteraéni a evolué¢ni cykly.
Vypisuje a uklada prabézné i celkové informace o béhu vypoctu. Veskeré nastaveni parametri
a vstupnich dat pii spousténi ziskavé z instance t¥idy Config (7.1.7).

7.1.4 Trtida Individual

Obsahuje chromozom jedince a tidaj o jeho fitness. Implementuje dilezitou metodu updateFitness
slouzici k vypodétu fitness. Provadi mutaci svého chromozomu.

7.1.5 T¥ida Crossover

Obsahuje implementace podporovanych metod k¥izen{ jedinci.

7.1.6 Triida KernighanLin

Implementuje K-L optimalizaci zadaného rozdéleni grafu. Vysledkem jejiho béhu je optima-
lizované rozdéleni a hodnota zisku dosazeného optimalizaci.

7.1.7 Tiida Config

Obsahuje veskeré konfigura¢ni parametry jednoduse strukturované do sekci. Nacita a uklada
konfiguraéni soubory ve formatu XML. Neobsahuje zadné konkrétni hodnoty parametri,
v8echny musi byt specifikovany v konfigura¢nim souboru.

7.2 Pomocné tiidy a funkce

7.2.1 Reprodukovatelnost experimentu

Pseudondhodna &fsla jsou v pribéhu celého vypocétu generovana vyhradné pomoci t¥{dy
CommonRandom. T¥ida umoziuje inicializaci ndhodného generdtoru zadanym ¢&islem seed. Pro
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kazdou jeho hodnotu vraci stejnou sekvenci ¢isel. To umoznuje pii stejné pocateéni konfigu-
raci algoritmu spusténého se stejnou hodnotou seed pfesné reprodukovat predchozi vysledky.
Pokud se v takto nastaveném novém bé&hu zadé vysS{ pocet iteraci, az do ptivodnitho poétu
iteraci budou vysledky totoZzné.

7.2.2 Prevence chyb

Pti vyvoji byl kladen diraz na neustalou automatizovanou kontrolu hodnot a konzistence
dat v pribéhu vypoctu. Jednorazové a vypocetné nendrocné kontroly jsou trvale zapnuty.
Jsou to napfiklad kontroly rozsahu vstupnich parametrii, po¢ti vrcholi a hran pfi nacitani
grafu, kontroly vyvazenosti pracovnich rozdélen{ grafu.

Provadéni vypodetné naro¢nych kontrol (jako nap¥. kontrolni piepocet velikosti Fezu) je
nastavitelné internim konfigura¢nim parametrem (7.3)). Jejich zapnuti neni z hlediska vykonu
doporuceno, jsou uréeny predevsim pro ladéni kédu.

7.2.3 Pomocné utility

Implementace obsahuje fadu mengich samostatné pouzitelnych utilit. Spoustéji se z piikazové
fadky a seznam pozadovanych argumentt vypisuji pfi spusténi bez parametri.

getcutsize.GetCutSize ze zadaného grafu a rozdé€leni spocita velikost fezu. Minimaln{
mozné implementace nezavisla na kodu hlavni aplikace.

graph.graphinfo spocita zakladni statistiky zadaného grafu a rozloZeni poctu vrcholt
podle jejich stupnda.

graphconvert.vertex2edges zkonvertuje soubor s grafem uloZenym ve forméatu vertex

do formatu edge (viz [7.7)).
kernighanlin.kl provede K—L optimalizaci zadaného grafu a rozdéleni.

kernighanlin.kltest provede K-L optimalizaci zadaného grafu a rozdéleni postupné
pro vSechny mozné hodnoty maximalni délky sekvence prohozeni v K-L.

7.3 Konfigurace

Konfigurace pro spusténi algoritmu je celd ulozena v souboru forméatu XML. U¢elem tohoto
zpusobu uloZeni je uchovani a pozdéjsi snadné znovupouziti nastaveni experimentu. Konfi-
gura¢ni soubor je prijimén pii spousténi z pifkazové Fadky i uzivatelského rozhrani (7.5)).
Editaci hodnot je mozno provadét pohodlné po nacéteni do uzivatelského rozhrani nebo
ru¢né pifmo v souboru.

Konfigurace umoziiuje nastaveni nasledujicich parametri. Obsahuje i ¢asti zde neuve-
dené, uréené pro interni ladéni a vyvoj. Jejich hodnoty je doporuceno neménit.

sourceGraphFile Soubor se vstupnim grafem
targetFitness Cilova hodnota fitness
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initialBisectionType Vybér z RANDOM, ALTERNATING, BFS, CUSTOM

customBisection Soubor s rozdélenim (pfi CUSTOM inic. rozdéleni)

iterationsMax Pocet iteraci

experimentName Nazev experimentu

runCount Pocet béht s riznymi hodnotami seed

seed Seed ndhodného generdtoru ([7.2.1])

evolutionalAlgorithmInternal Sekce nastaveni evoluéniho algoritmu
populationSize Velikost populace
generationsMax Pocet generaci
Prepl Pravdépodobnost kifzeni v %
Pmut Pravdépodobnost mutace v %
elitism Elitismus
tournamentSize Pocet kol turnajového vybéru
forceNFirstSwaps Pocet vynucenych prohozeni
allowNFirstSwaps Omezeni po¢tu prohozeni
softenFitness Zjemnéni fitness

KlConfig Sekce nastaveni K-L algoritmu
maxSwapSequencelength Omezeni poctu prohozeni v K-L (6.2.3
maxSearchBestGainPartnerDepth  Omezeni hloubky hledédni v K-L (6.2.3
optimizeWholeGeneration Lokalni optimalizace celé generace
optimizeBestFromGeneration Lokaln{ opt. nejlepsiho jedince z generace

P#i volbé vlastniho inicidlniho rozdéleni CUSTOM je nutné zadat soubor s timto roz-
délenim. Musi obsahovat jedinou fadku s posloupnosti ¢islic 0 nebo 1 podle toho, v jakém
podgrafu lezi vrchol na dané pozici. M4 tedy pfesné takovy pocet &islic, kolik ma vstupni
graf vrchold.

Pocet béht s rtiznymi hodnotami seed znamend, ze bude uskuteénén dany pocet béhi
s tim, Ze kaZdy z nich bude mit vZdy o jednotku vy&8i seed nez ten pifedchozi. To umozni
zautomatizovat sérii pokusti nutnou pro statistické vyhodnoceni vysledkii.

Nézev experimentu slouzi pro pojmenovani soubort se zdznamy o pribéhu, jak bude
popséano v kapitole [7.6

7.4 Uzivatelské rozhrani

K navrzenému algoritmu bylo naimplementovéno i grafické uzivatelské rozhrani (obr. [7.2)).
Jeho hlavnim 1icelem je zjednodusSeni konfigurace algoritmu a moznost okamzitého spusténi
s nastavenymi parametry. Po startu nacita konfiguraéni soubor s ndzvem default.xml. Ak-
tualné nactend konfigurace je zobrazena v levém hornim rohu. Pomoci tlacitek load config
a save config lze nacist jiny konfiguracni soubor nebo ulozit aktuilni nastaveni. Pfepsani
aktudlniho souboru konfigurace se provadi pouze na pokyn uzivatele.

V levé ¢asti okna je mozné nastavit vSechny konfigura¢ni parametry. Zobrazené nazvy
ovladacich prvkt jsou jednoduse pfifaditelné k parametrim definovanym v kapitole 7.3
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—
|| Graph Bisection EA GUL
defaultU500.10.xml Textlog | Visualization
| Load config... H Save config... ‘ [ crear|

Input data 8; Fbest:71,000(1x) beforeKL:89,80@ Favg:B2,248 Fworst:95,167(1x) idxK:3

TR 9; Fbest:71,800(1x) beforeKl:167,800 Favg:81,773 Fworst:96,143(1x) idxk:3
Graph datalU500.10.fxt 1@; Fbest:71,BB8(1x) beforekl:89,888 Favg:81,260 Fworst:01,167(1x) idwk:3
Bisection |RANDOM -~

Best fitness after iteration: 71,800 (improvement: ©,600
Tteration Final V2C: 1101010066001110191600111119111601010100110110001100001111111010100111010011910000101001110110116100000011611)
Duration: @,989 OverallDuration: 2,848

[

Evolutional algorithm configuration | __________ Iteration:3 -----------

Initial fitness: 71,8

Cresting initial generation...

@; Fbest:71,167(1x) beforeKL:84,800 Favg:181,886 Fuorst:122,167(1x) idxK:3
1; Fbest:71,888(1x) beforeKl:189,880 Favg:95,543 Fworst:118,167(1x) idwk:3
2; Fbest:71,88@(1x) beforeKl:91,80@ Favg:91,218 Fworst:1@8,167(1x) idxK:3
3; Fbest:71,800(1x) beforeKL:189,000 Favg:87,398 Fuorst:10@,167(2x) idxK:3
4; Fbest:71,888(1x) beforeKL:01,888 Favg:86,996 Fworst:188,167 (1x) idxK:3
5; Fbest:71,88@(1x) beforeKl:189,0@0 Favg:54,456 Fworst:99,@83(1x) idxK:3
6; Fbest:71,800(1x) beforeKL:91,800 Favg:83,212 Fuworst:105,167 (1x) idxK:3
[7; Fbest:71,888(1x) beforeKlL:189,8088 Favg:81,556 Fworst:91,143(1x) idxi:3
8; Fbest:71,888(1x) beforeKl:31,80@ Favg:B@,645 Fworst:88,167(1x) idxk:3
9; Fbest:71,800(1x) beforeKL:109,000 Favg:79,917 Fworst:93,167(1x) idxK:3
Fitness computing configuration 18; Fbest:71,888(1x) beforeKL:91,800 Favg:79,152 Fworst:98,167(1x) idxK:3
Best fitness after iteration: 71,880 (improvement: @,808)

Tteration Final V2C: 1181016606081110191000111116111601616100110116001106641111111010160111660011010000161001110118111160660011011)
Duration: 1,853 OverallDuration: 3,981

Iterations
Generations

Population size

=
a

P_replacement
P_mutation
Elitism

Tournament size

i

Force first swaps
Allow first swaps

Soften fitness
rrrrrrrrrrr Iteration:4 -----------

Target fitness Initial fitness: 71,8
Creating initial generation...
KL configuration @; Fbest:71,167(1x) beforeKL:88,000 Favg:101,646 Fworst:116,167(2x) idxK:3

1; Fbest:71,888(1x) beforeKL:118,80@ Favg:97,824 Fworst:111,167(1x) idxK:3
2; Fbest:71,888(1x) beforeKL:91,88@ Favg:94,183 Fuworst:186,167(1x) idxK:3

3; Fbest:71,800(1x) beforeKl:118,800 Favg:92,754 Fworst:106,167(1x) idxK:3
4; Fbest:71,880(1x) beforeKL:91,880 Favg:91,803 Fworst:182,167(1x) idxK:3

5; Fbest:71,888(1x) beforeKL:118,880 Favg:98,232 Fworst:181,143(1x) idxK:3
6; Fbest:71,880(1x) beforeKL:91,88@ Favg:89,001 Fworst:181,143(1x) idxk:3

7; Fbest:71,800(1x) beforeKl:113,000 Favg:88,822 Fworst:98,143(2x) idxk:3

8; Fbest:71,888(1x) beforeKL:01,880 Favg:87,741 Fworst:94,143(1x) idxK:3

Max sequence length

o
&
&

Best gain search depth

Optimize whole generation

“H

Optimize generation best

Experiment configuration 9; Fbest:71,808(1x) beforeKl:113,808 Favg:87,413 Fworst:182,167(1x) idxk:3
Name expU500.10 1@; Fbest:71,008(1x) beforeKL:91,809 Favg:86,434 Fworst:97,167(1x) idxK:3
Best fitness after iteration: 71,8088 (improvement: @,808)
Runs 1 E Iteration Final v2C: 1191010000001119101000111110111061010100110110001100001111111010100111000011010000101001110110110100000011011
Duration: @,965 OverallDuration: 4,866
Random seed 123

Seed:123; FinalFitness:71,000; V2C:110101000000111010100011111011100101010011011000110000111111101010011100001101000010100111011061
lop

] 1l | [}

Obréazek 7.2: Uzivatelské rozhrani s vypisem pribéhu vypoctu.

Spousténi se provadi pomoci tlacitka run. Pfed¢asné ukonéeni 1ze provést pomoci tlacitka
stop. PTi jeho pouziti se program jesté pokusi dopoéitat aktualné provadénou ¢ést vypoctu,
aby bylo mozné zobrazit konzistentni vysledky u posledn{ iterace. Pokud by tento vypocet
byl piili§ dlouhy, lze opakovanym stisknutim stop vynutit okamzité ukoncéeni. V takovém
pfipadeé ale nelze zobrazit konzistentni vysledky u posledni iterace.

Aplikace po dokonceni vypoctu zobrazuje vizualizaci vysledného rozdéleni (v panelu vi-
sualization, viz obr. . Modfe resp. zelené jsou vyznaceny vrcholy obou podgrafii. Svét-
lemodfe resp. svétlezelené jsou zobrazeny vnitini hrany, ¢ervené potom hrany mezi vedouct
podgrafy (jejich pocet je roven cutsize). Je mozné vypnout zobrazovani vnit¥nich hran nebo
zachovat jen ty hrany, které vedou k vrcholtim, jejichZ alespon jedna hrana je hrani¢ni.

Utelem vizualizace je moznost zbézné kontroly rozdéleni a p¥ipadné nalezeni dvojice
vrchold k moznému prohozent, které maji oba velké ¢islo D (tedy mnoho ¢ervenych hran a
mélo vnitfnich hran své barvy). Tyto vrcholy je moZné oznacit a provést ru¢ni prohozeni
(tlacitko swap). Takto lze doladit rozdéleni a ulozit jej tlacitkem save bisection do souboru
pro pozdéjsi pouziti jako vstupniho rozdéleni nového vypoctu.
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| 2| Graph Bisection EA Gl

default’500.10.xml TextLog i izati
| Load config... H Save config... | [JLabels [v]inneredges []Edges of non-border vertices [ J—————+ | Resetview

Input data

Graph midatalstudentiB60.& b | ... |
Bisection |RANDOM [~

L]

Evolutional algorithm configuration
lterations ’:El
Generations ’jE
Population size ’jg
N
P_mutation (|

Elitism

Tournament size JE

El

Fitness computing configuration

Force first swaps ’:E

Allow first swaps ,EE

Soften fitness

Target fitness UE
KL configuration

Max sequence length @E

Best gain search depth IEE

Optimize whole generation

Optimize generation best (]

Experiment configuration

Name expU500.10
Runs 1E|
Random seed 126
Vertex1 58 (CLUSTER1)1-7=6 Current cut size: 39

Vertex 243 (CLUSTER2) 2.4=2 Swap gain: 8

Obréazek 7.3: Uzivatelské rozhrani s vizualizaci vysledného rozdéleni.

7.5 Prtbéh vypoctu

Spousténi z uzivatelského rozhrani popsané v minulé kapitole se hodi spiSe na experimenty s
nastavenim a kratsi jednorazové vypocty. Pokud je t¥eba provést fadu experimentti s riznymi
vstupy a nastavenimi za sebou, lze vyuZzit moznost spustit program v davce jako konzolovou
aplikaci. Ta je implementovana ve tiidé GBEA.ea a jejim jedinym a povinnym argumentem
je cesta ke konfiguratnimu XML souboru.

V pribéhu vypoctu se zobrazuji zédkladni statistiky jednotlivych generaci. Po dokoncent
iterace se zobrazf jeji vysledek, vypise se dosazené rozdéleni a tidaj o dobé vypoctu. Na konci
vypoctu se jeité vypise souhrn nejlepgich vysledkt pro viechny béhy s rtznymi seedy. Udaje
vypisované na konci kazdé generace maji nasledujici vyznam (pro nazornost pouzit piiklad
s konkrétnimi hodnotami):

2; Fbest:29,019(3x) beforeKL:892,000 Favg:75,900 Fworst:164,022(1x) idxK:49

Na zacatku fadku je ¢islo generace indexované od nuly. Fbest je hodnota fitness nejlepsiho
jedince v generaci (v zavorce pocet vyskytu takovych jedincti v populaci). BeforeKL je fitness
nejlepsiho jedince pred provedenim lokalni optimalizace. Favg je pramérna hodnota fitness
populace. Fworst je hodnota fitness nejhorsiho jedince v populaci (v zavorce pocet vyskytu
takovych jedincii v populaci). IdxK je od nuly indexovany optimélni pocet prohozeni pouzity
v nejlepsim jedinci (pfed lokalni optimalizaci).
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7.6 Ukladani vysledki a konfigurace

Zaznamy s pribéhem vypoétu a vysledky, které se zobrazuji v konzoli nebo v uzivatel-
ském rozhrani, se automaticky ukladaji do soubort. Pro kazdy béh s jinou hodnotou seed je
vytvoren zvlastn{ soubor. Nézev souboru je slozen z data spusténi, ndzvu experimentu a hod-
noty seed ve formétu datum_nédzevExperimentu_seed.txt. Na konci vypocétu je také ulozen
seznam celkovych nejlepSich vysledki za jednotlivé béhy s ndzvem ve formatu datum_nazev-
Experimentu_Results.txt. Pii spusténi z uzivatelského rozhrani se jesté automaticky ulozi
nastavend konfigurace do souboru datum_nézevExperimentu_config.xml. VSechny soubory
se ukladaji do adresafe, ze kterého byl program spustén. Zaznamy experimenti stejného
data, ndzvu a seedu se automaticky prepisuji.

7.7 Reprezentace grafu

Reprezentace grafu je plné podfizena rychlosti béhu vysledné aplikace i za cenu jisté redun-
dance v uloZen{ grafu. Graf je primérné€ uloZen v tplné matici sousednosti. To umoziuje
zjistit v konstantnim €ase existenci hrany mezi dvéma vrcholy, coz je velmi dtlezité pii hle-
déani dvojic vrchold k prohozeni. Pti provedeni prohozeni je tfeba aktualizovat D hodnoty
i sousednim vrcholim, proto je nezbytnd rychld implementace ziskani seznamu sousedd k
zadanému vrcholu. Pfi inicializaci grafu se z tohoto divodu vytvori seznamy sousedi pro
vS8echny vrcholy a v pfipadé dotazu se tak nemuseji pokazdé konstruovat z matice soused-
nosti. Z divodu kontroly duplicitnich hran a moznosti rychlé iterace ptes vSechny hrany jsou
vS8echny hrany ulozeny v kolekeci.

7 divodu tispory paméti pfi pocitani velkych instanci grafi je pro matici sousednosti
pouzito bitové pole realizované vymaskovanim pozadovaného bitu na pifslusném indexu v
poli ¢isel. Z divodu nezanedbatelné rezie (nap¥. ¢asta kontrola velikosti pole) nebyla pouzita
standardn{ Java tfida BitSet, ale vlastn{ minimalistickd implementace.

Vstupni graf je naditin z textového souboru. Podporoviny jsou dva nejpouzivanéjsi for-
maty ulozeni. Ulozeni jako seznam sousedt v8ech vrcholt (budeme jej nazyvat Vertex format)
ma tvar

pocet_vrcholi pocet  hran
niy ng N3y ...
ny ng2 n3 ...

kde jsou pocinaje 2. fadkem zapsany sousedni vrcholy pro dany vrcholi (n; je i—ty soused
daného vrcholu). Radki je presné tolik, kolik je vrcholi a jsou fazeny vzestupné podle ¢isla
vrcholu. Tak tedy lze urdit &islo vrcholu podle éisla fadku. V pfipadé izolovaného vrcholu se
zapiSe prazdny fadek. UloZeni seznamu vSech hran (Edge format) ma schéma
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pocet _vrcholi
pocet_hran
Vel Vel

Ve2 Ve2

kde jsou poé¢inaje 3. fadkem zapsany hrany. Dvojice ve; ve; jsou koncové vrcholy téchto hran.
Prazdné vrcholy nemusi byt specidlné vypsany. Podle poc¢tu vrcholu naéteného z prvniho
radku se vytvori spravny pocet vrcholi a ty, které se nepropoji zapsanymi hranami, zistanou
izolované.

P#i pouziti obou forméath jako vstupu pro rizné programy je tieba se ujistit, jak ma p¥esné
dand implementace definovany vstupni format a nakolik mu odpovida vstupni soubor. Mohou
existovat varianty které maji jiny format zahlavi, jiné ¢islovani vrcholt apod.

V implementaci navrzeného algoritmu je vzhledem k forméatu dostupnych testovacich dat
preferovan vyse popsany Vertex format s indexovanim vrchold od 1 a ofekdvanou pfiponou
.txt. Je mozné pouzit i soubor Edge format s indexovanim vrcholt od 1 a bez fadku s poctem
hran v zéhlavi, ktery musi mit pfiponu .e.txt. Soubory nesmi obsahovat zadné nadbytecné
znaky ani nadbytecné prazdné fadky.

7.8 Rychly vypocet velikosti rezu

V implementaci je kladen dtraz na to, aby se velikost cutsize daného rozdéleni nepocitala
zbytelné Casto celd znovu pomoci prochazeni vSech hran v grafu. Ve vétsing piipadi to neni
nutné, protoze vyslednou hodnotu optimalizovaného rozdéleni lze ziskat odectenim zisku
provedenych prohozen{ od hodnoty rozdéleni ptivodniho.

Vyhodou pocitani cutsize pouze z grafu a rozdéleni je velmi kratkd a jednoduchd im-
plementace a tim i spolehlivost vysledku. To je uziteéné pii ladéni jako kontrola spravnosti
rychlého vypoctu.

7.9 Efektivita implementace K—L algoritmus

Efektivita implementace K-L algoritmu zé&visi na efektivité implementace grafu (popis v
. P1i provadéni operaci K-L algoritmu je kliova volba datové struktury pro uchovivani
dosud nesparovanych kandidatskych vrchola setfidénych podle D hodnoty (viz . Navic
je nutné, aby zvolend struktura umoznila rychlé zjisténi, zda obsahuje vrchol daného ¢&isla a
rychly pristup k prvkam pfes jejich index podle set¥idéni. Z téchto divodu byla pro uloZeni
pouzita kolekce ArrayList doplnéna o hashovaci tabulku HashMap. Samostatné standardni
Java kolekce testované pii vyvoji nesplhovaly vSechna pozadovana kritéria.
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Testovaci data

Nasledujici kapitola popisuje typy grafii nejéastéji pouzivané jako testovaci data pro pro-
gramy Tesici PMGB. Jsou zde uvedeny odkazy na stranky, kde jsou tyto grafy k dispozici.
Rovnéz jsou zde odkazy na vysledky riznych autord pii experimentech nad témito grafy

8.1 Nahodné grafy

Néhodné grafy (random graphs) pouzivaji ve svém nézvu zapis formétu G(n, p) resp. G(n, m).
Oba tyto typy se lisi zpisobem konstrukce grafu.

Graf G(n,p) je neorientovany, obsahuje n vrcholi a p znaéi pravdépodobnost pfitomnosti
hrany v grafu. Vybirdme z mnoZiny vS8ech moZnych hran v grafu, pravdépodobnost vybéru
kazdé hrany je nezévisla na ostatnich.

Graf G(n,m) je neorientovany, obsahuje n vrcholti a pravé m hran. Tyto hrany jsou
vybirany ndhodné a rovnomérné z mnoziny vSech moznych hran v grafu.

Pocet viech moznych hran uplného obecného neorientovaného grafu G(V, E) je

1= () -t

kde n = |V| je pocet vrchold grafu.

8.2 Nahodné geometrické grafy

Néhodné geometrické grafy (random geometric graphs) pouzivaji ve svém nazvu znaceni
U(n,r). Vyznacuji se podobnosti s grafy realnych VLSI obvodii nebo poé&itacovych siti, pro-
toze maji tendenci tvofit lokdlni shluky (viz obr. [8.1]). Tvo¥i se nésledujicim postupem:

1. Néhodné geometrické rozmisténi n vrcholit do ohranidené oblasti, napf. [0,1)2.

2. Propojeni vrcholt u, v hranou se provede tehdy a jenom tehdy, pokud jejich vzdéalenost
d neni vétsi nez definovana prahova hodnota r, tedy d(u,v) <r.

Pocet hran nebo komponent vysledného grafu neni pevné dany, da se pouze statisticky
odhadnout na zakladé parametria grafu.

33
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Obrazek 8.1: Nahodny geometricky graf (zdroj: en.wikipedia.org).

8.3 Housenkovy graf

Housenkovy graf (z angl. caterpillar graph) je strom, ktery obsahuje jednu centralni linii a
jehoz v8echny ostatni vrcholy jsou s ni pfimo propojeny (viz obr. .

Obrézek 8.2: Caterpillar graf (zdroj: en.wikipedia.org).

8.4 Realné grafy

Realné grafy maji strukturu odvozenou z parametri néjakého realného objektu nebo vy-
sledkt redlnych experimentt. Napiiklad grafy add20 resp. add32, pouzité pro experimenty
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(viz kap. , reprezentuji strukturu elektronického obvodu, konkrétné 20-bitové resp. 32—
bitové s¢itacky.

8.5 Casto pouZivané testovaci grafy

Pro posouzeni efektivnosti vlastniho algoritmu je idedlni pouzit takové zdrojové grafy, pro
které jiz existuji dokumentované experimenty a vysledky s existujicimi algoritiny. Zarovei
musi byt dostupné ke staZzeni v pfesné stejné podobé.

Jako zdroje dat pro tuto préci byly pouZity nasledujici stranky obsahujici kolekce nej-
Castéji pouzivanych testovacich grafi:

e Walshaw’s Graph Partitioning Archive [3]
e Seoul National University, Optimization Lab Dept. Benchmark data [19]

e Paderborn University, AG Monien Research, Graph partitioning [15]

Nejkomplexné&jsi informace ohledné realnych grafa poskytuje [3]. Obsahuje odkazy na
soubory s grafy, u nékterych grafii i odkazy na podrobnéjsi informace a vizualizace. Dale
obsahuje tabulky nejlepsich dosazenych hodnot rozdéleni grafi. Stranka [15] obsahuje kromé
realnych grafi také kolekce nahodnych a nahodnych geometrickych grafti. Stranka [19] ob-
sahuje nebo odkazuje ndhodné grafy s definovanymi strukturami.

V pouzité literatufe jsou konkrétni vysledky uvadény napi. v [7],[L8], [2], [5].
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Kapitola 9

Experimenty

Kapitola popisuje grafy vybrané k experimentim a prezentuje vysledky dosazené na téchto
datech implementaci navrzeného algoritmu. Obsahuje také vysledky vlastni implementace
K-L a srovnani s jinou implementaci K-L.

Experimenty byly provadény na pocitaci s ¢tyfjadrovym procesorem Intel Core 15-2400
3.1GHz, 4GB RAM, OS Windows 7. Rozvrzeni uloh bylo takové, aby Zadné jadro v jeden
okamzik nepocitalo vice nez jeden graf.

9.1 Testovaci grafy

V tabulce [9.1] jsou uvedeny grafy, které byly zvoleny jako testovaci sada pro ovéfeni funké-
nosti navrzeného algoritmu. Ve vybéru jsou zastoupené realné grafy (podrobnosti o téchto
konkrétnich grafech jsou v [3] a [20]), ndhodné a ndhodné geometrické grafy a graf s jed-
noduchou mfizkovou strukturou. V8echny z nich maji zdokumentované vysledky s jinymi
algoritmy (viz [8.9)).

Grafy jsou v jednotlivych kategoriich sefazeny vzestupné podle po¢tu vrcholti. Nejvyssi
pocet vrcholit ma graf cti (16840), nejvyssi pocet hran ma graf bcsstk33 (291583).

9.2 Zakladni experimenty

Pro kazdy graf bylo spusténo 10 béht s riznou hodnotou seed. Kazdy béh se skladal z 5
iteraci po 15 generacich. Pfesna konfigurace je znazornéna v tab. Pocatecni ndhodna
feseni pro jednotlive b&hy méla parametry dle tab. [B.I] Kompletni vypis hodnot je uveden
v pifloze [B.1]

Pii experimentech byly ziskdny hodnoty cutsize uvedené v souhrnné tab. Sloupec
,hejlepsi zndmé* obsahuje hodnotu cutsize nejlepstho zndmého feSeni publikovaného ve zdro-
jich shrnutych v kap. Kompletni vypis hodnot pro viechny bé&hy je uveden v pfiloze

Uvadény cas iterace je primérny cas vypoctu jedné iterace pfi hodnoté seed 123. Po-

vvvvvv
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Graf V| |E| Kategorie
add20 2305 7462

data 2851 15093

3elt 4720 13722

uk 4824 6837

add32 1960 9462 Py
besstk33 8738 291583

whitaker3 9800 28989

crack 10240 30380

wing nodal 10937 75488

cti 16840 48232

1500.05 500 1282

W00 1000 agog Nahodné seom. graly
11000.40 1000 18015

£500.02 500 2355

500.04 500 5120 .. .
§1000.01 1000 5064 \ahodné grafy
£1000.02 1000 10107

grid64x64 4006 8064 Miizka 64x64

Tabulka 9.1: Zvolené testovaci grafy

Parametr Hodnota
initialBisectionType RANDOM
iterationsMax )
runCount 10
seed 123
populationSize 50
generationsMax 15
Prepl 85
Pmut 8
elitism true
tournamentSize 3
forceNFirstSwaps 3
allowNFirstSwaps |—‘5/|
softenFitness true
maxSwapSequencelLength %'
maxSearchBestGainPartnerDepth 15
optimizeWholeGeneration true

Tabulka 9.2: Zakladn{ nastaven{ experimenti



9.2. ZAKLADNI EXPERIMENTY

39

Graf Min. Priamér Median

add20 3635 37442 3743.5

data 7444 7543,7 7527,5

3elt 6777 6852,9 6838

uk 3385 3425,2 3434.,5

add32 4677 4736,4 4735

besstk33 145305 145905,5 145967,5

whitaker3 14296 14468,1 14449

crack 15074 15203,5 15187

wing nodal 37433 37681,1 37715

cti 23990 24154 24155

1u500.05 604 647,3 648

u500.10 1156 1185,7 1175,5

1ul000.10 2282 2344 .8 2351.,5

1u1000.40 8973 9046,9 9045,5

£500.02 1155 11814 1180

£500.04 2550 2589.6 2585.,5

£1000.01 2482 2535,3 2533,5

£1000.02 4994 5083,7 5082

grid64x64 3974 4025 4010

Tabulka 9.3: Inicialni rozdéleni

Graf Nej'lep‘éi Navrzeny EA Nejlepsi . Cas Ne:jepévi‘ EA vs‘.
znameé nalezeno v | iterace | nejlepsi znadmé
Nejlepsi  Pramér Median | Iter. Gener. [s] %  Rozdil
add20 596 639 97,7 780 5 1 86,78 | 107,21 +43
data 189 189 189,9 190 1 3| 124,27 | 100,00 0
3elt 90 90 90 90 1 2| 358,92 | 100,00 0
uk 19 482 512,7 509 5 1| 345,71 | 2536,84 +463
add32 11 261 3144 324 3 14 | 363,11 | 2372,73 +250
besstk33 10171 10171 10171 10171 1 4 | 1139,73 | 100,00 0
whitaker3 127 127 127 127 1 3| 1533,27 | 100,00 0
crack 184 184 184 184 1 11 | 1661,77 | 100,00 0
wing_nodal 1707 1708  1711,8 1712 2 1| 1746,08 | 100,06 +1
cti 334 334 334 334 1 2 | 4246,80 | 100,00 0
u500.05 2 7 12,1 11 3 1 4,28 | 350,00 +5
u500.10 26 26 38 38,5 2 1 4,43 | 100,00 0
1ul1000.10 39 52 68,8 65,5 1 10 16,02 | 133,33 +13
ul000.40 737 737 737 737 1 1 18,72 | 100,00 0
£500.02 626 626 629,2 629 2 1 5,51 | 100,00 0
£500.04 1744 1744 1746,6 17455 2 1 6,85 | 100,00 0
g1000.01 1362 1376 1384,6 1385 5 1 17,86 | 101,03 +14
£1000.02 3382 3384 33964 3394,5 5 1 22,39 | 100,06 +2
grid64x64 64 64 64 64 1 1| 283,57 | 100,00 0

Tabulka 9.4: Vysledky zakladnich experimentt
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Iterace Souhrn
Graf 1 2 3 4 5 Min. Max. Primér Median
add20 121,1 83,2 76,8 N 75,1 75,1  121,1 86,8 T
data 1953 106,9 106,1 106,4 106,6 106,1  195,3 124,3 106,6
3elt 630,5 2824 2825 3079 291,3 2824  630,5 358,9 291,3
uk 448,3 3494 3171  306,7 307,1 306,7 4483 345,7 317,1
add32 459,5 335,56 319,8 3274 3734 319.8  459,5 363,1 335,5
besstk33 1638,5 1033,7 1009,0 1009,0 1008,4 10084 1638,5 1139,7 1009,0
whitaker3 2877,1 1196,1 11985 1197,8 1196,8 1196,1 28771 1533,3 1197,8
crack 3214,5 12896 12924 1258,0 1254,4 12544 3214,5 1661,8 1289,6
wing nodal 2758,9 1518,5 14772 1478,3 14975 14772 2758,9 1746,1 14975
cti 7505,0 3433,0 3427,0 3436,0 3433,0 3427.0 7505,0 4246,8 3433,0
ub00.05 5,7 3,8 4,0 3,8 4,2 3.8 5,7 4,3 4,0
ub00.10 6,1 4.4 3,9 3,9 3,9 3,9 6,1 4.4 3,9
ul000.10 22,3 15,1 15,0 13,9 13,9 13,9 22,3 16,0 15,0
ul000.40 25,6 17,2 16,7 17,0 17,0 16,7 25,6 18,7 17,0
£500.02 8,4 5,0 4,5 4,8 4,9 4.5 8,4 5,5 4,9
£500.04 11,0 6,4 5,8 5,6 5,5 5,5 11,0 6,8 5,8
£1000.01 27,4 15,5 15,0 16,0 154 15,0 27,4 17,9 15,5
£1000.02 37,0 18,7 19,4 18,6 18,3 18,3 37,0 224 18,7
grid64x64 559.,6  217,5 2154 211,7 213,7 211,7  559,6 283.,6 2154

Tabulka 9.5: Casy vypocti iterac [s]

iterace trvaji deli dobu, viz naptiklad obr. pro graf uk. Je to zpisobeno tim, Ze v pocé-
tecnich iteracich algoritmus nachazi vice moznosti k dosazeni vétsiho zisku nez v pozdéjsich.
Je tedy provadéno vice pfesund, coz vyzaduje delsi ¢as vypoctu.

450
— 400

350

300

iterace

Obrazek 9.1: Casy vypoctu iteraci grafu uk

Ze srovnani vysledkd navrzeného algoritmu s nejlepsi zndmou hodnotou je patrné, ze v
11 ptipadech z 19 byla tato nejlepsi zndméa hodnota navrzenym algoritmem dosazena. U 3
dalgich graft byla nalezena hodnota méné nez o 2% horsi nez nejlepsi znaméa. U 5 graft byla
nalezena horsi hodnota, z toho u 2 vyrazné horsi.
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9.3 Rozsifené experimenty

Pro grafy, u kterych navrzeny algoritmus v zakladni konfiguraci nenalezl dostatecné kvalitni
FeSeni, byla provedena dal3i série experimentd s roz§ifenym nastavenim algoritmu. Oproti
zakladnimu nastaveni (tab. byly zménény parametry uvedené v tab. . Byl zdvojnéso-
ben pocet jedinct v populaci a pocet provadénych iteraci. Déle byla nastavena vétsf povolena
délka sekvence prohozeni u vypoc¢tu fitness i u K-L optimalizace.

Parametr Hodnota
iterationsMax 10
populationSize 100
generationsMax 15
forceNFirstSwaps 3
allowNFirstSwaps % \4

V1
maxSwapSequenceLength 5

Tabulka 9.6: Rozsifené nastaveni experimentt

Souhrn vysledku je uveden v tab. [0.7, Rozsifeny béh nalezl u 3 grafii feSeni o méné nez
3% horsi nez nejlepsi znamé. U grafu u500.05 je velky relativni rozdil (300%) oproti nejlepsi
znamé hodnoté, ale absolutni rozdil jsou pouze 2 hrany. Vysledky grafii uk a add32 jsou
pofad vyrazné horsi. Kompletni vysledky jsou v pfiloze v tab. [D.I]

Graf Nej’lep‘éi Rozgiteny EA Neje?éi v
znamé nejlepsi znamé

Nejlep&i Primér Median %  Rozdil

add20 596 609 683,9 690,5 | 102,18 +13
uk 19 430 456,6 458 | 2263,16 +411
add32 11 121 1371 136 | 1100,00 +110
ub00.05 2 6 8,8 9,5 | 300,00 +4
1ul1000.10 39 40 52,6 92 | 102,56 +1
g1000.01 1362 1373 1379,3  1380,5 | 100,81 +11
£1000.02 3382 3387 33925 3392 | 100,15 +9

Tabulka 9.7: Vysledky rozsifenych experimentt

Na grafy u500.05 a add32 bylo jesté aplikovano experimentalné nalezené nastaveni, které
zlepsilo nejlepsi hodnoty nalezené navrzenym algoritmem. Vysledky a hlavni zmény v nasta-
veni oproti tab. jsou uvedeny v tab. 0.8 U grafu uk se dalsimi zmé&nami parametri jiz
nepodafilo hodnoty zlepgit, mozné zdivodnéni je uvedeno ve zhodnoceni vysledkid v kap.
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Graf Nejlepsi Hlavni zména nastaveni

allowNFirstSwaps 1000
maxSwapSequencel.ength 2480
1u500.05 3 allowNFirstSwaps 248

add32 72

Tabulka 9.8: Vysledky se specidlnim nastavenim

9.4 Vlastni implementace K—L

Jednim z cili price je srovnani vysledkt navrzeného algoritmu s ¢istou K-L optimalizaci.
Inicidlni rozdéleni vygenerovand pii experimentech s 10 hodnotami seed pro kazdy graf byla
proto optimalizovina K-L algoritmem. Jednalo se o tutéz implementaci, kterd byla pouzita
k lokaln{ optimalizaci v navrzeném algoritmu. Dosazené vysledky jsou shrnuty v , kom-
pletni vysledky jsou v p¥iloze [E.I] Délka sekvence prohozeni byla maximalni mozna pro dany
graf, hloubka prohledavani byla omezena parametrem maxSearchBestGainPartnerDepth s
hodnotou 15.

Graf Nejlepsi Priamér Median
add20 656 846,5 866
data 202 242 238
3elt 90 130,4 135
uk 36 61,6 61,5
add32 284 354,1 332
besstk33 10172 11454,8 11909
whitaker3 128 1354 1325
crack 186 253,1 213
wing nodal 1804 2116,4 1976
cti 366 521,3 476
1u500.05 27 35,7 31,5
u500.10 70 103,3 106,5
ul000.10 97 158,3 156,5
11000.40 737 813,7 177
£500.02 640 658 662,5
£500.04 1767 1788,1 17925
£1000.01 1410 1441,2  1440,5
£1000.02 3430 3477 3475
grid64x64 64 72 66,5

Tabulka 9.9: Vysledky dosazené vlastni implementaci K-L

V ramci experimentti s vlastni implementaci K-L byly jesté pomoci utility kltest (viz
provedeny K-L optimalizace ndhodného rozdéleni postupné pro vSechny mozné hod-
noty maximaln{ délky sekvence prohozen{. Na obr. je znazornéna vysledna velikost fezu v
zévislosti na hodnoté parametru maxSwapSequencelength. Patrny je globalni trend klesani
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Obrazek 9.2: Velikost fezu grafu add20 v zavislosti na max. délce sekvence v K-L

cutsize, oviem nelze obecné tvrdit, Ze vétsi hodnota maxSwapSequencelength zajisti lepsi
vysledek. Jev je dusledkem toho, Ze pii vétsim poctu kandidatskych vrcholt k prohozeni se
stejnym ziskem nelze urcit vrchol, ktery ve vysledku povede k lep§imu celkovému feSeni. Z
obr. je déle vidét, Ze pro tento graf a rozdéleni je K—L schopno dosahovat zlepgeni jen do
délky sekvence cca 450.

Na obr. [9.3] je ¢asova zavislost délky vypoctu na hodnoté maxSwapSequenceLength. Je
vidét ptiblizné linearni trend zéavislosti. Obcasné 3picky mohou byt zptsobeny tim, Ze byl
vybran jeden nebo vice vrcholdl k prohozeni s velkym poctem sousednich vrcholi. Pro ty je
tfeba pii prohazovani aktualizovat D hodnoty, coz zpisobi delsi ¢as vypodtu.

U dalsiho testovaného grafu uk je na grafu zavislosti velikosti fezu na parametru maxSwap-
Sequencelength na obr. obr. vidét podobny trend jako u grafu add20. V tomto piipadé
ale jesté doslo ke zlepsSeni pfi nejvyssich cca 100 hodnotach parametru maxSwapSequence-
Length.

9.5 Srovnani s jinou implementaci

Pro ovéteni vysledki produkovanych vlastni implementaci K-L byly provedeny experimenty
se stejnymi grafy a inicidlnimi rozdélenimi pomoci jiné implementace K-L.

Jako referen¢ni byla vybrana implementace dostupna na portile Google Project hosting
[6] (FerggoK-L). Jedna se o aplikaci napsanou v jazyce C++. Vstupni graf pfijima ve for-
matu edge (viz . Vypocet neobsahuje ndhodnou slozku, pro stejny vstup ma vzdy stejny
vysledek. Podle analyzy kédu pracuje s plnou délkou sekvence prohozeni a plnou hloubkou
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Obrazek 9.3: Doba vypodctu grafu add20 v zavislosti na max. délce sekvence v K-L
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Obrézek 9.4: Velikost fezu grafu uk v zavislosti na max. délce sekvence v KL
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Graf Nejlep$i Priumér Median
add20 635 791,6 794
data 189 216,6 2125
3elt 135 166,9 163,5
uk 393 536,4 538
add32 353 4289 437
besstk33 10172 11296,7 11796,5
whitaker3 130 182,8 164,5
crack 185 280,2 235
wing nodal 1745 2039,8 1965,5
cti 407 626,7 588
ub500.05 20 33,6 33
u500.10 31 89,7 87
ul000.10 113 196,1 190,5
1u1000.40 737 848,2 838
£500.02 649 656,6 657
£500.04 1777 1791,6 1787
£1000.01 1428 1443,7 1441
£1000.02 3449 34874 34855
grid64x64 64 68,2 64

Tabulka 9.10: Vysledky dosazené implementaci FerggoK-L

prohledavéani (nelze ovéfit z duvodu neexistujici podrobné dokumentace). Jedind zména v
originalni implementaci spoéivala v odstranén{ ndhodného generovani inicidlntho rozdélenf,
které bylo nahrazeno nacitdnim rozdéleni ze souboru. Vstupni grafy byly zkonvertovany do
pozadovaného formatu utilitou vertex2edge (viz s tim, Ze byla ovéfena shoda velikosti
Fezu pro pocitand rozdéleni u obou formata graft.

Hodnoty ziskané implementaci FerggoK-IL jsou shrnuty v tab. Kompletni vypis
dosazenych hodnot je v p¥iloze v tab. [F.1]
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Kapitola 10

Zhodnoceni vysledkii

Nejdilezitéjsi hodnoty ziskané p¥i experimentech jsou uvedeny v souhrnné tabulce [10.1}
Prvni dvé trojice sloupcti uvadéji souhrn vysledktt dosaZenych navrZzenym algoritmem pii
zakladnim a rozsifeném nastaveni. Sloupec ,nejlepsi EA“ obsahuje nejlepsi vysledek dosazeny
pomoci navrzeného algoritmu ze vSech nastaven{ véetné specialnich. Posledni dvé trojice
obsahuji souhrn vysledkti dosazenych se stejnymi pocateénimi rozdélenimi pomoci vlastni a
FerggoK-L implementace Kernighan-Lin algoritmu.

Graf Zakladni EA Roz8ifeny EA 1;‘2 Vlastni K-L FerggoK-L

Nej. Pram.  Med. | Nej. Pram.  Med. Nej.  Prum.  Med. Nej.  Prum. Med.
add20 639 7977 780 | 609 683,99 6905 609 656 846,5 866 635 791,6 794
data 189 1899 190 189 202 242 238 189 216,6 2125
3elt 90 90 90 90 90 130,4 135 135 166,9 163,5
uk 482 5127 509 | 430  456,6 458 430 36 61,6 61,5 393 536,4 538
add32 261 3144 324 | 121 1371 136 72 284 354,1 332 353 4289 437
besstk33 10171 10171 10171 10171 | 10172 11454,8 11909 | 10172 11296,7 11796,5
whitaker3 127 127 127 127 128 1354 1325 130 182,8 164,5
crack 184 184 184 184 186 253,1 213 185 280,2 235
wing_nodal | 1708 1711,8 1712 1708 | 1804 21164 1976 | 1745  2039,8  1965,5
cti 334 334 334 334 366 521,3 476 407 626,7 588
u500.05 7 12,1 11 6 8,8 9,5 3 27 35,7 31,5 20 33,6 33
u500.10 26 38 38,5 26 70 103,3  106,5 31 89,7 87
ul000.10 52 68,8 65,5 40 52,6 52 40 97 158,3  156,5 113 196,1 190,5
ul000.40 737 737 737 737 737 813,7 7 737 848,2 838
£500.02 626 6292 629 626 640 658  662,5 649 656,6 657
£500.04 1744 1746,6 17455 1744 | 1767  1788,1 1792,5 | 1777 17916 1787
£1000.01 1376 1384,6 1385 | 1373 1379,3 1380,5 | 1373 | 1410 1441,2 14405 | 1428 14437 1441
£1000.02 3384 3396,4 33945 | 3387 33925 3392 | 3384 | 3430 3477 3475 | 3449 34874 34855
grid64x64 64 64 64 64 64 72 66,5 64 68,2 64

Tabulka 10.1: Celkové zhodnoceni vysledki experimentii

Predpoklad pii porovnani hodnot dosazenych obéma K-L implementacemi byl ten, Ze
dosaZené hodnoty budou fadoveé stejné, nikoliv v8ak nutné shodné. Vysledky tento pfedpo-
klad potvrzuji, vyjimku tvoii pouze grafy uk a u500.10. Ze srovnani nejlepgich a primérnych
hodnot a medianu vyplyva, ze vlastni implementace K-L dava v nadpolovi¢ni vét§iné pripadt
lepsi vysledky nez FerggoK-L. Tento fakt je pozitivni z hlediska budouciho porovnani, na-
kolik navrzeny evoluc¢ni algoritmus zlepsuje klasicky K-L, protoze srovnani bude provedeno
s implementaci dévajici lepsi vysledky.

47
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Rozdilné vysledky jsou zptisobeny implementa¢nimi rozd{ly ve zptisobu ulozen{ a pro-
chazeni seznamui vrchold k prohozeni. Pokud pro dany vrchol existuje jediny kandidat s
nejlepsim ziskem, musi byt v obou implementacich vybran pravé tento. U vice vrchold se
stejnym ziskem muze byt diky implementaénim rozdilim vybrén v obou pfipadech jiny kan-
didat. Rozdil v této volbé se miize projevit v celkovém vysledku. Pofadi vybéru vrcholi s
nejlepsim ziskem bylo u nékolika grafi a rozdéleni ovéfeno podle rozgifenych vypisii pribéhu
vypoctu obou implementaci K-L.

Hlavnim cilem prace bylo experimentélni ovéfeni, zda navrzeny algoritmus piekonéva
¢istou K-L heuristiku. Z tab. je patrné, 7e jiz pii zdkladnim nastaveni ma navrZeny
algoritmus lepsi hodnoty priméru a medidnu ve v8ech piipadech kromé grafu uk. Nejlepsi
nalezend hodnota byla ve tiech p¥ipadech shodna (3elt, u1000.40 a grid64x64) a pouze u
grafu uk byl vysledek navrzeného algoritmu horsi.

Mozné vysvétleni §patného vysledku u grafu uk spociva ve struktuie grafu. Graf obsahuje
vrcholy pouze stupiii 1-3, jak je patrné z tab. Vyrazné nejvice je vrcholt stupné 3, u
nich je pfitom nejvétsi teoretickd Sance na velké D hodnoty. Pi vybéru vrcholt k prohozent
je proto pravdépodobné k dispozici velky pocet rovnocennych kandidatd bez moZnosti, jak z
nich odligit toho nejlepsiho pro celkovy vysledek. Cist4 vlastnf implementace K-L pravdépo-
dobné nalezla vyrazné lepsi feSeni diky tomu, Ze narozdil od pouziti v navrzeném algoritmu
pracovala na plnou délku sekvence prohozeni a navic byl v nékterém kroku vybran z fady
vrcholl ze stejnym ziskem pii prohozeni ten vyhodnéjsi. Faktorem vybéru pfitom byl pouze
zpusob implementace.

Stupeit Pocet
b vrchola
1 65
668
3 4091

Tabulka 10.2: Pocty vrcholid daného stupné u grafu uk

Velkou vypovidaci hodnotu pfi posuzovani kvality vysledkt navrzeného algoritmu ma
srovnani s nejlepsimi dosud publikovanymi vysledky. V tab. je uvedeno srovnan{ nejlepst
hodnoty dosaZené navrZzenym algoritmem a nejlep§imi zndmymi hodnotami. Tato tabulka
obsahuje nejlepsi vysledek ze vSech konfiguraci béhu navrzeného algoritmu véetné specialnich.
Stejné srovnani pouze pro zakladni nebo rozgifené experimenty bylo uvedeno jiz v tab.
resp. 7 tabulky vyplyvéa, Zze v 11 pripadech z 19 bylo dosaZeno stejné kvalitni feSenf jako
nejlepsi dosud znamé. U 3 grafti bylo nalezeno feSeni pouze o jednu hranu horsi nez nejlepst
zndmé, u 1 grafu FeSeni hor$l o 2 hrany. Pouze u 2 grafii bylo nalezeno FeSeni s vyrazné
horsim procentualnim i absolutnim rozdilem.



Nejlepsi

Nejlepsi

Graf znamé | navr. EA % Rozdil
add20 596 609 | 102,18 13
data 189 189 | 100,00 0
3elt 90 90 | 100,00 0
uk 19 430 | 2263,16 411
add32 11 72 | 654,55 61
besstk33 10171 10171 100,00 0
whitaker3 127 127 | 100,00 0
crack 184 184 | 100,00 0
wing mnodal 1707 1708 | 100,06 1
cti 334 334 | 100,00 0
ub00.05 2 3| 150,00 1
1ub00.10 26 26 | 100,00 0
1u1000.10 39 40 | 102,56 1
1u1000.40 737 737 | 100,00 0
£500.02 626 626 | 100,00 0
£500.04 1744 1744 | 100,00 0
£1000.01 1362 1373 | 100,81 11
£1000.02 3382 3384 | 100,06 2
grid64x64 64 64 | 100,00 0
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Tabulka 10.3: Porovnan{ nejlepSich znamych vysledki s vysledky navrzeného algoritmu
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Kapitola 11
Zaver

Jednim z hlavnich cili této prace byl ndvrh hybridnitho evolu¢niho algoritmu pro feSeni
PMBG kombinujictho evolu¢ni prohledavani a lokilni optimalizaci pomoci Kernighan—Lin
heuristiky. Byla prostudovana relevantni literatura a popsény stavajici techniky pouzivané
pii evolu¢nim feseni bisekce grafu. Na zékladé ziskanych informaci a mnozstvi experimentt
béhem vyvoje byl navrzen vlastni algoritmus. Soucasti jeho programové realizace je i vlastni
efektivni varianta K-L algoritmu.

Pro experimentalni ¢ast byly vybrany casto pouZivané grafy s dobfe popsanymi vysledky.
Po pfedbéZnych experimentech byly nastaveny hodnoty parametr pro zédkladn{ béh navr-
zeného algoritmu. Jiz v této fazi bylo dosazeno u 11 grafii stejné kvalitni FeSeni jako nejlepsi
zndmé, ostatni se podafilo v rozsifenych experimentech jesté vice piiblizit.

Pro porovnani s ¢istou implementaci K-L byl nejprve ovéren predpoklad, Ze vlastni a
vybrand jind implementace K—L produkuji na stejnych grafech a pocate¢nich rozdélenich
srovnatelné kvalitni vysledky. Kli¢ovym potom bylo srovnéani vysledki vlastni K-L a na-
vrzeného algoritmu na stejnych grafech a pocatecnich rozdélenich. Ukézalo se, Ze ve v8ech
piipadech kromé jediného skute¢né navrzeny algoritmus dokazal K-L heuristiku pfedéit. Tim
byl splnén dalsi z hlavnich cilt prace.

Srovnani vysledki navrzeného algoritmu s nejlepsimi znamymi vyznélo pozitivné, protoze
bylo v 11 pfipadech dosaZeno stejné hodnoty a ve 4 piipadech hodnoty jen nepatrné horsi.
Pouze ve 2 p¥ipadech se dal vysledek navrZeného algoritmu oznadit jako vyrazné horsi.

Vysledkem prace tedy je navrzeny a implementovany hybridni evoluéni algoritmus, ktery
vyborné obstal ve srovnani s klasickou K-L heuristikou. Jsem spokojeny i se srovnanim
s nejlepsimi dosud zndmymi hodnotami. Rezervy a moznosti vylepSeni spatiuji v hlubgf
analyze grafi s hor§imi vysledky a aplikaci takto ziskanych poznatktd do névrhu.

7 osobniho pohledu ocefiuji to, ze jsem pii tvorbé této prace ziskal fadu zkuSenosti ve
velmi zajimavém oboru, jakym pro mé evoluc¢ni algoritmy jsou.
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Priloha A

Seznam pouzZitych zkratek

BFS Breadth-first search, prohledavani do sitky

cutsize Viha nebo pocet hran odstranénych pii bisekci

D Rozdil po¢tu externich a internich hran vrcholu (D = E —I)

EA Evoluéni algoritmus

FerggoKL Vybrand referen¢ni implementace K-L algoritmu

GP Graph partitioning problém

K Optimalni pocet prohozeni s maximalnim ziskem v evolu¢nim algoritmu
K-L Kernighan-Lin algoritmus, heuristika

PMBG Problém hledani miniméln{ bisekce grafu
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PRILOHA A. SEZNAM POUZITYCH ZKRATEK



Priloha B

Inicialni rozdéleni

Tabulka se v&emi hodnotami cutsize ndhodnych inicialnich rozdéleni pouzitych v experimen-

tech
Seed Souhrn
Graf 123 124 125 126 127 128 129 130 131 132 nejlepsi  pramér  median
add20 3716 3739 3748 3725 3778 3803 3635 3761 3726 3811 3635 3744,2 3743,5
data 7444 7597 7516 7602 7472 7506 7520 7559 7686 7535 7444 7543,7 7527,5
3elt 6847 6777 7014 6818 6801 6829 6868 6945 6783 6847 6777 6852,9 6838
uk 3385 3450 3387 3441 3402 3463 3452 3401 3428 3443 3385 3425,2 3434,5
add32 4677 4786 4699 4764 4728 4727 4742 4785 4707 4749 4677 4736.4 4735
besstk33 146028 146075 146038 145881 146228 145907 145715 145793 146085 145305 145305 1459055 1459675
whitaker3 14420 14420 14365 14434 14531 14464 14613 14626 14512 14296 14296 144681 14449
crack 15274 15218 15235 15164 15179 15419 15153 15074 15124 15195 15074  15203,5 15187
wing nodal 37694 37537 37787 37433 37744 37736 37566 37607 37768 37939 37433 37681,1 37715
cti 24324 23990 24120 23997 24190 24195 24043 23996 24370 24315 23990 24154 24155
u500.05 649 624 633 665 677 647 627 657 604 690 604 647,3 648
u500.10 1156 1159 1220 1203 1212 1170 1180 1170 1216 1171 1156 1185,7 1175,5
ul000.10 2282 2384 2339 2294 2351 2391 2352 2329 2358 2368 2282 2344,8 2351,5
ul000.40 9079 9044 9047 9077 9086 9094 8973 9007 9038 9024 8973 9046,9 9045,5
£500.02 1161 1192 1155 1190 1175 1162 1178 1199 1182 1220 1155 1181,4 1180
£500.04 2640 2601 2590 2561 2602 2574 2565 2550 2581 2632 2550 2589,6 2585,5
£1000.01 2531 2539 2590 2573 2536 2581 2482 2483 2529 2509 2482 2535,3 2533,5
£1000.02 5096 5080 5045 5155 5072 5151 5084 5065 4994 5095 4994 5083,7 5082
grid64x64 3974 3998 4125 4016 4002 3989 4045 4030 4067 4004 3974 4025 4010

Tabulka B.1: Inicidlni rozdéleni
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PRILOHA B. INICIALNI ROZDELENI



Priloha C

Vysledky experimenti

Tabulka se v8emi hodnotami cutsize ziskanych pfi experimentech

Seed Souhrn
Graf 123 124 125 126 127 128 129 130 131 132 nejlepsi  pramér median
add2 895 873 877 785 772 743 859 775 639 759 639 97,7 780
data 190 190 189 190 190 190 190 190 190 190 189 189,9 190
3elt 90 90 90 90 90 90 90 90 90 90 90 90 90
uk 500 534 508 506 482 516 547 493 510 531 482 512,7 509
add32 313 294 329 336 325 329 261 280 323 354 261 3144 324
besstk33 10171 10171 10171 10171 10171 10171 10171 10171 10171 10171 10171 10171 10171
whitaker3 127 127 127 127 127 127 127 127 127 127 127 127 127
crack 184 184 184 184 184 184 184 184 184 184 184 184 184
wing mnodal 1711 1714 1710 1709 1714 1715 1712 1713 1708 1712 1708 1711,8 1712
cti 334 334 334 334 334 334 334 334 334 334 334 334 334
u500.05 20 18 13 13 8 10 10 11 11 7 7 12,1 11
u500.10 26 26 26 29 47 58 45 46 41 36 26 38 38,5
ul000.10 83 62 52 92 68 74 58 63 76 60 52 68,8 65,5
ul1000.40 737 737 737 737 737 737 737 737 737 737 737 737 737
2500.02 632 630 632 635 630 626 628 626 627 626 626 629,2 629
2500.04 1744 1744 1747 1744 1747 1744 1750 1744 1752 1750 1744 1746,6 17455
21000.01 1388 1377 1383 1393 1380 1387 1376 1382 1391 1389 1376 1384.6 1385
£1000.02 3412 3402 3404 3386 3393 3385 3396 3380 3384 3413 3384 33964 3394,5
grid64x64 64 64 64 64 64 64 64 64 64 64 64 64 64

Tabulka C.1: Vysledky experimenti
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PRILOHA C. VYSLEDKY EXPERIMENTU



Priloha D
Vysledky rozsifenych experimentt

Tabulka se v8emi hodnotami cutsize ziskanych pii experimentech s rozsifenym nastavenim
vypoctu

Seed Souhrn
Graf 123 124 125 126 127 128 129 130 131 132 nejlepsi  pramér median
add20 691 690 742 746 695 619 800 623 609 624 609 683,9 690,5
uk 466 464 459 443 448 476 477 446 457 430 430 456,6 458
add32 124 153 133 146 152 139 121 144 127 132 121 137,1 136
u500.05 6 8 9 10 10 6 11 10 11 7 6 8,8 9,5
1u1000.10 57 54 50 64 46 54 49 40 62 50 40 52,6 52
£1000.01 1377 1373 1380 1373 1382 1379 1382 1384 1382 1381 1373 1379,3  1380,5
£1000.02 3387 3392 3393 3389 3391 3392 3390 3394 3395 3402 3387 33925 3392

Tabulka D.1: Vysledky rozgifenych experimenti
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PRILOHA D. VYSLEDKY ROZSIRENYCH EXPERIMENTU



Priloha E

Vysledky vlastni implementace K—L

Tabulka se vSemi hodnotami cutsize ziskanymi pii vypoctech vlastni implementaci K-L al-
goritmu.

Seed inicidlniho rozdéleni Souhrn
Graf 123 124 125 126 127 128 129 130 131 132 nejlepsi  primér median
add20 904 892 1003 888 814 940 844 713 811 656 656 846,5 866
data 202 236 211 251 233 275 240 218 302 252 202 242 238
3elt 134 90 146 90 174 136 117 175 152 90 90 130,4 135
uk 39 36 87 57 85 51 71 68 66 56 36 61,6 61,5
add32 334 329 437 358 456 297 312 330 404 284 284 354,1 332
besstk33 12070 12179 11996 11909 10173 11764 11909 10228 12148 10172 10172 11454,8 11909
whitaker3 133 130 136 166 128 129 133 135 132 132 128 1354 132,5
crack 306 460 203 207 186 304 219 207 239 200 186 253,1 213
wing nodal 1837 3019 1804 1897 1904 1816 2157 2048 2554 2128 1804 21164 1976
cti 631 78 787 366 366 546 366 600 367 406 366 521,3 476
u500.05 42 32 41 31 29 29 31 56 27 39 27 35,7 31,5
u500.10 70 125 138 122 99 114 83 74 94 114 70 103,3 106,5
1ul1000.10 189 118 132 130 227 197 124 181 188 97 97 158,3 156,5
ul1000.40 812 972 737 737 971 737 880 737 742 812 737 813,7 T
2500.02 650 664 640 666 651 657 663 662 664 663 640 658 662,5
2500.04 1798 1777 1791 1811 1794 1767 1797 1768 1805 1773 1767 17881 17925
£1000.01 1443 1410 1460 1465 1435 1449 1429 1452 1431 1438 1410  1441,2 14405
£1000.02 3482 3456 3515 3514 3490 3465 3461 3489 3430 3468 3430 3477 3475
grid64x64 81 64 69 74 82 64 64 64 64 94 64 72 66,5

Tabulka E.1: Vysledky vlastni implementace K-L
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PRILOHA E. VYSLEDKY VLASTNI IMPLEMENTACE K-L



Priloha F

Vysledky jiné implementace K—L

Tabulka se v8emi hodnotami cutsize ziskanymi p¥i vypoctech implementaci FerggoK-L.

Seed inicidlniho rozdéleni Souhrn
Graf 123 124 125 126 127 128 129 130 131 132 nejlepsi primér median
add20 800 635 793 895 795 792 852 702 908 744 635 791,6 794
data 261 210 212 189 235 213 228 194 196 228 189 216,6 2125
3elt 223 138 190 153 190 135 171 178 135 156 135 166,9 163,5
uk 536 540 564 499 477 534 563 714 393 544 393 536,4 538
add32 442 353 519 441 457 474 365 430 375 433 353 4289 437
besstk33 12091 11985 12054 11840 10172 11753 10226 10226 12009 10611 10172 11296,7 11796,5
whitaker3 172 243 135 257 157 130 130 146 261 197 130 182,8 164,5
crack 219 419 364 185 415 198 355 251 210 186 185 280,2 235
wing nodal 2387 2417 1745 1911 1975 2347 2075 1956 1780 1805 1745  2039,8  1965,5
cti 498 764 407 596 655 726 1176 417 448 580 407 626,7 588
1u500.05 42 34 37 50 32 29 37 20 27 28 20 33,6 33
1u500.10 93 88 75 81 31 86 45 158 143 97 31 89,7 87
1ul1000.10 178 153 224 282 210 198 113 183 166 254 113 196,1 190,5
ul1000.40 812 972 878 862 971 737 887 737 812 814 737 848,2 838
£500.02 651 660 650 662 664 654 661 649 661 654 649 656,6 657
£500.04 1777 1792 1801 1817 1787 1787 1786 1787 1787 1795 1777 1791,6 1787
£1000.01 1452 1433 1428 1454 1429 1442 1431 1469 1459 1440 1428 1443,7 1441
£1000.02 3500 3449 3479 3538 3479 3469 3492 3514 3451 3503 3449 34874 34855
grid64x64 64 64 64 64 64 64 64 106 64 64 64 68,2 64

Tabulka F.1: Vysledky implementace FerggoK—L
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PRILOHA F. VYSLEDKY JINE IMPLEMENTACE K-L



Priloha G

Obsah prilozeného CD

\
-1 - Soubory s grafy
ttestovaci ......................................... Grafy pouzité pro testovan{
o -0 = O Dalsi grafy
| eXPErimenty.....c.oovniiiiiiiiiiiiii Nastaveni a vysledky experimentti
ferggoKL.......... Vysledky FerggoK-L implementace na inicidlnich rozdélenich
ALy e e Statistické udaje o nékterych grafech
B =5 o Y o] - O PO Data pro graf typického pribéhu iterace
kompletniKL........... Testy vlastni K-L pfes vSechny délky sekvence prohozeni
rozsireneEA......... ... oo, Rozsifené experimenty s navrzenym EA
specialniEA....... Specialni experimenty s navrzenym EA pro problémové grafy
vlastniKL........ Vysledky vlastni K-L implementace na inicialnich rozdélenich
zakladniEA ... ... ... ool Zékladni experimenty s navrzenym EA
B o5 of - P Zdrojové kédy a spustitelné soubory aplikaci
bin.......c..nn. Spustitelné soubory implementace navrzeného algoritmu a utilit
STC .. Zdrojové kédy implementace navrzeného algoritmu a utilit
ferggoKL........... Zdrojovy koéd a spustitelny soubor FerggoK-L implementace
I o= 2O Text této prace ve formatu PDF
L osre.iiii Zdrojovy text této préace pro typograficky systém IXTEX
L README . XD oot eteet et et e e e Stru¢ny popis obsahu CD

67



	Úvod
	Definice problému
	Neevoluční metody řešení a heuristiky
	Proložení přímkou
	Random spheres
	Lokální optimalizace
	Bisekce grafu průchodem do šířky
	Coarsening
	Kernighan–Lin algoritmus
	Další heuristiky

	Evoluční metody řešení
	Klasické evoluční algoritmy
	Hybridní algoritmy
	Hyperheuristiky

	Evoluční algoritmy
	Reprezentace chromozomu
	Vertex–to–cluster kódování
	Edge kódování
	BFS uspořádání genomu
	Fractional code
	Multi–Attractor Gene Reordering

	Fitness
	Křížení
	Mutace
	Vyvážení velikostí podgrafů
	PROBE

	Navržený algoritmus
	Reprezentace
	Fitness
	Vynucené a zakázané prohození
	Zjemnění fitness
	Lokální optimalizace K–L heuristikou
	Pseudokód

	Křížení
	Mutace
	Elitismus
	Selekce
	Hlavní cyklus algoritmu
	Iterace
	Generace


	Implementace
	Hlavní třídy implementace
	Třída Graph
	Třída GraphBisection
	Třída GBEA
	Třída Individual
	Třída Crossover
	Třída KernighanLin
	Třída Config

	Pomocné třídy a funkce
	Reprodukovatelnost experimentu
	Prevence chyb
	Pomocné utility

	Konfigurace
	Uživatelské rozhraní
	Průběh výpočtu
	Ukládání výsledků a konfigurace
	Reprezentace grafu
	Rychlý výpočet velikosti řezu
	Efektivita implementace K–L algoritmus

	Testovací data
	Náhodné grafy
	Náhodné geometrické grafy
	Housenkový graf
	Reálné grafy
	Často používané testovací grafy

	Experimenty
	Testovací grafy
	Základní experimenty
	Rozšířené experimenty
	Vlastní implementace K–L
	Srovnání s jinou implementací

	Zhodnocení výsledků
	Závěr
	Seznam použitých zkratek
	Iniciální rozdělení
	Výsledky experimentů
	Výsledky rozšířených experimentů
	Výsledky vlastní implementace K–L
	Výsledky jiné implementace K–L
	Obsah přiloženého CD

