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Abstrakt

Tato bakalarska prace se zabyva aplikaci umélych neuronovych siti typu vicevrstvy per-
ceptron (MLP) v tloze rozpoznavani fonému v fecovém signalu. Implementace téchto siti
byla provedena prostfednictvim balicku softwarovych nastroji s oznacenim TNet, ktery
umoznuje inicializaci sité, trénovani, testovani a dalsi funkce. Hlavnim cilem préace bylo
poskytnout informace pro pouzivani tohoto nastroje a demonstrovat jeho schopnosti pti
paralelnim trénovani. V konkrétni aplikaci se vstupni vektory pro MLP skladaly z pti-
znaki na bazi dlouhych ¢asovych trajektoroii (TRAPs), vystupy sité odpovidaly apo-
steriorni pravdépodobnosti prirazeni do jedné z 45 tiid fonému. Pro zlepseni vysledki
klasifikace byly pouzity skryté Markovovy modely. Pfedpokladané vlastnosti MLP kla-
sifikatoru potvrdila fada experimentt, provedenych se signaly z databaze SPEECON.
Uspésnost klasifikace a doba trénovan{ byly analyzovany na zakladé riiznych parametri
sité a v nejlep$im pripadé bylo dosazeno tspésnosti klasifikace 82 % na trovni fonémui.
Dobu trénovani vyrazné zkratila jeho paralelizace, a to priblizné o 50 %. Nejdelsi cas
trénovani pro nejrozsahlejsi sit tvorenou 12 000 skrytymi neurony trénovanou na 40000

signalech neprekrocil 13 h.

Klicova slova

rozpoznavani reci; fonémovy rozpoznavac; vicevrstvy perceptron; umeélé neuronové sité;
skryté Markovovy modely; HMM; MLP; TRAP
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Abstract

This bachelor thesis deals with an application of artificial neural networks (ANN), specif-
ically multilayer perceptron (MLP), in the area of speech recognition. Used ANN was
implemented using software toolkit TNet, which includes the tools for a work with MLPs
at various levels such as initialization, training, testing, etc. The main goal of this the-
sis is to provide instructions and information for the usage of this toolkit same as to
demonstrate its capabilities for parallel training. In our application MLP input vec-
tors consisted of long temporal features (TRAPs) and phoneme posterior probabilities
were represented by the output of the net. At the end, the Hidden Markov Models
(HMM) were used for the output classification enhancement. Theoretical properties
of MLP approved series of experiments with speech signals from SPEECON database.
Classification accuracy and training time rely on several ANN parameters and these
dependencies were also analyzed. The best obtained classification accuracy was 82 % at
the level of phoneme classification. Parallel training significantly reduced the training
time approximately about 50 %. For the most complex neural network with 12 000
hidden neurons and training set of size 40 000 signals, the training process lasted less
then 13 hours.

Keywords

speech recognition; phoneme recognizer; multilayer perceptron; artificial neural net-
works; Hidden Markov Models, HMM; MLP; TRAP
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1 Uvod

Rozpoznavani mluvené feci a schopnost jeji interpretace v podobé digitalnich dat umoz-
nuje nejprirozenéjsi zpusob interakce clovéka s pocitacem ¢i vypocetnimi zarizenimi
obecné. Schopnost zpracovani Teci naléza své uplatnéni v mnoha aplikacich. Umoznuje
ovladat dané zafizeni v pripadech, kdy jiny zptsob ovladani je nevhodny, naptiklad po-
uzivani mobilniho telefonu v automobilu, nebo pro handicapovaného c¢lovéka dokonce
nen{ ze zdravotnich divod@ mozny. Re¢ rovnéz obsahuje jedineéné prvky charakteris-
tické dané osobé, coz umoznuje tuto osobu na zakladé jeji promluvy identifikovat. Dale
je mozné rozpoznavat vady Teci spojené s ruznymi chorobami ¢i dusevni rozpolozeni
clovéka.

Jadrem slozitéjsich systému zpracovani teci je casto fonémovy rozpoznavac, ktery
umoznuje prave interpretaci mluvené rec¢i v podobé vhodné k dalsimu strojovému vyu-
ziti. Fonémovy rozpoznavac ve své podstaté provadi segmentaci promluvy na jednotlivé
zékladni jednotky - hlasky. Do fonémového rozpoznavace vstupuje zaznamenany signal
obsahujici promluvu. Na vystupu je informace, kde se v jaky casovy okamzik nachazi
jaky foném.

Vyuziti samostatného signalu v casové oblasti je pro proces rozpoznavani nevhodné a
jeho ptilisSna variabilita by zhorSovala tspéSnost rozpoznavani. Signal je nejprve nutné
predzpracovat a pouzit vhodné parametrizace k vypoctu priznaki, na jejichz zakladé
dany klasifikator priradi zpracovavané ¢asti signalu dany vystup, v tomto pripadé foném.
Pro vypocet ptiznakt se v poslednich letech dostala do popredi metoda zalozena na del-
sich casovych trajektoriich nazgvand TRAP (TempoRAl Patterns). V aplikacich zpra-
covani Teci se vyuziva nékolika pristupt ke klasifikaci priznakt. Jejich vybér a pouziti
zavisi na zvolené aplikaci. Patii mezi né napiiklad gaussovské modely (GMM - Gaus-
sian Mixture Models), Markovovy fetézce nebo Support Vector Machine. V aplikacich
rozpoznavani fonému nalézaji uplatnéni umélé neuronové sité (ANN - Artificial Neural
Networks). V ptipadé ANN Kklasifikdtoria se jako nejvhodnéjsi jevi vicevrstvy perceptron
(MLP - Multi Layer Perceptron), provadéjici nelinearni mapovani vstupu na vystup. Pri-
stup klasifikace priznakt v implementovaném rozpoznavaci je zalozen rovnéz na MLP
siti.

S pouzitim neuronovych siti jako klasifikatoru je spjata fada procest, predchazejici

vlastnimu pouzivani sité. Kompletni feseni prace s MLP sitémi umoznuji riizné softwa-



1 Uvod

rové nastroje balicku TNet. Cilem této prace je rovnéz osvojit si pouzivani jednotlivych
nastrojii a poskytnout potrebné informace pro préaci s timto balickem. Hlavni vyhoda
pouzivani téchto nastroji spoc¢iva v moznosti paralelniho trénovani MLP siti, coz znacné
ovliviiuje dobu potiebnou k natrénovani sité, zejména pak pti praci s velkym mnozstvim
trénovacich dat.

V prvni ¢asti této prace je popsan proces rozpoznavani reci, tedy zpracovani reco-
vého signédlu, zvolend metoda parametrizace a pouzity klasifikator. Ve druhé casti je
podrobnéji popsana vlastni implementace fonémového rozpoznavace s dirazem na po-
uzivani jednotlivych nastroji balicku TNet. Ve treti ¢asti jsou prezentovany jednotlivé

experimenty a dosazené vysledky. Celkové shrnuti préce je uvedeno v zavéru.



2 Princip rozpoznavani fonémii

K popisu ¢innosti fonémového rozpoznavace je nejprve nutné objasnit vyznam pojmu,
se kterym rozpoznavac¢ pracuje, tedy samotného fonému. Foném je pojem zavedeny ve
fonologii, kterd zkouma povahu fecovych zvuki z hlediska postaveni, funkce a vztaht
mezi zvuky v rdmci celého jazykového systému [1].Je to zdkladni abstraktni lingvisticka

jednotka, schopnd rozliSovat vyznamové jednotky.

Fonémovy rozpoznavac ve své podstaté provadi fonetickou transkripci mluvené teci,
tedy proces, kdy je zaznamenany signal preveden na sled fonetickych elementt [2]. Roz-
poznavani fonémt v mluvené teci je proces skladajici se z nékolika krokt, které budou

podrobné popsany.

Dalsim souvisejicim pojmem je hldaska, pro niz se z anglického jazyka pouziva termin
fon. Mezi hlaskou a fonémem je ovsem nutné rozliSovat. Hlaska predstavuje konkrétni
zvukovou realizaci vysloveného fonému [2]. Rozdil mezi témito pojmy muze byt demon-
strovan na slovech hrabé a hréabé. Jelikoz zména hlasky [a] za [4] zméni vyznam slova,
predstavuji tyto dvé hlasky dva odlisné fonémy. Velikost inventare fonémi je odlisna pro
ruzné jazyky. Napriklad [p] a [n] jsou pro anglicky jazyk dva ruzné fonémy, ale v ¢eském

jazyce jejich zaména vyznam slova nemeéni, proto jsou jednim fonémem.

Prvnim krokem v procesu rozpoznavani je parametrizace zaznamenaného tecového
signalu. Z vlastnosti fe¢i vyplyva, ze jeho kontinudlni zaznam v casové oblasti je pro
ucely rozpoznavani nevhodny a je nutné provést segmentaci na kratkodobé useky. Po
téchto upravach se pristoupi k vypoctu vhodnych parametri, priznaki, na jejichz zakladé
se provadi samotné rozpoznavani. Vhodna parametrizace signalu ma klicovy vliv na

uspésnost rozpoznavani.

Dalsim krokem je klasifikace priznakti. Vypocitané priznaky slouzi jako vstup kla-
sifikatoru, ktery provede prifazeni pozadovaného vystupu. Klasifikatorem je v pripadé
konkrétni realizace fonémového rozpoznavace neuronova sit, provadéjici transformaci
prislusného poctu vstupnich priznakia do poctu tiid, odpovidajici poc¢tu fonémi pou-
zité abecedy. Schématické zndzornéni pribéhu rozpoznavani fonémi zobrazuje ilustrace
2.0.1.



2 Princip rozpoznavani fonémii

VYPOCET
PRIZNAKU

REC —>| SEGMENTACE KLASIFIKACE —>FONEMY

Obrazek 2.0.1 Pribéh rozpoznavani fonémii.
2.1 Vypocet priznaki recového signalu

Nasledujici metody zpracovani a tprav recového signalu uvazuji zdigitalizovany pribéh
a pracuji proto s jednotlivymi vzorky signalu.

Uprava a zpracovan{ fecového signdlu probihd jak v ¢asové, tak ve frekvenéni oblasti.
Tyto oblasti spolu navzajem souviseji a je tedy nutné provadét takové tpravy, které se
neprojevi vyznamnou ztratou nebo naopak vznikem redundantni informace pfi prechodu
mezi jednotlivymi oblastmi zpracovani. V ¢asové oblasti se provadi segmentace signalu a
vahovani téchto segment® Hammingovym oknem. Frekvencni oblast je pak vyuzita k vy-
poctu priznaki pro klasifikaci. Dvody pouziti jednotlivych metod zpracovani fecového
signalu jsou popsany v nasledujicich kapitolach.

Jednotlivé vzorky signalu, tedy resp. jeho Casovy pritbéh je pro vstup do klasifikatoru
nevhodny. Casovy pribéh je velmi dynamicky, citlivy na zménu. Odlisny prabéh dosta-
neme vzdy pro stejnou hlasku pfi opakovaném zaznamu od stejného mluvciho. Odrazi
v sobé mnoho aspektii, jako je rychlost promluvy, Sum prostiedi a dalsi. Pro tcely klasi-
fikace je nutné zajistit robustnéjsi vstup klasifikdtoru a zejména pak takovy, ktery bude
zbaven redundantni informace.

Praveé takovou tpravou signalu predstavuje parametrizace. Na jejim zakladé jsou z da-
ného signalu za pouziti zvolenych metod extrahovany parametry signalu, oznacované
jako priznaky. Tyto priznaky poté predstavuji jednotlivé slozky vstupniho vektoru kla-
sifikatoru a urcuji tak jeho dimenzi. Parametrizace hraje dilezitou roli z hlediska poctu
priznakt a dimenzionality vstupniho vektoru. Prili§ velky pocet priznakt vede k jevu
oznacovaného jako prokleti dimenzionality (Curse of Dimensionality), kdy se zvysujicim
se poc¢tem dimenze vstupniho vektoru roste exponencialné pocet dat nutnych k nama-

povéni tohoto vstupniho prostoru. Vice o tomto jevu uvadi napiiklad [3].

2.1.1 Segmentace a vahovani fecového signalu

Re¢ vznika vlivem rezonance zakladniho hlasivkového ténu v dutinach fecového tstroji.
Zménou tvaru téchto dutin dochazi ke zméné rezonanc¢nich frekvenci (formanti) a tim
padem ke zméné vysledného ténu, resp. hlasky. Hlasovy trakt neni schopen ménit své
vlastnosti, tedy ovliviiovat jednotlivé formanty, nekone¢nou rychlosti. Recovy signél je
oznacovan jako kvazistacionarni v kratkych casovych tsecich. Délka téchto tseku se

pohybuje v rozmezi 10 - 30 ms. Pravé kratkodobd stacionarita fec¢i umoznuje samotné



2.1 Vypocet priznakii recového signalu

rozpoznavani, které probiha v téchto kratkych tusecich.

Prvnim krokem v procesu rozpoznavani pii zpracovani fecového signalu pro tucely
rozpoznavani je jeho segmentace. Jednotlivé kratkodobé segmenty jsou nazyvany okna,
ramce (frames). Nejcastéji pouzivand délka okna je 25 ms. Segmentace signalu, tedy
zpracovani signalu konecné délky, zptsobuje prosakovani ve spektru a jelikoz dalsi ana-
lyza probihd ve frekvenéni oblasti, je nutné tento jev osetrit.

Prosakovani ve spektru znamena, ze vlivem neperiodicity ¢asového pribéhu, ze kterého
je spektrum pocitano, dochéazi v jeho spektru ke vzniku vyssich harmonickych slozek, coz
vyplyva z principu Fourierovy transformace pti aplikaci na signédl konecné délky, a proto
je prosakovani ve spektru nezadouci jev, ktery je nutné potlacit. Zptsobem, jak zabranit
prosakovani ve spektru je vahovani. Pfi vdhovani je okno signalu ndsobeno (vdhovéno)
funkci prislusného okna. Nejéastéji je pouzivano Hammingovo okno. Tato funkce je dana

matematickym predpisem 2.1.1.

2
0,54 — 0,46 cos <L7ml> pro0 <n<L-1

w(n) = (2.1.1)

0 pro dalsi n
L je délka okna a n je dany vzorek signalu. Jak ukazuje obrazek 2.1.1, pokud je segment
signélu, ktery obsahuje hlasku /a/ vdhovan Hammingovym oknem stejné délky, je v jeho
spektru mnohem lépe patrna formantova struktura. Z pribéhu této vahovaci funkce je
ziejmé, ze dochazi k potlacovani krajnich vzorkd vybraného segmentu. Aby se omezila
ztrata informace, pri segmentaci fecového signalu se pouziva prekryvani dil¢ich oken.
V praxi se osvédcila délka okna 25 ms s krokem segmentace 10 ms. Obrazek 2.1.2 ilustruje

proces segmentace a vahovani recového signélu.

2.1.2 Banka filtra

Vzhledem ke zvolené parametrizaci signalu je nutné provést pasmovou filtraci za pouziti
banky filtra. Pasmova filtrace je aplikovana ve frekvencni oblasti a jeji vyznam spo-
¢iva zejména v redukci nadbytecné informace snizenim dimenze spektra. Pii pasmové
filtraci dochézi také k vyhlazeni spektralni obélky, jejiz vyvoj v case je zakladem pro
rozpoznavani.

Lidské ucho nevnimé zvuk linearné, ale v logaritmické mire. Je tedy ziejmé, Ze po-
kud provedeme obdobnou tpravu fecového signédlu, jakou provadi nase sluchové organy,
muzeme tim prispét k lepsi uc¢innosti rozpoznavani reci. Navrzena banka filtrti pouziva

tedy nelinearni melovskou skalu, ur¢enou vztahem 2.1.2.

fm = 25951og;, <1 + 7{;0> [mel] (2.1.2)

f je frekvence v linedrnim méritku, jejiz jednotkou je [Hz|. Jednotlivé filtry v melovské

skale maji tvar rovnoramennych trojihelniku a pokryvaji rovnomérné celé frekvencéni
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Obrazek 2.1.1 Potlaceni prosakovani ve spektru

Obrazek 2.1.2 Segmentace a vahovani fecového signalu.

pasmo az do poloviny vzorkovaci frekvence.
Pri analyze fec¢i neni nutné pouzivat celé kmitoctové spektrum, prilis nizké nebo naopak
vysoké frekvence obsahuji zbytecnou informaci. Kmitoctové pasmo, které banka filtra
pokryva, je tedy omezeno minimalni a maximalni frekvenci f,,;,, resp. fmaz. PoCet pa-
sem banky filtrii je volen s ohledem na vzorkovaci frekvenci signalu a zvolenou Sirku
kmitoctového pasma. Obvykly pocet pasem je 23.

Postup aplikace banky filtrii je nasledujici. Pro kazdy jednotlivy segment signalu, jez

byl popsan vyse, se vypocita kmitoctové spektrum za pouziti algoritmu rychlé Fourie-
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gain

Y Y
fmin fmax
frequency |Hz|

Obrazek 2.1.3 Banka filtru

rovy Transformace (FFT). Pouzivd se bud amplitudové nebo vykonové spektrum. Kazdy
koeficient tohoto spektra je poté nasoben ziskem jednotlivého filtru a vysledky jsou sci-
tany. Pro kazdé pasmo je tedy vysledkem jedna c¢iselnd hodnota. Aby nemusely byt
jednotlivé koeficienty FFT prepocitany do melovské skaly, pouziva se prepoctené banky

filtrt do méritka v Hz. Podoba této banky je znazornéna na obrazku 2.1.3.

2.1.3 Casové trajektorie

Vystup z banky filtrt je nyni vyuzit k vypoctu priznakt. Bézné techniky pouzivaji jako
priznakovy vektor na vstupu klasifikatoru vystup z kritickych pasem banky filtri pro
délku jednoho okna. Se zvySenim vykonu vypocetnich zarizeni v poslednich letech se do
popredi dostava technika pracujici s vyvojem trajektorie spektralni energie v case a jako
vstup klasifikatoru je pouzit vektor odpovidajici této delsi trajektorii. Tato metoda se

nazyva TRAPs (z anglického TempoRAl Patterns).

- silence PNEUMA T I K A silence

ﬂ ‘KNL ﬂvv"'\w,,ﬁ

P AS AL AN NA A~ N A

energy ——>
|

time |s]

Obrazek 2.1.4 Priibéh energie ve 4. kritickém pasmu.
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Prave vyvoj spektralni energie v ¢ase v sobé nese informaci o typu dané hlasky. Obra-
zek 2.1.4 ukazuje pribéh energie spektra ve 4. kritickém pasmu pro slovo "pneumatika’.
Je mozné si vSimnout jisté podobnosti pribéhu energie pro opakujici se hlasku a. Delsi
casové trajektorie v sobé obsahuji informaci o okoli fonému a umoznuji fesit problém
s jejich splyvanim pfi artikulaci.

(conventional metods)

temporal first
w vector classifier

\ merging posteriors
/ classifier

Obrazek 2.1.5 Princip metody TRAP.

critical bands ——>

temporal first
m vector classifier

time ——>

Ilustrace 2.1.5 ukazuje princip vypoc¢tu TRAPs. Zakladem vektoru priznaku je cen-
tralni okno. Vzhledem k centrdlnimu oknu je zvolen stejny pocet hodnot smérem do
minulosti a do budoucnosti. Prvni experimenty pouzivaly délku trajektorie 1 s, ovsem
jako osvédcend hodnota ze soucasnych aplikaci [13] se jevi délka trajektorie odpovidajici
310 ms, coz pti 10 ms posuvu oken odpovida 31 segmentiim. Vystup z kazdého pasma
je poté pouzit jako vstup klasifikatorti prvni irovné. Vystupy z klasifikatori pro kazdé
pasmo jsou poté spojeny pomoci dalsiho klasifikatoru, jehoz vystup odpovida aposteri-
ornim pravdépodobnostem pritazeni do dané t¥idy pro centralni ramec.

Moznosti, jak zvysit Gc¢innost rozpoznavani je pouziti jako vstup do pasmového kla-
sifikdtoru vektory z vice sousednich pasem. Postupem casu vzniklo nékolik modifikaci

této metody, nékteré z nich jsou popsany dale.

ZjednoduSena varianta

Vy$e popsand metoda je zakladnim zptisobem vypoctu priznakti ndro¢nym na vypocetni
vykon. Pti pouziti 23 pasem banky filtrti a délky trajektorie 31 segmenti je dimenze
ptiznakového vektoru 713. S ohledem na zrychleni a efektivnost byla v [14] popsana
zjednodusenda varianta zakladni TRAPs. Podstatou této metody je DCT transformace,
umoznujici snizit pocet priznaktl zanedbanim vyssich slozek, které nejsou vyraznymi
nositeli informace, coz vede ke kompresi informace. Kazdy vektor, odpovidajici jednotli-
vym pasmum, je vahovan okenni funkci, aby byly hrani¢ni hodnoty potlaceny. Na tento
vektor je aplikovana DCT transformace, ze které je pouzito nékolik prvnich hodnot.

Osvédcenym poctem slozek DCT je 16. Tyto hodnoty jsou poté spojeny do jednoho
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vektoru priznaki, ktery slouzi jako vstup jediné neuronové sité. Pro obvyklé hodnoty
23 pasem banky filtrii, kde je pro kazdé pasmo vypocitano 16 hodnot DCT, dostaneme

368-mi rozmérny vstupni vektor.

Rozdéleni casového kontextu

Dalsi variantout je rozdéleni casového vektoru na levou a pravou ¢ast. Na kazdou z téchto
casti je aplikovana vahovaci funkce a diskrétni kosinova transformace. Obéma castem
prislusi vlastni neuronova sit. Vystupy z téchto klasifikatort slouzi jako vstup dalsi umeélé

neuronové siti.

2.2 Kilasifikace do fonetickych trid

Vypocitané priznaky jsou déle klasifikovany do prislusnych poéta tiid. K tomu tucelu
se pouziva uméld neuronova sit. V aplikacich rozpoznévani teci se osvédcila sit typu
vicevrstvy perceptron (MLP - Multi Layer Perceptron), a to z divodu pomérné snadné
implementace a moznosti zmény svych rozmeéri, které maji zasadni vliv na tspésnost

klasifikace.

2.2.1 Umélé neuronové sité typu MLP

Umélé neuronové sité (anglicky Artificial Neural Networks - ANN) jsou ndstrojem umélé
inteligence, ktery provadi mapovani z n rozmérného vstupniho vektoru na m rozmérny
vektor vystupni. Tato vlastnost umoznuje pouzivani ANN jako uc¢innych klasifikator.
Princip ¢innosti ANN je zalozen na fyzikalni podstaté fungovani biologickych neurono-
vych siti. Zakladni jednotkou ANN je tedy umély neuron, zndzornény na obrazku 2.2.1,
matematicky model biologického neuronu.

Kazdy umély neuron méa nékolik vstupt a pouze jediny vystup. Kazda vstupni hodnota
ma pritazenu prioritu prostiednictvim synaptické vahy. Télo umélého neuronu se sklada
z obvodové a aktivacni (pfenosové funkce). Obvodové funkce urcuje, jak budou vstupni
hodnoty kombinovany uvniti neuronu, zatimco aktiva¢ni funkce udava, jakym zptisobem
bude vysledek obvodové funkce prenesen na vystup [18].

Obvodova funkce mé nejcastéji tvar linedrni kombinace vazenych vstupnich hodnot.
Oznac¢me vektor vstupnich hodnot x, jemu prislusi vektor synaptickych vah w. Potom

vystup obvodové funkce, oznacovany jako potencial, je dan vztahem 2.2.1.

N
t=> ww;+b (2.2.1)

i=1
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S

X1

Obrazek 2.2.1 Matematicky model neuronu.

kde b je prahova hodnota daného neuronu, oznacovana také jako bias nebo threshold.
Tato hodnota urcuje excitaci neuronu, tedy kdy je neuron aktivni. Pokud je vazena suma
vétsi nez tento prah, je neuron aktivovan. Casto se prah oznacuje jako synapticka vaha
s indexem 0. V tomto pripadé mé vstupni hodnota odpovidajici této vaze hodnotu 1

nebo -1 a potencial ma tvar 2.2.2.

N
1=0

Vystup umeélého neuronu je vypocitan podle vztahu 2.2.3. Funkce f oznacuje prenosovou

funkei.
y=f(t) (2.2.3)

Prenosovych funkci existuje celé fada a je nutné je zvolit na zakladé pozadované apli-
kace. Proces u¢eni ANN znamenda nastavovani takovych hodnot synaptickych vah, aby
bylo dosazeno pozadovaného vystupu. Sit tak prostfednictvim synaptickych vah ziska
schopnost ulozeni informace a jeji nasledné vybaveni. Faze nastavovani vah se nazyva
uceni (trénink). Zptsobu a algoritmu uceni existuje rovnéz celd fada a jejich volba zévisi
na konkrétnim typu dané sité.

Spojovanim vyse popsanych neuront vznikaji ANN. Jako perceptron je oznaCovana sit
takovych neuront, které jako svoje prenosové funkce pouzivaji saturacni skokové funkce,
napriklad 2.2.4.

f(t) = (2.2.4)

1, pokudt >0
—1 nebo 0, pokud t < 0

Tuto funkci ovsem neni mozné z duvodu své nespojitosti derivovat a pouzit tak algorit-

mus uceni vicevrstvych siti. Proto je perceptron jednovrstva sif. Z tohoto faktu plyne

10
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zakladni omezeni, a to schopnost klasifikovat pouze linedrné separabilni vstupni datovy
prostor. To znamena, ze vstupni data lze rozdélit do jednotlivych t¥id primkou. Toto
zakladni omezeni znemoznuje pouziti perceptronu ve vétsiné aplikacich.

Pokud je skokova prenosova funkce nahrazena spojitou nelinearni funkci, je mozné
vytvorit vicevrstvou sit, pro kterou vyse zminéné omezeni neplati. Tuto funkci nejcastéji

predstavuje sigmoida 2.2.5
1

IO =1y

kde parametr 7 urcuje strmost prechodu prubéhu. Sif neuront s témito prenosovymi

~

(2.2.5)

funkcemi se, i pres puvodni definici perceptronu, oznacuje jako vicevrstvy perceptron.
V aplikacich rozpoznavani feci se pouziva trivrstvy MLP, skladajici se ze vstupni, skryté
a vystupni vrstvy. Sif je schematicky znazornéna na obrazku 2.2.1. Bylo dokazano, ze
pokud tato sit obsahuje dostatecny pocet neuronu ve skryté vrstve, je schopna aproxi-

movat jakoukoliv nelinearni funkci.

L @\ R
o W%@

Obrazek 2.2.2 Vicevrstvy perceptron

Mnohdy nebyva vstupni vrstva do celkového poctu tiid zapocitavana a celkovy pocet
vrstev sité pak tvori skryta a vystupni vrstva. Vicevrstvy perceptron pouzivany pro
ucely Tecovych aplikaci pouziva v jednotlivych vrstvach nasledujici prenosové funkce.
Vstupni vrstva provadi linearni transformaci, vystup neuronii této sité je dan vztahem
2.2.1. Aktiva¢ni funkci neuront skryté vrstvy predstavuje sigmoida s parametrem 7 = 1.

Prenosova funkce vystupni vrstvy softmax déana vztahem 2.2.6

exp(x)

~ Sl (2.2.6)

11
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zajistuje, ze vystup sité mize nabyvat pravdépodobnostniho charakteru. Soucet vystup-
nich hodnot sité je tedy roven 1. V aplikacich zpracovani reéi se pouziva témér vyhradné
ve vystupni vrstvé tato funkce. Aposteriorni pravdépodobnosti, které jednotlivé vystupni
hodnoty sité predstavuji, jsou ¢asto pouzity k dalsimu zpracovani, a to zejména v hyb-
ridnich rozpoznavacich. Jednim z prikladt hybridniho rozpoznavace je spojeni ANN a
skrytych Markovovych fetézcti, kde vystupy sité jsou pripojeny k priznakovému vektoru,

pouzitém v HMM, ke zlepsSeni tispésnosti rozpoznavani.

2.2.2 Uceni MLP sité

Pti uceni jsou vahy neuronové sité nastavovany tak, aby byla do sité ulozena pozadovana
informace. Proces uceni 1ze chapat jako proces minimalizace chybové funkce, tedy rozdilu
vystupu sité od pozadované hodnoty.

Pro trénovani siti za tcelem zpracovani fecovych priznaki je potieba k dispozici velky
pocet trénovacich dat. Sif je pouzivana ke generalizaci, tedy ke klasifikaci takovych
vstupnich dat, které nebyly soucasti trénovaci mnoziny. Pro tento ucel je nutné zamezit
pretrénovani sité rozdélenim mnoziny dat na podmnozinu dat trénovacich, validac¢nich
a testovacich. Z divodu lepsi konvergence chybové funkce se pouziva davkové trénovani,
kdy hodnota vah je aktualizovana po privedeni urcitého poctu priznakiu do sité. Tento
pocet je oznaCovan anglickym slovem bunch. PTi tomto zptisobu trénovani je béhem
priuchodu jedné bunch mnoziny pocitan gradient chybové funkce. Tento algoritmus je
oznacovan jako gradient descent (steepest descent).

Hodnota vah v nasledujicim kroku je dana vztahem 2.2.7.
w(t+1) =w(t) — uVE (2.2.7)

Pocateéni odhad vah je ndhodny. Algoritmus nastavuje hodnotu vah ve sméru poklesu
hodnoty chybové funkce. K tomuto tcelu pouziva zaporny gradient chybové funkce VE.
Pro ziskani gradientu je nezbytné provést zpétné Siteni chyby (error backpropagation).
Velikost kroku, po kterém je upravovana hodnota vah, udava parametr p, ktery je ozna-
¢ovan jako rychlost uceni (learning rate). Volba tohoto parametru je klicova pro tspésny
proces uceni. Prilis velkd hodnota vede k situaci, ze priubéh konvergence chyby prejde
lokalni minimum a zacne oscilovat. Naproti tomu prilis mald hodnota zptisobi pomalou
konvergenci pritbéhu. Proto je vhodné hodnotu parametru g béhem uceni vhodnym zpi-
sobem ménit. V praxi se osvédcilo schéma pro nastavovani rychlosti uceni oznacované
jako mew bob. Rychlost uceni je béhem trénovani zachovavana konstantni po takovou
dobu, dokud je presnost validace vétsi nez predem definovana prahova hodnota, poté je
v nasledujicich epochach hodnota rychlosti uceni zmensovana o konstantu, ktera v ang-
lické literatute nese oznaceni halving factor. Uceni je zastaveno v momenté, kdy néartist

presnosti validace dvou po sobé nasledujicich epoch nedosahne dané velikosti.

12
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Velikost bunch mnoziny a hodnota rychlosti uceni hraji klicovou roli pro tspésné tré-
novani sité. Jejich nastaveni bylo predmétem experimentt a projevilo se na dosazenych

vysledcich.

2.2.3 Paralelizace uceni sité

Paralelizace uciciho algoritmu neni z divodu vzajemné zavislosti dat prilis jednoducha.
Béhem vypoctl je potfebna znalost hodnot témér o celé siti. Pro paralelizaci trénovani

existuji dva pristupy:

e Paralelizace uzli: Pri pouziti této metody je sit rozdélena a kazdé vlakno zpraco-
vava danou mnozinu neuronti. Po ukonceni tréninku je rozdélena sit opét spojena.
Pokud sité, vzniklé rozdélenim, tvori disjunktni mnoziny neuronit, tak spojend sif
vykazuje lepsi vysledky. V nejlepsim ptipadé bude spojené sit vykazovat stejné
vysledky, jako sit s ddvkovym ucenim. [16]. Nevyhodou je, ze maly vykon vyrovna-
vaci paméti zpomali proces trénovani v pripadé, pokud jsou jednotlivé podmnoziny
neurontl malé. Tato metoda vyzaduje castéjsi synchronizaci. Jednotliva vlakna jsou
synchronizovana tzv. synchroniza¢ni mezi (anglicky vyraz barrier), pred tim, nez

se pristoupi k dalsi vrstve.

e Paralelizace dat: Trénovaci mnozina je rozdélena na disjunktni podmnoziny tréno-
vacich dat. Kazdé vldakno pak pracuje s kopii sité, kterou trénuje na prirazené pod-
mnoziné. Vahy jsou synchronizovany po kazdé bunch mnoziné. Jednotlivé matice
rozdili vah jsou secteny a je vypocitana nova mnozina vah, ktera je distribuovana

mezi jednotlivé kopie sité. [17]

Nastroj TNet pouziva ve své implementaci paralelizaci dat. Trénovani je rozdéleno do
nékolika vldken, a to do dvou vlaken pro vypocet priznaku a nékolika vlaken pro trénink.

Proces je rozdélen do tii ¢asti:

1. Distribuce dat: provadéna v sérii

2. Samotny proces trénovani: provadén paralelné

3. Spojeni matic rozdili vah a aktualizace hodnot vah: provadén paralelné

Synchronizace jednotlivych vldaken ukazuje obrazek 2.2.3. Synchronizac¢ni hranice vla-
ken vypoctu priznakt je zaplnéni vyrovnavaci pameéti. Pro synchronizaci vlaken pri
tréninku jsou pouzity dvé meze a to pred zacatkem tréninku a pred spojovanim hodnot
[17].

13
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Vypocet
priznakt

Trénovani

I

Ziskani dat

1. synchroniza¢ni mez

Trénovani

Plna

,,,,,,,,,,,,,, vyrovnavaci
pamét

Obrazek 2.2.3 Synchronizace jednotlivych vldken vldken, zdroj: [17], upraveno

2. synchroniza¢ni mez

Aktualizace hodnot vah

2.2.4 Vyhlazeni klasifikace pomoci HMM

Vysledky trénovani, tedy prirazeni danych segmentti do jedné ze zvoleného poctu trid,
které reprezentuji jednotlivé fonémy, lze provést primo na zakladé aposteriorni pravdeé-
podobnosti, ktera reprezentuje vystupni hodnoty. Prifazeni fonému danému vstupnimu
segmentu zjistime snadno podle nejvyssi hodnoty pravdépodobnosti na vystupu.
Timto zplisobem neni ovSsem nijak mozné zohlednit pravdépodobnosti ostatnich trid a
pokusit se tak kompenzovat chybu klasifikace. Jiny zptisobem vyhodnocovani vysledkta
klasifikace v oblastech rozpoznavani teci je pristup zalozeny na akustickém modelovani,

kde jsou uc¢innym nastrojem skryté Markovovy modely.

Skryté Markovovy modely

Skryty Markovovuv model (HMM - Hidden Markov Model)je stochasticky proces, u né-
hoz nelze jednotlivé stavy pozorovat primo, ale pouze prostrednictvim dalsich nahodnych
procest, které generuji sekvenci pozorovani. Tento princip je analogicky vytvareni reci,
kdy béhem promluvy poslucha¢ nevi, v jakém stavu se artikula¢ni tustroji mluvciho
nachézi, ale pozoruje (slysi) to, co tento stav produkuje. Skryté Markovovy modely cha-

rakterizuji nasledujici prvky:

1) Pocet stavii modelu N. Jednotlivé stavy jsou oznaceny jako S = {Si,S5s,...,Sn},

stav v case t je pak ¢;.

2) Pocet jednotlivych symboli pozorovani béhem jednoho stavu M, kde jednotlivé sym-

boly oznacujeme jako O = {01,09,...,0p}.
3) Rozdéleni pravdépodobnosti prechodt mezi stavy A = {a;;}, kde plati vztah 2.2.8.

aij = Plg1 = Sjlge = Si], 1<i,j7<N (2.2.8)

14
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Tedy pravdépodobnost, s jakou bude v ¢ase t ze stavu S; dosazen stav S; v ase t+ 1.

4) B = {b;j(k)}, rozdéleni pravdépodobnosti symbolii pozorovani ve stavu j, které je

dano

bj(k) =Plogv Case t |¢g=195;], 1<j<N

(2.2.9)
1<k <M

coz je pravdépodobnost, s jakou bude v Case t se stavu S; generovan symbol oy.
Nejcastéji se jedna o Gaussovské funkce, které jsou charakterizovany rozptylem o a

stfedni hodnotou .
5) Rozdéleni pocétecnich stava m = {m;}, pro které plati

Casto se pro charakterizaci modelu A pouzivé zkracené notace:
A= (A, B,7) (2.2.11)

Struktur HMM existuje nékolik a jejich volba zalezi na zvolené aplikaci. V oblastech
rozpoznavani reci se pouzivaji vyhradné tzv. levo-pravé modely s 5 stavy, které modeluji
jazykové jednotky mensi, nez jsou cela slova, a to z diivodu potieby obrovského mnozstvi
trénovacich dat, které by byly potfebné k natrénovani modelti na trovni slov, jelikoz pro
kazdé slovo by bylo nutné mit nékolik jeho realizaci od rtiznych mluvéich. Pouzitim naprt.
foném, jejichz vyskyt je v jednom slové ¢asto opakovany, se velikost trénovaci databaze

znacné redukuje. Priklad 5-ti stavového modelu fonému je znazornén na obrazku 2.2.4.

Obrazek 2.2.4 Priklad levo - pravého HMM.

Vlastnosti takového modelu je, ze s postupujicim casem je dovolen prechod pouze

mezi stavem, jehoz index je vétsi nez index stavu predchoziho, plati tedy
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S postupujicim casem se mezi jednotlivymi stavy v modelu prechazi zleva doprava.
Rovnéz pro pravdépodobnost pocatecniho stavu v tomto pripadé plati

v 71 (2.2.13)

1 i=1

V tomto modelu existuji dva typy stavi, a to emitujici, ktery generuje pozorovani na za-
kladé rozdéleni pravdépodobnosti B, a neemitujici, ktery zadné pozorovani negeneruje
a slouzi zejména k propojovani modeli. Jednotlivymi pozorovanimi v aplikaci HMM
pro rozpoznavani reci jsou vektory priznaki. Kazdy foném je reprezentovan vlastnim
modelem. Rozpoznavani v tomto pripadé znamend zjistit, ktery model by s nejvétsi
pravdépodobnosti generoval danou posloupnost pozorovani. Pro kazdy model A a po-
zorovani O je tedy nutné vypocitat pravdépodobnost P(O|\). Pokud zndme sekvenci
stava (prislusnost jednotlivych pozorovani ke staviim), ktera tuto posloupnost pozoro-
vani vygenerovala, pak je vypocet této pravdépodobnosti ( uvazujme 5 stavovy model,
sekvenci pozorovani O = 04, 09, . . . 07, kde stav 2 generoval 01, 02, 03, stav 3 04, 05 a stav

4 generoval vektory pozorovani og, 07):

P(O|>\) = a1262(01)angQ(OQ)aggbg(03)a23b3(04)a331)3(05)a34b4(06)a44b4(07)a45 (2214)

Pri rozpoznavani samoziejmeé prislusnost pozorovani ke staviim nezname, a proto nejpri-
mocaiejsim zpusobem jak P(O|\) zjistit, je jeji vypocet pres vSechny mozné kombinace
stavi. Pokud je délka pozorovani T a pocet stavii N, pak pocet potiebnych vypoctu je
2T'NT, coz je velmi vysoky pocet i pro malé hodnoty N a T'. Zptisob, jak tento pocet
snizit, poskytuje tzv. dopfedné zpétna metoda (anglicky Forward-Back Procedure) nebo
Viterbiuv algoritmus. Jakmile je pro kazdy model vypocitana P(O|)), vybere se takovy,
pro ktery je tato hodnota nejvétsi

W = argmax P(O|\") (2.2.15)

1<v <V

kde W je hledany model a V' je celkovy pocet modela.

HMM generuji pozorovani na zakladé rozdéleni pravdépodobnosti A a B. Samotnému
procesu rozpoznavani predchazi trénovani, kdy jsou nastavovany vhodné parametry mo-
delu tak, aby byla maximalizovina pravdépodobnost P(O|\).

HMM v tomto pripadé slouzi k vyhlazeni vystupnich aposteriornich pravdépodobnosti
sité a prispivaji tak ke zlepseni uspésnosti klasifikace. V tomto pripadé neni nutné tyto
modely trénovat, protoze jejich parametry jsou presné stanoveny vzhledem ke znamym
vystuptim MLP, které je nutné zlogaritmovat, aby odpovidaly gaussovskému rozlozeni.
Pro fonémovy rozpoznavac¢ reprezentuje kazdy model jednotlivy foném. Prechod mezi

stavy je nastaven na konstantni hodnotu, stfedni hodnota je nulova a vektor rozptyla
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2.2 Klasifikace do fonetickych trid

Gaussovskych funkci obsahuje spicku v takovém prvku, ktery reprezentuje danou tridu,

tedy odpovidajici foném. V ptipadé, Ze je modelovano 45 fonémi a tiidu pro foném |[a]

reprezentuje prvni prvek vektoru, dostavame nasledujici parametry:

e Vektor stfedni hodnoty:

pa) = (g1, .., pa5) kde g, =0pron=1...45
e Vektor rozptyli:
o(a)=(1,09,...,045) kde o, =110 pron=2...45

Obdobné pak pro foném [b]

e Vektor stredni hodnoty:
p(b) = (g1, ..., pa5) kde p, =0pron=1...45
e Vektor rozptyli:
o(b) = (01,1,...,045) kde o, =1.10" pron=1,3...45

Matice prechodt ma pro vsechny modely stejny tvar:

01 0 0 0
0 05 05 0 0
A=|0 0 0505 0
0 0 0 05 05
00 0 0 0 |

(2.2.16)

(2.2.17)

(2.2.18)

(2.2.19)

(2.2.20)

Prichod skrytymi Markovovymi modely bude mit na vysledek nejvétsi vliv v pripadé,
kdy se jednotlivé hranice hlasek budou sobé blizit. HMM pak bude mit funkci filtru a

vyhladi vystupni hodnoty.
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3 Implementace fonémového
rozpoznavace

Na zékladé popsané teorie v predeslych kapitolach jsem implementoval fonémovy roz-
poznavac. K jeho realizaci byly pouzity softwarové nastroje balicku TNet [12], ktery
zastTesuje praci s MLP siti. Pro zpracovani fecového signalu byly pouzity nastroje HTK
toolkitu [4].

Trénovani a testovani umélych neuronovych siti umoznuje také NN toolbox Matlabu.
Vyhodou tohoto toolboxu je moznost vybéru z nékolika typt siti a kompletni sprava nad
jejich parametry. Tyto sité je rovnéz mozné graficky znazornit a ovérit si nastaveni dané
sité. Znac¢nou nevyhodou tohoto nastroje jsou vysoké hardwarové pozadavky pro tréno-
vani siti. Nastroj selhava pro sité, u kterych pocet skrytych neuronti dosdhne nékolika
malo stovek. Umoznuje ovsem nacteni vah, které mohou byt vysledkem tréninku né-
kterého z predchozich nastroji. Z tohoto divodu je tento néstroj vhodny zejména pro
experimentalni ucely.

Dalsim néstrojem pro simulaci ANN je Neuroph. Neuroph je framework pro jazyk
Java, umoznujici implementaci zakladnich typi umélych neuronovych siti. Sklada se
z knihovny funkci, které zastfesuji operace s ANN, jako trénovani, testovani, vybér
prenosovych funkci a dalsi. Déale je dispozici grafické vyvojové prostredi Neuroph Studio,
v némz je mozné pracovat se sitémi bet nutnosti hlubsi znalosti jazyka Java. Neuroph
je mozné vyuzivat zdarma.

Existuje ovSsem rada dalSich nastroju, které si lisi svymi vlastnostmi. Mezi rozsiteny
néstroj realizujici MLP sité pro rozpoznavani fe¢i patii Quicknet [10]. Tento nastroj
neumoznuje urychleni vypoc¢tl a proto ¢asy potiebné k natrénovani sité jsou mnohoné-
sobné vétsi nez v pripadé TNetu. Prace s timto néstrojem byla ukazané napriklad v [9].
TNet je pomérné novy nastroj urceny k realizaci neuronovych siti primarné v oblastech
rozpoznavani reci. Jeho hlavnim znakem je moznost paralelniho trénovani sité a vyuziti
vypocetniho vykonu grafickych karet. Dalsi vlastnosti je schopnost vypoctu priznakt az
pri samotném trénovani nebo testovani, coz znacné Setii ilozny datovy prostor. Zejména
pro tyto vlastnosti byl k realizaci rozpoznavace v této praci zvolen pravé tento nastroj.

VySe uvedené nastroje jsou jen jedny z mnoha jinych a jejich pouzivani je nutné si

nejprve osvojit a aplikovat s ohledem na pozadované aplikace.
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3 Implementace fonémového rozpoznavace

3.1 Vypocetni hardware

Pro ucely casové narocnych vypoctu jsem meél k dispozici server Amagi s jednotlivymi
vypocetnimi uzly, ktery je pouzivan skupinou pro zpracovani feci na Katedre teorie
obvodu. Hlavni uzel Amagi slouzi k ukladani dat a obsahuje jednotlivé adresare. K vy-
pocetnim uceliim je urc¢eno celkem 18 pocitaci. Pro tcely mé prace jsem mél k dispozici
uzly s oznacenim magi201, 205 a 208 osazené dvoujadrovym procesorem s frekvenci 2,6
GHz (magi205,208) a 2,2 GHz (magi201). Pro trénovani za pouziti vice vldken jsem mél
k dispozici uzel magi217 s 8-mi vldknovym procesorem o frekvenci 3,5 GHz. Nainsta-
lovanym opera¢nim systémem na vypocetnim serveru je Linux. Pro spravu a obsluhu
celého vypocetniho clusteru je pouzivan nastroj Sun Grid Engine, umoznujici paralelni
zpracovani tloh, coz vede ke znacné redukci vypocetniho ¢asu a zaroven slouzi k rovno-
mérnému vytézovani systému. Jednotlivé ulohy je mozné radit mezi dvé fronty, a to do

hlavni fronty main a do fronty vykonnéjsich pocitaci s oznacenim fast.

3.1.1 Konkrétni softwarova implementace

S ohledem na pouzivany server a jeho parametry je fonémovy rozpoznavac¢ implemento-

vany formou skripti, které byly napsany ve skriptovacich jazycich bash a perl.

3.2 Pouzita databaze signali

Zdrojem tecovych signali byla databaze SPEECON. Databézi tvori promluvy dospélych
a mluvéich détského véku. Celkovy pocet 550 dospélych a 50 détskych mluvcich posky-
tuje velmi znac¢nou variabilitu jednotlivych, foneticky bohatych promluv. K dispozici
jsou nahravky z riznych prostiedi, tedy s rtiznou trovni Sumu. Dalsim faktorem je moz-
nost vybéru kvality zdznamu na zdkladé pouzitého mikrofonu. Jednotlivé soubory jsou
ulozeny v bezhlavickovém formatu vhodném k dalsimu zpracovani. Blizsi informace lze
nalézt v dokumentaci k této databdazi. Dulezitym tdajem pro zpracovani signali z této
databaze je vzorkovaci frekvence a velikost a usporadani bitti kvantiza¢niho slova. Na
zakladé téchto udaji jsou voleny parametry pasmové filtrace. Svym bohatym obsahem,
poskytujicim promluvy od riznych mluvéich a s riiznou trovni Sumu, je tato databaze

idealnim zdrojem dat pro trénovani zvoleného klasifikatoru a testovani jeho vlastnosti.

3.3 Pouzivané typy souborii v HTK toolkitu

S ohledem na instruktazni charakter praktické ¢asti prace, kterd ma za tikol demonstro-

vat pouzivani nastroju softwarového balicku TNet, budou popsany jednotlivé soubory
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3.3 Pouzivané typy souborti v HTK toolkitu

pouzivané béhem chodu téchto programii. Tyto soubory jsou spjaty s konvencemi zave-
denymi rozsitenim HTK toolkitu a v aplikacich zpracovani fec¢i je vhodné si pouzivani

téchto soubori osvojit.

3.3.1 Script File

V aplikacich rozpoznavani reci se pro analyzu a zpracovani pouziva velky pocet souborti.
Jednotlivé nastroje zpracovavaji tyto soubory postupné, a proto by bylo nutné je pro
kazdy pouzivany soubor spoustét zvlast, coz by vedlo ke slozitéjsi implementaci a zpo-
maleni pribéhu celého procesu. Tento problém fesi seznamy zpracovavanych soubort
oznacované jako script file, zkracené scp s priponou .scp. Veskeré soubory, které ma
dany nastroj zpracovat, jsou ulozeny ve formé seznamu do scp souboru, jehoz obsahem
je nazev a cesta k danému souboru. Tento nastroj pak neni nutné volat pro kazdy soubor
zvlast, ale jednotlivé soubory jsou vycitany z scp souboru, ktery je vstupnim parame-
trem tohoto nastroje. Pokud dany nastroj na zakladé vstupu generuje vystup, pak scp
muze obsahovat dva sloupce, kde prvni obsahuje cestu ke vstupnimu souboru a druhy

pak cestu pro ukladani vystupu. Piiklad takového scp souboru:

directoryl/input_filel  directoryl/output_filel
directoryl/input_file2  directoryl/output_file2
directoryl/input_file3 directoryl/output_file3

3.3.2 Label File

Klasifikdtory je nutné nejprve natrénovat. MLP sité jsou trénovany s ucitelem, je tedy
zapotiebi, aby pro trénovaci data byly k dispozici i pozadované vystupni hodnoty. V pri-
padé klasifikace fonému to znamend, ze pro dany vstupni fecovy signdl musi existovat
soubor, ktery bude obsahovat jednotlivé fonémy, které se v signalu vyskytuji, tedy bude
predstavovat jeho fonetickou transkripci. Takovy soubor je oznacovan jako label file s pri-
ponou .lab. Tento soubor se sklada z casovych znacek a jednotlivych fonémii. Nejcastéji se
sklada ze tt1 sloupcti. Prvni sloupec predstavuje ¢asovou znacku zacatku fonému, druhy
sloupec pak casovou znacku konce fonému a treti sloupec obsahuje samotny foném.

0 13925000 sil

13925000 15125000 cc

15125000 17425000 t

17425000 18625000 i

18625000 19725000 rr
19725000 21525000 i

Obrazek 3.3.1 Ukazka lab souboru
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3 Implementace fonémového rozpoznavace

Priklad lab souboru ukazuje 3.3.1. Jednotlivé ¢asové znacky predstavuji idaj ve 100 ns
jednotkach. Soubory mohou misto jednotlivych fonémi obsahovat pouze cela slova nebo

obé varianty dohromady, coz zavisi na zvolené aplikaci.

3.3.3 Master Label File

Databaze tecovych signala ¢itaji velké mnozstvi soubori a ke kazdému jednotlivému
pocet soubort v databazi zdvojnasobil. Tento problém ftesi tzv. master label file s ex-
tenzi .mlf, ktery umoznuje spojit fonetické transkripce soubort v databazi do jediného
souboru.

#MLF | #
2% /ctyri.lab’’

0 13925000 sil
13925000 15125000 cc
15125000 17425000 t
17425000 18625000 i
18625000 19725000 rr
19725000 21525000 i

Obrazek 3.3.2 Ukézka mlf souboru

Obréazek 3.3.2 ilustruje reprezentaci lab souboru 3.3.1 v jednom master label souboru.
Kazdy master label file je uvozen hlavickou #MLF!#. Dale nasleduji nazev kazdého lab

souboru a jeho obsah.

3.3.4 Konfiguracni soubory

Kazdy nastroj v ramci HTK toolkitu vyzaduje nastaveni riznych parametri, které se lisi
v zavislosti na konkrétni aplikaci. Aby nebylo nutné pri spusténi nastroju vzdy vypisovat
seznam konfiguracnich parametri, umoznuji tyto nastroje jejich nacitani z konfigurac-
nich souborti, které byvaji ulozeny s koncovkou .cfg. Je tedy mozné mit tyto soubory
predpripraveny a pouzivat je pro konkrétni aplikace opakované. Tyto soubory zaroven
specifikuji dané aplikace globalnich nastroji. Naptiklad pro nastroj HCopy je mozné vy-

tvorit sadu konfiguracnich souborti, specifikujicich vypocet banky filtrii, mfcc, a dalsich.

3.4 Pouzivané typy souborii v TNet toolkitu

Nastroje TNet toolkitu umeéji pracovat jak s scp, tak mlf soubory. Odlisny je ovSem
pristup v predavani informaci o pozadovanych vypoctech, tedy o transformacich, a in-

formacich o siti. Tyto informace jsou ukladany do textovych soubori, které se skladaji
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3.5 Popis pouzivanych nastroji

z jednotlivych komponent. Nazev kazdé komponenty je uvozen znaky <>, za kterym
nasleduje informace o vstupni a vystupni dimenzi. Komponenty mohou specifikovat na-
priklad pouzivanou prenosovou funkci, potom nemaji zadny obsah, naptiklad kompo-

nenta
<softmax> 45 45

rikd, ze ma byt pouzita prenosova funkce softmax pro vrstvu se 45 neurony. Z davodu
Setfeni mista na disku jsou priznaky na vstupu sité pocitany za chodu pri trénovani.
K jejich vypoctu slouzi komponenty, které obsahuji vektor nebo matici. Naptiklad pro

aplikaci Hammingova okna délky 30 slouzi komponenta

<window> 30 30

v 30

0.0800 0.0908 0.1225 0.1738 0.2422 0.3245 0.4169 0.5151 0.6144 0.7103
0.7981 0.8740 0.9342 0.9759 0.9973 0.9973 0.9759 0.9342 0.8740 0.7981
0.7103 0.6144 0.5151 0.4169 0.3245 0.2422 0.1738 0.1225 0.0908 0.0800

Kde v oznacuje, ze se jedna o vektor a ¢islo 30 pak udava pocet prvki vektoru. Pokud
je obsahem dané komponenty matice, naptiklad pro aplikaci diskrétni kosinové trans-
formace, nachézi se pod nazvem komponenty pismeno m, nésledovano poctem radku a
sloupct matice.

V podobé téchto souborii jsou do sité nacitany i inicializac¢ni vahy a vahy, které jsou
vysledkem po trénovani. Blizsi popis jednotlivych komponent obsahuje textovy soubor,
prilozeny v adresari TNetu pri jeho stazeni. Znalost syntaxe téchto soubori je dile-
zitd zejména pro vycitani hodnot. K jejich tvorbé slouzi jednotlivé néastroje, které jsou

distribuovany spolu s hlavnimi programy TNet toolkitu.

3.5 Popis pouzivanych nastrojt
3.5.1 HTK toolkit

Pro tcely konkrétni implementace byly z HTK toolkitu pouzity néasledujici nastroje.

HCopy

Kopiruje soubory mezi pozadovanymi adresatri. Béhem kopirovani na zakladé zvolenych
parametri provadi upravu kopirovanych souborti. Tato iprava predstavuje vypocet riz-
nych parametrii, jako napriklad MFFC parametrizace, vypocet banky filtri a dalsi.
V moji praci je tento nastroj pouzit k vypocétu banky filtrii pro soubory definované scp
souborem. Konfigura¢ni soubor, zajistujici pozadovany vypocet je vypsan v 3.6.1. Tento

nastroj je soucasti skriptu FBankComputation.pl
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3 Implementace fonémového rozpoznavace

HList

Tento nastroje vypisuje obsah soubort v HTK formatia a umoznuje ¢ist data také primo
z audio signali. HList je aplikovan ve skriptu Normalize. sh, kde vy¢ita velikost dimenze
vstupnich dat z vypocitané banky filtri.

HBuild

Slouzi k realizaci sité jednotlivych HMM. Definuje jejich usporadani a propojeni. Je
pouzit pri vyhodnocovani vysledki za pomoci HMM. Vstupem pro tento nastroj je
slovnik pouzivanych fonémut. HBuild je spolu spolu s nasledujicimi dvéma nastroji pouzit
ve skriptu Result. sh.

HVite

Realizuje obecny Viterbiho slovni rozpoznavac. Do tohoto nastroje vstupuji vypocitané
zlogaritmované pravdépodobnosti, sit HMM a slovniky fonémi. Vystupem jsou rozpo-

znané fonémy v podobé mlf souboru.

HResult

Slouzi k analyze tspésnosti klasifikace na zakladé referenéniho mlf souboru signali, které

byly vypocitany pravdépodobnosti a dekédovaného souboru, produkovaného HVite.

Blizsi popis funkce jednotlivych nastroji je uveden v dokumentaci k HTK toolkitu [11].

3.5.2 TNet toolkit

TNet toolkit se sklada z 5 hlavnich nastroji. Spolu s nim jsou distribuovany dalsi po-
mocné nastroje, zejména ve formé skriptii, které slouzi ke generovani rtiznych soubori

pro hlavni programy. Mezi hlavni nastroje patii:

TNet

Tento program realizuje trénovani MLP sité. Umoznuje poéitani priznakt za chodu
trénovani a krosvalidaci. Vysledkem trénovani jsou vahy sité ulozené v prislusnych kom-

ponentach v textovém souboru. Je zdkladem skriptu TNetTrain.sh

TNorm

Nastroj pro normalizaci vstupnich dat. Pouzivam jej ve skriptu Normalize.sh
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3.6 Realizace fonémového rozpoznavace

TFeaCat

Slouzi k simulaci MLP sité. Vahy, které jsou vysledkem trénovani, jsou timto néstrojem
nacteny a pro pozadovany vstupni soubor je vypocitan vystup sité. Spolu s HVite tvori
zaklad skriptu Result. sh.

TJoiner

Slucuje priznaky do vétsich soubort z divodu rychlejsiho kopirovani a vycitani dat

z disku. Vysledny soubor je obdobou pfile souboriim pouzivanych v Quicknet toolkitu.

TSegmenter

Rozdéluje sloucené priznaky na jednotlivé soubory. T'Segmenter a TJoiner nejsou v sou-

casné implementaci rozpoznavace pouzity.

Jednotlivé parametry téchto nastroji je mozné ziskat z napovédy a budou popsany
v konkrétnich aplikacich. Spoleénymi pro vSechny je parametr -A, ktery tiskne zadané
argumenty, -D slouzi k zobrazeni zadanych proménnych v parametrech, -T nastavuje

vypis pribéhu a -V tiskne informaci o verzi nastroje.

3.6 Realizace fonémového rozpoznavace

Rozpoznavani fonémi je slozeno z nékolika kroki, kterym odpovidaji jednotlivé skripty
rozpoznavace. Jedna se tedy o FBankComputation.pl, Normalize.sh, TNetTrain.sh a
Result.sh. V prvnim kroku je vypocéitana banka filtrti, dale jsou vypocitané hodnoty
normovany. Tyto vysledky spolu s bankou filtrii jsou pouzity k trénovani MLP sité.
Vysledkem trénovani jsou vahy, dale pouzité k vygenerovani pravdépodobnosti, které
jsou nakonec vyhodnoceny. Jednotlivé kroky jsou realizovany jako jednotlivé skripty,
a to z divodu jejich samostatného spousténi ¢i moznosti pouziti v jinych aplikacich.
Rozpoznéavac je znazornén v diagramu 3.6.1. Bloky vykreslené prerusovanou ¢arou pred-
stavuji vystupni soubory z jednotlivych skriptii. Podtrzeni znamenad, ze prislusny soubor

je mozné do skriptu dodat nebo jej nechat vygenerovat danym skriptem.
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3 Implementace fonémového rozpoznavace

scp soubor signali konfiguraéni soubor pro HCopy (.cfg)

Vypocet banky filtra
FBankComputation.pl

r— 1 ro— T
| banka | [ scp |
| filtra [ + [ soubor [
L — — d L —, —
transformaéni soubor s parametrizaci Normalizace
Normalize.sh
r— — — — — 7 "
| transformacéni soubor |
s normalizaci a parametrizaci
(-transf)
L - - - - — — 4d
seznam fonémi (DICT) soubor pocateénich vah (.init)
soubor pro krosvalidaci Trénovani mlf soubor pro krosvalidaci
) <
TNetTrain.sh
soubor pro trénovani mlf soubor pro trénovani
r— —  — 7/ 7
vahy
L - - - —
zdvojeny slovnik
>
Vyhodnocent phoneloop soubor (.net)
scp soubor pro test Result.sh
mlf soubor pro test soubor s parametry HMM (hmm
oI
| vysledek | aposteriorni dekodovany
rozpoznavani pravdepodobnostl mlf soubor
| (.txt) | (-htk_post) I (.mlf)
— — d L — — — Jd L — — d

Obrazek 3.6.1 Schéma implementovaného rozpoznavace.
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3.6 Realizace fonémového rozpoznavace

3.6.1 Adresarova struktura

Adresar fonémového rozpoznavace nese oznaceni PhonemeRecognizer a je rozdélen do
podadresarti files, mlf, results, scp a tools. files obsahuje riizné soubory, které jed-
notlivé skripty vyzaduji, jako napt. konfiguracni, transformacni, inicializacni aj. V pod-
adresari m1f jsou ulozeny veskeré mlf soubory, se kterymi rozpoznavac¢ pracuje. Do
results se ukladaji vysledky klasifikace. Tento adresar je dale rozdélen na log_files
a weights. Jak je patrné, do podadresare weights jsou uklddany vahy z jednotlivych
iteraci a vysledné vahy trénovaciho procesu. Pod adresair log_files obsahuje textové
soubory se zaznamem prubéhu daného skriptu. Veskeré scp soubory odkazujici na po-
zadovand data jsou obsahem adresare scp. Ten je rozdélen na podadresare odpovidajici
velikostem jednotlivym trénovacim mnozinam. Adresar tools obsahuje vSechny nastroje
potfebné pro rozpoznavani. Pro potfeby TRAP parametrizace je k dispozici jesté napo-

¢itand banka filtri, umisténa v adresarich fbank test a fbank train crosvall.

PhonemeRecognizer

| -- files | -- results -- weights

| —— fbank test \ -- log files
| —— fbank train_crosvall | -- scp -- 500_set

| -- mlf \ - ...

| —-- tools

3.6.2 Pojmenovani vystupnich soubort

Vysledkem procesu rozpoznavani je soubor s vahami, vysledkem klasifikace a pribéhem
trénovani. Vsechny tyto soubory jsou ukladany do slozky results. Vysledky jsou ziska-
vany pro ruzné parametrizace signalu nebo parametry sité. Aby bylo mozné se mezi
jednotlivymi vysledky jednoduse orientovat a vyhnout se tak dlouhym nazvim soubori,
tak nazev kazdého vysledného souboru je uvozen danym typem, pro vahy weights, pro
zaznam priubéhu log a pro vysledek klasifikace results. Nasleduje velikost trénovaci
mnoziny a reference na nastavené parametry. V adresari s vysledky je ulozen soubor se
seznamem téchto referenci, ve kterém je mozné si ovérit, pro jaké parametry byl soubor
s vysledky ziskan. Pokud se jednda o zaznam pribehu, potom na poslednim misté v nazvu

je nazev skriptu, pro ktery byl tento zdznam porizen. Priklady nazvua téchto souboru:
e soubor vah - weights_TS500_ref 1
e soubor s vysledky klasifikace - results_TS500_ref 1.txt

e soubor se zaznamem prubéhu trénovani - log_TS500_ref 1 TNetTrain.sh.out
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3 Implementace fonémového rozpoznavace

3.6.3 Paralelni spusténi skriptt

Kazda cast fonémového rozpoznavace muze byt spusténa na nékterém z pocitaci serveru,
a to prostrednictvim SGE a prikazu gsub. Tento piikaz vycita parametry pro svij béh
primo z jednotlivych skripti, které jsou ulozeny ve formé komentart a uvozeny znakem
$. Staci tedy pouze spustit prikaz qsub s cestou k pozadovanému skriptu. S ohledem
na zvolenou adresarovou strukturu se jednotlivé skripty spoustéji z hlavniho adresare

PhonemeRecognizer.

3.6.4 Vypocet banky filtra

Vypocet banky filtri realizuje skript FBankComputation.pl za pouziti nastroje HCopy.
Vzorkovaci frekvence signali v databazi SPEECON je 16 kHz, proto je zvoleny pocet
pasem 23. Frekvencéni pasmo je pokryto v rozsahu 100 - 7000 Hz. Signal je segmentovan
s krokem 10 ms na jednotliva okna délky 25 ms, je tedy realizovan vice jak 50 % prekryv.
Jednotlivé segmenty jsou vahovany Hammingovym oknem. Pro spektralni analyzu je

pouzito vykonové spektrum. Kompletni konfiguraci pro HCopy udava tabulka 3.6.1.

Tabulka 3.6.1 Konfigura¢ni parametry HCopy

SOURCEKIND WAVEFORM HIFREQ 8000
SOURCEFORMAT ALIEN NUMCHANS 23
HEADERSIZE 0 USEPOWER T
NATURALREADORDER T USEHAMMING T
NATURALWRITEORDER F PREEMCOEF 0
SOURCERATE 625 TARGETRATE | 100000
BYTEORDER VAX WINDOWSIZE | 250000
TARGETFORMAT HTK SAVEWITHCRC F
TARGETKIND FBANK NUMCEPS 12
LOFREQ 0

Pro spusténi skriptu je nutné definovat nasledujici proménné z tabulky 3.6.2. Na zakladé

Tabulka 3.6.2 Proménné ve skriptu FBankComputation.pl

fbank dir adresar pro vypocet banky filtri

input_train_scp vstupni scp soubor s fecovymi signaly
hcopy_twocolumn_scp | umisténi dvou-sloupcového scp souboru pro HCopy
hcopy_configuration | cesta ke konfiguracnimu souboru pro HCopy
hcopy_configuration | cesta ke konfiguracnimu souboru pro HCopy

parts pocet casti paraleniho vypoctu

vstupniho scp souboru, obsahujiciho seznam signalii, pro které se ma vypocitat banka

filtrti, a zvoleného adresare pro vypocitané hodnoty, je vytvoren scp soubor pro HCopy a
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3.6 Realizace fonémového rozpoznavace

dalsi scp soubor, obsahujici cesty k vypocitanym hodnotam. Z davodi velkého mnozstvi
zpracovavanych souborti se pouziva paralelniho vypoctu, kdy scp soubor pro HCopy je

rozdélen na zadany pocet ¢asti, které jsou prostrednictvim SGE rozdélélny ke zpracovani.

3.6.5 Normalizace

Normalizace vstupnich dat zajistuje, ze vstup sité se pohybuje ve stejném intervalu, jako
hodnoty vystupu sité. Z tohoto diivodu je mozné, aby byly vahy sité inicializovany pred
trénovanim nahodné. V pripadé, ze by neprobéhla normalizace vstupnich dat, bylo by
nutné najit takové feseni, kde by se nékteré hodnoty vah vyrazné lisily od jinych [3].

Pro vypocet normalizace vstupnich dat sité je pouzit nastroj TNorm, ktery je sou-
casti TNet toolkitu. Normalizaci provadi skript Normalize.sh. Proménné, které se zde
definuji ukazuje tabulka 3.6.3.

Tabulka 3.6.3 Proménné skriptu Normalize.sh

SCP_IN scp soubor s daty, které maji byt normovany
0uT adresar pro ulozeni vysledku

FRM_EXT | délka trajektorie

DCT_BASE | pocet hodnot DCT

Vlastnimu trénovani jiz nepredchazi zadna dalsi tprava vstupnich dat a jelikoz se
vypocet priznaki provadi za chodu pti trénovani sité, je v tomto kroku generovan soubor,
obsahujici informaci o provadéném vypoctu priznakii. Pro specifikaci délky trajektorie
pro TRAP parametrizaci slouzi proménna FRM_EXT, urcujici délku levého a pravého
casového kontextu. Vysledna délka je potom dvojnasobek této hodnoty navysena o jeden
ramec. Pro délku trajektorie 310 ms, pti segmentaci s 10 ms prekryvem, je hodnota této
proménné 15, tedy celkova délka trajektorie je 31 rdmci. Proménna DCT_BASE udava
pocet pouzitych slozek DCT. Ve skriptu se dale vyskytuje proménnd DIM_IN, ktera udava
rozmeér vstupnich dat. Tato proménna nemusi byt nastavovana rucné. Jeji hodnota je
vyctena pomoci nastroje HList ze vstupnich dat, zadanych scp souborem. Pro zvoleny
pocet pasem banky filtrti je jeji hodnota 23. Tyto proménné jsou pouzity jako vstup
nastroje gen_ham_dct.py, ktery vygeneruje Hammingovo okno a matici pro aplikaci
DCT a ulozi je v prislusnych komponentach do zvoleného adresare v souboru s nazvem
tr_23Tcontext31 Ham_dct16. Nazev a cesta tohoto souboru jsou ulozeny do proménné
MMF. Normalizace je linearni transformace, a proto mize byt zkombinovana s linearni
funkci, kterou realizuje vstupni vrstva. Jelikoz je nutné provést normalizaci vstupnich
hodnot sité, kterymi jsou TRAP priznaky, které se pocitaji za chodu pfi uceni, musi
je normalizac¢ni nastroj také nejprve za chodu vypocitat a az poté normovat. Proto

je soubor tr_23Tcontext3l Ham_ dctl6 spolu s proménnou FRM_EXT pouzit jako
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parametr pro nastroj TNorm, ktery se spousti s nasledujicimi parametry:

TNorm -D -A -T 1 -S $SCP_IN -H $MMF --TARGET-MMF=$NORM
—-—START-FRM-EXT=$FRM_EXT --END-FRM-EXT=$FRM_EXT

parametr =S predava scp soubor s daty pro normalizaci, -H nastavuje soubor s parame-
trizaci. ~-TARGET-MMF nastavuje vystupni soubor, proto proménna NORM obsahuje nazev
souboru, do kterého je vysledek normalizace ulozen. ~START-FRM-EXT a -END-FRM-EXT
nastavuji pocet ramct casové trajektorie. Vysledek normalizace je zapsan do komponenty
<bias>, ktera pridava prah vstupni vrstvé. Déale vysledny soubor obsahuje komponentu
<window>, do které je ulozen vysledek normalizace rozptylu. Tyto dvé komponenty jsou
ulozeny v souboru tr_23Tcontext31 Ham dct16.norm. Poslednim krokem, ktery skript
provede, je vygenerovani souboru s vysledkem normalizace a informaci o provadéné pa-
rametrizaci. Tento soubor vznikne slou¢enim tr 23Tcontext31 Ham dctl6

a tr_23Tcontext31 Ham dctl16.norm souborii do vysledného transformac¢niho souboru

s nazvem tr 23Tcontext3l Ham dctl6.transft.

3.6.6 Trénovani sité

K natrénovani MLP sité slouzi skript TNetTrain.sh. Ve své podstaté se jedna o kon-
figuracni skript, kde jsou nastavovany parametry a soubory pottebné pro trénovani.

Parametry, které se zde nastavuji, obsahuje tabulka 3.6.4. BUNCHSIZE je pocet vstup-

Tabulka 3.6.4 Proménné ve skriptu TNeTrain.sh.

THREADS pocet vlaken paralelniho vypoctu
SCP_CV_LOCAL scp soubor s daty pro krosvalidaci
SCP_TRAIB_LOCAL scp soubor s daty pro trénovani
MLF_CV mlf soubor pro data pri krosvalidaci
MLF_TRAIN mlf soubor pro data pri trénovani
PHONELIST slovnik pouzivanych fonému
FEATURE_TRANSFORM | transformacni soubor s normalizaci a parametrizaci
FRM_EXT délka trajektorie

LEARNRATE rychlost uceni

BUNCH_SIZE velikost bunch mnoziny
CACHE_SIZE velikost michaciho bufferu
RANDOMIZE nahodné vybirani dat pri uceni
TRACE nastaveni vypisu

nich vektort, po kterych se provadi zména hodnoty vah. CACHESIZE predstavuje velikost
bufferu, do kterého jsou vstupni hodnoty nacteny. Poté jsou ndhodné zamichany a tento
buffer je rozdélen do na jednotlivé mnoziny, jejichz velikost udévéa BUNCHSIZE. Cim je

hodnota CACHESIZE vétsi, tim vice dat je mezi sebou promichano, jsou také ovsem
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kladeny vétsi naroky na paméf. Proménné odkazujici na soubory spolu s nastavenim
rychlosti uceni jsou povinnymi parametry. Pocet vldken paralelniho vypoctu zavisi na
parametrech procesoru, ktery bude pti vypoctu pouzit. Pro maximalni rychlost vypoctu
je nutné aby, pocet vlaken odpovidal poctu jader procesoru. Ke spusténi trénovani sité
nastroj TNet vyzaduje seznam vystupnich hodnot, tedy fonémt, které odpovidaji jednot-
livym tridam. Tento seznam obsahuje soubor, na ktery odkazuje proménna PHONELIST.
Jedna se o textovy soubor, kde kazdy foném je na jednotlivém tadku. Takovy soubor
tedy predstavuje slovnik pouzivanych fonému. Vysledek normalizace spolu s informa-
cemi potfebnymi pro vypocet pozadované parametrizace je ulozen v souboru, ktery je
vystupem z predchoziho kroku a odkazuje na néj proménna FEATURE TRANSFORM.

Déle se nastavuji parametry 3.6.5, které primo ovliviiuji proces uceni. Je mozné nasta-

Tabulka 3.6.5 Nastaveni parametr uceni.

MAX ITER maximalni pocet iteraci

MIN_ITER minimalni pocet iteraci

KEEP_LRATE_ITER pocet iteraci s konstantni hodnotou rychlosti uceni
END_HALVING_INC prahova hodnota pro ukonceni trénovani

START _HALVING_INC | prahova hodnota zahdjeni zmény ucici ryhlosti
HALVING_FACTOR parametr zmény rychlosti uceni

vit maximalni a minimalni pocet iteraci prostrednictvim MAX ITER a MIN_ITER. Para-
metr START_HALVING_INC zahaji zménu rychlosti uceni v ptipadé, ze presnost klasifikace
v soucasné iteraci je pouze o tento parametr vétsi, nez v iteraci predchozi. Tedy pokud se
prilis nezménila. Proménna END_HALVING INC urcuje, kdy dojde k ukonceni trénovani.
Pokud jiz probéhla tuprava rychlosti uceni a presnost v soucasné iteraci je maximalné
o tento parametr vétsi, je trénovani ukonceno. HALVING FACTOR urcuje o jakou hodnotu
je v kazdé nasledujici iteraci zmensena rychlosti uceni.

Déle je z transformacniho souboru urcen pocet vstupt a ze slovniku fonému pak po-
cet vystupi sité. Dilezitym parametrem je hidden, ktery nastavuje pocet neuronti ve
skryté vrstvé. Informace o rozmérech sité jsou pouzity nastrojem gen mlp_init.py.
Tento generuje inicializa¢ni soubor sité, tedy nastaveni jednotlivych prenosovych funk-
cich ve vsech vrstvach a pocateéni hodnoty vah. Nazev inicializacniho souboru ma
nasledujici strukturu nazvu: nnet_pocet vstupi_pocet skrytych neuroni _pocet
vystupd.init, napiiklad pro 368-mi rozmérny vstupni vektor, 1000 skrytych neuront
a 45 vystupnich trid je ndzev souboru nnet_368_1000_45.init.

Po nastaveni vsech vySe popsanych parametri je mozné pristoupit k samotnému
trénovani sité. K tomuto tucelu je pouzit jeden z distribuovanych skriptd s nézvem
training scheduler.sh. Pokud nebyly parametry trénovani nastaveni prostirednictvim

vyse popsanych hodnot, jsou nastaveny implicitni hodnoty 3.6.6.
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Tabulka 3.6.6 Vychozi parametry trénovani.

BUNCHSIZE 512
CACHESIZE 32768
RANDOMIZE TRUE
TRACE 5
TNET_FLAGS -A -D -V
MAX_ITER 20
MIN ITER MIN ITER | 1
KEEP_LRATE ITER | O
END_HALVING INC | 0.1
START_HALVING_INC | 0.5
HALVING_FACTOR 0.5

Samotné trénovani zajistuje funkce run_tnet_parse_accu, kterd jako vstupni argu-
ment prebira prikaz ke spusténi TNetu a po jeho skonceni ukladd do proménné ACCU
uspésnost klasifikace. Pii spusténi skriptu je v prvnim kroku provedena pocatecni kro-
svalidace. Déle je v cyklu provadéno trénovani a krosvalidace pricemz vysledné vahy jsou
vzdy pouzity v nasledujicim kroku. Béhem trénovani je kontrolovana fada podminek.
Vahy mohou byt akceptovany bez ohledu na porovnani tspésnosti z predchozi iterace
a hodnota rychlosti uceni je zachovana konstantni. Pocet iteraci, po jejichz dobu je za-
chovana konstantni hodnota rychlosti uceni, urcuje proménna KEEP_LRATE ITER. Dalsi
podminka kontroluje tspésnost klasifikace v soucasné iteraci oproti iteraci predchozi.
Pokud je soucasném kroku tspésnost mensi, zachova vahy z minulé iterace, v opa¢ném
pripadé jsou v nasledujicim kroku pouzity soucasné vahy. Déle je kontrolovana zména

uspésnosti, podle které se zahajuje zména rychlosti uc¢eni nebo je trénovani ukonceno.

Spusténi krosvalidace se provede nésledujicim prikazem:

TNet -A -D -V -T 2 -H nnet 368 1000 45.init

-1 train crossvall set.mlf

-L ’%x/’ -X CS0.lab -S features_crossval_set_50.scp
--BUNCHSIZE=512 --CACHESIZE=32768

--RANDOMIZE=FALSE --CROSSVALIDATE=TRUE
—--0UTPUTLABELMAP=dict

--STARTFRMEXT=15 --ENDFRMEXT=15
--FEATURETRANSFORM=norm_train_set_ref_ 1.transf --THREADS=2
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Ke spusténi trénovani slouzi prikaz:

TNet -A -D -V -T 2 -H nnet 368 1000 _45.init

-1 train crossvall set.mlf

-L ’%x/’ -X CS0.lab -S features_train_set_450.scp
--LEARNINGRATE=0.008 --BUNCHSIZE=512

--CACHESIZE=32768 --RANDOMIZE=TRUE

--0UTPUTLABELMAP=dict --TARGETMMF=nnet 368_1000_45_iter0O1
—--STARTFRMEXT=15 --ENDFRMEXT=15
--FEATURETRANSFORM=norm_train_set_ref_ 1.transf --THREADS=2

Paremetr -H nastavuje soubor s inicializa¢nimi vahami. Pro nastaveni mlf souboru, od-
povidajiciho zpracovavanym datiam, slouzi parametr -I. Argument -L specifikuje cestu
k jednotlivym lab souborim. Pfiponu téchto lab soubort lze urcit parametrem -X. Scp
soubor s trénovacimi nebo krosvalidacnimi daty se predava prostrednictvim parametru
-S. Provedeni krosvalidace ur¢uje ~-CROSSVALIDATE=TRUE. Seznam pouzivanych fonémi
predava parametr —OUTPUTLABELMAP. Vahy jsou uklddany do souboru, ktery je urcen
parametrem -TARGETMMF. Transformacni soubor ptiznaki, tedy normalizace a parame-
trizace je nacitan prostrednictvim parametru ~-FEATURETRANSFORM.

Vystupni vahy z jednotlivych iteraci jsou ukladany v souborech, které ve svém nézvu
obsahuji informaci o rozmérech sité, poradi iterace a tspésnosti pri trénovani a krosva-

lidaci. Soubor vyslednych vah v ndzvu obsahuje navic slovo final.

3.6.7 Vyhodnoceni vysledki

Pro vyhodnoceni tspésnosti klasifikace jsou pouzity HMM, se kterymi pracuji nastroje
HTK. Vyhodnoceni aposteriornich pravdépodobnosti sité provadi skript Result.sh.
V prvnim kroku je v korenovém adresari vytvorena slozka result files, do které
budou zapisovany jednotlivé soubory a vysledky v prubéhu chodu skriptu. Tento zpu-
sob je zvolen kvili jednotlivym experimentim, kdy je nutné provadét vyhodnocovani
vzdy pro jiné vahy sité. Staci tedy tento adresar smazat a spustit vyhodnocovani znovu.
Zakladem tohoto skriptu jsou néastroje HTK HBuild, HVite a HResult a nastroj TNet
toolkitu TFeaCat. Nastroj HBuild generuje smycku, resp. sif rozpoznavanych slov, tedy
strukturu propojeni jednotlivych HMM. Vstupnim parametrem je slovnik pouzivanych
fonémi dictmono na jehoz zakladé je vygenerovana vyslednd sit do souboru v pro-
ménné phoneloop. Parametry jednotlivych HMM, matice prechodu, rozptyl a stfedni
hodnotu a jejich strukturu, generuje néstroj distribuovany s TNetem oznaceny jako
gen HTK_gmmbypass_1s.sh podle konvenci HTK na zakladé slovniku dictmono do sou-

boru definovaného v proménné gmmbypass. TFeaCat generuje na zakladé vah, které jsou
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vystupem z trénovani sité, vystupni pravdépodobnosti testovacich dat. Tento nastroj je

spoustén s nasledujicimi parametry:

TFeaCat -D -A -T 1 -S $scptest -H $weights -1 $posteriorsdir -y htk_post
--FEATURETRANSFORM=$featuretransform --GMMBYPASS=true
-—START-FRM-EXT=15 --END-FRM-EXT=15

proménnd scptest obsahuje scp soubor s odkazy na vypocitanou banku filtri. weights
predava vahy z trénovani. Vysledné pravdépodobnosti jsou ukladany do posteriorsdir.
Parametr -y nastavuje ptiponi soubort s pravdépodobnostmi, které jsou ulozeny v htk
formatu. Opét z divodu vypoctu priznakii za chodu nastavuji zbylé hodnoty parametry
pro jejich vypocet, jako v predeslych ptipadech. HMM, které jsou pouzity pro vyhodno-
ceni klasifikace, pozaduji zlogaritmované hodnoty vystupt sité, coz zajistuje parametr
-GMMBYPASS. Nastroj HVite vygeneruje na zakladé vystupi sité rozpoznané promluvy
v podobé MLF souboru, ulozeného v proménné decodedmlf. Tento nastroj rovnéz vyza-
duje slovnik s vyslovnosti jednotlivych slov, kde v prvnim sloupci je dané slovo a ve dru-
hém pak jeho vyslovnost. Jelikoz pracujeme s fonémy obsahuje tento soubor dva stejné
sloupce a je predavan prostiednictvim proménné dict. SCP soubor s odkazy na vypo-
¢itané pravdépodobnosti je ulozen v posteriorsscp. Nakonec vyhodnoceni na zakladé
dekédovaného mlf souboru a referenéniho mlf souboru testovacich dat ml1ftest provede
nastroj HResults. Vysledek rozpoznavani je ulozen v souboru output_result file.
Podstatnym parametrem ohodnoceni tispésnosti je Acc, ktery je vypocitan podle vztahu

3.6.1. "o
Ace = T_ -100% (3.6.1)

kde H je pocet spravné klasifikovanych fonémi, I je pocet fonémt, které byly vlozeny
navic N je celkovy pocet fonému vyskytujicich se v testovacim mlf souboru. Tento pa-
rametr v sobé zahrnuje veskeré chyby, k jakym pri klasifikaci doslo, a proto se jednda
o objektivni ohodnoceni tspésnosti. Dalsim parametrem ve vysledném souboru je Corr,
ktery vyjadiuje pouze procentudlni podil 3.6.2 spravné rozpoznanych fonému viici jejich
celkovému poctu.

H
Corr = N 100% (3.6.2)

Dalsimi parametry ve vysledném souboru jsou D, pocet chybéjicich fonémi a S, pred-

stavujici pocet $patné rozpoznanych (nahrazenych) fonému.
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4 Experimenty

Uspé&snost klasifikace a délka trénovani je ovlivnéna nékolika faktory. Nasledujici vy-
sledky ukazuji vliv vybranych parametrt na tyto hodnoty. Vystupni pravdépodobnosti
sité byly vyhlazeny za pouziti HMM a vysledna presnost je udavana na trovni fonémi.
Pro testovani sité byla ve vSech ptipadech pouzita mnozina 4035 signalti databaze SPE-
ECON. Pro parametrizaci fecového signdlu byla pouzita metoda TRAP s délkou trajek-
torie 31 ramct, ktera pti 23 pasmech banky filtrii generovala vektor priznaki o velikosti
dimenze 368. Rovnéz pro vSechny pripady platilo rozdéleni trénovaci mnoziny na 10%
dat krosvalidacnich a 90% dat trénovacich. Vystup sité tvori 45 hodnot, odpovidajicich

jednotlivym fonémum.

4.1 Velikosti trénovaci mnoziny

Velikost trénovaci mnoziny mé vliv na schopnost generalizace sité, tedy klasifikace ta-
kovych vzorti, které nebyly obsaZeny v trénovaci mnoziné. Cim vic trénovacich dat mé
sit béhem tréninku k dispozici, tim 1épe je schopna kompenzovat variabilitu priznaku
patricich do stejné tiidy. Pocet potfebnych trénovacich vzora lze priblizné urcit podle
vztahu 4.1.1 uvedeného v [18].

N —

p

Ny
—~ (4.1.1)
N, predstavuje pocet trénovacich vzori, N, pocet vah a e je pozadovana chyba. Po-
kud tedy pri konstantni velikosti sité pozadujeme snizovat chybu klasifikace, zvysuje se
pocet potfebnych trénovacich dat. Obdobné pak lze tvrdit, Ze pii zachovani velikosti
sité a zvysSovani velikosti trénovaci mnoziny, klesa chyba klasifikace. Graf 4.1.1 ukazuje
zavislost poctu trénovacich dat na tspésnosti klasifikace. Tyto hodnoty byly dosazeny
pro sit s 1000 skrytymi neurony. K trénovani byla pouzita 2 vldkna paralelniho tréno-
vani. Tato krosvalida¢ni mnozina byla v pribéhu celého procesu trénovani stejnd. Graf
4.1.1 rovnéz ukazuje zavislost trénovaci mnoziny na case trénovani. Jak je z prubéhu
vidét, linedrni nartst velikosti trénovaci mnoziny ma za nasledek témér exponencialni
narust uspésnosti klasifikace, pricemz zavislost poc¢tu trénovacich dat na case, potieb-

ném k natrénovani sité, se blizi linedrnimu prubéhu. Jednotlivé hodnoty uvadi tabulka
4.1.1.
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Obrazek 4.1.1 Zavislost tspésnosti a doby trénovani na velikosti trénovaci mnoziny.

velikost tvr.e novact Acc [%] cas pocet iteraci
mnoziny

500 56,22 5 min 7

1000 60,67 11 min 9

5000 67,48 42 min 8
10000 70,50 1h 47 min 10
20000 72,25 3h 12 min 9
30000 73,91 5h 34 min 8
40000 75,06 6h 54 min 10

Tabulka 4.1.1 Hodnoty tspésnosti a doby trénovani na zvolenych parametrech.

4.2 Velikost davkové mnoziny

Hodnota vah je pfi trénovani aktualizovdna po zvolenych davkach (parametr BUNCH-
SIZE). Velikost této davkové (bunch) mnoziny ovliviiuje zejména dobu potiebnou k na-
trénovani sité. Prilis mald hodnota zpomaluje trénovani a naopak prilis velka hodnota
zpusobuje Spatnou konvergenci trénovaci chyby. Trénovani bylo ve vSech ptripadech pa-
ralelizovano na 8-mi vlaknech s rychlosti uceni 0.008. Tabulka 4.2.1 obsahuje namérené

hodnoty. Zavislost velikosti ddvkové mnoziny na tspésnosti a case je znazornéna v grafu
4.2.1.

Velikost Pocet Velikost %ot
trénovaci skrytych davkové Acc [%] Cas iIt);)f:ci
mnoziny neuronti mnoziny
128 77.78 4 h 31 min 10
256 77.41 3 h 5 min 9
40 000 2000 512 77.44 2 h 39 min 9
1024 77.55 2 h 15 min 10

Tabulka 4.2.1 Vliv velikosti ddvkové mnoziny.
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4.3 Velikost skryté vrstvy

Hodnotu 1024 jsem zvolil jako vhodny kompromis mezi dobou trénovani a tispésnosti
pro dalsi experimenty. Pro demonstraci uvadim vysledek pro hodnotu 8192 a 4000 skry-
tych neuronti. Uspésnost v tomto piipadé klesla na 58.03 % a trénovani trvalo 7 hodin a
39 minut. V pripadé ¢asu je nutné brat ohled na hardwarové moznosti, kdy patrné byla
prekrocena maximalni rychlost mezi jednotlivymi komponentami z diivodu zpracovavani

velkého mnozstvi dat.
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Obrazek 4.2.1 Grafické zndzornéni vlivu velikosti ddvkovaci mnoziny.

4.3 Velikost skryté vrstvy

Dalsim parametrem ovlinujicim schopnost klasifikace sité je pocet neuront skryté vrstvy.
S odkazem na 4.1.1 roste se zvySovanim poctu vah sité také pozadavek na velikost tréno-
vaci mnoziny. 40 000 trénovacich signalli, kde priimérny pocet rdmct jednoho signalu je
500, poskytuje dostatecény pocet trénovacich vzori. Jednotlivé vysledky ukazuje tabulka
4.3.1.

Velikost . ,
trénovaci Pocet skry} ych Acc [%] Cas Pocet iteraci
.. neuront
mnoziny
2000 T77.78 2 h 19 min 10
4000 79.85 4 h 30 min 10
6000 80.66 6 h 1 min 9
40000 8000 82.12 8 h 52 min 10
10000 82.79 11 h 5 min 10
12000 82.29 12 h 3 min 9

Tabulka 4.3.1 Vliv velikosti skryté vrstvy.

Trénink byl parelelizovan na 8-mi vlaknech. Trénovani probihalo s rychlosti uceni

0.008 a pilicim faktorem 0.5. Hodnota presnosti klasifikace se ustélila na 82 %, dalsi na-
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vysovani velikosti skryté vrstvy jiz neprindselo zlepSeni tspésnosti. Grafické znazornéni

ziskanych vysledki ukazuje 4.3.1.
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Obrazek 4.3.1 Grafické zndzornéni vlivu velikosti skryté vrstvy.

Casova narocnost rostla rostla se zvétsujici se skrytou vrstvou témér linearné. V nejdel-
sim pripadé trénovani trvalo 12 h 3 min. Pro porovnani uvadim, Ze pro stejnou trénovaci
mnozinu a parametry trénovani, trvalo pti paralelizaci na 4 vldknech trénovani sité se

4000 skrytymi neurony 5 h 32 m, coz je o 62 minut vice, nez v pripadé 8 vlaken.

4.4 Paralelizace trénovani

Hlavni vyhoda nastroje TNet spoc¢ivd v moznosti paralelizace trénovani, coz znacné
redukuje dobu vypoctl. Trénovani sité probihalo na uzlu magi2l17, ktery je osazen 4
jadrovym procesorem s frekvenci 3,5 GHz. Celkovy pocet vldken procesoru je 8. Tabulka

4.5.1 uvadi dosazené vysledky.

Velikost trénovaci mnoziny | Skryté neurony | Pocet vldken Cas
2 4 h 35 min
4 2 h 28 min
40 000 2000 G 3L 0 min
8 2 h 15 min

Tabulka 4.4.1 Pocet vladken pti paralelnim trénovani.

Zdvojnasobeni poc¢tu vldken znamenalo zkraceni doby, potiebné k natrénovani témer
o polovinu. Pokud byl pocet vlaken zvolen vétsi, nez je pocet fyzickych jader procesoru,
doslo opét k nartstu trénovaciho casu. V tomto pripadé sice jedno jadro zpracovava
dvé vlakna, ale takovym zpiisobem, Ze mezi nimi prepind. Déle je nutné prihlédnou
k moznostem daného hardwaru. Pti vicevlaknovém trénovani jsou kladeny velké naroky

na datovy tok mezi jednotlivymi komponentami pocitace, zejména pak pri ¢teni dat
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4.5 Rychlost uceni

z disku. Pro zrychleni vypoc¢tl je rovnéz nutné nevycitat data ze sifového disku ale mit

je nakopirovany na pouzivaném pocitaci.
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Obrazek 4.4.1 Graf zavislosti doby trénovani na poctu vldken.

4.5 Rychlost uceni

Dalsi parametrem, ktery ma vliv na proces a vysledek trénovani je rychlost uéeni (lear-
ning rate). Prilis mald hodnota vede k pomalé konvergenci chyby klasifikace a zvyseni
doby trénovani. Naopak prilis velka hodnota miize zaptic¢init prechod pres hledané mi-
nimum funkce a oscilaci v pribéhu chybové funkce. Ovérend a pouzivana hodnota je

0.008. Zjistoval jsem vliv zmény na obé strany od této pouzivané hodnoty.

Velikost , .
trénovact Skryté Ry(zhlo/st Ace [% ] Clas .Pocet,
.. neurony uceni iteraci
mnoziny
0.0008 74.81 2 h 2 min 9
40 000 2000 0.008 77.55 2 h 15 min 10
0.08 36.97 7 h 33 min 13

Tabulka 4.5.1 Vliv rychlosti uceni.

Jak je z hodnot vidét. Rychlost uéeni 0.08 je jiz prilis velka. Uceni trvalo déle, nez
jak je tomu v pripadé hodnoty 0.008 a konvergence chyby nebyla optiméalni, proto bylo
dosazeno uspésnosti pouze 36.97 %. Doslo navic k pretrénovani sité. Hodnota 0.0008 je
naopak nedostacujici. Uceni trvalo kratsi dobu, ovSem dosazend tspésnost byla mensi.

Z vysledku vyplyva, ze hodnota 0.008 je skutecné optimalni.
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5 Zaveér

MLP sité prokazaly velmi vhodné vlastnosti v fecovych aplikacich, zejména pak v tloze
extrakce priznakti na bazi dlouhych casovych trajektorii, kde mnozstvi vstupnich dat
nelze primo modelovat pomoci HMM, a proto se neuronové sité pouzivaji jako mapujici
nastroj, jehoz vystupem jsou priznaky odpovidajici aposteriornim pravdépodobnostem
jednotlivych hlasek. Proto k jejich implementaci vznikla fada néastroji, z nichz jednim
z poslednich je TNet, ktery byl zakladem této prace, jejiz cile je mozné shrnout do dvou
zakladnich bod:

1. Osvojit si praci s TNet toolkitem a poskytnout informace pro jeho pouzivani.

TNet zastresuje kompletni realizaci MLP siti, tedy jejich trénovani, testovani a norma-
lizaci vstupnich dat. K tomuto tc¢elu obsahuje nastroje TNet (trénovani), TNorm (nor-
malizace), TFeaCat (testovani), TJoiner (slucovani dat) a TSegmenter(rozdélovani
dat). Déle jsou spolu s témi hlavnimi néstroji distribuovany jednotlivé sktripty, které
uzivateli umoznuji snaze realizovat pozadované aplikace a generovat potiebné sou-
bory podle konvenci zavedenych pro pouzivani hlavnich nastroji. Tuto skutecnost 1ze

hodnotit jako velky pfinos pri osvojovani prace s TNetem.

Hlavni vyhodou tohoto néstroje je paralelizace trénovani sité, coz umoznuje imple-
mentaci a zkoumani vlastnosti rozsahlych siti a zpracovani velkého poc¢tu trénovacich
dat. Bylo tak mozné analyzovat vliv jednotlivych parametri na tispésnost klasifikace a
dobu trénovani, jelikoz doba chodu jednotlivych vypoc¢ti v nejdelsim pripadé dosahla
radu desitek hodin.

Jednotlivé informace a zkusenosti ziskané vypracovanim této prace umozni dalsi apli-
kace nastroji TNet toolkitu. Cilem bylo osvojit si zakladni postupy pro spravny chod
jednotlivych néastroji, a proto zkoumani dalsich vlastnosti a vhodnych parametri pri
uceni sité k dosazeni co nejlepsi uspésnosti klasifikace je namétem pro dalsi prace,
stejné tak jako optimalizace jednotlivych parametri z hlediska doby trénovani nebo

implementace dalSich typu siti.
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2.

Zaver

Prostrednictvim tohoto nastroje implementovat fonémovy rozponavac, jehoz vystup

slouzi k dalsimu zpracovani.

Vystupem realizovaného fonémového rozpoznavace jsou aposteriorni pravdépodob-
nosti jednotlivych hlasek, které jsou casto dale zpracovavany a vyhodnocovany. V kon-
krétni aplikaci jsou tyto pravdépodobnosti dale vyhlazovany prostirednictvim HMM.
Nejlepsiho vysledku bylo dosazeno pro sif s 10 000 skrytymi neurony, trénovanou na
40 000 signalech. V tomto ptipadé byla tspésnost klasifikace 82,79 % (17.21% PER,
definovana jako 1-ACC) a trénovéani trvalo 11 hodin a 5 minut. Tento vysledek je

mozné povazovat za velmi uspokojivy.

Pro srovnani lze uvést vysledek préace [6], kde bylo pro TRAP parametrizaci dosaho-
vano kolem 30 % PER. V [19] je referovan vysledek 24,84 % PER. Je ovSem nutné
podotknout, Ze tyto vysledky jsou zde uvadény pouze jako priklad, jelikoz v byly

dosazeny pro odlisné konfigurace a parametry sité.

Primarni vyuziti vystupnich pravdépodobnosti byla jejich aplikace v TANDEM ar-
chitekture rozpoznavace na bazi HMM, ktery byl predmétem paralelné zpracovavané
prace Alese Bricha [7]. Realizace celého hybridntho ANN/HMM rozpoznévace je pii-
lis komplexni, s ohledem na pozadovany rozsah jedné bakalarské prace, a proto jeho

realizace byla rozdélena do dvou soubéznych praci.

Svymi vlastnostmi je TNet urcen témér vyhradné pro aplikace zpracovani feci. Proto

je jeho kompatibilita s jinymi nastroji, zejména pak s HTK, velkym piinosem. Umoznuje

tedy, pravé v pripadé HTK, snadné propojeni standardnich statistickych metod a umé-

Iych neuronovych siti. Vysledky prace dokazuji, ze MLP sité maji v oblasti rozpoznavani

feCi znacny potencial, a proto je vhodné si osvojit praci s néstroji, které implementaci

takovych siti umoznuji.
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