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Abstrakt

Detekce vozidel je rychle se rozvijejici
disciplinou v  oboru pocitacového
vidéni s uplatnénim nejen v oblasti
samotiditelnych dopravnich prostredk,
ale také autonomnich pohyblivych
roboti. K rozpoznavani se v praxi
¢asto vyuziva dvou modalit, jmenovité
mracen bodt obdrzenych z lidarovych

mérict a RGB hodnot kamer umisténychlj

na vozidle ¢i robotu. Tato prace si klade
za cil navrhnout, implementovat a
natrénovat takovy detektor pro stredné
velké roboty katedry kybernetiky. Déle
je treba vytvorit vlastni
multimodalni dataset, nebot
pristupna trénovaci data jsou porizovanal
z vozidel, ktera jsou mnohem vétsi nez
roboty, a nejsou tak pro nase ucely
reprezentativni.

trénovaci
volné

Kli¢ovaslova: RGB, lidar, multimodaln

detektce vozidel, odhad

vozidel, PointPillars

rychlosti

/ Abstract

Vi

Vehicle detection is a rapidly devel-
oping discipline of the field of computer
vision which has applications not only
in the area of self-driving vehicles, but
also robot locomotion.
modalities for object detection are point
clouds obtained from lidar scanners and
RGB values from cameras situated on
the vehicle or robot. This work aims
to propose, implement and train such a
detector for robots of the Department
of Cybernetics. In addition, it is of
importance to collect and annotate a
multimodal dataset since freely avail-
able datasets are recorded from vehicles
much larger than our robots and are
therefore not suitable for our use case.

Keywords: RGB, lidar, multimodal
vehicle detection, vehicle velocity esti-
mation, PointPillars

Title translation: Multimodal detec-
tor of pose and velocity of vehicles in
traffic
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Kapitola 1
Uvod

Detekce 3D objektii se v poslednich letech stala atraktivnim bodem vyzkumu v
oblasti 3D pocitacového vidéni. Jejim tkolem je z predloznych dat z rtznych senzori,
jako mohou byt naptiklad kamery, termokamery, hloubkové kamery, lidary ¢i radary,
ur¢it 3D informace o objektech nachazejicich se ve scéné. Predmétem zajmu mohou
byt napiiklad pozice a orientace objektd v prostoru, jejich tvar nebo rychlost a
zrychleni. Roboty, na kterych bude algoritmus detekce spoustén, jsou vybaveny
nékolika barevnymi kamerami, jejichz kombinovany thel pohledu je plny thel, a
jednim lidarem. V této praci se budeme zejména zaméfovat na lokalizaci a odhad
rychlosti automobilti v prostoru za pouziti lidarovych snimkti a RGB dat z kamer
ziskanych z robott katedry kybernetiky.

Formalnéji fec¢eno cilem tlohy detekce 3D objektti je pro nase tcely nalezeni funkce,
jejimz vstupem je RGB obrazek (pripadné mnozina RGB obriazki) a mnozina bodu ve
3D prostoru a vystupem je mnozina bounding boxt a jejich t¥id, kde kazdy bounding
box ma umisténi v prostoru, rozméry a thel, ktery urcuje rotaci podle vertikdlni osy.
Jiné rotace objektu podobné jako dalsi literatura[1][2][3] pro jednoduchost neuvazujeme,
protoze vozovka je zpravidla rovina a neni obvyklé, aby vozidla svirala nenulovy thel s
povrchem vozovky.

Detekce a lokalizace z RGB a lidarovych dat vozidel na vozovce je tématem mnoha
praci, které tuto problematiku fesi v kontextu autonommnich motorovych vozidel.
Trénovaci mnoziny, které jsou zde bézné vytvareny a pouzivany, jsou proto vétSinou
porizovany z osobnich automobili jedoucich na vozovce. Senzory byvaji namontovany
na stfechach automobili. Nasim cilem ale je implementovat detektor, ktery bude
nasazen na stredné velkych mobilnich robotech katedry kybernetiky, které jsou znacné
mensi nez automobily, za Ucelem bezpecného prejizdéni silnic. Data z nasich roboti
a ze samoriditelnych vozidel jsou rozdilnd a proto neni vhodné jiz existujici metody
aplikovat bez modifikaci. Z tohoto divodu jsme také v ramci této prace nasbirali a
rucné anotovali nas vlastni dataset pomoci robott katedry kybernetiky.

V nasledujicim textu shrneme metody, které fesi problém 3D, ale i 2D detekce objektt
a které souviseji s touto praci. Pak popiseme implementaci a architekturu naseho reseni
a experimentalné porovname s jiz existujicimi metodami. Dale predstavime trénovaci
mnoziny, které jsou bézné ve vyzkumu 3D detekce vozidel pouzivany, a nas vlastni
dataset. V zavéru prace vyhodnotime nas detekéni pristup a porovname ho s jinymi
metodami a naznac¢ime dalsi mozna vylepseni.



Kapitola 2
Souvisejici prace

V této kapitole uvedeme kratky prehled soucasnych metod strojové detekce objekti.
Nejprve v kratkosti uvedeme pristupy pro detekci 2D bounding boxt, protoze tyto
pristupy tzce souvisi s 3D detekci a mnohé metody 3D detekce jsou adaptacemi 2D
metod, a navazeme struénym prehledem metod 3D detekce.

B 2.1 2D detekce objekti

2D detekce objektii je v porovnani s 3D detekei znacné jednodussi problém, nebot je
potfeba provést regresi jen 4 realnych ¢isel (x-ova a y-ovd soufadnice bounding boxu a
jeho sitka a vyska), namisto 6 v pfipadé 3D bounding boxi.

Jiz v roce 2001 navrhli Paul Viola a Micheal Jones algoritmus pro detekci obli¢ejii
v barevnych obrézcich, ktery byl schopen bézet v redlném case[4]. Hlavni myslenkou
algoritmu je uvazovat vsechny mozné bounding boxy v obrazku a na tyto aplikovat
klasifikaéni algoritmus AdaBoost[5], kde pfiznakovy prostor je tvofen riznymi soucty a
rozdily hodnot pixeltl v uvazovaném bounding boxu. Nad timto prostorem je pro kazdy
priznak vytvoren slaby binarni klasifikator s ¢iselnym prahem, ktery pfirazuje bounding
boxu na jedné strané prahu pozitivni t¥idu (pfitomnost obli¢eje) a na druhé strané
negativni t¥idu (absence obli¢eje). Nasledné AdaBoost ze slabych klasifikdtoru vytvori
silny binarni klasifikdtor. Rychlost tohoto algoritmu je zejména zajisténa efektivnim
vypoctem priznakt pomoci technik dynamického programovani a moznosti sekvencni
aplikace jednotlivych slabych klasifikdtort, kterd zptisobi, ze velké mnozstvi kandidati
je vyrazeno v rané ¢asti vypoctu.

Obrazek 2.1. Vlevo je zndzornéno sekvencéni rozhodovani detektoru, ktery postupné

uvazuje sofistikovanéjsi a sofistikovanéjsi priznaky uvazovaného bounding boxu. To mu

umozinuje zamitnout jako negativni velké mnozstvi kandidatt s nizkym vypocetnim

Casem. Vpravo jsou vizualizovany piiklady nékterych pouzitych priznaktu, kde soucet

hodnot pixelu svétle vyznacenych oblasti je odecten od souctu tmavych oblasti. Oba
obrézky jsou prevzaty z [4].

V poslednich letech dominuji vyzkumu metody vyuzivajici konvoluéni neuronové
sité. Konvolu¢ni vrstvy se ukazaly byt v problému klasifikace objekti v obrazcich
velmi uzite¢nymi, protoze dobre postihuji invariant posunu objektu v obrazku. Jako



vstup do neuronové sité vétsinou slouzi samotné normalizované hodnoty pixeli obrazku.
Na obrazek se totiz da hledét jako na 3D tensor s rozméry H x W x C, kde H
je vyska, W sitka obrazku a C je pocet kanala (C = 3 v pripadé RGB). Modely
vyuzivajici konvoluéni neuronové sité a algoritmus zpétného &ifeni chyby!, ktery je
pouzivan pro jejich trénovani, se v praxi ukazaly jiz na konci 20. stoleti[6][7], ale vétsi
pozornosti se dockaly v roce 2012, kdy model pojmenovany AlexzNet[8] snizil v soutézi
ImageNet Large Scale Visual Recognition Challenge 2012 (ILSVRC 2012)[9] chybu
klasifikace na datasetu[10] z 25,7 % na 17,0 %. I v dalsich letech se objevovala vylepSeni
tohoto klasifikacniho pFistupu[11][12][13], ve kterych byly zkoumény jednotlivé prvky
architektury sité, jako jsou napiiklad pocty filtri konvoluénich vrstev a pocet vrstev

samotnych.
128 Max

Max 128 Max pecling  #04
pocling pooling

aae \dense

Obrazek 2.2. Na obrazku jsou vykresleny jednotlivé vrstvy sité AlexNet a jejich rozméry.

Vlevo je vstupni obrazek, nasleduje pét konvolu¢nich vrstev a dale tfi linedrni vrstvy.

Vystup sité o velikosti 1000 slouzi jako vstup do softmazu, jehoz vystupem jsou samotna
pravdépodobnostni skére jednotlivych t¥id. Obrazek je prevzat z [8].

Tyto sité neslouzi k detekci a lokalizaci objektt v obrazku, nybrz ke klasifikaci
obrazku samotnych, ale i tak je jejich zminka v kontextu detekénich systémi dualezita,
nebot jsou zdkladem metod, které jsou detekce schopné.

Il 2.1.1 Dvoufiazové detektory

Prvnim tdspésnym pokusem o detekci 2D objektt v obrézcich pomoci konvolu¢nich
neuronovych siti byla architektura R-CNNJ[14]. R-CNN nejprve vygeneruje pro vstupni
obrazek 2000 navrht bounding boxi, které vyuzije jako vstup do konvolu¢ni neuronové
sité, z niz jako vystup obdrzi vektor priznakt fixni velikosti. Kazdy navrzeny bounding
box klasifikuje pomoci linearniho klasifikdtoru metodou podpiirnych vektori?. Na této
metodé dale stavi metoda fast R-CNNJ15], kterd pfinesla zejména zrychleni vypoctu
priznakovych vektori navrzenych bounding boxu v priznakové mapé obrazku. Dalsi
vylepseni poskytla architektura faster R-CNN[16], kterd predstavila novy a vypocetné
mnohem efektivnéjsi zpusob navrhovani bounding boxt pomoci hluboké konvoluéni
neuronové sité nazvané region proposal network (RPN) a zkombinavala jej s detekéni
metodou fast R-CNN.

Tyto architektury jsou nazyvany dvoufazové, protoze se daji vnimat jako kombinace
dvou ¢&sti: 1) navrzeni velkého mnozstvi bounding boxi, 2) transformace bounding
boxt v obrazku do priznakového prostoru a klasifikace.

B 2.1.2 Jednofazové detektory

You Only Look Once (YOLO)[17] pfedstavil v roce 2016 novy zptsob detekce objektt
v obréazcich. Narozdil od dvoufdzovych detektorti se YOLO sklida pouze z jedné

1V anglické literatuie oznacovany error backpropagation.
2 Také oznaované support vector machine (SVM).



2. Souvisejici prace

R-CNN: Regions with CNN features
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Obrazek 2.3. Nahote je diagram architektury R-CNN a dole fast R-CNN. Vsimnéme si,
7ze R-CNN pocité priznaky kazdého navrzeného bounding boxu zvlast, kdezto fast R-CNN
nejdiive aplikuje neuronovou sit na cely obrazek, ¢imz znacné zefektiviiuje vypocet. Dale R-
-CNN vyuziva pro klasifikaci bounding boxt metodu podpurnych vektoru, ale fast R-CNN
jednovrstvy perceptron pro regresi posunu bounding boxt a jiny jednovrstvy perceptron
nésledovany softmaxem pro klasifikaci. Obrazky jsou prevzaty z [14] a [15].

o, classifier
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Obrazek 2.4. Fuster R-CNN nové prinesl sit RPN pro navrhovani kandidat, kterou spojil

s puvodni siti fast R-CNN, ¢imz dvé faze detekce unifikoval. Vlevo je zndzornéna celd

sit faster R-CNN vcéetné RPN. Vpravo je detailnéji zobrazena sit RPN, kterd vyuziva

apriornich anchor boxi, k nimz v kazdém uvazovaném misté priznakové mapy generuje

relativni souradnice a pravdépodobnost, ze vygenerovany anchor box je objektem ¢i nikoli.
Obrazky jsou prevzaty z [16].

konvoluéni neuronové sité, kterda ma za tkol provést regresi bounding boxu objektu
a pravdépodobnosti prislusnosti k jednotlivym tiidam. Vstupni obrézek je rozdélen
do pravidelné mrizky S x S blokid, kde S je hyperparametr sité urcujici jemnost
miizky (S = 7 v puvodni publikaci). Sit pro kazdy blok v mfiZce provede regresi B
bounding boxtu (B = 2), kde kazdy bounding box je jednozna¢né urcen ¢tyimi ¢&isly -
souradnicemi stredu a rozméry relativné k velikosti a pozici bloku, a jejich jistot a C
podminénych pravdépodobnosti, kde C je pocet uvazovanych skrytych tfid (v puvodni
publikaci C' = 20), tikajicich, jaké je pravdépodobmnost prislusnosti k dané tridé za
podminky, ze v tom kterém bloku je objekt. Tedy celkem je vystupem sité tensor o

4



velikosti S x S x (5B 4 C'), pro konkrétni hodnoty parametri 7 x 7 x 30. Tento pristup
je schopny detekce nékolikrat rychleji nez predeslé dvoufazové pristupy a utrpél jen
malé zhorseni kvality lokalizace detekovanych objekta.

44p|
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Obrazek 2.5. Neuronova sit detektoru YOLO se sklddd z 24 konvolu¢nich vrstev

nasledovanych 2 linedrnimi. Vystupem je piimo tifidimensiondlni tensor obsahujici

souradnice bounding boxd a podminéné pravdépodobnosti pro kazdy blok obrazku.
Obrazek je prevzat z [17].

Metoda YOLO byla déle iterativné vylepsovana. YOLOv2[18] mimo jiné pfinesl do
navrhu apriorni anchor boxy, které byly inspirovany jejich pouzitim v siti RPN. Sit tedy
neprovadi regresi samotnych slozek bounding boxu, nybrz posuny soufadnic relativné
k apriornimu anchor boxu.

I 2.2 3D detekce objektii

Podobné jako u 2D detektorii jsou i u 3D verze této tlohy populdrnim prostfedkem
feSeni neuronové sité. Nejcastéji jako vstup do detekéniho systému slouzi mracéna bod,
tedy mnozina bodt skladdajicich se ze soutadnic ve 3D prostoru a pripadnych dalsich
slozek jako mohou byt reflektivita, intensita, atd.

B 2.2.1 MetodaPointNet

PointNet[19] je klasifikacni a segmentaéni algoritmus, ktery operuje na mracnech
3D bodu. Tato metoda v jednoduchosti nejprve aplikuje na kazdy bod zvlast
stejnou transformaci (ziskanou regresni neuronovou siti) nésledovanou dvouvrstvym
perceptronem, ktery piiznakovy prostor R? promitne do R%%, a dalsi transformaci.
Transformace bodu jsou realizoviny prendsobenim maticemi transformaci, jejichz
hodnoty jsou cilem regrese zminénych regresnich siti. Na kazdy z téchto bodt z R4
je dale aplikovan t¥fvrstvy perceptron, ktery kazdy bod promitne do R'°%*. Metoda
vyuziva vlastnosti mnoziny vstupnich bodi, Ze nezalezi na jejich poradi, a z téchto
bodit vytvoii jeden vektor globéalnich pfiznakd z R'9%* pomoci symetrické operace
maximum. Konecné na globalni priznaky pouzije tfivrstvy perceptron, jehoz vystupem
je k-dimensiondlni vektor klasifikace mnoziny bodi, kde k je pocet skrytych trid.

Tuto metodu zminujeme, ackoli se nejedna o detekéni algoritmus, protoze myslenka
vytvoreni globdlnich priznakid z mnoziny bodt je hojné vyuzivana i v dalsich detek¢nich
ptistupech, jmenovité VozelNet[1], SECONDI[2] a PointPillars[3].
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Obrazek 2.6. Na obriazku jsou zndzornény jednotlivé vrstvy sité PointNet. V horni ¢asti
je vidét proces vytvareni vektoru globalnich priznakt z mnoziny n bodu a néslednd
klasifika¢ni t¥ivrstva linedrni sif. Obrazek je prevzat z [19].

B 2.3 Metody vyusivajici lidarové snimky

Zhruba Teceno se daji soucasné pristupy roziradit do t¥i ne nutné disjunktnich kategorii:
1) wozelizace prostoru, 2) nahliZeni na scénu z ptaciho pohledu a 3) konstrukce
hloubkového obrazu z pohledu autonomniho agenta.

VozelNet[1] je metoda, ktera prostor rozdéli do 3D miizky voxelt a z mnoziny bodu v
kazdém voxelu vytvori vektor ptriznaki podobnym zptsobem jako bylo uvedeno v sekci
2.2.1. Tim vznika 4D tensor, na ktery lze aplikovat 3D konvoluce a ziskat tak lokalni
informace na trovni voxeli. Tyto jsou déle poslany do sité Region Proposal Network
(RPN), ktera provadi regresi bounding boxu a jejich klasifikaci.

Sparsely Embedded Convolutional Detection (SECOND)[2] je algoritmus stavéjici na
VoxelNet[l]. SECONDI2] vyuziva ¢etnosti prazdnych voxeli, ¢imz zlepsuje rychlost sité.
Dalsi zménou je ztratova funkce a regresni vrstva: misto regrese celého Uhlu rotace
bounding boxu podle vertikalni osy je provddéna regrese thlu v intervalu [—7,+7)
a regrese bindrniho priznaku urcujictho smér objektu. Dale neni provadéna regrese
rozméri bounding boxu, nybrz jsou misto nich pouzity predem spoctené prumeérné
rozméry pro danou tridu.

PointPillars[3] se divd na scénu z ptac¢iho pohledu a prostor rozdéli do 2D mfizky
nekonec¢né dlouhych sloupct. Déle vytvori pro fixni pocet neprazdnych sloupci vektor
priznaku (vyuziva pritom ¢etnost prazdnych sloupcti podobné jako SECOND|2]), ¢imz
vznika 3D tensor, na ktery 1ze pohlizet jako na pseudo-obrazek. Na tento tensor je mozné
aplikovat 2D konvolu¢ni vrstvy a vytvorit tak priznaky ve tfech riznych rozlisenich.
Vystupy konvolu¢nich vrstev jsou spojeny a poslany do detekéni hlavice Single Shot
Detector (SSD), ktera provadi regresi pozice bounding boxu, jeho rozméru, thlu v
intervalu [—5, +7) a bindrniho pifznaku urcujiciho smér objektu podobné jako metoda
SECONDI2].

Zminme také metodu YOLOS3D[20], kterd vytvari dvé obrézkové reprezentace
vstupniho mrac¢na bod: prvni je dana vyskou nejvyssiho bodu v jednotlivych
bunkich mrizky pii pohledu shora, druha odpovidd hustoté bodd v dané bunce.
Tyto reprezentace lze interpretovat jako dvoukanalovy obrazek, na némz néasledné lze
aplikovat vyse popsanou metodu YOLO.



Kapitola 3
Architektura

N&as detektor je rozsifenim jiz zminéného algoritmu PointPillars. Pfed spusténim
PointPillars se nejdiive pokousime o synchronizaci obrazkovych dat a prislusnych
mracen bodu za pomoci interpolacni neuronové sité Real-time Intermediate Flow
FEstimation (RIFE)[21]. Na interpolovanych snimcich déle pouzivame detekei 2D objekt
siti YOLOwvS. Tyto detekce zakomponujeme do vstupniho kanalu sité PointPillars a
na jeji vystupy dale aplikujeme metody asociace detekci v po sobé jdoucich snimcich
pro odhad vektori rychlosti vozidel ve scéné.

I 3.1 Zpracovani vstupnich dat

Jak jiz bylo zminéno v predeslém textu, nase senzory nejsou vuci sobé nijak casové
synchronizovany. Roboty, které pouzivame, pracuji v systému Robot Operating System
(ROS), ktery poskytuje vyvojarsky pohodlné prostiedi pro ovladéani robotu a zpracovani
dat. Zakladnim principem je rozdéleni programové logiky do jednotlivych moduli
(node), které spolu komunikuji pomoci zprav. Stejné tak i data ze senzoru jsou posilana
zpravami a node, ktery data zpracovava, tyto zpravy cte. Kazda zprava v systému je
zaroven opatiena Casovou znackou, kdy byla odeslana, ovSsem v nasich robotech nemaji
kamery synchronizované hodiny se zbytkem systému, a proto se casové znacky dat
nedaji brat jako skutecny cas porizeni snimku. To vyvolava potrebu provést alespon
zakladni synchronizaci a zpracovani dat obdrzenych z kamer a lidaru.

Navrhujeme nasadit interpolac¢ni sit RIFE, kterd dovede vygenerovat libovolnou
interpolaci mezi dvéma snimky video sekvence. Modely optical flow nelze pro
interpolaci primo pouzit, protoze k aproximaci optical flow mezi interpolovanym
a vstupnimi snimky by bylo potfeba znat i interpolovany snimek, ktery ziejmé z
podstaty problému neni k dispozici[21]. Abychom védéli, jaky casovy okamzik podle
hodin lidarového snimace odpovida hodindm dané kamery a jaké dva video snimky
mame pouzit pro ziskani interpolace ve spravném casovém okamziku, musime nejdrive
priblizné identifikovat ¢asovy posun hodin kamer od zbytku systému. Toho jsme
docilili zkouSenim riznych posuni a interpolaci dle téchto posunt. Nasledné jsme vzdy
promitli nékolik anotovanych 3D bounding box do interpolovanych snimki, dokud
jsme nenasli posun, za jehoz pouziti byla interpolace vizualné spravna. Pro predni
kameru je tento posun priblizné 0,47 sekundy. S timto posunem jsme interpolovali
snimky z kamer, abychom ziskali priblizné obrazky odpovidajici ¢asovym znackam
vsech lidarovych snimkt v datasetu. Priklad takové interpretace, véetné puvodnich
snimkt, ukazuji obrazky 3.1, 3.2 a 3.3.

Na takto interpolované snimky dale aplikujeme detektor YOLOv5 a ziskavame tak
2D bounding boxy objektt, které lze snadnéji pouzit jako dalsi vstupni kanal v 3D
detektoru. Sit YOLOwv5 jsme pfedem natrénovali na nasich anotovanych 2D datech.

I 3.2 Algoritmus 3D detekce



3. Architektura

Obrazek 3.1. Nejblizsi snimek pfed potiebnou ¢asovou znackou interpolace.

Obrazek 3.2. Nejblizsi snimek po potrebné casové znacce interpolace.

Obrazek 3.3. Ukdzka interpolovaného snimku pomoci sité RIFE. Jednotlivé snimky z
kamery prichazi s periodou priblizné 200 milisekund. Potrebnd casova znacka je v tomto
pripadé priblizné v 52 % cesty mezi obrzazky. Obrazek podléha drobnému zkresleni.



3.2 Algoritmus 3D detekce

Obrazek 3.4. Ukazka 2D detekce YOLOvH na interpolovaném snimku pomoci sité RIFE.

Obrazek 3.5. Ukazka 2D detekce YOLOV5S na interpolovaném snimku pomoci sité RIFE
obsahujicim zkresleni objekti. Kvalita detekce neni zkreslenim vyrazné ovlivnéna.

Pro 3D detekci vyuzivame jiz zminéného algoritmu PointPillars. 2D detekce ziskané
v minulém kroku pouzivame jako rozsiteni dimenze bodd o jednu slozku v mracnech
bodt: kladné ¢&islo odpovidajici confidence 2D detektoru detekované tiidy. Toto feSeni
se nabizi prirozené, protoze i puvodni metoda PointPillars vyuziva jako vstup rozsitena
mrac¢na bodt o slozku reflektivity. Presnéji feceno z ptuvodni mnoziny bodu

3+c
P, C R
kde v nasem pripadé ¢ = 1 a odpovida slozce reflektivity, vytvorime mnozinu rozsifenych

bodu
Pout = {¢<p) |p € Pin}7

A(p) = (p1y- -+ P3sera)t € RATE,
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3. Architektura
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Obrazek 3.6. Diagram architektury metody PointPillars, kterd je stézejnim c¢lankem

naseho detektoru. Vstupni data sité tvori mra¢na bodu obohacend o dalsi slozku

odpovidajici 2D detekcim. Tato data jsou rozdélena do mrizky sloupcti a z nich je vytvoren

3D tensor (pseudo-obrézek). Na pseudo-obrazek jsou dédle aplikoviany konvoluéni operace

a vznikd tak piiznakovd mapa, kterou detekéni hlavice SSD pouziva spoleéné s apriornimi
anchor boxy k regresi bounding boxti. Obrazek je prevzat z [3].

kde a je soucet vSech hodnot confidence bounding boxt 2D detekci detekované tridy,
do kterych se promitne bod p. V puvodni siti tedy ménime prvni vrstvu, kterd ma za
kol vytvorit vektorovou reprezentaci kazdého sloupce bodi, tak, aby mohla pfijmout
vyse popsand rozsitend mrac¢na bodda.

Dalsi zménou jsou anchor boxy, které v puvodni metodé odpovidaji datasetu KITTI
a dobfe na ném funguji. Vzhledem k odlisnym velikostem bounding boxt nasich dat
jsme prepocitali velikosti anchor boxi, aby odpovidaly primérnému rozméru bounding
boxl v nasem datasetu. Stejné jako v origindlni implementaci bereme tento anchor box
ve dvou rotacich: 0 a § radidnt.

Déle ze sité odstranujeme tridy cyklisti a chodci, protoze v nasem datasetu se cyklisté
nenachézi a detekce chodct neni v kontextu feseného problému relevantni.

I 3.3 Zpracovanivystupu detektoru

Pro odhad rychlosti detekovanych vozidel pii nasazeni na testovacich datech vyuzivame
metodu asociace objekti v po sobé jdoucich snimcich na zdkladé jejich blizkosti.
Predpokladejme, Ze v ¢ase t mame mnozinu m detekovanych bounding boxt

B, = {b},...,bm"}
a v Case t + 1 mame mnozinu n detekovanych bounding boxtu

_ 1 n
Bt+1 - {bt+17 te 7bt+1

a dale mame funkci
fi:By x B,y =R,

kterda dvéma bounding boxtum prifadi tim vétsi ¢islo, ¢im ,pravdépodobnéjsi“ je, ze
patii stejnému skutecnému objektu. Pak miizeme uvazovat nasledujici matici

ft(bz}:btlﬂ) ft(b%7 ?+1)
C= : :
ft( ;nvb%Jrl) T ft( ?L7 ?—&-1)

kde prvek v i-tém radku a j-tém sloupci C; ; 1ika, jak dobre odpovidd box bé boxu

b +1» & problém nalezeni asociace bounding boxi ztotoznit s ndsledujicim linedrnim
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programem
n

m
*
X fargm)z?xg C; ;X
i=1 j=1
za podminek

Vi,j: X’i,j c {0, 1}

Tento program je dobfe znamy a Tesitelny v polynomialnim case Munkres-Kuhnovym
algoritmem|[22].

Konkrétné jako funkci f, volime metriku intersection over union (IoU) 3D bounding
boxt. Dale Munkres-Kuhnovym algoritmem najdeme optimélni prifazeni X* a v
pripadé, ze nékterym prirazenym bounding boxtim odpovidda IoU mensi nez zvoleny
prah, pak uvazujeme tyto bounding boxy jako nepfirazené.

Kdyz mame nalezené prirazeni bounding boxti v po sobé jdoucich snimcich, je odhad
vektort rychlosti jiz jednoduchy. Vychazime ze vztahu

Ap
At’

6:

kde Z; je posun stredu bounding boxu mezi snimky a At je doba uplynuld mezi snimky.
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Kapitola 4
Pouzité datasety

Referen¢nim datasetem pro nase experimenty je Casto vyuzivany dataset KITTI[23],
jelikoz i autofi PointPillars[3] ho svych experimentech pouzili. Déle jsme poridili vlastni
dataset za pomoci robotti katedry kybernetiky, ktery jsme také anotovali.

B 4.1 patasetkitTi

Srovnévaci sada pro vidéni autonomnich agentt KITTI[23][24] byla zvefejnéna v roce
2012 Technologickym institutem v Karlsruhe a Toyota technologickym institutem v
Chicagu pro ucely srovnani metod 3D detekce objekt a jejich lokalizace a lepsi moznosti
aplikace téchto metod v realném svété. Nataceci vozidlo snimalo okoli pri prijezdu
stredné velkym meéstem Karlsruhe. Sensory pouzité pii porizovani sady KITTI jsou
uvedeny v tabulce 4.1.

pocet typ nazev modelu vlastnosti
1 inercialni OXTS RT 3003 -
navigacni
systém
1 lidarovy Velodyne 10 Hz, 64 paprskt
snimac HDL-64E
2 kamera ve Point Grey Flea 2 10 Hz, 1392 x 512 pixela
stupnich (FL2-14S3M-C)
sedi
2 barevna Point Grey Flea 2 10 Hz, 1392 x 512 pixelt
kamera (FL2-14S3C-C)
4 varifokalni Edmund Optics -
cocka NT59-917

Tabulka 4.1. Seznam senzoru a prislusenstvi pouzitych pti porizovani sady KITTI

Predptipraveny anotovany dataset pro 3D detekci obsahuje 7481 trénovacich snimkt
barevné kamery a jim prislusnd mrac¢na bodu, které se pri trénovani detektoru déle déli
na trénovaci a validaéni data. Pritomné tiidy a jejich celkové zastoupeni v datové sadé
ukazuje tabulka 4.2. Adresarovou strukturu trénovaci a testovaci mnoziny dat ukazuje
obrazek 4.1. Testovaci adresal neobsahuje soubory anotaci objekti, proto ho béhem
trénovani detektoru, ani jeho kvantitativnim vyhodnoceni nelze pouzit. Objekty jsou
oznaceny, pouze pokud jsou v zorném poli kamery.

B a.1.1

Ke kazdému snimku trénovaciho datasetu patii jeden soubor v textovém formatu
obsahujici anotace vsech objektt v tomto snimku. Kazdy rddek odpovidd jednomu

Format souboru s anotacemi objektu
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training/ testing/
— calib — calib
— 000000.txt — 000000.txt
L 007480, txt L 007517 txt
— image_2 — image_2
— 000000.png — 000000.png
— (:)(:)§480.png — (:)(:)§517.png
— label_2 — velodyne
— 000000.txt — 000000.bin
L 007480 txt L 007517.bin
— velodyne
— 000000.bin
L 007480.bin

Obrazek 4.1. Struktura testovaciho a trénovaciho adresare datasetu KITTI.

néazev tridy pocet prumeérna prumérna prumérna

vyskyti vyska [m)] sitka [m] délka [m]
Car 28742 1,53 1,63 3,88
Cyclist 1627 1,74 0,6 1,76
Pedestrian 4487 1,76 0,66 0,84
Truck 1094 3,25 2,59 10,11
Van 2914 2,21 1,9 5,08
Tram 511 3,53 2,54 16,09
Misc 973 1,91 1,51 3,58
Person__ sitting 222 1,27 0,59 0,8

Tabulka 4.2. Seznam t¥id a primérné rozméry bounding boxti v trénovaci sadé KITTI pro
3D detekci objekti. Zvyraznéné jsou tiidy, které nas detektor uvazuje.

objektu a obsahuje 15, ptipadné 16 poli oddélenych mezerou. Tabulka 4.3 blize popisuje
vyznam jednotlivych poli.

B 22 Nasdataset

Duvodu, pro¢ je vyhodné vyuzit nové vytvoreného datasetu, a ne nékterého jiz
existujiciho, je nékolik. Kamery, resp. lidary, které byly pouzity pfi snimani datové
sady KITTI, byly umistény ve vysce 1,65, resp. 1,73 metri nad zemi, coz je o dost vice
nez u robotl katedry kybernetiky, na které je nase aplikace sméfovana. Navic dataset
KITTI pouziva lidar Velodyne, kdezto nase roboty disponuji lidarem Ouster OS50,
ktery mé jiné vlastnosti. Dale musime brat v iivahu, Ze v nasem prostfedi se vyskytuji
jina vozidla a objekty s jinymi apriornimi pravdépodobnostmi, takze nas rozhodovaci
systém musi byt jiny nez pro jiné datasety. Proto jsme nasbirali a anotovali nas vlastni
dataset, ktery bude reprezentativnéjsi pro nasi aplikaci.

Porizovani probéhlo na Karlové ndmésti v Praze na dvou mistech pobliz frekventované
ktizovatky za denniho svétla a dobré viditelnosti 2.8.2022 a byly pouzity dva roboty,
které se béhem naticeni témér nehybaly. Celkem se tak podafilo zachytit priblizné osm
relativné podobnych scén s mnoha automobily. Data nejsou kompletné anotovana, ale

13



nazev pole

popis

nabyvané hodnoty

trida néazev tridy objektu textovy Tetézec
oznacujici t¥idu
useknutost desetinné ¢islo udéavajici, jak velkd Cast [0,1)
objektu je mimo kameru
zakryti celé ¢islo oznacujici, v jaké mite je objekt {0,1,2,3}
zakryt
alfa thel mezi stfedem objektu a osou z v [—m, )
souradnicovém systému kamery
left pixelova souradnice x levé hrany 2D R
bounding boxu
top pixelova souradnice y horni hrany 2D R
bounding boxu
right pixelova souradnice x pravé hrany 2D R
bounding boxu
bottom pixelova soutadnice y spodni hrany 2D R
bounding boxu
vyska vyska 3D bounding boxu R
sitka sitka 3D bounding boxu R
délka délka 3D bounding boxu R
b x-ova souradnice stifedu 3D bounding R
boxu v souradnicovém systému kamery
y y-ova soufadnice stifedu 3D bounding R
boxu v souradnicovém systému kamery
zZ z-ova soutadnice spodni stény 3D R
bounding boxu v soufadnicovém systému
kamery
rotace thel svirany mezi predni osou 3D [—m, )
bounding boxu objektu a osou y v
soufadnicovém systému kamery
skére nepovinné pole obsahujici jistotu (0,1]

detekovaného bounding boxu

Tabulka 4.3. Seznam poli v kazdém souboru anotaci v trénovaci sadé.

soucasné statistické idaje anotaci 2D bounding boxti v obrazcich, resp. 3D bounding
boxl v mra¢nech bodt obsahuji tabulky 4.4, resp. 4.5. Pro anotaci 2D bounding box1i,
na které se také podilela studentka Wing Yan Winnie So, jsme pouzili anota¢ni néstroj

labelme [25]. Pro anotaci 3D bounding boxu jsme vyuzili webovy anotaéni nastroj
Computer Vision Annotation Tool (CVAT) [26].

Anotace nésledné prevadime do forméatu kompatibilniho s KITTI, coz obn&si
vytvoreni podobné adresarové struktury, jakou ukazuje 4.1. Obsah textovych soubori
s anotacemi je strukturalné stejny jako v KITTI, jak popisuje tabulka 4.3.
Nejen ze narozdil od sady KITTI nejsou nase kamery a lidar presné casove
synchronizovany, ale také snimaji s jinou frekvenci, a proto jsme anotaci obrazku a
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4.2 Nas dataset

Obrazek 4.2. Obrazek vizualizuje lidarovy snimek z naseho datasetu obsahujici dva
anotované bounding boxy aut.

Obrazek 4.3. Obrazek vizualizuje dva anotované 2D bounding boxy v obrazku zachyceném
predni kamerou robota zobrazujici stejna vozidla jako ukazka 4.2.

3D bodu provedli zvlast. Z tohoto divodu také neni trividlni na nasich datech spustit
jiz navrzené 3D multimodalni detektory, protoze ty vétsinou predpokladaji presnou
korespondenci RGB dat a 3D bodu.

nazev tridy pocet prumérna prumérnd
vyskytu vyska [px] sitka [px]
Car 6717 185,13 96,44

Tabulka 4.4. Seznam trid a priumérné rozmeéry 2D bounding boxt v nasi trénovaci sadé.

nézev tridy pocet prumeérna prumeérna prumeérna
vyskytt vyska [m] sitka [m] délka [m]
Car 1148 1,89 2,43 5,05

Tabulka 4.5. Seznam tfid a primérné rozméry 3D bounding boxt v nasi trénovaci sadeé.
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Kapitola 5
Experimenty

Nase evaluaéni experimenty byly uskuteénény na srovnévaci sadé KITTI[23], jak
byla popsdna v sekci 4.1, a na nasi sadé. Pro tucely srovnani nasi modifikace s
puvodni metodou PointPillars[3] jsme nejdiive vyhodnotili jeji volné piistupnou
implementaci[27]. Poté jsme natrénovali modifikovanou multimodalni sit, kterd z ni
vychézi, a spustili evaluaci na ni.

Modifikovany detektor jsme natrénovali na stejnych datovych sadach, ale navic jsme
pouzili 2D detektor na prislusnych obrazcich pro rozsiteni vstupnich mnozin bodt podle
sekce 3.

I 5.1 Evaluacni metrika

Pro evaluaci 3D detekci objektt existuje nékolik metrik. My budeme zejména pouzivat
metriku 3D AP (3D bounding box average precision), kterd je definovana jako obsah
pod PR (precision-recall) kfivkou.
Precision definujeme jako podil poctu pravdivych pozitivnich detekci a vSech
pozitivnich detekci:
TP

P=TpiFp

a recall jako podil poc¢tu pravdivych pozitivnich detekci a souc¢tu poc¢tu pravdivych
pozitivnich a falesnych negativnich detekei:

TP
"TTPIFN

Precision tedy 1ika, kolik detekci je pravdivych ze vSech detekci detektoru, a recall, kolik
pravdivych detekci detektor ucinil ze vSech skuteénych ptikladi. loU dvou bounding
boxti definujeme jako podil objemu jejich priniku a jejich sjednoceni. Detekované
bounding boxy jsou oznaceny jako pravdivé, pokud podil IoU 3D bounding boxu
s anotaci presahuje prah 0,5. V pripadé evaluace 2D detektoru nahradime 3D IoU
metrikou 2D IloU, kterou definujeme analogicky jako podil obsahu pruniku a sjednoceni
dvou bounding boxti.

PR (precision-recall) kiivka vzniké vynesenim hodnot precision a recall pro vSechny
hodnoty prahu skoére detekce do grafu, kde osa x predstavuje recall a osa y precision.
Nizké hodnoty prahu, které zptisobi vétsi mnozstvi vystupnich bounding boxt, pak
odpovidaji bodim s vysokou hodnotou recall a nizkou hodnotou precision a vice versa.
Metrika 3D bounding box average precision (3D AP) je dana obsahem pod PR krivkou.
Obdobné je definovana 2D bounding box average precision (2D AP), pouze misto 3D
IoU pouziva 2D IoU.
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B 52 ménovani

Trénovani sité YOLOv5 a upravené sité PointPillars probihd postupné a zvlast.
YOLOv5 trénujeme po dobu 200 epoch na nasem 2D datasetu rozdéleném nadhodné na
trénovaci a validacni piiklady. Ostatni parametry a hyperparametry sité nechdvame
nepozménéné. Na validacéni sadé dosahuje plné natrénovana sit YOLOv5 AP 87,5 %.
Obréazky 3.4 a 3.5 vizualizuji 2D detekce na interpolovanych snimcich.

Modifikovanou sit PointPillars trénujeme na nasich datech po dobu 160 epoch
iterativni optimaliza¢ni metodou Adam W, kde ucelovou funkci uvazujeme stejnou jako
[3]. Obréazek 5.1 ukazuje vyvoj ztratové funkce modifikované metody PointPillars.

3.5
2.5
1.5

0.5

0 1k 2k 3k 4k 5k 6k 7k 8k 9k 10k

Obrazek 5.1. Vyvoj trénovaci ztratové funkce v zavislosti na poc¢tu krokt optimalizdtoru
modifikované multimodélni metody.

I 5.3 Evaluace

Kvantitativni vysledky evaluace vychozi a nasi navrzené metody shrnuje tabulka 5.1.
Vsimnéme si, ze kvalita detektoru pii zvyseni minimalniho poc¢tu bodid v bounding
boxech potfebného pro jejich uvazovani vyznamné nestoupla. Z toho lze soudit, ze i z
malého mnozstvi bodli je mozné celkem spolehlivé detekovat vozidlo. Nas multimodalni
detektor dosahuje na nasem datasetu o témér 30 % lepsi vysledek 3D AP nez puvodni
metoda PointPillars samotna. PR krivky jednotlivych vyhodnoceni vykresluji obrazky
5.2,5.3,5.4ab5.5.

3D AP [%)]
model evaluacni sada pocet boda > 1 pocet boda > 10
PointPillars Nase 47,7 48,7
Multimodalni Nase 771 78,6

Tabulka 5.1. Vysledky evaluace metriky 3D AP obou detektorti natrénovanych na
datasetech. Pocet bodl znamend minimélni pocet bodi v skuteéném bounding boxu, aby

byl uvazovan prfi evaluaci. Tedy ¢im nizsi je minimdalni pocet bodu, tim tézsi priklady
detekce jsou od detektoru vyzadovany.
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Precision Recall Curve
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Obrazek5.2. PR krivka metody PointPillars na nasich datech s minimélnim poctem bodu
v bounding boxech 1.

Precision Recall Curve
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Obrazek 5.3. PR krivka metody PointPillars na nasich datech s miniméalnim poc¢tem bodt
v bounding boxech 10.
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Precision Recall Curve
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Obrazek 5.4. PR kiivka nasi metody na nasich datech s minimalnim poctem bodt v
bounding boxech 1.

Precision Recall Curve
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Obrazek 5.5. PR krivka nasi metody na nasich datech s minimalnim poctem bodd v
bounding boxech 10.
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5. Experimenty

Obrazek 5.6. Detekce ptivodni metody PointPillars. Na vystupu se vyskytuji i falesné
pozitivni detekce, ve kterych detektor oznacuje chodce za vozidla.

Obrazek 5.7. Detekce naseho detektoru na stejném snimku. Falesné pozitivni detekce se

zde nevyskytuji. Posuny bounding boxi u obou snimku jsou zpusobeny tim, Ze lidar

snimé sloupce bodl postupné a s casovym posunem, tedy obrazky jsou synchronizovany s
mrac¢nem bodu nejlépe uprostied obrazku.
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Kapitola 6
Zaveér

B 61 shruti

V této praci jsme nejdiive uvedli nékteré existujici pristupy jak 2D, tak 3D detekce
objektt z lidarovych a kamerovych dat a priblizili, pro¢ nejsou vhodné pro nasi aplikaci
na mobilnich robotech bez ptislusnych modifikaci. Predstavili jsme také hojné vyuzivany
dataset KITTI pro srovnani metod 3D detekce a vysvétlili nutnost anotace vlastniho
datasetu z naseho prostredi. Déle jsme navrhli multimodalni metodu pro detekci 3D
objekti stavéjici na algoritmu PointPillars a provedli experimentalni srovnéni, které
ukazalo, ze nas detektor na nasich datech dosahuje lepsich vysledk.

B 6.2 Dalsimoznosti

V navrzené metodé se nabizi nékolik mist pro zlepSeni nebo dalsi zkouméni, ktera
jsou mimo rozsah této prace. Jednim z nich je rozdéleni anotovanych t¥id car na car
a truck. Rozdéleni vozidel do rtiznych tiid podle velikosti, pripadné jinych vlastnosti,
by potencialné mohlo zlepsit vysledky detekce. Dalsi moznosti pro zlepseni odhadu
rychlosti a také lokalizace samotné je pouziti nékterych metod trackingu objekti jako
jsou filtry a vyuziti apriorni znalosti fyzikalniho modelu scény. V podobném duchu
uvadime moznost integrace vysledku detekce predchoziho snimku do vstupt detektoru
pri inferenci na nasledujicim snimku. V neposledni fadé by se pri detekci dalo vyuzit
znalosti okolniho prostredi mobilniho robota v nasazeni. Naptriklad by se detektor mohl
vice zamérovat na mista, kde je silnice, a prikladat detekcim podle jejich lokality riznou
vahu. Dalsi prace by také mohla zahrnovat rozsireni naseho datasetu o dalsi anotace.
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Piiloha A
Kéd implementace algoritmu

Kéd hlavni sité, ktery byl z vétsiny prevzat z repozitafe [27] a upraven, je k dispozici
na adrese https://gitlab.fel.cvut.cz/tilhovoj/pointpillarsyolo. Nas pouzity
dataset vcetné anotaci je pfistupny na odkazu https://drive.google.com/drive/
folders/19z4QehbngfwZyOokxtmB53alMVyGCCLg?usp=share_link.
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