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Abstrakt

Práce se zaměřuje na návrh a implementaci frameworku pro trénováńı gene-
rativńıch neuronových śıt́ı architektury GAN za účelem generováńı šachových
pozic. Nejdř́ıve jsou navrhnuty zakódováńı šachových pozic přo převod do ma-
ticové podoby. Poté jsou zvoleny základńı typy neuronových śıt́ı pro generátor
i diskriminátor. Dále jsou navrženy metriky pro porovnáńı vstupńıch šachových
pozic s vygenerovanými daty a samotný trénovaćı framework. Navržené mo-
dely byly natrénovány na předzpracovaném datasetu ze serveru Lichess.org v
jazyce Python v interaktivńım prostřed́ı Jupyter Notebooku. V závěru byly
provedeny experimenty a vyhodnocena kvalita navrženého př́ıstupu. V po-
sledńım experimentu natrénovaný model zapouzdřuj́ıćı navržené základńı typy
neuronových śıt́ı generuje až 29,7 % validńıch šachových pozic.

Kĺıčová slova: generativńı kontradiktorńı śıtě, šachové úlohy, generováńı
pozic, Python
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Abstract

The bachelor thesis focuses on design and implementation of GAN architec-
ture training framework for generating chess positions using generative neural
networks. First, encodings for input chess positions are designed in order to
transform them into a matrix form. Then basic types of neural networks are
chosen for both generator and discriminator. Lastly, metrics are designed to
compare the input chess positions with generated ones as well as the frame-
work itself. Proposed models were trained on preprocessed dataset from server
Lichess.org in Python language in interactive environment of Jupyter Note-
book. In the end, experiments were performed and the quality of the proposed
approach was evaluated. In the last experiment the trained model encapsu-
lating proposed types of neural networks generates up to 29,7 % valid chess
positions.

Keywords: generative adversarial networks, chess puzzles, position genera-
tion, Python
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4.2.3 Transformačńı tř́ıda . . . . . . . . . . . . . . . . . . . . 26
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4.3.1 Předzpracováńı datasetu . . . . . . . . . . . . . . . . . . 26
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Úvod

V době koronavirové pandemie vzrostl zájem o šachy d́ıky možnosti hrát libo-
volný počet a formát partíı on-line na webových stránkách, který přetrvává
dodnes. Některé servery také nab́ıźı možnost zlepšováńı dovednosti šachu po-
moćı řešeńı šachových úloh. Šachová úloha zobrazuje reálnou šachovou pozici,
jehož řešeńım je určitá sekvence tah̊u, která vede bud’ k jasné výhodě, nebo
k vyrovnáńı pozice. Pomoćı řešeńı těchto úloh je tedy možné trénovat ro-
zeznáváńı podobných situaćı v reálných hrách.

Generováńı úloh je ale časově a výpočetně náročné. Každá úloha je gene-
rována z reálné hry (at’ už zahrané na internetu nebo na desce) a obsahuje
přesně jednu variaci, která vede k výhodě. Je také třeba přesně definovat pra-
vidla, která klasifikuj́ı a detekuj́ı typ úloh.

Téma jsem si zvolil jelikož jsem také začal hrát šachy během pandemie
a chyběl mi nástroj, pomoćı kterého bych si mohl vygenerovat umělé šachové
úlohy pouze na základě podmnožiny př́ıklad̊u bez specifického popisu.

Hlavńım ćılem práce je navrhnout a vytvořit framework pro trénováńı
generativńıch kontradiktorńıch śıt́ı za účelem generováńı šachových pozic bez
přesné definice hry šachu pouze pomoćı existuj́ıćıch dat.

V prvńı kapitole je popsána šachová úloha a náročnost jej́ı generace.
V následuj́ıćı kapitole jsou představeny generativńı neuronové śıtě, pozor-
nost je věnována hlavně generativńım kontradiktorńım śıt́ım a jejich využit́ı
ve hře šachu. Třet́ı kapitola popisuje př́ıpravu vstupńıch dat, výběr vari-
ant neuronových śıt́ı a návrh frameworku a metrik. Čtvrtá kapitola popisuje
implementaci a využité technologie. V daľśı kapitole jsou uvedeny metriky
natrénovaných model̊u a př́ıklady vygenerovaných pozic. V diskuzńı kapitole
debatuji vhodnost a omezeńı použit́ı generativńıch kontradiktorńıch śıt́ı
pro generováńı šachových pozic. Závěrečná kapitola shrnuje poznatky a popi-
suje možnosti daľśıho vývoje.
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Kapitola 1
Zavedeńı problematiky

1.1 Šachové úlohy

Zadáńı šachové úlohy zobrazuje validńı situaci, ze které je možné zahrát v́ıce
r̊uzných sekvenćı tah̊u. Variace představuje seznam tah̊u jedné sekvence.

Pozice je strojem ohodnocená č́ıslem ve prospěch jednoho ze dvou hráč̊u.
Ohodnoceńı pozice je heuristická funkce pro určeńı relativńı hodnoty pozice
(tedy šance na výhru). Pokud bychom mohli znát všechny možné ukončené
variace této pozice, výsledné ohodnoceńı by mělo pouze hodnoty -1 (prohra),
0 (remı́za) a 1 (výhra). Heuristická funkce tedy určuje relativńı hodnotu po-
zice na základě např. součtu relativńıch hodnot figurek dané barvy, rozmı́stěńı
pěšák̊u, aktivita a koordinace figurek. V současné době existuje mnoho pro-
gramů pro volby nejlepš́ıho tahu z dané pozice (tzv. ”enginy“), kde si každý
program definuje vlastńı podobu heuristické funkce.

Řešeńım úlohy se mysĺı právě jedna taková variace. Tato variace je jed-
noznačně určená, tedy zahráńım jakékoli jiné sekvence tah̊u vede k jasnému
zhoršeńı ohodnoceńı pozice z pohledu hráče na tahu. Vyřešeńım úlohy tedy
mysĺıme nalezeńı oné sekvence tah̊u.
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1. Zavedeńı problematiky

1.1.1 Př́ıklad ”vidlice“

Jako př́ıklad takové úlohy je typ ”vidlice“: situace, v ńıž jeden hráč útoč́ı
na v́ıce než jednu figurku soupeře, soupeř ale neńı schopen ubránit všechny.
Obrázek 1.1 znázorňuje př́ıklad úlohy ”vidlice“: na tahu je b́ılý hráč a řešeńım
je tah královnou na poĺıčko d7, kde útoč́ı na soupeřova krále a věž, ale soupeř
muśı reagovat na šach a nedokáže ubránit věž.

Obrázek 1.1: Př́ıklad úlohy, typ ”vidlice“[1]
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1.2. Notace

1.2 Notace

Ve hře šachu se použ́ıvá v soušasné době několik notaćı pro zápis pozic, jednot-
livých tah̊u či celých her. Zadáńı šachové úlohy je zapsáno pomoćı kombinaćı
dvou notaćı, představených v následuj́ıćıch dvou podkapitolách.

Dané notace umožňuj́ı snadné zobrazeńı šachovnic dat - téměř všechny
grafické implementace hry šachu umı́ pracovat s zápisem pozic v těchto no-
taćıch.

1.2.1 Forsyth–Edwards Notace

Forsyth-Edwards Notation, zkráceně FEN, popisuje jednu konkrétńı pozici
šachové hry bez uvedeńı seznamu tah̊u, pomoćı kterých je možné se do této
pozice dostat.

FEN je založená na standardu z 19. stolet́ı pro záznam pozice navrženého
novinářem Davidem Forsythem. Tento standard byl dále mı́rně rozš́ı̌ren Ste-
venem Edwardsem pro použit́ı s poč́ıtačovým softwarem.

Záznam FEN obsahuje jeden textový řádek složený ze šesti část́ı:

1. Rozpoložeńı figurek,

2. barva hráče na tahu,

3. dostupnost rošády,

4. v př́ıpadě možného tahu mimochodem jeho ćılové poĺıčko, v opačném
př́ıpadě pomlčka,

5. ”polovičńı tahy“: počet jednotlivých tah̊u jakéhokoliv hráče od posledńıho
zajet́ı nebo tahu pěšce,

6. počet dvojtah̊u (zač́ıná č́ıslem 1 a zvyšuje se po každém tahu černého
hráče).

Př́ıkladná startovńı pozice v FEN notaci:

rnbqkbnr/pppppppp/8/8/8/8/PPPPPPPP/RNBQKBNR w KQkq - 0 1
ˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆˆ ˆ ˆˆˆˆ ˆ ˆ ˆ

1 2 3 4 5 6
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1. Zavedeńı problematiky

1.2.2 Algebraická notace

Algebraická notace zapisuje jednotlivé tahy. V současné době se využ́ıvaj́ı dvě
varianty, plná a zkrácená verze.

Pro názvy figurek jsou použity velká prvńı ṕısmena anglických názv̊u fi-
gurek mimo koně (jelikož zač́ıná na stejné ṕısmeno jako král): K pro krále
(”king“), Q pro královnu (”queen“), R pro věž (”rook“), B pro střelce (”bis-
hop“), N pro koně (”knight“), ale jelikož ṕısmeno K označuje krále, použ́ıvá
se tedy ṕısmeno N), P pro pěšáka (”pawn“).

1.2.2.1 Plná verze

Plná verze zápisu obsahuje označńı figurky, jej́ı počátečńı a ćılové poĺıčko.
Formát tahu tedy vypadá následovně:

{figurka}{výchozı́ polı́čko}-{cı́lové polı́čko}

1.2.2.2 Zkrácená verze

Nejpouž́ıvaněǰśım formátem zápisu v současné době je zkrácená algebraická
notace (”shortened algebraic notation“), která oproti plné verzi neobsahuje
výchoźı poĺıčko.

Formát zkrácené formy: {figurka}{cı́lové polı́čko}.
Tento zápis ale může vést k nejednoznačným tah̊um, např́ıklad když se dvě

figurky stejného typu mohou přesunout na stejné poĺıčko. V tomto př́ıpadě se
za označeńı figurky do zápisu doplńı jednou z následuj́ıćıch možnost́ı:

1. Ṕısmeno sloupce výchoźıho poĺıčka,

2. č́ıslo řádku výchoźıho poĺıčka,

3. kombinace ṕısmena sloupce a č́ısla řádku výchoźıho poĺıčka (pokud ani
jedno zvlášt’ nestač́ı k jednoznačnému určeńı figurky).

1.2.3 Zápis úlohy

Zápis úlohy obsahuje výchoźı pozici ve Forsyth-Edwards notaci a následnou
sekvenci tah̊u (řešeńı) v algebraické notaci - at’ už zkrácené nebo plné.

Př́ıkladem je zápis úlohy ”vidlice“ zobrazené na obrázku 1.1, jej́ıž řešeńı je
uvedené zkrácené algebraické notaci a spoč́ıvá v tahu b́ılou dámou na poĺıčko
C7 a (za předpokladu nejlepš́ıho tahu soupeře, kdy černý hráč táhne králem
na poĺıčko F6) následně vzet́ı černé věžě na B8 královnou:

1r6/1p4k1/p3r2p/Q1p2ppP/3q4/1P1P1B2/P4PP1/1K1R4 w - - 0 1,
Qc7+ Kf6 Qxb8
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1.3. Náročnost generace úloh

1.3 Náročnost generace úloh

V současné době se k vytvářeńı úloh přistupuje předevš́ım manuálně. Pro vy-
generováńı takové úlohy je potřeba strojem ohodnotit všechny pozice z reálné
hry a pro každou pozici nalézt všechny možné variace zvolené délky.

Úloha se vygeneruje tehdy, pokud právě jedna variace určité pozice splňuje
kritéria řešeńı.

V praxi se negeneruj́ı úlohy s řešeńım deľśım než 10 tah̊u (ačkoliv to je
možné) a také je každá úloha zařazena do určité kategorie, která popisuje typ
úlohy.

Na webovém serveru Lichess je volně dostupný dataset s v́ıce než 2 miliony
úloh. Autoři projektu tvrd́ı, že pro vygenerováńı takového počtu úloh bylo
potřeba v́ıce než 35 let procesorového času[4].

1.4 Ćıle práce

Hlavńım ćılem práce je navrhnout a vytvořit framework pro trénováńı gene-
rativńıch kontradiktorńı śıt́ı za účelem generováńı šachových pozic, trénováńı
základńıch typ̊u neuronových śıt́ı a porovnáńı výsledk̊u se vstupńım datase-
tem.

Teoretická část se zaměřuje na popis šachové úlohy/problému, prozkoumáńı
dostupných úloh a analýzu současné metody generováńı. Dále se věnuje analýze
předchoźı práci Iana Goodfella[5] a modelu GAN. Daľśım ćılem teoretické části
je analyzovat současné využit́ı GAN a źıskat přehled o využit́ı v šachu.
Na základě těchto poznatk̊u je možné navrhnout a implementovat framework
pro trénováńı generativńıch kontradiktorńıch śıt́ı na základě existuj́ıćı množiny
šachových pozic.

Ćılem praktické části je navrhnout vhodný framework pro trénováńı GAN.
Daľśım ćılem je zvolit vhodný formát reprezentace existuj́ıćıch šachových po-
zic, źıskáńı vstupńıho datasetu a převod datasetu do zvoleného formátu. Dále
se zaměřuje na navržeńı základńıch typ̊u neuronových śıt́ı a jejich trénováńı
na implementovaném frameworku. Daľśım ćılem je návrh a implementace me-
trik pro porovnáńı reálných dat a dat generovaných pomoćı natrénovaných
śıt́ı.

Framework má umožnit trénováńı uživatelsky definovaných śıt́ı na vybrané
vstupńı množině šachových pozic, vytvořeńı umělých šachových pozic pomoćı
natrénované śıtě a porovnáńı se vstupńı množinou.
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Kapitola 2
Generativńı neuronové śıtě

Tony Jebara uvád́ı tři r̊uzná paradigmata strojového učeńı[6]:

1. Generativńı - snaž́ı se odhadnout rozděleńı pravděpodobnosti přes všechny
proměnné,

2. diskriminativńı - d̊uležité je pouze konečné mapováńı ze vstupu x
na výstup y,

3. imitativńı - pasivńı vńımáńı chováńı v reálném světě a učeńı se z něj.

Modely generativńıho učeńı nacháźı v současné době mnoho využit́ı, poč́ınaje
augmentaćı p̊uvodńıho datasetu, přes nalezeńı vhodného zakódováńı dat
za účelem redukce dimenzionality, až po resyntézu obraz̊u.

Dva takové generativńı modely př́ımo využ́ıvaj́ı neuronové śıtě: tzv. au-
toenkodéry (”autoencoders“) a generativńı kontradiktorńı śıtě (”generative
adversarial nets“).

V této kapitole podrobněji představ́ım tyto dva modely a uvedu jejich
současné využit́ı, pozornost budu věnovat předevš́ım generativńım kontra-
diktorńım śıt’́ım.

2.1 Autoenkodéry

Autoenkodéry představuj́ı typ architektury neuronové śıtě, která se snaž́ı naj́ıt
vlastńı reprezentaci vstupńıch dat. V této kapitole představuji p̊uvodńı návrh
autoenkodéru, jeho variačńı rozš́ı̌reńı a na konec jeho aplikace z pohlednu
generativńıho učeńı.
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2. Generativńı neuronové śıtě

2.1.1 Autoenkodér

Dle historického pr̊uzkumu Jurgena Schmidhubera[7], autoenkodéry byly navrženy
jako metoda pro před-trénováńı bez učitele v práci ”Modular Learning in Neu-
ral Networks“[8] Danyho H. Ballarda.

V současné době jako autoenkodér považujeme model nelineárńı analýzy
hlavńıch komponent (”NLCPA“) využ́ıvaj́ıćı asociativńı neuronové śıtě navržené
Markem A. Kramerem[2]. Model představuje trénováńı neuronové śıtě pro na-
lezeńı identického zobrazeńı, kde vstupńı data jsou reprodukované ve výstupńı
vrstvě. Śıt’ obsahuje ”hrdlo“ (”bottleneck“), které nut́ı śıt’ nalézt kompaktńı re-
prezentaci vstupńıch dat, což vede k redukci dimenzionality a vytvořeńı mapy
př́ıznak̊u připomı́naj́ıćı skutečné rozložeńı p̊uvodńıch parametr̊u[2].

Obrázek 2.1: Architektura pro určeńı f nelineárńıch př́ıznak̊u pomoćı autoa-
sociativńıch śıt’́ı [2]
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2.1. Autoenkodéry

2.1.2 Variačńı enkodéry

Mezi generativńı modely řad́ıme sṕı̌se tzv. variačńı autoenkodéry, poprvé
zmı́něné Diederikem Kingma a Maxem Wellingem[9], které mohou genero-
vat nová data s podobnými vlastnostmi jako data p̊uvodńı. Oproti p̊uvodńım
enkodér̊um, které se snaž́ı nelézt identické zobrazeńı, se variačńı enkodéry uč́ı
pravděpodobnostńı rozděleńı vstupńıch dat.

Obrázek 2.2: Schéma autoenkodéru (vlevo) oproti schématu variačńıho auto-
enkodéru (vpravo)[1]

2.1.3 Využit́ı v současné době

. Ve svém daľśım článku[10] Max Welling a Diederik P. Kingma zmiňuj́ı daľśı
práce obsahuj́ıćı praktické využit́ı variačńıch autoenkodér̊u z pohledu genera-
tivńıho paradigmatu strojového učeńı:

• Generace přirozeného jazyka: VAE model je schopný generovat ko-
herentńı syntakticky správné nové věty, které je možné vkládat v ori-
ginálńı text [11].

• Astronomie: generace kalibračńıch dat jako alternativa k źıskáváńı
drahých vysoce kvalitńıch pozorováńı[12].

• Resyntéza obrazu: jednoduchá úprava zakódovaných dat před sa-
motným dekódováńım umožňuje sémanticky smysluplné úpravy p̊uvodńıho
obrazu ke generaci nových obraz̊u[13].
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2. Generativńı neuronové śıtě

2.2 Generative adversarial nets

Ian Goodfell spolu s kolegy poprvé popsal Generative Adversarial Nets
(v překladu generativńı kontradiktorńı śıtě, dále jen ”GAN“) v červnu roku
2014[5]. Jedná se o tř́ıdu framework̊u strojového učeńı, která obsahuje dvě
neuronové śıtě: diskriminačńı (dále jen ”diskriminátor“) a generačńı śıt’ (dále
jen ”generátor“).

Základńı myšlenka GAN je založená na ”nepř́ımém“ trénováńı pomoćı
diskriminátoru: obě śıtě v iteraćıch spolu hraj́ı hru s nulovým součtem. Ćıl
generátora je vytvořit taková nová data, která diskriminátor klasifikuje jako
reálná a naopak ćıl diskriminátora je odlǐsit vygenerovaná data od reálných.
Po každé iteraci se obě śıtě přizp̊usob́ı na základě výsledk̊u z dané iterace.

V p̊uvodńım článku je hra s nulovým součtem popsána hodnotovou funkćı:

V (G, D) = Ex∼pdata [log(D(x))] + Ez∼pz [log(1−D(G(z))]

V daľśı sekci představ́ım binárńı kř́ıžovou entropii a s jej́ı pomoćı odvod́ım
ztrátové funkce pro generátor i diskriminátor za účelem odvozeńı p̊uvodńı
hodnotové funkce.

2.2.1 Kř́ıžová entropie

V teorii informace je kř́ıžová entropie mezi dvěma rozděleńımi pravděpodobnosti
p a q pr̊uměrný počet bit̊u potřebných pro identifikaci události vybrané
z množiny[14]. Běžně se použ́ıvá ke kvantifikaci rozd́ılu mezi dvěma rozděleńımi
pravděpodobnosti - v kontextu strojového učeńı je to mı́ra chyby pro katego-
rické problémy klasifikace v́ıce tř́ıd[15].

Kř́ıžová entropie rozděleńı q v̊uči rozděleńı p na dané množině je definována
následovně[14]:

H(p, q) = −Ep[log q]
Pro diskrétńı pravděpodobnostńı distribuce p a q[14]:

H(p, q) = −
∑
x∈X

p(x) log q(x)

2.2.2 Generátor

Ćılem generačńı śıtě vygenerovat taková data, která diskriminačńı śıt’ bude
klasifikovat jako reálná.

Ćıl generátoru můžeme navrhnout jako maximalizaci chyby špatně klasi-
fikovaných umělých dat:

max
G

= {CHYBA(1−D(G(z))}

Při použit́ı kř́ıžové entropie jako chyby:

max
G

= {−Ez[log(1−D(G(z)))]}
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2.2. Generative adversarial nets

Původńı článek popisuje ćıl generátoru jako minimalizaci, kterou můžeme
dostat po změně znaménka přechodźı rovnice při použit́ı kř́ıžové entropie jako
chyby:

min
G

= {Ez[log(1−D(G(z)))]}

2.2.3 Diskriminátor

Ćılem diskriminačńı śıtě je rozlǐsit, zda klasfikovaná data jsou reálná či ne.
Intuitivně lze navrhnout problém jako minimalizaci následuj́ıćıch dvou chyb:

• Správně klasifikovaných reálných dat,

• špatně klasifikovaných umělých dat.

Tedy navrhnutá ztrátová funkce má podobu:

LD = CHYBA(D(x)) + CHYBA(1−D(G(z)))

Ćıl diskriminátoru je tedy minimalizace navržené ztrátové funkce s použit́ım
kř́ıžové entropie jako chyby:

min
D
{−Ex[log(D(x))]− Ez[log(1−D(G(z)))]}

Původńı článek ovšem popisuje ćıl diskriminátoru jako maximalizaci správné
klasifikace jak reálných, tak umělých chyb. Pro źıskáńı p̊uvodńı rovnice je
třeba pouze změnit znaménko:

max
D
{Ex[log(D(x))] + Ez[log(1−D(G(z)))]}
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2. Generativńı neuronové śıtě

2.2.4 Algoritmus

Jinými slovy spolu D a G hraj́ı hru s nulovým součtem se stejnou hodnotovou
funkćı, kterou se D snaž́ı maximalizovat a G naopak minimalizovat:

max
D

min
G

V (G, D) = Ex∼pdata [log(D(x))] + Ez∼pz [log(1−D(G(z))]

Ian Goodfell se svými kolegy popisuje následuj́ıćı algoritmus trénováńı
modelu[5]:

Algoritmus 1 Trénink modelu architektury GAN
for počet iteracı́ do

for k kroků do
{z(1), . . . , z(m)} ← m syntektických vzork̊u.
{x(1), . . . , x(m)} ← m vzork̊u vstupńıch dat.
Aktualizuj diskriminátor vzestupem jeho stochastického gradientu:

▽θd

1
m

m∑
i=1

[log D(xi) + log(1−D(G(zi))]

end for
{z(1), . . . , z(m)} ← Vygeneruj m syntektických vzork̊u.
Aktualizuj generátor sestupem jeho stochastického gradientu:

▽θg

1
m

m∑
i=1

[log(1−D(G(zi))]

end for

2.2.5 Využit́ı v současné době

V současné době nacháźı r̊uzné podtř́ıdy architektury GAN využit́ı předevš́ım
v práci s obrazovými daty, např́ıklad:

• Odstraněńı deště z fotografiı[3],

• automatické detekce glaukomu[16],

• tvorba prostorových dat[17].
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2.2. Generative adversarial nets

Obrázek 2.3: Původńı fotografie a výsledné po odstraněńı deště[3]

Mimo základńı variantu GAN existuje řada daľśıch, kde za zmı́nku stoj́ı
např. Deep Convolution GAN[18] (”DCGAN“), Conditional GAN[19](”cGAN“)
nebo i Wasserstein GAN[20]. Své využit́ı modely nalezly také i v jiných ob-
lastech, např́ıklad:

• Zpracováńı přirozeného jazyka: doplňováńı do textu[21],

• Časové řady: generace výstup̊u senzor̊u autonomńıch vozidel[22].

2.2.6 Využit́ı ve hře šachu

Muthuraman Chidambaram a Yanjun Qi ve své práci[23] představuj́ı model
Style Transfer Generative Adversarial Networks (”STGAN“) jako rozš́ı̌reńı ar-
chitektury GAN: diskriminátor se uč́ı předpov́ıdat, zda byl daný úkol prove-
den určitým stylem a generátor se uč́ı úkol plnit. V této práci autoři zkoumaj́ı
aplikaci STGANů na úkolu naučit se hrát šachy ve stylu určitého hráče.

Victor Sim se podobným zp̊usobem pokusil o vytvořeńı GAN śıtě, která by
byla schopná hrát šachy stylem jako současný mistr světa Magnus Carlsen[24].
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Kapitola 3
Návrh

V této kapitole se věnuji př́ıpravě vstupńıch dataset̊u, volby zakódováńı vstupńıch
dat, navrhuji jednotlivé modely generátoru i diskriminátoru, voĺım metriky pro
porovnáńı dat a uvád́ım požadavky na samotný framework.

3.1 Př́ıprava datasetu

Jako zdroj dat jsem si vybral volně dostupný dataset úloh ze serveru Li-
chess.org obsahuj́ıćı v́ıce než 2 miliony úloh. Pro trénováńı model̊u jsem se
rozhodl vytvořit dva datasety, které budou obsahovat pouze zápis pozice
a řešeńı vhodné k okamžitému využit́ı (tedy zápis pozice představuje př́ımo
zadáńı a seznam tah̊u řešeńı zač́ıná tahem řeš́ıćıho hráče):

• Dataset obsahuj́ıćı všechny úlohy z p̊uvodńıho datasetu (celkem
2 440 300 úloh),

• dataset obsahuj́ıćı pouze úlohy typu ”vidlice“ (celkem 414 700 úloh).

3.1.1 Relativńı hodnota kamen̊u

V současné době se pro ohodnoceńı šachové pozice využ́ıvá r̊uzných charak-
teristik, jako je např́ıklad aktivita hráče, počet kamen̊u, jejich umı́stěńı nebo
také jejich relativńı hodnota. Existuje mnoho r̊uzných ohodnoceńı samotných
kamen̊u, nejpouž́ıvaněǰśı znázorňuje tabulka 3.1:
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3. Návrh

Tabulka 3.1: Relativńı hodnoty kamen̊u

Kámen Relativńı hodnota
pěšec 1
střelec 3
jezdec 3
věž 5
dáma 9
král 99
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3.1. Př́ıprava datasetu

3.1.2 Zakódováńı kamen̊u

Jednou z největš́ıch výzev této práce bylo nalezeńı vhodného zakódováńı
samotných šachových kamen̊u. Hodnoty před samotným trénováńım budou
přeškálovány na interval [0, 1] a je potřeba zakódovat celkem 13 hodnot (6
b́ılých, 6 černých a prázdné mı́sto). Intuitivně, zakódované hodnoty by také
měly zachovat relativńı hodnotu samotných kamen̊u v rámci barvy, tedy např́ıklad:
absolutńı rozd́ıl hodnoty zakódované královny a pěšáka by měl být větš́ı než
absolutńı rozd́ıl střelce a pěšáka stejné barvy.

Na základě požadavk̊u v předchoźım odstavci jsem zvolil tři kódováńı ka-
men̊u:

• Jednoduché v intervalu [0, 12]: kameny b́ılého hráče od 0 do 5 zač́ınaje
králem, kameny černého hráče od 7 do 12 poč́ınaje pěšcem, 13 označuje
prázdné poĺıčko.

• Škálované: oproti jednoduchému zakódováńı jsou vzdálenosti mezi jed-
notlivými typy kamen̊u zvětšené a přeškálované na interval [1, 255].

• Inspirované ”One-hot“ zakódováńım: pro experimenty, které pracuj́ı
pouze s jedńım typem kamene na šachovnici, se kámen zakóduje
na interval [0, 1], kde krajńı hodnoty označuj́ı r̊uznou barvu daného ka-
mene a polovičńı hodnota 0.5 označuje prázdné poĺıčko.

Tabulka 3.2: Jednoduché a škálované kódováńı kamen̊u

Barva Kámen Jednoduché Škálované

b́ılá

král 1 1
dáma 2 115
věž 3 120
střelec 4 123
jezdec 5 124
pěšák 6 127

žádná volné
poĺıčko 7 128

černá

pěšák 8 129
jezdec 9 131
střelec 10 132
věž 11 135
dáma 12 141
král 13 255
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3. Návrh

3.2 Výběr variant neuronových śıt́ı

Při výběru variant neuronových śıt́ı jak pro generačńı, tak i pro diskriminačńı
śıt’, jsem vycházel předevš́ım z formátu vstupńıch dat. Ve své podstatě mám
k dispozici vstupńı data pouze dvou velikost́ı:

1. Vektor velikosti 64: pro každé poĺıčko šachovnice jedna hodnota,

2. vektor velikosti 384: pro každý typ kamene samostatná šachovnice (in-
spirace převzata z modelu RGB - každý ”kanál“ popisuje jeden typ ka-
mene, jednotlivé vektory šachovnic jsou následně ”spojeny“ za sebe
v libovolném, ale pevně zvoleném pořad́ı).

Navržené modely generátoru a diskriminátoru popisuji v samostatných
podsekćıch.

3.2.1 Generátor

Struktura modelu generačńı śıtě je z hlediska návrhu jednodušš́ı než struktura
śıtě diskriminačńı. Model generátoru bere jako vstup náhodný vektor pevné
délky a následně vygeneruje vzorek. V této práci si vystačuji s použit́ım dvou
vrstev, vstupńı a výstupńı, kde obě maj́ı stejný počet neuron̊u na základě
velikosti vektoru vstupńıch dat. Využ́ıvám tedy dva modely generačńı śıtě
lǐśıćı se pouze velikost́ı vstupńıch a výstupńıch vektor̊u:

(a) v1 (b) v2

Obrázek 3.1: Navržené modely generátoru
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3.2. Výběr variant neuronových śıt́ı

3.2.2 Diskriminátor

Každá navržená diskriminačńı śıt obsahuje minimálně dvě vrstvy: vstupńı
a výstupńı. Počet neuron̊u v prvńı vrstě odpov́ıdá velikosti vstupńıch dat
a vzhledem k účelu neuronové śıtě výstupem má být vždy skalár, tedy
ve výstupńı vrstvě bude pouze jeden neuron. Ve své práci využ́ıvám pouze
jednoho zástupce takové śıtě, kde velikost vstupńı vrstvy se bude rovnat počtu
poĺıček na šachovnici (označen ”v1“).

Dále jsem se rozhodl využ́ıt neuronové śıtě s jednou skrytou vrstvou.
Na základě formátu vstupńıch jsem zvolil dva modely, kde počet neuron̊u
v prvńı vrstvě je 64, resp. 384 a počet neuron̊u v skryté vrstvě odpov́ıdá
polovině velikosti vstupńı vrstvy (označeno ”v2“, ”v3“). Struktury vrstev jsou
zobrazeny na obrázku 3.2:

(a) v1 (b) v2 (c) v3

Obrázek 3.2: Navržené modely diskriminátoru

Tento typ neuronové śıtě je pouze jeden z mnoha možných variant. Jako
možný směr daľśıho vývoje se nab́ıźı vyzkoušeńı jiných, odlǐsných typ̊u neu-
ronových śıt́ı.
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3. Návrh

3.3 Metriky

Ve své práci potřebuji metriky, pomoćı kterých budu schopen ohodnotit kva-
litu vygenerovaných dat a objektivně porovnat se vstupńımi daty. Hlavńım
kritériem je determinace, zda je vygenerovaná pozice validńı, tedy jestli po-
zice:

• Obsahuje přesně jednoho černého a jednoho b́ılého krále,

• ani jeden z král̊u neńı v matu,

• nenastala remı́za (tato podmı́nka zajǐst’uje že pozice obsahuje alespoň
jeden daľśı kámen jakékoliv barvy),

• neobsahuje v́ıce než 15 kamen̊u od každé barvy nepoč́ıtaje krále,

• počet kamen̊u jednoho typu nepřesahuje maximum pro daný typ kamene
(tedy i při možné proměně pěšce).

Navrhnul jsem následuj́ıćı metriky pro porovnáńı generovaných dat se
vstupńımi:

• Počet samostatných kamen̊u zvlášt’ (počet král̊u, královen, pěšák̊u . . .),

• počet všech kamen̊u,

• počet prázdných poĺıček.

Pro každou metriku vypoč́ıtávám pr̊uměr, medián, horńı a dolńı kvartil jak
pro vstupńı, tak i vygenerované šachovnice v celé šarži. Jako dodatečný uka-
zatel kvality modelu také dopoč́ıtávám pod́ıl validńıch pozic z vygenerované
šarže.

3.4 Trénovaćı framework

Framework by měl být schopen pracovat s r̊uznými modely, r̊uznými vstupńımi
daty a zároveň poskytnout informace ohledně kvality modelu. Jinými slovy,
framework vykonává následuj́ıćı funkce:

• Vytvoř́ı instanci obou model̊u,

• převede vstupńı data do potřebné podoby,

• natrénuje instance model̊u na upravné podobně vstupńıch dat,

• napoč́ıtá metriky generátoru,

• vrát́ı natrénované instance model̊u.
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Kapitola 4
Implementace

V této kapituje se věnuji popisu implementačńı části práce. Představ́ım použité
nástroje a bĺıže poṕı̌si źıskáńı datasetu a jeho transformace, tř́ıdy model̊u
a metrik, pomocných funkćı a samotný framework.

4.1 Použité nástroje

Jako platformu vývoje jsem si zvolil jazyk Python v prostřed́ı interaktivńıho
vývoje Jupyter Notebooku, jelikož pro tento jazyk existuje velké množstv́ı
knihoven/algoritmů pro strojové učeńı. Zároveň také existuje mnoho podp̊urných
knihoven pro práci se hrou šachu. Ve své práci použivám konkrétně tyto
knihovny:

• python-chess[25] pro zobrazeńı šachovnice a práce s ńı,

• prettytable[26] pro formátovaný výstup ve formě tabulky,

• pandas[27] pro práci s datasetem,

• numpy[28] pro pomocné numerické výpočty,

• multiprocessing pro paralelńı výpočty,

• PyTorch[29] pro existujićı implementace model̊u.
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4. Implementace

4.2 Pomocné funkce a tř́ıdy

Pro zjednodušeńı práce s daty jsem si vytvořil dvě pomocné funkce pro roz-
hodnut́ı, zda je šachová pozice a zápis validńı či ne a tř́ıdu poskytuj́ıćı převod
šachovnice ve formátu FEN a opačně.

4.2.1 Detekce platnosti

Funkce jsem pojmenoval valid fen a valid board, kde prvńı jako parametr
př́ıjmá zápis FEN a druhá pouze prvńı část zápisu popisuj́ıćı samotnou pozici.
Prvńı funkce kontroluje samotný zápis a využ́ıvá druhou funkci, která imple-
mentuje podmı́nky zmı́něné ve sekci 3.4, kde posledńı maximálńı počty pro
každý kámen popisuje tabulka 4.1(jedná se o počet kamen̊u jednoho druhu
a počet možných nahrazeńı všech pěšák̊u při postupu na posledńı pole desky):

Tabulka 4.1: Maximálńı počet kamen̊u

Kámen Maximálńı počet
král 2
dáma 9
věž 10
střelec 10
jezdec 10
pěšák 8

4.2.2 Detekce ”vidlic“

Pro detekci detekci jsem vytvořil několik pomocných funkćı:

• ”kámen bráněn“: jestli existuje nějaký daľśı kámen, který útoč́ı
na poĺıčko ”bráněného“ kamene,

• kámen může být zabrán soupeřovým kamenem s menš́ı hod-
notou: jestli existuje alespoň jeden soupeř̊uv kámen s menš́ı relativńı
hodnotou útoč́ıćı na poĺıčko kamene hráče na tahu,

• napadnuté soupeřovy kameny: vraćı seznam dvojic všech napad-
nutých soupeřových kamen̊u a jejich poĺıček,

• kámen je špatném poĺıčku: funkce detekuje zda je kámen na daném
poĺıčku nebráněn a zároveň nějaký soupeř̊uv kámen s menš́ı relativńı
hodnotou útoč́ı na toto poĺıčko.

Proces detekce vidlice znázorňuje algoritmus 2
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4.2. Pomocné funkce a tř́ıdy

Algoritmus 2 Detekce vidlice v zadané pozici
Vstup: šachová pozice S, barva hráče na tahu s, zobrazeńı typu kamen̊u
na relativńı hodnoty h
Výstup: True/False jestli pozice obsahuje vidlici z pohledu hráče na tahu
Název funkce: ”contains fork“

T ← všechny legálńı tahy hráče s z pozice S
for t in T do A← tažený kámen

if t proveden na špatné poĺıčko then
continue ▷ přeskoč tento tah

end if

počet ćıl̊u ← 0
C ← napadnuté soupeřovy kameny
for c in C do ▷ pro každý napadnutý kámen

if c je pěšec then
continue ▷ ignorujeme pěšce

end if
if h(A) < h(c) or ▷ hod. útoč́ıćıho < hod. napadnutého

(
c neńı bráněn and
c nemůže napadnout A

), then
počet ćıl̊u ← počet ćıl̊u +1

endif
end for

if počet ćıl̊u > 1 then
return true ▷ šachovnice obsahuje vidlici

end if
end for
return false ▷ šachovnice neobsahuje vidlici
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4. Implementace

4.2.3 Transformačńı tř́ıda

Pro ulehčeńı práce s formátem dat jsem pro převod zvolil implementaci formou
tř́ıdy. Samotná tř́ıda poskytuje metody převodu zápisu šachovnice ve formátu
FEN a zpět, kde převod z matice do FEN zápisu poskytuje pouze prvńı část
(tedy pouze kameny a jejich pozice). V základńı variantě tř́ıda obsahuje pouze
jeden argument - zakódováńı - a dvě metody pro převod (s pomocnými meto-
dami pro převod), from matrix a to matrix. Samotné dekódováńı nejdř́ıv
přeškáluje hodnoty zpět na p̊uvodńı interval (jelikož zakódovaná data jsou
přeškálovaná na interval [0, 1]) a poté vybere kámen, jehož hodnota je
k přeškálované nejbĺıže.

Pokud by např́ıklad při použit́ı škálovaného kódováńı byla přeškálovaná
hodnota rovna 117, tak hodnota lež́ı mezi kódovanými hodnotami b́ılé dámy
a věže (viz. tabulka 3.2). Jelikož ale zakódovaná hodnota dámy (115) bĺıže,
než hodnota věže (120), je dekódovaná hodnota označena jako b́ılá dáma.

V př́ıpadě, kdy je velikost vektoru rovna 384 (samostatná pozice pro každý
typ kamene), se nejprve inicializuje prázdná pozice a poté se procháźı jednot-
livé části šachovnice a na pozici výsledné šachovnice se vyṕı̌se kámen s větš́ı
relativńı hodnotou. Rozš́ı̌renou variantu tř́ıdy popisuji v sekci 5.3.

4.3 Př́ıprava datasetu

Dataset vstupńıch úloh jsem źıskal z webového serveru Lichess.org, který
umožňuje stažeńı jak celé databáze her, tak i celé databáze šachových problémů
zdarma. V době vývoje obsahovala databáze okolo 2 milión̊u úloh. Každá po-
zice v datasetu je uvedená ve formátu Forsyth-Edwards notace.

4.3.1 Předzpracováńı datasetu

Dataset je možné stáhnout ve formátu zakomprimované csv tabulky, která
obsahuje následuj́ıćı soupce:

1. Identifikátor úlohy,

2. zápis pozice ve Forsyth-Edwards notaci,

3. řešeńı úlohy jako seznam tah̊u v plné algebraické notaci,

4. odchylka hodnoceńı,

5. popularita,

6. počet pokus̊u o vyřešeńı dané úlohy,

7. typ úlohy,

8. odkaz na reálnou hru, ze které úloha pocháźı.

26



4.3. Př́ıprava datasetu

Pro potřeby této práce jsou d̊uležité pouze sloupce se zápisem pozice
a řešeńım úlohy. Zápis pozice ovšem neńı vhodný k okamžitému využit́ı: na
stránce datasetu je přitomné upozorněńı, že zápis představuje pozici před
tahem soupeře (tedy před předpokládanou chybou) a seznam tah̊u zač́ıná
tahem soupeře.

Dataset je tedy potřeba předzpracovat: pro každou úlohu je třeba ze zadané
pozice zahrát prvńı (soupeř̊uv tah), vygenerovat z zápis ve formátu FEN a ze
seznamu řešeńı smazat prvńı tah.

Samotné předzpracováńı prob́ıhá paralelně dle zvoleného počtu paralelńıch
proces̊u (v samotném notebooku detekuji počet jader procesoru a využ́ıvám
o jedno méně proces̊u, než je jader). Při prvńım postupu jsem rozděloval da-
taset na stejné velikosti pro zvolený počet jader a spouštěl předzpracováńı na
každou část zvlášt’ v jednotlivém procesu. Tento postup ovšem neńı ideálńı, je-
likož každý proces si muśı držet v paměti přidělenou část p̊uvodńıho datasetu
a nově vytvořené záznamy, což vede ke značnémů zpomaleńı zpracováńı.

Značného zrychleńı jsem dosáhnul iterativńım opakováńım předchoźıho
postupu:

Algoritmus 3 Iterativńı paralelńı předzpracováńı datasetu
Vstup: dataset X, počet paralelńıch proces̊u p, počet iteraćı t
Výstup: Předzpracovaný dataset X ′

Název funkce: ”preprocess dataset“

X ′ ← {} ▷ výsledný předzpracovaný dataset
D ← [Xi]ti=1 ▷ rozděl p̊uvodńı dataset na t kus̊u
for i in range (t) do ▷ pro každou iteraci

Zi ← {} ▷ předzpracovaná i-tá část datasetu
K ← [Dij ]pj=1 ▷ rozděl i-tý kus datasetu na p část́ı
for j in range (p) do

Rj ←předzpracuj(Kj) ▷ spust’ proces předzpracováńı
Zi = Zi ∪ {Rj} ▷ ulož výsledek k výsledk̊um iterace

end for
X ′ = X ′ ∪ {Zi} ▷ ulož výsledky iterace

end for
return X ′

S pomoćı iterativńıho postupu jsem na procesoru Intel i5-4570 źıskal přibližně
pětinásobné zrychleńı (≈ 1 hodina oproti ≈ 5 hodin).
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4. Implementace

4.3.2 Tř́ıdy reprezentace

Knihovna PyTorch nab́ıźı (a pro určité vnitřńı implementace vyžaduje) dvě
rozhrańı reprezentace a práce s datasetem: torch.utils.data.Dataset
a torch.utils.data.DataLoader. Tř́ıda Dataset představuje tř́ıdu pro uložeńı
vzork̊u a Dataloader obaluje tř́ıdu Dataset pro umožněńı snadného a itera-
bilńıho př́ıstupu k dat̊um. V této práci je tento př́ıstup velmi výhodný, jelikož
je žádoućı nechat už zpracovaný dataset netknutý a zároveň každý model
pracuje s jinou velikost́ı vstupńıch dat. Pro tyto potřeby jsem implementoval
funkci instantiate-dataset-loader 4:

Algoritmus 4 Vytvořeńı instance DataLoaderu
Vstup: dataset X, počet paralelńıch proces̊u k, velikost šarže n, instance
transformátoru T
Výstup: instance tř́ıdy torch.utils.data.DataLoader
Název funkce: ” instantiate dataset loader“

D ← [Xi]ki=1 ▷ rozděl p̊uvodńı dataset na k kus̊u
for i in range (k) do

pi ← paralelńı proces s Di a T ▷ generace maticových reprezentaćı
Mi ← výsledek procesu pi

end for
M = ⋃k

i=1 Mi ▷ spoj všechny výsledky
S ← vytvoř instanci tř́ıdy torch.utils.data.Dataset nad M s n
L← vytvoř instanci tř́ıdy torch.utils.data.DataLoader nad S
return L
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4.4 Modely

Knihovna PyTorch obsahuje rozhrańı pro vytvořeńı vlastńıch model̊u - tyto
modely muśı být vytvořené jako samostatné tř́ıdy děd́ıćı od tř́ıdy nn.Module.
Tato tř́ıda využ́ıvá náhradńı optimalizačńı algoritmus pro stochastický gradi-
entńı sestup s hyperparametry mı́ry učeńı a beta1 a jako aktivačńı funkci
využ́ıvá sigmoid. Samotná vnitřńı struktura model̊u je definována pomoćı exis-
tuj́ıćıch implementaćı v knihovně a je znázorněná v tabulce 4.2:

Tabulka 4.2: Př́ıkazy použité k definici vnitřńıch struktur śıt́ı

Název śıtě Struktura
D v1 nn.Linear(64, 1)

D v2

nn.Sequential (
nn.Linear(64, 32),
nn.ReLU(),
nn.Linear(32, 1)
)

D v3

nn.Sequential (
nn.Linear (384, 192 ),
nn.ReLU(),
nn.Linear(192, 1)
)

G v1 nn.Linear(64, 64)
G v2 nn.Linear(384, 384)

Pro usnadněńı práce s vytvářeńım model̊u jsem vytvořil funkci ”Create-
Models“ pro inicializaci model̊u generátoru a diskriminátoru, která jako argu-
menty př́ıjmá názvy tř́ıd a vraćı dvojici instanćı těchto tř́ıd.
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4. Implementace

4.5 Tř́ıda metrik

Výpočet jednotlivých metrik jsem realizoval jako samostatnou tř́ıdu, která
ve své členské proměnné typu pole obsahuje odkazy na samostatné metriky
implementované jako vnitř́ı metody této tř́ıdy. Konstruktor tř́ıdy př́ıjmá čtyři
parametry: instance generátoru, transformátoru, dataloaderu a počet iteraćı.
Výpočet všech metrik je prováděn ve vnitřńı mětodě, která provád́ı výpočty
jednotlivých metrik obsažených v poli. Výpočet je znázorněn algoritmem 5:

Algoritmus 5 Výpočet metrik
Vstup: dataset D, generátoru G a transformátoru T , počet iteraćı t, velikost
šarže n
Výstup: tabulka vypočtených metrik pro p̊uvodńı a vygenerovaná data
Název metody: ”metricize“

R = {} ▷ výsledky všech metrik
for i in range (t) do

Ri = {} ▷ výsledky metrik této iterace
X = [xi]ni=1 ← n vzork̊u p̊uvodńıch dat z D
Z = [zi]ni=1 ← n vygenerovaných dat pomoćı G,
Převed’ Z do FEN notace pomoćı T

for každou metriku do
Tx ← výpočet dané metriky pro X
Tz ← výpočet dané metriky pro Z

Rm ← pr̊uměr, medián, horńı a dolńı kvartil pro Tx a Tz

Ri = Ri ∪ {Rm} ▷ ulož výsledek k výsledk̊um iterace
end for
R = R ∪ {Ri} ▷ ulož výsledky iterace

end for
return R
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4.6. Trénovaćı framework

4.6 Trénovaćı framework

Samotná kostra trénováńı jedné śıtě byla inspirována tutoriálem ze serveru
PyTorch[30], kterou jsem následně zakomponoval do funkce testováńı v́ıce śıt́ı
přizp̊usobené pro vstupńı dataset šachových pozic.

Vypočtené výsledky následně kompiluji do tabulky pomoćı knihovny
PrettyTable[26] a vypisuji do složky metrics s názvem verze diskriminátoru,
generátoru.

Trénováńı jedné dvojice śıt́ı je implementováno funkćı train, která byla in-
spirována návodem ze serveru PyTorch, ale upravená pro potřeby této práce.
Funkce př́ıjmá počet epoch, velikost vstupńıho vektoru a instance tř́ıd ge-
nerátoru, diskriminátoru a DataLoaderu. Následně provád́ı samotné strojové
učeńı a výpočet chyby diskriminátoru a generátoru a vraćı dvě dvojice:

• Naučený model generátoru G a jeho chyby Lg,

• naučený model diskriminátoru D a jeho chyby Ld.

Výsledný trénovaćı framework zobrazuje algoritmus 6:

Algoritmus 6 Framework pro trénováńı neuronových śıt́ı
Vstup: vstupńı dataset D, název tř́ıd generátoru g a diskriminátoru d,
instance transformátoru T , počet epoch e a velikost šarže n.
Výstup: Dvojice nautrénovaných model̊u generátoru a diskriminátoru
Název funkce: ”testNetwork“

▷ inicializuj tř́ıdy generátoru a diskriminátoru (viz. sekce4.4)
G, D ← CreateModels (g, d)

▷ vytvoř instanci tř́ıdy DataLoaderu (viz. alg. 4)
L← instantiate dataset loader (D, . . . , n, T )

▷ trénuj modely na vybraném datasetu po dané epochy
G, Lg, D, Ld ← train(G, D, L, e)

▷ napoč́ıtej metriky naučeného generátoru a p̊uvodńıch dat,
▷ viz. algoritmus 5

M ← metricize(L, D, T, n)

Zanes do grafu vývoj chyb Lg, Ld a ulož do souboru
Ulož M do souboru
return G, D
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Kapitola 5
Experimenty

V této kapitole provád́ım trénováńı navržených model̊u nad předzpracovanými
datasety a provád́ım experimenty. Nejprve implementuji pomocné funkce, poté
trénuji zvolené modely na p̊uvodńım datasetu. Následně trénuji navržené mo-
dely na datasetu šachovnic obsahuj́ıćı pouze jeden typ kamene a poté skládám
výsledky do jedné finálńı šachovnice. V posledńı sekci představuji nové za-
pouzdřené modely diskriminátoru a generátoru, trénuji je na obou navržených
datasetech a uvád́ım př́ıkladné výstupy.

5.1 Pomocné funkce

Pro potřeby experiment̊u jsem dodatečně implementoval tři pomocné funkce:

• show board: grafické zobrazeńı pozice specifikovanou argumentem
v zápisu prvńı části FEN pomoćı knihovny python-chess[25].

• generate board: funkce jako argumenty př́ıjmá model generátoru
a instanci transformátoru a vraćı vygenerovanou pozici ve formátu prvńı
části FEN zápisu.

• generate until: snaž́ı se vygenerovat jednu validńı pozici, než dosáhne
limitu (který je argumentem funkce společně s identickými argumenty
funkce předchoźı). Jakmile naraźı na validńı pozici, ihned ji vraćı
s vypsáńım počtu proběhlých iteraćı před prvńı validńı pozićı, v opačném
př́ıpadě pouze informuje o neúspěchu.
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5. Experimenty

5.2 Učeńı navržených śıt́ı na p̊uvodńım datasetu

Ćılem prvńıho experimentu je zjistit nejlepš́ı vhodnou kombinaci dvou śıt́ı ge-
nerátoru a diskriminátoru a kódováńı dat. Pro tento experiment byl použit
pouze p̊uvodńı dataset. Výsledky experimentu nejsou nijak ohromuj́ıćı: z ta-
bulky 5.1, na ńımž jsou uvedeny př́ıkladné vygenerované pozice pro každou
kombinaci, je vidět, že u model̊u nedocháźı k výraznému učeńı.

Tabulka 5.1: Př́ıklady vygenerovaných pozic z prvńıho experimentu

model kódováńı
G. D. normálńı škálované

v1 v1

v1 v2

v2 v3

Lze si ale všimnout dvou skutečnost́ı: kombinace generátoru ”v1“ a dis-
kriminátoru verze ”v1“ a ”v2“ v normálńım zakódováńı obsahuje značně v́ıce
prázdných poĺıček, avšak neobsahuj́ı žádné krále. Zato kombinace generátoru

”v1“ a diskrimátoru ”v2“ ve škálovaném zakódováńı obsahuje přesně dva

34



5.2. Učeńı navržených śıt́ı na p̊uvodńım datasetu

krále, b́ılého a černého. Pro přesněǰśı pohled jsem z napoč́ıtaných metrik
zkompiloval tabulku 5.2, která pro model kombinace generátoru ”v1“ a diskri-
minátoru ”v2“ uvád́ı počet všech král̊u ze 128 vzork̊u vygenerovaných pozic
v pěti iteraćıch (v každé reálné pozici je právě jeden černý a jeden b́ılý král,
tedy ideálně by mělo být 128 král̊u od každé barvy):

Tabulka 5.2: Porovnáńı vybraných metrik na modelu G v1 a D v2

Iterace Počet Kódováńı
král̊u normálńı škálované

1 b́ılých 11 36
černých 0 104

2 b́ılých 18 50
černých 0 84

3 b́ılých 20 51
černých 0 85

4 b́ılých 10 48
černých 0 95

5 b́ılých 15 53
černých 0 84

Počet král̊u považuji za mnohem významněǰśı ukazatel kvality modelu
než rozložeńı a počet ostatńıch figurek. Metrika svědč́ı o schopnosti modelu
vytěžit znalost, že každá reálná šachovnice obsahuje vždy dva krále r̊uzné
barvy. Z tohoto předpokladu usuzuji, že ”normálńı“ zakódováńı neńı velmi
vhodné - modely použ́ıvaj́ıćı toto kódováńı nejsou schopny si s učeńım pora-
dit, v následuj́ıćıch experimentech tento typ vynechávám a využ́ıvám pouze
škálované kódováńı.

Př́ıkladná šachovnice a napoč́ıtané metriky vedou k závěru, že si tento
model může dokázat poradit pouze s jedńım typem kamene, což slouž́ı jako
předpoklad a zadáńı k následuj́ıćımu experimentu.
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5.3 Samostatná śıt’ pro jeden typ kamene

V tomto experimentu se pokouš́ım natrénovat kombinaci ”G v1“ a ”D v2“ na
p̊uvodńım datasetu pro každý samostatný typ kamene, tentokrát ale
s využit́ım inspirovaného ”one-hot“ zakódováńı. Pro tento experiment je
za potřeb́ı bud’ upravit dataset tak, aby obsahoval pouze jeden typ kamene
(a tedy i duplikovat dataset) nebo upravit samotný proces kódováńı dat. Roz-
hodl jsem se pro úpravu tř́ıdy transformátoru: do konstruktoru tř́ıdy přidávám
seznam vyloučených typ̊u kamen̊u v jedné barvě. Při vytvářeńı instance tř́ıdy
se kódovaćı i dekódovaćı tabulky uprav́ı tak, aby vyloučené kameny pro obě
barvy měly stejné hodnoty jako prázdné poĺıčko, č́ımž dojde k samotnému
vyloučeńı těchto kamen̊u z pozic.

V tomto experimentu nepovažuji počet validńıch pozic jako podstatnou
metriku, soustřed’uji se předevš́ım na počet jednotlivých kamen̊u obou barev.

Z př́ıklad̊u uvedených na obrázku 5.1 je vidět, že se relativńı počty kamen̊u
dodržuj́ı včetně barev a pozic - nejlépe je to vidět na počtu pěšc̊u, který je
významně vyšš́ı než ostatńıch kamen̊u a zároveň jsou kameny černé barvy ve
vyšš́ıch řadách, než b́ılé. Je opodstatnělé předpokládat, že u modelu docháźı
k učeńı, čemuž také svědč́ı napočtené metriky. Pro přehledněǰśı pohled na
metriky jsem připravil tabulku 5.3 zobrazuj́ıćı porovnáńı pr̊uměrných počt̊u
kamen̊u pro jednotlivé śıtě (v sloupci ”Data“ označuje ṕısmeno R reálná data
a ṕısmeno F generovaná data).

Tabulka 5.3: Porovnáńı pr̊uměru počtu kamen̊u natrénovaných model̊u se
vstupńımi daty

Iterace Data Pr̊uměr počtu kamen̊u
král̊u královen věž́ı střelc̊u końı pěšák̊u

1 R 2 1.4 2.9 1.8 1.5 9.9
F 2.7 0.9 5.7 3.4 0.9 15.1

2 R 2 1.5 2.7 1.6 1.2 10.1
F 2.6 1.1 5.4 3.3 1.1 14.7

3 R 2 1.3 2.8 1.5 1.1 10
F 2.9 1.1 5.4 3.2 0.9 15.1

4 R 2 1.3 2.9 1.6 1.1 10
F 2.7 0.9 5.6 3.2 1 15.2

5 R 2 1.4 2.8 1.5 1.2 10
F 2.6 1.1 6 3.5 1 15.1

Tento experiment mne přivedl na myšlenku složeńı výsledk̊u jednotlivých
śıt́ı do jedné finálńı pozice, kteoru implementuji v následuj́ıćım experimentu.
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5.3. Samostatná śıt’ pro jeden typ kamene

(a) pěšáci (b) králové

(c) střelci (d) koně

(e) královny (f) věžě

Obrázek 5.1: Př́ıklady vygenerovaných pozic druhého experimentu obsahuj́ıćı
pouze jeden typ kamene
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5.4 Skládáńı samostatných śıt́ı

Metodika takového složeńı už v této práci byla použita (konkrétně v podsekci
4.2.3). Při skládáńı výsledk̊u v situaci, kdy se na stejné pozici nacháźı v́ıce
kamen̊u se na výslednou pozici zaṕı̌se kámen s nejvyšš́ı relativńı hodnotou.

V tomto experimentu nedocháźı k žádnému strojovému učeńı model̊u,
pouze skládáńı výsledk̊u. Pro potřeby toho experimentu jsem doplnil imple-
mentaci o dvě funkce:

• generate combined board: pro každou śıt’ vygeruje ukázkovou ma-
tici, následně je spoj́ı do výsledné matice a převede do zápisu pozice ve
formátu FEN (obdobně jako funkce generate board)

• combine until: (obdobně jako funkce generate until).
V tomto experimentu jsou modely schopné vygenerovat validńı pozice

(avšak ne vždy), ukázkové validńı pozice uvád́ım v obrázku 5.2. Ikdyž jsou
králové ve všech př́ıkladech v šachu, pozice je stále validńı, jelikož nejsou
v matu (existuje validńı tah těchto kamen̊u).

Obrázek 5.2: Ukázkové spojené výsledky śıt́ı z druhého experimentu.

Přestože jsou výsledky pozitivńı, nedocháźı mezi śıtěmi k žádnému sd́ıleńı
znalost́ı (śıtě jsou trénovány zvlášt’), což mě přivedlo k posledńımu experi-
mentu.
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5.5 Zapouzdřené śıtě

Pro dosažeńı sd́ıleńı znalost́ı meźı śıtěmi je zapotřeb́ı je zahrnout do jed-
notného procesu učeńı, ideálně do jednoho modelu. Knihovna PyTorch nab́ıźı
takové rozhrańı jak pro diskriminačńı, tak pro generačńı śıt’. Pro tento experi-
ment jsem implementoval dva nové modely (”G e“, ”D e“), které zapouzdřuj́ı
modely z přechoźıho experimentu.

Modely př́ıjmaj́ı a generuj́ı vektory velikosti 384 a využ́ıvaj́ı inspirovaného
”one-hot”zakódovańı, kde každá śıt’ využ́ıvá pouze tři hodnoty na intervalu
[0, 1]. Každá śıt představuje jiný typ kamene, tud́ıž muśım dodržet pořad́ı:
stejně jako v postupu popsaném v sekci 4.2.3, śıtě představuj́ı kameny vze-
stupně dle jejich relativńı hodnoty (poč́ınaje pěšcem a konče králem).

Následuj́ıćı dvě kombinace trénuji jak na originálńım, tak i na datasetu
obsahuj́ıćı pouze hlavolamy typu ”vidlice“:

• Zapouzdřeného modelu generátoru a diskriminátoru,
• Zapozdřeného generátoru a třet́ı verze diskriminátoru (”v3“ ilustrovaného

na obrázku 3.2).

Ukázkové validńı př́ıklady uvád́ım v obrázku 5.3, kde popis každé šachovnice
obsahuje typ diskriminátoru a dataset, na kterém byla trénována kombi-
nace model̊u (vždy se využ́ıvá zapouzdřený generátor, ale jiná verze diskri-
minátoru).

Vypoč́ıtané metriky ukazuj́ı, že natrénované modely generuj́ı až čtvrtinu
validńıch pozic z vygenerované množiny vzork̊u velikosti 128. Pro přehlednost
znázorňuje výsledky tabulka 5.4:

Tabulka 5.4: Počet validńıch pozic z šarže velikosti 384

Iterace
Původńı
dataset

Dataset
vidlic

D v3 D e D v3 D e
1 26 10 19 5
2 38 6 14 4
3 37 11 8 5
4 34 4 20 3
5 27 6 14 4
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(a) ”D v3“, p̊uvodńı dataset (b) ”D v3“, dataset vidlic

(c) ”D e“, p̊uvodńı dataset (d) ”D e“, dataset vidlic

Obrázek 5.3: Př́ıkladné výstupy ze čtvrtého experimentu
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5.6. Shrnut́ı výsledk̊u

5.6 Shrnut́ı výsledk̊u

Výsledky model̊u natrénovaných na p̊uvodńım datasetu shrnuje tabulka 5.5.
Tabulka pro každou danou kombinaci verźı model̊u a kódováńı uvád́ı pod́ıl
validńıch pozic z množiny vygenerovaných vzork̊u velikosti 128 pro pět iteraćı
(kde model ”e“ diskriminátoru a generátoru označuje zapouzdřené verze z
experimentu 5.5).

Tabulka 5.5: Pod́ıl validńıch pozic z množiny vygenerovaných vzork̊u velikosti
128, zaokrouhleno

Verze model̊u Kódováńı Iterace
Gen. Dis. 1 2 3 4 5

v1 v1 normálńı 0% 0% 0% 0% 0%
škálované 0% 0% 0% 0% 0%

v1 v2 normálńı 0% 0% 0% 0% 0%
škálované 0% 0% 0% 0% 0%

v2 v3 normálńı 0% 0% 0% 0% 0%
škálované 0% 0% 0% 0% 0%

Složené výsledky
samostatných śıt́ı

z experimentu
ze sekce 5.4

škálované 12,5% 7% 11,7% 2,3% 13,3%

e v3 one-hot 20,3% 29,7% 28,9% 26,6% 21,1%
e e one-hot 7,8% 4,7% 8,6% 3,1% 4,7%
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Kapitola 6
Diskuze

Navržený framework splňuje vymezené požadavky, dokáže trénovat r̊uzné typy
śıt́ı s r̊uzným formátem dat.

”Normálńı“ zakódovańı vstupńıch dat se neukázalo být velmi efektivńı:
napoč́ıtané metriky svědč́ı o neschopnosti natrénovaných model̊u rozeznat
mezi typy jednotlivých kamen̊u a vyvodit z nich patřičné závěry. Škálované
zakódováńı neposkytuje mnohem lepš́ı výsledky, ale dokáže vygenerovat správ-
ný počet král̊u, což poukazuje na schopnost rozeznáváńı král̊u od ostatńıch
kamen̊u či volných poĺıček. Nejlepš́ı výsledky přineslo inspirované ”one-hot“
zakódováńı, které pro jeden typ kamene jasně odděluje volné poĺıčko od dvou
barev daného kamene.

Natrénované navrhnuté základńı typy neuronových śıt́ı nejsou schopné ge-
nerovat validńı pozice, avšak ukazuj́ı dobré výsledky při trénovańı na vstupńıch
datech obsahuj́ıćı pouze jeden kámen. Při skládáńı výsledk̊u takových śıt́ı je
sice možné dosáhnout vytvořeńı validńıch pozic, ovšem modely nevyvozuj́ı
žádné vztahy mezi typy kamen̊u, jelikož jsou natrénovany pomoćı vstupńıch
dat obsahuj́ıćı pouze jeden daný typ kamene.

Nejlepš́ıch výsledk̊u dosahuj́ı modely, které v sobě zapouzdřuj́ı v́ıce model̊u
pro jednotlivé kameny a t́ım jsou t́ım zahrnuté do jednoho procesu učeńı.
Takové modely jsou schopné př́ımo generovat validńı šachové pozice.

Architektura GAN je tedy schopná generováńı validńıch šachových pozic
bez jakýchkoli apriori znalost́ı o samotné hře šachu či jejich pravidel. Ome-
zeńı této architektury tkv́ı předevš́ım ve vhodné volbě formátu vstupńıch dat
(předevš́ım zvolneého kódováńı) a zvolených typ̊u neuronových śıt́ı.
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Závěr

Ćılem této práce bylo navrhnout a vytvořit framework pro trénováńı ge-
nerativńıch kontradiktorńıch śıt́ı pro generováńı šachových pozic, trénováńı
základńıch typ̊u neuronových śıt́ı a ohodnoceńı výsledk̊u.

Nejprve bylo zvoleno vhodné zakódováńı vstupńıch dat, na základě cehož
byl poté předzpracován zvolený dataset. Poté byly navrženy základńı typy
neuronových śıt́ı, zvoleny metriky pro porovnáńı vstupńıch dat s generovanými
a navrhnut samotný framework.

Testovaćı framework byl napsán v jazyce Python v platformě Jupyter Note-
book. Framework umožňuje definici vlastńıch neuronových śıt́ı, výběr množiny
trénovaćıch dat a nastaveńı r̊uzných parametr̊u trénováńı (např́ıklad velikost
vstupńıho datasetu nebo počet iteraćı). Natrénované śıtě jsou následně ohod-
nocené na základě porovnáńı vypoč́ıtaných metrik generovaných a vstupńıch
datech.

Navržené śıtě vykazuj́ı dobré výsledky pouze pro zadáńı obsahuj́ıćı jeden
typ kamene a při skládáńı výsledk̊u jednotlivých śıt́ı jsou vytvořené validńı
pozice. Ovšem až zakomponováńı jednotlivých śıt́ı do jednoho zapozdřeného
modelu je framework schopen generovat validńı pozice.

Pro budoućı vývoj se nab́ıźı rozš́ı̌rit implementaci o daľśı, složitěǰśı typy
neuronových śıt́ı a využit́ı generovaných pozic natrénovaných model̊u jako
šachových hlavolamů.
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a Continuous Space. CoRR, ročńık abs/1511.06349, 2015, 1511.06349.
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prettytable

[27] Wes McKinney: Data Structures for Statistical Computing in Python.
In Proceedings of the 9th Python in Science Conference, editace Stéfan
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Př́ıloha A
Seznam použitých zkratek

GAN Generative Adversarial Networks

FEN Forsyth-Edwards Notation

SAN Shortened Algebraic Notation

NLCPA Nonlinear Principal Component Analysis

VAE Variational Autoencoder

STGAN Style Transfer Generative Adversarial Networks

DCGAN Deep Convolution Generative Adversarial Nets

cGAN Conditional Generative Adversarial Nets

RGB Red Green Blue
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Př́ıloha B
Obsah p̌riloženého média

readme.txt .................................. stručný popis obsahu CD
thesis.pdf................................ text práce ve formátu PDF
src

chess-gan.ipynb ...... implementace ve formátu Jupyter Notebooku
thesis ...................... zdrojová forma práce ve formátu LATEX
data.............................................adresář s datasety

lichess db puzzle.csv.bz2 .... originálńı komprimovaný dataset
processed puzzles.csv ................. předzpracovaný dataset

experiments................adresář s výstupy jednotlivých experiment̊u
metrics..........................adresář s napoč́ıtanými metrikami
examples............................adřesář s ukázkovými pozicemi
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