
Název:

Student:
Vedoucí:
Studijní program:

Obor / specializace:

Katedra:
Platnost zadání:

Zadání diplomové práce

Studijní podpora pro vizualizaci dat

Bc. Alžbeta Gogoláková
Ing. Magda Friedjungová, Ph.D.
Informatika

Znalostní inženýrství

Katedra aplikované matematiky
do konce letního semestru 2022/2023

Pokyny pro vypracování

V bakalářském studiu specializace Umělá inteligence je nový předmět Vizualizace dat 

(BI-VIZ), pro který je třeba připravit studijní podporu s ohledem na předpokládané 

znalosti zapsaných studentů a na využití v oblasti strojového učení.

1. Proveďte rešerši výuky vizualizací dat se zaměřením na strojové učení na jiných 

univerzitách.

2. Analyzujte dostupné metody se zaměřením na různé typy dat (diskrétní, časové řady, 

geografické apod.). Analýzu diskutujte s vedoucím práce.

3. Na základě analýzy zvolte vhodné metody s ohledem na předpokládané znalosti 

studentů.

4. Navrhněte a implementujte několik vzorových studijních podpor (pravděpodobně 

Jupyter notebooky) demonstrujících zvolené metody na vhodných datech.

5. Navrhněte několik samostatných prací, ve kterých si studenti budou moci získané 

znalosti prakticky ověřit.

Elektronicky schválil/a Ing. Karel Klouda, Ph.D. dne 14. listopadu 2021 v Praze.





Diplomová práca
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Prehlasujem, že som predloženú prácu vypracoval(a) samostatne a že som
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Abstrakt

Na Fakulte informačných technológíı ČVUT v Prahe sa bude vyučovat’ nový
predmet s názvom Vizualizácia dát. Táto práca popisuje proces tvorby sa-
mostatných prác a študijných materiálov spomı́naného predmetu na základe
rešerše výuky podobných predmetov na iných univerzitách a analýzy metód
vizualizácie dát.

Kl’́učové slová vizualizácia dát, strojové učenie, výuka, študijné materiály

Abstract

A new course called Data visualization will be taught at the Faculty of Infor-
mation Technologies of the Czech Technical University in Prague. This thesis
describes the process of creating study materials of the mentioned course,
based on research of similar courses at other universities and analysis of data
visualization methods.

Keywords data visualization, machine learning, teaching, study materials
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3.3 Exploračná analýza dát . . . . . . . . . . . . . . . . . . . . . . 19
3.3.1 Čistenie a kategorizácia dát . . . . . . . . . . . . . . . . 20
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3.3.3 Bivariačná deskript́ıvna štatistika . . . . . . . . . . . . . 23
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6.1.2 Grafické baĺıčky . . . . . . . . . . . . . . . . . . . . . . 62
6.1.3 Pandas . . . . . . . . . . . . . . . . . . . . . . . . . . . 64
6.1.4 Tensorboard . . . . . . . . . . . . . . . . . . . . . . . . 64

6.2 Navrhnuté materiály . . . . . . . . . . . . . . . . . . . . . . . . 65
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3.4 Vlastnosti vizuálnych premenných [2] . . . . . . . . . . . . . . . . 15
3.5 Porovnanie vel’kosti (disociat́ıvna premenná) a textúry (asociat́ıvna
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oddialená verzia (vpravo) . . . . . . . . . . . . . . . . . . . . . . . 19
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6.1 Graf vyrobený pomocou baĺıčka matplotlib . . . . . . . . . . . . . 63
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Úvod

Vizualizácia dát je proces tvorby grafickej reprezentácie informácíı, ktoré sú
v daných dátach obsiahnuté. Grafy, siete, mapy či iné formy vizualizácie nám
pomáhajú nájst’ trendy a iné vzory, ktoré by sme bez nich neboli schopńı de-
tekovat’. Č́ım viac dát máme k dispoźıcii, tým t’ažšie je sa v nich vyznat’.
Vzhl’adom k tomu, že objem produkovaných dát stále rastie, vizualizačné
nástroje a technológie sú čoraz dôležiteǰsie. Vizualizácie sú vel’mi nápomocné
aj v oblasti strojového učenia. Je vd’aka nim možné lepšie pochopit’ dáta, s
ktorými pracujeme, ale aj výsledné modely, ktoré sú na nich natrénované.
Na Fakulte informačných technológíı ČVUT v Prahe sa preto bude vyučovat’
nový predmet Vizualizácia dát (BI-VIZ) 1 zameraný na aplikáciu v strojovom
učeńı. V tejto práci sa budem zaoberat’ procesom tvorby študijných materiálov
a samostatných prác na spomı́naný predmet.

Práca je rozdelená do šiestich kapitol. V prvej kapitole pribĺıžim ciel’ tejto
práce a v druhej kapitole sa budem venovat’ rešerši výuky vizualizácie dát
na iných českých aj zahraničných univerzitách. Výstupom rešerše je zoznam
tematických celkov, ktoré sa budú preberat’ na predmete BI-VIZ. Tretia ka-
pitola je hlavnou čast’ou tejto práce a obsahuje analýzu metód vizualizácie
dát pre každý vybraný tematický celok. Venujem sa v nej všeobecným témam
ako sú typy dát, vizuálne premenné či proces vizualizácie dát ale aj vhodným
vizualizáciám pre konkrétne typy dát ako sú texty, obrázky, časové rady a
grafy. V závere kapitoly sa zaoberám vizualizáciami, ktoré sa použ́ıvajú v
procese strojového učenia. Na túto analýzu naviažem v štvrtej kapitole, kde
vyberiem vhodné metódy, ktoré sa budú preberat’ v rámci tematických cel-
kov. V piatej kapitole sa venujem rôznym metódam vyučovania a predstav́ım
nástroj na podporu aktivity študentov. Posledná kapitola zameraná na tvorbu
študijných materiálov obsahuje analýzu nástrojov, ktoré sa budú v predmete
využ́ıvat’. Taktiež v nej popisujem vytvorené študijné materiály, samostatné
práce a návody, ktoré som v rámci tejto práce vytvorila.

1https://bilakniha.cvut.cz/cs/predmet6614006.html

1





Kapitola 1
Ciel’ práce

V bakalárskom štúdiu špecializácie Umelá inteligencia na FIT ČVUT v Prahe
sa bude vyučovat’ nový predmet Vizualizácia dát (BI-VIZ). Ciel’om tejto práce
je vytvorit’ niekol’ko vzorových študijných materiálov a samostatných prác s
ohl’adom na predpokladané znalosti študentov.

Vo svojej práci sa budem zo začiatku venovat’ rešerši výuky vizualizácie dát
na iných univerzitách. Na základe spomı́nanej rešerše a konzultácie s vedúcou
práce urč́ım tematické celky, ktoré sa budú v predmete BI-VIZ preberat’.
Následne sprav́ım rešerš každého vybraného tematického celku a urč́ım, ktoré
metódy by sa mali zahrnút’ do výuky predmetu BI-VIZ s ohl’adom na predpo-
kladané znalosti študentov. Na záver vytvoŕım niekol’ko študijných materiálov
demonštrujúcich zvolené metódy a taktiež navrhnem dve samostatné práce,
na ktorých si študenti budú môct’ prakticky overit’ źıskané znalosti.
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Kapitola 2
Rešeřs obsahu výuky v

predmetoch zameraných na
vizualizáciu dát

Mojou úlohou bolo spravit’ rešerš výuky vizualizácíı dát so zamerańım na stro-
jové učenie na iných univerzitách. Bohužial’ sa mi nepodarilo nájst’ predmety
iných univerźıt, ktoré by sa priamo zameriavali na strojové učenie. Tento fakt
bol konzultovaný s vedúcou práce a dohodli sme sa na vypracovańı rešerše
nasledujúcich štyroch predmetov:

• Zpracováńı a vizualizace dat v prostřed́ı Python, FIT VUT

• Vizualizace, FEL ČVUT

• Vizualizace, MUNI

• Visualization, Stanford University

Zpracováńı a vizualizace dat v prostřed́ı Python na FIT VUT je predmet s
praktickým zamerańım. Prvé dve prednášky sa zaoberajú úvodom do jazyka
Python. Predmet taktiež detailne preberá niektoré grafické baĺıčky (matplotlib
a seaborn) a baĺıčky na prácu s dátami (pandas a numpy). Ďaľsie prednášky
sa venujú základom vizualizácie dát, procesu źıskavania dát, analýze dát a
taktiež spôsobom vizualizácie obrázkov a časových radov. Cvičenia sú taktiež
zamerané na praktické znalosti. Venujú sa jazyku Python, baĺıčkom numpy,
pandas, matplotlib či seaborn a vizualizácii geografických dát a časových ra-
dov.

Predmet s názvom Vizualizace vyučovaný na FEL ČVUT je primárne za-
meraný na vizualizácie konkrétnych typov dát. Semester zač́ına prednáškami
na úvod do vizualizácie dát a pokračuje prednáškami o vizualizácii skalárnych,
objemových, vektorových, n-dimenzionálnych a relačných dát nasledovaných
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2. Rešerš obsahu výuky v predmetoch zameraných na
vizualizáciu dát

prednáškami o vizualizácii textu a časovo premenných dát. V závere semestra
sa preberajú trendy v oblasti vizualizácie dát, už́ıvatel’ské rozhranie a interak-
cie vo vizualizácii a jedna prednáška je venovaná aj strojovému učeniu.

Predmet vyučovaný na MUNI zač́ına podobne ako ten vyučovaný na FEL
ČVUT - prednáškami poskytujúcimi úvod do vizualizácie dát. Následne sa pre-
berajú techniky vizualizácie priestorových, geografických a n-dimenzionálnych
dát a pokračuje sa vizualizáciou stromov a siet́ı a textových dokumentov.
Posledné štyri prednášky sa venujú interakciám, návrhom efekt́ıvnych vizu-
alizácíı, vizualizačným nástrojom a systémom a špecifickým aplikáciám vizu-
alizácíı (napr. vizualizácie v medićıne).

Predmet Visualization vyučovaný na Stanforde sa zameriava hlavne na
teóriu vizualizácie dát. Detailne sa preberajú dôvody vizualizácie, typy dát,
vizuálne premenné, vńımanie vizualizácíı, vńımanie farieb a animácíı, vizu-
alizačný proces a efekt́ıvne využitie miesta. Ďaľsie prednášky sa zaoberajú vi-
zualizáciou a analýzou siet́ı, prirodzeným spracovańım jazyka a možnost’ami
vizualizácie textových dát a vizualizáciami v strojovom učeńı. V priebehu se-
mestra mali študenti vypracovat’ tri samostatné práce. V prvej z nich mali
pre zadaný dataset vytvorit’ statickú vizualizáciu (jeden obrázok), ktorá od-
povedá na nimi zvolenú otázku. Druhá úloha bola zameraná na exploračnú
analýzu dát a v tretej úlohe mali študenti vytvorit’ interakt́ıvny vizualizačný
systém vhodný na vizualizáciu vel’kého množstva dát vytvorených pri inšpekcii
reštaurácíı.

2.1 Záver

Na základe zistených informácíı som spolu s vedúcou práce určila, že sa v
analýze metód vizualizácie dát budem zaoberat’ tematickými celkami, ktoré sa
venujú úvodu do vizualizácie dát (vizualizačný proces, typy dát a vizuálne pre-
menné, exploračná analýza dát) a vizualizácii špecifických typov dát (obrázky,
texty, časové rady, grafy a siete). Vzhl’adom k tomu, že je predmet určený pre
špecializáciu Umelá inteligencia sprav́ım aj analýzu vizualizácíı použ́ıvaných
v strojovom učeńı a predstav́ım nástroj TensorBoard.
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Kapitola 3
Analýza metód vizualizácie dát

3.1 Proces vizualizácie dát

Ktoré z tiśıcok súborov na našom poč́ıtači zaberajú najviac miesta? Ako sa 3,1
milióna nukleových báz v našej DNA ĺı̌si od báz šimpanzov či myš́ı? Vd’aka
aplikácii metód z oblast́ı poč́ıtačovej vedy, štatistiky, vyt’ažovania dát, gra-
fického dizajnu a vizualizácie informácie môžeme na tieto otázky odpovedat’
pomocou vhodnej vizualizácie. Vd’aka tomu dokážeme odpoved’ v krátkom
čase sprostredkovat’ aj l’ud’om, ktoŕı sa v daných oblastiach nevyznajú. Ben-
jamin Fry, expert na vizualizáciu dát, vo svojej knihe Visualizing Data [22]
proces vizualizácie rozdel’uje do siedmich krokov a vysvetl’uje d’aľsie dôležité
veci, na ktoré je potrebné pri vizualizácii dát mysliet’. V tejto sekcii poṕı̌sem
poznatky zo spomı́nanej knihy, ktoré vńımam ako dôležité.

3.1.1 Na akú otázku vizualizáciou odpovedáme?

V súčasnej dobe je vel’mi jednoduché nazbierat’ a uložit’ enormné množstvo
dát. Často potom prichádzame do situácie, že do procesu vizualizácie dát
vstupujeme s otázkou: ”Ako môžeme pochopit’ takýto objem dát?“ Takáto
otázka je málo špecifická.

Pre pochopenie problému sa zamyslime nad mapami metra. Tieto mapy
abstrahujú od komplexného tvaru mesta a sústredia sa na ciel’ pasažiera -
dostat’ sa z jedného miesta do druhého. Ukážka je na obrázku 3.1. Otázkou, na
ktorej je postavená vizualizácia teda je: ”Ako sa pasažier dostane z miesta A do
miesta B?“ Správna vizualizácia sa preto nezameriava na nedôležité informácie
ako sú zákruty či presné geografické lokácie ale zobrazuje len informácie, ktoré
pasažierovi pomôžu zodpovedat’ jeho otázku.

Pokial’ máme málo špecifickú otázku, nevieme na aké dáta sa sústredit’,
aký graf zvolit’, ako vyhodnotit’ kvalitu vizualizácie a podobne. Najdôležiteǰśım
krokom pri porozumeńı dát je teda identifikovat’ otázky, na ktoré sa pomocou
nich snaž́ıme odpovedat’. Č́ım špecifickeǰsia otázka, tým jasneǰsia bude konečná
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3. Analýza metód vizualizácie dát

Obr. 3.1: Orezaná mapa pražského metra [1]

vizualizácia. Vhodná otázka je taká, ktorá vie zaujat’ ciel’ového použ́ıvatel’a
vizualizácie (tzn. človeka, ktorý si bude naše vizualizácie pozerat’) a nie je pŕılǐs
orientovaná na matematiku. Vizualizácia dát je ako každá iná komunikácia.
Jej úspech je založený na tom, či ciel’ov́ı použ́ıvatelia pochopia, čo sme zistili
a budú nadchnut́ı našimi výsledkami.

Pokial’ máme určenú otázku, vieme povedat’ aj čo je dobrá vizualizácia.
Jedná sa o vizualizáciu, ktorá je narat́ıvna a poskytuje jasnú odpoved’ na
určenú otázku bez toho, aby zobrazovala nedôležité detaily. Nedôležité detaily
sú tie, ktoré nie sú podstatné na zodpovedanie otázky.

3.1.2 Postup pri vytvárańı vizualizácie

Vytvorenie zmysluplnej vizualizácie si z dôvodu komplexnosti dát často žiada
znalosti z viacerých odvetv́ı. Proces pochopenia dát zač́ına s množinou č́ısel
či textov a otázkou, ktorú chceme zodpovedat’. K odpovedi sa môžeme dostat’
pomocou siedmich krokov. Samozrejme nie je vhodné tieto kroky slepo nasle-
dovat’. V niektorých pŕıpadoch budeme potrebovat’ všetkých sedem, v iných
iba tri. Kroky sú nasledovné:

1. źıskanie dát (angl. acquire),

2. spracovanie dát (angl. parse),

3. filtrácia dát (angl. filter),

4. analýza dát (angl. mine),

5. výber vhodného grafu (angl. represent),

6. vylepšenie grafu (angl. refine),

7. pridanie interakt́ıvnych prvkov (angl. interact).
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3.1. Proces vizualizácie dát

Aj ked’ sú kroky usporiadané, neznamená to, že sa nemôžeme vracat’ do
predchádzajúcich krokov. Môže sa stat’, že po vytvoreńı vizualizácie uvid́ıme,
že je presýtená informáciami. V taktom pŕıpade sa môžme vrátit’ do štvrtého
kroku a aplikovat’ inú metódu filtrácie.

Prvý krok (źıskanie dát) v sebe zahŕňa všetky metódy, vd’aka ktorým
nadobudneme dáta. To môže byt’ jednoduché, pokial’ máme dáta v nejakom
súbore, ale aj zložité, pokial’ sú rozložené medzi viacerými stránkami na in-
ternete. V tom druhom pŕıpade hovoŕıme o hromadnom źıskańı dát webu a
využ́ıvame metódy ako web crawling a web scraping, ktoré dokážu vd’aka
počiatočnej URL a špecifikácii dát, ktoré nás zauj́ımajú prechádzat’ prepojené
URL adresy a st’ahovat’ relevantné dáta.

V druhom a tret’om kroku (spracovanie dát, filtrácia dát) sa pozeráme na
dáta a snaž́ıme sa v nich vytvorit’ nejakú štruktúru, pochopit’ ich význam,
rozdelit’ ich do kategóríı a následne odstránit’ tie, ktoré nie sú potrebné.

Počas štvrtého kroku (analýza dát) sa snaž́ıme źıskat’ čo najviac informácíı
o dátach. Aplikujeme v ňom metódy štatistiky a vyt’ažovania znalost́ı z dát.
Ciel’om je nájst’ v dátach zauj́ımavé vzory a dostat’ ich do matematického kon-
textu. Typickými úlohami v tomto kroku sú napŕıklad tvorba deskript́ıvnych
štatist́ık, redukcia dimenzionality a podobne.

V piatom a šiestom kroku (výber vhodného grafu, vylepšenie grafu) zač́ına
vznikat’ výsledná vizualizácia. Začneme výberom grafu (napr. st́lpcový graf,
koláčový graf, ...) a postupne ho vylepšujeme tak, aby bol čo najpochopi-
tel’neǰśı a vizuálne atrakt́ıvny.

Posledný krok (pridanie interakt́ıvnych prvkov) má zmysel aplikovat’ len v
pŕıpade, že ciel’ov́ı použ́ıvatelia budú môct’ s vizualizáciou interagovat’. Jedná
sa o pridanie interakt́ıvnych elementov, vd’aka ktorým je možné manipulovat’
s dátami a kontrolovat’, ktoré informácie sú viditel’né.

3.1.3 Prinćıpy

Benjamin Fry počas svojej kariéry pracoval na mnohých projektoch a dostal
sa k trom prinćıpom, ktoré mu pomáhali pri každej vizualizácii.

Prvým z nich je, že každý projekt je jedinečný. Pri niektorých projektoch
budú stačit’ grafy, ktoré vygeneruje nejaký software. Iné projekty môžu byt’
špecifickeǰsie a vtedy sa netreba bát’ vymysliet’ úplne unikátnu vizualizáciu.
Takéto vizualizácie je ale vhodné otestovat’ pomocou použ́ıvatel’ského testo-
vania. To je proces, počas ktorého vizualizáciu ukážeme nezainteresovaným
l’ud’om a oni poṕı̌su, čo z nej pochopili.

Druhým prinćıpom je niečo, čo som už v tejto sekcii spomı́nala. Vždy
treba vizualizovat’ len to, čo je naozaj potrebné. To, že zobraźıme aj detaily,
ktoré nie sú dôležité, môže zapŕıčinit’, že si použ́ıvatel’ neodnesie to, čo je
naozaj podstatné. V horšom pŕıpade použ́ıvatel’ vizualizáciu nepochoṕı vôbec,
pretože bude pŕılǐs komplexná.
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3. Analýza metód vizualizácie dát

Kto vlastne je ten koncový použ́ıvatel’? Aký je jeho ciel’? Čo sa snaž́ı z
vizualizácie zistit’? Akým spôsobom bude s vizualizáciou interagovat’? Mat’
odpoved’ na všetky tieto otázky je základom tretieho prinćıpu - poznaj kon-
cového použ́ıvatel’a. Tento poznatok by mal výrazne ovplyvnit’ výsledok našej
práce. Aplikácia na zobrazenie máp na telefóne by mala fungovat’ úplne inak
ako desktopová aplikácia, pretože každú z nich budú l’udia použ́ıvat’ iným
spôsobom. Vizualizácia pre deti na základnej škole by mala vyzerat’ inak ako
vizualizácia pre vysokoškolákov.

3.2 Základné typy dát a ich vizualizácia

V tejto sekcii pribĺıžim rôzne typy dát a vysvetĺım aké sú medzi nimi rozdiely.
Následne zhrniem, čo sú to značky a vizuálne premenné a ako je pomocou
nich možné zobrazit’ zavedené typy dát. Ďalej uvediem dve kritériá, na základe
ktorých je v niektorých pŕıpadoch možné rozhodnút’, ktorá z dvoch vizualizácíı
je lepšia. V závere tejto sekcie poṕı̌sem rôzne praktiky manipulácie s vizu-
alizáciou, ktorých aplikácia môže ovplyvnit’ mienku koncového použ́ıvatel’a.
Takýmto praktikám je dobré sa vyhýbat’.

3.2.1 Typy dát

Existuje viacero typov dát, medzi ktorými mnoho z nás intuit́ıvne rozlǐsuje.
Výška a š́ırka objektu majú spoločné vlastnosti ale napŕıklad typ oblečenia
funguje na iných prinćıpoch. V tejto sekcii dáta rozdeĺım na nominálne, or-
dinálne, intervalové a pomerové podl’a delenia, ktoré zaviedol S. S. Stevens
v článku On the Theory of Scales of Measurement [23]. V praxi sa často
použ́ıvajú pojmy kategorické a kvantitat́ıvne dáta. Pojem kategorické dáta
združuje ordinálne a nominálne dáta a pod pojmom kvantitat́ıvne dáta sú
združené intervalové a pomerové dáta.

Nominálne dáta

Nominálne dáta slúžia na priradenie kategórie. Môže sa jednat’ napŕıklad o
č́ısla, znaky či ret’azce, pričom jednotlivé hodnoty niekedy nazývame triedy.
Dva pŕıklady zdanlivo rôznych typov nominálnych dát, s ktorými sa môžeme
stretnút’ je a) č́ıslo futbalistu a b) národnost’ človeka. Č́ıslo futbalistu v t́ıme
je unikátne, zatial’ čo môže existovat’ vel’a l’ud́ı s rovnakou národnost’ou. Oba
pŕıklady sú ale založené na rovnakej podstate - nominálne dáta rozdel’uje entity
do kategóríı. Typ A je špeciálny pŕıpad, v ktorom každá kategória obsahuje
len jednu entitu.

Jedinou definovanou operáciou nad nominálnymi dátami je rovnost’ (=).
To znamená, že pre dve pozorovania vieme povedat’, či sa ich hodnota no-
minálneho pŕıznaku rovná alebo nie.
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3.2. Základné typy dát a ich vizualizácia

Ak by sme si povedali, že SVK bude znamenat’ české občianstvo a CZK
slovenské občianstvo a zamenili tieto dve hodnoty v celom datasete, bude to
śıce mätúce, ale nič sa z pohl’adu významu nezmeńı. Na nominálne dáta teda
môžme aplikovat’ vzájomnú substitúciu dvoch hodnôt a dokonca aj permutáciu
všetkých hodnôt a stále si budú správne plnit’ svoju funkciu. Môžme teda o
nich povedat’, že sú z matematického pohl’adu permutačnou grupou.

Jediná štatistika relevantná pre nominálne dáta typu A je počet kategóríı.
Akonáhle niektoré kategórie obsahujú viac ako jednu entitu (typ B), je možné
určit’ najčasteǰsie sa vyskytujúcu hodnotu (módus) a skonštruovat’ kontin-
genčnú tabul’ku. Tieto štatistiky (a všetky d’aľsie štatistiky, ktoré budú uve-
dené v tejto sekcii) detailneǰsie rozoberám v sekcii 3.3 o exploračnej analýze
dát.

Ordinálne dáta

Ordinálne dáta slúžia podobne ako nominálne dáta na priradenie kategórie.
Rozdiel je v tom, že ordinálne kategórie sú usporiadané. Ako pŕıklad uve-
diem ohodnotenie vedomost́ı študenta po skúške z predmetu. Často sa hod-
not́ı pomocou šiestich kategóríı - A (výborne), B (vel’mi dobre), C (dobre), D
(uspokojivo), E (dostatočne) a F (nedostatočne). Ďaľśım pŕıkladom môže byt’
energetická náročnost’ spotrebičov či najvyššie dosiahnuté vzdelanie človeka.

Z usporiadanosti kategóríı vyplýva, že okrem operácie rovnosti (=) je na
ordinálnych dátach definovaná aj operácia porovnania (<, ≤, ≥, >).

Ordinálne kategórie sa vždy dajú namapovat’ na numerické dáta. Tento
proces sa často použ́ıva pri metódach strojového učenia, ked’že niektoré algo-
ritmy vedia pracovat’ iba s numerickými dátami. Ak máme ordinálne dáta v
numerickej podobe, môžeme ich transformovat’ pomocou l’ubovol’nej rastúcej
funkcie a ich význam zostane rovnaký. Vzhl’adom k tomu, že sa pojem rastúca
funkcia použ́ıva v dvoch rôznych kontextoch, pridávam aj presnú defińıciu:

Defińıcia 1. Funkcia f je rastúca práve vtedy, ked’ pre každé x1, x2 z de-
finičného oboru funkcie plat́ı:

x1 < x2 =⇒ f(x1) < f(x2).

Vzhl’adom k tomu, že je zadefinované len poradie hodnôt a nie vzdialenosti
medzi nimi, nemá zmysel poč́ıtat’ štatistiky ako sú stredná hodnota a smero-
datná odchylka. Okrem štatist́ık, ktoré je možné aplikovat’ na nominálne dáta
ale môžeme navyše vypoč́ıtat’ medián a kvantily.

Intervalové dáta

Intervalové dáta už rad́ıme medzi kvantitat́ıvne. Neslúžia na rozdelenie do ka-
tegóríı ale na vyjadrenie miery nejakej vlastnosti entity. Význam intervalových
dát zostane zachovaný aj po transformácii pomocou funkcie

x′ = ax + b.

11



3. Analýza metód vizualizácie dát

Na intervalové dáta môžeme aplikovat’ všetky zvyčajné štatistiky, ktoré
nevyžadujú znalost’ skutočnej nuly (napŕıklad stredná hodnota, smerodatná
odchýlka, rozptyl, ...). Poźıcia nuly v intervalových dátach nie je pevne daná.
Niekedy môže byt’ daná konvenciou, ale to nevyvracia predchádzajúce tvr-
denie. Dobrým pŕıkladom sú často použ́ıvané teplotné stupnice Fahrenheit a
Celsius. Obe stupnice sa použ́ıvajú na vyjadrenie tej istej veličiny - teploty.
Každá stupnica má konvenciou danú poźıciu nuly. Medzi stupnicami môžme
prevádzat’ hodnoty pomocou transformácie v tvare x′ = ax + b.

Intervalové dáta majú definovaný rozdiel (-) medzi dvoma hodnotami. Tak-
tiež je možné vypoč́ıtat’ pomer dvoch rozdielov (intervalov, preto sa nazývajú
intervalové dáta). Samozrejme sú definované aj všetky operácie, ktoré sú de-
finované na ordinálnych dátach.

Dátum môže slúžit’ ako d’aľśı pŕıklad intervalových dát. Poźıcia nuly je z
konvencie daná časom, kedy sa začal letopočet. Nevieme priamo vydelit’ dva
dátumy, alebo povedat’, že jeden je dvojnásobkom druhého. Vieme ale vytvorit’
časový interval pomocou rozdielu dvoch dátumov. Dva časové intervaly už je
možné vydelit’.

Pomerové dáta

Pomerové dáta majú zadefinované všetky operácie ostatných skuṕın dát -
rovnost’, porovnanie, rozdiel a pomer rozdielov. Okrem toho je definovaný aj
pomer dvoch hodnôt. Poźıcia nuly je pevne daná a medzi dvoma stupnicami
je možné prevádzat’ len pomocou násobenia:

x′ = ax.

Medzi pomerové dáta patŕı napŕıklad d́lžka. Môžme ju merat’ napŕıklad v
centimetroch či palcoch a plat́ı:

• 0 cm = 0 in (poźıcia nuly je pevne daná)

• 1 cm .= 0,3937 in (prevádzame len pomocou násobenia)

3.2.2 Vizuálne premenné

Rôzne typy dát si vyžadujú rôzne štýly vizualizácie. Touto problematikou sa
zaoberal Jacques Bertin v jeho knihe Semiology of Graphics [2], z ktorej budem
v tejto sekcii čerpat’. Bertin nerozlǐsuje medzi intervalovými a pomerovými
dátami a nazýva ich dokopy pojmom kvantitat́ıvne dáta.

Pri vol’be správnej vizualizácie nejakého typu dát muśıme mysliet’ na jeho
vlastnosti. Pokial’ chceme vizualizovat’ ordinálne dáta, potrebujeme zvolit’ vi-
zualizáciu, z ktorej je jasne vidiet’ poradie. Vizualizácia je tvorená značkami
a vizuálnymi premennými.

Značky sú geometrické primit́ıva. Pri 2D vizualizácii (tzn. vizualizácii v
jednej rovine) sa jedná o body, čiary a oblasti. Bod slúži na reprezentáciu
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3.2. Základné typy dát a ich vizualizácia

Obr. 3.2: Vizuálne premenné: Si - vel’kost’, V - hodnota, T - textúra, C - farba,
Or - orientácia, Sh - tvar, 2PD - súradnice na vyjadrenie polohy [2]

poźıcie v rovine, nenesie v sebe informáciu o d́lžke, či obsahu. Čiara slúži na
reprezentáciu meratel’nej d́lžky ale nenesie v sebe informáciu o obsahu. Nie je
teda dôležité, akú hrúbku čiary zvoĺıme, ale zálež́ı len na jej d́lžke. Oblast’ sa
použ́ıva na vizualizáciu meratel’nej vel’kosti a rozloženia.

Značky môžme v rovine umiestnit’ pomocou dvoch súradńıc. Ďaľsie vlast-
nosti, ktoré môžeme menit’ sú:

• vel’kost’,

• hodnota,

• textúra,

• farba,

• orientácia,

• tvar.

Pri tvorbe vizualizácie teda máme 8 premenných, na základe ktorých vieme
zobrazit’ rôzne vlastnosti dát. Tieto premenné sa nazývajú vizuálne premenné
a ich ukážka je na obrázku 3.2. Nie vždy môžme na nejakú značku aplikovat’
všetky vizuálne premenné. Napŕıklad nie je vhodné, aby sme menili poźıciu
bodu, pretože poźıcia je pre bod vždy daná pevne. Taktiež nie je možné zmenit’
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3. Analýza metód vizualizácie dát

Obr. 3.3: Porovnanie hodnoty (pôsob́ı usporiadane) a tvaru (nepôsob́ı uspo-
riadane) [2]

vel’kost’, tvar a orientáciu nejakej oblasti bez toho, aby sa zmenil jej vńımaný
zmysel.

Ked’ chceme použit’ vizuálne premenné na vizualizáciu nejakého typu dát,
je potrebné, aby vedeli zobrazit’ všetky vlastnosti daných dát. Zamyslime sa
preto nad tým, aké vlastnosti majú rôzne typy dát.

Nominálne dáta nie sú usporiadané. To znač́ı, že pri vizualizácii môžeme
l’ubovol’ne menit’ ich poradie. Z toho vyplýva, že na vizualizáciu takýchto dát
nie je vhodné použit’ vizuálnu premennú, ktorá pôsob́ı usporiadane (napr. hod-
nota). Druhou vlastnost’ou je, že všetky hodnoty majú rovnakú dôležitost’. Ne-
mali by sme ich zobrazovat’ pomocou premenných, ktoré nejakú kategóriu zo-
brazujú viac viditel’ne ako inú (napr. vel’kost’, hodnota). Podl’a otázky, na ktorú
sa snaž́ıme vizualizáciou odpovedat’ môžeme k nominálnym dátam pristúpit’
dvoma spôsobmi - selekt́ıvnym a asociat́ıvnym. Selekt́ıvny pŕıstup je založený
na vńımańı rozdielu medzi rôznymi hodnotami kategórie a asociat́ıvny pŕıstup
umožňuje vńımat’ rôzne hodnoty dokopy ako celok. V týchto pŕıpadoch sa
treba zamysliet’ a zvolit’ vhodnú vizuálnu premennú, ktorá implikuje selekti-
vitu či asociativitu.

Ordinálne dáta sú naopak usporiadané, a preto by vždy mali byt’ vizualizo-
vané v správnom porad́ı. Taktiež je nutné ich vizualizovat’ pomocou vizuálnych
premenných, ktoré pôsobia usporiadane. Na obrázku 3.3 je vidiet’, že hodnta
pôsob́ı usporiadane (je možné ju zoradit’ bud’ sprava dol’ava alebo zl’ava do-
prava), zatial’ čo tvar usporiadaný nie je. Tvar teda nie je vhodný na zobra-
zenie ordinálnych dát. Podobne ako nominálne dáta, aj ordinálne kategórie
majú rovnakú dôležitost’. Z toho vyplýva, že pre ne platia rovnaké pravidlá,
aké som spomı́nala vyššie.

Kvantitat́ıvne dáta je vhodné zobrazovat’ pomocou vizuálnych premenných,
na ktorých je vidiet’ vzdialenost’ a pomer medzi dvoma hodnotami. Často sú
vizualizované vzhl’adom k enumeračným jednotkám. Enumeračná jednotka je
taká, pomocou ktorej sa združujú dáta. Môže to byt’ napŕıklad časový interval
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3.2. Základné typy dát a ich vizualizácia

Obr. 3.4: Vlastnosti vizuálnych premenných [2]

(počet obet́ı moru za rôzne obdobia) alebo geografická plocha (HDP kraj́ın).
Často sa stáva, že enumeračné jednotky nie sú ekvivalentné (krajiny majú
rôznu rozlohu, časové intervaly sú rôzne dlhé). Z tohto dôvodu je potrebné pri
vizualizácii rozlǐsovat’ medzi kvantitami, ktoré sú závislé na enumeračnej jed-
notke (počet obyvatel’ov mesta), a ktoré sú nezávislé na enumeračnej jednotke
(úmrtnost’ v meste). Pri závislých kvantitách je vhodné pred vizualizáciou vy-
konat’ úpravu dát, ktorá ich sprav́ı nezávislými. To sa dá dosiahnut’ vydeleńım
enumeračnou jednotkou. Pokial’ by sme chceli vizualizovat’ počet obyvatel’ov
mesta, je vhodné počet obyvatel’ov vydelit’ rozlohou mesta a vizualizovat’ hus-
totu obyvatel’stva, ktorá už je nezávislá na enumeračnej jednotke.

Každý typ dát má iné vlastnosti a je vhodné ho zobrazit’ pomocou iných
vizuálnych premenných. Vizuálna premenná, ktorá sa použije na vizualizáciu
dát muśı mat’ dostačujúce vlastnosti na zobrazenie danej informácie. Zhrnutie
všetkých vlastnost́ı vizuálnych premenných je na obrázku 3.4.

Defińıcia 2. Vizuálna premenná je selekt́ıvna (̸=), pokial’ umožňuje okamžitú
identifikáciu všetkých výskytov objektov s rovnakou kategóriou.

Pŕıkladom selekt́ıvnej premennej môže byt’ farba. Povedzme, že má tri
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3. Analýza metód vizualizácie dát

Obr. 3.5: Porovnanie vel’kosti (disociat́ıvna premenná) a textúry (asociat́ıvna
premenná) [2]

kategórie - červená, žltá a zelená. Z vizualizácie vieme okamžite identifikovat’
všetky výskyty červenej farby a náš mozog ich vńıma ako jednu skupinu,
odlǐsnú od skuṕın vizualizovaných žltou či zelenou farbou.

Defińıcia 3. Vizuálna premenná je asociat́ıvna (≡), pokial’umožňuje okamžité
združenie objektov s rôznymi hodnotami danej premennej pomocou využitia
inej vizuálnej premennej. Premenná, ktorá nie je asociat́ıvna sa nazýva diso-
ciat́ıvna ( ̸≡).

Ako pŕıklad je možné uviest’ tvar. Napriek tomu, že majú objekty rozličný
tvar, je stále možné ich vńımat’ ako jeden celok, pokial’ majú rovnakú vel’kost’ a
farbu. Vel’kost’ je disociat́ıvna, pretože kruhy troch rôznych vel’kost́ı nepôsobia
ako jeden celok, ale ako tri samostatné kategórie. Ukážka rozdielu medzi aso-
ciat́ıvnou a disociat́ıvnou premennou je na obrázku 3.5.

Defińıcia 4. Vizuálna premenná je usporiadaná (O), pokial’ jej kategórie
evokujú univerzálne poradie.

Šedá je univerzálne vńımaná ako farba medzi bielou a čiernou. Stredná
vel’kost’ je medzi malou a vel’kou. Hodnota a vel’kost’ sú preto usporiadané.
Štvorce, kruhy a trojuholńıky neevokujú žiadne poradie. Z toho vyplýva, že
tvar nie je usporiadaný.

Defińıcia 5. Vizuálna premenná je kvantitat́ıvna (Q), pokial’ je pomocou nej
možné vńımat’ vzdialenost’ a pomer.

Typickým pŕıkladom kvantitat́ıvnej premennej je vel’kost’. Pri porovnańı
dvoch čiar rôznej d́lžky vieme od oka povedat’, že jedna z nich je dvakrát
dlhšia.
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3.2. Základné typy dát a ich vizualizácia

3.2.3 Evaluácia vizualizácie

Na základe informácíı z predchádzajúcich sekcíı a niekol’kých d’aľśıch pravidiel
(napr. vždy je potrebné pomenovat’ osi, vizualizácia má mat’ nadpis, pokial’
to pomôže, treba pridat’ legendu, ...) už je možné vytvorit’ dobrú vizualizáciu.
Dobrá vizualizácia je z estetického aj matematického hl’adiska korektná vizu-
alizácia, ktorá nepotrebuje d’aľśı komentár k jej pochopeniu.

Na zodpovedanie každej otázky existuje niekol’ko dobrých vizualizácíı, ktoré
sṕlňajú všetky pravidlá. Ako vieme vyhodnotit’, ktorá z nich je najlepšia?
Úplne jednoznačne sa to niekedy povedat’ nedá, ale môžu k tomu pomôct’ dve
kritériá, ktoré vo svojej dizertačnej práci [24] navrhol Jock Mackinlay. Jedná
sa o efektivitu a expresivitu.

Expresivita

Expresivita je kritérium, ktoré skúma ako dobre vizualizácia odpovedá na
položenú otázku. Dajú sa z nej źıskat’ všetky potrebné informácie? Nie je v
nej naopak nejaká nepotrebná informácia, ktorá berie pozornost’?

Defińıcia 6. Súbor faktov je vyjadritel’ný (angl. expressible) vizuálnym jazy-
kom, pokial’ daný jazyk obsahuje vety (tj. vizualizácie), ktoré:

1. zobrazujú všetky fakty súboru,

2. zobrazujú len fakty obsiahnuté v súbore.

Veta, ktorá sṕlňa uvedené podmienky je expreśıvna vzhl’adom k danému
súboru faktov.

Ked’ chceme porovnat’ dve vizualizácie z hl’adiska expresivity, muśıme začat’
pri otázke, na ktorú odpovedajú. Najskôr oveŕıme, či obe obsahujú všetky
potrebné informácie a potom zist́ıme, či jedna z nich nemá naviac informácie,
ktoré nie sú dôležité. Pokial’ sú obe vizualizácie expreśıvne, môže nám pomôct’
d’aľsie kritérium.

Efektivita

Na rozdiel od expresivity, závislej len na schopnosti vizualizácie správne zobra-
zit’ potrebné informácie je efektivita závislá aj na jej koncovom použ́ıvatel’ovi.

Defińıcia 7. Vizualizácia je efekt́ıvneǰsia ako iná vizualizácia, pokial’ sú ňou
prenášané informácie vńımané jednoduchšie ako informácie prenášané druhou
vizualizáciou.
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3. Analýza metód vizualizácie dát

3.2.4 Chybné a zavádzajúce vizualizácie

V súčasnej dobe sa môžeme čoraz časteǰsie stretnút’ s dátovým žurnalizmom.
Jedná sa o typ žurnalizmu, ktorý je založený na analýze a filtrovańı dát za
účelom vytvorenia spravodajského pŕıbehu. Problémom v tejto oblasti je, že
niektoŕı žurnalisti sú nedostatočne informovańı o problematike vizualizácíı,
alebo cielene zavádzajú. V oboch pŕıpadoch sú výsledkom takéhoto žurnalizmu
zavádzajúce, alebo t’ažko pochopitel’né vizualizácie. Čitatel’, ktorý nie je po-
zorný, alebo problematike nerozumie, si potom môže odniest’ nepravdivé in-
formácie. Vzhl’adom k tomu, že sú momentálne médiá plné dezinformácíı, ktoré
polarizujú spoločnost’ a predstavujú hrozbu pre fungovanie demokratických
kraj́ın, je dobré vediet’ o častých chybách vo vizualizáciách a dávat’ si na ne
pozor. V tejto sekcii poṕı̌sem niektoré z nich.

Základné pravidlo, ktoré sa dá aplikovat’ takmer na všetky vizualizácie
sa vzt’ahuje k osám. Každú os treba poṕısat’. Pokial’ to nie je z kontextu
jasné, je potrebné pridat’ aj jednotky, v ktorých bola daná veličina meraná.
Pŕıklad, ktorý porušuje toto pravidlo je v pŕılohe B.1. Ide o graf, ktorý použila
spoločnost’ Apple pri predstaveńı M1 čipu. Graf je śıce správne poṕısaný, ale
na osách nie sú meŕıtka a nevieme z neho určit’ v akých jednotkách sú dáta
merané.

Vel’mi často je možné vidiet’ st́lpcové grafy, ktoré porovnávajú dve alebo
viacero hodnôt pričom os zobrazujúca hodnotu nezač́ına od nuly. Potom sa
môže mylne zdat’, že nejaká hodnota je napŕıklad dva krát taká vel’ká ako iná
hodnota aj ked’ reálny rozdiel nie je taký vel’ký. Ukážka takéhoto grafu je na
obrázku 3.6. Niekedy sú ale rozdiely v hodnotách také malé, že bez pribĺıženia
by sme videli dva rovnako vysoké st́lpce. V takýchto pŕıpadoch je samoz-
rejme možné nezač́ınat’ od nuly, ale je nutné o tom koncového použ́ıvatel’a
informovat’. Rovnaký prinćıp plat́ı pri transformácii ośı (napr. logaritmovanie,
umocňovanie).

Pri vytvárańı vizualizácie, na ktorej os x zobrazuje čas je dobré vyskúšat’
viacero časových intervalov. V praxi často nastáva pŕıpad, že sa vizualizácia
zameria na neprimerane malé obdobie, z ktorého nie je vidiet’ celkový trend
dát. Ako pŕıklad uvediem vizualizáciu, ktorá by sa snažila ukázat’, že globálne
otepl’ovanie je skutočné pomocou priemernej dennej teploty nameranej v Prahe
od 1. 1. 2022 do 1. 6. 2022. Dáta by určite mali rastúci trend, ale ten by nebol
spôsobený globálnym otepl’ovańım ale jednoduchou zmenou ročných obdob́ı.
Globálne otepl’ovanie je samozrejme skutočný problém a keby sme ho chceli vi-
zualizovat’, bolo by vhodné zobrazit’ dlhodobý vývoj teploty (napr. od začiatku
priemyselnej revolúcie).

Niekedy sa môžeme v médiách stretnút’ s grafmi, ktoré sú matematicky
nekorektné. Môže sa jednat’ o rôzne chyby pri prepise dát. Pŕıkladom môže byt’
koláčový graf, ktorého časti dokopy nedávajú 100%. Aj matematicky korektné
grafy môžu byt’ zavádzajúce. Niekedy stač́ı, ked’ je nesprávne zvolený nadpis.
V pŕılohe B.2 je graf s vel’kým nadpisom časté zranenia det́ı a pod ńım malý
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Obr. 3.6: St́lpcový graf s pribĺıženou osou y (vl’avo), ktorý je mätúci a jeho
oddialená verzia (vpravo)

popis zranenia, kvôli ktorým sú deti hospitalizované. Človek, ktorý len rýchlo
prelet́ı novinami, v ktorých je táto vizualizácia sa môže mylne domnievat’,
že viac ako 5% det́ı si zrańı chrbticu. Vizualizáca ale hovoŕı, že viac ako 5%
det́ı zo všetkých hospitalizovaných det́ı, je hospitalizovaných kvôli zraneniu
chrbtice.

Ďaľsou častou chybou je vytváranie 3D vizualizácíı, ked’ to vôbec nie je
potrebné. 3D pohl’ad totiž môže vizualizáciu skreslit’. Oblasti, ktoré sú vpredu
pôsobia väčšie ako by reálne mali byt’ a naopak oblasti vzadu pôsobia menšie.
Pŕıklad zavádzajúceho 3D koláčového grafu a jeho presneǰsia 2D verzia, je v
pŕılohe B.3.

3.3 Exploračná analýza dát

Analýza dát je proces systematického aplikovania štatistických či logických
techńık za ciel’om poṕısania, ilustrácie a vyhodnotenia dát. Existujú rôzne
metódy, vd’aka ktorým je možné rozĺı̌sit’ v dátach signál od šumu (štatistických
fluktácíı), či objavit’ zauj́ımavé vlastnosti dát [25]. Dva pŕıstupy k analýze dát
sú:

• exploračná analýza dát

– angl. exploratory data analysis, skrátene EDA

• konfirmačná analýza dát

– angl. confirmatory data analysis, skrátene CDA
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3. Analýza metód vizualizácie dát

EDA je neformálna metóda, ktorá slúži na zoznámenie sa s datasetom.
Môžeme vd’aka nej zistit’ aká je všeobecná štruktúra dát, źıskat’ deskript́ıvne
štatistiky a nápady na vlastnosti dát, ktoré by bolo vhodné overit’ sofisti-
kovaneǰsou analýzou. CDA je naopak metóda, pomocou ktorej vieme napr.
produkovat’ bodové a intervalové odhady, či overovat’ pravdivost’ hypotéz na
základe štatistických testov (napr. t-test).

Pokial’ pomocou EDA neodhaĺıme nejakú zauj́ımavú vlastnost’ dát, prav-
depodobne nebudeme mat’ dôvod aplikovat’ CDA. Nie je teda vhodné slepo ap-
likovat’ CDA bez exploračnej fázy. Rovnako nevhodné je usudzovat’ závery len
na základe EDA. Vel’a zisteńı, ktoré vyplynú z EDA, môže byt’ zavádzajúcich.

V tejto sekcii sa budem zaoberat’ exploračnou analýzou dát. Zameriam
sa na metódy, ktoré zaviedol John W. Tukey v jeho knihe Exploratory Data
Analysis [26]. Táto kniha je mojim primárnym zdrojom, informácie z iných
zdrojov budem citovat’ explicitne.

3.3.1 Čistenie a kategorizácia dát

Proces EDA zač́ına pochopeńım, validáciou a čisteńım dát. Pre každý pŕıznak
datasetu urč́ıme, či je kategorický alebo spojitý a pozrieme sa na jeho hod-
noty vzhl’adom k jeho rozsahu, či ostatným pŕıznakom za účelom identifikácie
chybných dát. Pŕıklad prekročenia rozsahu je pŕıznak mesiac s hodnotou
väčšou ako 12, či menšou ako 1. Predstavme si, že máme dataset udalost́ı
s pŕıznakmi dátum začiatku a dátum konca. Pokial’ je dátum začiatku neskorš́ı
ako dátum konca, jedná sa o chybu v dátach vzhl’adom k ostatným pŕıznakom.
Potom prichádza fáza čistenia dát. Čistenie dát v sebe zahŕňa identifikáciu
chýbajúcich hodnôt a zvolenie stratégie na ich doplnenie, konverziu dát (napr.
všetky dátumy by mali byt’ v rovnakom formáte), alebo úpravu chýb, ktoré
sme našli pri validácii.

3.3.2 Univariačná deskript́ıvna štatistika

Jedná sa o štatistický popis jedného pŕıznaku. Vlastnosti, ktorými pŕıznak
poṕı̌seme a typy grafov, ktoré použijeme závisia na type pŕıznaku.

Kategorický pŕıznak

Štatistiky, ktoré slúžia na poṕısanie jedného kategorického pŕıznaku môžu byt’
napŕıklad frekvencia, relat́ıvna frekvencia či percento výskytu každej hodnoty.
Všetky tri údaje poskytujú tú istú informáciu - aké časté sú rôzne hodnoty
pŕıznaku.

Tieto štatistiky je možné vizualizovat’ pomocou frekvenčnej tabul’ky alebo
st́lpcového či koláčového grafu (odporúčané len v pŕıpade binárneho pŕıznaku).
Frekvenčná tabul’ka a st́lpcový graf sú ukázané na obrázku 3.7.
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Marial Status

Frequency Percent

Single 44 55

Married 29 36.25

Other 7 8.75

Total 80 100

Obr. 3.7: Frekvenčná tabul’ka (vl’avo) a st́lpcový graf (vpravo)

Spojitý pŕıznak

Spojitý pŕıznak sa väčšinou popisuje podl’a dvoch typov štatist́ık. Sú to:

• miery centrálnej tendencie,

• miery disperzie.

Miery centrálnej tendencie

Miery centrálnej tendencie popisujú pŕıznak pomocou priemernej, centrálnej či
typickej hodnoty. Najčasteǰsie použ́ıvaná miera centrálnej tendencie je stredná
hodnota. Tá sa vypoč́ıta pomocou aritmetického priemeru všetkých hodnôt
pŕıznaku (pozorovańı):

x̄ = 1
n

n∑
i=1

xi = x1 + x2 + · · · + xn

n
.

Stredná hodnota je vhodná na poṕısanie velič́ın, ktoré sa bĺıžia k normálnemu
rozdeleniu a neobsahujú outlierov. Pokial’ dáta obsahujú outlierov, je možné
použit’ vážený aritmentický priemer

x̄ =
n∑

i=1
xiwi,

kde wi je váha pre i-te pozorovanie [27]. Váhy sú určené na základe dvoch
podmienok:

• ∑n
i=1 wi = 1,

• hodnoty na okraji rozdelenia majú ńızku váhu, zatial’ čo hodnoty v strede
rozdelenia majú vysokú váhu.
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3. Analýza metód vizualizácie dát

Ďaľsia možnost’ spoč́ıva v odstráneńı odl’ahlých hodnôt. Orezaná stredná
hodnota (angl. trimmed mean) sa vypoč́ıta tak, že sa odstráni niekol’ko per-
cent najväčš́ıch aj najmenš́ıch hodnôt a stredná hodnota sa vypoč́ıta zo zvyšku.
Niekedy sa namiesto orezanej strednej hodnoty použ́ıva winsorizovaná stredná
hodnota (angl. winsorized mean). Pri jej výpočte sa zoberie niekol’ko percent
najmenš́ıch hodnôt a nahradia sa najväčšou z nich. Následne sa vyberie rov-
naký počet najväčš́ıch hodnôt a nahradia sa najmenšou z nich. Winsorizovaná
stredná hodnota sa vypoč́ıta z takto upravených hodnôt. Z toho vyplýva, že
ide o špeciálny pŕıpad váženého aritmetického priemeru.

Medián je d’aľsou mierou centrálnej tendencie. Urč́ı sa tak, že sa hodnoty
zoradia od najmenšej po najväčšiu a vyberie sa hodnota presne v strede. Pre
nepárny počet hodnôt existuje práve jedna, ktorá je v strede. Pre párny počet
sú v strede dve hodnoty a medián dostaneme pomocou ich aritmetického prie-
meru.

Poslednou mierou centrality, ktorú spomeniem je módus. Módus reprezen-
tuje najčasteǰsie sa vyskytujúcu hodnotu a je možné ho aplikovat’ aj na kate-
gorické dáta. Pokial’ existuje viac módusov, nerob́ıme ich aritmetický priemer
ale uvedieme všetky.

Miery disperzie

Miery disperzie popisujú ako vel’mi homogénny či heterogénny je daný pŕıznak.
Najjednoduchš́ım pŕıkladom je rozsah, ktorý źıskame rozdielom najväčšej a
najmenšej hodnoty:

rx = xmax − xmin.

Ďaľsou mierou je kvantil, ktorý rozdel’uje zoradené pozorovania zo vzorky
do skuṕın s rovnakou pravdepodobnost’ou.

Defińıcia 8. Nech X je náhodná veličina s distribučnou funkciou FX a α ∈
(0, 1). Qα je α-kvantil náhodnej veličiny X práve vtedy, ked’

qα = inf{x|FX(x) ≥ α}.[28]

Pokial’ chceme pozorovania rozdelit’ na 100 skuṕın, použijeme špeciálny
kvantil, ktorý sa nazýva percentil. Ak povieme, že študent na teste dosiahol
percentil 96 (Q0,96), znamená to, že mal lepšie výsledky ako 96% študentov. Na
rovnakom prinćıpe fungujú kvantily, ktoré delia vzorku dát na štvrtiny. Takéto
kvantily sa nazývajú kvartily. Dolný kvartil je označovaný Q0,25, medián Q0,5
a horný kvartil Q0,75. Niekedy sa udáva aj rozdiel dolného a horného kvartilu
označovaný ako medzikvartilový rozsah (angl. interquartile range, skrátene
IQR).

Miery disperzie, ktoré sa často udávajú spolu so strednou hodnotou sú
smerodatná odchýlka a rozpyl. Vzorec pre výpočet rozptylu pre vzorku X o
vel’kosti n je:

var(X) =
∑n

i=1(xi − x̄)2

n − 1 .
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Obr. 3.8: Histogram (vl’avo) a box plot (vpravo) [3]

Pre smerodatnú odchýlku potom plat́ı:

σ =
√

var(X).

Vizualizácie štatist́ık spojitého pŕıznaku

Typické vizualizácie rozdelenia sú histogram a box plot. Ukážka oboch gra-
fov je na obrázku 3.8. Histogram funguje na prinćıpe združovania pozorovańı
do približne rovnako vel’kých intervalov (angl. bins) a vykreslenia počtu po-
zorovańı, ktoré spadli do každého intervalu. Nástroje, ktoré vykresl’ujú his-
togramy často umožňujú zvolit’ počet intervalov, alebo š́ırku intervalu. Box
plot využ́ıva na vykreslenie kvartily. Obsahuje obd́lžnik (angl. box, preto box
plot), ktorého horná hrana znázorňuje horný kvartil, dolná hrana zas dolný
kvartil. Obd́lžnik je predelený na dve časti mediánom. Graf obsahuje ešte dve
horizontálne čiary znázorňujúce minimálnu a maximálnu hodnotu. Body pre-
kračujúce tieto hodnoty sa vykreslia bodkou. Existuje viac možnost́ı ako určit’
minimálnu a maximálnu hodnotu. Častým riešeńım je ako maximum zvolit’
Q0,75 + 1,5IQR a ako minimum zas Q0,25 - 1,5IQR.

3.3.3 Bivariačná deskript́ıvna štatistika

Vzájomný vzt’ah dvoch pŕıznakov je možné vyjadrit’ pomocou bivariačných
deskript́ıvnych štatist́ık. Pokial’ pŕıznaky medzi sebou nemajú žiadny vzt’ah,
sú nezávislé. Znamená to, že sa pŕıznaky navzájom neovplyvňujú a nemôžeme
jeden predikovat’ na základe druhého. Presneǰsia defińıcia je nasledovná:
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Strong

Correlation strength

Weak None

Obr. 3.9: Rôzne vel’ké korelácie (zl’ava silná, slabá a žiadna) ukázané na bo-
dovom grafe [3]

Defińıcia 9. Nech X a Y sú náhodné veličiny a FX,Y , FX a FY kumulat́ıvne
distribučné funkcie. X a Y sú nezávislé, ak pre všetky x ∈ X a y ∈ Y plat́ı:

FX,Y (x, y) = FX(x)FY (y).[29]

Mieru závislosti dvoch pŕıznakov môžeme vyjadrit’ pomocou korelačných
koeficientov. V praxi sa často použ́ıva Pearsonov korelačný koeficient, ktorý
predpokladá lineárny vzt’ah medzi pŕıznakmi a je vhodný len pre spojité
pŕıznaky. Vypoč́ıta sa nasledovne (E predstavuje strednú hodnotu):

ρX,Y = cov(X, Y )
σXσY

= E[(X − E[X])(Y − E[Y ])]
σXσY

.[29]

Kompaktný spôsob ako zobrazit’ korelácie medzi všetkými dvojicami pŕıznakov
je korelačná matica. Nech X1, X2, · · · , Xn sú pŕıznaky. Korelačná matica je
n × n matica, ktorej i, j bunka zobrazuje koreláciu medzi Xi a Xj (metriku si
môžme zvolit’).

Pri vol’be správnej vizualizácie zálež́ı na type pŕıznakov, ktoré chceme po-
rovnat’. Pre dva kategorické pŕıznaky je vhodné vytvorit’ kontingenčnú ta-
bul’ku. Označme X všetky kategórie prvého pŕıznaku a Y všetky kategórie
druhého pŕıznaku. Kontingenčná tabul’ka má pre každú dvojicu (x, y) kde
x ∈ X, y ∈ Y bunku, ktorej hodnota sa rovná počtu pozorovańı, kde mal prvý
pŕıznak hodnotu x a druhý y.

Pre dva spojité pŕıznaky je vhodné využit’ bodový graf. Graf je tvorený
dvoma osami (každá pre hodnoty jedného pŕıznaku) a pozorovania (dvojice
hodnôt) sa vykreslia ako body. Ukážka je na obrázku 3.9.

Vzt’ah medzi kategorickým a spojitým pŕıznakom môžme skúmat’ napŕıklad
pomocou box plotov či histogramov pre každú kategóriu zvlášt’.
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3.4. Textové dáta

3.4 Textové dáta

Pod pojmom textové dáta rozumieme dáta, ktoré obsahujú prirodzený jazyk.
Môže sa jednat’ o množinu hodnoteńı zákazńıkov eshopu, zoznam vedeckých
článkov, databázu vyjadreńı politikov a podobne. Spracovanie prirodzeného ja-
zyka (angl. natural language processing, skrátene NLP) je odvetvie strojového
učenia, ktoré definuje metódy a postupy, na základe ktorých môžu poč́ıtače
vyt’ažovat’ informácie z textu. Pokial’ chceme vytvorit’ zauj́ımavé grafické re-
prezentácie textových dát, je nutné aplikovat’ niektoré NLP metódy. V tejto
sekcii vysvetĺım, v akom formáte sa často ukladajú textové dáta, pomocou
akých metód je možné ich spracovat’ a ktoré vizualizácie sa v tomto odvetv́ı
často použ́ıvajú. Budem vychádzat’ zo zdroja [30].

3.4.1 Reprezentácia

Dokumenty môžu byt’ v poč́ıtači uložené v rôznych súboroch, alebo napŕıklad v
jednom csv súbore, pričom texty oddeĺıme nejakým vopred určeným znakom.
Druhá možnost’, ktorá je vhodná pri určitých typoch NLP úloh, je z textov
vytvorit’ tabul’ku. Takáto tabul’ka sa nazýva bag of words, pretože sa nesústred́ı
na poradie slov v dokumente, ale len na to či a kol’ko krát sa v texte vyskytujú.

Tabul’ka bag of words obsahuje riadok pre každý dokument a st́lpec pre
každé slovo, ktoré sa aspoň raz vyskytlo v aspoň jednom dokumente. Takýchto
tabuliek existuje viac typov, pričom sa ĺı̌sia v tom, akým spôsobom sa vypoč́ıta
hodnota v ich bunkách. Poṕı̌sem tri z nich - booleovu, frekvenčnú a tf-idf ta-
bul’ku. Tvorba každého z týchto typov zač́ına vypoč́ıtańım frekvencie každého
slova v každom dokumente.

Defińıcia 10. Nech D je množina všetkých dokumentov a W je množina
všetkých slov, ktoré sa v dokumentoch vyskytujú. Pre každé slovo w ∈ W a
dokument d ∈ D definujeme frekvenciu slova v danom dokumente nwd ako
počet výskytov slova w v dokumente d. Relat́ıvna frekvencia slova tfwd (angl.
term frequency) sa potom vypoč́ıta nasledovne:

tfwd = nwd∑
w′∈d nw′d

.

Defińıcia 11. Nech D je množina všetkých dokumentov a W je množina
všetkých slov, ktoré sa v dokumentoch vyskytujú. Inverzná dokumentová frek-
vencia (angl. inverse document frequency) reprezentuje zlogaritmovaný in-
verzný pomer dokumentov, ktoré obsahujú dané slovo:

idfw = log

( |D|
|{d ∈ D : w ∈ d}|

)
.

Hodnotu bunky hwd pre slovo w a dokument d v rôznych typoch tabuliek
potom vypoč́ıtame podl’a nasledovnej tabul’ky:
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3. Analýza metód vizualizácie dát

typ hwd

booleova tabul’ka
{

0 ak nwd = 0
1 inak

frekvenčná tabul’ka nwd

tf-idf tabul’ka tfwd
idfw

3.4.2 Predspracovanie

Aby sme mohli reprezentovat’ text pomocou bag of words tabul’ky, je nutné z
neho extrahovat’ jednotlivé slová. Tento proces sa nazýva tokenizácia. Slová sú
v texte obvykle oddelené medzerami či interpunkčnými znamienkami. Toke-
nizácia teda spoč́ıva v tom, že si urč́ıme oddel’ovače (biele znaky, interpunkčné
znamienka, ...), pomocou ktorých text rozdeĺıme na slová. Podobnou úlohou
je rozdel’ovanie textu na vety (angl. sentence splitting). Aj ked’ by sa mohlo
zdat’, že sa jedná o triviálnu záležitost’, nie je to tak. Bodky a iné interpunkčné
znamienka v texte nevystupujú vždy ako rozdel’ovače viet. Bodku môžeme v
texte vidiet’ napŕıklad za skratkami či titulmi.

Po tokenizácii je vhodné vykonat’ lematizáciu, ktorá zńıži dimenzionalitu.
Lematizácia je proces, ktorý k danému slovu nájde jeho základný tvar (tzv.
lemma). Dá sa aplikovat’ na všetky jazyky, ale má obzvlášt’ vel’ký pŕınos pri
jazykoch, ktoré obsahujú skloňovanie. Bez lematizácie by sa slová vizualizácia,
vizualizáciou a vizualizáciami považovali za tri rozdielne slová. Po lematizácii
by boli správne identifikované ako jedno slovo.

Medzi d’aľsie časté úpravy patŕı odstránenie slov s chybami a odstránenie
často použ́ıvaných slov (angl. stop words). Často použ́ıvané slová sú napŕıklad
predložky a spojky. Jedná sa o slová, ktoré sú tak časté, že majú ńızku in-
formačnú hodnotu a nepomôžu nám pri riešeńı úlohy (napr. identifikovanie
témy dokumentu, analýza podobnosti dokumentov, ...). Obvykle je k dispoźıcii
slovńık často použ́ıvaných slov, ktorý je možné použit’ na ich identifikáciu. Po-
kial’ slovńık nemáme, dajú sa odstránit’ slová, ktoré majú vysokú frekvenciu na-
prieč všetkými dokumentami. Na podobnom prinćıpe funguje aj identifikácia
chybných slov - jedná sa o slová, ktoré majú vel’mi ńızku frekvenciu (napr.
jeden výskyt v celej databáze dokumentov).
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Obr. 3.10: Word cloud graf [4]

3.4.3 Vizualizácie textových dát

Textové dáta sa samozrejme dajú vizualizovat’ vel’mi jednoducho - použijeme
ekvivalent metódy print() v programovacom jazyku, v ktorom pracujeme.
Takáto vizualizácia sa ale s narastajúcim počtom dokumentov stáva vel’mi
neprehl’adnou. V tejto sekcii ukážem niekol’ko vizualizácíı, ktorých ciel’om je
sumarizovat’ dokument, alebo množinu dokumentov a ukázat’ vzt’ahy medzi
rôznymi dokumentami či slovami v dokumente.

Word cloud

Word cloud je vel’mi často použ́ıvaná vizualizácia jedného či viacerých do-
kumentov. Ako môžeme vidiet’ na obrázku 3.10, zobrazuje slová, ktoré boli
použité v dokumente, v rôznej farbe a vel’kosti podl’a ich frekvencie. Pomocou
tejto vizualizácie môžeme jedným pohl’adom zistit’, ktoré slová sa v dokumente
vyskytovali najčasteǰsie. Pokial’ pred vizualizovańım aplikujeme lematizáciu a
odstránime stop words, najčasteǰsie slová by mali úzko súvisiet’ s témou do-
kumentu. Niekedy sa namiesto jednotlivých slov vizualizujú N-gramy slov.

Defińıcia 12. Pod pojmom n-gram rozumieme sekvenciu n ṕısmen či slov.

N-gramy sa použ́ıvajú napŕıklad pri automatickom doplňovańı slov a celých
fráz vo vyhl’adávačoch. Doplňovanie funguje na základe toho, že niektoré sek-
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3. Analýza metód vizualizácie dát

Obr. 3.11: Bodový graf porovnávajúci frekvenciu slov v prejavoch demokra-
tických a republikánskych politikov z roku 2012 [5]

vencie znakov a slov sú pravdepodobneǰsie ako iné. Na podobnom prinćıpe
funguje aj automatická oprava ṕısaného textu (angl. autocorrect).

Treba podotknút’, že na word cloud sa často referuje ako na koláčový graf
v NLP. Koláčový graf nie je vhodný pre vizualizáciu viac ako troch kategóríı.
V pŕıpade, že majú niektoré kategórie podobné percentá, je pre koncového
použ́ıvatel’a t’ažké detekovat’, ktorá kategória je percentuálne zastúpená viac.
Podobný problém nastáva aj pri word cloude. Skúste sa pozriet’ na obrázok
3.10 a odpovedat’ na otázku: ”Ktoré slovo je piate najčasteǰsie použ́ıvané?“ Nie
je to také jednoduché. Pre porovnanie prehl’adnosti word cloudu a st́lpcového
grafu sa môžete pozriet’ do pŕılohy C.1. St́lpcový graf zobrazuje rovnakú in-
formáciu a dá sa pomocou neho odpovedat’ na predchádzajúcu otázku ovel’a
jednoduchšie. Môžeme teda povedat’, že st́lpcový graf je v tomto pŕıpade
efekt́ıvneǰśı.

Bodový graf

Bodový graf vieme v NLP využit’ na porovnanie frekvencie slov v dvoch sadách
dokumentov [5]. Na obrázku 3.11 je vidiet’ bodový graf, ktorý bol postavený na
vyjadreniach amerických politikov z roku 2012. V Amerike je väčšina politikov
členmi jednej z dvoch strán - demokratickej a republikánskej. Bodový graf
preto porovnáva frekvenciu slov vo vyjadreniach republikánskych politikov
(os x) a demokratických politikov (os y). V pravom dolnom rohu nájdeme
slová, ktoré použ́ıvali prevažne republikáni, v l’avom hornom rohu zas slová,
ktoré použ́ıvali hlavne demokrati.
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3.5. Obrazové dáta

Vizualizácie založené na pokročilých metódach

Vizualizácie textu, ktoré boli spomenuté doteraz záviseli len na frekvencii
slov. Po aplikácii niektorých pokročileǰśıch metód NLP môžu vzniknút’ d’aľsie
zauj́ımavé vizualizácie. Jednou z týchto metód je analýza sentimentu. Ciel’om
analýzy sentimentu je určit’, či je daný text pozit́ıvny, neutrálny alebo ne-
gat́ıvny. Obvykle sú výstupom takejto analýzy tri č́ısla reprezentujúce prav-
depodobnost’, že sa jedná o pozit́ıvny, neutrálny či negat́ıvny text. Je viacero
spôsobov ako k analýze sentimentu pristúpit’. Jedným z nich je využit’ lexikón,
v ktorom sú uvedené slová s pozit́ıvnym a negat́ıvnym významom a celkový
sentiment dokumentu určit’ podl’a početnosti takýchto slov. Druhý spôsob je
natrénovat’ ML model na dátach, ktoré už majú sentiment určený. Po vykonańı
analýzy sentimentu môžeme zobrazit’ histogram pre každú z troch kategóríı
sentimentu, alebo napŕıklad zobrazit’ časový vývoj sentimentu vzhl’adom k
nejakému človeku/produktu.

Ďaľsou zauj́ımavou metódou NLP je výpočet podobnosti dvoch dokumen-
tov. Relat́ıvne jednoduchá metrika na výpočet podobnosti je Jaccardova po-
dobnost’. Jej nevýhodou je, že neberie do úvahy početnost’ výskytov jednot-
livých slov.

Defińıcia 13. Nech D1 a D2 sú množiny všetkých slov dokumentov d1 a d2.
Jaccardovu podobnost’ vypoč́ıtame nasledovne:

J(D1, D2) = |D1 ∩ D2|
|D1 ∪ D2|

.

Pokial’ máme vypoč́ıtanú podobnost’ každej dvojice dokumentov, môžeme
textové dáta transformovat’ na graf. Medzi každé dva dokumenty umiestnime
hranu, pokial’ je ich podobnost’ väčšia ako zvolená medza. Potom je možné
aplikovat’ všetky vizualizácie poṕısané v sekcii 3.7.

3.5 Obrazové dáta

Vd’aka pokroku, ktorý nastal v oblasti strojového videnia je možné využit’
umelú inteligenciu na riešenie rôznych problémov založených na spracovańı
obrazu. Patŕı medzi ne napŕıklad klasifikácia obrázkov, rozpoznávanie tváre,
detekcia a sledovanie objektov, optické rozpoznávanie znakov a podobne. V
tejto sekcii na základe informácíı zo zdroja [31] vysvetĺım ako sú reprezen-
tované digitálne obrázky, poṕı̌sem niektoré farebné modely a ukážem ako sa
dajú obrázky upravovat’ pomocou algebraických operácíı.

3.5.1 Pixel

Každý digitálny obrázok sa dá delit’ na menšie a menšie časti. Najmenšia
jednotka, ktorá sa d’alej už nedá delit’ sa nazýva základná jednotka. V termi-
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[[0, 1, 1, 0.7],


[1, 0.7, 0.7, 1],


[1, 0.7, 0, 1],


[0.7, 0.5, 1, 0.7]]

Obr. 3.12: Zjednodušený obrázok (vl’avo) a jeho reprezentácia pomocou 2D
pol’a pixelov (vpravo)

nológii 2D obrázkov sa základná jednotka nazýva pixel, pri 3D objektoch sa
nazýva voxel.

Pixel je teda základnou jednotkou 2D obrázkov. Každý pixel má dve
súradnice vyjadrujúce jeho poźıciu vrámci obrázka. Ked’ obrázok rozdeĺıme
na pixely, vznikne nám 2D pole. Súradnice teda obvykle vyjadrujú riadok a
st́lpec, v ktorom sa daný pixel nachádza. Okrem súradńıc má každý pixel
jednu alebo viacero numerických hodnôt, ktoré reprezentujú jeho vlastnosti.
Čiernobiele obrázky je možné definovat’ pomocou pixelov s jednou hodnotou
(obvykle v rozsahu [0, 1]) reprezentujúcou jas pixelu:

• 0 - najnižš́ı jas, čierna farba

• (0, 1) - odtiene šedej

• 1 - najvyšš́ı jas, biela farba

Farebné obrázky sa obvykle reprezentujú pomocou pixelov s troma hodno-
tami. Jednotlivé hodnoty popisujú množstvo červenej, zelenej a modrej farby
a často sú v rozsahu [0, 255] alebo [0, 1]. Ako je možné z troch farieb dostat’
všetky ostatné farby je vysvetlené v sekcii 3.5.3.

3.5.2 Reprezentácia obrázku

Defińıcia 14. Nech pre pixel so súradnicami (x, y) a n-dimenzionálnou hod-
notou v plat́ı x ∈ X, y ∈ Y a v ∈ V n. Digitálny obrázok potom môžme
definovat’ ako funkciu

f : X × Y → V n,

ktorá každému pixelu prirad́ı na základe jeho súradńıc (x, y) hodnotu

v = f(x, y).
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Obr. 3.13: Dekompoźıcia obrázka do troch farebných kanálov [6]

V praxi sa stretneme s obrázkami reprezentovanými pomocou 2D pol’a
hodnôt (hodnota môže byt’ skalár, alebo vektor), kde sú súradnice pixelov
dané implicitne pomocou poźıcie v poli (tzn. sú to celé č́ısla). Ukážka je na
obrázku 3.12.

3.5.3 Farby

Ako som už spomı́nala, farebné digitálne obrázky sa obvykle reprezentujú
pomocou pixelov s troma hodnotami. To znamená, že ich vieme rozložit’ do
troch kanálov. Kanál v tomto kontexte znamená obrázok rovnakej vel’kosti
ako pôvodný obrázok, ktorého pixely majú len jednu hodnotu. Ak mal teda
pôvodný obrázok tri hodnoty odpovedajúce intenzitám červenej, zelenej a
modrej farby, dá sa rozložit’ do troch kanálov (jeden pre každú farbu). Túto
dekompoźıciu je možné vidiet’ na obrázku 3.13. Každý kanál je čiernobiely
obrázok, pričom biela farba predstavuje maximálnu intenzitu farby kanálu.

Farebné modely

Digitálne obrázky je možné kódovat’ aj inými spôsobmi ako intenzitou červenej,
zelenej a modrej farby. Pod pojmom farebný model rozumieme súradnicový
systém na reprezentáciu farieb. Každá farba odpovedá nejakému bodu v tomto
systéme. Existuje vel’a farebných modelov, vytvorených na rôzne účely. Patria
medzi ne napŕıklad RGB, CMY, CMYK, HSI, HSV, HSB a podobne. V tejto
sekcii poṕı̌sem ako fungujú niektoré z nich.
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Obr. 3.14: Súradnicová sústava RGB modelu [7]

RGB model

RGB model je často použ́ıvaný model na digitálnu reprezentáciu farieb, ktorý
je inšpirovaný l’udským zrakovým systémom. L’udské oko má tri druhy re-
ceptorov (tzv. čaṕıky), ktoré sú citlivé v červenej, zelenej a modrej oblasti
viditel’ného spektra. Svetlá rôznej vlnovej d́lžky môžu byt’ zachytené jedným
receptorom alebo nejakou ich kombináciou a vd’aka tomu je možné vidiet’
mnoho farieb.

RGB model funguje podobne. Má definované tri základné farby - červenú
(R), zelenú (G) a modrú (B). Jedná sa o 3D súradnicový systém, kde každá
os reprezentuje jednu zo základných farieb a ich kombináciou je možné źıskat’
ostatné farby. Ukážka je na obrázku 3.14.

HSI model

HSI je skratka pre odtieň (angl. hue), sýtost’ (angl. saturation) a intenzitu
(angl. intensity). HSI model si môžeme predstavit’ ako dva kužele spojené
podstavami ako je ukázané na obrázku 3.15. Pomocou intenzity sa v tomto
objekte pohybujeme vertikálne. Najnižšia intenzita reprezentuje čiernu farbu
(na obrázku úplne dolu) a najvyššia bielu (na obrázku úplne hore). Ak inten-
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White

Increasing intensity

Increasing hue

Increasing saturation

Black

Obr. 3.15: Vizualizácia HSI modelu

zitu zafixujeme na nejakej hodnote a sprav́ıme v nej prierez celého objektu,
dostaneme kruh. Pre l’ubovol’ný bod na tomto kruhu vieme skonštruovat’ vek-
tor vedúci zo stredu kruhu do daného bodu. Odtieň (H) potom dostaneme ako
uhol, ktorý tento vektor zviera s osou R a sýtost’ (S) je priamoúmerná d́lžke
tohto vektora. Je vhodné poznamenat’, že pokial’ sa bod nachádza priamo na
osi intenzity, hodnota sýtosti je 0 a odtieň nie je definovaný.

CMY a CMYK model

CMY je model, ktorý sa použ́ıva na fyzickú reprezentáciu farieb, napŕıklad v
tlačiarňach. C, M a Y reprezentujú tri farby - tyrkysovú (angl. cyan), purpu-
rovú (angl. magenta) a žltú (angl. yellow). Zmiešańım všetkých troch farieb by
teoreticky mala vzniknút’ čierna. Týmto sa CMY model ĺı̌si od RGB modelu,
v ktorom zmiešanie všetkých troch farieb vytvoŕı bielu. Jednoduchá rovnica
na približnú konverziu z CMY do RGB je:

R = 1 − C

G = 1 − M

B = 1 − Y.

Rozdiel medzi CMY a CMYK je v tom, že CMYK model má okrem troch
základných farieb k dispoźıcii aj čiernu. Tento model vznikol kvôli tomu,
že výsledok zmiešania tyrkysovej, purpurovej a žltej v niektorých pŕıpadoch
(farby nie sú presne dané) nevytvoril čiernu. Čierny atrament do tlačiarńı je
často lacneǰśı ako tie farebné, takže použitie CMYK modelu je ekonomickeǰsie.
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3.5.4 Úpravy a vizualizácia obrázkov

Na základe znalosti digitálnej reprezentácie obrázka ho môžeme jednoducho
upravovat’. Operácia orezania funguje na prinćıpe výberu niektorých pixelov
(tzn. urč́ıme, aký interval st́lpcov a riadkov nás zauj́ıma). Rotácia obrázka o
uhol θ proti smeru hodinových ručičiek sa dá dosiahnut’ násobeńım rotačnou
maticou:

R =
(

cos(θ) −sin(θ)
sin(θ) cos(θ)

)
Nové súradnice x′ a y′ potom dostaneme z pôvodných súradńıc x a y nasle-
dovne: (

x′

y′

)
= R

(
x
y

)
=
(

xcos(θ) − ysin(θ)
xsin(θ) + ycos(θ)

)
Roztiahnutie obrázku môžeme dosiahnut’ vynásobeńım maticou(

j 0
0 k

)
, pre j > 0 a k > 0,

kde j určuje faktor roztiahnutia pre os x a k pre os y. Obrázok sa v danej
osi zväčš́ı, pokial’ je faktor väčš́ı ako 1. Podobné matice existujú aj na iné
transformácie ako je prevrátenie obrázku po jednej z ośı či jeho skosenie. Tieto
operácie sú problematické kvôli tomu, že po rotácii musia byt’ nové poźıcie
zaokrúhlené na celé č́ısla. Z toho dôvodu sa môže stat’, že sa niekol’ko pixelov
premietne na tú istú poźıciu a na niektoré poźıcie sa naopak nepremietne
žiadny pixel.

Pomocou vynásobenia obrázkovej matice kladným č́ıslom väčš́ım resp.
menš́ım ako 1 je možné zvýšit’ resp. zńıžit’ jas. Odč́ıtańım dvoch obrázkov
vieme detekovat’, či medzi nimi nastala zmena. Na čiernobiely obrázok môžeme
aplikovat’ prahovanie. Ide o jednoduchú metódu, ktorá sa často použ́ıva pri
segmentácii obrázkov. Pomocou prahovania vytvoŕıme nový obrázok, ktorého
pixely majú binárnu hodnotu. Nová hodnota v′ vznikne porovnańım pôvodnej
hodnoty v s medzou t, ktorú zadáme:

v′ =
{

1, ak v ≥ t

0, inak.

Okrem vizualizácie samotného obrázka alebo nejakej z jeho transformácíı,
o ktorých som ṕısala vyššie, je niekedy vhodné zobrazit’ aj jeho vlastnosti.
To môžeme dosiahnut’ pomocou histogramu jasu či histogramov jednotlivých
základných farieb.

3.6 Časové rady

Na časové rady človek naraźı snád’ v každom odvetv́ı, kde má zmysel po-
rovnávat’ vývoj nejakej veličiny naprieč časom. Medzi dáta, ktoré sa často
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Obr. 3.16: Pôvodný (vl’avo) a vyhladený (vpravo) graf časového radu [8]

prezentujú vo forme časového radu patria napŕıklad menové kurzy, ceny ko-
mod́ıt, meteorologické, demografické, epidemiologické dáta a mnoho d’aľśıch.
Časový rad sa často definuje ako náhodný proces takto.

Defińıcia 15. Bud’ (Ω, F, P ) pravdepodobnostný priestor a T množina inde-
xov interpretovaných ako čas. Časový rad je potom množina {Xt, t ∈ T}, kde
Xt sú náhodné veličiny z (Ω, F, P ) [32].

V pŕıpade, že t ∈ Z alebo t ∈ N + {0} hovoŕıme o náhodnom procese s
diskrétnym časom. Ak naopak t ∈ R, ide o náhodný proces so spojitým časom.
V nasledujúcom texte ale postač́ı zjednodušená defińıcia, ktorá sa na časový
rad pozerá ako na súbor nejakých pozorovańı (označovaných napŕıklad yt)
źıskaných v konkrétnych časových okamihoch t.

Časové rady sa obvykle vizualizujú pomocou čiarového grafu. X-ová os
reprezentuje čas t a y-ová os hodnoty pozorovańı xt. Graf sa bud’ vykresĺı zo
surových dát, alebo dôjde k ich vyhladeniu pomocou nejakej z vyhladzovaćıch
metód. Graf časovej rady pred a po vyhladeńı je možné vidiet’ na obrázku
3.16.

Pri analýze časového radu sledujeme jeho charakteristické vlastnosti ako sú
napŕıklad periodicita, trendy, sezónnost’ a podobne. Analýza je často zameraná
na jeden z dvoch ciel’ov:

• popis pozorovaného javu,

• predikcia budúceho vývoja.

V oboch pŕıpadoch sú často výstupom analýzy rôzne vizualizácie. V nasle-
dujúcich sekciách poṕı̌sem niektoré z nich.

3.6.1 Dekompoźıcia časového radu

Pokial’ explicitne neuvediem iný zdroj, v tejto sekcii vychádzam zo zdroja [33].
Pri analýze časových radov sa vychádza z predpokladu, že ich je možné rozložit’
na štyri komponenty. Takéto delenie sa nazýva dekompoźıcia časového radu.
Medzi spomı́nané komponenty paria:

35



3. Analýza metód vizualizácie dát

Obr. 3.17: Ukážka adit́ıvnej dekompoźıcie vývoja pasažierov aerolinky. Zhora
vid́ıme originálny časový rad, trend, sezónnu zložku a reziduály.

• trend Tt,

• sezónnost’ St,

• cyklické zmeny Ct,

• d’aľsie nepravidelné fluktácie.

Cyklické zmeny a nepravidelné fluktácie sa často zlučujú do jednej zložky
označovanej Et. Vizualizácia dekompoźıcie časového radu do týchto troch
zložiek je ukázaná na obrázku 3.17. Zo źıskaných zložiek môžeme dekom-
poźıciu realizovat’ pomocou adit́ıvnej alebo multiplikat́ıvnej formy:

• adit́ıvna dekompoźıcia: Yt = Tt + St + Et,

• multiplikat́ıvna dekompoźıcia: Yt = Tt · St · Et.

Popis komponentov

Trend vyjadruje všeobecnú tendenciu vývoja skúmaného javu za dlhé obdobie.
Môže byt’ rastúci, klesajúci a existujú aj časové rady bez trendu. Časový rad
obsahuje trend, pokial’ je v ňom pozorovatel’ná dlhodobá zmena v strednej
hodnote [34].
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Obr. 3.18: Ukážka autokorelačného (vl’avo) a sezónneho grafu (vpravo) [8]

Sezónna zložka je pravidelne sa opakujúca odchýlka od trendu. O časovom
rade povieme, že je na ňom pozorovatel’ná sezónnost’, pokial’ je ovplyvnený
sezónnymi faktormi ako sú napr. deň v týždni alebo mesiac v roku. Sezónnost’
sa teda dá definovat’ ako vzor, ktorý sa v časovom rade opakuje vo fixných
časových intervaloch. Typický pŕıklad sezónnosti v časových radoch si môžme
predstavit’ na vývoji teploty v priebehu roku, počte zákazńıkov v horských
centrách a podobne. Sezónny graf (angl. seasonal subseries plot) slúži na vi-
zualizáciu zmien vrámci sezón. Pre každú sezónu sa vykresĺı stredná hodnota
v podobe horizontálnej čiary a následne sa ako body alebo vertikálne čiary
nanesú jednotlivé hodnoty radené podl’a času. Sezónny graf je ukázaný na
obrázku 3.18.

Cyklické zmeny udávajú koĺısanie okolo trendu v dôsledku dlhodobého
cyklického vývoja, kedy dochádza k striedaniu fáz rastu a klesania. Jednotlivé
cykly sa vytvárajú za dlhé obdobie a môžu mat’ rôznu amplitúdu.

Nepravidelné fluktácie sú náhodné a iné nesystematické výkyvy (napŕıklad
chyby merania). Mali by byt’ tvorené normálnym bielym šumom. Pod pojmom
biely šum rozumieme náhodný proces {Xt}, pre ktorý plat́ı:

E[Xt] = 0,

var(Xt) = σ2 < ∞,

cov(Xt, Xt+π) = 0, π > 0.

Ide teda o proces, ktorého rozdelenie má konštantný konečný rozptyl, nu-
lovú strednú hodnotu a jednotlivé náhodné veličiny sú vzájomne nezávislé.
Normálny (gaussovský) biely šum je špeciálny biely šum, pre ktorý navyše
plat́ı

Xt ∼ N (0, σ2).
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Realizácia dekompoźıcie

Existuje viacero metód na dekompoźıciu časových radov. Tá klasická vznikla
už okolo roku 1920 a dodnes slúži ako základ pre sofistikovaneǰsie metódy. Prvý
krok tejto metódy je použit’ metódu ḱlzavého priemeru na odhad trendu.

Odhad trendu pomocou ḱlzavého priemeru

Kĺzavý priemer stupňa m (označuje sa m-MA z anglického moving average)
sa dá zaṕısat’ ako

T̂t = 1
m

k∑
j=−k

yt+j ,

kde m = 2k + 1. Teda odhad trendu v čase t dostaneme tak, že spriemeru-
jeme hodnoty od yt−k do yt+k. Myšlienka za priemerovańım spoč́ıva v tom,
že hodnoty, ktoré idú v časovom rade bezprostredne za sebou budú pravdepo-
dobne podobné. Priemerovanie potom eliminuje šum a zostane odhad trendu.
Obvykle je stupeň m nepárne č́ıslo, aby bol ḱlzavý priemer symetrický (tzn.
vypoč́ıtal sa z rovnakého počtu pozorovańı na pravej a l’avej strane od yt).

Je možné vytvorit’ ḱlzavý priemer z ḱlzavého priemeru. Značenie vyzerá
vel’mi podobne. 2x4-MA znamená ḱlzavý priemer stupňa 2 aplikovaný na
ḱlzavý priemer stupňa 4. Jeden z dôvodov dvojitej aplikácie je spravit’ ḱlzavý
priemer nepárneho stupňa symetrickým. To je viditel’né na tomto rozṕısanom
výraze pre 2x4-MA:

T̂t = 1
2

[1
4(yt−2 + yt−1 + yt + yt+1) + 1

4(yt−1 + yt + yt+1 + yt+2)
]

= 1
8yt−2 + 1

4yt−1 + 1
4yt + 1

4yt+1 + 1
8yt+2

Klasická dekompoźıcia

Označme sezónnu periódu m (napr. m = 7 pre denné dáta, m = 12 pre
mesačné dáta) a predpokladajme, že sa v priebehu časového radu nemeńı.
Adit́ıvnu a multiplikat́ıvnu dekompoźıciu môžme realizovat’ vel’mi podobným
prinćıpom. Poṕı̌sem teda prinćıp pre adit́ıvnu dekompoźıciu a rozdiely s tou
multiplikat́ıvnou uvediem v hranatých zátvorkách.

1. Ak je m párne, odhadneme trend T̂t pomocou 2xm-MA. Ak je m nepárne,
odhadneme trend T̂t pomocou m-MA.

2. Vypoč́ıtame detrendovaný časový rad ako yt − T̂t [ yt/T̂t ].

3. Na odhad sezónnej komponenty potom stač́ı spravit’ priemer detren-
dovaných hodnôt pre každú sezónu a pomocou replikácie skonštruovat’
odpovedajúci časový rad Ŝt.
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4. Reziduály vypoč́ıtame pomocou odč́ıtania [delenia] odhadnutých kom-
ponentov trendu a sezónnosti: R̂t = yt − T̂t − Ŝt [R̂t = yt/(T̂tŜt)].

Iné metódy dekompoźıcie

Klasická dekompoźıcia má určité nevýhody. Odhad trendu nie je dostupný pre
niekol’ko prvých a posledných pozorovańı a je nepresný pri raṕıdnych zmenách
v dátach. Druhou nevýhodou je, že predpoklad na nemennost’ sezónnej periódy
nie je vždy splnený a v takom pŕıpade táto metóda nedosiahne dobré výsledky.

Ďaľsou populárnou metódou na dekompoźıciu kvartálnych a mesačných
dát je metóda X11. Je založená na klasickej dekompoźıcii, ale obsahuje vel’a pri-
daných procedúr, aby vyriešila jej nedostatky. Odhady trendu sú dostupné pre
všetky pozorovania a sezónna komponenta sa môže v priebehu času jemne me-
nit’. Táto metóda je tiež omnoho odolneǰsia voči outlierom [35]. Ďaľsie metódy
dekompoźıcie sú napŕıklad:

• SEATS - funguje len na kvartálne a mesačné dáta [35]

• STL - vel’mi robustná metóda, ktorá podporuje l’ubovol’ný typ sezónnosti
(nemuśı sa jednat’ ani o konštantnú sezónnost’) [36]

3.6.2 Autokorelácia

Charakteristická vlastnost’ časových radov je to, že pozorovania sú zoradené v
čase. Autokorelačná funkcia r(k) udáva mieru závislosti dvoch zložiek časového
radu, ktoré boli namerané v časoch posunutých o k (posun, angl. lag) časových
jednotiek. Na autokoreláciu sa teda môžme pozerat’ ako na koreláciu časového
radu s jeho oneskorenou verziou. Hodnotu autokorelačnej funkcie vypoč́ıtame
ako:

rk =
∑n

t=k+1(xt − x̃)(xt−k − x̃)∑n
t=1(xt − x̃)2 .[8]

Ako môžeme vidiet’ na obrázku 3.18, autokorelačný graf zobrazuje na x-ovej
osi hodnotu posunu k a na y-ovej osi hodnotu autokorelačnej funkcie. Volitel’ne
môže obsahovat’ aj intervaly spol’ahlivosti.

3.6.3 Vzt’ah medzi viacerými časovými radmi

Vzt’ah medzi dvoma časovými radmi je možné zobrazit’ pomocou bodového
grafu. Jeden bod predstavuje hodnotu jedného (x-ová súradnica) aj druhého
(y-ová súradnica) radu v tom istom čase. Na skúmanie vzt’ahu viacerých
časových radov sa dá využit’ matica bodových grafov, ktorá obsahuje bodový
graf pre každú dvojicu.
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3.7 Grafy a siete

Aký je rozdiel medzi pojmami graf a siet’? To bola jedna z prvých otázok, ktorú
som mala, ked’ som zač́ınala s rešeršou tejto témy. Rovnakú otázku mal aj
vedec Albert-László Barabási a odpovedal na ňu v jeho knihe Network Science
[37]. Ṕı̌se, že vo vedeckej literatúre sa pojmy graf a siet’ a im prislúchajúce
pojmy použ́ıvajú zamenitel’ne a zálež́ı hlavne na kontexte. Ukážka pojmov a
zaradenie do kontextu je v nasledujúcej tabul’ke.

teória siet́ı (network science) teória grafov (graph theory)
siet’ (network) graf (graph)

uzol (node) vrchol (vertex)
hrana (link) hrana (edge)

Ďalej podotýka, že medzi oboma terminológiami je jemný rozdiel. Pojmy
ako siet’, uzol a hrana sa použ́ıvajú na označenie reálnych systémov. WWW
je siet’ webových dokumentov prepojených pomocou URL linkov, spoločnost’
je siet’ individuálov prepojených pomocou rodinných, kamarátskych či pro-
fesionálnych vzt’ahov a podobne. Na druhej strane pojmy ako graf, vrchol a
hrana sa použ́ıvajú hlavne v matematickej reprezentácii siet́ı. WWW sa teda
dá z matematického hl’adiska reprezentovat’ webovým grafom a spoločnost’ zas
sociálnym grafom. V tejto sekcii nie je potrebné medzi pojmami rozlǐsovat’, a
tak budem použ́ıvat’ výlučne pojmy graf, vrchol a hrana. Začnem základnými
defińıciami, pri ktorých čerpám zo zdroja [38].

Defińıcia 16. Neorientovaný graf je usporiadaná dvojica (V, E), kde V je
neprázdna konečná množina vrcholov a E je množina hrán. Hrana je neu-
sporiadaná dvojica vrcholov. Nech

(V
2
)

je množina všetkých dvojprvkových
podmnož́ın množiny V . Potom plat́ı E ⊆

(V
2
)
.

Defińıcia 17. Orientovaný graf je usporiadaná dvojica (V, E), kde V je
neprázdna konečná množina vrcholov a E je množina orientovaných hrán.
Orientovaná hrana je usporiadaná dvojica vrcholov. Plat́ı E ⊆ V × V .

Pri neorientovanom grafe sú dva vrcholy susedné, pokial’ medzi nimi exis-
tuje hrana. V orientovanom grafe pribúdajú kvôli orientácii hrán nové pojmy.
V orientovanej hrane (u, v) sa vrchol u označuje ako predchodca a vrchol v
ako následńık.

Grafy sa najčasteǰsie vizualizujú pomocou vykreslenia vrcholov a hrán.
Orientované grafy majú pri hranách vyznačený aj smer. Ukážka takýchto vi-
zualizácíı je na obrázku 3.19.

3.7.1 Miery centrality

Centralita je metrika, ktorá vrcholu grafu prirad́ı nejaké č́ıslo vyjadrujúce
mieru jeho dôležitosti v grafe. Môže pomôct’ pri identifikácii vplyvných osôb
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3.7. Grafy a siete

Obr. 3.19: Neorientovaný (vl’avo) a orientovaný graf (vpravo)

na sociálnych siet’ach, dôležitých dopravných uzlov a podobne. Obvykle sa
vizualizuje rôznym zafarbeńım alebo vel’kost’ou vrcholu. Ukážka je na obrázku
3.20. Dobrým nástrojom na analýzu grafu sú aj vizualizácie distribúcie miery
centrality.

Centralitu môžeme merat’ podl’a rôznych kritéríı. Medzi najpouž́ıvaneǰsie
patria centralita stupňa (angl. degree centrality), centralita bĺızkosti (angl.
closeness centrality) a centralita medzil’ahlosti (angl. betweenness centrality).
Defińıcie rôznych mier centrality, ktoré uvádzam v nasledujúcich podsekciách
sú zo zdroja [39].

Centralita stupňa

Začnem defińıciou stupňa vrcholu pre neorientovaný a orientovaný graf a
následne zadefinujem centralitu stupňa pre jeden vrchol a pre celý graf.

Defińıcia 18. Nech G = (V, E) je neorientovaný graf a v ∈ V nejaký jeho
vrchol. Stupeň vrcholu v degG(v) je počet hrán grafu G obsahujúcich vrchol
v.

Defińıcia 19. Nech G = (V, E) je orientovaný graf a v ∈ V nejaký jeho vrchol.
Vstupný stupeň vrcholu v deg+

G(v) je počet hrán grafu G končiacich vo vrchole
v. Výstupný stupeň vrcholu v deg−

G(v) je počet hrán grafu G vychádzajúcich
z vrcholu v. Stupeň vrcholu v dostaneme ako súčet vstupného a výstupného
stupňa:

degG(v) = deg+
G(v) + deg−

G(v).

Pokial’ je z kontextu jasné o aký graf sa jedná, môžme z označenia stupňa
vrcholu graf vynechat’ (z degG(v) sa stane deg(v)).
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Obr. 3.20: Centralita stupňa vrcholu zobrazená pomocou farby (žltá reprezen-
tuje vysokú a modrá ńızku centralitu) [9]

Defińıcia 20. Nech G = (V, E) je graf a v ∈ V nejaký jeho vrchol. Centralita
stupňa pre vrchol v sa znač́ı CD(v) a je rovná jeho stupňu. Teda:

CD(v) = deg(v).

Označme v′ vrchol s najväčšou centralitou. Centralitu stupňa pre celý graf
CD(G) je potom možné vypoč́ıtat’ nasledovne:

CD(G) =
|V |∑
i=1

CD(v′) − CD(vi)
(|V | − 1)(|V | − 2) .

Niekedy je pri orientovaných grafoch vhodné uvažovat’ aj o vstupnej a
výstupnej centralite stupňa. Defińıcie by boli analogické, až na to, že sa v nich
namiesto stupňa vrcholu použije vstupný či výstupný stupeň.

Centralita bĺızkosti

Na defińıciu centrality bĺızkosti je potrebné poznat’ pojmy súvisiace s vzdiale-
nost’ou dvoch vrcholov v grafe.

Defińıcia 21. Graf V, E je cesta Pm d́lžky m (teda cesta s m hranami) práve
vtedy, ked’ plat́ı V = {0, ..., m} a E = {{i, i + 1}|i ∈ {0, ..., m − 1}}.

Defińıcia 22. Podgraf grafu G izomorfný s nejakou cestou P sa nazýva cesta
v grafe G. Každá cesta má počiatočný vrchol u a koncový vrchol v, a preto sa
niekedy nazýva u-v-cesta, alebo cesta z u do v.

Defińıcia 23. Vzdialenost’ duv dvoch vrcholov u a v v grafe G je rovná d́lžke
najkratšej u-v-cesty v G. Pokial’ neexistuje žiadna u-v-cesta, duv = ∞.
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Defińıcia 24. Graf G je súvislý, ak v ňom pre každé dva vrcholy u a v existuje
u-v-cesta.

Defińıcia 25. Pre súvislý graf G = (V, E) a jeho vrchol v je možné centralitu
bĺızkosti CC definovat’ nasledovne:

CC(v) = 1∑
u∈V dvu

.

Normalizovaná centralita bĺızkosti CCn umožňuje porovnávat’ vrcholy v rôzne
vel’kých súvislých grafoch a vypoč́ıtame ju ako

CCn(v) = |V | − 1∑
u∈V dvu

.

Centralita bĺızkosti teda funguje len pre súvislé grafy. V nesúvislých gra-
foch by bola pre každý vrchol nulová. Existuje aj harmonická centralita, ktorá
tento problém rieši. Analogicky ako pri centralite bĺızkosti existuje aj jej nor-
malizovaná verzia.

Defińıcia 26. Harmonická centralita CH pre vrchol v grafu G = (V, E) sa
definuje nasledovne:

CH(v) =
∑

u∈V \{v}

1
dvu

.

Centralita medzil’ahlosti

O centralite medzil’ahlosti má zmysel uvažovat’ len pri súvislých grafoch. Vr-
choly s vel’kou centralitou sa často vyskytujú na najkratš́ıch cestách medzi
inými vrcholmi.

Defińıcia 27. Centralita medzil’ahlosti CB pre vrchol V grafu G = (V, E) sa
definuje ako

CB(v) =
∑

s ̸=v ̸=t∈V

gst(v)
gst

,

kde gst je počet najkratš́ıch s-t-ciest a gst(v) je počet najkratš́ıch s-t-ciest
prechádzajúcich vrcholom v.

3.7.2 Problematické rozloženia grafov a ich úpravy

Existuje niekol’ko rozložeńı grafov, ktoré nemajú pŕılǐs vel’kú výpovednú hod-
notu z pohl’adu analýzy dát, ktoré zobrazujú. Medzi tri najčasteǰsie rozloženia
s touto charakteristikou patria pŕılǐs hustý graf (angl. hairball), nesúvislý
graf (angl. snowstorm) a hviezda (angl. starbursts). Ukážka všetkých troch
rozložeńı je na obrázku 3.21. Postupy, ktoré sa tieto rozloženia snažia mitigo-
vat’ sú často založené na tom, že si vyberú len podmnožinu hrán, či vrcholov,
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Obr. 3.21: Ukážka problematických rozložeńı grafov. Zl’ava vid́ıme pŕılǐs hustý
graf [10], nesúvislý graf [11] a hviezdu [11]

ktoré zobrazia. Pokial’ koncový použ́ıvatel’ vizualizácie o filtrovańı nevie, môže
dôjst’ k nesprávnym záverom. Z hl’adiska použ́ıvatel’skej pŕıvetivosti je teda
nutné o tom použ́ıvatel’a informovat’.

Pŕılǐs hustý graf

Problémom pŕılǐs hustého grafu je, že jeho vizualizácia je vel’mi neprehl’adná.
Obrovský počet hrán zhoršuje viditel’nost’ komuńıt a iných informácíı, ktoré
od vizualizácie očakávame. Problémom sú dáta, ktoré sa snaž́ıme vizualizo-
vat’. Zjednodušene povedané zobrazujeme pŕılǐs vel’a informácíı. Riešenia tohto
problému sú preto často založené na filtrovańı nedôležitých hrán.

Pred tým, než začneme pŕılǐs hustý graf filtrovat’ na základe metŕık, je
vhodné sa zamysliet’ nad tým, čo má vizualizovat’. V niektorých pŕıpadoch
totiž problém vznikol na základe toho, že sa snaž́ıme vykreslit’ všetky dáta,
ktoré máme v datasete a nie nutne len tie, ktoré sú potrebné. Druhá možnost’ je
združit’ niektoré vrcholy podl’a sémantiky. Táto možnost’ je vhodná hlavne pri
interakt́ıvnych vizualizáciách, kde je možné na každý vrchol kliknút’ a zobrazit’
vrcholy, ktoré združuje.

Pokial’ vyššie uvedené pŕıstupy nepomôžu, či nie sú aplikovatel’né, d’aľsou
možnost’ou je filtrovat’ hrany podl’a nejakej metriky. Vhodnými metrikami sú
napŕıklad medzil’ahlost’, frekvencia či vzájomná informácia hrán [40]. Detailný
popis spomenutých techńık je nad rámec tejto rešerše. V pŕıpade záujmu je
možné zistit’ viac z uvedenej referencie.

Nesúvislý graf

Jedná sa o graf, v ktorom existujú len malé neprepojené komunity. Pokial’
takáto vizualizácia nemá pŕılǐs vel’kú výpovednú hodnotu, môže byt’ vhodné
dataset doplnit’ o dáta z iných zdrojov.
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Obr. 3.22: Chord diagram (vl’avo hore), hive plot [12] (vpravo hore), GraphP-
rism [13] (dole)

Hviezda

Hviezda je graf, ktorý má jeden vrchol s vel’kým stupňom a ostatné vrcholy
sú ńızkeho stupňa. To, či je vhodné hviezdy z vizualizácie odstránit’ alebo
nie, zálež́ı od typu otázky, na ktorú sa snaž́ıme odpovedat’. Hviezdy je možné
odstránit’ pomocou filtrácie vrcholov alebo hrán.

Základný spôsob, ktorý často stač́ı, je odstránenie všetkých hrán spojených
s hlavným aktérom (vrcholom v strede hviezdy). Informáciu, ktorú pred tým
zobrazovala hrana môžeme zobrazit’ zafarbeńım alebo zväčšeńım incidentného
vrcholu. Iná stratégia je postavená na filtrovańı najmenej dôležitých vrcholov.
Dôležitost’ vrcholu je možné odhadnút’ podl’a niektorej z centraĺıt, ktoré som
definovala v tejto kapitole.

3.7.3 Alternat́ıvne vizualizácie grafov

Aj ked’ vizualizácia grafu pomocou vykreslenia jeho hrán a vrcholov l’ubovol’ne
v priestore je najčasteǰsia, existujú aj alternat́ıvne spôsoby. Pŕıčinou vzniku
týchto spôsobov je často nevhodnost’ klasického pŕıstupu pri zobrazeńı určitého
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typu dát. Niektoré sa zameriavajú na lepšiu klasifikáciu vrcholov do kategóríı,
iné sa snažia vyriešit’ vizualizáciu pŕılǐs hustého grafu pomocou vizualizácie
metŕık jeho vrcholov. Alternat́ıvne spôsoby vizualizácie sú ukázané na obrázku
3.22 a patŕı medzi ne napŕıklad:

• chord diagram - vrcholy sú usporiadané v kruhu a hrany medzi nimi
tvoria určitý vzor,

• hive plot [12] - vrcholy sú usporiadané na lineárnych osách, ktoré sú
radiálne orientované,

• GraphPrism [13] - technika, ktorá zobrazuje určitú metriku vrcholov
v 2D matici.

3.8 Vizualizácie v strojovom učeńı

Vizualizácie hrajú pri strojovom učeńı vel’kú rolu. Môžeme vd’aka nim lepšie
pochopit’ dáta, s ktorými pracujeme ale aj výsledné modely, ktoré sú na nich
natrénované. Doposial’ som sa v tejto kapitole zaoberala vizualizáciami dát.
Či už šlo o exploračnú analýzu kvalitat́ıvnych, kvantitat́ıvnych dát a vzt’ahov
medzi nimi alebo o komplexneǰsie dátové štruktúry ako sú napŕıklad obrázky,
texty, časové rady či grafy. V poslednej sekcii tejto kapitoly sa budem veno-
vat’ vizualizáciám, ktoré súvisia s modelmi. Ukážem ako sa dá vizualizovat’
samotný model, jeho úspešnost’ a vplyv, ktorý na ňu majú rôzne kombinácie
hyperparametrov. Informácie čerpám zo zdroja [41].

3.8.1 Výsledný model

Vd’aka vizualizácii výsledného modelu vieme lepšie rozumiet’ tomu, podl’a čoho
sa model rozhoduje a niekedy dokážeme detekovat’ jeho preučenie. Niektoré
typy vizualizácie architektúry modelu sa dajú aplikovat’ na viaceré modely,
iné sú špecifické pre daný model. Začnem ukážkou vizualizácie, ktorá sa dá
aplikovat’ na l’ubovol’ný klasifikátor a potom ukážem vizualizácie špecifické pre
rozhodovaćı strom a neurónovú siet’.

Všeobecný klasifikátor

L’ubovol’ný klasifikátor, ktorý predikuje na základe maximálne troch pŕıznakov
vieme vizualizovat’ pomocou jeho rozhodovaćıch oblast́ı (angl. decision regi-
ons). Aby bolo možné zadefinovat’ rozhodovaciu oblast’, je najskôr potrebné
vysvetlit’ pojem priestor vstupov (angl. input space).

Defińıcia 28. Majme model natrénovaný na n pŕıznakoch p1, p2, ..., pn. Nech
D1, D2, ..., Dn sú domény týchto pŕıznakov. Pod pojmom priestor vstupov roz-
umieme množinu všetkých vaĺıdnych vstupov daného modelu:

D = D1 × D2 × · · · × Dn.
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Obr. 3.23: Rozhodovacie oblasti kNN pre k=1 (vl’avo) a k=15 (vpravo)

Defińıcia 29. Pre klasifikátor predikujúci na základe n pŕıznakov, je rozhodo-
vacia oblast’ n-dimenzionálny objekt v priestore vstupov, pre ktorý klasifikátor
predikuje jednu triedu.

Ukážka takejto vizualizácie pre kNN klasifikátor predikujúci na základe
dvoch pŕıznakov je na obrázku 3.23. Na obrázku sú vizualizácie dvoch kNN
klasifikátorov. Klasifikátor vl’avo sa rozhoduje na základe jedného najbližšieho
suseda. Jeho rozhodovacia hranica (tzn. hranica medzi jeho rozhodovaćımi
regiónmi) je pŕılǐs komplikovaná. Klasifikátor vpravo sa rozhoduje na základe
väčšieho počtu susedov a je vidiet’, že sa vd’aka tomu rozhodovacia hranica vy-
hladila. Z vizualizácíı teda môžeme povedat’, že model predikujúci na základe
jedného suseda je preučený.

Pokial’ by sme tento typ vizualizácie chceli použit’ na klasifikátor, ktorý
predikuje na základe troch pŕıznakov, je nutné využit’ animáciu, v ktorej sa
postupne meńı hodnota tretieho pŕıznaku alebo interakt́ıvne prvky.

Rozhodovaćı strom

Vizualizácie rozhodovacieho stromu sú založené na reprezentácii pravidiel, na
základe ktorých sa rozhoduje. Okrem pravidiel sa často zobrazuje, kol’ko pozo-
rovańı spadá pod každý vrchol a v pŕıpade listov aj výsledná predikcia. Presná
podoba vizualizácie sa ĺı̌si od konkrétneho baĺıčku, ktorý sa na vizualizáciu
použije. V pŕılohách D.1 a D.2 sú ukážky vizualizácie klasifikačného rozhodo-
vacieho stromu pomocou scikit-learn [20] a dtreeviz [21]. Zatial’ čo scikit-learn
zobrazuje vyššie spomı́nané informácie v textovej podobe, dtreeviz ponúka
detailneǰsiu vizualizáciu. Deliace vrcholy sú zobrazené pomocou histogramu
pŕıznaku, na základe ktorého sa pozorovania vo vrchole budú delit’. Histo-
gram je rozdelený farebne do tried a je na ňom vyznačený deliaci bod. Listy
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sú zobrazené pomocou koláčového grafu tried pozorovańı, ktoré sú v danom
liste obsiahnuté. Oba baĺıčky ponúkajú aj variant vizualizácie pre regresné
rozhodovacie stromy.

Neurónové siete

Pri vizualizácii neurónovej siete je vhodné zobrazit’ neuróny v jednotlivých
vrstvách a smer prúdenia dát. S narastajúcou zložitost’ou siete narastá aj
zložitost’ vizualizácie, a preto je v niektorých pŕıpadoch vhodné zobrazit’ len
konceptuálny model, ktorý má jeden vrchol na každú vrstvu. Vizualizácia
neurónových siet́ı je vo všeobecnosti komplexná záležitost’ a pre tento účel
vzniklo viacero nástrojov (napr. Tensorboard [42], Weights & Biases [43], ANN
Visualizer [44]).

3.8.2 Úspešnost’ modelu

Existuje niekol’ko metŕık úspešnosti modelu, ktorých použitie záviśı na type
úlohy (tzn. či sa jedná o klasifikáciu alebo regresiu) a d’aľśıch atribútoch ako je
napŕıklad vyváženost’ tried pri klasifikácii či početnost’ outlierov pri regresii. V
tejto sekcii predstav́ım základné metriky úspešnosti pre klasifikáciu a regresiu
a ich časté vizualizácie. Pri klasifikácii vychádzam zo zdroja [45] a pri regresii
zo zdroja [46].

Klasifikácia

Pri binárnej klasifikácii je úlohou klasifikátoru predikovat’, či pozorovanie p
spadá do pozit́ıvnej triedy (hodnota vysvetl’ovanej premennej je 1), alebo ne-
gat́ıvnej triedy (hodnota vysvetl’ovanej premennej je 0). Pri klasifikovańı po-
zorovania p môžu vzhl’adom k vysvetl’ovanej premennej nastat’ štyri pŕıpady:

• skutočná pozitivita (angl. true positive)

– skutočná hodnota je 1, predikovaná hodnota je 1

• falošná pozitivita (angl. false positive)

– skutočná hodnota je 0, predikovaná hodnota je 1

• skutočná negativita (angl. true negative)

– skutočná hodnota je 0, predikovaná hodnota je 0

• falošná negativita (angl. false negative)

– skutočná hodnota je 1, predikovaná hodnota je 0
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Obr. 3.24: Klasická (vl’avo) a normalizovaná (vpravo) matica zámen

Matica zámen patŕı k základným nástrojom na evaluáciu úspešnosti klasi-
fikátora. Predpokladajme, že máme problém binárnej klasifikácie a klasifikátor
vykonal predikciu vysvetl’ovanej premennej pre niekol’ko pozorovańı. Označme
v porad́ı TP, FP, TN a FN počet pozorovańı, ktoré boli skutočne pozit́ıvne,
falošne pozit́ıvne, skutočne negat́ıvne a falošne negat́ıvne. Matica zámen je
potom matica v nasledujúcom formáte:(

TP FP
FN TN

)
.

Niekedy sa matica zámen zobrazuje aj v normalizovanom tvare (tzn. na-
miesto počtu sa zobrazuje percentuálny pomer). Je možné ju tiež zovšeobecnit’
a použit’ pri klasifikácii do viacerých tried. Pre triedy 1, 2, ..., n sa bude jednat’
o maticu s rozmermi n × n. V i-tom riadku a j-tom st́lpci bude takáto ma-
tica obsahovat’ počet (resp. percento) pozorovańı s predikciou i a skutočnou
hodnotou j. Ukážka klasickej a normalizovanej verzie matice zámen pre kla-
sifikáciu do viacerých tried je na obrázku 3.24. Ak si zadefinujeme N ako
počet všetkých pozorovańı, z matice zámen sa dajú odvodit’ d’aľsie použ́ıvané
metriky ako je napŕıklad:

• presnost’ (angl. accuracy) - T P +T N
N

• TPR (skratka z angl. true postive rate) - T P
T P +F N

• FPR (skratka z angl. false postive rate) - F P
F P +T N

TPR a FPR sa použ́ıvajú pri druhej známej vizualizácii úspešnosti klasi-
fikátoru, ktorá sa nazýva ROC krivka (angl. ROC curve). Zamerajme sa na
binárnu klasifikáciu, kde model predikuje pravdepodobnost’, že pozorovanie x
patŕı do poźıtivnej triedy (tzn. vysvetl’ovaná premenná je 1). Označme túto
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Obr. 3.25: ROC krivka

pravdepodobnost’ px. Prirodzená predikcia vysvetl’ovanej premennej Ŷ by po-
tom vyzerala takto:

Ŷ =
{

1, ak px ≥ 0, 5
0, inak.

To znamená, že pokial’ je px väčšie ako 0,5, model bude predikovat’ pozit́ıvnu
triedu. Namiesto konštanty 0,5 ale môžeme zvolit’ l’ubovol’né č́ıslo τ ∈ [0, 1].
Pre každú hodnotu τ je možné vypoč́ıtat’ TPR a FPR. ROC krivka je graf,
ktorý porovnáva FPR (os x) a TPR (os y) ako implicitnú funkciu τ . Jej ukážka
je na obrázku 3.25. V ideálnom pŕıpade krivka vystúpa vel’mi rýchlo do l’avého
horného rohu. Pokial’ je krivka bĺızko priamke y = x, úspešnost’ klasifikátoru
je podobná náhodnej predikcii.

Regresia

Regresor predikuje hodnotu spojitej vysvetl’ovanej premennej. Každé pozo-
rovanie má skutočnú hodnotu Y a predikovanú hodnotu Ŷ . Ked’ chceme
vizualizovat’ úspešnost’ regresoru, je možné skonštruovat’ graf porovnávajúci
skutočné hodnoty (os x) a predikované hodnoty (os y) zobrazený na obrázku
3.26. Priamka y = x reprezentuje dokonalý regresor, ktorý vždy predikuje
správnu hodnotu. Č́ım d’alej je bod od tejto priamky, tým väčšiu chybu spra-
vil regresor pri predikcii daného pozorovania.

50



3.8. Vizualizácie v strojovom učeńı
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Obr. 3.26: Graf skutočných a predikovaných hodnôt

Medzi známe metriky na evaluáciu regresoru patria napŕıklad MSE, RMSE,
RMSLE či MAE (skratky sú vysvetlené v zozname skratiek). Vzorce na ich
výpočet sú nasledovné (N vyjadruje počet pozorovańı):

MSE = 1
N

N∑
i=1

(Yi − Ŷi)2

RMSE =

√√√√ 1
N

N∑
i=1

(Yi − Ŷi)2

RMSLE =

√√√√ 1
N

N∑
i=1

(logYi − logŶi)2

MAE = 1
N

N∑
i=1

|Yi − Ŷi|

Vhodnou vizualizáciou úspešnosti regresoru je vizualizácia distribúcie chyby.
Postupujeme tak, že zvoĺıme metriku a vykresĺıme histogram, box plot alebo
iný graf na vizualizáciu distribúcie. Obvykle sa porovnáva distribúcia chyby
vzhl’adom k trénovaćım, validačným a testovaćım dátam.

3.8.3 Ladenie hyperparametrov

Modely obvykle majú určité hyperparametre, ktoré je nutné zvolit’ pred ich
trénovańım. Vol’bu konkrétnej kombinácie hyperparametrov zakladáme na va-
lidačnej úspešnosti modelu, ktorý bol s nimi vytvorený. Vizualizácia hodnoty

51



3. Analýza metód vizualizácie dát

Obr. 3.27: Graf paralelných súradńıc zobrazujúci úspešnost’ viacerých kom-
binácíı hyperparametrov [14]

metriky na trénovacej a validačnej množine vzhl’adom k vol’be hyperparamet-
rov nám môže pomôct’ rýchlo identifikovat’, ktorá kombinácia je najlepšia a
v niektorých pŕıpadoch vd’aka nej vieme určit’ vplyv konkrétnych hyperpa-
rametrov na výslednú úspešnost’. V pŕılohe D.3 je ukážka vývoja presnosti
klasifikačného rozhodovacieho stromu vzhl’adom k rastúcej h́lbke. Pri väčšom
počte hyperparametrov je možné vytvorit’ pole všetkých kombinácíı a použit’
rovnaký graf. Na osi x budeme zobrazovat’ index v poli hyperparametrov.
Takáto vizualizácia dáva zmysel len pre rozumný počet kombinácíı hyperpa-
rametrov. V pŕıpade, že je ich viac, je možné využit’ graf paralelných súradńıc,
ktorý je zobrazený na obrázku 3.27.

Druhá možnost’, ktorá môže v niektorých pŕıpadoch poskytnút’ viac in-
formácíı je vizualizácia výsledného modelu, o ktorej som ṕısala v sekcii 3.8.1.
Základný postup je vybrat’ niektoré kombinácie hyperparametrov a vykres-
lit’ graf pre každú z nich. Tento postup je zobrazený na obrázku 3.23, ktorý
porovnáva výsledný kNN model pre dve vol’by hyperparametru k. Vzhl’adom
k tomu, že máme väčšinou k dispoźıcii vel’ké množstvo kombinácíı hyperpar-
metrov, je často vhodné využit’ interakt́ıvne prvky.

52



Kapitola 4
Výber metód s ohl’adom na

predpokladané znalosti
študentov

V tejto kapitole vytvoŕım odhad predpokladaných znalost́ı študentov pred-
metu BI-VIZ. Následne budem hodnotit’ analyzované metódy z kapitoly 3 pre
každý tematický celok. Pri hodnoteńı ma bude zauj́ımat’, či sa metódy dajú
vysvetlit’ bez predchádzajúcich znalost́ı, alebo je nutné mat’ znalosti v nejakej
špecifickej oblasti. Pokial’ sú nutné predchádzajúce znalosti, je potrebné určit’,
či ich študenti budú mat’ pred začiatkom semestra alebo ich nadobudnú až
počas semestra. V druhom pŕıpade je dôležité správne načasovanie prednášok.

4.1 Predpokladané znalosti študentov

Predmet BI-VIZ bude povinný predmet bakalárskej špecializácie Umelá inteli-
gencia a je doporučené si ho zaṕısat’ v tret’om semestri štúdia. Predpokladané
znalosti študentov som preto odhadla podl’a doporučeného priechodu štúdiom
pre špecializáciu Umelá inteligencia.

Na začiatku tretieho semestra by študenti, okrem iného, mali mat’ za sebou
predmety so zamerańım na programovanie a algoritmizáciu, unixové operačné
systémy, verzovacie systémy, matematickú analýzu a lineárnu algebru. Z toho
sa dá predpokladat’, že budú vediet’ programovat’, ovládat’ terminál, pracovat’
s fakultným GitLabom a č́ıtat’ matematické notácie.

V tret’om semestri by mali študenti spolu s predmetom BI-VIZ študovat’
d’aľsie relevantné predmety ako sú Pravdepodobnost’ a štatistika, Algoritmy
a grafy 1 a Strojové učenie 1. Z toho sa dá predpokladat’, že sa študenti v
priebehu semestra zoznámia s teóriou pravdepodobnosti a štatistiky, teóriou
grafov a základmi strojového učenia.
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4. Výber metód s ohl’adom na predpokladané znalosti študentov

4.2 Zhodnotenie analyzovaných metód

Prvé dve sekcie kapitoly 3 tvoria úvod do vizualizácie dát a nepotrebujú k po-
chopeniu žiadne predchádzajúce znalosti. Sekcie sa zaoberajú vizualizačným
procesom, pŕınćıpmi, ktoré je treba dodržiavat’ pri tvorbe vizualizácie, typmi
dát a vizuálnych premenných, metrikami, na základe ktorých vieme povedat’,
ktorá z dvoch vizualizácíı je lepšia a častými chybami, ktoré spôsobia, že vznik-
nutá vizualizácia je zavádzajúca. Všetky spomı́nané informácie sú dôležité pre
tvorbu korektnej a zauj́ımavej vizualizácie, takže by mali byt’ súčast’ou pred-
metu.

Tretia sekcia sa venuje exploračnej analýze dát. Sústredila som sa na
základné metriky a nezachádzala som do pokročilých tém. Preto si mysĺım,
že by bolo vhodné vyučovat’ všetky analyzované metódy. Zložiteǰsie na pocho-
penie môžu byt’ napr. pojmy kvantil a korelácia. Oba pojmy budú exaktne
vysvetlené v predmete Pravdepodobnost’ a štatistika, a preto si môžeme do-
volit’ ich vysvetlit’ zjednodušene pre potreby vizualizácíı.

Tematický celok na vizualizáciu textových dát vysvetl’uje základné metódy
NLP, ktoré je možné vysvetlit’ bez predchádzajúcich znalost́ı. Jedinou po-
kročilou témou, ktorá bola spomenutá je analýza sentimentu. Tá sa bud’ ne-
muśı preberat’, alebo môže byt’ vysvetlená len rámcovo.

Ďaľsou témou bola vizualizácia obrázkov. Analyzovala som reprezentáciu
digitálnych obrázkov, farebné modely a operácie s obrázkami. Vzhl’adom k
tomu, že operácie sa vykonávajú pomocou algebraických operácíı s mati-
cami, je vyžadovaná znalost’ lineárnej algebry. Tieto znalosti by študenti mali
mat’ pred začiatkom semestra, takže do vyučovania je možné zahrnút’ všetky
metódy.

Časové rady resp. grafy a siete sú tematické celky, ktoré vyžadujú znalosti
z pravdepodobnosti a štatistiky resp. teórie grafov. Budú preto vyučované v
druhej polovici semestra, aby študenti už mali potrebné znalosti.

Posledným tematickým celkom boli vizualizácie v strojovom učeńı. Ana-
lyzovala som metódy na vizualizáciu výsledných modelov (klasifikátorov aj
regresorov), evaluácie modelov a procesu ladenia hyperparametrov. Z osnovy
predmetu Strojové učenie 1 vyplýva, že evaluácia modelov a ladenie hyper-
parametrov sa začnú preberat’ až v deviatom týždni semestra. Bolo by preto
vhodné sa týmito témami zaoberat’ paralelne s tým ako sa budú preberat’ v
predmete Strojové učenie 1.
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Kapitola 5
Metódy vyučovania

Vyučovaćı proces pozostáva z komunikácie medzi vyučujúcim a študentom.
Táto pedagogická komunikácia sa skladá z dvoch procesov, a to z vyučovania
(činnost’ pedagóga) a učenia sa (činnost’ študenta). Vyučovanie by teda malo
byt’ naplánované tak, aby čo najviac podporilo proces učenia sa. K tomuto
účelu môžu slúžit’ rôzne vyučovacie metódy, organizačné formy a materiálne
pomôcky [47].

Každý z nás si v živote prešiel nejakou formou vzdelávania, takže s rôznymi
typmi vyučovania a učenia sa máme vlastnú skúsenost’. Nakol’ko je každý
človek jedinečný svojim zmýšl’ańım a tým pádom aj spôsobom ako sa uč́ı,
neexistuje jedna optimálna stratégia na najefekt́ıvneǰśı spôsob vyučovania.
Niektoŕı l’udia sa radšej učia sami, ińı preferujú učenie sa v skupine. Niekomu
stačia skriptá, niekto zas potrebuje audiovizuálne materiály.

V tejto kapitole sa budem venovat’ dvom formám vyučovania. Najskôr
poṕı̌sem tradičné vyučovanie, ktoré je dodnes najčasteǰsou formou vyučovania.
Jedná sa o vyučovanie výkladovou formou, kde študenti paśıvne prij́ımajú
nové vedomosti. V d’aľsej sekcii potom vysvetĺım, čo je to akt́ıvne vyučovanie
a v čom sa ĺı̌si od toho tradičného. Zjednodušene môžme povedat’, že akt́ıvne
učenie sa je všetko, čo rob́ı študent na hodine (alebo mimo vyučovania) okrem
paśıvneho počúvania a č́ıtania. Niekol’ko štúdíı [48][49][50] sa zhoduje na tom,
že akt́ıvne vyučovanie je pre väčšinu študentov efekt́ıvneǰsie ako to tradičné. Je
ale dobré poznamenat’, že existujú aj štúdie [51], ktoré sa dostali k opačnému
záveru. Toto tvrdenie teda nie je všeobecne prij́ımané.

Zo záverov už spomı́naných štúdíı, rešerš́ı foriem vyučovania a vlastnej
skúsenosti pre mňa vyplynulo, že akt́ıvne vyučovanie môže pozit́ıvne ovplyvnit’
proces učenia sa. Preto som sa rozhodla niektoré metódy akt́ıvneho vyučovania
zahrnút’ aj do výuky predmetu BI-VIZ. V poslednej sekcii tejto kapitoly sa bu-
dem venovat’ popisu metód výuky, ktoré sa budem snažit’ aplikovat’ v predmete
BI-VIZ.
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5. Metódy vyučovania

Obr. 5.1: Mal’ba zobrazujúca stredovekú prednášku na Università di Bologna
[15]

5.1 Tradičné vyučovanie

Podl’a zdroja [16] je tradičné vyučovanie založené na prinćıpoch, ktoré sa začali
použ́ıvat’ v stredovekých univerzitách. To zahŕňa vyučovacie metódy, ale aj
dizajn učebńı. Od stredovekých čias sa toho ale dost’ zmenilo a kritici tohto
formátu výuky argumentujú práve tým, že sa na zmeny dostatočne neadap-
toval. Adaptácia spôsobu výuky pritom nie je nič nezvyčajné a v dejinách
pedagogiky nastala už niekol’ko krát.

5.1.1 História

Táto sekcia je vol’nou parafrázou zdroja [16].
Dizajn učebńı a metódy vyučovania sa v priebehu času menili. V starove-

kom Grécku napŕıklad vôbec neexistoval formálny edukačný systém. Výuka
prebiehala formou dialógu medzi vyučujúcim a študentami. Čo sa týka priesto-
rového usporiadania, taktiež neexistovali žiadne pravidlá. Vyučujúci a študenti
boli usadeńı v nepravidelnom vzore tak, ako to dovol’oval dostupný priestor.
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5.1. Tradičné vyučovanie

Obr. 5.2: Vývoj dizajnu učebńı [16]

Ak sa časovo posunieme do stredoveku, už sa učilo v usporiadaneǰsom
priestore. Stoly boli radené do dvoch rovnobežných čiar a študenti sedeli tak,
aby každý na každého videl. Takýto spôsob sa v tej dobe použ́ıval aj počas
bohoslužieb v kláštoroch.

Neskôr v tej dobe vznikli prvé univerzity a zvýšil sa záujem o vzdelávanie
sa, čo spôsobilo vyšš́ı počet študentov na hodine a bolo potrebné znovu zmenit’
priestorové usporiadanie. Nové usporiadanie a vlastne aj štýl výuky zobrazil
vo svojej mal’be taliansky maliar Laurentius de Voltolina. Jej ukážka je na
obrázku 5.1. Môžeme na nej vidiet’ niekol’ko radov stolov usporiadaných rov-
nobežne za sebou a vyučujúceho, ktorý sed́ı pred týmito radmi a č́ıta knihu.
Ked’že knihy a papier boli v tejto dobe vzácne, hlavnou úlohou prednášok bolo
predat’ informácie z nejakej rešpektovanej knihy formou č́ıtania.

V priemyselnej dobe začalo byt’ vzdelávanie dostupné aj širokej verejnosti
a prednáškové miestnosti sa niekol’konásobne zväčšili, aby pokryli vyšš́ı do-
pyt. Historický vývoj dizajnu učebńı si môžete pozriet’ na obrázku 5.2. Dizajn
učebńı a výuka formou prednášania vedomost́ı z nejakých zdrojov zostala viac
menej nezmenená dodnes.

5.1.2 Nevýhody tradičného vyučovania

Už som spomı́nala, že tradičné vyučovanie je vyučovanie výkladovou for-
mou, kde študenti paśıvne prij́ımajú nové vedomosti a väčšinou sú usadeńı
do niekol’kých rovnobežných radov za sebou. Ide teda o úplne klasický formát
výuky, na ktorý sme zvyknut́ı zo stredných škôl, či prednášok na univerzitách.
Nejde ale iba o formu ale aj o obsah výuky. Prednášajúci vysvetĺı tému a
jej všeobecné prinćıpy. Následne predvedie model, ukáže jeho aplikáciu na
pŕıklade, dá študentom úlohy s podobnými pŕıkladmi aplikácie a nakoniec
testom overuje schopnost’ študentov urobit’ to isté [52].

Z toho vyplýva hned’ niekol’ko nevýhod. Prvou z nich je, že študenti majú
problém s pozornost’ou. V súčasnej dobe sme zahlteńı množstvom informácíı
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a pre študentov je vel’mi jednoduché prestat’ dávat’ pozor, pokial’ majú len
paśıvne počúvat’ niekoho výklad [53]. Taktiež už je jednoduché si na internete
vyhl’adat’ informácie k l’ubovol’nej téme, a preto forma č́ıtania/prednášania
pravdivých informácíı už nie je tak potrebná ako kedysi. Druhý problém
spoč́ıva v tom, že niektoŕı študenti sú hanbliv́ı a v prednáškovej miestnosti,
kde môže byt’ viac ako sto l’ud́ı majú problém vyjadrit’ svoj názor, alebo sa
spýtat’ pokial’ niečomu nerozumejú. Niektoré zdroje [16] tvrdia, že je problém
aj v dizajne učebńı. Môžu totiž existovat’ dobré a zlé zóny, ktoré diskrimi-
nujú schopnost’ študenta sa niečo naučit’ na základe toho, kde je v miestnosti
usadený. Posledný problém, ktorý spomeniem sa týka toho, čo sa často v
tradičnom štýle výuky hodnot́ı. Úlohy a testy, ktorých ciel’om je zopakovat’
naučený postup na podobnom probléme vedú na memorovanie postupu [52]
a nepripravia študentov na praktické problémy, ktoré sa im stanú v profe-
sionálnej kariére.

5.2 Akt́ıvne vyučovanie

Táto sekcia je vol’nou parafrázou zdrojov [52] a [54].
Na začiatku tejto kapitoly som akt́ıvne učenie zjednodušene poṕısala ako

všetko, čo rob́ı študent na hodine (alebo mimo vyučovania) okrem paśıvneho
počúvania a č́ıtania. Táto defińıcia je dobrá na vytvorenie základnej predstavy,
ale nie vždy je postačujúca. Presneǰsie akt́ıvne učenie pozostáva z krátkych in-
dividuálnych alebo skupinových aktiv́ıt, na ktorých participujú všetci študenti
a ktoré sa týkajú preberanej látky. Po takejto aktivite spravidla prichádza fáza,
kde študenti majú možnost’ prezentovat’ výsledky a vyučujúci ich zhodnot́ı a
pŕıpadne môže doplnit’ d’aľsie informácie.

Aké sú vhodné aktivity? Zálež́ı len na kreativite vyučujúceho. Študenti
môžu odpovedat’ na otázku, vysvetl’ovat’ nejaký zložiteǰśı koncept, vypoč́ıtat’
pŕıklad, nakreslit’ diagram, vymysliet’ otázku k práve preberanej látke. Pri
návrhu aktivity je potrebné mysliet’ na jej predpokladanú d́lžku trvania a
vyvarovat’ sa nasledujúcim chybám:

• triviálne skupinové aktivity,

• pŕılǐs dlhé skupinové aktivity,

• vyvolávanie dobrovol’ńıkov po každej aktivite.

Prečo sa jedná o chyby? Pokial’ sa vyučujúci spýta otázku, na ktorú väčšina
študentov vie odpoved’ hned’, vytváranie skuṕın zaberá zbytočný čas. Skupi-
nová aktivita by mala byt’ dostatočne náročná na to, aby študenti zo skupi-
novej práce benefitovali.

Pokial’ je naopak aktivita pŕılǐs náročná (napr. odhadovaný čas je desat’
minút), zvýraznia sa rozdiely medzi jednotlivými skupinami. Najrýchleǰsia
skupina môže skončit’ po minúte a študenti sa začnú nudit’ a tá najpomaľsia
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5.3. Výuka predmetu BI-VIZ

skupina to nestihne ani za desat’ minút a študenti z toho budú frustrovańı.
Ideálna d́lžka aktivity je do troch minút.

Poslednou chybou bolo vyvolávanie dobrovol’ńıkov. Pokial’ po každej ak-
tivite vyučujúci vyvolá dobrovol’ńıkov, študenti rýchlo zistia, že v aktivite
nemusia participovat’. Pokial’ naopak vedia, že po každej aktivite to môžu byt’
práve oni, ktoŕı budú musiet’ prezentovat’ odpoved’, angažovanost’ v úlohe bude
vyššia.

5.3 Výuka predmetu BI-VIZ

Predmet BI-VIZ bude vyučovaný vo vel’kej prednáškovej miestnosti v troj-
hodinových blokoch. Jeho kapacita sa odhaduje na 100 l’ud́ı. Uplatňujú sa
teda niektoré nevýhody, ktoré som v tejto kapitole už spomı́nala. Študenti
sa môžu hanbit’ vyjadrovat’ svoj názor pred tak vel’kou skupinou l’ud́ı a budú
existovat’ odl’ahlé časti miestnosti, ktoré môžu negat́ıvne vplývat’ na pozornost’
študentov a teda ich schopnost’ sa efekt́ıvne naučit’ látku. Tieto nevýhody
je možné aspoň čiastočne mitigovat’ použit́ım vhodného nástroja. Ja som sa
rozhodla využit’ nástroj Slido [17], ktorý zároveň pomôže s aplikáciou metód
akt́ıvnej výuky.

5.3.1 Slido ako pomôcka pri výuke

Slido [17] je nástroj na zefekt́ıvnenie komunikácie medzi prednášajúcim a po-
slucháčmi. Väčšinou sa použ́ıva na konferenciách či firemných meetingoch ale
dá sa využit’ aj pri vzdelávańı. Ako je možné vidiet’ na obrázku 5.3 nástroj sa
skladá z webovej aplikácie, ktorú použ́ıva prednášajúci a mobilnej aplikácie,
ktorú použ́ıvajú hlavne poslucháči.

Medzi hlavné funkcionality patria otázky a odpovede (angl. Questions and
Answers skrátene Q&A), kv́ızy a ankety. Vd’aka Q&A môžu poslucháči počas
celej doby trvania udalosti ṕısat’ otázky pre prednášajúceho. Taktiež je možné
lajkovat’ otázky od ostatných. Výhodou je, že prednášajúci nie je otázkami
rušený a sám si môže vybrat’ čas, kedy na ne zodpovie. Táto funkcionalita
môže pomôct’ hanblivým študentom, pretože otázku stač́ı naṕısat’ a je možné
sa pýtat’ aj anonymne. Taktiež môže pomôct’ aj študentom v zadných radách,
ktoŕı nebudú musiet’ otázku niekol’ko krát opakovat’, pretože ich nie je do-
statočne počut’.

Kv́ızy a ankety si prednášajúci priprav́ı vopred. Počas udalosti ich môže
aktivovat’ a zas deaktivovat’. Odpovedat’ sa dá len v čase, ked’ je kv́ız či anketa
akt́ıvna. Výhodou Slida je, že sa odpovede zaznamenávajú okamžite a vizu-
alizácia odpoved́ı sa neustále aktualizuje. Tieto funkcionality nám umožnia
aplikovat’ metódy akt́ıvneho vyučovania aj v tak vel’kom počte študentov.
Môžme vd’aka nim rozdelit’ tri hodiny prednášania do menš́ıch blokov od-
delených akt́ıvnou prácou študentov, po ktorej bude nasledovat’ diskusia nad
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5. Metódy vyučovania

Obr. 5.3: Q&A sekcia aplikácie Slido [17]

výsledkami. Ankety môžu slúžit’ aj na zbieranie spätnej väzby, ktorá bude
hlavne v prvých behoch predmetu vel’mi dôležitá.

5.3.2 Hodnotenie predmetu

Predmet bude pravdepodobne ukončený klasifikovaným zápočtom, čo zna-
mená, že študent bude hodnotený podl’a svojej práce počas semestra. Body sa
budú dat’ źıskat’ v troch domácich úlohách, z ktorých jedna bude skupinová.
Vd’aka skupinovej domácej úlohe budú študenti núteńı sa o preberanej látke
rozprávat’ a navzájom si vysvetl’ovat’ problematické časti. Domáce úlohy budú
koncipované tak, aby mali študenti čo najväčšiu vol’nost’ a tým pádom museli
pri vypracovańı premýšl’at’. Takéto úlohy sú śıce náročneǰsie, ale študenti sa
vd’aka nim naučia viac ako keby mali len opakovat’ naučený postup.
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Kapitola 6
Tvorba študijných materiálov

Navrhnuté študijné materiály predmetu BI-VIZ pozostávajú z prezentácíı,
praktických ukážok a zadańı samostatných prác. Táto kapitola sa venuje
analýze doposial’ použitých nástrojov a predstaveniu navrhnutých materiálov.

6.1 Použité nástroje

Pred tým ako som začala vytvárat’ študijné materiály, bolo potrebné určit’, aké
nástroje sa budú v predmete využ́ıvat’. Najdôležiteǰsia bola vol’ba vývojového
prostredia, ktoré sa bude použ́ıvat’ v praktických ukážkach a samostatných
prácach a vol’ba grafického baĺıčka, pomocou ktorého sa bude tvorit’ väčšina
vizualizácíı. Všetky rozhodnutia bolo treba spravit’ s ohl’adom na to, že sa v
predmete bude použ́ıvat’ programovaćı jazyk Python.

6.1.1 Jupyter Notebook

Jupyter Notebook 2 je nástroj na vytváranie zošitov, v ktorých je možné kom-
binovat’ mnoho elementov vrátane kódu, matematických notácíı, narat́ıvneho
textu, obrázkov či vizualizácíı. Vd’aka tejto vlastnosti sú zošity vhodné na
praktické ukážky, kde je možné slovne a pomocou obrázkov vysvetlit’ pre-
beranú látku a pridat’ ukážku v podobe kódu. Vzhl’adom k tomu, že kurz
vysvetl’uje problematiku vizualizácie dát je vhodné podotknút’, že zošity sú
taktiež vhodné na vytvorenie narat́ıvnej vizualizácie (kombinácia textu a vi-
zualizácíı s ciel’om odpovedat’ na určitú otázku). Nástroj si nájde uplatne-
nie aj pri samostatných prácach, kde bude od študentov vyžadované, aby
svoj kód komentovali pomocou textových buniek. Vd’aka tomu sa úlohy stanú
čitatel’neǰśımi, bude možné lepšie overit’, či študent správne pochopil prebe-
ranú látku.

Nevýhodou tohto nástroja je, že môže byt’ obtiažne jednotlivé zošity spo-
jazdnit’. Je potrebné si nainštalovat’ samotný Jupyter Notebook a stiahnut’

2https://jupyter.org
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si všetky baĺıčky, ktoré sa v danom zošite použ́ıvajú. Z tohto dôvodu som
pre študentov vypracovala návod ako Jupyter Notebook použ́ıvat’ s pomo-
cou nástroja Anakonda 3. Viac o návode ṕı̌sem v nasledujúcej sekcii. Alter-
nat́ıvnym riešeńım je použit’ cloudové nástroje ako sú Colab a Deepnote, do
ktorých je možné zošity importovat’. O tejto možnosti budú študenti infor-
movańı. Deepnote sa bude pravdepodobne využ́ıvat’ pri domácich úlohách,
pretože je v ňom možné komentovat’ konkrétne bunky, čo ul’ahč́ı komunikáciu
medzi študentom a pedagógom.

6.1.2 Grafické baĺıčky

V predmete sa budú použ́ıvat’ dva grafické baĺıčky - matplotlib 4 a plotly 5.
Matplotlib vznikol už v roku 2003 a doteraz je najpouž́ıvaneǰśım nástrojom na
tvorbu vizualizácíı v Python komunite. Je optimalizovaný a dokáže vytvorit’
grafy vedeckej kvality. Z pohl’adu architektúry sa matplotlib dá rozdelit’ do
troch vrstiev. Backend vrstva je najkomplexneǰsou vrstvou a má na starosti
vykresl’ovanie grafického výstupu. Jej základnými prvkami sú FigureCanvas
(oblast’, na ktorú sa vykresl’uje), Renderer (kresĺı na FigureCanvas) a Event
(spracováva použ́ıvatel’ské vstupy). Artist vrstva spravuje všetky prvky, ktoré
sa majú vykreslit’ na grafické plátno. Jej najdôležiteǰsou čast’ou je abstraktná
trieda Artist. Takmer všetky viditel’né elementy grafov (legenda, osi, nad-
pisy, ...) sú podtriedami triedy Artist. Poslednou z troch vrstiev je skripto-
vacia vrstva. Je to vrstva, s ktorou najčasteǰsie prichádza do kontaktu kon-
cový použ́ıvatel’. Jej úlohou je zjednodušit’ prácu s baĺıčkom v pŕıpade častých
použ́ıvatel’ských scenárov ako je napŕıklad vytvorenie typických grafov. Skrip-
tovacia vrstva ponúka dva typy rozhrania:

• procedurálne stavové rozhranie (pyplot API a pylab API),

• objektovo orientované rozhranie (preferované).

Vel’mi často je v článkoch na internete vidiet’ kód, ktorý tieto dve rozhrania
použ́ıva súčasne. Takýto postup vedie na chyby, ktoré sa prejavia len v nie-
ktorých pŕıpadoch a tým pádom je t’ažké ich odhalit’. V nasledujúcej ukážke je
ekvivalentný kód v oboch rozhraniach, ktorý produkuje grafy z obrázku 6.1.

x = [ 0 , 0 . 3 , 1 ]
y1 = [ 0 , 0 . 9 , 0 . 5 ]
y2 = [ 0 , 0 . 3 , 0 . 7 ]
y3 = [ 0 , 0 . 4 , 1 ]

3https://www.anaconda.com
4https://matplotlib.org
5https://plotly.com/python
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Obr. 6.1: Graf vyrobený pomocou baĺıčka matplotlib

# sta t e −based i n t e r f a c e
p l t . f i g u r e ( f i g s i z e =(6 ,4))
p l t . subplot ( 2 , 1 , 1 )
p l t . p l o t (x , y1 )
p l t . p l o t (x , y2 )
p l t . subplot ( 2 , 1 , 2 )
p l t . p l o t (x , y3 )
# ob jec t −or i en t ed i n t e r f a c e
f i g = p l t . f i g u r e ( f i g s i z e =(6 ,4))
ax = f i g . add subplot ( 2 , 1 , 1 )
ax . p l o t (x , y1 )
ax . p l o t (x , y2 )
ax = f i g . add subplot ( 2 , 1 , 2 )
ax . p l o t (x , y3 )

Plotly je novš́ı baĺıček, ktorý vznikol v roku 2013. Jeho výhodou je, že
tvorba každého grafu je postavená na jednotnej syntaxi. Výsledné grafy sú
taktiež estetické a interakt́ıvne bez toho, aby programátor musel tieto vlast-
nosti špecifikovat’.

V predmete BI-VIZ budeme použ́ıvat’ hlavne matplotlib (presneǰsie jeho
objektovo orientované rozhranie), pretože je stále použ́ıvaneǰśı ako plotly. Jeho
predstaveniu bude venovaný samostatný Jupyter Notebook zošit. V niektorých
pŕıpadoch bude využité aj plotly. Jedná sa o pŕıpady, kedy plotly implementuje
vizualizácie, ktoré matplotlib neponúka (napr. graf paralelných súradńıc).
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Obr. 6.2: Dashboard HParams v nástroji TensorBoard

6.1.3 Pandas

Pandas 6 je Python baĺıček použ́ıvaný na analýzu tabul’kových dát a ich
následné spracovanie. Tento baĺıček sa použ́ıva aj v iných predmetoch za-
meraných na strojové učenie vyučovaných na FIT ČVUT a je často použ́ıvaný
komunitou datových analytikov pracujúcich v Pythone.

6.1.4 Tensorboard

TensorFlow 7 je end-to-end open source platforma pre strojové učenie. Za-
meriava sa predovšetkým na neurónové siete. Pomáha riešit’ problémy ako
sú klasifikácia obrázkov, preklad alebo generovanie textov, zvýšenie rozĺı̌senia
videa a podobne. TensorFlow poskytuje nástroje na trénovanie modelov v ja-
zykoch Python a JavaScript, ale aj na ich nasadenie do webových a mobilných
aplikácíı, na cloud a podobne.

TensorBoard 8 je vizualizačný nástroj pre TensorFlow, ktorý produkuje vi-
zualizácie súvisiace s architektúrou a evaluáciu modelu či ladeńım jeho hyper-
parametrov. Jeho ukážka je na obrázku 6.2. Vzniknuté vizualizácie je možné
publikovat’. TensorBoard ponúka aj pokročilé nástroje ako sú Embedding pro-
jector (graficky zobrazuje ńızko-dimenzionálne vnorenia), What-If tool (zjed-
nodušuje interpretáciu modelu) či Profiling tool (pomáha s optimalizáciou).

Nástroj funguje na jednoduchom prinćıpe - počas trénovania modelu sa
zapisujú logy do vopred určených súborov a TensorBoard ich následne nač́ıta

6https://pandas.pydata.org
7https://www.tensorflow.org
8https://www.tensorflow.org/tensorboard
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a zobraźı v niekol’kých dashboardoch. Existuje viacero dashboardov, pričom
každý sa zameriava na vizualizáciu iných logov. Dashboard Graphs vizualizuje
architektúru modelu, dashboard HParams zas vývoj metriky v závislosti na
zvolených hyperparametroch a podobne.

6.2 Navrhnuté materiály

Počas tvorby tejto práce som vytvorila štyri prednáškové prezentácie. Ciel’om
prvej prednášky na tému typy dát a nástroje na ich spracovanie je zoznámit’
študentov s rôznymi typmi a formátmi dát ako aj metódami na ich źıskanie,
spracovanie a uloženie. Má nasledujúcu osnovu:

• Typy dát

– Rozdelenie dát podl’a štruktúry
– Rozdelenie pŕıznakov podl’a charakteru

• Źıskavanie dát

– Otvorené dáta
– Web crawling, Data Scraping

• Spracovanie dát

– Formáty na výmenu dát
– Baĺıček Pandas

• Ukladanie dát

Druhá prednáška s témou základné pŕıstupy k vizualizácii dát vysvetl’uje, čo sú
to vizuálne premenné a aké majú vlastnosti. Tiež predstavuje rôzne kritériá,
podl’a ktorých je možné hodnotit’ vizualizácie. Táto znalost’ študentom pomôže
vytvorit’ estetické vizualizácie, ktoré vie l’udský mozog intuit́ıvne spracovat’.
Ďalej sú v prednáške prezentované často použ́ıvané grafy a grafické baĺıčky.
Osnova prednášky je nasledovná:

• Ako zvolit’ správnu vizualizáciu?

– Značky a vizuálne premenné
– Typy vizuálnych premenných

• Ako vyhodnotit’ kvalitu vizualizácie?

– Estetika, matematická korektnost’
– Expresivita a efektivita

• Často použ́ıvané grafy
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• Vizualizácia dát v jazyku Python

– Matplotlib
– Seaborn
– Plotly

Tretia prednáška sa venuje téme vizualizácie v strojovom učeńı. Jej ciel’om je
zoznámit’ študentov s vizualizáciami, ktoré môžu využit’ v procese trénovania
modelov. Prednáška ukazuje vizualizácie rôznych klasifikačných aj regresných
modelov, ale aj vizualizácie použ́ıvané pri zhodnoteńı úspešnosti modelov a
ladeńı ich hyperparametrov. Jej osnova je nasledovná:

• Motivácia

• Vizualizácia modelov

– Rozhodovaćı strom
– Algoritmus kNN
– Lineárna regresia

• Evaluácia modelu

– Matica zámen
– ROC krivka
– Graf predikcíı a skutočných hodnôt
– Tabul’ka chýb
– Grafy distribúcie chyby

• Ladenie hyperparametrov

Posledná prednáška zoznamuje študentov s nástrojom TensorBoard. Vzhl’adom
k tomu, že TensorBoard sa primárne použ́ıva na vizualizáciu neurónových
siet́ı, prednáška zač́ına l’ahkým úvodom do tejto problematiky. Ďalej sú vy-
svetlené nástroje TensorFlow a Keras, ktoré sa budú použ́ıvat’ v Jupyter
Notebook zošitoch. Druhá polovica prednášky sa zameriava na vysvetlenie
všetkých dôležitých dasboardov nástroja TensorBaord. Osnova prednášky je
nasledovná:

• Neurónové siete

– Umelý neurón
– Viacvrstvová neurónová siet’

• TensorFlow
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• Keras

• TensorBoard

– Scalars
– Graphs
– Histograms & Distributions
– Texts & Images
– HParams
– Ostatné dashboardy

Ďalej som vytvorila jedenást’ Jupyter Notebook zošitov, ktoré obsahujú
praktické ukážky k témam Jupyter Notebook, pandas, matplotlib, vizualizácie
v strojovom učeńı a TensorBoard. Na tému matplotlib som vytvorila dva
zošity. Prvý sa venuje jeho základom a ukazuje ako menit’ dizajn grafu (š́ırka,
farba a štruktúra čiar) a ako manipulovat’ s objektami ako sú osi, meŕıtka,
mriežka, legenda, popisky ośı a podobne. Druhý zošit ponúka ukážku ko-
rektných a estetických grafov vytvorených pomocou baĺıčka matplotlib. Vizu-
alizácie v strojovom učeńı sú komplexnou témou, a preto som látku rozdelila
do štyroch zošitov. Zošity sa venujú vizualizáciám

• natrénovaných modelov,

• evaluácie modelov,

• ladenia hyperparametrov.

Posledný zošit obsahuje praktickú ukážku látky, ktorá bola vysvetlená vo
všetkých predchádzajúcich zošitoch. Za pomoci vhodných vizualizácíı v ňom
trénujem rozhodovaćı strom na predikciu cien domov. Na tému TensorBoard
som vytvorila tri zošity. Prvý zošit preberá základy fungovania tohto nástroja
a vysvetl’uje hlavné dashboardy - Scalars a Graphs. Druhý zošit ukazuje ako
do nástroja TensorBoard logovat’ texty a obrázky na praktickom pŕıklade lo-
govania matice zámen po každej epoche trénovania neurónovej siete. Posledný
zošit vysvetl’uje, ako sa dá TensorBoard využit’ na vizualizácie počas procesu
ladenia hyperparametrov.

Ked’že spojazdnenie zošitov môže byt’ pre niektorých študentov kompliko-
vané, vytvorila som návod ako použ́ıvat’ Jupyter Notebook s pomocou nástroja
Anakonda. Pri inštalovańı nástroja Anaconda sa totiž nainštaluje aj Python,
Jupyter Notebook a d’aľsie bežne použ́ıvané baĺıčky v strojovom učeńı. Po
nainštalovańı spomı́naného nástroja by si ale študenti aj tak museli manuálne
stiahnut’ všetky baĺıčky, ktoré sa v zošitoch použ́ıvajú. Na tento účel som vy-
tvorila konfiguračný súbor environment.yml, vd’aka ktorému je možné v ter-
mináli pomocou jedného pŕıkazu vytvorit’ prostredie so všetkými potrebnými
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závislost’ami. Je nutné poznamenat’, že fungovanie súboru bolo zatial’ overené
len na operačnom systéme macOS Monterey a na iných operačných systémoch
sa jeho správanie môže ĺı̌sit’. Je možné, že pre niektoré operačné systémy bude
potrebné vytvorit’ iné konfiguračné súbory.

V tejto práci som sa venovala aj tvorbe dvoch samostatných prác. Prvá z
nich je zameraná na exploračnú analýzu dát z útulku v Austine a druhá na
siet’ovú analýzu cestovných poriadkov pražskej integrovanej dopravy.

Všetky spomı́nané materiály sú nahraté na priloženej microSD karte a
preto ich v texte práce nerozoberám detailneǰsie. Vedúca práce spolu s opo-
nentom práce majú k materiálom pŕıstup aj prostredńıctvom repozitára na
fakultnom GitLabe.
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Záver

Ciel’om tejto diplomovej práce bolo vytvorit’ niekol’ko vzorových študijných
materiálov a samostatných prác pre predmet BI-VIZ s ohl’adom na predpo-
kladané znalosti študentov. Okrem vypracovanej analýzy tematických celkov,
ktoré sa v predmete budú preberat’ sú výsledkom práce štyri prednáškové pre-
zentácie, jedenást’ Jupyter Notebook zošitov s praktickými ukážkami, dve za-
dania samostatných prác a jeden návod na počiatočnú konfiguráciu vývojového
prostredia.

V úvode práce som sa venovala rešerši výuky vizualizácie dát na iných
univerzitách. Následne som spolu s vedúcou práce určila tematické celky, ktoré
sa budú v predmete BI-VIZ preberat’. Pre každý tematický celok som vykonala
rešerš z pohl’adu vizualizácie dát a vybrala metódy, ktoré by bolo vhodné v
rámci predmetu vyučovat’. Metódy som vybrala s ohl’adom na predpokladané
znalosti študentov. Odhad znalost́ı som založila na doporučenom priechode
štúdiom pre bakalársku špecializáciu Umelá inteligencia. Následne som pre
niektoré tematické celky vytvorila študijné materiály a samostatné práce na
overenie źıskaných znalost́ı.
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Dodatok A
Zoznam použitých skratiek

FIT VUT Fakulta informačńıch technologíı Vysokého učeńı technického v
Brně

FEL ČVUT Fakulta elektrotechnická Českého vysokého učeńı technického
v Praze

MUNI Masarykova univerzita

NLP Natural Language Processing

MSE Mean Squared Error

RMSE Root Mean Squared Error

RMSLE Root Mean Squared Logaritmic Error

MAE Mean Absolute Error

Q&A Questions and Answers (sekcia aplikácie Slido)

GUI Graphical User Interface

API Application Programming Interface
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Dodatok B
Mätúce grafy

Obr. B.1: Graf použitý pri predstaveńı M1 chipu. Osi nemajú meŕıtka a nie
je zrejmé v akých jednotkách sa dáta merali [18].
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B. Mätúce grafy

Common injuries children suffer
Top traumatic orthipedic injuries for which children are hospitalized:

Spinal - 5.2%

- 14.7%

- 17%

- 21.5%

- 21.7%

Lower arm

Upper arm

Lower leg

Thighbone

Top traumatic orthopedic reasons for children 
hospitalization:

Spinal - 5.2%

- 14.7%

- 17%

- 21.5%

- 21.7%

Lower arm

Upper arm

Lower leg

Thighbone

Obr. B.2: Ukážka zavádzajúceho nadpisu (hore) a lepšieho nadpisu (dole)
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Obr. B.3: 3D koláčový graf v porovnańı s 2D koláčovým grafom. 2D graf
zobrazuje proprcie lepšie.
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Dodatok C
Vizualizácie textu

81



C. Vizualizácie textu

Obr. C.1: Porovnanie word cloudu (hore) a st́lpcového grafu (dole). Zo
st́lpcového grafu sa odpovedá l’ahšie na otázky ohl’adom frekvencie slov [19].
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Dodatok D
Vizualizácie použ́ıvané v

strojovom učeńı
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D. Vizualizácie použ́ıvané v strojovom učeńı

gini = 0.041
samples = 48

value = [0, 47, 1]
class = versicolor

gini = 0.444
samples = 6

value = [0, 2, 4]
class = virginica

gini = 0.444
samples = 3

value = [0, 1, 2]
class = virginica

gini = 0.0
samples = 43

value = [0, 0, 43]
class = virginica

petal length (cm) <= 4.95
gini = 0.168

samples = 54
value = [0, 49, 5]
class = versicolor

petal length (cm) <= 4.85
gini = 0.043

samples = 46
value = [0, 1, 45]
class = virginica

gini = 0.0
samples = 50

value = [50, 0, 0]
class = setosa

petal width (cm) <= 1.75
gini = 0.5

samples = 100
value = [0, 50, 50]
class = versicolor

petal length (cm) <= 2.45
gini = 0.667

samples = 150
value = [50, 50, 50]

class = setosa

Obr. D.1: Klasifikačný rozhodovaćı strom vykreslený pomocou scikit-learn [20]
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Obr. D.2: Klasifikačný rozhodovaćı strom vykreslený pomocou dtreeviz [21]
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D. Vizualizácie použ́ıvané v strojovom učeńı
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Obr. D.3: Vývoj validačnej a trénovacej presnosti pre rôzne maximálne h́lbky
rozhodovacieho stromu
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Dodatok E
Obsah priloženej microSD karty

readme.txt........................stručný popis obsahu microSD karty
src

materials.............................navrhnuté študijné materiály
lectures ............................ prednášky vo formáte PDF
tutorials ........................ zošity s praktickými ukážkami
homeworks ........................... zadania samostatných prác
guides..................................................návody

thesis ...................... zdrojová forma práce vo formáte LATEX
text ....................................................... text práce

thesis.pdf ............................. text práce vo formáte PDF
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